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Résumé

Résoudre un problème d’optimisation consiste à trouver la ou les meilleures solutions vérifiant un en-
semble des contraintes et objectifs définis par l’utilisateur. Il est nécessaire que le problème introduise un
critère de comparaisons. Ainsi, la meilleure solution appelée aussi solution optimale, est la solution ayant
obtenu la meilleure évaluation au regard un critère défini.

Malheureusement, dans la plupart des problèmes du monde réel, il ne s’agit pas d’optimiser seulement un
seul critère mais plutôt d’optimiser simultanément plusieurs critères et qui sont généralement conflictuels.
L’optimisation multi-objectif consiste donc à optimiser simultanément plusieurs fonctions. La notion de so-
lution optimale unique dans l’optimisation uni-objectif disparait pour les problèmes d’optimisation multi-
objectif au profit de la notion d’ensemble de solutions Pareto optimales. L’utilisation des méta-heuristiques
pour résoudre des problèmes multi-objectifs a fait l’objet d’un intérêt de plus en plus croissant. A présent,
les méta-heuristiques constituent un des champs de recherche les plus actifs dans l’optimisation multi-
objectifs. La plupart des travaux existants concernent l’optimisation bi-objectif. Le cas multi-objectif reste
difficile à résoudre, non seulement à cause de la complexité de ces problèmes, mais aussi à cause du nombre
élevé des solutions Pareto optimales à un problème d’optimisation multi-objectif.
Nous proposons, dans ce mémoire, de traiter les problèmes d’optimisation multi-objectif par la méthode
P.A.S.A ( pareto archived simulated annealing ). Nous donnerons aussi plus en détail des définitions et prin-
cipaux concepts de la méthode de recuit simulé et comment la méthode P.A.S.A utilise ce dernier pour
résoudre un problème d’optimisation multi-objectif selon des étapes de ce méthode.
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Abstract

Solving an optimization problem involves finding the best solution or solutions that satisfy a set of user-
defined constraints and objectives. It is necessary that the problem introduces a criterion of comparisons.
Thus, the best solution, also called optimal solution, is the solution that has obtained the best evaluation
against a defined criterion.
Unfortunately, in most real-world problems, it is not a question of optimizing only one criterion but rather
of simultaneously optimizing several criteria and which are generally conflicting. Multi-objective optimi-
zation therefore consists in simultaneously optimizing several functions. The notion of optimal solution
unique in the uni-objective optimization disappears for the problems of multi-objective optimization in
favor of the notion of set of optimal solutions Pareto. The use of meta-heuristics to solve multi-objective
problems has been of increasing interest. Now, meta-heuristics are one of the most active fields of research
in multi-objective optimization. Most of the existing work concerns bi-objective optimization. The multi-
objective case remains difficult to solve, not only because of the complexity of these problems, but also be-
cause of the high number of Pareto solutions that are optimal for a multi-objective optimization problem.
In this thesis, we propose to deal with multi-objective optimization problems using the pareto archived si-
mulated annealing (P.A.S.A) method. We will also give more details on the definitions and main concepts of
the simulated annealing method and how the P.A.S.A method uses this method to solve a multi-objective
optimization problem according to steps of this method.
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Introduction générale

L’optimisation est une branche des mathématique cherchant à modéliser, à analyser et à résoudre ana-
lytiquement ou numériquement les problèmes qui consistent à minimiser ou maximiser une fonction sur
un ensemble. L’optimisation joue un rôle important en recherche opérationnelle, dans les mathématiques
appliquées en analyse et en analyse numérique, en statistique pour l’estimation du maximum de vraisem-
blance d’une distribution, pour la recherche de stratégies dans la cadre de la théorie des jeux, ou encore en
théorie du contrôle de la commande.

L’optimisation est au cœur de tout problème lié à la prise de décision, Le but ultime de toutes ces déci-
sions est soit de minimiser l’effort requis et/ou maximiser le bénéfice désiré.
Les problèmes d’optimisation sont utilisés pour modéliser de nombreux problèmes appliqués dans la concep-
tion des systèmes de l’industrie, le traitement d’images, les problèmes rencontrés dans les réseaux indus-
triels, la conception d’emplois du temps, . . . etc.
Il existe deux types des problèmes d’optimisation, l’optimisation mono-objectif, qui se base sur la mini-
misation (ou la maximisation) d’une seule fonction objectif où le but est de trouver la meilleure solution
appelée solution optimale qu’est facilement définie suivant des méthodes de résolution d’optimisation
mono-objectif. Et l’optimisation multi-objectif qui optimise simultanément plusieurs fonctions objectives
qui sont souvent contradictoires, Où le résultat d’un problème d’optimisation multicritère n’est pas unique,
mais généralement un assortiment de solutions, qui se distinguent par différents compromis réalisés entre
les objectifs. Cet assortiment est connu par l’ensemble de solutions Pareto optimales
Donc le but de l’optimisation multicritère, est d’obtenir les solutions de Pareto, par conséquent, à connaître
l’ensemble des compromis possibles entre les objectifs.

Depuis quelques années, l’approche Pareto définie initialement dans des travaux en économie au 19 ème
siècle a été utilisée dans les sciences pour l’ingénieur. Cette approche a l’avantage de traiter les problèmes
multi-objectifs sans transformation, sans favoriser un objectif par rapport à un autre. Dans ce cas la solu-
tion optimale ou de bonne qualité n’est plus une solution unique (cas mono-objectif) mais un ensemble de
solutions compromis entre les différents objectifs à optimiser, ce qui donne une aide précieuse aux déci-
deurs.
La qualité des résultat et des prédictions dépend de la pertinence du modèle, l’efficacité de l’algorithme et
des moyens pour le traitement numérique.
La plupart des problèmes d’optimisation appartiennent à la classe des problèmes NP-difficile : classe où il
n’existe pas d’algorithme qui fournit la solution optimale en temps polynomial en fonction de la taille du
problème.
La plupart des travaux réalisés dans ce domaine étaient dédiés à l’optimisation d’un seul objectif, or la
plupart des applications réelles intègrent plusieurs objectifs souvent contradictoires à optimiser simulta-
nément. Pendant longtemps, les approches de résolution multiobjectif consistaient principalement à les
transformer en problèmes mono-objectifs.

Tout comme pour l’optimisation mono-objectif, La résolution d’un problème d’optimisation multicritère,
a conduit les chercheurs à proposer deux classes de méthodes de résolution pour traiter les problèmes
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multi-objectifs : les méthodes exactes dédiées à résoudre optimalement les petites instances (les méthodes
exactes pour la résolution à des problèmes de petites tailles) et les méthodes approchées : les heuristiques et
en particulier les méta-heuristiques (génériques) permettant d’approximer les meilleures solutions sur les
plus grandes instances (les méthodes approchées pour la résolution à des problèmes de grande taille ). Les
méta-heuristiques sont des algorithmes génériques, souvent inspirés de la nature, conçues pour résoudre
des problèmes d’optimisation complexes. Parmi les méta-heuristiques les plus récentes, nous retenons celle
basée sur la recuit simulé qui est utilisé par la méthode de P.A.S.A. qui nous avons étudier dans ce mémoire.

Organisation du mémoire :

Cette mémoire est organisée en 3 chapitres :
Dans le premier chapitre , nous présentons les principes de base de l’optimisation mono-objectif( continu
et discret(combinatoire)) , Nous présentons l’optimisation mono-objectifs tout en introduisant des concepts
fondamentaux des problèmes d’optimisation mono-objectif, et une classification général de différents mé-
thodes de résolution utilisées pour résoudre les problèmes d’optimisation mono-objectif linéaire et non
linéaire dans le cas avec et sans contraintes.

Le deuxième chapitre, nous introduisons dans un premier temps quelques concepts et ensembles des défi-
nitions et généralités de base très importantes liées au thème de l’optimisation combinatoire multi-objectifs
tels que la dominance, la surface de compromis,l’optimalité. Nous décrivant aussi le problème d’optimisa-
tion multi-objectifs et les différents méthodes de résolution des problèmes d’optimisation multiobjectif et
les différentes approches existantes pour leur résolution

Le troisième chapitre, Ces dernières années, la plupart des méthodes exploitant une méta-heuristiques pré-
sentées dans la littérature pour résoudre des problèmes d’optimisation combinatoire multi-objectif, Parmi
les méta-heuristiques les plus récentes, nous nous intéressons à étudies et données quelque test sur la mé-
thode P.A.S.A(Pareto Archived Simulated Annealing) qui utilise le recuit simulé.
Finalement, nous clôturons ce mémoire par une conclusion générale,
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Chapitre 1

OPTIMISATION MONO-OBJECTIF

Dans ce chapitre, nous présentons les principes de base de l’optimisation mono-objectif (l’optimisation
avec des variables dont le domaine est continu et l’optimisation combinatoire dont le domaine est discret
). Nous donnerons aussi des définitions et principaux concepts d’un problème optimisation Mono-objectif
et une classification général des méthodes d’optimisation mono-objectif. Puis on présentera quelques une
de ces méthodes pour la résolution d’un problème d’optimisation mono- objectif .

1.1 Définition d’un problème d’optimisation :

Un problème d’optimisation se définit comme la recherche du minimum ou du maximum (de l’opti-
mum donc) d’une fonction donnée.
On peut aussi trouver des problèmes d’optimisation pour lesquels les variables de la fonction à optimiser
sont contraintes d’évoluer dans une certaine partie de l’espace de recherche.
dans ce cas, on a une forme particulière de ce que l’on appelle un problème d’optimisation sous contraintes.
Les problèmes d’optimisation peuvent être formulés comme suit :

P :

{
min/max( f (x))

x ∈Ω (1.1)

avec
f :Rn −→R : une fonction objectif ou bien la fonction optimiser sur l’ensembleΩ

1. siΩ = Rn alors le problème est dit problème d’ optimisation sans contrainte

2. siΩ= {x ∈Rn/gi (x) É 0∀i ∈ {1, .....,m},h j (x) = 0∀ j ∈ {1, ....,m′}}
et gi ,h j : Rn −→ R des fonction de contraintes, alors le problème est dit problème d’optimisation
avec contraintes mixtes . Ou bien :

P :


min/max( f (x))

h(x) = 0

g (x) É 0

x ∈Ω

(1.2)

Le problème est dit problème d’optimisation avec contraintes égalité :
SiΩ= {x ∈Rn ,h(x) = 0}
SiΩ= {x ∈Rn , g (x) É 0} alors :
P est dit pb d’optimisation avec contraintes d’inégalités.
L’ensemble des points {x ∈ℜn/gi (x) É 0∀i ∈ {1, .....,m},h j (x) = 0∀ j ∈ {1, ....,m′}} : est appelé ensemble de can-
didats, s’il est non vide
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1.2. DÉFINITIONS ET NOTATIONS :

On appelle solution du problème d’optimisation tout minimum/maximum global de la fonction f restreinte
à cet ensemble de candidat,noté x∗.
f, g, h sont linéaires ,alors (P) est dit problème d’optimisation linéaire
Si f, g, h sont convexe ,alors (P) est dit problème d’optimisation convexe
Si le problème

P :

{
min/max f (x) = 1

2 X t AX −C t X

AX É 0
(1.3)

Est appelé problème d’optimisation quadratique.
Chaque programme mathématique contient trois genres d’éléments :

1. Les variables :
• Ensemble des variables qui régissent la situation à modéliser ou bien
•Elles représentent les décisions ou les choix qui doivent être prises dans le modèle.
• Variables réelles, entières, binaires

2. Préciser la fonction objectif :
• Fonction mathématique composée des variables de décision qui représente le modèle physique
modélisé
• Une définition mathématique du but du modèle

3. les contraintes du problème :
• Ensemble des paramètres qui limitent le modèle réalisable
• équations ou inéquations composées des variables de décision
• Les limitations imposé sur le décision dans la situations modélisée.

1.1.1 Terminologie de la solution

Solution réalisable

•Solution où toutes les contraintes du modèle sont satisfaites

Zone de solution

• Ensemble de toutes les solutions réalisables

Solution optimale

• Solution réalisable où la fonction objectif atteint la meilleure valeur, maximum ou minimum
• Plusieurs solutions optimales possibles .

1.2 Définitions et notations :

1.2.1 Minimum /maximum local :

Soit f :Rn −→R

1. Minimum local : f possède un minimum local (resp min local strict) ou point x∗ s’il existe δ > 0 ,si
∀x ∈ vδ(x∗) tel que :
f (x∗) É f (x) (respect : f (x∗) < f (x),∀x ∈ vδ(x∗)).
vδ(x∗) = {x ∈Rn : ‖x −x∗‖ É δ}
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1.2. DÉFINITIONS ET NOTATIONS :

2. Maximum local : f possède un maximum local (respect max local strict) ou point x∗ si ∀x ∈ vδ(x∗)
ona :
f (x∗) ≥ f (x) (respect : f (x∗) > f (x),∀x ∈ vδ(x∗)).

1.2.2 Minimum /maximum global :

.

1. Minimum global : f possède un minimum global (resp min global strict) ou point x∗ ∈ vδ(x∗) tel que :
f (x∗) É f (x) (respect : f (x∗) < f (x),∀x ∈Rn).

2. Maximum global : f possède un maximum global (resp max global strict) ou point x∗ ∈ vδ(x∗) tel
que :
f (x∗) ≥ f (x) (respect : f (x∗) > f (x),∀x ∈Rn).

Remarque :

On dit que x∗ est un point d’extremum global (resp local)de f surRn si x∗ est un point max global (resp
local) de f sur Rn

1.2.3 Notion de convexité :

soit D un ensemble convexe :

Définition :

On dit que un ensemble D ∈Rn est convexe ssi pour tout (x1, x2) ∈ D2 etα ∈ [0,1] αx1 + (1−α)x2 ∈ D
C’est-à-dire,le segment reliant x1 et x2 doit être contenu entièrement dans D

Définition d’un fonction convexe :

La fonction f : D −→Rn est dit convexe ssi ∀(x1, x2) ∈ D2,α ∈ [0,1]
f (αx1 + (1−α)x2) Éα f (x1 + (1−α) f (x2)
Et on dit que f est strictement convexe si ∀(x1, x2) ∈ D2,α ∈ [0,1]
f (αx1 + (1−α)x2) <α f (x1 + (1−α) f (x2) .

Remarque :

En changement le sens de l’inégalité de la définition d’une fonction convexe on obtient le définition
d’une fonction concave.

1.2.4 Gradient et Matrice Hessien :

Définition :

1. Si f est dérivable au point x, on définit le gradient de f au point x noté par ∇ f (x)

∇ f (x) = ( ∂ f
∂x1

, ∂ f
∂x2

, ....., ∂ f
∂xn

)t

Ou x = (x1, x2, ......, xn) .

2. Si f est deux fois dérivable alors la matrice hessien de f au point x noté par ∇2 f (x) ou bien H f (x)

c-à-d : H f (x) = ∂2 f
∂xi∂x j

i = 1, ....,n et j = 1, ....,n

3. Si f est fonction de classe C 2(admet des dérivées partielles d’ordre 2 continues),le hessien de f est
une matrice symétrique.
Si f est de classe C 2,en peut écrire la formule de Taylor d’ordre 2 :
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1.3. CLASSIFICATION GÉNÉRALE DES MÉTHODES D’OPTIMISATION MONO-OBJECTIF

f (x) = f (x∗)+ (x −x∗)∇ f (x∗)+ 1
2 (x −x∗)+‖x −x∗‖2ε(x)

Ou ε est une fonction qui tend vers 0 quand x tend versx∗.

1.3 Classification générale des méthodes d’optimisation mono-objectif

La résolution d’un problème d’optimisation est réalisée à l’aide des méthodes d’optimisation dont la
classification est illustrée dans la figure 1.1.

FIGURE 1.1 – Classification générale des méthodes d’optimisation mono-objectif

1.4 Optimisation Combinatoire

L’optimisation combinatoire occupe une place très importante en recherche opérationnelle, en mathé-
matiques discrètes et en informatique.
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1.5. QUELQUE PROBLÈME DE L’OPTIMISATION COMBINATOIRE :

Son importance se justifie d’une part par la grande difficulté des problèmes d’optimisation et d’autre part
par de nombreuses applications pratiques pouvant être formulées sous la forme d’un problème d’optimi-
sation combinatoire. Bien que les problèmes d’optimisation combinatoire soient souvent faciles à définir,
ils sont généralement difficiles à résoudre.
En effet, la plupart de ces problèmes appartiennent à la classe des problèmes NP-difficiles et ne possèdent
donc pas à ce jour de solution algorithmique efficace valable pour toutes les données.
L’optimisation combinatoire est minimiser (ou maximiser) une fonction souvent appelée fonction coût,
d’une ou plusieurs variables soumises à des contraintes. Le sujet de l’optimisation combinatoire dans un
domaine discret.
Il faut trouver parmi toutes les possibilités, souvent en nombre fini, la possibilité optimale. Ceci parait facile
mais devient infaisable dès que la taille du problème est suffisamment grande.

1.5 Quelque problème de l’optimisation combinatoire :

1.5.1 Problème du sac à dos :

On considère n objet possédant chacun un bénéfice et un poids (ci , ai ), i = 1, ....,n.
On cherche à ranger ces objet dans un sac-à-dos de capacité b les objet mis dans le sac doivent maximiser
la valeur totale du bénéfice sans dépasser la capacité du sac .

PAC :


(max)Z =Σn

i=1ci xi

Σn
i=1ai xi ≤ b i ∈ {1.......,n}

xi ∈ {0,1}

(1.4)

1.5.2 Problème voyageur de commerce :

Un représentant doit visiter n ville une et une seule fois, et revenir à sa ville de départ, en minimiser le
coût total du trajet.
Soit un graphe complet G = (V ,E) muni d’une application c : E −→R.
Le problème est de trouver le plus court circuit Hamiltonien dans le graphe G .

PAC :



(mi n)Z =Σn
i=1Σ

n
j=1ci j xi j

Σn
j=1xi j = 1 i ∈ {1.......,n}

Σn
i=1xi j = 1 j ∈ {1.......,n}

Σ(i , j )∈s2 xi j ≤ |S|−1 S ⊂ {1, ....,n} : 2 ≤ |S| ≤ n −1

xi j ∈ {0,1} (i , j ) ∈ {1, .....,n}2

(1.5)

1.5.3 La Complexité des problème et efficacité des algorithmes :

La théorie de la complexité s’attache à classifier les problèmes selon leur difficulté.

Un problème de la classe P :

La classe des problème qui peuvent être résolus en temps polynomial sur une machine déterministe ces
problème sont souvent considérée comme ceux pour lesquels il existe un algorithme efficace.
Un problème est dit polynomial s’il existe un algorithme de complexité polynomiale permettant de ré-
pondre à la question posée dans ce problème, quelque soit la donnée de celui-ci.
La classe P est l’ensemble de tous les problèmes de reconnaissances polynomiaux.
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1.5. QUELQUE PROBLÈME DE L’OPTIMISATION COMBINATOIRE :

Un problème de la classe NP :

La classe des problème qui peuvent être résolus on temps polynomial sur une machine non détermi-
niste
Un problème de reconnaissance est dans la classe NP si, pour toute instance de ce problème, on peut vé-
rifier, en un temps polynomial par rapport à la taille de l’instance, qu’une solution proposée ou devinée
permet d’affirmer que la présence est « oui » pour cette instance.

Problème facile et difficiles

Un problème est facile s’il appartient à la classe des Problème pour lesquels il existe un algorithme
efficace pour les résoudre.
Un problème de décision est difficile s’il appartient à la classe NP-complet, pour lesquels il n’existe pas à
l’heure actuelle un algorithme efficace pour les résoudre, cependant, il existe un moyen pour vérifier, en
temps polynomial, problème véracité d’une solution donnée.
Un problème d’optimisation appartient à la classe NP-difficile si son problème décisionnel appartient à la
classe NP-Complet.

1.5.4 Définition d’un algorithme et sa convergence :

Définition d’un algorithme :

Un algorithme est défini par une application A de R permettant la génération d’une suite d’élément de
Rn par formule {

x0 ∈Rn

xk+1 = A(xk )
(1.6)

x0 donnée , k=0 (étape initiale)
xk+1 = A(xk ) , k=k+1 (itération k)

Convergence d’un algorithme :

Théorème :

On dit qu’un algorithme converge si la suite (xk )k∈N engendré par l’algorithme, converge vers une limite
x .

Vitesse de convergence d’un algorithme :

Soit (xk )k∈N une suite de limite x défini par le donnée d’un algorithme A, on dit que la convergence est :
Linéaire :
Si l’erreur ek = ‖xk −x‖ décroit linéairement :
∃ε ∈ [0,1];∃x0 : ∀k ≥ k0

ek+1 É ε.ek

super linéaire :
Si l’erreur ek décrit tel que :ek+1 Éα.ek avec αk est le terme d’une suite positive converge vers 0 .
Si α est le terme d’un suite géométrique on dit alors que le convergence est géométrique.
l’ordre P :
Si l’erreur ek décroit de manière suivant :
∃ε≥ 0;∃k0 : ∀k ≥ k0 : ek+1 É ε.(ek )2 .
Si P=2 :la convergence est dit quadratique .
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1.6. PROBLÈME DE L’OPTIMISATION NON LINAIRE :

Convergence local :

la convergence local existe si elle n’a lien que pour dz points de départ x0 dans un voisinage de x∗.

Remarque :

Dans le cas contraire (non local) le convergence est dit globale.

1.6 Problème de l’optimisation non linaire :

Le problème de l’optimisation non linéaire ,consiste à chercher le minimum ( resp maximum ) d’une
fonction f dans un ensembleΩ. Il s’agit de déterminer un point x∗ ∈Ω tel que :
f (x∗) É f (x) (resp f (x∗) ≥ f (x)) pour tout x ∈Ω .on dit, alors que x∗ est la solution optimal du problème de
minimisation(resp maximisation) surΩ.
Où f est la fonction objective, qui est une fonction continue non linéaire. Et Ω est l’ensemble des solution
réalisables (l’ensemble définissant ce problème qui est non linéaire ) qui est déjà définie mais sont aussi dif-
férentiables autant de fois que nécessaire pour l’établissement des outils théorique, comme les conditions
d’optimalité ou pour la bonne marche des algorithmes de résolution qui y sont introduit et analyser .
x : un vecteur de composantes (x1, x2, ....., xn) qui sont les inconnues du problème .

1.6.1 Cas sans contrainte :

Les problèmes d’optimisation sans contraintes consiste à chercher le point (où les points) au que une
fonction donnée est minimale (où maximale)
- Ces problèmes d’optimisation peuvent être résolu en appliquant les condition d’optimalités où bien en
utilisant les méthodes numériques
L’objectif de l’étude de ce problème est de donne les principaux résultats mathématiques concernant les
condition d’optimalités.

1.6.2 Les condition d’optimalités

Soit f :Rn −→R.
Et

P :

{
min/max( f (x))

x ∈Rn
(1.7)

1.6.3 Les condition nécessaire d’optimalités :

Théorème :

Soit x∗ un point on f atteint son minimum /maximum, si f est continue dérivable en ce point alors :
∇ f (x∗) = 0Rn .

Les condition suffisantes d’optimalités :

Les condition suffisant peuvent être du 1er e ordre ou de 2eme ordre.

Théorème 01 :

(condition nécessaire du 1er e ordre)
Lorsque f est convexe si f (x) est de classe C 1 on tout point intérieur d’un ensemble convexe D,alors :
∀x, y ∈ D : f (y)− f (x) ≥∇ f (x)(y −x).
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1.6. PROBLÈME DE L’OPTIMISATION NON LINAIRE :

Théorème 02 :

(condition suffisant de 1 ère ordre)
Soit f : D −→R une fonction convexe sur le domaine convexe D tel que :
D ⊆Rn alors,
tout minimum local de f sur D est un minimum globale de f sur D .

Théorème 03 :

(condition suffisant du 2 ème ordre)
Lorsque f n’est pas convexe et f ∈C 2

- Si x∗ un point ou la fonction f est deux fois continue et dérivable ( 2 différentiable )
- Si ∇ f (x∗) = 0 et H f (x∗) est défini positive, alors x∗ est un minimum local strict de f sur D
- Si ∇ f (x∗) = 0 etH f (x∗) est défini négative, alors x∗est un maximum local strict de f sur D .

Remarque :

la condition suffisant du 2 ème ordre nous permet du savoir la nature de point candidat ou les point
critiques (max où min).

1.6.4 Les méthodes de résolution de ces problèmes :

Les méthodes qui nous allons présenter sont les méthodes itératives d’optimisation sans contraintes
C’est à dire à partir d’une donnée initial x0 on construit un suite (xk )k∈N et étudier sa convergence .

Les Méthodes de descente :

Soit (P) le problème d’optimisation sans contrainte suivant :

P :

{
min/max( f (x))

x ∈Rn
(1.8)

Principe :

Le principe de tout ces méthodes est la descente c’est à dire on commence d’un point x0 ∈Rn .
Et en suit on construit (xk )k∈N avec xk+1 = xk + lk dk .
Avec dk :le direction de déplacement de xk vers xk+1.
lk : est le pas de déplacement en vérifiant :
- La condition suivante(de descente).
Définition : la valeur dk direction réalisable choisie à partir de xk est dit descente si et seulement si
∇ f (xk )t .dk < 0.

Algorithme de la méthode à direction de descente :

à l’itération k,on dispose du points xk ∈Rn .
— test d’arrêt : ∇ f (xk ) = 0, alors x∗ = xk .
— choix de la direction de descente dk ∈Rn .
— déterminer le pas lk le long de dk de manière de faire décroit f suffisante.
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1.6. PROBLÈME DE L’OPTIMISATION NON LINAIRE :

1.6.5 Cas avec contrainte :

On cherche à résoudre le problème

(P ) :

{
min f (x)

g (x) ∈Ω (1.9)

f :Rn −→R

g :Rn −→Rm

Ω :ensemble convexe du Rn .
g (x) :les contraintes
f (x) :les fonction objective
problème est appelé problème d’optimisation avec contrainte

L’étude du problèmes avec contraintes égalités :

Pce :


min f (x)

x ∈Ω : {x ∈Rn/h(x) = 0}

h = (
h1,h2, .....,hm)′

) (1.10)

Définition d’un point régulier :

soit S : {x ∈ Rn�h(x) = 0} une surface de Rn , on dit que x∗ est un point régulier si et seulement si les
vecteurs gradient de h au points x∗ sont linéairement indépendants c-à-d ∇h1(x∗),∇h2(x∗), ......,∇hn(x∗)
sont linéairement indépendants

1.6.6 Plan tangent à une surface :

S = {x ∈Rn�h(x) = 0}
On consiste toutes les courbes différentiables paramétrique à la surface passant par un point x0 de S,

x(t ) = t ∈ [−a, a] avec x(0) = x0 le plan tangent à la surface S au point x∗ est l’ensemble des dérivée des
courbes paramétrique différentiable au point t = 0

Théorème :

soit S : {x ∈Rn�h(x) = 0}
x∗ est point régulier de S.
T est un tangent à la surface Sau point x∗ alors
T = {y ∈Rn�∇h(x∗)′y = 0}

1.6.7 Condition nécessaire d’optimalité du première ordre :

soit S = {x ∈ Rn�h(x) = 0} et soit x∗ un point régulier de S si x∗ est un point minimum local de f sur S
alors ∃λ ∈Rm tel que
∇ f (x∗)+λ∇h(x∗) = 0

1.6.8 Condition nécessaire d’optimalité du deuxième ordre :

soit S : {x ∈Rn�h(x) = 0} et soit x∗ un point régulier de S
si x∗ est un minimum local de f sur S alors ∃λ ∈Rm : ∇ f (x∗)+λ∇h(x∗) = 0 et la matrice
L(x∗) = H f (x∗)+λHh(x∗) est S.D.P sur le plant tangent T à la surface au point x∗

H f (x∗) =∇2 f (x∗)
Hh(x∗) =∇2h(x∗)
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1.6. PROBLÈME DE L’OPTIMISATION NON LINAIRE :

1.6.9 La nature des points candidat :

Condition suffisant d’optimalité :

Théorème/
Soit S : {x ∈Rn�h(x) = 0}
Si x∗ est un point régulier de S et ∃λ ∈Rm : ∇ f (x∗)+λ∇h(x∗) = 0 telle que
L(x∗) = H f (x∗)+λHh(x∗) est D.P sur le plan tangente T de f sur s alors x∗ est minimum local strict sur S.

1.6.10 Problème d’optimisation non linéaire avec contrainte mixte :

Soit le problème

(P ) :

{
min f (x)

x ∈Ω= {x ∈Rn : h(x) = 0, g (x) ≤ 0}
(1.11)

avec f (x) fonction objective.
h(x) : (h1(x), .....,hn(x))′.
g (x) : (g1(x), ....., gm(x))′.
X = (x1, ......., xn).

1.6.11 Définitions et Notations :

1/une contrainte gi (x) ≤ 0 est dit active au point x∗ si g (x∗) = 0
2/une contrainte gi (x) ≤ 0 est dit non active au point x∗ si g (x∗) < 0
3/un point x∗ est dit régulier si et seulement si (∇h1(x∗), .....,∇hn(x∗),∇g ′

j (x∗)) sont linéairement indépen-
dants.
j ∈ J telle que :
J= l’ensemble des contraintes active.
J’=l’ensemble des contraintes non active.

1.6.12 Les conditions d’optimalités :

soit

p :

{
mi n f (x)

x ∈Ω= {Φ ∈Rn : h(x) = 0, g (x) ≤ 0}
(1.12)

Les Conditions nécessaires d’optimalités :

Théorème :

Soit x∗ est un minimum local de f surΩ alors :

∃λ ∈Rn ,∃µ ∈Rp :


∇ f (x∗)+λ∇h(x∗)+µ∇g (x∗) = 0

µg (x∗) = 0

µÊ 0

(1.13)
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1.7. LES MÉTHODES DE RÉSOLUTION DES PROBLÈMES AVEC CONTRAINTES MIXTE :

1.6.13 Condition nécessaire d’optimalité deuxième ordre :

Théorème :

soit x∗ est un minimum local de f sur S alors :

∃λ ∈Rn ,∃µ ∈Rp :


∇ f (x∗)+λ∇h(x∗)+µ∇g (x∗) = 0

µg (x∗) = 0

µÊ 0

L(x∗) = H f (x∗)+λHh(x∗)+µHg (x∗)

(1.14)

Est semi définit positive sur le plan tangente à la surface {x ∈Rn�h(x) = 0 et g j (x) = 0} au point x∗, j ∈ J

1.6.14 Condition suffisant d’optimalité deuxième ordre :

Théorème :

soit x∗ est un point régulier si ∃λ ∈Rn ,∃µ ∈Rp :
∇ f (x∗)+λ∇h(x∗)+µ∇g (x∗) = 0

µg (x∗) = 0

µÊ 0

L(x∗) = H f (x∗)+λHh(x∗)+µHg (x∗)

(1.15)

Est définit positive sur M tel que {y ∈Rn�∇h(x∗)y = 0}
Et {∇g j (x∗)y = 0 j∈J } au point x∗.
j ∈ J ′, J ′ = { j ∈ J�µi > 0} =⇒ x∗ est un minimum local strict f de S.

1.7 Les Méthodes de résolution des problèmes avec contraintes mixte :

Soit

(P )

{
mi n f (x)

X ∈Ω : {x ∈Rn�h(x) = 0, g (x) ≤ 0}
(1.16)

1.7.1 Définition :

Le vecteur dk au point xk est dit réalisable s’il existe α≥ 0, tel que ∀α,0 <α<α on a (xk +αdk ) ∈Ω

1.7.2 Remarque :

Les méthode qu’on va voir sont bases sur la direction réalisable de descente c-à-d : on part d’un pt x0,on
construit une suit {xk } qui converge vers la solution où xk+1 = xk +αk dk et 0 < α < α et le pas de direction
réalisable de descente

1.7.3 Méthode du gradient projeté :

La méthode du gradient projeté consiste à résoudre un pb d’optimisation de type{
mi n f (x)

X ∈Ω : {x ∈Rn�h(x) = 0, g (x) ≤ 0}
(1.17)

et à prendre comme direction de descente réalisable la projection du gradient négatif au point xk à chaque
itération sur le plan tangent a la surfaceΩ au pt xk avec
Mk :{y ∈Rn�

(∇h(xk );∇g I (xk )
)

Y = 0}
I :l’ensemble des indices des contraintes inégalités actives au pt xk
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1.8. PROBLÈME D’OPTIMISATION LINÉAIRE (OU PROGRAMMATION LINÉAIRE) :

Algorithme :

Étape (0) :trouver un point x0 ∈Ω, mettre k = 0
Étape (1) :soit Aq matrice dont les lignes sont les gradients des contraints active au point xk on pose gk =
∇ f (xk )
calculer dk =[−I + A′

q (Aq A′
q )−1 Aq ]g ′

k
aller en (2)
Étape (2) : :si dk 6= 0 alors dk est une direction réalisable de descente
calculer xk+1 = xk +αdk avec αk = ar g mi n f (xk +αdk ) et 0 <α<α
poser k = k +1 et aller en (1)
si dk = 0,aller en (3)
Étape (3) :calculer B ′

k =−(Aq A′
q )−1 Aq ]g ′

k
si la partie de Bk correspondant au contraintes active et positive,alors xk+1 vérifie les C.K.T terminer
si non ,il existe au moins une composant de Bk qui est strictement négative.
soit Ak :matrice obtenu à partir de Ak en supprimant une ligne correspondante à la contrainte active pour
la quelle le composante Bk est négative
mettre Ak = Aq et aller en (1)

1.8 Problème d’optimisation linéaire (ou programmation linéaire) :

1.8.1 Définition :

Un programme linéaire est un problème d’optimisation qui consiste à optimiser un fonction linéaire
sous des contraintes linéaires (un ensemble d’équation et /ou d’inégalité linéaire ).

1.8.2 Formulation de modèle mathématique :

est l’étape la plus délicate de la résolution d’un problème , de la forme d’un PL ,elle nécessite un effort
de conception aboutir à la détermination des trois éléments suivants :

Les variables de décision :

(les inconnus du problème )pour les quelles ont doit décides du niveau à atteindre ,tq le niveau d’activité
dans l’entreprise .

La fonction objectif :

qui décrit la relation linéaire représentant l’objectif de l’entreprise à l’aide des variables de décision.

Les contraintes :

qui décrivent les relation linéaire entre les variables de décision .
(P) un programme linéaire :

pL :


opti mi ser f (x) =C t X

g (x) É 0.....(1)

h(x) = 0......(2)

(1.18)

Avec f,g,h sont des fonction linéaires
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1.9. MÉTHODES DE RÉSOLUTION :

1.8.3 La forme matricielle d’un PL

P :



opti mi ser ( f (x)) =C t X

AX ≥ B

A
′
X É B

′

A"X = B "

X ∈Rn

C ∈Rn

(1.19)

1.8.4 La forme canonique d’un pb linéaire :

soit (P) :

P :


max(Z ) =C t X

AX É B

X ≥ 0

(1.20)

P :


mi n(Z ) =C t X

AX ≥ B

X ≥ 0

(1.21)

où :
n : nombre des variables
m : nombre des contraintes
X ∈Rn ,C ∈Rn ,B ∈Rm

A = (Xi , j )
i = 1, ..,n
j = 1, ...,m

1.8.5 La forme standard d’un Pb linéaire :

P :


max(Z ) =C t X

AX = B

X ≥ 0

(1.22)

P :


mi n(Z ) =C t X

AX = B

X ≥ 0

(1.23)

1.9 Méthodes de résolution :

1.9.1 La résolution graphique :

Définition :

1/ On appelle polytope l’intersection d’un nombre fini des demi-espaces fermés de Rn .
un polytope est un ensemble convexe fermé
La domaine des solution réalisables est un polytope convexe borné (polyèdre )ou non borné
le domaine des solutions réalisables de tout PL à n variables est une partie convexe de Rn .
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1.9. MÉTHODES DE RÉSOLUTION :

Effet : il s’agit d’un sous ensemble de Rn s’exprime comme l’intersection d’un nombre fini de demi-espace
fermé de Rn .
2/ On appelle polyèdre un polytope borné .
3/ Étant donné un polyèdre D ,un vecteur x ∈ D est un point extrême (ou sommet ) de D s’il n’existe pas
deux vecteurs y, z 6= x ∈ D et α ∈ [0,1] tq x =αy + (1−α)z

1.9.2 Les étapes de résolution graphique d’un PL :

La résolution d’un PL par la méthode graphique on fait selon une démarche commune ,celle-ci peut
être résumé en quatre étapes :

1. Schématiser le domaine réalisable dans un repère orthonormé.

2. Dans le même repère représenter l’hyperplan (D0) : C t X = 0
Noter que tout hyperplan (Dk ) de l’équation C t X = k,k ∈R parallèle à (D0).

3. Si le PL considérer est de type maximisation (resp minimisation )indique par une flèche le sens de
déplacement parallèle de (Dk ) qui fait augment (resp diminue )k .

4. Déterminer la droite Dkmax la plus éloignée dans le sens de la flèche de D0 qui coupe le domaine
réalisable D
Tout point de Dkmax ∩D est une solution optimale .
Si une telle droite Dkmax n’existe pas alors on peut dire que l’optimum est infini .

Remarque :

Si n ≥ 3 alors la méthode graphique n’est pas efficace .

1.9.3 Méthode de simplexe

Nous présentons une méthode de résolution d’un programme linéaire qui a été développé par Dantzig
(États-unis) en 1947. Cette méthode appelé algorithme de s implexe,elle consiste à effectuer une exploration
dirigée de l’ensemble des solutions de bases réalisable. c’est l’ensemble des points extrême défini par le
système des contraintes du problème de programme linéaire.

1. Forme standard d’un programme linéaire par rapport à une base

Soit (P ) un P.L sous forme standard :

(P ) :


max Z = cT x

Ax ≤ b

x ≥ 0

(1.24)

où x ∈Rn et c ∈Rn ,b ∈Rm .

On dispose d’une base B et d’une solution de base réalisable x,avec A = (B , H) , x = (xB , xH )T et cT =
(cT

B ,cT
H ).

où
B : une matrice carré inversible d’ordre m.
H : matrice d’ordre m ∗ (n −m).
xB :variable de base.
xH :variable hors base.
La fonction objectif s’écrit : max Z = cT x = cT

B xB + cT
H xH

Le système Ax = b s’écrit comme suit :B xB +H xH = b ⇒ xB = B−1b −B−1H XH .
posons π = cT

B B−1 appelé vecteur multiplicateur relatif à la base B .Alors cT
H −πH est appelé le cout réduit
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1.9. MÉTHODES DE RÉSOLUTION :

relatif à la base B .
Le programme (P ) s’écrit sous la forme standard par rapport à la base B :

(P ) :


max Z =πb + (cT

H −πH)xH

xB +B−1H xH = B−1b

xB , xH ≥ 0

(1.25)

2. Algorithme de simplexe

L’idée de base de ce algorithme consiste à démarrer d’un point extrême (solution de base réalisable) x0

de l’ensemble des solution réalisable D en suite à se déplacer vers un autre point extrême x1 de D dont la va-
leur de la fonction objectif Z (x0) est meilleur que Z (x0) ainsi se suite jusqu’à ce qui on arrive à une solution
de base réalisable optimale ou bien jusqu’à on se rendre compte que le(P ) n’est pas borné inférieurement.

L’algorithme suppose qu’on a une solution de base réalisable initiale,on note par I l’ensemble des indices
qui correspondant à l’ensemble de bases réalisable et par J l’ensemble des indices qui correspondant à l’en-
semble des solution hors bases.

Étapes de l’algorithme

1. Étape 0 : Mettre le PL sous forme standard par rapport à une solution de base réalisable I .

2. Étape 1 : Déterminer le coefficient des variable hors base de la fonction objectif,
et on pose Cs = max j∈J (c j )
— Si Cs ≤ 0,stop la solution de base correspondant à I est optimale.
— Si Cs > 0, aller en étape 2.

3. Étape 2 : Examiner le vecteur As (vecteur colonne) .
— Si {i : Ai

s > 0} =∅ stop le PL n’a pas de solution bornée.
— Si {i : Ai

s > 0} 6=∅ alors déterminer K

K = {k :
bk

Ak
s

= min{
bi

Ai
s

: Ai
s > 0}}

et aller en étape 3.

4. Étape 3 : Choisir r ∈ K et mettre le PL sous forme standard par rapport à la nouvelle base
I = (I − {r })∪ {s} et aller en 1.

3. Méthode de deux phases

L’application de la méthode du simplexe à la résolution des PL suppose la connaissance préalable d’une
solution de base réalisable de départ.
Lorsque celle ci ne peut s’obtenir de manière immédiate, on peut utilise des méthodes qui permettent de
construire de manière systématique cette solution. La méthode de deux phases repasse sur l’introduction
des variable artificielles.

Phase 1 : Consiste annuler toutes les variables artificielles en utilisent une fonction objectif artificielle.
Si l’on ne peut pas annules toutes les variables alors problème n’est pas réalisable.

Phase 2 : Consiste à remplacer la fonction objectif artificielle de la phase 1 par la vrais fonction objectif à
maximiser, on utiliser alors la solution de base réalisable obtenue à la fin de la phase 1.
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1.9. MÉTHODES DE RÉSOLUTION :

1.9.4 La dualité :

Définition :

soit :

P :


max(Z ) =C t X

AX ≥ B

X ≥ 0

X ∈Rn ,C ∈Rn ,B ∈Rm , A ∈Rn×m

(1.26)

(P) est un pb primale avec n variables et m contraintes
On appelle le duale de ce programme linéaire le programme linéaire suivant :

D = Dual (P ) :


mi n(W ) = Y t B

Y t A ≥C

Y ≥ 0

avecY ∈Rm

(1.27)

Théorème 01 :

Le problème dual du problème dual est le problème primal.

Théorème 02 :

Soit X̄ solution réalisable de (P) et Ȳ solution réalisable de(D) tel que : C t .X̄ = ȳ t .B .
alors X̄ et Ȳ sont des solutions optimales de (P) et (D) respectivement.
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Chapitre 2

L’OPTIMISATION MULTI-OBJECTIF

Dans ce chapitre, nous introduisons dans un premier temps quelques concepts et ensembles des défini-
tions et généralités de base très importantes liées au thème de l’optimisation combinatoire multi-objectifs
qui seront très utiles pour la suite de ce travail.Utiles pour comprendre la suite du ce mémoire.
Ensuite, nous ferons un tour rapide des méthodes de résolution du domaine,

2.1 Définition d’un Problème d’optimisation multiobjectif :

Un problème d’optimisation multi-objectif a pour but de optimiser simultanément plusieurs critères
définis dans le même espace. Par exemple, de nombreuses conceptions de produits ou systèmes cherchent
à minimiser le coût de leur production tout en maximisant leur performance. Ces deux critères d’optimisa-
tion sont contradictoires et la solution du problème est un compromis entre les deux objectifs
Cependant lorsque l’on modélise un problème, on cherche souvent à satisfaire plusieurs objectifs.
Par exemple, on veut un système performant et on veut aussi que ce système consomme peu. Dans ce
cas, on parle de problème d’optimisation multi-objectif (ou problème d’optimisation multicritère). Celui-ci
s’écrit de la manière suivante :

P :



opti mi ser f (x)

h(x) = 0

g (x) É 0

où

x ∈Rn , f (x) ∈Rk , g (x) ∈Rm ,h(x) ∈Rp

(2.1)

Plus précisément un problème d’optimisation multi-objectif peut être défini comme un problème où le but
est d’optimiser k fonctions objectif simultanément (Maximiser k fonctions, Minimiser k fonctions, Maximi-
ser et Minimise k fonctions ).
La présence de multiples objectifs est en conflit naturel dans de nombreux problèmes et rend le problème
d’optimisation intéressant à résoudre, car aucune solution ne peut être qualifiée comme une solution op-
timale aux objectifs contradictoires multiples, dans un problème d’optimisation multicritère, on rencontre
souvent des objectifs contradictoires. Deux objectifs sont contradictoires lorsque la diminution d’un ob-
jectif entraîne une augmentation de l’autre objectif. Le problème d’optimisation multi-Objectif résultant
recourt à un certain nombre de solutions compromis optimal .
Le but que l’on se fixe dans la résolution d’un problème d’optimisation multiobjectif est de optimiser "au
mieux" les différents objectifs.
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2.2. LA MULTIPLICITÉ DES SOLUTION :

2.1.1 Vocabulaire et définitions :

Tout d’abord nous définissons les notions communes à n’importe quelle méthode d’optimisation mul-
ticritère :

Fonction objective :

C’est le nom donné à la fonction f (on l’appelle encore fonction de coût ou critère d’optimisation). C’est
la fonction que l’algorithme d’optimisation va devoir "optimiser" (trouver un optimum)

L’ensemble de contraintes :

Définit des conditions sur l’espace d’état que les variables doivent satisfaire. Ces contraintes sont sou-
vent des contraintes d’inégalité ou d’égalité et permettent en général de limiter l’espace de recherche.

Vecteur de décision :

Une action (ou un vecteur de décisions) sera notée x = (x1, x2, . . . , xn) avec xi les variables du problème
(variables de décision ) et n le nombre de variables, C’est en faisant varier ce vecteur que l’on recherche un
optimum de la fonction f .

Espace de recherche :

Représentant l’ensemble des valeurs pouvant être prises par les variables.

Espace réalisable :

Représentant l’ensemble des valeurs des variables satisfaisant les contraintes.

2.2 La multiplicité des solution :

Contrairement à l’optimisation mono-objectif,la solution d’un problème multi-objectif n’est pas unique,
en raison de la contradiction et d’une éventuelle incompatibilité des fonctions objectifs.
De ce fait il est impossible de trouver une seule solution qui serait optimale pour tous les objectifs simul-
tanément, mais un ensemble de solutions non dominées, connues comme l’ensemble des solutions de
meilleur compromis. Compromis signifie que l’on ne peut pas augmenter le niveau de satisfaction pour un
objectif sans réduire cela pour un autre objectif. Pour des problèmes de programmation multi-objectifs le
concept de solutions non-dominées est utilisé. Une solution de compromis est choisie parmi l’ensemble
des solutions non-dominées
Autrement dit

Lorsque l’on cherche à obtenir une solution optimale à un problème d’optimisation multiobjectif donné,
on s’attend souvent à trouver une solution et une seule. En fait, La plupart du temps, on trouve une multi-
tude de solutions, du fait que certains des objectifs sont contradictoires.

Donc, quand on résoudra un problème d’optimisation multiobjectif, on obtiendra une grande quantité de
solutions. Ces solutions, comme on peut s’en douter, ne seront pas optimales, au sens où elles ne optimisera
pas tous les objectifs du problème. Un concept intéressant, qui nous permettra de définir les solutions ob-
tenues, est le compromis. En effet, les solutions que l’on obtient lorsque l’on a résolu le problème sont des
solutions de compromis. Elles optimisent un certain nombre d’objectifs tout en dégradant les performances
sur d’autres objectifs.
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2.3. NOTION DE DOMINANCE :

2.3 Notion de dominance :

En raison de la nature conflictuelle des objectifs, Lorsque nous avons résolu notre problème d’optimi-
sation multiobjectif, il n’y a généralement pas une solution réalisable qui optimise simultanément tous les
objectifs alors nous avons obtenu une multitude de solutions. Seul un nombre restreint de ces solutions
va nous intéresser. Pour qu’une solution soit intéressante, il faut qu’il existe une relation de dominance et
l’efficacité au sens de Pareto entre la solution considérée et les autres solutions, dans le sens suivant :

2.3.1 La relation de dominance :

On dit que le vecteur x1 domine le vecteur x2 si :
– x1 est au moins aussi bon que x2 dans tous les objectifs, et,
– x1 est strictement meilleur que x2 dans au moins un objectif.

2.3.2 Efficacité :

La notion d’une solution efficace a été introduite par Pareto en 1896, par conséquent, la connotation
d’un ensemble efficace est aussi connue sous le nom Pareto-optimale .

Définition :

Une solution x ∈ D est une solution efficace pour un problème d’optimisation multiobjectif s’il n’existe
pas de x0 ∈ D tel que f (x0) domine f (x).
Un point est efficace si son image par f est un vecteur critère non dominé.

Remarque :

A partir d’un point efficace, il est impossible d’augmenter la valeur d’un des critères sans diminuer la
valeur d’au moins un autre critère.

2.3.3 Optimalité au sens de Pareto :

Les solutions qui dominent les autres mais ne se dominent pas entre elles sont appelées solutions op-
timales au sens de Pareto (ou solutions non dominées). Ensemble des solutions optimales au sens Pareto
sont situées sur la limite de l’espace de critère F
Nous pouvons maintenant définir le concept d’optimalité locale et globale au sens de Pareto :

Optimalité local au sens de pareto :

Un vecteur x ∈Rn est optimal localement au sens de Pareto s’il existe un réel δ> 0 tel qu’il n’y ait pas de
vecteur x ′ qui domine le vecteur x avec x ′ ∈ Rn ∩B(x,δ) où B(x,δ) représente une boule de centre x et de
rayon δ. Un vecteur x est donc optimal localement au sens de Pareto s’il est optimal au sens de Pareto sur
une restriction de l’ensemble Rn ,Cette définition est illustrée par la figure 2.1 .

Optimalité global au sens de pareto :

Un vecteur x est optimal globalement au sens de Pareto (ou optimal au sens de Pareto) s’il n’existe pas
de vecteur x ′ tel que x ′ domine le vecteur x.

La différence entre cette définition et celle de l’optimalité locale tient dans le fait que l’on ne considère
plus une restriction de l’ensemble Rn .
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2.3. NOTION DE DOMINANCE :

FIGURE 2.1 – L’optimalité locale au sens de Pareto.

Une version "graphique" de la précédente définition (optimalité global au sens de pareto) utilise le théo-
rème du contact.

Théorème du contact :

Un vecteur x est optimal au sens de Pareto pour un problème d’optimisation multiobjectif donné si :
(C−+x)∩F = {x}
où F désigne l’espace des solutions réalisables.
L’utilisation de ce théorème est illustrée par la figure 2.2.

FIGURE 2.2 – Le théorème du contact.

Définition d’un Cône négative :

Un cône négatif est défini dans Rk de la manière suivante : C− = {x | f (x) ∈Rk et f (x) ≤ 0}.
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2.4. LA SURFACE DE COMPROMIS (FRONT DE PARETO) :

Les niveaux de préférence dans la relation de dominance :

Lorsque l’on applique la définition de la dominance, on peut définir quatre régions aux quelles on peut
attribuer des niveaux de préférence. Ces régions sont représentées à la figure 2.3. Cette figure reprend le
découpage défini par le cône négatif que l’on a introduit précédemment et l’étend à tout l’espace.
Par exemple, si ce graphique est centré sur une solution A et que l’on compare cette solution avec une solu-
tion B, on aura les possibilités suivantes :
• si la solution B se trouve dans le quadrant 1, alors la solution A est préférée à la solution B
• si la solution B se trouve dans le quadrant 3, alors la solution A est dominée par la solution B
• si la solution B se trouve dans l’un des quadrants 2 ou 4, alors, on ne peut pas se prononcer sur la préfé-
rence de A par rapport à B ou de B par rapport à A.

FIGURE 2.3 – Les niveaux de préférence dans la relation de dominance.

2.4 La surface de compromis (front de Pareto) :

2.4.1 Définition :

Soit x = [x1, ....xn]t un vecteur de décision avec :
x ∈ X ( L’espace réalisable) x est dit Pareto optimal, s’il n’existe pas une solution y domine x.
Une solution Pareto optimal appelée aussi : solution efficace ou non dominée solution.
Autrement
Le front (frontière) de Pareto est l’ensemble des solutions Pareto optimales qui sont composées des points,
ne sont dominés par aucun autre
Le front de Pareto appelé aussi surface de compromis ou l’ensemble des solutions efficaces .
La figure 2.4 , représente le Front du Pareto pour un problème de minimisation et maximisation de deux
fonctions objective
Une propriété est remarquable : en fonction du type de problème que l’on cherche à résoudre, on obtient
une forme de surface de compromis.
Les formes les plus courantes de surfaces de compromis sont réunies à la figure 2.6.

Un exemple de surface de compromis (front Pareto) en dimension 2 est montré à a la figure 2.6. Dans cet
exemple, le problème considéré est un problème de minimisation avec deux critères. Deux points particu-
liers apparaissent clairement :
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2.4. LA SURFACE DE COMPROMIS (FRONT DE PARETO) :

FIGURE 2.4 – Le front de Pareto.

FIGURE 2.5 – Formes les plus courantes de la surface de compromis dans le cas de deux objectifs.

35



2.4. LA SURFACE DE COMPROMIS (FRONT DE PARETO) :

Point idéal :

Les coordonnées du point idéal correspondent aux meilleurs valeurs de chaque objectif des points du
front Pareto.
Les coordonnées de ce point correspondent aussi aux valeurs obtenues en optimisant chaque fonction ob-
jectif séparément.

Point nadir :

Les coordonnées de ce point correspondent aux pires valeurs obtenues par chaque fonction objectif
lorsque l’on restreint l’espace des solutions à la surface de compromis.
Le point idéal est utilisé dans beaucoup de méthodes d’optimisation comme point de référence. Le point
nadir, lui, sert à restreindre l’espace de recherche ; il est utilisé dans certaines méthodes d’optimisation
interactives.
Les coordonnées de ces deux points sont maintenant définies formellement.

FIGURE 2.6 – Front pareto.

2.4.2 La convexité :

Comme nous le verrons plus loin, certaines méthodes d’optimisation multiobjectif nécessitent de res-
pecter certaines hypothèses.
Le plus souvent, la méthode réclame de travailler sur un espace S des valeurs de f (x) qui soit convexe.

Définition :

Un ensemble S est convexe si, étant donnés deux points distincts quelconques de cet ensemble, le seg-
ment qui relie ces deux points est contenu dans l’ensemble S.
Un exemple d’ensemble convexe et un exemple d’ensemble non convexe sont représentés à la figure 2.7.
La convexité est le premier indicateur de la difficulté du problème.
En effet, certaines méthodes sont dans l’incapacité de résoudre des problèmes non convexes de manière
optimale.
Mais il existe d’autres indicateurs tout aussi importants, notamment la continuité, la multi-modalité, la na-
ture des variables de décision (entières ou réelles), . . .
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2.4. LA SURFACE DE COMPROMIS (FRONT DE PARETO) :

FIGURE 2.7 – Exemples d’ensemble convexe et d’ensemble non convexe.

2.4.3 La représentation de la surface de compromis :

Toutes les représentations de la surface de compromis, pour un même problème, ne sont pas équiva-
lentes.
En effet, la représentation idéale de la surface de compromis devra être constituée de points solution de
notre problème répartis de manière uniforme sur la surface de compromis (voir figure 2.8).
Dans le premier cas, les points représentant la surface de compromis ne sont pas répartis de manière uni-
forme. L’utilisateur n’aura alors pas en sa possession un ensemble de solutions très utile. En effet, s’il décide
que la solution qu’il avait choisie ne lui convient pas, le choix d’une autre solution risque de faire varier
brusquement tous ses objectifs, et cette nouvelle solution ne lui conviendra pas non plus. Il est alors pro-
bable que la solution offrant le "meilleure " compromis se trouve dans une zone qui ne soit pas représentée
par des points solution.
La détermination d’une bonne représentation de la surface de compromis sera un critère de choix d’une
méthode d’optimisation multiobjectif.

FIGURE 2.8 – La représentation de la surface de compromis.
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2.5. LES CONDITIONS D’OPTIMALITÉS D’UN PROBLÈME D’OPTIMISATION MULTI-OBJECTIF :

2.5 Les Conditions d’optimalités d’un problème d’optimisation multi-objectif :

Résoudre les problèmes d’optimisation multi-objectif de la forme :

P :



opti mi ser f (x)

h(x) = 0

g (x) É 0

où

x ∈Rn , f (x) ∈Rk , g (x) ∈Rm ,h(x) ∈Rp

(2.2)

consiste à rechercher les points qui ne sont pas dominés. Ces solutions seront les solutions optimales au
sens de Pareto (l’ensemble des meilleurs compromis ).
Ces problèmes d’optimisation peuvent être résolu en appliquant les condition d’optimalités mais les pro-
blèmes de grande dimension sont très difficiles à résoudre alors on ne peut pas appliquant les condition
d’optimalités, alors en utilisant les méthodes de résolution des problèmes d’optimisation multi-objectif.

2.5.1 Les Conditions nécessaires d’optimalités :

Comme en optimisation mono-objectif, un point solution d’un problème d’optimisation multi-objectif
sous contraintes vérifie des conditions du premier ordre (c’est-à-dire portant sur la dérivée de la fonction
coût et des contraintes) qui donnent lieu à un système d’équations vérifié par le point solution et des para-
mètres associés aux contraintes, les coefficients de Lagrange.

Théorème :

Soient f : Rn −→ Rk , g : Rn −→ Rm et h : Rn −→ Rp des fonctions de classe C 1. Si x∗ est solution du pro-
blème d’optimisation multi-objectif, alors il existe ω ∈Rk+,µ ∈Rm+ ,λ ∈Rp Avec (ω,µ,λ) 6= (0,0,0) ⊂Rk+∗Rm+ ∗
Rp tels que : 

∑k
i=1ωi∇ fi (x∗)+∑m

j=1µ j∇g j (x∗)+∑p
l=1λl∇hl (x∗)

µ j g j (x∗) = 0 j = 1, ....,m.

i = (1, ....,k).

(2.3)

Les coordonnées du point x∗ optimal au sens de Pareto et les coefficients de Lagrange λ et µ satisfont
donc les (n +m +p) équations :

∑k
j=1ω j

∂ f j (x∗)

∂xi
+∑m

l=1µl
∂gl (x∗)

∂xi
+∑p

q=1λq
∂hq (x∗)

∂xi

µ j g j (x∗) = 0 j = (1, ....,m).

hl (x∗) = 0 l = (1, ...., p).

i = (1, ....,k).

(2.4)

Il existe des poids ω
′
1, ...,ω

′
k (qui dépendent de x∗) tels que l’on peut appliquer le théorème de Fritz John

mono-objectif à la fonction pondérée fω′ (x) = ∑k
i=1ω

′
i fi (x). Le théorème de Fritz John fait alors apparaitre

un coefficient λ0 tel que λ0ω
′
i = ωi pour i = 1, ...,k. On revient alors à de l’optimisation monobjectif. Ce-

pendant, le théorème donne simplement l’existence de ces poids, sans donner de moyen de les trouver. La
première égalité peut s’écrire à l’aide des différentielles des fonctions :
d f T

x∗(ω)+d g T
x∗(µ)+dhT

x∗(λ) = 0.

soit sous forme matricielle :
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2.6. LES DIFFÉRENTS MÉTHODES DE RÉSOLUTION DES PROBLÈMES D’OPTIMISATION
MULTIOBJECTIF :


∂ f1

∂x1
(x∗) ...... ∂ fk

∂x1

: ..... :
: :

∂ f1

∂xn
(x∗) ........ ∂ fk

∂xn



ω1

:
:
ωk

 +


∂g1

∂x1
(x∗) ...... ∂gm

∂x1

: ..... :
: :

∂g1

∂xn
(x∗) ........ ∂gm

∂xn



λ1

:
:
λm

+


∂h1
∂x1

(x∗) ...... ∂hm
∂x1

: ..... :
: :

∂h1
∂xn

(x∗) ........
∂hp

∂xn



µ1

:
:
µk

 =


0
:
:
0

.

2.5.2 Conditions suffisantes d’optimalité :

Pour que les solutions du système d’équations obtenues grâce au théorème de Fritz John soient les
solutions du problème d’optimisation multi-objectif sous contraintes, les fonctions coôt et les contraintes
doivent être convexes. On obtient alors le théorème de Karush-Kuhn et Tucker :

Théorème (Théorème de Karush-Kuhn-Tucker) :

Soient f : Rn −→ Rk , g : Rn −→ Rm et h : Rn −→ Rp des fonctions de classe C 1. et telles que les fonctions
fi , g j ,hl sont convexes. S’il existe ω ∈Rk+,λ ∈Rp

+,µ ∈Rm tels que{ ∑k
i=1ωi∇ fi (x∗)+∑m

j=1µ j∇g j (x∗)+∑p
l=1λl∇hl (x∗)

µ j g j (x∗) = 0 ,µ j ≥ 0 / j = 1, ....,m.
(2.5)

alors x est solution du problème multi-objectif :

P :



opti mi ser f (x)

h(x) = 0

g (x) É 0

où

x ∈Rn , f (x) ∈Rk , g (x) ∈Rm ,h(x) ∈Rp

(2.6)

Puisque dans ce cas, les fonctions coût fi et les contraintes sont convexes, le minimum x∗ est un minimum
global du problème d’optimisation.

2.6 Les différents méthodes de résolution des problèmes d’optimisation mul-
tiobjectif :

Les méthodes d’optimisation multicritères s’intéressent aux problèmes essayant d’optimiser simulta-
nément plusieurs objectifs.
Il existe un nombre important de méthodes de résolution des problèmes d’optimisation multi-objectif.
Ces méthodes peuvent être classées de différentes façons, selon la manière dont le concepteur va prendre
en compte les critères d’optimisation dans la résolution du problème. Par exemple, Van Veldhuizen et al[6].
propose de trier les méthodes en 3 grandes familles de stratégies :

2.6.1 Les méthodes à préférence a priori :

Dans ces méthodes, l’utilisateur définit le compromis qu’il désire réaliser (il fait part de ses préférences)
avant de lancer la méthode d’optimisation.
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2.6. LES DIFFÉRENTS MÉTHODES DE RÉSOLUTION DES PROBLÈMES D’OPTIMISATION
MULTIOBJECTIF :

On retrouve dans cette famille la plupart des méthodes par agrégation (où les fonctions objectif sont fusion-
nées en une seule).

2.6.2 Les méthodes à préférence progressive ou interactive :

Dans ces méthodes, l’utilisateur affine son choix de compromis au fur et à mesure du déroulement de
l’optimisation.
On retrouve dans cette famille les méthodes interactives.

2.6.3 Les méthodes à préférence a posteriori :

Dans ces méthodes,l’utilisateur choisit une solution de compromis en examinant toutes les solutions
extraites par la méthode l’optimisation.
Les méthodes de cette famille fournissent, à la fin de l’optimisation, une surface de compromis.

Aussi, Colette et al. propose de classer ces mêmes méthode d’optimisation en cinq catégories :

2.6.4 les méthodes scalaires :

ces méthodes consistent à transformer le problème d’optimisation multiobjectif en un problème d’op-
timisation mono-objectif. Ces méthodes sont des méthodes de résolution à priori.
Quelque méthodes/

La méthode de pondération des fonctions objectif

Principe : Cette approche de la résolution d’un problème d’optimisation multi-objectif est la plus évi-
dente.
D’ailleurs, on appelle aussi cette méthode "l’approche naïve" de l’optimisation multi-objectif. Le but, ici,
est de revenir à un problème d’optimisation monobjectif, dont il existe de nombreuses méthodes de ré-
solution. La manière la plus simple de procéder consiste à prendre chacune des fonctions objectif, à leur
appliquer un coefficient de pondération et à faire la somme des fonctions objectif pondérées. On obtient
alors une nouvelle et unique fonction objectif.

La méthode du compromis

Principe : Après avoir étudié les méthodes qui permettent de fusionner les fonctions objectif en une
seule(on parle aussi "d’agrégation" des fonctions objectif),nous allons étudier des méthodes qui permettent
de transformer un problème d’optimisation multi-objectif en un problème d’optimisation monobjectif com-
portant quelques contraintes supplémentaires.
La démarche est la suivante :
– on choisit un objectif à optimiser prioritairement.
– on choisit un vecteur de contraintes initial.
– on transforme le problème en conservant l’objectif prioritaire et en transformant les autres objectifs en
contraintes d’inégalité.
On appelle aussi cette méthode la méthode de la contrainte ε

2.6.5 les méthodes interactives :

Les méthodes interactives permettent de chercher une et une seule solution. Elles forment la famille des
méthodes progressives et permettent à l’utilisateur de déterminer ses préférences vis-à-vis d’un compromis
entre objectifs au cours de l’optimisation.
Ces méthodes sont à comparer aux méthodes à préférence a priori et à préférence a posteriori.
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2.7. CLASSIFICATION DES MÉTHODES D’OPTIMISATION MULTIOBJECTIF :

2.6.6 les méthodes floues :

Dans la vie courante, tout ne peut pas être décrit de manière binaire. Par exemple, la transition entre le
jour et la nuit se fait progressivement, l’action sur l’embrayage d’un véhicule est, elle aussi, progressive.
Longtemps, le seul outil de description en logique était binaire. Tout en logique a été décrit en termes de
VRAI ou FAUX. Le problème de cette description simpliste en logique est qu’elle ne permet pas de traiter
l’incertitude et l’imprécision des connaissances humaines. L’automaticien L. A. Zadeh a élaboré une nou-
velle logique basée sur les ensembles flous.
Elle permet de traiter l’imprécision et l’incertitude dans la connaissance humaine ainsi que les transitions
progressives entre états. La différence principale entre une logique classique et cette logique floue est l’exis-
tence d’une transition progressive entre le VRAI et le FAUX Parmi les méthodes floues, nous pouvons citer
la méthode de Sakawa ou encore la méthode de Reardon

2.6.7 les méthodes exploitant une méta-heuristique :

Ces méthodes de résolution sont dédiées aux problèmes d’optimisation « difficiles » . Les méta-heuristiques
sont généralement des algorithmes stochastiques itératifs, qui progressent vers un optimum global. Les mé-
thodes utilisant une méta-heuristique les plus connues sont l’algorithme du recuit simulé , la recherche ta-
bou et l’algorithme génétique .
Dans le chapitre suivant Nous concentrant et présentons plus en détaille les méthodes exploitant une méta-
heuristique

2.6.8 les méthodes d’aide à la décision :

Les méthodes que nous avons présentées jusqu’ici étaient basées sur la relation de dominance. Cette re-
lation (que l’on peut définir de plusieurs manières : la dominance de Pareto par exemple) permet de filtrer
les éléments d’un ensemble, et de ne retenir que les éléments incomparables entre eux. Cependant, il existe
une autre approche pour obtenir un ensemble de solutions, qui repose sur l’établissement d’une relation
d’ordre entre les différents objectifs du problème d’optimisation. . Ainsi, on peut, en fonction de la relation
d’ordre définie, obtenir un ensemble de solutions (relation d’ordre partiel) ou une et une seule solution
(ordre complet). L’autre différence majeure, par rapport aux méthodes d’optimisation multi-objectif "clas-
siques", vient du fait que les méthodes d’aide à la décision ne travaillent que sur des ensembles discrets de
points (les méthodes d’optimisation multi-objectif "classiques" peuvent travailler, elles, sur des ensembles
continus).

2.7 Classification des Méthodes d’optimisation multiobjectif :
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2.7. CLASSIFICATION DES MÉTHODES D’OPTIMISATION MULTIOBJECTIF :

FIGURE 2.9 – Classification des Méthodes d’optimisation multi-objectif
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Chapitre 3

LES MÉTHODE EXPLOITANT UNE
MÉTA-HEURISTIQUE

Ce chapitre a pour objet de présenter les différentes ensembles des définitions très importantes liées
au les méta-heuristique qui seront très utiles pour la suite de ce travail, en nous concentrant sur l’aspect
résolution de problèmes d’optimisation combinatoires multi-objectif à l’aide de méta-heuristiques, nous
retenons celle nous basée sur la recuit simulé .
Ensuite, il existe plusieurs versions du recuit simulé multi-objectif.
Parmi lesquels, on va présenter et concentrant sur la méthodes P.A.S.A (Pareto Archived Simulated Annea-
ling).
Ainsi, nous avons présenté dans ce chapitre une description générale, plus en détail de l’algorithme de
P.A.S.A et donnons quelques exemples et test pour ce dernier .

3.1 Heuristique / Méta-heuristique d’optimisation :

3.1.1 Définition de la heuristique

En optimisation combinatoire, une heuristique est un algorithme approché, ou méthode approxima-
tive qui permet d’identifier en temps polynomial au moins une solution réalisable rapide, pas obligatoire-
ment optimale , pour un problème d’optimisation NP-difficile. On oppose les méthodes approchées aux
méthodes exactes, qui trouvent toujours l’optimum si on leur en laisse le temps (énumération complète,
méthodes arborescentes, programmation dynamique). ou Une heuristique est une technique de résolution
spécialisée à un problème. Elle ne garantit pas la qualité du point obtenu.

L’usage d’une heuristique est efficace pour calculer une solution approchée d’un problème et ainsi accélérer
le processus de résolution exacte. Généralement une heuristique est conçue pour un problème particulier,
en s’appuyant sur sa structure propre sans offrir aucune garantit quant à la qualité de la solution calculée.
Les heuristiques peuvent être classées en deux catégories :
– Méthodes constructives qui génèrent des solutions à partir d’une solution initiale en essayant de ajouter
petit à petit des éléments jusqu’à ce qu’une solution complète soit obtenue,
– Méthodes de fouilles locales qui démarrent avec une solution initialement complète (probablement moins
intéressante), et de manière répétitive essaie d’améliorer cette solution en explorant son voisinage.
Une méthode heuristique est généralement conçue pour un problème particulier, elles ne sont en géné-
ral applicables qu’a un seul type de problèmes. en s’appuyant sur sa structure propre.Ce qui a poussé les
chercheurs à proposer de nouvelles méthodes générales, On parle de méta-heuristique pour les méthodes
approximatives générales, pouvant s’appliquer à différents problèmes.
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3.2. CLASSIFICATION DES MÉTHODES :

3.1.2 Définition d’une méta-heuristique

Le terme méta-heuristique vient des mots grecs méta (au delà) et heuriskein (trouver) signifiant niveau
supérieur méthodologie. Les méta-heuristiques sont un ensemble d’algorithmes d’optimisation visant à ré-
soudre les problèmes d’optimisation difficiles. elles reprennent des idées que l’on retrouve parfois dans la
vie courante. Les principales méta-heuristiques sont le recuit simulé, la recherche tabou et les algorithmes
génétiques
Ces algorithmes sont plus complets et complexes qu’une simple heuristique, et permettent généralement
d’obtenir une solution de très bonne qualité pour des problèmes issus des domaines de la recherche opé-
rationnelle ou de l’ingénierie dont on ne connait pas de méthodes efficaces pour les traiter ou bien quand
la résolution du problème nécessite un temps élevé ou une grande mémoire de stockage.
Pour résumer ces définitions, on peut dire que les propriétés fondamentales des méta-heuristiques sont les
suivantes :

1. Les méta-heuristiques sont des stratégies qui permettent de guider la recherche d’une solution op-
timale

2. Le but visé par les méta-heuristiques est d’explorer l’espace de recherche efficacement afin de dé-
terminer des solutions (presque) optimales.

3. Les techniques qui constituent des algorithmes de type méta-heuristique vont de la simple procé-
dure de recherche locale à des processus d’apprentissage complexes.

4. Les méta-heuristiques sont en général non-déterministes et ne donnent aucune garantie d’optima-
lité

5. Les méta-heuristiques peuvent contenir des mécanismes qui permettent d’éviter d’être bloqué dans
des régions de l’espace d recherche.

6. Les concepts de base des méta-heuristiques peuvent être décrit de manière abstraite, sans faire appel
à un problème spécifique.

7. Les méta-heuristiques peuvent faire appel à des heuristiques qui tiennent compte de la spécificité
du problème traité, mais ces heuristiques sont contrôlées par une stratégie de niveau supérieur.

8. Les méta-heuristiques peuvent faire usage de l’expérience accumulée durant la recherche de l’opti-
mum, pour mieux guider la suite du processus de recherche.

3.2 Classification des méthodes :

Il existe plusieurs façons de classer les méta-heuristiques.
On en donne quelques une, et nous adopterons celle faisant la différence entre les méthodes de trajectoire
et les méthodes basées sur une population.
1/ Méthodes de trajectoire :
Manipulent un seul point à la fois et tentent itérativement d’améliorer ce point.
Elles construisent une trajectoire dans l’espace des points en tentant de se diriger vers des solutions.
Par exemple :
La recherche locale.
Le recuit simulé .
La recherche tabou .
La recherche à voisinages variables .
2/ Méthodes qui travaillent avec une population de points :
en tout temps on dispose d’une "base" de plusieurs points, appelée population.
L’exemple le plus connu est l’algorithme génétique.
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3.2. CLASSIFICATION DES MÉTHODES :

3.2.1 Les méta-heuristiques à solution unique

Dans cette section, nous présentons les méta-heuristiques à base de solution unique, aussi appelées
méthodes de trajectoire.
Contrairement aux méta-heuristiques à base de population, les méta-heuristiques à solution unique com-
mencent avec une seule solution initiale et s’en éloignent progressivement, en construisant une trajectoire
dans l’espace de recherche.
Les méthodes de trajectoire englobent essentiellement la méthode de descente, la méthode du recuit si-
mulé, la recherche tabou, la méthode GRASP, la recherche à voisinage variable, la recherche locale itérée, et
leurs variantes.
Alors ona quelque méthodes :

Méthode de descente :

La méthode de descente (DM : Descent method) est l’une des méthodes les plus simples de la littéra-
ture.
Elle est également appelée hill climbing dans les problèmes de maximisation. Son principe consiste, à partir
d’une solution initiale, à choisir à chaque itération un point dans le voisinage de la solution courante qui
améliore strictement la fonction objectif. Il existe plusieurs moyens de choisir ce voisin : soit par le choix
aléatoire d’un voisin parmi ceux qui améliorent la solution courante (first improvement) ; soit en choisis-
sant le meilleur voisin qui améliore la solution courante (best improvement).
Dans tous les cas, le critère d’arrêt est atteint lorsque plus aucune solution voisine n’améliore la solution
courante.
Le principal inconvénient de la DM est qu’elle reste piégée dans le premier optimum local rencontré. Les
méthodes de ce type ne présentent aucune forme de diversification.
Une amélioration de cet algorithme consiste à redémarrer plusieurs fois, lorsqu’un optimum local est trouvé,
à partir d’une nouvelle solution générée aléatoirement. On parle alors d’algorithme de descente avec re-
lance (multiple start random hill climbing).

Recherche Tabou (Tabu Search) :

La recherche tabou est une méthode itérative générale d’optimisation combinatoire combinée à la re-
cherche locale, est conçue en vue de surmonter les minima locaux de la fonction objectif. Cette méthode a
montré une grande efficacité pour la résolution des problèmes d’optimisation difficiles.
En effet, à partir d’une solution initiale, Tabou engendre une succession de configurations qui doit aboutir à
la configuration optimale. Le mécanisme de passage d’une configuration xn vers une solution voisine xn+1

est le suivant :
– La construction d’un ensemble voisin de xn(configurations accessibles en un seul mouvement à partir
dexn ) : soit Voisinage(xn) l’ensemble (ou le sous-ensemble) envisagé.
– Évaluation de la fonction objectif f du problème pour chacune des configurations appartenant au Voisinage(xn

),la configuration qui succède à xn( est la configuration de Voisinage(xn ) en laquelle f prend sa valeur mi-
nimale.
Pour éviter de retourner à une configuration déjà retenue lors d’une itération précédente, à chaque itéra-
tion, on met à jour une "liste Tabou" contenant les mouvements inverses (xn+1) −→ xn).
La procédure peut être stoppée dès que l’on a effectué un nombre donné d’itérations, sans améliorer la
meilleure solution atteinte jusqu’ici.

Le recuit simulé (simulated annealing) :

Cela nous ferons un tour rapide sur cette algorithme et puis dans la suite de ce travail nous basée sur la
recuit simulé et Nous donnerons aussi plus en détail des définitions et principaux concepts de ce méthode
.
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3.2. CLASSIFICATION DES MÉTHODES :

Définition :

L’idée principale du recuit simulé tel qu’il a été proposé par Metropolis en 1953 est de simuler le com-
portement de la matière dans le processus du recuit très largement utilisé dans la métallurgie.
Le but est d’atteindre un état d’équilibre thermodynamique, cet état d’équilibre (où l’énergie est minimale)
représente
- dans la méthode du recuit simulé
– la solution optimale d’un problème
L’énergie du système sera calculé par une fonction coût (ou fonction objectif) spécifique à chaque problème
(Kendall).
La méthode va donc essayer de trouver la solution optimale en optimisant une fonction objectif, pour cela,
un paramètre fictif de température a été ajouté par Kirkpatrick, Gelatt et Vecchi.
En gros le principe consiste à générer successivement des configurations à partir d’une solution initiale S0

et d’une température initiale T0 qui diminuera tout au long du processus jusqu’à atteindre une température
finale ou un état d’équilibre (optimum global).

3.2.2 Les méta-heuristiques à population de solutions :

Contrairement aux algorithmes partant d’une solution singulière, les méta-heuristiques à population
de solutions améliorent, au fur et à mesure des itérations, une population de solutions. On distingue dans
cette catégorie, les algorithmes évolutionnaires, qui sont une famille d’algorithmes issus de la théorie de
l’évolution par la sélection naturelle, énoncée par Charles Darwin .
Alors parmi les différents algorithme de set section on va faire un petit étude sur les algorithmes génétiques.

Les algorithmes génétiques :

Les algorithmes génétiques, et plus généralement les algorithmes révolutionnaires ont permis de ré-
soudre un grand nombre de problèmes, notamment en optimisation. Dans le contexte multiobjectif, l’ap-
proche révolutionnaire offre, par le biais de la notion de population, des mécanismes pertinents pour ap-
procher la solution optimale (front Pareto).

Principe des algorithmes génétiques :

On démarre avec une population initiale. Après avoir déterminé l’efficacité de chacun de ses individus,
on opère une reproduction.
On copie les individus proportionnellement à leur efficacité.
Par exemple, l’individu 2 de l’exemple précédent est recopié quatre fois. On va sélectionner les individus
suivant leur efficacités, puis les fusionner avec d’autres individus choisis aléatoirement.
Cette opération s’appelle « croisement » et consiste à :
• Sélectionner aléatoirement une position de croisement
• A cette position, on sépare le codage puis on échange les morceaux de droite entre les deux individus.

Exemple de croisement :

Individu 1 :

Individu 2 :
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3.2. CLASSIFICATION DES MÉTHODES :

Position de croisement = 3

Résultat :

Après cette opération de croisement, la population est diversifiée, on sélectionne, au hasard, un certain
nombre d’individus auxquels on applique des mutations. La « mutation » consiste à inverser un des gènes
de l’individu.
Exemple de mutation :

Individu :

Algorithme génétique :

Initialisation de la population
Évaluation des fonctions objectif
Calcul de l’efficacité
For i= 1 to MaxIter
Sélection aléatoire,
Sélection proportionnelle à l’efficacité
Croisement
Mutation
Évaluation des fonctions objectif
Calcul de l’efficacité
Fusion des populations
End For

Remarque :

L’avantage de cette méthode est que, dans certains cas, elle peut procurer un jeu de solutions optimales.
Un algorithme génétique recherche le ou les extremum d’une fonction définie sur un espace de données.
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3.3. LE RECUIT SIMULÉ :

La figure 3.1 illustre les principales étapes d’un algorithme génétique.

FIGURE 3.1 – Fonctionnement d’un algorithme génétique.

3.3 Le recuit simulé :

3.3.1 Les origines :

La méthode du recuit simulé est une généralisation de la méthode Monte-Carlo ; son but est de trouver
une solution optimale pour un problème donné.
La méthode du recuit simulé est basée sur un processus très utilisé en métallurgie pour obtenir un alliage
sans défaut, ce processus est appelé « le recuit ».
On commence d’abord par chauffer le métal jusqu’à une certaine température où il devient liquide (les
atomes peuvent donc circuler librement).
Après avoir atteint ce stade, on abaisse la température très lentement de sorte à obtenir un solide.
Si cette baisse de température est brusque on obtient alors du verre ; si au contraire cette baisse de tem-
pérature est très lente (laissant aux atomes le temps d’atteindre l’équilibre statistique), nous obtiendrons
des structures de plus en plus régulières, jusqu’à atteindre un état d’énergie minimale correspondant à la
structure parfaite d’un Cristal, on dit alors que le système est « gelé ».
Au cas où cet abaissement de température ne se ferait pas assez lentement, il pourrait apparaitre des dé-
fauts.
Il faudrait alors les corriger en réchauffant de nouveau légèrement la matière de façon à permettre aux
atomes de retrouver la liberté de mouvement, leur facilitant ainsi un éventuel réarrangement conduisant à
une structure plus stable.
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3.3. LE RECUIT SIMULÉ :

3.3.2 Définition :

L’idée principale du recuit simulé tel qu’il a été proposé par Metropolis en 1953 est de simuler le com-
portement de la matière dans le processus du recuit très largement utilisé dans la métallurgie.
Le but est d’atteindre un état d’équilibre thermodynamique, cet état d’équilibre (où l’énergie est minimale)
représente - dans la méthode du recuit simulé – la solution optimale d’un problème ; L’énergie du système
sera calculé par une fonction coût (ou fonction objectif) spécifique à chaque problème .
La méthode va donc essayer de trouver la solution optimale en optimisant une fonction objectif, pour cela,
un paramètre fictif de température a été ajouté par Kirkpatrick, Gelatt et Vecchi.
En gros le principe consiste à générer successivement des configurations à partir d’une solution initiale S0

et d’une température initiale T0 qui diminuera tout au long du processus jusqu’à atteindre une température
finale ou un état d’équilibre (optimum global).

3.3.3 Algorithme :

L’algorithme de Metropolis :

Dans l’algorithme de Metropolis, on part d’une configuration donnée, et on lui fait subir une modifica-
tion aléatoire.
Si cette modification fait diminuer la fonction objectif (ou énergie du système), elle est directement accep-
tée ; Sinon, elle n’est acceptée qu’avec une probabilité égale à exp(DE/T ) (avec E=énergie, et T=température),
cette règle est appelée critère de Metropolis.

L’algorithme de recuit simulé :

Le recuit simulé applique itérativement l’algorithme de Metropolis[2], pour engendrer une séquence de
configurations qui tendent vers l’équilibre thermodynamique :

1. Choisir une température de départ T = T0 et une solution initiale S = S0 ;

2. générer une solution aléatoire dans le voisinage de la solution actuelle ;

3. comparer les deux solutions selon le critère de Metropolis ;

4. répéter (2) et (3) jusqu’à ce que l’équilibre statistique soit atteint ;

5. décroitre la température et répéter jusqu’à ce que le système soit gelé.

Dans un premier temps, T étant généralement choisi très grand, beaucoup de solutions - même celles dé-
gradant la valeur de f - sont acceptées, et l’algorithme équivaut à une visite aléatoire de l’espace des solu-
tions.
Mais à mesure que la température baisse, la plupart des solutions augmentant l’énergie sont refusés, et l’al-
gorithme se ramène à une amélioration itérative classique.
A température intermédiaire, l’algorithme autorise de temps en temps des transformations qui dégradent
la fonction objectif. Il laisse ainsi une chance au système de s’extraire d’un minima local
Notons aussi que si la température est égale à 0, seules les solutions optimisant f sont acceptées. L’algo-
rithme se comportera donc comme la méthode de la descente du gradient.

État initial de l’algorithme :

La solution initiale peut être prise au hasard dans l’espace des solutions possibles, elle peut aussi être
générée par une heuristique classique, telle que la descente du gradient ou l’algorithme glouton (dans le
cas du voyageur du commerce).
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3.4. DOMAINES D’APPLICATIONS :

FIGURE 3.2 – Comparaison entre le recuit simulé et une heuristique classique .

La température initiale doit être assez élevée, car c’est elle qui fixe la probabilité d’accepter ou de refuser les
solutions défavorables à l’optimisation de la fonction f.

Variation de la température :

Deux approches sont possibles pour décroitre la température :

Décroissance par paliers :

Pour chaque valeur de la température, on itère l’algorithme de Metropolis jusqu’à atteindre un équilibre
statistique, puis on diminue la température.

Décroissance continue :

On fait baisser la température d’une façon continue, le plus courant est d’utiliser la loi suivante :
Ti+1 =αTi /α< 1 en général α= ( 0.9à 0.99 )

Remarque : Le paramètreα est à choisir avec précaution ; En effet, s’il est choisi trop grand, la température
baissera très rapidement et l’algorithme pourra être bloqué dans un minima local ;
Si au contraire il est choisi trop petit, la température baissera très lentement et le temps de calcul sera très
grand.

Amélioration :

Cet algorithme est parfois amélioré en ajoutant une variable qui mémorise la meilleure valeur rencon-
trée jusqu’à présent ; sans cela, l’algorithme pourrait converger vers une certaine solution, alors qu’on avait
visité auparavant une solution meilleure.

3.4 Domaines d’applications :

Comme pour toute méta-heuristique, la méthode du recuit simulé peut être appliquée dans de nom-
breux problèmes d’optimisation, les chercheurs l’ont utilisée essentiellement dans :

— La conception des circuits intégrés (problème de placement et de répartition) ;
— Le routage des paquets dans les réseaux ;
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3.5. AVANTAGES ET INCONVÉNIENTS :

— La segmentation d’images ;
— Le problème du voyageur de commerce ;
— Et, le problème du sac à dos.

3.5 Avantages et Inconvénients :

3.5.1 Avantages :

— Facile à implémenter ;
— Donne généralement de bonnes solutions par rapport aux algorithmes de recherche classiques ;
— Peut être utilisé dans la plupart des problèmes d’optimisation ;
— Il converge vers un optimum global (lorsque le nombre d’itérations tend vers l’infini Cela fait de lui

une option attrayante pour les problèmes d’optimisation difficiles.

3.5.2 Inconvénient :

Le principal inconvénient du recuit simulé est qu’une fois l’algorithme piégé à basse température dans
un minimum local, il lui est impossible de s’en sortir.
Plusieurs solutions ont été proposées pour tenter de résoudre ce problème, par exemple en acceptant une
brusque remontée de la température de temps en temps, pour relancer la recherche sur d’autres régions
plus éloignées.
cela on peut citer quelques autres inconvénients comme :

1. La difficulté de déterminer la température initiale :

— Si elle est trop basse, la qualité de recherche sera mauvaise.
— Si elle est trop haute, le temps de calcul sera élevé.

2. L’impossibilité de savoir si la solution trouvée est optimale ;

3. Dégradation des performances pour les problèmes où il y a peu de minimas locaux (comparé avec
les heuristiques classiques comme la descente du gradient par exemple).

Donc on général les principaux inconvénients du recuit simulé résident dans le choix des nombreux para-
mètres, tels que la température initiale, la loi de décroissance de la température, les critères d’arrêt ou la
longueur des paliers de température. Ces paramètres sont souvent choisis de manière empirique.

il existe plusieurs versions du recuit simulé multi-objectif.
Parmi lesquels, on va présenter et concentrant sur la méthodes P.A.S.A (Pareto Archived Simulated Annea-
ling).

3.6 La méthode P.A.S.A(Pareto Archived Simulated Annealing)

3.6.1 Principe :

Cette méthode, développée à EDF dans Engrand et al. 98[16], utilise une fonction d’agrégation des fonc-
tions objectif couplée avec un système d’archivage de solutions non dominées.

3.6.2 Présentation de la méthode :

On suppose que les fonctions objectif du problème d’optimisation multi-objectif sont positives.
Cette hypothèse permet d’utiliser la fonction d’agrégation suivante, pour se ramener à un problème de
minimisation mono-objectif :
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3.6. LA MÉTHODE P.A.S.A(PARETO ARCHIVED SIMULATED ANNEALING)

G(x) =∑n
i=1 ln( fi (x)) (5.1)

De cette manière, l’expression suivante :

∆G =G(x ′)−G(x) =∑n
i=1 ln( fi (x ′)

fi (x) )
représente la variation relative moyenne des fonctions objectif entre le point courant (x) et le point à tester
(x’) :
- si ∆G > 0 , la nouvelle solution x’ détériore, en moyenne relative, l’ensemble des fonctions objectif ;
– si ∆G < 0 ,la nouvelle solution x’ améliore, en moyenne relative, l’ensemble des fonctions objectif.
Ensuite, comme pour le recuit simulé original, on définit une probabilité d’acceptation p :
p = exp(−∆G

T )
Où T désigne la température de l’algorithme de recuit.
Cette température a la même signification que dans la méthode du recuit simulé monobjectif.
Pour l’archivage des solutions non dominées, on utilise une "archive" de taille variable (entre 0 et Nmax

solutions dans l’archive).
La gestion de l’archivage se conforme aux règles suivantes :
– si la solution x’ est dominée par au moins une solution de l’archive, alors la solution x’ n’est pas archivée ;
– si la solution x’ domine une solution y de l’archive, alors la solution x’ remplace la solution y dans l’archive ;
– si la solution x’ n’est pas dominée par l’archive, alors on place cette solution dans l’archive et on retire de
l’archive les solutions qui sont dominées par la solution x’.
Certaines autres règles peuvent être ajoutées pour améliorer la gestion des individus de l’archive.
Par exemple, on peut ajouter un critère restrictif pour l’ajout d’une solution dans l’archive :
– la solution x’ doit dominer toutes les solutions de l’archive et être à une distance minimale de solutions
adjacentes de l’archive.
Pour que la recherche se fasse sur toute la surface de compromis, il est nécessaire de relancer régulièrement
la recherche à partir d’un point choisi au hasard, au sein de l’archive.
Cette étape du choix de l’individu est appelée return to base. L’algorithme de la méthode P.A.S.A est celui
décrit dans l’algorithme président :

3.6.3 Discussion :

Dans cet algorithme, la population initiale présente dans l’archive peut être issue d’une première opti-
misation multi-objectif.
La qualité des solutions initialement présentes dans l’archive influencera la qualité du résultat obtenu à la
fin de l’optimisation courante.

3.6.4 Algorithme La méthode P.A.S.A :

1. Choix de P0, une population d’archive initiale, éventuellement réduite à un seul élément x0, et choix
de Tq initiale.
2. Soit x ′

n un voisin de xn

3. Calcul de G(x ′
n) et de ∆G =G(x ′

n)−G(xn)
4. Si∆G < 0 alors xn+1 = x ′

n

5. Si ∆G > 0 alors soit p = exp(−∆G
Tq

)

- xn+1 = x ′
n une probabilité p

- xn+1 = xn avec une probabilité 1- p
6. Si on sort de la boucle interne, alors Tq+1 =α.T q avec α< 1
7. Principe de non-dominance pour l’archivage de xn+1

– si xn+1 domine une des solutions archivées yp , xn+1 remplace yp dans la population archivée ;
– si xn+1 est dominée par au moins une des solutions archivées, alors on ne l’archive pas ;
– sixn+1 n’est pas dominée par la population archivée alors on l’ajoute à la population archivée, et on retire
de celle-ci les solutions dominées par xn+1.
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3.7. L’ÉQUILIBRE SOUHAITÉ ENTRE L’INTENSIFICATION ET LA DIVERSIFICATION

8. Retourne to base : lorsque c’est nécessaire, xn+1 = yi (i choisi aléatoirement dans la population archivée)
9. Si (non convergence) alors retour en 2.

Remarque :

Un autre avantage de cette méthode est la facilité avec laquelle on peut inclure des règles heuristiques
pour la gestion de l’archive.
Cette "flexibilité" peut permettre d’intégrer un "savoir ingénieur", qui est susceptible d’améliorer la qualité
de la population obtenue à la fin de l’optimisation, mais surtout la vitesse de convergence vers cette popu-
lation d’individus archivés.
Un défaut de cette méthode que l’on peut souligner est que la forme d’agrégation de la fonction objectif
(l’équation 5.1) utilisée ne supporte que les valeurs positives de fonctions objectif.

3.7 L’équilibre souhaité entre l’intensification et la diversification

Deux objectifs doivent être pris en compte dans la résolution d’un problème d’optimisation multi-
objectif : l’intensification et la diversification.
Intensification (exploitation) : converger vers la true Pareto.
Diversification (exploration) : trouver les solutions diversifiées le long de la true Pareto : Dans la figure 3.3 :

FIGURE 3.3 – Illustration de la convergence et la diversité en multi-objectif

(a) présente une solution de bonne qualité en terme de convergence mais mauvaise pour la diversité. (b)
une solution de bonne diversité mais de mauvaise qualité pour la convergence. (c) Une disposition idéale
des solutions (l’équilibre souhaité).
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3.7. L’ÉQUILIBRE SOUHAITÉ ENTRE L’INTENSIFICATION ET LA DIVERSIFICATION

Quelques test sur la méthode P.A.S.A (Pareto Archived Simulated Annealing) :

Nous décrivons d’abord les problèmes de test utilisés pour comparer différents multi-objectif . Les pro-
blèmes de test sont choisis parmi un certain nombre d’études antérieures significatives dans ce domaine.
Veldhuizen a cité un certain nombre de problèmes de test qui ont été utilisés dans le passé. Parmi eux, nous
choisissons trois problèmes :
L’étude de Schaffer (SCH) , l’étude de Fonseca et Fleming (FON) , l’étude de Poloni (POL) .
En 1999, le premier auteur a suggéré une manière systématique de développer des problèmes de test pour
l’optimisation multi-objective . Zitzler et al. ont suivi ces lignes directrices et suggéré six problèmes de test.
Nous choisissons quatre de ces six problèmes ici et les appelons ZDT1, ZDT2, ZDT3 et ZDT4. Tous les pro-
blèmes ont deux fonctions objectives. Aucun de ces problèmes n’a de contrainte. Nous décrivons ces pro-
blèmes dans les exemple suivants. les exemples montre également le nombre de variables, leurs limites, les
solutions Pareto-optimales et la nature du front Pareto-optimal pour chaque problème.

Dans tout ces test tout les fonctions objectif sont de type de minimisation
Exemple 1 : Le problème de Schaffer 

min f1(x) = x2

min f2(x) = (x −2)2

x ∈ [−103,103]

(3.1)
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Exemple 2 : Le problème de Fonseca and Fleming
min f1(x) = 1−exp(−∑3

i=1(xi − 1p
3

)2)

min f2(x) = 1−exp(−∑3
i=1(xi + 1p

3
)2)

xi ∈ [−4,4] i = {1, ...,3}

(3.2)

Exemple 3 : Le problème de poloni

min f1(x) = [1− (A1 −B1)2 + (A2 −B2)2]

min f2(x) = [(x1 +3)2 + (x2 +1)2]

A1 = 0.5si n(1)−2cos(1)+ si n(2)−1.5cos(2)

A2 = 1.5si n(1)− cos(1)+2si n(2)−0.5cos(2)

B1 = 0.5si n(x1)−2cos(x1)+ si n(x2)−1.5cos(x2)

B2 = 1.5si n(x1)− cos(x1)+2si n(x2)−0.5cos(x2)

xi ∈ [−Π,Π] i = {1,2}

(3.3)

Exemple 4 : Le problème de ZDT1
min f1(x) = x1

min f2(x) = g (x)[1−√
x1/g (x)]

g (x) = 1+9(
∑n

i=2 xi )/(n −1)

xi ∈ [0,1] i = {1, ...,30}

(3.4)
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Exemple 5 : Le problème de ZDT2
min f1(x) = x1

min f2(x) = g (x)[1− (x1/g (x))2]

g (x) = 1+9(
∑n

i=2 xi )/(n −1)

xi ∈ [0,1] i = {1, ...,30}

(3.5)

Exemple 6 : Le problème de ZDT3
min f1(x) = x1

min f2(x) = g (x)[1−√
x1/g (x)− x1

g (x) si n(10πx1)]

g (x) = 1+9(
∑n

i=2 xi )/(n −1)

xi ∈ [0,1] i = {1, ...,30}

(3.6)

Exemple 7 : Le problème de ZDT4

min f1(x) = x1

min f2(x) = g (x)[1−√
x1/g (x)]

g (x) = 1+10(n −1)+∑n
i=2[x2

i −10cos(4πxi )]

x1 ∈ [0,1]

xi ∈ [−5,5] i = {2, ...,10}

(3.7)
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3.8. PROCÉDURE DE CROWDING :

cdmean cdstd cdmeann cdstdd
Fonsica and Fleming 0.0362 0.0240 0.0969 0.0370

Schafer 0.0091 0.0097 0.0098 0.0098
Poloni 0.0030 0.0296 0.0036 0.0303
ZDT1 0.0031 0.0057 0.0079 0.0040
ZDT2 0.0314 0.0239 0.0296 0.0426
ZDT3 0.0147 0.0228 0.0080 0.0023
ZDT4 0.0125 0.0181 0.0198 0.0090

TABLE 3.1 – Les Paramètres de diversité

Diststd DistMean
Fonsica and Fleming 8.2218e-04 7.7688e-05

Schafer 0.0015 7.3812e-05
Poloni 7.4856e-05 2.0549e-06
ZDT1 3.0440e-05 6.9854e-07
ZDT2 2.249e-05 5.05977e-07
ZDT3 3.5016e-04 2.1928e-05
ZDT4 2.9821e-05 1.6723e-06

TABLE 3.2 – Les Paramètres de comparaison de la distance de convergence

Commentaire de TABLE 3.1 :
cdmean, cdstd représente les paramètres de la diversité de la long de la courbe de P.A.S.A.
cdmeann et cdstdd représente les paramètres de la diversité de la long de la courbe de true Pareto.
On remarque que cdmean de P.A.S.A converge vers cdmeann de la true Pareto et aussi pour cdstd de P.A.S.A
et cdstdd de la true Pareto.
Alors pour une meilleur diversité on prend les solutions ayant le plus grand paramètre "diversité". Donc,
plus le paramètre est grand, plus on a une bonne diversité

Commentaire de TABLE 3.2 :
Diststd et Distmean représente la convergence vers la true Pareto par la méthode P.A.S.A.
On remarque que Diststd et Distmean entre P.A.S.A et la true Pareto est tend vers zéro alors ces exemples de
bonne qualité en terme de convergence .

On a utilise la distance de Crowding pour calculer les paramètres de la diversité.

3.8 Procédure de Crowding :

Une procédure de crowding, basée sur un calcul de distance (distance de crowding) qui ne nécessite
aucun paramétrage et qui est également d’une complexité algorithmique moindre que celle de sharing.
La distance de crowding d’une solution particulière i se calcule en fonction du périmètre de l’hypercube
ayant comme sommets les points les plus proches de i sur chaque objectif. Sur la figure 3.4, est représenté
l’hypercube en deux dimensions associé au point i. Le calcul de la distance de crowding nécessite, avant
tout, le tri des solutions selon chaque objectif, dans un ordre ascendant. Ensuite, pour chaque objectif, les
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individus possédant des valeurs limites se voient associés une distance infinie. Pour les autres solutions in-
termédiaires, on calcule une distance de crowding égale à la différence normalisée des valeurs des fonctions
objectifs de deux solutions adjacentes. Ce calcul est réalisé pour chaque objectif. La distance de crowding
d’une solution est obtenue en sommant les distances correspondantes à chaque objectif

FIGURE 3.4 – Distance de Crowding (les points noirs sont des Solutions appartenant au même front)
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Conclusion

Malgré le nombre important de méthodes d’optimisation multi-objectif disponibles, il n’existe pas en-
core des méthodes puissantes pouvant surpasser les difficultés des problèmes d’optimisation multi-objectif.
Ce domaine reste toujours ouvert à de nouvelles idées et philosophies de résolutions. Nous pouvons conclure
que les méta-heuristiques présentent une classe de méthodes approchées adaptables à une grande va-
riété de problèmes d’optimisation multi-objectif et mènent à des résultats pertinents. Mais il existe assez
peu de contributions permettant de comprendre la raison de cette efficacité, et aucune preuve ne peut
montrer qu’une méta-heuristique sera plus efficace qu’une autre sur un problème donné. Certaines méta-
heuristiques présentent l’avantage d’être simples à mettre en œuvre, comme le cas de la méthode utilisant
recuit simulé, qui s’appelle P.A.S.A(pareto archived simulated annealing).
On a commencer par donnée des notions de base sur l’optimisation mono-objectif au premier lieu
En suite on a présenté les principaux de la méthode exacte/méta-euristique traitons les problémes d’opti-
misation multi-objectif
Enfin nous avons intéressées a une méthode d’optimisation basée sur le principe du recuit simulé dit P.A.S.A.
Cette méthode à été testée sur une ensemble des problèmes multi-objectif très connus. Le résultat confirme
l’habitude de cette méthode pour la résolution des problèmes convexe, non convexe, continus, discontinu
et aussi bien des problèmes combinatoire comme sac à dos.
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