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Résumé

Abstract : Modeling multi-component adsorption using artificial intelligence techniques (Al).

The main objective of this thesis is the application of artificial intelligence technigues to accurately
predict the adsorption capacity of the multi-component adsorption system for pollutants (heavy
metals, dyes, and organic compounds) in the presence of various adsorbent materials.

This predictability was modelled through the use of the Artificial Neural Network (ANN), the
Support Vector Machine (DA-SVM). Two methods ANN and SVM have been built and compared.
In the first model, the ANN method was used with an already built-in optimization algorithm.
However, in the second model, the DA-SVM method was used by means of a very recent and
efficient optimization algorithm: the Dragonfly Optimizer (DA). The models’ accuracy was
evaluated by three well-established statistical metrics (root mean squared error RMSE,
determination coefficient R? and correlation coefficient R). The used data were collected from
previously experimental papers published in literature containing all kinds of pollutants namely
heavy metal ions, dyes, and organic compounds, and different natural/synthetic adsorbents. The data
set is structured around five important variables with 1023 points; the variables are divided into four
inputs which are (molecular weight, equilibrium concentrations of adsorbate, specific area of the
adsorbent, and the temperature) and one output which the adsorption capacity at equilibrium is. The
data were divided using the hold-out function into two subsets (80% for training set and 20% for
the test set). The programming stage was carried out using MATLAB® software. The obtained
results show that the optimized DA-SVM model with RBF-Gaussian kernel function shows a good
ability for global search combined with high prediction accuracy, with a determination coefficient
of R? = 0.997, correlation coefficient R =0.998 and root mean square error RMSE = 2.539. The
obtained model can be used to predict the efficiency of the adsorption system and to provide a tool
for process optimization responding to changes in operational conditions. Two user-friendly
graphical interfaces (GUIs) have been developed based on the MATLAB® GUI interface to
accurately estimate the desired responses by leveraging the two models RNAO and SVM-DA.

Keywords : Multicomponent adsorption, MATLAB® GUI, polluants, Artificial neural Network
(ANN), Machine support vector (SVM), Dragonfly algorithm (DA).


https://www-sciencedirect-com.sndl1.arn.dz/topics/earth-and-planetary-sciences/support-vector-machine

Résumé

Résumé : Modélisation de ’adsorption multi-composants par les techniques d’intelligence artificielle (IAs).

L'objectif principal de cette thése est 1’application des techniques d'intelligence artificielle pour
prédire avec précision la capacité d'adsorption du systéme d’adsorption multi-composants des
polluants (métaux lourds, colorants et composés organiques) en présence des matériaux adsorbants.
Cette prévisibilité a été modélisée en utilisant les réseaux de neurones artificiels "RNA" et les
machines a vecteurs de support "DA-SVM". Les deux méthodes "RNA" et "DA-SVM" ont été
construites et comparées. Dans le premier modele, la méthode "RNA™ a été utilisée avec un
algorithme d'optimisation intégré. Cependant, dans le second modeéle, la méthode "DA-SVM" a été
utilisée en s’articulant sur un algorithme d'optimisation trés récent et efficace "l'optimiseur de
libellule (DA)". La précision des deux modéles a été évaluée a l'aide de trois criteres de
performances statistiques (erreur quadratique moyenne "RMSE", coefficient de détermination "R?"
et coefficient de corrélation "R"). Les données expérimentales utilisées ont été collectées a partir
d'articles précédemment publiés dans la littérature apres avoir menées un test de sensibilité qui a été
implémentée au moyen d’un diagramme de violant. La base des données regroupe certains
adsorbats (polluants), notamment des ions de métaux lourds, des colorants et des composés
organiques, ainsi que différents adsorbants naturels/synthétiques. L'ensemble de données s’articule
sur cing variables importantes englobant 1023 points expérimentaux ; les variables sont divisées en
quatre entrées qui sont (le poids moléculaire, les concentrations d'équilibre de I'adsorbant, la surface
spéecifique de l'adsorbant et la température) et une seule sortie qui est la capacité d'adsorption a
I'équilibre. Les données ont été divisées en utilisant la fonction "hold-out™ en deux sous-ensembles
(80 % pour I'ensemble d'entrainement et 20 % pour I'ensemble de test). La programmation a été
effectuée a l'aide du logiciel MATLAB®. Les résultats obtenus montrent que le modéle optimisé
"SVM-DA" avec une fonction de noyau RBF-Gaussien présente une bonne capacité de
reproductibilité et de prédiction, avec un coefficient de détermination R? = 0.997, un coefficient de
corrélation R =0.998 et une erreur quadratiqgue moyenne RMSE = 2.539. Le meilleur modele "SVM-
DA" obtenu peut étre utilisé pour prédire la capacité d'adsorption du systeme testé et fournir un outil
d'optimisation des processus en réponse aux changements des conditions opératoires. Deux
interfaces conviviales graphiques (GUI) ont été développées a partir de I'interface GUI MATLAB®
pour estimer avec précision les réponses souhaitées en s’articulant sur les deux modeéles "RNAQO™
et "SVMO-DA".



Résumé

Mots-clés : Adsorption multi-composants, polluants, réseau de neurones artificiel (RNA), machine
a vecteurs de support (SVM), algorithme de libellule (DA), interface conviviale graphique
MATLAB®.
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1A Intelligence Artificielle
LS-SVM Machine & Vecteurs de Support des Moindres Carrés (Least Squares —Support Vect
Machine)
MAE Erreur Moyenne Absolue (Mean Absolute Error)
MAPE Erreur Moyenne Absolue en Pourcentage (Mean Absolute Percentage Error)
MATLAB®  MATrix LABoratory
MB Bleu de Méthyléne (Methylen Blue)
MG Vert de Méthyléne (Methylen Green)
MIK Isobutyl de Méthyl Cétone (Methyl Isobutyl Ketone)
MLP Perception Multi-Couches (Multi-Layer Perception)
MLR Regression Multi-Linéaires (Multi Linear Regression)
MWCNT Nanotubes de Carbone a multi-Parois (MultiWalled Carbon NanoTubes)
NP Nano-Particule
NRMSE Erreur Quadratiqgue Moyenne Normalisée (Normalized Root Mean Squared Error)
PA Propion Aldéhyde
PCA Composante Principale Artificielle (Principal Component Artificial)
PE Phényl de 1’Ethanol (Phenyl Ethanol)
pH Potentiel d’Hydrogéne
POME Effluents de Moulins a Huile de Palme (Palm Oil Mills Effluents)
PP Phényl de propanol (Phenyl Propanol)
PR Rouge de Phénol (Phénol Red)
PSO Optimisation par Essaims Particulaires (Particle Swarm Optimization)
Purelin Fonction d’activation Linéaire
RAE Erreur Relative Absolue (Relative Absolute Error)
RHA Cendre de Balle de Riz (Rice Husk Ash)
RMSE Racine de I'Erreur Quadratique Moyenne (Root Mean Squared Error)
RNA Réseau de Neurones Artificiels
RNAO Réseau de Neurones Artificiels Optimal
RSM Méthodologie de Surface de Réponse (Response Methodology of Surface)
SA Recuit Simulé (Simulated Annealing)


https://www-sciencedirect-com.sndl1.arn.dz/topics/engineering/ant-colony-optimization
https://www-sciencedirect-com.sndl1.arn.dz/topics/engineering/firefly-algorithm

Abréviations

SRS
STD
SVM
SVMO
SY
Tansig
WNN
wC
YA

Sheindorf-Rebuhn-Sheintuch

Ecart Type (STandard Deviation)

Machine a Vecteurs de Support (Support Vector Machine)

Machine a Vecteurs de Support Optimale (Optimal Support Vector Machine)

Jaune du Soleil (Yellow of the Sun)
Fonction d’activation Tangente hyperbolique Sigmoide
Réseau de Neurones a Ondelettes (Wavelet Neural Network)

Charbon de Bois (Wood Carbon)

Acide Jaune (Yellow Acid)
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Nomenclatures et Symboles

Lecture
a
A

ar
ar
arr

As
B
br
bi
bp
C

C
Ce

fh
fs
i
i

J
K
Ke
Kr
Kue
Kv
Ker
Kr
ksp
Kt
m
Mw

n
N
N
n; et n,
p
Co

Désignation Unité
Coefficient de compétition de Sheindorf-Rebuhn-Sheintuch O]
Constante de I’isotherme de Tempkin )
Constante de I'isotherme de Langmuir O]
Constante isothermes de Redlich O]
Constante du modéle Redlich-Peterson L.mg?
Surface Spécifique des adsorbants m2.g!
Constante de I’isotherme de Tempkin O]
Constante de Freundlich )
Biais de la couche cachée )
Biais de la couche de sortie )
Concentration massique mg.g*
Parametre de pénalité )
Concentration des adsorbats a I’équilibre mg.g*
Fonction d’activation de la couche cachée "tansig" O]
Fonction d’activation de la couche de sortie "purelin” O]
Composé chimique O]
Nombre des entrés )
Composé chimique O]
Fonction du noyau (Kernel) )
Constante d'Elovich O]
Constante de Freundlich O]
Constante d'adsorption de Henry L.g?
Constantes de I'isotherme de Langmuir O]
Constante de Redlich-Peterson L.g?
Constantes isothermes de Redlich )
Constante de I’isotherme de Spis (L/mg)™
Constantes isothermes de de Toth O]
Exposant de modéle de Spis variant entre 0 et 1 )
Poids Moléculaire des polluants g.mol?
Nombre des données )
Nombre total des composés dans la solution )
Taille des données expérimentale O]
Intensités d’adsorption O]
Nombre de la sortie prédite )
Capacité théorique de la monocouche )
Quantité adsorbé a I’équilibre mg.L?t
Coefficient de corrélation )
Constante universelle des gaz J.molet K1
Coefficient de détermination O]
Température absolue K
Poids moléculaire des polluants g.mol?
Surface spécifique de 1’adsorbant m2.g!
Température K
Concentration de 1’adsorbat a 1’équilibre mg.g*
poids d'inertie ()
Poids de la couche cachée O]
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Poids de la couche de sortie

Constante

Moyenne des données expérimentales
Valeurs expérimentales

Constante

Données observées

Moyenne arithmétique des données observées

Lettres Grecques

Lecture

B

&
(9
€
a
B

an et an

*

Désignation

Ligne droite de pente (Exposant variant entre O et 1)
Facteur d'interaction

Seuil d’itération

Largeur de Bande Passante du noyau gaussien RBF
Coefficient de non-sensibilité

pente

ordonnée a I’origine

Variables d'écart positives

Exposants/ Indices

Lecture Désignation

0 Initial

Réf Référence
Yical Sortie Calculé
Yiexp Sortie Expérimental
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Introduction Générale

L'une des plus anciennes références au traitement des eaux de consommation est tirée d'un texte
médical en sanscrit datant de 2000 ans avant Jésus-Christ. On y indique comment rendre les
eaux potables en les faisant bouillir au-dessus d'un feu, en les chauffant au soleil, en y plongeant
un fer chaud ou en les filtrant a travers un lit de sable et de gravier. Les armées d'Alexandre,
pendant leurs nombreuses campagnes d'Asie mineure, recevaient la consigne de faire
bouillir leur eau avant de la consommer. Dans la Rome antique, les aqueducs acheminaient des
eaux de diverses qualités : on consommait les meilleures d'entre elles, alors qu'on réservait les
médiocres aux bains et aux thermes, et les pires au cirque nautique. (Snow et al., 2000)

La tache actuelle du spécialiste en traitement des eaux ne consiste pas uniquement a appliquer
des principes connus, étant donné que la croissance démographique et 1’industrialisation, ont
augmenté la quantité et la diversité des déchets rejetés dans les riviéres et les lacs, ce qui a
donné naissance a de nouveaux problémes (les métaux lourds, les colorants, les micropolluants
et les virus, etc.), et a engendré autant de risques que le spécialiste doit résoudre techniqguement
et de fagon économique. (Chebira 2008)

Plusieurs techniques de séparation ont été utilisées pour étudier la dépollution de I'eau de
différents polluants, parmi ces méthodes se trouve I'adsorption multi-composants. La derniere
technique suscite I'intérét de nombreux secteurs industriels car elle est considérée comme le
processus le plus simple, offrant une grande efficacité et une rentabilité économique. (Alam et
al., 2022)

L'intelligence artificielle (I1A) s'est imposée comme un outil puissant pour résoudre des
problémes du monde réel et a suscité une attention considérable en raison de ses applications
dans divers domaines. Ces derniéres années, les techniques d'lA ont également eté utilisées
dans le traitement de I'eau et la désalinisation pour optimiser le processus et offrir des solutions
pratiques a la pollution de I'eau et a la pénurie d'eau. L'application de I'lA est également censée
réduire les dépenses opérationnelles du processus de traitement de I'eau en diminuant les codts
et en optimisant l'utilisation des produits chimiques. (Hameed et al., 2017)

Le développement des ensembles des modéles basés sur I'apprentissage par machine (ML) pour
la prédiction de processus complexes de nature non linéaire (comme I'adsorption) a

considérablement progressé ces derniéres années. Par conséquent, avoir une vision informative
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de la progression de ces modeéles apparait essentiel pour mieux les comprendre et les utiliser
dans des applications telles que la modélisation de I'adsorption. (Abbasi et al., 2022)

C’est pourquoi il est a la fois indispensable et utile d’effectuer le procédé de 1’élimination des
différents polluants et les conséquences résultantes afin de prédire et d’optimiser le processus
de d’adsorption statique compeétitive de ces polluants.

L’objectif principal de ce travail est la modélisation de 1’adsorption statique multi-composants
en utilisant des méthodes computationnelles basées sur l'intelligence artificielle (1A) pour
prédire la capacité d’adsorption a 1’équilibre des adsorbants. Ce travail est divisé en deux
principales contributions :

- La premiére contribution comporte la modélisation et 1’optimisation de I’adsorption statique
multi-composants en utilisant les réseaux de neurones artificiels (RNA) pour la prédiction de
phénomene d’adsorption des différents polluants (métaux lourds, colorants et d’autres
composés organiques) en présence de plusieurs matériaux poreux (charbon actif, zéolite, argile,
biomasse, bentonite, etc.).

- La deuxiéme contribution décrit la modélisation et 1’évaluation des performances des
principales techniques artificielles (SVM et DA-SVM) pour le méme systéme précédent.
L’étude s’organise en quatre chapitres, une conclusion genérale et des perspectives :

Le premier chapitre, regroupe quelques travaux antérieurs basés sur la modélisation et
I’optimisation de 1’adsorption multi-composants (ou compétitive) par des méthodes
d’intelligence artificielle (IA) liés par des différentes algorithmes.

Le deuxieme chapitre, présente des geénéralités sur 1’adsorption mono-composant et multi-
composants a 1’état statique et dynamique et les modeles empiriques classique et par
intelligence artificielle (IA) utilisés pour prédire la capacité d’adsorption a 1’équilibre des
adsorbants et quelques applications industrielles sont mentionnées.

Le troisieme chapitre, concerne la méthodologie adoptée pour la modélisation et I’optimisation,
en utilisant les réseaux de neurones artificiels (RNA) et la méthode des algorithmes génétiques
a savoir la Machine a Vecteur de Support (SVM) intégré par un nouvel algorithme génétique
hybride Dragonfly (DA).

- Le dernier chapitre traite I’aspect de la modélisation et 1’optimisation d'une série de résultats
expérimentaux extraits a partir des travaux de la littérature, apres avoir effectués une analyse

de sensibilité qui a été mise en ceuvre en utilisant le diagramme de violant. La modélisation et
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I’optimisation regroupent deux contributions, la premiére utilise un réseau de neurones
artificiels (RNA) et la seconde utilisant, Machine a Vecteurs de Support (SVM) et Machine a
Vecteur de Support par Dragonfly (DA-SVM). Ainsi qu’une description détaillée des résultats
obtenus (performance des différents modeles développés, 1’étude de sensibilité des paramétres
d'entrée et d’une étude comparative entre les modéles proposés). Ainsi une interface graphique
d'utilisateur des modéeles (RNA et DA-SVM) en termes de prédiction est élaborée afin de porter

plus de souplesse a I’utilisation.

Enfin, une conclusion générale qui rassemble les résultats obtenus dans cette étude et des

perspectives qui peuvent étre envisagées pour le futur.
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Introduction

Dans ce chapitre, nous nous appuyons sur les avancées scientifiques de la modélisation et de
I'optimisation de l'adsorption multi-composants (ou compétitive) grace a l'utilisation de
I'intelligence artificielle (1A).

La modélisation et 1’optimisation de I’adsorption mono-composante et multi-composants est
un sujet de recherche important dans le domaine de la chimie et de la science des matériaux, et
il y a eu de nombreuses études et publications sur cet axe dans les données du Web des Sciences

au cours des deux derniéres décennies (de 2000 jusqu’a juin 2023).

1.1 Etat de Dart statistique sur les travaux antérieurs

Les figures 1.1 a 1.4 illustrent la progression du nombre de publications depuis I'an 2000
jusqu'a aujourd'hui pour l'adsorption mono-composante, I'adsorption multi-composants, la
modélisation classique de I'adsorption compétitive et la modélisation de I'adsorption multi-

composants par l'intelligence artificielle (1A), respectivement.
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Figure 1.1 : Adsorption mono-composant, [Google scholar 2000-2023].

Il a été remarqué qu'il y a eu peu de recherches effectuées pendant cette période pour
I'adsorption mono-composant vis-a-vis 1’adsorption compétitive, car la premiére n'est pas une

option intéressante pour I'application industrielle.
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Figure 1.2 : Adsorption multi-composants, [Google scholar 2000-2023].

Il est observable que le nombre des travaux de recherches scientifiques consacrees a
I'adsorption multi-composants augmente avec le temps, ce qui suggere son efficacité et son
utilité dans I'industrie pour résoudre divers problémes.

Il est noté aussi que le nombre de ces travaux augmente au cours de la période considérée,
suggérant que l'adsorption utilisant des mélanges de plusieurs constituants est beaucoup plus

courante que I'adsorption avec un seul constituant.
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Figure 1.3 : Modélisation classique de 1’adsorption compétitive, [Google scholar 2000-2023].
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Au cours de la période étudiée, il est remarqué une augmentation significative du nombre de
publications scientifiques, ce qui suggere une utilisation répandue de la modélisation classique
pour prédire les résultats du processus d'adsorption impliquant des mélanges de plusieurs

constituants.
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Figure 1.4 : Modélisation par I’intelligence artificielle (IA) de I’adsorption multi-
composants, [Google scholar 2000-2023].

Il est noté que le nombre des travaux de recherches menés par les chercheurs augmente au cours
de la période considérée, suggérant que la technique de I'intelligence artificielle (I1A) joue un
réle crucial dans I'optimisation du processus d'adsorption multi-composants, bien qu'elle soit
moins utilisée que les modéles d'optimisation classiques. En plus, ce qui indique que ces
techniques attirent davantage I'attention dans I'étude du processus d'adsorption compétitive.
On s’intéresse uniquement pour la modélisation de I’adsorption multi-composants par
I’intelligence artificielle (IA).

De facon trés générale, les différents travaux relatifs a la modélisation de I’adsorption multi-
composants (ou compétitive) en mélange binaire, ternaire et quaternaire de divers adsorbats
(métaux lourds, colorants, composés organiques) par différents adsorbants (charbon actif,
zéolite, argile, biomasse, bentonite,...) a I’aide d’un réseau de neurones artificiels (RNA) pour

prédire 1’évolution du processus.
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1.2 Revue critique des travaux antérieurs

Voici quelques travaux antérieurs basés sur la modélisation et 1’optimisation de 1’adsorption
multi-composants des différents polluants sur plusieurs adsorbats dans la période de 1996

jusqu’a 2023.

Zhang et al. 2023 ont effectué un résume de maniéere systématique via l'application de
I'apprentissage automatique dans les adsorbants a base de bio-charbon, pour la premiére fois,
en couvrant l'optimisation de la synthése et la modélisation de I'adsorption des adsorbants a
base de bio-charbon. Une présentation générale de I'apprentissage automatique est faite, y
compris la prédiction du rendement en bio-charbon et des propriétés physico-chimiques, les
conditions de synthese optimales et les colts économiques. L'application de l'apprentissage
automatique dans I'adsorption des polluants par les bio-charbon est ensuite examinée, couvrant
la prédiction de I'efficacité d'adsorption, I'optimisation des conditions expérimentales et la
révélation du mécanisme d'adsorption. Des lignes directrices générales pour l'application de
I'apprentissage automatique dans l'optimisation globale du bio-charbon, de la synthese a
I'adsorption, sont réalisées. (Zhang, Chen, et al., 2023)

Jeong et al. 2023 ont réalisé un grand nombre d'expériences dans laboratoire, qui ont été
menées pour estimer la capacité d'adsorption du CO: et du CHs4 avec la caractérisation
structurale des charbons et des schistes. Les propriétés hétérogenes des charbons et des schistes
rendent difficile le développement d'un modele de prédiction pour divers types de charbons et
de schistes. Cette étude passe en revue I'état actuel de I'adsorption mono-composant du CO- et
du CHs et de leur mélange (multi-composants) sur les charbons et les schistes. Des modeéles
thermodynamiques de l'adsorption sont analysés pour élucider la corrélation entre les
parametres thermodynamiques et les propriétés structurales des charbons et des schistes. Les
applications des modeles d'apprentissage automatique (MLR), qui ont récemment suscité une
attention significative, dans la prédiction de I'adsorption de CO2/CHa sur les charbons et les
schistes sont également passées en revue. Une combinaison du modéle thermodynamique et du

modele MLR, connue sous le nom de modele hybride, est discutée pour développer un modéle
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de prédiction universel pour I'adsorption de CO2/CHs sur divers types de charbons et de
schistes.(Jeong et al., 2023)

Zhang et al. 2023 ont fait une revue qui résume le flux de travail général de I'apprentissage
automatique et les algorithmes couramment utilisés pour l'adsorption des polluants. Ensuite,
les derniers progres de l'apprentissage automatique pour l'adsorption des polluants ont été
passés en revue du point de vue de la régulation globale du processus d'adsorption, y compris
I'efficacité d'adsorption, les conditions de fonctionnement et le mécanisme d'adsorption. Des
lignes directrices générales pour I'apprentissage automatique dans l'adsorption des polluants
ont été présentées. Les problemes existants et les perspectives futures de l'apprentissage
automatique pour I'adsorption des polluants ont été exposés. En future, cette revue favorisera
I'application de l'apprentissage automatique dans I'adsorption des polluants et améliorera

I'interprétabilité de I'apprentissage automatique. (Zhang, Huang, et al., 2023)

Alam et al. 2022 ont résumé les différentes techniques d'lA et leurs applications dans le
traitement de I'eau, en mettant I'accent sur l'adsorption des polluants. De nombreux modeéles
d'lA ont réussi a prédire les performances de différents adsorbants pour I'élimination de
nombreux polluants de I'eau. Ils ont met également en évidence certains défis et lacunes de
recherche concernent I'application de I'lA dans le traitement de l'eau. Malgré plusieurs
avantages offerts par I'lA, certaines limitations entravent l'application généralisée de ces
techniques dans les systemes réels de traitement de I'eau. La disponibilité et la sélection des
données, la faible reproductibilité, le manque de preuves d'applications dans le traitement réel
de I'eau sont quelques-uns des principaux défis qui doivent étre relevés. Des recommandations
sont formulées pour garantir le succés des applications de I'lA dans les futures technologies
liees a I'eau. (Alam et al., 2022)

Abbasi et al. 2022 ont donné en revue de maniére systématique et critique trente-huit (38)
articles dans le domaine d'application de modeles d’apprentissage pour la prédiction de
I'efficacité du processus d'adsorption pour I'élimination des polluants en solutions aquatiques.

Deux aspects, a savoir le processus d'adsorption et les caractéristiques des modéles d'ensemble,
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sont discutés en détail. Le type d'adsorbat et d'adsorbant, ainsi que le mode de fonctionnement
du systéme, sont explorés du premier point de vue. Le type de technique d'une base de données,
le logiciel, les variables d'entrée et de sortie, la taille de I'ensemble de données et la méthode
de partitionnement, ainsi que les mesures de performance, sont tous étudiés dans la section sur
les ensembles des modeles. En se basant sur les aspects discutes et les résultats obtenus a partir
des articles examinés, certaines perspectives de recherche future sont recommandées pour
promouvoir les prochaines investigations, notamment le choix des variables d'entrée du modeéle
a partir des propriétés de I'adsorbat, des caractéristiques de l'adsorbant et des parametres des
conditions d'adsorption afin d'augmenter la fiabilité des prédictions du modéle, ainsi que
l'augmentation de la taille de I'ensemble de données pour améliorer la précision des modéles
d'ensemble. (Abbasi et al., 2022)

Pauletto et al. 2021 ont mené une étude visant a prédire I'adsorption binaire de la nimésulide
et du paracétamol sur un charbon actif a I'aide d'un réseau neuronal artificiel (RNA). Cette
étude a permis d'évaluer I'adsorption binaire des deux composés a l'aide d'un optimal, entrainé
avec succes a l'aide de I'algorithme de rétro-propagation a régularisation bayésienne et structuré
en trois couches cachées a cing neurones. Ce modele a permis de prédire de maniére simultanée
I'adsorption binaire du nimésulide (R = 0,9989) et du paracétamol (R = 0,9985). (P. S. Pauletto
etal., 2021).

Kang et al. 2021 ont réalisé I’élimination du nitrate par un gel de silice mésoporeux quaternisé
dans des solutions anioniques ternaires (nitrate, de phosphate et de sulfate), en utilisant une
modélisation par réseau de neurones artificiels. Un modeéle de réseau neuronal artificiel (RNA)
a été développé sur la base des données expérimentales pour predire les taux d'élimination des
anions dans les expériences. Dans le développement du modele, les concentrations de nitrate,
de phosphate et de sulfate dans l'influent ont été choisies comme trois variables dans la couche
d'entrée, tandis que les taux d'élimination du nitrate, du phosphate et du sulfate ont été choisis
comme trois variables dans la couche de sortie. Le modele RNA développé avec la topologie
3:8:9:3 (trois variables d'entrée, huit neurones dans la premiere couche cachée, neuf neurones
dans la deuxiéme couche cachée, et trois variables de sortie) pouvait simultanément prédire les

taux d'élimination des anions dans les expériences en colonne. (Kang et al., 2021).
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Belhaj et al. 2021 ont modélisé et prédite I'adsorption binaire des tensioactifs individuels non
ioniques et anioniques (poly-glucoside (APG) et carboxylate d'éther (AEC)) par réseau de
neurones artificiels (RNA). Le modéle RNA adopté a montré un bon accord avec les données
expérimentales et les valeurs d'adsorption simulées pour I'APG et I'AEC et qui ont montré une
tendance décroissante avec l'augmentation de la température. La simulation de I'impact de
I'adsorption binaire de tensioactifs peut fournir un avantage considérable en démontrant le
comportement du systeme binaire avec moins de données expérimentales. L'utilisation de RNA
pour une telle procédure de prédiction peut minimiser le temps expérimental, le codt
d'exploitation et donner des prédictions réalisables par rapport a d'autres méthodes de calcul.
(Belhaj et al., 2021).

Paola S. et al. 2020 ont fait une conception optimale d'un réseau de neurones artificiels (RNA)
pour la modélisation simultanée de I'adsorption de cobalt (Co?*), le bleu de méthyléne (MB) et
le nickel (Ni?*) dans des systémes : binaires et ternaires, a différentes températures. Un réseau
de neurones artificiels optimaux a été développé pour prédire simultanément ces interactions
synergiques et antagonistes. Différentes configurations RNA ont été testées en utilisant la
concentration initiale de chaque adsorbat (0-650 mg.L™) et la température de la solution (298
a 328 K) comme des variables d'entrée. La structure optimale du réseau RNA, qui utilise 2
couches cachées avec 5 et 10 neurones, une fonction d'activation sigmoide tangente (tansig) a
la fois dans les couches cachées et de sortie, et la régulation bayésienne comme algorithme de
rétro-propagation. Il a démontré une capacité appropriée a prédire simultanément la capacité
d'adsorption pour chaque adsorbat (MSE < 0,0003 et R > 0,9995). (Paola S. Pauletto et al.,
2020).

Ghalandari et al. 2020 ont réalisé prédiction et une modelisation de l'adsorption multi-
composants de trois mélanges binaires CO2/N2, CH4/N2 et CO2/CHa sur un charbon actif a
travers d’un modele RNA-GA (réseau de neurones artificiel- algorithme génétique) et un
modele de Sips. Les résultats du modele RNA-GA indiquent que la performance du modeéle
pour prédire le comportement de I'adsorption de gaz est acceptable. Les données
experimentales de I'adsorption a I'équilibre ont été ajustées au modéle isotherme de Sips a

différentes températures. Il a été constaté que le modele de Sips est approprié pour prédire le
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comportement de I'adsorption des gaz. Le modele de Sips a été utilisé pour simuler I'adsorption,
et les résultats de ce modele ont été validés par des données expérimentales. (Ghalandari et al.,
2020).

Gopinath et al. 2020 ont proposé un réseau de neurones artificiels (RNA) rapide, fiable et
efficace pour les processus d'adsorption des systemes binaires et ternaires impliquant des
colorants et des molécules pharmaceutiques. L'intégration numérique répétée des équations
difféerentielles partielles du modele pendant I'estimation des paramétres a partir des données de
la cinétique d'adsorption prend beaucoup de temps et n'est pas nécessaire pour l'approche
proposée. Cette RNA a été entrainée par un petit nombre de simulations (HSDM) et des
données expérimentales limitées de cinétique avec différentes combinaisons de valeurs de
diffusivité de surface (DS). Les RNA ont été développées et testés par rapport aux données
expérimentales de cinétique pour différents systémes. Le RNA entrainé a été capable de
capturer la cinétique qui a €té rigoureusement prédite en utilisant HSDM. Une similarité de
98,6 % et 99,3 % a pu étre obtenue entre les valeurs de DS estimées a I'aide du HSDM et des
RNA pour les systémes binaire et ternaire respectivement. De méme, les données de la
cinétique des lots ont été suivies de maniére presque identique par Le RNA. Le temps de calcul
requis pour ce nouveau réseau RNA par simulation a été réduit de fagon spectaculaire et était
environ 14 fois moins élevé, tandis que le temps total d'estimation des paramétres était environ
17 fois moins élevé que celui du HSDM. Le RNA développé pour estimer les parametres peut
également étre utilisé en sens inverse pour simuler la cinétique d'adsorption par lots de plusieurs
composants et suivre l'augmentation du pourcentage d'élimination des solutés avec le temps
dans différentes conditions de traitement. Indépendamment du nombre de composants, les
performances des RNA étaient cohérentes. Le rapport entre les neurones et leur nombre total
dans les couches cachées a eu un impact significatif sur les performances. L'optimisation des
parameétres du réseau est donc essentielle pour tirer parti des avantages des RNA. Ce travail
démontre l'utilité de RNA dans des applications rigoureuses de cinétique d'adsorption multi-
composants et présente un potentiel considérable dans I'optimisation et I'exploitation en temps

réel des stations de traitement des eaux usées. (Gopinath et al., 2020)
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Ye et al. 2019 ont optimisé la purification de I'nydrogéne par adsorption dans un systeme teire :
H2/CO,/CO basée sur un réseau de neurones artificiels pour. Un modéle de réseau de neurones
artificiels (RNA) est construit pour predire les performances du systéme et optimiser les
parametres de fonctionnement. Les données de performance obtenues a partir du modéle Aspen
sont utilisées pour former le modéle RNA. Le modéle RNA entrainé a une bonne capacité a
prédire la performance de purification de I'nydrogéne avec une précision raisonnable et une
vitesse considérable. Sur la base du modéle RNA, une optimisation est réalisée pour trouver
les parameétres optimumes. Le travail réalisé montre qu'il est possible de trouver les parameétres
de fonctionnement par I'algorithme d'optimisation basé sur le modéle RNA qui a été formé sur

les données produites par le modéle Aspen. (Ye et al., 2019).

Khalil et al. 2019 ont illustré I'application du réseau neuronal artificiel pour I'adsorption dans
le systéme binaire de I'ammonium (NH4") et de I’oxygéne (O2) dans une solution aqueuse sur
un charbon synthétisé a base de par la paille de riz comme bioadsorbant a faible codt. Les effets
des parametres d'entrée (temps de contact, pH, concentration initiale de NH4" et d’Op,
concentation des adsorbants et température) sont étudiés afin d'optimiser les conditions pour
une élimination maximale de NH4" et d’O-. Le réseau neuronal artificiel avec une seule couche
cachée a dix nceuds, entrainé avec l'algorithme de Levenberg-Marquardt, a predit avec
précision l'efficacité de I'élimination de NH4* et d’O> de la solution aqueuse. (Khalil et al.,
2019).

Mendoza-Castillo et al. 2018 ont réalisé des traitement des avantages et des limites de modele
réseau de neurones artificiels (RNA) pour la modélisation et la prédiction de I'adsorption multi-
composants des métaux lourds : cadmium, nickel, zinc et cuivre dans les systémes binaires,
teires et quateires sur le charbon qui a été utilisée comme étude de cas pour analyser les
problémes associés aux variables d'apprentissage, a la fonction d'activation et a I'architecture
utilisées dans la modélisation des données d'adsorption multi-métalliques par RNA. Les
résultats ont démontré qu'une seule variable d'apprentissage RNA appropriée était
fondamentale pour un ajustement fiable et pour la prédiction du comportement d'adsorption
complexe des mélanges métalliques. En particulier, I'utilisation de concentrations d'équilibre

comme données de sortie pour I'entrainement du modele RNA peut entrainer des prédictions
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incorrectes de l'adsorption multi-métalliques sur le charbon. Ces inconvénients des modeles
RNA pourraient prévaloir pour les systémes multi-composants avec une adsorption antagoniste
si des variables importantes, telles que les concentrations a I'équilibre ou les pourcentages
d'élimination qui étaient utilisées dans la phase d'apprentissage. Ces résultats sont précieux et
peuvent étre utilisés comme lignes directrices pour I'application des modéles RNA dans la
simulation et la prédiction des systemes d'adsorption multi-composants impliqués dans le

traitement et la purification de I'eau. (Mendoza-Castillo et al., 2018).

Moreno-Pérez et al. 2018 ont appliqué quatre modeéles de réseaux neurones artificiels pour la
corrélation et la prédiction de I'adsorption multi-composants ternaire et quaternaire des ions
cadmium, nickel, zinc et cuivre sur un biochar. Les réseaux de neurones artificiels sont les
suivants : Réseau de neurones a propagation arriere de type Feed forward, réseau de neurones
a propagation arriere de type Feed forward avec délai distribué, réseau de neurones a
propagation avant en cascade et réseau de neurones d'Elman qui ont été évalués et comparés
ou leurs limites et capacités. L'impact de I'architecture de ces modéles de modélisation, y
compris les fonctions d'activation et les algorithmes d'apprentissage qui a été analysé a l'aide
des analyses d'erreurs et de résidus dans différents systéme. Dans I'ensemble, les capacités
d'adsorption pour ces métaux variaient de 0,16 a 4,46 et de 0,03 a 2,15 mmol/g dans les
systemes teires et quateires, respectivement, dans les conditions de fonctionnement testées. Les
capacités d'adsorption les plus élevées ont été obtenues pour le cuivre dans les solutions multi-
métalliques et elles étaient comprises entre 2,15 et 5,4 mmol/g. Les résultats ont montré que le
réseau de neurones en cascade était le meilleur modele pour la modélisation de I'adsorption
multi-métalliques. Ce réseau de neurone a montré les erreurs de modélisation les plus faibles

pour lI'adsorption multi-composants. (Moreno-Pérez et al., 2018).

Gordillo-Ruiz et al. 2018 ont décrit une application d'un réseau neuronal pour ajuster et
simuler I'adsorption d'ions nickel, cadmium et zinc dans des solutions bi-métalliques (nickel-
cadmium, nickel-zinc et cadmium-zinc) en utilisant du charbon. Ce modele de réseau a été
congu avec une architecture flexible et auto-adaptative, et a montré une vitesse d'apprentissage
plus rapide que celle des approches de neurones artificiels traditionnelles. Les résultats ont

indiqué que ce modéle de réseau était fiable pour représenter le comportement de forte
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asymétrie des profils de concentration en mélange bimétalliques, avec une précision
raisonnable. (Gordillo-Ruiz et al., 2018).

Dashamiri et al. 2017 ont optimisé I'adsorption compétitive ternaire des colorants, éosine
jaune (EY), bleu de méthyléne (MB) et rouge de phénol (PR) sur du charbon actif chargé de
nanoparticules de Cu(OH)2-NP-AC, en solution aqueuse en utilisant la méthodologie de surface
de réponse (RSM). Une bonne corrélation (avec R? > 0.940) entre le modéle statistique et
I'expérience a été trouvée pour I'élimination des colorants des eaux usées aqueuses en utilisant
I'adsorbant. L'élimination optimale (99,20% + 1,48) a ainsi été obtenue a pH 6,0, masse de
I'adsorbant 20 mg et concentration initiale de colorant a 5 mg.L™ pour MB et EY et 12,5 mg.L
! pour PR. Les isothermes d'adsorption et les facteurs de séparation ont montré que I'adsorbant
présente une grande sélectivité envers un colorant dans un systeme a trois composants avec un
ordre d'affinité de PR > MB > EY. (Dashamiri et al., 2017).

Chetna Dhand et al. 2017 ont étudier I'adsorption compétitive du Bleu de Méthylene(MB) et
du vert de méthyléene (MG) dans des mélanges binaires par a ’aide d’un réseau de neurones
artificiels. Les pourcentages d'élimination des colorants en tant que réponses ont été modélisés
et optimisés selon la méthodologie de la surface de réponse et le PCA-RNA. Les valeurs
optimales des concentrations initiales de MG et MB, de la masse de MWCNT (g) et du temps
de sonication (min) ont été trouvées a 14,6 et 10 mg.L?, 0,025 g et 2,6 min, respectivement,
pour lesquelles les pourcentages d'élimination des colorants étaient maximaum. (Chetna
Dhand, a Molamma P. Prabhakaran, b Roger W. Beuerman, ac R. Lakshminarayanan n.d.
2015).

Reynel-Avila et al. 2015 ont analysé et modélisé 1’adsorption ternaire des metaux lourds :
cadmium (Cd?*), nickel (Ni?*) et plomb (Pb?*) des solutions aqueuses sur les plumes de poulet
a l'aide de réseau de neurones artificiels (RNA). Le modele RNA offre une meilleure
performance et plus d'avantages pour la modélisation de 1’adsorption des métaux lourds dans
des solutions multi-composants que ceux obtenus en utilisant les équations isothermes multi-

composants de type Langmuir et Sips. Ce modéle RNA est capable de modéliser et de prédire
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la performance du sorbant a différentes conditions de pH. L'application du modeles RNA est
prometteuse pour I'analyse des données et la modélisation de I'élimination des polluants a

plusieurs composants pour le traitement des eaux usées. (Reynel-Avila et al., 2015).

Hajati et al. 2015 ont utilisé un modele de réseau neuronal artificiel pour optimiser
I'élimination simultanée des colorants Acide Jaune 41 (AY41) et Jaune du Soleil (SY) dans
leurs solutions binaires a lI'aide de charbon actif chargé de nanoparticules de SnO2 (SnO2-NP-
AC). Les effets des variables telles que le temps de contact, le dosage de I'adsorbant, le pH, la
concentration en AY41 et la concentration en SY sur les réponses, comme les pourcentages
d'élimination des colorants binaires, ont été examinés et optimisés a l'aide du réseau de
neurones artificiels. Les valeurs optimales ont été obtenues pour un temps de contact de 17,9
minutes, un dosage de 0,024 g, un pH de 3,1, et des concentrations de 15,9 mg L et 18,7 mg
L pour AY41 et SY, respectivement. (Hajati et al., 2015)

Zeinali et al. 2014 ont développé un modele de réseau de neurones artificiels pour optimiser
I'adsorption concurrente du bleu de méthyléne (MB) et du vert brillant (BG) dans un mélange
binaire sur des nanoparticules d'oxyde de graphite (GO). Le modéle RNA a trois couches a été
entrainé a l'aide de I'algorithme de rétro-propagation de Levenberg-Marquardt et a permis de
prédire les concentrations des deux colorants dans les mélanges. La couche cachée était équipée
de 20 neurones et utilisait une fonction de transfert sigmoide tangente (tansig), tandis que la

couche de sortie utilisait une fonction de transfert linéaire (purelin). (Zeinali et al., 2014).

Wau et al. 2014 ont effectué des réseaux de neurones artificiels (RNA), qui sont connus pour
leurs capacités d'ajustement non linéaire, pour prédire les isothermes d'adsorption compétitive
du 2-phenyléthanol (PE) et du 3-phénylpropanol (PP) dans un systeme binaire. Contrairement
aux modeles mathématiques théoriques, les résultats de le RNA se présentent sous forme de
cartographie de données. Les chercheurs ont utilisé un réseau 2-6-2 pour établir I'architecture
de le RNA aprés un entrainement avec un ensemble de données expérimentales. Les résultats
ont montré que le RNA avait un excellent potentiel pour la prédiction des isothermes

d'adsorption en chromatographie non linéaire. (Wu et al., 2014).
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Abdi et al. 2014 ont développé un modéle fiable et prédictif, & savoir la machine & vecteurs de
support des moindres carrés (LS-SVM) pour évaluer et prédire I'efficacité de I'élimination
compétitive teire des colorants rouge 31 (R31), vert 6 (G6) et Acide Bleu (AB92). Quatre
modeles LS-SVM ont été développés et testés en utilisant plus de 630 séries de données
expérimentales. Ces données comprennent le type d'adsorbat, le dosage de I'adsorbant, la
concentration initiale de colorant, le sel, le temps d'absorption et I'efficacité d'élimination des
colorant R31, G6 et AB92 ont été utilises comme des modeles de colorants. Les résultats
montrent que le modéle développé est plus précis et fiable avec un écart relatif absolu moyen
de 0,877%, 0,581% et 0,978% pour le systeme ternaire, respectivement, et des coefficients de
corrélation proches de I'unité pour tous les systemes. De plus, il est démontré que la méthode
proposée est capable de simuler la tendance physique réelle de I'efficacité d'élimination des
colorants avec la variation du dosage de I'adsorbant et de la concentration initiale du colorant
dans le systeme teire. Le modele développé pourrait étre fiable pour la prédiction de I'efficacité
de I'élimination des colorants dans son domaine d'application. (Abdi et al., 2014).

Wilson et al. 2013 ont utilisé un réseau de neurones artificiels (RNA) pour surveiller de
maniere simultanée et automatisée les processus de biosorption multi-métalliques des mélanges
binaires (Cu?*/ Pb?") et (Cu?/ Zn?*) ainsi que des mélanges ternaires (Cu®*/ Pb?*/ Zn?*) et
(Cu?*/ Zn?*/ Cd?") en mesurant la libération de Cu?* dans la solution d'effluent. Le modéle RNA
a montré une bonne correspondance entre l'adsorption des métaux lourds et les parameétres

d'adsorption modélisés.(Wilson et al., 2013).

Bello et al. 2013 ont réalisé un réseau de neurones a ondelettes (WNN) pour éliminer la couleur
des effluents de moulins a huile de palme (POME) en utilisant une résine a base d'anions. Pour
modéliser ce processus dans un systeme multi-composants, un modéle de WNN a été
développé. Les résultats ont montré que le modéle WNN était plus adapté pour décrire le

phénomene d'adsorption que les modeles couramment utilisés.(Bello et al., 2013).

Aghav et al. 2011 on modélisé I'adsorption compétitive du phénol et du résorcinol dans I'eau a
l'aide de quelques adsorbants carbonés a 1’aide d’un réseau de neurones artificiels (RNA). Cette

¢tude illustre l'application d’un RNA pour la prédiction des performances d'adsorption
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compétitive du phénol et du résorcinol a partir d'une solution aqueuse par des adsorbants
carbonés conventionnels et a faible codt, tels que le charbon actif (AC), le charbon de bois
(WC) et la cendre de balle de riz (RHA). Le réseau neuronal a trois couches avec l'algorithme
de propagation arriére dans I'environnement MATLAB® a été utilisé pour I'estimation des
efficacités d'élimination du phénol et du résorcinol dans un environnement d'eau bi-soluté basé
sur 29 bases des donnée des résultats d'études dans laboratoire. Les parametres d'entrée utilisés
pour la formation du réseau neuronal comprennent la quantité de l'adsorbant (g/L), les
concentrations initiales de phénol (mg/L) et de résorcinol (mg/L), le temps de contact (h) et le
pH. Les efficacités d'élimination du phénol et du résorcinol ont été considérées comme une
sortie du RNA. Les performances des modéles RNA développés ont également été mesurées a
l'aide de parametres statistiques, tels que I'erreur moyenne, l'erreur quadratique moyenne,
I'erreur quadratique moyenne et la régression linéaire. La comparaison des efficacités
d'élimination des polluants a I'aide du modéle RNA et des résultats expérimentaux a montré
que la modélisation RNA dans lI'adsorption compétitive des composés phénoliques corroborait

raisonnablement les résultats expérimentaux. (Aghav et al., 2011).

Faur et al. 2008 ont réalis¢ une approche d’une boite noire pour modéliser 1’adsorption
compétitive par un charbon actif des pesticides présents dans les surface des eaux a I’aide d’un
réseau de neurones statiques et récurrents en utlisant une base de référence. Ces réseaux de
neurones statiques et récurrents fournissent a la fois des coefficients de détermination élevés
(R?>0,990) et de faibles erreurs de modélisation quadratiques moyennes (RMSE < 0,035 alors
que la déviation standard des données est égale a 2,9%). pour la prédiction du processus. Pour
modéliser la zone (C/Co < 0,1), le réseau neuronal récurrent, avec un nombre plus faible de
parametres, est plus précis que le réseau a action directe, car le processus a modéliser est

dynamique. (Faur et al., 2008).

En utilisant un modele de réseau de neurones artificiels (RNA), Fagundes-Klen et al. 2007
ont étudié 1'équilibre de I’adsorption du mélange binaire des ions cadmium-zinc (Cd?*-Zn?*)
par la biomasse de I'espece Sargassum Filipendula. Les données expérimentales ont été ajustées

a l'équilibre a l'aide de la technique RNA, qui a impliqué des tests de difféerents types
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d'architecture de réseau en variant le nombre de neurones, la couche d'entrée et la couche
cachée. Les concentrations d'équilibre de la phase fluide ont été utilisées comme variables
d'entrée et les concentrations d'équilibre du biosorbant ont été utilisées comme variables de
sortie. Les résultats de simulation ont démontré que la techniqgue RNA appliquée a offert un
meilleur ajustement des données d'équilibre du systéme binaire que les modeles conventionnels

d'isotherme de biosorption.(Fagundes-Klen et al., 2007).

K. H. Chu et al. 2006 ont utilis¢é une modélisation prédictive des données de 1’adsorption
compétitive a 1’équilibre du cuivre et du cadmium par un biosorbant microbien. Une
comparaison des approches de modélisation par la régression et par un réseau de neurones pour
prédire le procssus a été effectué. L'approche par la régression est basée sur I'ajustement de
modéles isothermes de type Langmuir modifié aux données expérimentales. Les réseaux de
neurones sont des estimateurs statistiques non paramétriques des corrélations capables
d'identifier les modeles utilisant des donnée d’entrées et de sorties. Ces résultats montrent que
I'approche du réseau de neurona surpasse la modélisation traditionnelle basée sur la régression
dans la corrélation et la prédiction de I'absorption simultanée. Le réseau neuronal est capable
de prédire avec précision méme lorsqu'il dispose de quantités limitées de données pour

I’apprentissage. (Predictive modeling of competitive biosorption equilibrium data 2006).

L'utilisation d'un réseau de neurones artificiels a permis a Ensafi et al. 2006 ont étudié
l'adsorption compétitive du cuivre, du plomb et du cadmium dans des systémes binaires (Pb?*-
Cd?*) et ternaires (Cu?*-Pb?*-Cd?*). Le réseau a été configuré avec trois neurones dans la
couche de sortie pour permettre la détermination simultanée des trois éléments. Le modele ainsi
créé a reussi a prédire avec preécision les concentrations des éléments dans les plages de 1,0 a
50,0 ng.mL* pour le Cu?*, de 5,0 & 200,0 ng.mL™* pour le Pb?* et de 10,0 & 200,0 ng.mL™* pour
le Cd?*. (Ensafi et al., 2006).

K. H. Chu 2003 a prédit et corrélé les équilibres d’adsosorption dans un systéeme métallique
binaire de deux métaux de Fe(lll) et de Cr(VI) par la micro-algue Chlorella vulgaris a l'aide

d'un réseau neuronal a l'aide d'un réseau de neurones. 1l a été démontré que I'approche du réseau
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de neurones était significativement plus précise que I'approche de modélisation traditionnelle
basée sur des modeles de type Langmuir. Pour évaluer la capacité de prédiction du modele de
réseau de neurones, le réseau a éte entrainé en utilisant une base de données disponibles. Le
réseau neuronal convenablement entrainé s'est avéré capable de prédire des données fraiches
N'appartenant pas a des données d'entrainement. Les données de I’apprentissage doivent étre

sélectionnées avec soin pour obtenir les meilleurs résultats. (K. H. Chu 2003).

En utilisant une régression linéaire multiple (MLR), Fondo et al. 2003 ont prédit et modélisé
I'adsorption compétitive du cuivre (Cu?*) et du zinc (Zn?*) en solution dans les sols. Plus de 30
caractéristiques de sol différentes ont été classées par ordre de priorité a l'aide de la MLR, ce
qui a permis d'établir des équations qui peuvent prédire le partage du Cu?®* et du Zn?*. Les
résultats de la prédiction sont cohérents avec les résultats des études d'absorption
expérimentales. (Fondo & Maria, 2003).

Sundaram 1999 a créé un réseau de neurones pour les processus d'adsorption binaire et de
séparation du monoxyde de carbone et de I'hydrogéne a variation de pression. Un réseau
neuronal a trois couches est utilisé pour analyser la relation entre les variables d'entrée et de
sortie des procédés d'adsorption. Le réseau est entrainé en utilisant une version modifiée de
l'algorithme de rétropropagation (BP). La modification consiste & minimiser I'erreur
correspondant a un ensemble réordonné d'entrées. Les entrées sont organisées en fonction des
erreurs (par exemple, de la plus grande a la plus petite), qu'elles générent a la sortie du réseau.
L'algorithme d'apprentissage BP est ensuite mis en ceuvre sur la mesure d'entrée-sortie qui a
donné la plus grande erreur. Ce réseau démontre l'efficacité du réordonnancement apres des
passages uniques et multiples dans le test d'apprentissage. Dans ces deux applications, une seule

époque utilisant le réordonnancement est discutée. (Sundaram, 1999).

Detrait et al. 1998 ont mené une étude sur I'adsorption compétitive de différentes protéines
adhésives telles que la fibronectine ou le collagene, et des molécules anti-adhésives telles que
le Pluronic F68 ou l'albumine. Ce processus est important pour la formation des réseaux de

neurones et peut étre facilité par des modeles de culture cellulaire capables d'orienter la
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croissance cellulaire et de créer un modeéle cellulaire bien défini. Les facteurs d'attachement ont
été adsorbés sur des bandes de plasma d'oxygéne, tandis que I'adsorption des molécules anti-
adhésives sur les zones non traitées les plus hydrophobes a empéché I'adhésion et la croissance
cellulaire. (Detrait et al., 1998).

Yang et al. 1996 ont employé un modéle de réseau neuronal simple pour prédire I'adsorption
de l'acétone dans trois mélanges binaires (acétone/isobutyl de méthyl cétone (MIK),
acétone/propionaldéhyde (PA) et acétone/saccharose) sur du charbon actif granulaire (GAC).
Le réseau neuronal a été formé de maniére efficace en utilisant principalement des données
d'adsorption de soluté unique, et seul un petit nombre de bases de données (<10) ont été
nécessaires pour obtenir une performance efficace. Une fois entrainé, le réseau a été capable de
prédire les adsorptions de solutés binaires, y compris pour les systemes non-idéaux. (Yang et
al., 1996).

Conclusion

Il est clair que le nombre d'enquétes signalées dans ce domaine a progressivement augmenté au
cours des dernieres années (2000-2023). La modélisation de 1’adsorption mono-composant et
compétitive (deux, trois et quatre constituants) des plusieurs adsorbats tels que : métaux lourds,
composes organiques et colorants par différents adsorbants (charbon actif, zéolite, bentonite,
argiles, biomasses, etc.) a 1'aide de plusieurs modeles d’optimisation et de simulation tels que :
RNA et SVM, par I'utilisation des algorithmes d’apprentissage adéquats a travers un logiciel
MATLAB®, devient de plus en plus populaire auprés des chercheurs travaillant dans ce
domaine. Donc, il est preférable d’établir un modéle qui fait la prévention des résultats avec

des erreurs minimales.
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Chapitre 1l : Généralité sur I’adsorption statique et dynamique

Introduction

Le processus d'adsorption peut étre classé en deux catégories principales en fonction de ses
applications industrielles, a savoir I'adsorption mono-constituant (pour une seule espéce) et
I'adsorption multi-composants (pour des meélanges binaires, ternaires ou quaternaires) via
statiqgue et dynamique en utilisant des modeles classiques (non modifiés, modifiés et

généralisés) et dynamique par I’intelligence artificielle (1A).

2.1 Adsorption mono-composant (a une seule espéce)

2.1.1 Définition

L'adsorption mono-composant est un processus dans lequel un seul composé est adsorbé sur
une surface d'adsorption, en l'absence d'autres composés en solution qui pourraient
concurrencer pour les sites d'adsorption.

Une adsorption mono-composant se produit lorsqu'un seul composé est adsorbé a la surface
d'un matériau d'adsorption. Ce processus est généralement utilisé pour évaluer les propriétés
d'adsorption des matériaux, telles que la capacité d'adsorption, la sélectivité et la cinétique
d'adsorption. (Amrhar et al., 2021).

Les processus d'adsorption ont leur propre langue vernaculaire. Par conséquent, une bonne
compréhension des termes techniques utilisés dans la technologie d'adsorption peut empécher
I'introduction de plusieurs ambiguités et divergences inattendues. Certains termes d'adsorption

de base sont résumés dans figure 2.1 (Nguyen et al., 2017).

e methylene blue, phenol, etc.

| Charbon actif, biochar, zéolithes, etc. |

Adsorbant

/T ]

Site actifou
<«—5 | énergétique

le—____| Surfaceou
interface

Couche
limite

e Adsorption
v

® +
- - Absorption | (pour phase gaz)
Désorption =
Sorption

Figure 2.1 : Quelques termes de base utilisés dans la science et la technologie de I'adsorption
(Nguyen et al., 2017).
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2.1.2 Cinétique d'adsorption

La connaissance de la cinétique d’adsorption permet 1’étude de la vitesse de 1’adsorption, de

déterminer si elle est rapide ou bien lente. La cinétique d’adsorption est une courbe reliant le

temps a la quantité d’adsorbat (Masson, 2017). L'adsorption se produit essentiellement en

étapes suivantes (de FLORA, 1989) :

- Diffusion de I’adsorbat de la phase liquide externe vers la phase localisée au voisinage de la
surface de 1’adsorbant ;

- Migration extragranulaire de la matiere (transport du soluté a travers le film liquide vers la
surface des grains) ;

- Transfert intragranulaire de la matiere (transfert de la matiére dans la structure poreuse de
la surface extérieure des graines vers les sites actifs) ;

- Réaction d'adsorption au contact des sites actifs, une fois adsorbée, la molécule est
considérée fixée.

Un matériau (adsorbant) est représenté sur la figure 2.2 avec les différents domaines dans

lesquels les molécules organiques ou inorganiques peuvent étre trouvées et qui sont capables

de rentrer en interaction avec le solide.

1. Bulk transport

3 (fast)

2. Film transport
3 (slow)

3. Intraparticle
(slow)

| ey ol

Figure 2.2 : Processus d'adsorption typique. Adapté avec permission (Nguyen et al., 2017).

Transport and reaction process

2.1.3 Mécanisme de transfert de masse
Le mécanisme de transfert de masse pour I'adsorption mono-constituant dépend des interactions
entre l'adsorbant et I'adsorbat, ainsi que des conditions de I'environnement, telles que la
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température et la pression. En général, il existe deux types de mécanismes de transfert de masse
qui sont souvent observés dans les processus d'adsorption mono-composant : le transfert de
masse en phase liquide et le transfert de masse en phase gazeuse.

Dans le cas du transfert de masse en phase liquide, le mécanisme de transfert de masse est
contr6lé par la diffusion de l'adsorbat a travers une couche limite de liquide qui entoure la
surface de lI'adsorbant. Le taux de transfert de masse est alors régulé par la vitesse de diffusion
de l'adsorbat & travers cette couche limite, ainsi que par la surface disponible pour l'adsorption.
Dans le cas du transfert de masse en phase gazeuse, le mécanisme de transfert de masse est
contr6lé par la diffusion de I'adsorbat a travers une couche limite de gaz qui entoure la surface
de l'adsorbant. Le taux de transfert de masse est alors régulé par la vitesse de diffusion de
I'adsorbat a travers cette couche limite, ainsi que par la surface disponible pour I'adsorption.
Une fois adsorbé, le soluté est sujet a des processus de désorption, qui peuvent étre influencés
par des facteurs tels que la force d'interaction entre le soluté et I'adsorbant, la concentration en
soluté, la température et le pH de la solution. Le processus de désorption est également controlé
par la diffusion, qui transporte les molécules adsorbées a travers la couche limite pour qu'elles
puissent étre libérées dans la phase liquide.

Il convient de noter que le mécanisme de transfert de masse pour lI'adsorption mono-composant
peut varier en fonction de nombreux facteurs, tels que la géomeétrie et la taille des particules
d'adsorbant, la concentration et la nature des espéces adsorbées, ainsi que les conditions
environnementales. (Al Duri & Mckay, 1988)

Le mécanisme d’adsorption se déroule en cinque (5) étapes (Figure 2.3) :

Figure 2.3 : Etapes du mécanisme d’adsorption. (Bourneuf, 2015)
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1. Transfert du soluté de la phase liquide vers le film liquide lié a la particule par diffusion ou convection.
2. Transfert du soluté au travers du film liquide vers la surface externe de 1’adsorbant : c'est I'étape de transfert
externe.
3. Transfert interne : diffusion du soluté sous I’effet d’un gradient de concentration :
- Soit a I’¢état libre, dans le liquide et a I’intérieur des pores : diffusion poreuse
- Soit a Iétat lié, d’un site d’adsorption a un site adjacent : diffusion superficielle
4. Adsorption proprement dite, c¢’est la fixation du soluté sur les sites adsorbants.

2.1.4 Modeles

Les modéles mathématiques de I'adsorption mono-constituant sont des équations qui décrivent
la cinétique de I'adsorption d'un seul type de soluté par un adsorbant. Ces modeles sont utilisés
pour comprendre et prédire la cinétique de l'adsorption, pour concevoir des systemes
d'adsorption et pour optimiser les conditions de fonctionnement. Voici quelques modéles

mathématiques couramment utilisés pour I'adsorption mono-composant.

2.1.4.1 Modéle de Langmuir

Le modéle de Langmuir est I'un des modeéles les plus couramment utilisés pour l'adsorption
mono-composant. Il suppose que les sites d'adsorption sont uniformes et indépendants les uns
des autres, et que la couche d'adsorbant est saturée lorsque tous les sites sont occupés
(Langmuir, 1918). L'équation (2.1) de Langmuir décrit la relation entre la quantité d'adsorbant
adsorbé et la concentration de soluté en solution :

K1.Ce
1+ay,Ce

e = (2.1)

D'ou : K. et a_ sont les constantes de I'isotherme de Langmuir ;
Ce et ge sont la concentration de la phase liquide et la concentration de la phase solide de
I'adsorbat & I'équilibre.
Les constantes de Langmuir, K_ et ai, sont evaluées par la linéarisation de
I'équation (2.1) :
Ce _ 1 , A
prials + 3 Ce (2.2)
En tragant Ce/ge en fonction de Ce, il est possible d'obtenir la valeur de K a partir de
I'interception qui est (1/KL) et la valeur de a. a partir de la pente, qui est (aL/KL). La capacité
théorique de la monocouche est go et est numériqguement égale a (K. /aL). L'égquation de
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Langmuir s'applique a 1’adsorption homogéne ou I’adsorption de chaque molécule a une
énergie d'activation d’adsorption égale. L'équation est thermodynamiquement cohérente et suit
la loi de Henry a faible concentration. A mesure que Ce devient plus faible, a, Ce est beaucoup
plus petit que l'unité et ge = KLCe, c'est-a-dire analogue a la loi de Henry. (Baig et al., 2009).

2.1.4.2 Modele de Freundlich

Le modéle de Freundlich est un autre modéle couramment utilisé pour l'adsorption mono-
composant. Il suppose que la couche d'adsorbant n'est pas uniforme et que les sites d'adsorption
ne sont pas tous équivalents (Freundlich, 1906). L'équation (2.3) de Freundlich est expression
une exponentielle qui décrit la relation entre la quantité d'adsorbant adsorbé et la concentration
de soluté en solution, mais elle est plus adaptée aux systémes ou la concentration de soluté est
faible :

qe = KeCLF (2.3)

Dans cette équation, Kr et br sont des constantes de Freundlich. Cette expression est
caractérisée par le facteur d'hétérogénéité (br), et I'isotherme de Freundlich peut donc étre
utilisée pour décrire des systemes hétérogenes.

L'équation de Freundlich s'accorde bien avec celle de Langmuir sur des plages de concentration
modérées mais, contrairement a l'expression de Langmuir, elle ne se réduit pas a l'isotherme
lineaire (loi de Henry) a faible couverture de surface. Ces deux théories préesentent
I'inconvénient de ne pas pouvoir ajuster les données a 1’équilibre sur une large gamme de
concentrations avec une seule constante de données. (Al-Ghouti & Da’ana, 2020)

Pour déterminer les constantes Kr et br, la forme linéaire de I'équation (2.4) ci-dessous, peut

étre utilisée pour produire un graphique de In(ge) contre In(Ce).
In (ge) = In Ke + br In(Ce) (2.4)

2.1.4.3 Modele de Tempkin
Tempkin et Pyzhev (1940) suppose que l'enthalpie de lI'adsorption diminue linéairement avec
la couverture de surface, ce qui implique une diminution de l'adsorption a mesure que la

couverture de surface augmente. L'équation (2.5) de Tempkin décrit la relation entre la quantité
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d'adsorbant adsorbé et la concentration de soluté en solution, mais elle est plus adaptée aux

systéemes ou la couverture de surface est importante :

ge = 7, (INAC,) (25)

L'équation (2.5) peut étre exprimée sous sa la forme linéaire suivante :

ge =B In (A) + B In (Co) (2.6)

< .p _ RT

Ou:B = >

Les données d'adsorption peuvent étre analysées selon I'équation (2.6). Le tracé de ge en
fonction de In (Ce) permet de déterminer les constantes isothermes A et B. La constante B est

lie a la chaleur d'adsorption. (Allen et al., 2003)

2.1.4.4 Modeéle de Toth
L'équation de Toth (2.7), est un dérivé de la théorie du potentiel et elle est applicable a
I'adsorption hétérogene (Toth, 1971). Elle suppose une distribution d'énergie quasi-gaussienne.
La plupart des sites ont une énergie d'adsorption inférieure au pic ou a I'énergie d'adsorption
maximale. (Foo & Hameed, 2010)
— Kt Ce

Te = fapeciyre @7)
2.1.4.5 Modele de Redlich et Peterson
Redlich et Peterson (1959) ont proposé une équation empirique, appelée équation a trois
parametres (2.8), qui peut étre utilisée pour représenter les équilibres d'adsorption sur une large
gamme de concentrations.

KRCe
= —= 2.
Qe 1+aRCf ( 8)

Cette équation se réduit a une isotherme linéaire a faible couverture de surface, a l'isotherme

de Freundlich avec une forte concentration de I'adsorbat et a I'isotherme de Langmuir lorsque
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S=1. Cependant, I'équation ne peut pas étre linéarisée pour une estimation facile des parametres

de l'isotherme KRr, ar et 4. La linéarisation de I'expression donne :
Ln [KqR—C — 1| = Lnag + fLnC, (2.9)

Le tracé du In[(KrCe/ge)- 1] en fonction de InCe donne une ligne droite de pente = B et
d'interception = ar. Cependant, le tracé de I'équation (2.9) n'est pas applicable en raison des
trois parameétres inconnus contenus dans cette équation. Par conséquent, une procédure de
minimisation est adoptée pour maximiser le coefficient de corrélation R? entre les données
théoriques de ge prédites par I'équation (2.9) et les données expérimentales.

Souvent, la méthode utilisée pour déterminer les parametres isothermes consiste a effectuer une
régression linéaire avec des variables transformées. La qualité de I'ajustement des données
expérimentales avec I'équation d’isotherme est évaluée sur la magnitude du coefficient de

corrélation de la régression. (Kumar et al., 2011)

2.1.4.6 Modele de Henry
C'est un modele & un parametre et I'isotherme d'adsorption le plus basique. Il propose une
relation linéaire entre la quantité adsorbée et la concentration globale de I'adsorbat, comme

présenté par I'équation (2.10).
de = KugCe (2.10)

ou Qe est la quantité adsorbée a I'équilibre en mg/g, Kne est la constante d'adsorption de Henry
en L/g, et Ce est la concentration d'équilibre de I'adsorbat en mg/L.

Un graphique de ge en fonction de Ce produit une ligne droite, avec une pente égale a Kne.

Le modele de Henry peut étre utilise lorsque le rapport de couverture des sites d'adsorption est
minimal. Il approxime la tendance des données uniquement a des faibles concentrations de
soluté. Par conséquent, il montre une adsorption en monocouche a des concentrations

d'adsorbats initialement faibles.(Kalam et al., 2021)
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2.1.4.7 Modele d’Elovich
L'isotherme d'adsorption d'Elovich est basée sur des principes cinétiques et prend en compte
I'adsorption multicouche. Elle postule que les sites d'adsorption augmentent de maniére
exponentielle avec I'adsorption. Mathématiquement, elle s'exprime comme suit :
_(le
% — g e %0 (2.11)

do

Ou : Kg est la constante d'Elovich.

La forme linéarisée peut étre écrite comme suit :

LnZ—: = LnK,q, — fl— (2.12)

0

Un graphique de Ln% en fonction de ge donne une ligne droite avec une pente égale a (—qi
e 0

et une ordonnée a l'origine égale a LnK .q,,. (Kalam et al., 2021)

2.1.4.8 Modele de pseudo-premier ordre
Le modeéle cinétique établi par Lagergreen (Lagergren, 1898) du pseudo-premier-ordre est

exprimé comme suit :

dq

— = Ki(ge — @) (2.13)

L’intégration de 1’équation (2.14) pour les conditions aux limites g =0at=0etg=gqa

t=tdonne:

Infef = g ¢t (2.14)

Ou : K; : Constante de vitesse d'adsorption (1/min) ;
q : Quantité adsorbée a I’instant t (mg/g) ;

q. : Quantité adsorbée a I’équilibre (mg/g) ;

t : Temps (min).

En tracant ln(qfl—_q) en fonction du temps t, on peut déterminer la constante de vitesse

d’adsorption Kj.
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2.1.4.9 Modele de pseudo-second ordre
La cinétique de sorption peut étre exprimée linéairement par I'expression de pseudo-second

ordre de Blanchard (Blanchard, 1993), comme suit :

= +=¢ (2.15)

t
qa K4  4qe

Ou : K, : Constante de vitesse de pseudo second ordre (g /mg min).

La constante de vitesse de pseudo-second ordre est utilisée pour calculer la vitesse initiale de

sorption h (mg/g min) en utilisant 1’équation suivante :
h = K,q? (2.16)

2.1.4.10 Modele de diffusion intra-particulaire
Conformément de L'équation de Weber et Morris (Weber, 1983) permet la détermination le
modele cinétique de diffusion intra-particulaire est souvent présenté simplement par I’équation

suivante :

q=Kit"+C, (2.17)

OU : K, : Constante de vitesse de diffusion dans les pores (mg/g min'?) ;
C4 : Cordonné a I’origine (mg/g) ;
Sig= f(tl/Z) est une droite, la pente de cette droite sera égale aK,;.

2.1.4.11 Modé¢le d’isotherme d'adsorption de Harkins-Jura
L'isotherme d'adsorption du Harkin-Jura, peut étre exprimée comme suit (Harkins & Jura,
1944) :

e = () (2.18)

B+LogCe

Ou A et B représentent les paramétres d’isotherme. La linéarisation de ce modele est donnée

par la relation suivante :

LogC, (2.19)
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2.1.4.12 Modé¢le d’isotherme de Halsey

L'isotherme d'adsorption du Halsey est donnée par la relation suivante (Halsey, 1948) :

LnKy—LnC,
ge = exp (FHHEICE) (2.20)
Ou : Ky : Constante du Halsey ;
n : Exposant.
L’équation de linéarisation de ce mode¢le est donnée comme suit :
Lng, ==LnK —~LnC, (2.21)

2.1.4.13 Modé¢le d’isotherme de Dubinin-Radushkevich (D-R)
La théorie de Dubinin est utilisée dans le cas de I’adsorption sur certaines surfaces non poreuses
(Dubinin, 1947). En 1947, Dubinin et Radushkevich ont proposé la relation suivante permettant

de décrire 1’équilibre d’adsorption par les solides microporeux :

qq;R = exp(—pe?) (2.22)

OU : gmpr : Capacité maximale d’adsorption dans les micropores ;
B : Constante liée a 1’énergie d’adsorption par :

1

O (2.23)
¢ : Potentiel de polanyi donné par la relation suivante:

Cs
e =RT (C—) (2.24)

C, : Solubilité du soluté.

L’équation de Dubinin-Radushkevich devient :
RT\? Cs\1?

Lng, = Lngpr — (?) [Ln (C_e)] (2.25)

2
Sion trace le Lng,.en fonction de(%) , ce la permet d’obtenir q,,,pret E.
e
Les constantes d'isotherme de Langmuir n'expriment pas les propriétés du processus
d'adsorption physique ou chimique. Mais, I'énergie moyenne d'adsorption (E) calculée en
utilisant I'isotherme de D-R donne les informations nécessaires au sujet de ces propriétés
(Hamdaoui & Naffrechoux, 2007).
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E < 8 K] mol™! : La physisorption domine le mécanisme de sorption ;

8 < E < 16 K] mol™!: L'échange ionique est le facteur dominant ;

E > 16 K] mol~1: La sorption est dominée par diffusion intra particule (Srivastava et al., 2006).
2.1.4.14 Modéle d’isotherme de Brunauer, Emmet et Teller (BET)
En 1938, Brunauer, Emmet et Teller (BET) développerent la théorie de Langmuir
pour permettre son application dans le cas d’adsorption poly-moléculaire a la surface du solide.
Ce modele tient compte de la formation de plusieurs couches de molécules adsorbées : les
interactions molécule-molécule et molécule-solide sont prises en considération et chaque
molécule adsorbée dans une couche est un site d’adsorption pour une molécule de la couche

suivante. L’équation peut-étre écrite sous cette forme (Brunauer, 1938; Charriére, 2009).

de Kp (g_z)

= C C C

am [(1_£)(1_c_§“{3c_§)]
Ou : q, : Capacité de rétention a I’équilibre (mg/mg d’adsorbant) ;
qm - Capacité de rétention mono-moléculaire (mg/mg d’adsorbant) ;
Co : Concentration initiale (mg/l) ;
Kp : Constante d’adsorption.

(2.26)

La forme linéaire de cette équation est donnée par 1’équation ci-dessous :
ce (%) (2.27)

qe(Co—Ce) qmKp amKp \Co

L’isotherme B.E.T est sert a déterminer les surfaces d‘adsorption des charbons par adsorption

d’azote.

2.2 Adsorption multi-composants (binaire, ternaire, quaternaire)

2.2.1 Définition

Il s'agit d'un phénomene dans lequel plusieurs composés se concours pour se fixer aux sites
d'adsorption disponibles sur une surface. (Namasivayam & Senthilkumar, 1998)

Dans un systeme d'adsorption compétitive, les composés ayant une affinité plus élevée pour les
sites d'adsorption ont tendance a se lier en premier, laissant moins de sites disponibles pour les
composés ayant une affinité plus faible. Par conséquent, la capacité d'adsorption pour chaque
composé dépend de la concentration a 1’équilibre des autres composés présents dans la solution.
(Swenson & Stadie, 2019)
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La présence de plusieurs d’especes favorisent ou géner 1’adsorption par la force ionique a titre
d'exemple. lls constituent la matrice de la solution, qui retient ou piéger 1’adsorbat. La présence
de la compétition aussi diminue la capacité de chaque espéce sur 1’adsorbant. (Amrhar et al.,
2021)

2.2.2 Mécanisme de transfert de masse

Le mécanisme de transfert de masse pour l'adsorption compétitive dépend du systéeme
d'adsorption et des propriétés du matériau adsorbant, ainsi que des espéces en compétition pour
les sites d'adsorption. Les étapes de base du processus d'adsorption compétitive sont similaires
a celles de I'adsorption mono-composant, a savoir la diffusion de I'espece adsorbée depuis la
solution vers la surface de I'adsorbant, suivie de sa diffusion a travers la couche limite pour
atteindre le site actif. Cependant, dans un systeme d'adsorption compétitive, plusieurs espéces
sont en compétition pour les mémes sites d'adsorption, ce qui peut affecter la vitesse et
I'efficacité de I'adsorption.

Dans un systeme d'adsorption compétitive, les différentes especes présentes peuvent avoir des
affinités différentes pour les sites d'adsorption. Cela peut conduire a des mécanismes de
sélectivité, ou une espece est préferentiellement adsorbée par rapport a une autre. La sélectivité
peut dépendre des propriétés de I'adsorbant, de la concentration des différentes especes et des
conditions environnementales.

Cependant, dans la réalité, les interactions entre les différentes espéces peuvent avoir un effet
important sur l'adsorption compétitive. Par exemple, une espéce peut affecter la disponibilité
des sites d'adsorption pour une autre espéce, ou des interactions électrostatiques ou de

coordination peuvent se produire entre les especes en compétition. (Swenson & Stadie, 2019)

2.2.3 Modeles

Les systemes a plusieurs composants nécessitent des modeéles plus complexes en raison de la
nature complexe de I'adsorption a plusieurs composants. Par conséquent, les modeles utilisés
pour les systemes a un seul composant ne sont pas applicables et doivent étre modifiés pour
prendre en compte la nature de lI'adsorption a plusieurs composants. Il existe de nombreuses

théories relatives a I'équilibre d'adsorption compétitives.
2.2.3.1 Modele de Langmuir généralisé
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Le modeéle d'isotherme de Langmuir étendue pour l'adsorption multi-composants repose sur
plusieurs hypotheses. Tout d'abord, tous les sites actifs de l'adsorbant sont uniformes et
disponibles pour tous les adsorbats. De plus, les adsorbats n'interagissent pas entre eux dans le
systeme multi-composant et toutes les molécules polluantes dans les eaux usées se lient a des
sites actifs identiques. Le modéle suppose également que les sites actifs ont une énergie

d'adsorption uniforme. Ce modele peut étre représenté sous forme de :

ot = T 219
D’ou : g, : capacité d’adsorption du composé 1 a 1’équilibre (mg/g) ;
Ce,i : Concentration du composé i a 1I’équilibre (mg/1) ;
bL;i : Constante de Langmuir du composeé i (I/mg) ;
gm,i : Capacité d’adsorption mono-couche du composé i (mg/g) ;
N : Nombre total des composés dans la solution.
Les équations ci-dessous (2.19 et 2.20) permettent de calculer la capacité d'adsorption pour une
solution a deux composants, en modifiant I'équation précédente (2.18) en fonction du nombre

de composants.

_ Am,1bL1Ce1
Gon = it (2.19)
1+b1,1Ce1+by2Ce,2
_ Am,2b1L2Ce2
Qop = —mabiat (2.20)
1+b1,1Ce1+by2Ce,2

Dans le but de minimiser les erreurs dans I'analyse de régression non linéaire, on utilise la
fonction de résolution de la régression non linéaire dans Microsoft Excel, les parametres Qm.1,

bL1 et b > ont été evalués a partir des valeurs expérimentales de ge,1 et Ce1. (Baig et al., 2009)

2.2.3.2 Modele de Langmuir non modifié

Le modele est congu pour étudier lI'adsorption compétitive d'un compose unique dans une
solution contenant plusieurs composés. Il permet de calculer la capacité d'adsorption du
composé en présence d'autres composeés. La formule mathématique (2.21) qui décrit ce modele

est la suivante :
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dm,ibL,iCe,
o ibLiCe, 2.21
qe,l 1+Z§V=1(bLJCe,]) ( )
D’ou : Les valeurs de gm; et b représentent respectivement la capacité d'adsorption
monocouche (en mg/g) et la constante de Langmuir (en L/mg) pour le composant i. Ces
parametres sont déterminés a partir des données expérimentales des isothermes de Langmuir
individuelles. Une fois que ces parametres sont connus pour une gamme de concentrations

initiales, les valeurs correspondantes de Ce,i pour ge,i peuvent étre évaluées. (Kumar et al., 2011)

2.2.3.3 Modele de Langmuir modifié

Les parametres obtenus a partir du modele d'isotherme d'adsorption pour un seul composant ne
permettent pas de comprendre comment les différents composants interagissent dans une
solution. Pour pallier cette limitation, un terme d'interaction est ajouté au modele pour décrire
la nature de ces interactions. Ce terme d'interaction est représenté par le facteur d'interaction,
qui reflete I'effet compétitif des différents adsorbats présents dans la solution. Ce facteur est un
parameétre caractéristique d'un composant qui dépend des concentrations des autres composants

dans la solution. Sa forme est la suivante :

_ 9m,ibLi(Cei/ML,i
er - N . . (2'22)
1+Zj=1 b j/mLi

Qe,i la capacité d’adsorption du composé i a 1’équilibre (mg/g), Ce,i la Concentration du composé
i a I’équilibre (mg/l). br; la Constante de Langmuir du composé i (L/mg) et gm,; Capacité
d’adsorption mono-couche du composé i (mg/g) sont évaluées a partir des données
expérimentales des isothermes de Langmuir individuelles.

Le facteur d'interaction 7. représente I'effet compétitif des autres composants présents dans la
solution sur la capacité d'adsorption d'un composant donné. Pour calculer #.; de chaque
composant, une gamme de valeurs expérimentales de Qei et Cei , qui a été utilisée pour
minimiser les erreurs dans I'analyse de la régression non linéaire a I'aide de Microsoft Excel.
L'introduction de ces facteurs de correction dans le modéle isotherme a permis d'améliorer la

précision des résultats obtenus a partir des données expérimentales. (Baig et al., 2009)

2.2.3.4 Modele de Freundlich généralisé
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Le modeéle de Freundlich a un seul composant peut étre appliqué a des systémes binaires pour
développer un modéle de Freundlich étendu. Ce modele est utilisé pour les systemes
hétérogenes lorsque des interactions se produisent entre les molécules adsorbées. Les équations
(2.23) et (2.24) pour le systeme binaire multi-composants peut étre représentée comme suit :

= Tlet (2.23)

Qe = —77 o7 (2.24)

e, €t Qe,2 : capacités d’adsorption a 1’équilibre pour les composés 1 and 2 (mg/g), Ce1 et Ce2 :
concentrations a 1’équilibre des composés 1 and 2 (mg/L). Les valeurs des constantes de
Freundlich kr1 et kr2 et les intensités d’adsorption Ny et nz sont obtenus a partir des données
expérimentales des isothermes de Freundlich individuelles. Les constantes x1, y1, Z1 et X2, Y2, 22
ont été obtenus a partir des valeurs expérimentales de ge,1 VS Ce 1 €t (e 2 VS Ce 2 respectivement,
en minimisant I'erreur dans l'analyse de régression non linéaire. (Foo & Hameed, 2010)

Le modeéle de Freundlich peut étre appliqué a des systéemes multi-composants (2.25) :

n (nii>+xi
o BimakRiCy (2.25)

T yn Xigyn ZQ
Liz1 Coi+2i=1 Cey

Qe,n

2.2.3.5 Modele de Redlich-Peterson non modifié

Le modele de Redlich-Peterson est le résultat de la combinaison des modéles d'isotherme de
Langmuir et de Freundlich. En incluant toutes les constantes du modele, I'équation du modele
est développée pour décrire au mieux les données expérimentales. L'équation (2.26) met en
évidence que la relation du modele de Redlich-Peterson varie linéairement en fonction de la
concentration dans le terme du numérateur, tandis qu'elle varie de maniére exponentielle dans
le terme du dénominateur. Cette propriété offre I'avantage d'une utilisation aisée du modeéle
pour valider les données d'équilibre sur une large gamme de concentrations. L'équation se

rapproche du modele de Freundlich & une concentration plus élevée pour la valeur de 3 égale a

-35-



Chapitre 1l : Généralité sur I’adsorption statique et dynamique

zéro. Elle se transforme en équation de Langmuir a faible concentration lorsque la valeur de

tend vers un. Cette équation peut étre donnée comme sulit :

qe = % (2.26)
ker : Constante de Redlich-Peterson (L/g) ;
apr : Constante du modéle (L/mg) ;
/- Exposant variant entre O et 1.
Le modéle de Redlich-Peterson peut étre appliqué a des systemes multi-composants pour
obtenir des différentes formes telles que les modeles isothermes compétitifs non modifiés
(2.27) et compétitifs modifiés (2.28) de Redlich-Peterson.

— kpriCei
Qe,l 1+21jv=1(apR_jC£}-] (227)
ker (L/g), arr (L/mg) et g : les constantes du modéle obtenues a partir des données
expérimentales des isothermes individuelles de Redlich-Peterson. (Foo & Hameed, 2010)

2.2.3.6 Modele de Redlich-Peterson modifié
Le terme d'interaction est ajouté dans ce modele afin de montrer la nature de l'interaction entre
les composants dans une solution multi-composants. Le modéle (2.28) compétitif modifié de

Redlich-Peterson peut étre représenté comme suit :

kpRr,i(Ce,i/MPR,i)

;= el ; 2.28
Qe,i 1+ij=1(aPR,j(Ce,j/77PR,j)B" ( )
Le parametre de l'interaction #prj pour les différents composants peut étre calculée pour les
valeurs expérimentales de ge,i et Ce,i en minimisant I'erreur dans I'analyse de la régression non
linéaire dans le Microsoft Excel. En ajoutant les facteurs de correction, le modele isotherme

peut étre mieux validé que le modéle non modifié. (Kumar et al., 2011)

2.2.3.7 Modele de Sheindorf-Rebuhn-Sheintuch (SRS)
La formulation de I'équation pour les systemes multi-composants est basée sur le concept de

Iisotherme de Freundlich. Les hypotheses qui sous-tendent cette isotherme sont que chaque
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composant dans une solution suit lI'isotherme de Freundlich et que la distribution de I'énergie
d'adsorption se produit de maniére exponentielle pour chaque soluté. Le coefficient de
compeétition aij est introduit afin de montrer comment le composant (j) inhibe I'adsorption du
composant (i) . L'équation (2.29) SRS peut étre donnée comme suit :

1
1) 4
Qe,i = kF,iCe,i(Zliv=1(ai,jce,i))(”i> (2.29)

Qe,i la capacité d’adsorption du composé i a I’équilibre (mg/g), Ce,i la Concentration du composé
(i) a I’équilibre (mg/l). Les valeurs de constante de Freundlich et de I’intensité d’adsorption
sont calculées a partir des données expérimentales des isothermes de Freundlich individuels.
Les paramétres a;;j sont évalues a partir des valeurs de la base expérimentale de qe,i vs Ce,i par

des analyses de la régression non-linéaire. (Girish, 2017)

2.2.3.8 Modele de Sips généralisé
Le modele de Sips est utilisé pour les systemes hétérogénes. L'équation (2.30) de Sips modifiée

pour les systemes multi-composants est la suivante :

Qo = % (2.30)
Qe,i la capacité d’adsorption du composé i a 1’équilibre (mg/g), Ce,i la Concentration du composé
(i) a I’équilibre (mg/1). gm, la capacité de 1’adsorption mono-couche du composé i. Ksp,i la
constante de 1’isotherme de Spis (L/mg)™. m : I'exposant du modeéle de Sips. Les constantes de
Sips sont tirées a partir des données d’isothermes pour les composants individuels. A faible
concentration de polluant et pour une valeur de m = 0, le modeéle se rapproche de l'isotherme
de Freundlich. A une concentration d'adsorbat plus élevée et pour une valeur de m proche de
1, le modele peut étre modifié en une isotherme de Langmuir. (Girish, 2017)

2.3 Modélisation et optimisation

La modélisation et I'optimisation de I'adsorption multi-composants statique et dynamique sont
des outils importants pour la conception du processus industriel d'adsorption. Ces outils
permettent de prédire les performances du systeme et d'optimiser les conditions opératoires

pour maximiser l'efficacité de I'adsorption.
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2.3.1 Adsorption multi-composants statique

L'adsorption multi-composants statique est un processus dans lequel plusieurs composants d'un
mélange sont adsorbeés sur une surface solide en méme temps. On peut également dire que dans
I'adsorption multi-composants classique, les concentrations des différents composants sont
considérées comme des paramétres d'entrée constants et uniformes, indépendamment du temps
et de l'espace, ce qui simplifie la modélisation du phénomene. Cependant, cette hypothése est
souvent trop simplificatrice pour décrire les processus d'adsorption réels, qui peuvent étre
influencés par des changements de concentration, de pression et de température. Par
conséquent, dans certains cas, il peut étre nécessaire d'utiliser des modeles plus sophistiqués,
tels que l'adsorption multi-composants dynamique, qui prennent en compte la compétition
temporelle et spatiale des concentrations des différents adsorbats/adsorbant. (Husien et al.,
2022)

2.3.1.1 Adsorption en batch via les modeles empiriques classiques

Cette modélisation implique la construction d'un modéle mathématique qui décrit la cinétique
de I'adsorption pour chaque composant du melange. Les modeéles les plus couramment utilisés
sont basés sur les équations de Langmuir, Freundlich et BET. Ces équations permettent de
décrire la quantité d'adsorbant nécessaire pour atteindre une certaine concentration d'adsorbat
a I'équilibre. Les modeéles peuvent étre résolus analytiqguement ou numériquement. (Kumar et
al., 2011)

2.3.1.2 Adsorption via I’intelligence artificielle (1A)

L'optimisation de I'adsorption multi-composants statique consiste a déterminer les conditions
opératoires optimales pour maximiser l'efficacité de l'adsorption. Les variables opératoires
telles que la température, la pression, la concentration et le debit d'adsorbant peuvent étre
modifiées pour améliorer les performances du systéme. L'optimisation peut étre effectuée en
utilisant des approches telles que la méthode de Monte Carlo, la méthode de recherche directe
et les algorithmes genétiques (GA). Les objectifs d'optimisation peuvent inclure la
maximisation de la capacité d'adsorption et la minimisation de la consommation d'adsorbant
(Husien et al., 2022)

-38-



Chapitre 1l : Généralité sur I’adsorption statique et dynamique

2.3.2 Adsorption multi-composants dynamique

L'adsorption multi-composants dynamique est un processus dans lequel plusieurs composants
d'un mélange sont sélectivement adsorbés sur une surface solide dans un flux continu. La
modélisation et l'optimisation de ce processus sont importantes pour la conception et le
fonctionnement des systemes d'adsorption multi-composants.

L'adsorption multi-composants dynamique prend en compte la dynamique temporelle du
processus d'adsorption. En d'autres termes, dans I'adsorption multi-composants dynamique, la
composition de la phase gazeuse ou liquide en contact avec le matériau poreux change avec le

temps, et les concentrations des différents composants peuvent varier.

2.3.2.1 Adsorption en colonne via les modéles empiriques classiques

Les modéles mathématiques les plus couramment utilisés pour la modélisation de I'adsorption
multi-composants dynamique sont basés sur les équations de transport de masse et d'équilibre
de Langmuir, Freundlich ou d'autres isothermes d'adsorption. Les équations de conservation de
la quantité de mouvement et d'énergie peuvent également étre impliqués dans le modéle pour
tenir compte de la dispersion de la phase liquide et de la réaction exothermique ou
endothermique pendant I'adsorption. Les modeles numériques peuvent étre résolus par des

méthodes analytiques ou numériques. (Kumar et al., 2011)

2.3.2.2 Adsorption par Pintelligence artificielle (1A)

L'optimisation de I'adsorption multi-composants dynamique peut étre réalisée en utilisant des
algorithmes d'optimisation tels que l'optimisation par essaims particulaires (PSO),
I'optimisation par algorithme génétique (GA), I'optimisation par méthode de réponse de surface
(RSM) ou des méthodes hybrides de ces techniques. L'optimisation peut étre effectuée pour
maximiser la capacité d'adsorption, minimiser le temps de résidence, minimiser le codt du

systéme d'adsorption, ou pour optimiser plusieurs objectifs simultanément. (Husien et al., 2022)

2.4 Applications industrielles
L’adsorption couvrent une variété d'applications industrielles, notamment la purification de

gaz, la purification de I’eau, la déshydratation de gaz, la séparation de melanges de gaz, la
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purification de solvants, etc. Voici quelques exemples d'applications industrielles de

I'adsorption mono-constituant et multi-composants :

2.4.1 Purification de gaz

L'adsorption compétitive est couramment utilisée dans la purification de gaz. Par exemple, la
séparation de I'oxygéne et de l'azote de l'air peut étre réalisée a l'aide d'adsorbants tels que le
charbon actif et la zéolithe. Ces adsorbants sont capables de séparer les molécules d'oxygéne et
d'azote en fonction de leur taille et de leur polarité, ce qui permet d'obtenir des gaz de haute
pureté pour diverses applications industrielles telles que la soudure, la découpe laser, etc.
(Sorbents, 1996)

2.4.2 Purification de I’eau

L'adsorption multi-composants est utilisée dans la purification de I'eau. Les adsorbants tels que
le charbon actif, les résines échangeuses d'ions et les membranes sont capables de séparer les
différentes impuretés présentes dans I'eau, telles que les ions, les produits chimiques et les
bactéries. Cela est important dans de nombreuses applications, notamment la production d'eau

potable, le traitement des eaux usées, etc. (Dabrowski, 2001)

2.4.3 Déshydratation de gaz

L'adsorption multi-composants est utilisée dans la déshydratation de gaz. Les adsorbants tels
que le gel de silice, le charbon actif et la zéolithe peuvent éliminer l'eau des gaz, ce qui est
important dans de nombreuses applications industrielles, notamment la production de gaz

naturel, la production de gaz pour la production d'énergie, etc. (Sorbents, 1996)

2.4.4 Séparation de mélanges de gaz

L'adsorption compétitive est utilisée dans la separation de mélanges de gaz. Les adsorbants tels
que la zéolithe, le charbon actif et les membranes peuvent séparer les différents gaz d'un
mélange en fonction de leur taille, de leur polarité et de leur solubilité. Cette technique est
utilisée dans l'industrie pétrochimique pour séparer les gaz de pétrole, dans la production
d'’hydrogéne, etc. (Sorbents, 1996)

2.4.5 Purification de solvants
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L'adsorption multi-composants est utilisée pour la purification des solvants. Les adsorbants tels
que le charbon actif et la zéolithe peuvent éliminer les impuretés des solvants, ce qui est
important dans de nombreuses industries, notamment la production de produits

pharmaceutiques, la production de polyméres, etc. (Dabrowski, 2001)

2.4.6 Récupération des métaux

L’adsorption multi-composants est utilisée dans I'industrie miniere et de la métallurgie, qui
permet de récupérer des métaux précieux tels que I'or, I'argent par le charbon actif, le cuivre, le
zinc, le nickel, le cobalt et le plomb par les résines échangeuses d'ions (polymeres insolubles)

a partir de solutions diluées. (Los, n.d.)

2.4.7 Separation des hydrocarbures

L'adsorption compétitive est utilisée pour séparer les hydrocarbures dans les raffineries de
pétrole et les usines de traitement du gaz naturel. Cette technique permet de séparer les
composants du mélange de gaz ou de liquide, tels que le méthane, I'éthane, le propane, le

butane, etc. (Los, n.d.)

2.4.8 Déshumidification de I'air

L'adsorption multi-composants est utilisée pour éliminer I'numidité de l'air. Cette technique est
utilisée dans les industries telles que les aliments et les boissons, les produits pharmaceutiques,
les cosmétiques, etc. pour maintenir une atmosphére seche et prévenir la formation de

moisissures et de bactéries. (Dabrowski, 2001)

2.4.9 Séparation des mélanges liquides
L'adsorption multi-composants est utilisée pour la séparation des mélanges liquides tels que les
huiles, les solvants, les colorants, etc. Cette technique permet de séparer les composants du

mélange en fonction de leur affinité pour un matériau adsorbant spécifique. (Dabrowski, 2001)

2.4.10 Epuration de I'air

L'adsorption compétitive est utilisée pour éliminer les polluants de I'air tels que les composeés
organiques volatils, les oxydes d'azote (Figure 2.4), les odeurs, etc. Cette technique est utilisée
dans les industries telles que la production de peintures, de solvants, de plastiques, etc.
(Dabrowski, 2001)
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High pressure product

Feed

Yent of low pressure product

Figure 2.4 : Systéme typique pour I’élimination de 1'azote. (Dabrowski, 2001)

2.4.11 Réaction catalytique
L'adsorption multi-composants est utilisée comme catalyseur dans certaines réactions
chimiques. Cette technique est utilisée dans I'industrie chimique pour la production de produits

chimiques organiques, tels que les plastiques, les médicaments, les pesticides, etc.(Los, n.d.)

2.4.12 Stockage de gaz

L'adsorption multi-composants est utilisée pour stocker des gaz dans des matériaux adsorbants.
Cette technique est utilisée dans I'industrie automobile pour stocker de I'nydrogene et d'autres
gaz alternatifs. (Sorbents, 1996)

2.4.13 Elimination des odeurs
L'adsorption compétitive est utilisée pour éliminer les odeurs dans diverses industries telles que

I'industrie alimentaire, I'industrie de la santé, etc. (Editor et al., 1998)

2.4.14 Décontamination des sols

L'adsorption multi-composants est utilisée pour décontaminer les sols. Cette technique est
utilisée dans le domaine d’agronomie pour éliminer les contaminants tels que les métaux lourds,
les pesticides, etc. (Editor et al., 1998)
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2.4.15 Séparation des biomolécules

L'adsorption multi-composants est utilisée pour séparer les biomolécules telles que les
protéines, les acides nucléiques, les peptides, etc. Cette technique est utilisée dans l'industrie
pharmaceutique pour la production de médicaments, dans l'industrie alimentaire pour la

production de produits alimentaires fonctionnels, etc. (Editor et al., 1998)

2.4.16 Traitement des effluents industriels

L'adsorption compétitive est utilisée pour traiter les effluents industriels contenant des
contaminants tels que les métaux lourds, les produits chimiques, les solvants, etc. Cette
technique est utilisée dans de nombreuses industries telles que I'industrie chimique, I'industrie

pharmaceutique, I'industrie alimentaire, etc. (Editor et al., 1998)

2.4.17 Détection de gaz
L'adsorption multi-composants est utilisée pour détecter les gaz en utilisant des capteurs a base
de matériaux adsorbants. Cette technique est utilisée dans les industries de la surveillance de

I'environnement, de la sécurité, de lI'industrie pétroliére et gaziere, etc. (Sorbents, 1996)

Conclusion

Ce chapitre nous a permis d’avoir un aper¢u général sur les différents modeles empiriques
classique et via intelligence artificielle, les plus utilisés pour modéliser, optimiser et illustrer
les isothermes d’adsorption mono-composant (en seul constituant) et multi-composant
(généralisés et méme modifié et non modifiés), statique et dynamique. Enfin, nous avons cité
quelques applications industrielles de 1’adsorption mono-constituante et compétitive.

Apreés la lecture et I’analyse des différents travaux de la littérature effectuée sur la modélisation
de I’adsorption statique multi-composants, il est important de recourir & la modélisation par

I’TA, qui est trés recommandée par plusieurs auteurs.
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Chapitre 111 : Méthodologie du RNA et DA-SVM

Introduction

Ce chapitre présente les différentes méthodes adoptées pour calculer et prédire la capacité
d’adsorption a I’équilibre des différents polluants, en utilisant plusieurs adsorbants. Ensuite, la
modélisation et I’optimisation de la capacité d’adsorption a 1’équilibre des adsorbants (ge) en
fonction de la concentration des adsorbats a 1’équilibre (Ce), a été effectuée par les méthodes
d’intelligence artificielle (1A), en utilisant les modeles suivants : RNA, SVM et DA-SVM. Dans
cette contribution on cherche a travers une étude comparative entre les méthodes de prédiction
proposées ci-dessous, un meilleur modele qui peut prédire (ge) comme variable de sortie en
fonction de toutes les variable d’entrées (Mw, T, As et Ce) avec une erreur tend vers 0 et un

coefficient de détermination R?tend vers I unité.
3.1 Modéelisation par les Réseaux de Neurone Artificiel (RNA)

Bien que les RNA font partie des modéles de boites noires qui représentent une relation
empirique entre des ensembles d’entrées et de sorties (Kanungo et al., 2006), le choix des
variables d'entrées et de sorties est décisif pour que le modéle neuronal se rapproche des

modeéles déterministes.

La sélection et la collecte des données sur lesquelles les méthodes d’intelligence artificielle font
I"apprentissage, constituent la premiere étape de la modélisation neuronale. Le choix des
variables d’entrées et de sorties et le prétraitement des données constituent la deuxieme étape.
Ensuite la normalisation et la division de la base de données en trois phases (apprentissage, test
et validation). L’étape suivante concerne le choix des paramétres du réseau de neurones (type
de réseau de neurones, le nombre de couches cachées et le nombre de neurones dans chaque
couche cachée, la fonction de transfert, 1’algorithme d’apprentissage et le nombre d’itérations)
qui vont permettre au réseau d’apprendre la relation entre les entrées et la sortie choisie a partir
des données sélectionnées. La troisieme étape est consacrée a l’apprentissage, test et la
validation du réseau choisi. Enfin la performance du réseau peut étre, éventuellement, comparée

avec celles des autres types de modélisation.

3.1.1 L architectures de RNA
Sur le plan architectural, un réseau de neurones peut étre vu comme un ensemble d'unités

élémentaires (les neurones) interconnectées de maniére a former un systéme avec une ou
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plusieurs entrées et une ou plusieurs sorties, qui ont une topologie définie sous forme de

couches.

3.1.2 Réseaux multi-couches (feed-forward)

Cette classe de réseaux feed-forward differe de la précédente car elle a une ou plusieurs couches
de neurones cachés (couches cachées) entre les couches d'entrée et de sortie (figure 3.1).
Chaque couche est constituée d'un nombre variable de neurones, les neurones de la derniére

couche (dite "de sortie™) étant les sorties du systeme global (Nakamoto, 2017; Parizeau, 2004).

Figure 3.1 : Un réseau neuronal multi-couches (feed-forward) (Sauget, 2007).
3.1.3 Méthodologie de calcul

Le schéma de la figure 3.2 illustre le principe de calcul des différents parameétres en utilisant
les RNA.
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[ Phase de recueil et de collecte des données ]
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[ Préparation et normalisation des phases d'apprentissage, test et de validation ]
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[ Sauvegarde des parameétres calculés par le réseau de neurones optimisée ]

Figure 3.2 : Schéma de calcul des différents parametres du systeme par les réseaux de
neurones artificiel (RNAO).

3.1.4 Sélection et séparation des variables d’entrées/sortie

11 est indispensable que 1’ensemble des variables d’entrée soit aussi réduit que possible ; en
effet, a chaque entrée du modele correspond un nombre de paramétres égal au nombre de
neurones cachés. Il est donc nécessaire que la présentation :

- Des entrées soit aussi signifiant que possible ;

- Des entrées contiennent tous les facteurs pertinents par rapport a la grandeur a modéliser.
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3.1.5 Collection de ces variables de I’expérience ou tirées a partir de la littérature
Les donnes peuvent étre tirées de I’expérience comme elles peuvent étre tirées a partir de la

littérature scientifique en exploitant les données publiées sous forme de courbes ou tableaux.

3.1.6 Division de la base obtenue entre apprentissage, test et validation

Le processus de base de développer un modele neuronal, il est nécessaire de disposer deux ou
trois de bases de données : une sous base pour effectuer I’apprentissage, une sous base pour le
test et une autre pour la validation du réseau obtenu et déterminer ses performances. Il n’y a
pas de régle précise pour déterminer le partage de maniere quantitative des données. Il résulte
souvent d’un compromis tenant compte du nombre de données dont on dispose, 1’essentiel, est

que la base de données consacrée a 1’apprentissage doit étre la plus importante (Elie, 1997).

3.1.7 Normalisation des données

La moyenne est un terme statistique introduit pour expliquer la tendance moyenne des données.
Le maximum et minimum montrent I'amplitude de la série temporelle. La variance est la
moyenne des différences au carré par rapport a la moyenne (Eg. 3.1). Pour déterminer la
variance, on calcule d'abord la différence entre chaque point et la moyenne ; ensuite, on met au
carré et on divise la somme par N-1. L'écart type ou bien Standard Deviation (STD) est une
mesure pour quantifier la quantité de variation ou de dispersion des valeurs de données
(Eg. 3.2), c'est aussi, une statistique qui examine a quelle distance de la moyenne se trouve un
groupe de nombres, en utilisant la racine carrée de la variance. Un STD élevé montre que les
points de données sont répartis sur une plage de valeurs plus large, Un STD faible indique que
les points de données ont tendance a étre proches de la moyenne de I'ensemble de données
(lbrir et al., 2021).

T (= %)?
Variance = % (3.1)
STD = [Hei 2" (3.2)

Ou x; est les valeurs expérimentales, x est la moyenne des données expérimentales et N

représente la taille des données expérimentale.
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Les données sont réparties en cing colonnes, correspondant respectivement aux :{Poids
moléculaire des polluants (Mw), Température (T), Surface spécifique des adsorbats (As),
Concentrations des adsorbants a 1’équilibre (Ce), Capacité d’adsorption a 1’équilibre des
adsorbants (qe)}-

Les valeurs numeriques ont été normalisées afin d'améliorer I'optimisation. La normalisation
se fait par ligne, chaque parametre des entrées et de sorties (xi) est normalisé (xi normalisée)
par I"équation (3.3) (Premnmx de MATLAB®) suivante :

_ Xij—min(x;) _
Xinormalisée — 2 max(x;)—min(x;) 1 (33)
3.1.8 Dé-normalisation des données
Les valeurs numeriques seront tous dé-normalisées afin de représente ces valeurs a son état
réelle, chaque parameétre des entrées et de sorties (xi normalisée) est transformé en (x;) par
I'équation (3.4) (Postmnmx sur MATLAB®) :

X; = %(xi normalisée + 1) (max(xi) - min(xi)) + min(xi) (3-4)

3.1.9 Choix du type de réseau de neurones
Comme il s’agit d’une modélisation statique type boite noire pour approcher une fonction
bornée et continue, la meilleure approche neuronale envisageable est celle des MLP a une seule

couche cachée.

3.1.10 Choix du nombre de neurones dans la couche cachée et le nombre de couche cachée
Il n’existe pas de régle permettant de choix du nombre de couches, des nombres de neurones et
de la fonction de transition. D’autre part, Curry et al., suggére qu’il n’y a pas une méthode qui
permette de déterminer le nombre adequat de neurones cachés afin de réaliser les performances
(Curry & Morgan, 2006), Plumb et al., annoncent que la méthode la plus, connue pour optimiser
les performances d’un RNA est de faire un balayage en varions le nombre de neurones dans la
couche cachée et ’architecture ayant une meilleure capacité de généralisation est choisie

(Plumb et al., 2005).
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3.1.11 Choix de la fonction de transfert pour chaque couche

La plupart du temps la fonction d’activation dans la couche cachée est non linéaire tandis que
dans la couche de sortie est linaire pour une régression non linéaire. En conséquence, il n'existe
pas de méthodes spécifiques qui permettant de prévoir a priori quelle sera la fonction qui

donnera les meilleurs résultats.

3.1.12 Apprentissage/validation et test du modéle développé

- Apprentissage : le critere d'arrét de l'apprentissage est souvent calculé a partir d'une
fonction de codt, caractérisant I'écart entre les valeurs de sortie obtenues et les valeurs
désirées. Ce qui permet un arrét adéquat de ’apprentissage pour obtenir de bonnes
performances de généralisation. L’obtention des paramétres architecturaux optimaux se fera
par comparaison des performances obtenues pour différentes architectures de réseaux de
neurones (Elie, 1997) ;

- Validation : elle est utilisée lors de l'apprentissage, une fois le réseau de neurones
développé, des tests s’imposent afin de vérifier la qualité des prévisions du modéele neuronal.
Une validation rigoureuse du modéle développé se traduit par une proportion importante de
prédictions exactes sur I’ensemble de la validation. Si les performances du réseau ne sont
pas satisfaisantes, il faudra, soit modifier 1’architecture du réseau, soit modifier la base
d’apprentissage ;

- Test : concerne la vérification des performances d'un réseau de neurones hors échantillon et
sa capacité de généralisation ;

- Geénéralisation (interpolation/extrapolation) : elle s’effectue avec des données hors

intervalle est tout a fait nouvelles et différentes de la base de données de départ.

3.1.13 Mesurer la performance du model en utilisant des parametres statistiques entre sa
sortie et celle désirée
Les performances du réseau neuronal ont été mesurées par le coefficient de corrélation, le

coefficient de détermination (R?) et les différentes erreurs.

3.1.14 Repreésentation des résultats en termes graphiques et tableaux
Aprées 1’obtention du modele optimisé, la comparaison des résultats peut étre réalisée soit en

termes de courbes talques les courbes de régression, ou en termes de tableaux d’erreurs.
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3.1.15 Conception de réseau de neurone artificiel
L'apprentissage supervise est retenue dans cette étude, il consiste a fournir au réseau des jeux

de données d'entrées (Mw, T, As et Ce) pour lesquels on connait les réponses souhaitées ().

On construit alors un critere d'erreur en comparant la réponse de {[ge] prédite} par le modéle

de RNA a celle attendue {[qe] expérimentale}.

Un algorithme de correction des poids synaptiques va permettre de diminuer cette erreur et
d'améliorer ainsi la réponse du RNA. La mise en ccuvre de cette technique impose la
constitution d'une base d'apprentissage formée de I'ensemble de jeux de données et des sorties

associées.

Il n’existe pas de régle pour la fixation du nombre de couches cachées, ainsi que du nombre de
neurones dans chaque couche cachée dans un réseau de neurones de type MLP pour un
probléme donné, sauf des limitations par quelques lois statistiques basées sur la regle
heuristiqgue qui dicte que le nombre de connexions entre neurones, qui est directement
proportionnel au nombre de poids et de biais ne doit jamais dépasser la taille de la matrice
données. Par conséquent, la stratégie d’essai et d’erreur est la plus raisonnable. Pour obtenir la
meilleure structure neuronale, le nombre de neurones dans chaque couche cachée est varié par
le modélisateur & partir d’un programme MATLAB® pour optimiser la structure a travers des
tests basée sur des formules d'erreur statistique. Dans cette étude, le nombre de neurone dans
chaque couche cachée a été testé pour une et pour deux couches cachées avec différentes
fonctions de transfert. Tandis que le nombre de neurones a été optimisé d'une maniére
systématique dans les deux choix précédents dans l'algorithme du RNA. Le nombre de
neurones dans le cas d une seule couche cachée a été varié entre 1 et 20, et pour les deux
couches cachées : entre 1 et 20 neurones pour la premiére couche cachee et entre 1 et 20
neurones pour la deuxiéme couche cachée. Cependant, chaque architecture a été répété 200 fois
afin d’éviter la convergence vers un minimum local. Le nombre optimal de neurones cachés
est défini comme le nombre pour lequel la racine de I'erreur quadratique moyenne (RMSE) et

le colt de généralisation sont minimaux.
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La figure 3.3 représente |'organigramme de la méthodologie de calcul par les RNA.
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Fin
Figure 3.3 : Organigramme de la méthodologie de calcul du RNAO.
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Les neurones artificiels sont arrangés en couches, ou la couche d’entrée regoit des signaux
d’entrée (ui) du monde expérimental et chaque couche successive regoit les sorties pondérées
(wji) de la couche précédente comme son entrée résultante ainsi en un RNA de type
feedforward (cas de Multi-Layer Perceptron MLP), dans lequel chaque sortie d’une couche est
alimentée en avant a la couche qui la succede ou elle est traitée. Les sorties de la derniére

couche constituent les sorties prédite par le modele de RNA.

Dans un tel RNA de type feedforward un neurone, dans une couche cachée ou une couche de
sortie, a deux taches : Il additionne le biais aux entrées pondérées de plusieurs connexions et
applique ensuite une fonction d’activation (dite aussi fonction de transfert ou encore fonction
de seuillage) a cette somme comme donnée par 1’équation (3.5) (pour le neurone "j" de la

premiere couche cachée.
Zj = f [Z?:l Wj,i.ul’ + bj],] = 1,2, e, m (35)

Ensuite, il propage la valeur résultante par les connexions partantes aux neurones de la couche

suivante ou elle subit le méme processus de calcul donné par 1’équation (3.6) :
Vi = f[z;nzl Wj k - Zj + bk], k= 1,2, ,l (36)

En combinant des équations (3.5) et (3.6) on obtient la relation (Eq. 3.7) entre la sortie vk et
les entrées du RNA :

Ve = fIE7e Wik fIZi 1w jous + by] + by (3.7)

Enfin, il propage la valeur résultante par les connexions partantes aux neurones de la couche

suivante ou elle subit le méme processus de calcul donné par 1’équation (3.8) :

Uy = f[Z;czl Wip- Uk + bp],p =12,..,h (3.8)

En combinant des équations (3.7) et (3.8), on obtient la relation entre la sortie "up" et les entrées
du RNA (Eq. 3.9) :

Up = f[Zker Wip- FIZ7e1 Wik FIZ11 Wi joui + by] + by + by (3.9)

A la fin les meilleurs résultats en termes d'erreur sont sauvegardés.
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3.2 Modélisation par Support Vector Machine (SVM) et le Support Vector Machine
couplé avec I'Algorithme de Libellule (DA-SVM)

3.2.1 Modélisation par Support Vector Machine (SVM)

Dans cette partie, I'algorithme de SVM est utilisé pour la modélisation non linéaire de la
capacité d’adsorbée a 1’équilibre des adsorbants (ge) en fonction des variables d’entrées, en
utilisant les mémes données expérimentales utilisées pour développer le modéle de RNA, et la
répartition des données est divisée en 2 phases : 80% pour la phase d’apprentissage et 20%
pour la phase de test. Le modéle SVM génére une relation non linéaire entre les entrées, qui
sont : Mw, T, As et Ce et la sortie qui est la capacité d’adsorption a 1’équilibre des adsorbants.
Pour cette raison, une fonction du noyau est requise pour le mappage implicite des motifs
d'apprentissage dans l'espace des fonctionnalités. Une fonction de noyau peut étre n'importe
quelle fonction mathématique répondant au théoréeme de Mercer. Plusieurs fonctions du noyau
sont rapportées dans la littérature. L obtention d une meilleure structure du modele prédictif
est basée sur le test de ses parameétres de régularisation d'une maniére systématique durant le
processus d'optimisation par le modélisateur a partir d’un programme MATLAB®, a travers
des formulées d’erreur statistique. Cependant, cela peut étre une tache délicate et peut conduire
a un ajustement excessif du critere de sélection du modéle (généralement basé sur une
validation croisée) lorsque plus de quelques hyper-parametres doivent étre ajustés. Dans la
présente modélisation par SVM, la fonction du noyau utilisée est la fonction gaussienne de base
radiale (GRBF). L expression mathématique de la fonction du noyau testée est la suivante (Eq.
3.10) (Scholkopf and Smola 2001; Min and Lee 2005; Keskes et al. 2020) :

Gaussian Radial Basic Function (GRBF):
2
k(x;.x;) = exp (— 1/202 |x; — x| ) (3.10)

Ou o est la largeur de la fonction RBF définis par 1’utilisateur. L’organigramme de la méthode

de SVM est présenté dans la figure 3.4.
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Figure 3.4 : Organigramme du modele SVMO, [Mesellem, Hadj, et al., 2021].

Pour obtenir un modéle SVM performant avec une bonne capacité prédictive, il y a trois
paramétres qui nécessitent d'étre choisis avec concentration (Amroune et al., 2018; Li et al.,
2013). Ces paramétres dit les hyper-paramétres du modelé SVM incluent le parametre de
pénalité C, le coefficient de non-sensibilité € et les paramétres du noyau (bande passante du
noyau gaussien RBF ¢ dans cette étude). Ces hyper-parametres ont une grande importance dans
la précision de régression et les performances de genéralisation du modéle SVM (Amroune et
al., 2018; Li et al., 2013). Par conséquent, les valeurs optimales de o, C et ¢ sont obtenus par
un test d’essais et d’erreur, le tableau 3.1 représente les plages de variation des hyper-

parameétres utilisés dans cette modélisation.
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Tableau 3.1 : Plages des parametres initiaux pour SVM.

Les hyper- parameters de SVM C o e
Limite inférieur 90 | 0.3 0
Limite supérieur 100 | 0.6 | 10?
SVM Nombre d'agents 10
nombre maximum d'itération 200
Phase d apprentissage (%) 80
Phase de test (%) 20

Le coefficient de détermination R? et la racine de I'erreur quadratique moyenne RMSE sont les

parametres statistiques qui sont utilisés pour I'évaluation de la performance de ces modéles.

3.2.1.1 Le principe fondateur des SVM

Le principe de base des SVM consiste de ramener le probléme de la discrimination a celui,

linéaire, de la recherche d’un hyperplan optimal. Deux idées ou astuces permettent d’atteindre

cet objectif (Machines a Vecteurs Supports, 1995) :

La premiere consiste a définir ’hyperplan comme solution d’un probléme d’optimisation
sous contraintes dont la fonction objective ne s’exprime qu’a 1’aide de produits scalaires
entre vecteurs et dans lequel le nombre de contraintes "actives™ ou vecteurs supports controle
la complexité du modele.

Le passage a la recherche de surfaces séparatrices non linéaires est obtenu par 1’introduction
d’une fonction noyau (Kernel) dans le produit scalaire induisant implicitement une
transformation non linéaire des données vers un espace intermédiaire (espace
caractéristique) de plus grande dimension. D’ou I’appellation couramment rencontrée de
machine a noyau ou Kernel machine. Sur le plan théorique, la fonction noyau définit un
espace hilbertien, dit auto-reproduisant et isométrique par la transformation non linéaire de

I’espace initial et dans lequel est résolu le probléme linéaire.

3.2.1.2 Architecture de SVM

L'architecture du modele SVM n'est pas déterminée a priori. Les vecteurs d'entrée supportant

la structure du modele sont sélectionnés via un processus d'apprentissage du modele illustre a

la figure 3.5.
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X1 K(x, X1)
Xz K(X, X5)
f(x) |l Output
X < 9 Variable
Xk K(X, Xk)
|
Xn K (X, Xn)
Input Support Kernel Output
Vector Vector Function

Figure 3.5 : Architecture de SVM.

3.2.1.3 Modifier et évaluation des parametres des modeles

L’apprentissage supervisé effectué par la méthode SVM utilise une partie de ’ensemble
d’exemples d’un espace, pour calculer un modele de décision qui sera généralisé sur I’ensemble
de tous les exemples de ’espace. Il est trés important d’avoir des mesures permettant de
qualifier le comportement du modeéle appris sur les exemples qui ne sont pas utilisees lors de
I’entrainement. Ces métriques sont calculées soit sur les exemples d’entrainement eux-mémes

ou sur des exemples réservés a ’avance pour les tests.

3.2.1.4 Avantages / applications des SVMs

Les SVMs ont un nombre d’avantages sur les autres méthodes statistiques ou les réseaux de

neurones :

- Les SVMs permettent de traiter plusieurs problémes de datamining : classification,
régression, clustering, détection des outliers, etc.

- Les SVMs permettent de traiter les données numériques et symboliques, ce qui les a
favorisées dans plusieurs applications complexes tel que le textmining, la reconnaissance
des images, la reconnaissance vocale, les sequences biologiques, etc.

- Les capacités de généralisation et la simplicité d’entrainement des SVMs sont bien au-dela
des autres méthodes.

- Les SVMs sont trés efficaces sur les données a nombre ¢élevé d’attributs, méme avec peu
d’exemples. Elles n’imposent aucune limite sur le nombre d’attributs sauf les limites

imposeées par le hardware.

-56-



Chapitre 111 : Méthodologie du RNA et DA-SVM

3.2.2 Modélisation par Support Vector Machine couplé avec I'Algorithme de Libellule
(DA-SVM)

3.2.2.1 Le principe fondateur des DA

Le comportement de tout essaim suit les principes donnés par Reynolds (Reynolds, 1987) :

- Séparation, dont le but est d'éviter la collision entre les individus et leurs voisins dans
I'essaim statique ;

- Alignement, dont le but est de faire correspondre la vitesse individuelle avec d'autres dans
le méme groupe ;

- Cohésion, qui est utilisée pour indiquer la tendance des individus a se déplacer vers le centre
du groupe.

Les groupes dynamiques et statiques sont représentés sur les (figures 3.6 et 3.7) (Mafarja et al.,

n.d.):

Figure 3.6 : Comportements d'essaimage Figure 3.7 : Comportements d'essaimage
dynamiques. statiques.

3.2.2.2 Le processus de base de SVM-DA

Dans cette partie, la méme base de donnees ajustée pour élaborer le modele de RNA et SVM
est utilisée pour I"élaboration du modele hybride de DA-SVM, tandis que le modéle proposé
est basé sur l'algorithme d'apprentissage SVM couplée a l'algorithme de Libellule (DA) pour
I'optimisation de ses hyper-paramétres. Les dimensions de partage des données pour

I"apprentissage du modéle et pour le test, ainsi que les plages des hyper-parametres sont
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identiques a celles décrites pour le modéle de SVM. L’organigramme de I'algorithme

métaheureustique de Libellule (DA) est présenté dans la figure 3.8.

[ Initialiser la population de libellules, ]

vecteurs d'étape, w. s, a, c. fete

Non

Calculer les valeurs fonctionnelles
objectives, Evalue S,A. C,F,Eetle
rayon voisin

l Iter =
Si la libellule a [ Iter +1

au moins un
voisin

Mettre a jour le
vecteur de position

Mettre a jour le vecteur de
vitesse et le vecteur de position

Veérifier et corriger les nouvelles positions
en fonction des limites des variables

Figure 3.8 : Organigramme de I'algorithme Dragonfly, [Mesellem, Hadyj, et al., 2021].

Le principe de l'algorithme d'apprentissage de la machine a vecteur de support reste le méme,
sauf que, l'algorithme DA alimente le SVM avec des valeurs aléatoire d'hyper-parametres dans

leurs plages définies au départ.
Le flux de l'algorithme de Libellule couplée avec le SVM
Etape 01 : Définissez les valeurs des parametres du DA tels que :

- Dimension des paramétres a optimiser
- Le nombre de Libellule s ;
- Le nombre maximum d’itérations ;

- Les limites supérieure et inférieure de C, o et e.

Etape 02 : Initialiser les vecteurs pas AXi (i=1, 2, ..., n), les valeurs de s, a, c, f, e puis initialiser

le poids d'inertie (w) et les valeurs des hyper-parametres SVM (C, o et ¢).
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Etape 03 : Entrainez le modele SVM a 1'aide d’un ensemble d'entrainement et calculez la valeur
physique de chaque Libellule. L'erreur quadratique moyenne (RMSE) a été utilisée comme

fonction de fitness.

Etape 04 : Mettez a jour les valeurs de s, a, ¢, f, e et w.

Etape 05 : Pour tous les individus, calculez les valeurs de S, A, C, F et E.
Etape 06 : Mettre a jour le rayon voisin (r).

Etape 07 : Corrigez les nouvelles positions en tenant compte des valeurs supérieures et

inférieures des variables C, o et ¢.

Etape 08 : Vérifiez le critére d’arrét : si son critere est atteint, la meilleure position pour tous
les individus comprenant les paramétres SVMr optimisés est sélectionnée, puis le modéle

SVMr a été testé et évalué. Sinon, reviens a I'étape 3.

La figure 3.9 représente le schéma du modele DA-SVMr appliqué pour la prédiction de la

capacité d’adsorption a 1’équilibre des adsorbants (ge).

Mw

D

)

Figure 3.9 : Représentation schématique du modéle DA-SVMr appliqué a la prédiction de la
capacité d’adsorption de I’adsorbant a 1’équilibre ().
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L’organigramme des étapes menant au développement du modele hybride DA-SVM sont

illustrées a la figure 3.10.

Définir les valeurs des
parametres (DA)

Initialiser les valeurs de AX, s, a, ¢, f,
e, w et les valeurs de SVM {C, o, &}

| Données d'entrainement |

Former le modéle SVMr et calculer la
valeur de fitness (RMSE) de chaque agent

Mettre a jour les valeurs
des,a,c, feetw

[ ter =1ter + 1/

Calculer les valeursde S. A.C.FetE
pour chaque individu

|

Mettre a jour le rayon voisin (r)

Mettre a jour le vecteur
de position de
Libellule actuelle par
la méthode de marche
aléatoire (vol de Lévy)

Satisfaire le
critere d'arrét ?

Libellule a au moins
une Libellule voisine

calculez le vecteur de position de SVMr (Best C, o, £)

Corriger les nouvelles positions @

Figure 3.10 : Organigramme du modéle DA-SVMO, [Mesellem, Hadj, et al., 2021].
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3.3 Criteres de performances statistiques (Analyse et évaluation d’un modéle)

La fiabilité¢ et la précision des modeles, développés a partir des méthodes d’intelligence
artificielle, reposent sur divers indices statistiques. L'évaluation des modéles proposés dans
cette étude a été organiseée a l'aide de huit criteres de performances statistiques afin de tester le
pouvoir prédictif. Les indices d'évaluation couramment utilisés comprennent I'erreur
quadratique moyenne (MSE), la racine de I'erreur quadratigue moyenne (RMSE), I'erreur
quadratique moyenne normalisée (NRMSE), l'erreur moyenne absolue (MAE), I’erreur
moyenne absolue en pourcentage (MAPE (%)), I’erreur relative absolue (RAE), le coefficient
de corrélation (R) et le coefficient de détermination (R?), sont donnés par les équations (3.11)
a(3.18):

MSE = ~ S, (Y = Yeq)? (3.11)
RMSE = \/% Y1 (Yo — Y)2 (3.12)
NRMSE = %&;2”2 (3.13)
MAE = ~ 5 3, [Yeqy — Y| (3.14)
MAPE =3, (M=ot} « 100 (3.15)
RAE = zg;l% (3.16)
R = 2D Vear-Vear) (3.17)

\/Z?=1(Y_Y)2 * Z?=1(Ycal_?cal)2

2 1 _ 2?:1((Y_Ycal)2))
=1 (Z?zl((y—?)Z) (3.18)
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OU Y sont les données observées, Y est la moyenne arithmétique des données observées donnés
par 1’équation (17), Y.q; sont les valeurs calculées, Y., est la moyenne arithmétique des

données prédites donnés par 1’équation (18) et "n™ est le nombre des données.

v =-3r,y (3.19)
= 1

Year = n =1 Year (3.20)
Conclusion

Il existe de nombreuses utilisations et fonctions possibles avec un ordinateur; développement
de jeux, création de pages Web, analyse de données, recherche, calculs, etc. La programmation
offre de nombreuses opportunités, le plus important étant, I’apprentissage par machine. Etant
donné qu’avec suffisamment de données et un modele d’apprentissage automatique précis, il
est possible de prédire d’autres outputs expérimentaux. Ainsi, I’aspect le plus intéressant est

I’apprentissage automatique, c’est ses applications possibles et déja réelles.

Les algorithmes et systémes d'apprentissage automatique ont connu d'importantes avancées ces
derniéres années grace a la disponibilité de grands volumes de données et du calcul intensif,
sans oublier les avancées intéressantes en optimisation, et c'est la raison pour laquelle, une
modélisation de la capacité d’adsorption a 1’équilibre des adsorbants basee sur des techniques
d'apprentissage de la machine semblait prometteuse.

Tout au long de ce chapitre, des techniques d'apprentissage de la machine et algorithmes qui

ferons objet d'outils pour la modélisation dans ce travail sont décrites de maniere explicite.
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Chapitre 1V : Partie expérimentale (Contribution 1 "RNA™ et Contribution 2 "*SVM")

Introduction

Plusieurs techniques de séparation ont été utilisées pour étudier la dépollution de I'eau de
différents polluants, parmi ces méthodes, I'adsorption multi-composants (Srivastava et al.,
2006). Le procédé l'adsorption multi-composants suscite l'intérét de nombreux secteurs
industriels car elle est considérée comme le processus le plus simple, avec une grande efficacité
et rentabilité (Gutierrez et al., 1993 ; Pauletto et al., 2021; Liu et al., 2010; Vrsalovi¢ et al., 2020;
Ostojcic et al., 2020).

L'équilibre d'adsorption multi-composants est complexe en raison des relations non linéaires
entre les variables dépendantes et la nature des interactions entre lI'adsorbant et I'adsorbat
(synergie, antagonisme ou non-interaction) (Pauletto et al., 2020).

Les especes chimiques sont adsorbées en méme temps avec un degré de compeétition différent,
en fonction de plusieurs parametres thermo-physicochimiques et morphologiques (Maleki et
al., 2016). Dans ce sens, Différents modéles théoriques et empiriques (cinétiques telles que
pseudo-premier ordre, pseudo-second ordre, diffusion d’un film liquide et isothermes
compétitif tels que Langmuir, Freundlich, Temkin, Dubinin—Radushkevich et Elovich)
(Manjunath et al., 2020) ont été proposées dans la littérature pour modéliser ce phénomeéne.
Cependant, I'application de ces modeles est limitée car ils sont établis sur la base de certaines
hypothéses restrictives sur la nature physico-chimique qui affecte le systeme d'adsorption
(Zhang et al., 2023). En raison de cette complexité, les algorithmes d'apprentissage de machine
apparaissent comme un outil puissant par rapport aux autres méthodes classiques pour aborder
directement les relations non linéaires a partir des échantillons sans aucune connaissance
préalable de la nature chimique ou physique qui affecte le systéeme (El bey et al., 2021; Gadekar
& Ahammed, 2019; Yettou et al., 2021; Zhang et al., 2023). Différents algorithmes
d'apprentissage de machine ont été utilisés dans la littérature comme outil mathématique avancé
pour modéliser la capacité d'adsorption d'un systéme d'adsorption a un ou multi-composants,
tels que : réseau de neurones artificiels (RNA) (El bey et al., 2021; Gadekar & Ahammed, 2019;
Mesellem, Abdallah el Hadj, et al., 2021; Mesellem, Hadj, et al., 2021; Pauletto et al., 2020,
2021; Yettou et al., 2021), machine a vecteur de support (SVM) (Ghaedi et al., 2014; Mesellem,
Hadj, et al., 2021; Syah et al., 2022; Yettou et al., 2021).
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4.1 Méthodologie de travail

La présente étude est effectuée selon la procédure de travail illustrée dans la figure 4.1.

Collection de la
base de données

A\ 4

[ Analyse statistique de ]

la base de données

A 4

[Modélisation de l'adsorption statique mult-icomposants par]

Evaluation statistique
des modeéles

)

‘ Comparaison ’

Figure 4.1 : Organigramme illustrant la méthodologie de travail.

Des travaux de recherche antérieurs ont rapporté des données expérimentales sur I'adsorption
statique des systémes multi-composants des différents polluants sur plusieurs matériaux
poreux comme adsorbant dans des conditions operatoires différentes. Les modeles sont
proposées comme suit : un modéle basé sur les réseaux de neurones artificiels (RNA) et deux
modeles basée sur un autre type d'apprentissage de la machine fondée sur les vecteurs de
support (SVM) et I’algorithme libellule-SVM (Dragonfly-SVM) qui est une machine hybride
associant un algorithme de I'intelligence d'essaims a la machine SVM classique. Une évaluation
des modeles développés en utilisant differents criteres statistiques qui détermine la précision et
la robustesse de chaque modéle. Enfin, I'étude comparative des différents modeéles a pour fin la
classification des modeles selon leur performance principalement jugée par la capacité de

prédiction.
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4.2 Sélection de la base de données

Les données utilisées ont été collectées a partir d'articles expérimentaux précédemment publiés
dans la littérature et contiennent toutes sortes de polluants, notamment des ions de métaux
lourds, des colorants et des composés organiques, ainsi que différents adsorbants
naturels/synthétiques. L'ensemble de données contient cinq variables importantes avec
1023 points ; les variables sont divisées en quatre (04) entrées qui sont (poids moléculaire,
concentrations des adsorbants a 1’équilibre, surface spécifique de I'adsorbant et température) et

une sortie qui est la capacité d'adsorption a I'équilibre. Le tableau 4.1 représente les paramétres

affectant.
Tableau 4.1 : Description statistique de la base de données.
Catégories des variables Variables Unités
Poids moléculaire de chaque Mw
polluant Mw [ Mw, | g.mol*
Mw3
Entrées Surface spécifique de I’adsorbant As m2.g*!
Température T °C
Concentrations des adsorbats & Cer 1
Péquili Ce | Cex | mgl
équilibre
Ces
s 1 . Qe,1
. Capacité d’adsorption a 1
Sorties I’équilibre pour chaque adsorbant Qe ge,z mg.g
e,3

La littérature et le nombre de données utilisées pour chaque systéme sont cités dans le
tableau 4.2 .La base des données est recueillie a partir de divers articles publiés ; chaque papier
contient différents systemes d'adsorption compétitifs ternaires sur différents adsorbants. Ces
articles publient des adsorptions singulieres ou compétitives comme dans les systemes binaires
ou ternaires. Dans ce travail, nous avons collecté uniquement les données expérimentales de
I'adsorption compétitive ternaire a l'aide du logiciel graphique Digitizer 4.1. Les trois métaux
ou antibiotiques indiqués dans le tableau 4.2 représentent les trois polluants a éliminer en

solution aqueuse.
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Tableau 4.2 : Base des données des mélanges d'adsorbat en solution aqueuse adsorbés sur
différents adsorbants.

Ref. | Adsorbats Adsorbants Taillede | Ref. Adsorbats Adsorbants Taille de
la base de la base
données de

données
Charbon actif 2 Cd?*+Cu?*+Zn? Biocharbon 15
20 2+ 2+ 2+ Coque
Cd™+Cu™+Pb d’arachide 24
Sciure
2 Cd*2+Ni*2+Co?* | Nanotubes 33 2 Biocharbon 18
9y Cu+Pb2+Hg ™ Charbon actif 39 Zn**+Cu**+Pb** Biocharbon 18
Magnétique
Pb2*+Cu?++Zn?* 18 % Cd?*+Cu?*+Zn? Sédiment naturel 45
25 24 24 24 L 18 Biocharbon
PbT+Cd™+Cu Zeolite NaX 2 Cu*?+Zn*2+Hg*? magnétique calciné 12
Cd*+Cu?*+Zn?* 18 Biocharbon calciné 12
Cu?*+Zn?*+Cd?" ) 11
28 Pb2*+Hg?*+Cr3* | Boue activée 51 29 Cuz+zn?+ppz"__| Dechet de choux 19
Cu?*+Pb?*+Cd? 22
Biomasse
%0 Cr3*+Pb?*+Cd?* ?nnsret;oblque 30 31 Pb?*+Cu?*+Cd? Porcelanite locale 39
(DAB)
Charbon actif Roche phosphatée
8 Ni2*+Cu?*+Pb?* par l'acide 18 3 Ni?*+Cu?*+Cd?* 36
- (PR)
Phosphorique
fibre de _ Silica mésoporeu et
34 Cu*2+Zn*2+Ph*? Polypropyléne 30 & Ni?*+Cd?*+Pb?* nano-mésoporeu 15
(Nano MCM-41)
Pb2*+Zn?*+Cd?* Al-SM 27 Pb?*+Hg?*+Cd?* 6
% - Pb?*+As**+Hg?" . : 6
Ph2 +Zn2++Cd2* ASM 27 POT + AT +Cre Biosorption 5
As>*+Hg?+Cr3* 6
Remazol reactive
jaune +
38 Pb2*+Zn?*+Cd?* Tourbe 24 % Egirpizo' reactive | charbon actif 15
Remazol réactif
rouge
Phenanthrene + Charbon Methyléne bleu+
40 Naphthaléne + 15 4 Malachite vert+ Charbon actif 12
nanotube
Naphthol Congo rouge
Congo rouge+ Composite de Safranine O+ Pomme de pin
42 Crystal violet+ biopolymére 30 4 Brilliant green+ modifice 45
Brilliant vert alginique Methyléne blue
Acetaminophene+ Methylene bleu+
44 Diclofénaque+ Argile 54 % Crystal violet+ Argile 18
Tétracycline Congo rouge
Tétracycline+ Poudre de Congo rouge+ Composite de
46 Amoxicilline+ pistache en 30 4 Brilliant vert+ biopolymére 30
Ciprofloxacine poudre Methylene bleu Alginique
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Suite tableau 4.2

Carbamazepine+ Charb it E(éarlglajte rouge
48 - arbon acti 2 +Eosin Jaune + .
gﬁ;ﬁe;;ﬁ; commercial 18 violet Réactif EPIDMA/bentonite 24
K-3R
Acide trimellitique
Ethanol+ + Acide Déchet agricole
50 Acetone + Résine 24 51 hemimellitique + Al ag 15
Acide Acétique Acide ceflulosique
pyromellitique
Acetone+
52 Toluene + Charbon actif 51
n-hexane

4.3 Normalisation de la base de données

La normalisation est une étape importante dans le processus de 1’¢élaboration des données. Elle

devienne dans la plupart des cas, une exigence pour les matrices des inputs, du fait qu’on utilise

souvent des fonctions de transfert bornées de type sigmoides dans les modélisations statiques.

Les statistiques descriptives sont utilisées pour décrire quantitativement ou résumer les

caractéristiques des données afin d'expliquer davantage leur implication. Les variables d’entrées

et la sortie, les teneurs extrémes (maximum et minimum) et les variations statistiques

descriptives des données sur les variables du systeme sont résumés dans le tableau 4.3. Dans

ce travail, on a utilisé la base de données qui est représentée dans le tableau 4.3. Les valeurs

numeériques ont été normalisées afin d'améliorer I'optimisation.

Tableau 4.3 : Normalisation de la base de données.

Catégories des variables | Variables min max moy | écart type
Mw 28.01 | 991.82 | 235.263 | 211.785
As 0.32544 | 1476 | 276.897 | 417.188
Entrées T 5 50 26.0152 | 6.61615
Cer
Ce | Cez 0 1490.13 | 84.2837 | 155.376
Ces
Ce,1
Sorties Qe Qe2 | 0.02517 | 353.077 | 28.345 | 43.9766
Qe,3

Dans I’étape de la mise en forme, les données sont subdivisees en trois ensembles :
- Un ensemble pour I’apprentissage (70% de la base).
- Unensemble pour le test (20% de la base).
- Un ensemble pour la validation (10% de la base).

-67-




Chapitre 1V : Partie expérimentale (Contribution 1 "RNA™ et Contribution 2 "*SVM")

4.4 Analyse statistique de la base de données

4.4.1 Régularisation de I'apprentissage statistique

Les données d'entrée du modele doivent étre déterminées au départ. La régularisation de
l'apprentissage statistique s’effectue par tragage des variables prédictives les unes par rapport
aux autres permettent de voir s'il y a une relation linéaire entre les deux variables, et cela se fait
géneralement a l'aide d'outil de confirmation visuel pour affirmer I'indépendance des variables
prédictives (régularisation Ridge). Dans cette modélisation, la méthode d'analyse de
corrélation, terme désignant les significations d'une relation entre deux ou plusieurs variables,
est appliquée pour définir la structure d'entrée (IBRIR, 2022). Les résultats de I'analyse de
corrélation des variables d'entrée sont présentés dans la figure 4.2. 1l montre que toutes les
variables ont une faible corrélation mutuelle. Par conséquent, les parametres, a savoir le poids
moléculaire des polluants (Mw), la température (T), la surface spécifique de 1’adsorbant (As) et
Concentrations des adsorbats a 1’équilibre (Ce) sont choisies comme des variables d'entrée.

Correlation Matrix

2000 -0.17 0.04 -0.03
T 1000 o ¢ 90 o
O @ @® a
40001 g 17 0.05 -0.17
o 2000
m ” [-X.] 8° ° %)
> o 8 00 0000
0\&-&\ o’o—oa‘jﬁo/’ ® ®
801 0.04 0.05 -0.03
o 60 - -
S401 gif §,°o i,
200 =N |Ews | | | T EEe ]
= Jd LN =
1500 ‘
-0003 0347 -0.43
1000f . .
<
© 500 3 8 g o
> S 8
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Figure 4.2 : Interactions binaires des variables pour les modéles prédictives.
var 1 : Poids moléculaire des polluants ; var 2 : Surface spécifique de I’adsorbant ;
var 3 : Température ; var 4 : Concentrations des adsorbats a 1’équilibre.
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4.4.2 Uniformité de la distribution de la base de données

Un diagramme en violon est un type de visualisation de données qui combine les aspects d'un
diagramme en boite et d'un diagramme de densité de noyau. Il est utilisé pour afficher la
distribution et les statistiques récapitulatives des données numériques dans différentes
catégories ou groupes. L'intrigue tire son nom de sa ressemblance avec un violon ou une forme
de violon musical. Dans un tracé de violon, chaque catégorie ou groupe est représenté par une
forme de "violon". La largeur du violon & un point donné représente la densité ou la fréquence
des valeurs de données a ce point. Les parties plus larges du violon indiquent une densité de
données plus élevée, tandis que les parties plus étroites indiquent une densité plus faible. Le
graphique comprend également une ligne centrale, qui représente la médiane des données, et
comprend souvent des statistiques récapitulatives supplémentaires telles que des quartiles ou

des intervalles de confiance.

Selon le diagramme de violent, on trouve les résultats suivants (Figure de 4.3 & 4.6):

Mean

1 )
000 — Median

800

600

400

200

0.5 1 1.5

Figure 4.3 : Pour le poids moléculaires des polluants (Mw).
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Figure 4.4 : Pour la surface spécifique de I’adsorbant (As).
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Figure 4.5 : Pour la température (T).
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1500
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Figure 4.6 : Concentrations des adsorbats a I’équilibre (Ce).

D’aprés les diagrammes de violon de tous les parameétres d'entrée, on trouve que la surface
spécifique de I’adsorbant (As) a une distribution homogeéne, tandis que les autres entrés ont une

distribution quasi-homogeéne.

4.4.3 Etude de sensibilité des parametres d’entrée

L’un des principaux objectifs de 1’analyse de sensibilité est de révéler les parametres d’entrée
avec le plus grand effet sur la variable de sortie. Néanmoins, cette étude permet d'identifier les
entrées qui ont une faible influence sur la sortie et permet de supprimer ces parametres qui
alourdissent inutilement la modéelisation et de se concentrer sur les paramétres les plus
significatifs. Dans ce contexte, les techniques de régression sont les plus largement utilisées et
dans ce travail, on utilise la méthode des coefficients de régression normalisés pour effectuer
I’analyse de sensibilité. Au cours de ce processus, les données expérimentales des entrées et
des sorties sont introduites dans l'algorithme de régression qui construit un modéle linéaire
entre chaque entrée et la sortie, le coefficient de régression résultant pour chaque facteur décrit

la mesure de sensibilité de ce facteur sur la sortie (Saltelli et al., 2004).
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Ce 13,58%

Figure 4.7 : Importance relative (%) des variables d'entrée considérées pour l'estimation de la
capacité d’adsorption a 1’équilibre des adsorbants.

Le diagramme a secteurs de la figure 4.7 est une représentation de I'importance relative (%)
des quatre variables d'entrée sur la variable de sortie calculée a l'aide de la méthode des
coefficients de régression normalisés. Les résultats démontrent que la majorité des variables
d'entrée ont un effet variable sur la capacité d’adsorption a 1’équilibre des adsorbants (ge). Le
poids moléculaire (Mw), la température (T) et la surface spécifique (As) détiennent les
contributions les plus élevées avec une importance relative de 33.75%, 27.25% et 25.42%
respectivement, tandis que la concentration de 1’adsorbat a 1’équilibre (Ce) a une contribution
moindre significative (13.58%). En général, toutes les variables d’entrées ont un effet variable

sur la sortie (importance relative des entrées dépasse le seuil 5%).

4.5 Contribution 1 : Approche de la modélisation RNA
Introduction
En 1943, a Chicago, les deux Américains, le neurophysiologiste Warren McCullers et le
logicien Walter Pitt, ont proposé l'algorithme RNA. Ils ont donné a cet algorithme le nom de
(neurone de McCullers-Pitt) et (McCulloch and Pitts) (IBRIR, 2022).
L'algorithme RNA présente quelques avantages tels que :

- Modéle mathématique non requis.

- Il n'y aaucune dépendance sur des connaissances basées sur des régles préétablies.

- Il représente plusieurs choix d'algorithmes d'apprentissage disponibles.

- Il augmente la capacité du réseau a approximer les fonctions complexes,

- Il est capable d'approximer avec une précision arbitraire n'importe quelle correspondance

continue.
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4.5.1 Conception de la topologie de RNA
La meéthodologie choisie peut étre schématisée conformément a 1’organigramme de la

figure 4.8 et qui comporte les étapes suivantes :

/ Saisie de la base /

Division de la base
Entrée et sortie

v

Normalisation

|

Optimisation de
I’architecture de RNA

v

Apprentissage
Et
Simulation

v

Dénormalisation

Sauvegarder des
résultats

Figure 4.8 : Méthodologie de calcul par reseaux de neurones (RNAO).

4.5.2 Concept du réseau de neurones de type feedforward (MLP)

Les neurones artificiels sont arrangés en couches, ou la couche d’entrée recoit des signaux d’entrée
(ui) du monde réel et chaque couche successive recoit les sorties ponderées (wij) de la couche
précédente. Les sorties de la derniere couche constituent les sorties au monde réel. Le schéma du
RNA de type "MLP" a rétro-propagation est utilise pour modeliser la capacité d’adsorption des

adsorbants a 1’équilibre (qe) est représentée sur la figure 4.9.
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Couche
d’entrée

couche cachée

Figure 4.9 : Réseau de neurones artificiels de type feedforward.

4.5.3 Optimisation et simulation du réseau de neurones

11 n’existe pas de régle pour le choix du nombre de neurones dans la couche cachée (Laidi & Hanini,
2012), pour obtenir la meilleure structure neuronale (le nombre de neurones sur les couches
cachées a été optimiseé).

Dans cette eétude on a utilisé une couche cachée en variant le nombre de neurones de 35 a 50,
chaque architecture a été répété 50 fois afin d’éviter la convergence vers le minimum local, les
résultats montrent qu’un RNA avec 43 neurones dans la couche cachée donne la meilleure
performance traduite par une erreur RMSE = 7.3523 et R 2= 0.9722. La figure 4.10 représente

la variation d’erreur (RMSE) par rapport aux nombres de neurones dans la couche cachee.
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Figure 4.10 : Variation d’erreur (RMSE) par rapport aux nombres de neurones dans
la couche cachée.

Aprés détermination de la meilleure structure neuronale pour chaque couche cachée,

I’architecture du modele neuronale optimale a été trouvé [4- (43) -1].

Le tableau 4.4 donne la topologie du RNAO optimisé pour la prédiction de la capacité
d’adsorption a 1’équilibre des adsorbants.

Tableau 4.4 : Topologie du RNAO optimisé pour la prédiction de la capacité d’adsorption a
1I’équilibre des adsorbants (e).

Type du réseau

FFNN-BP (Fonction newff de MATLAB®)

Couches NnoeTgﬁe(Sie Fonction d’activation
Couches d’entrée 4
Couches cacheée 43 Sigmoide Logarithmique (Fonction tansig)
Couche de sortie 1 Linéaire (Fonction purelin)
Algorithme BRBP utilisant 1’optimisation de Levenberg-Marquardt.
d’apprentissage
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4.5.4 Evaluation statistique et incertitude du modéle RNAO

Pour évaluer la capacité calculée de modele neuronal, celui-ci doit étre testé pour des données
qui ont été exclues de la base d’apprentissage. Par conséquent le vecteur de régression linéaire
des sorties calculées par le RNA optimisé et les sorties cibles (expérimentales) avec le tracé de
cette régression ont été utilisés comme critére d’évaluation de la capacité prédictive du RNA
optimisé. Ceux-ci sont obtenus facilement a 1’aide de la fonction postreg de MATLAB®.

Les diagrammes de dispersion montrent la comparaison entre les valeurs de capacité
d'adsorption mesurées et prédites obtenues a l'aide du modéle RNA pour la base
d’entrainement, tandis que la base de données de test sont illustrés a la figure 4.11. Le
coefficient de corrélation et de détermination, sont respectivement de 0.9721 et 0.9861 pour le
modele RNAO.

q(mg lg)exp vs. q(mg Ig)cal, R=0.98606 et R?= 0.97218
350 [ T T T T T o ' S
O Train data
Best Linear Fit
o a(mg lg), = d(mg /g)
300 - o Vvalidation data b

Test data o

- N N
o o ol
o s} o

q(mg/g) , (min)

Linear Fit: Time®'=(0.99)q(mg 19) ., *+(0:21)
e

50

50 100 150 200 250 300 350
q(mg /g)

exp

Figure 4.11 : Valeurs de la capacité d'adsorption calculées vs expérimentales pour les
données globales par RNA.

La figure 4.12 montre que la courbe de regression linéaire de la capacité d’adsorption a
I’équilibre (ge) calculée par le RNA optimisé avec la capacité d’adsorption a 1’équilibre ()

experimentale pour toute les phases apprentissage, test et validation avec un vecteur de
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régression approchant 1’idéal [a (pente), 8 (ordonnée & I’origine), R? (coefficient de corrélation)] =

[0.9887 ;0.213;0

ge_cal

9723].

350 ge cal vs exp

300 y =0.9887x + 0.213

R? = 0.9723
250 e
200
150

100

250 300

ge_exp

350

O qecal

........

Linear (qge cal)

Figure 4.12 : Valeurs de la capacité d'adsorption calculées vs expérimentales pour les

données globales.

Les figures 4.13 a 4.15 représentent la capacité d’adsorption calculées vs expérimentale pour

Je,1, Ce,2 €T Qe,3.

gel cal

gel cal vs exp
350

y = 0.984x - 0.1921 o
R2=0.9812 :

300
250 £
200
150 _9"".

100

50

250 300 350

gel _exp

O qgelcal

........

Linear (gel cal)

Figure 4.13 : Valeurs de la capacité d'adsorption calculées vs expérimentales pour ge,1
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350 qe2 cal vs exp

300
y = 0.976x + 0.6851 °

250 R2=0.9709

200

150 O ge2cal

ge2 cal

-------- Linear (ge2 cal)
100

50

250 300 350

ge2_exp

Figure 4.14 : Valeurs de la capacité d'adsorption calculées vs expérimentales pour ge,2.
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ul 150 o Linear (ge3 cal)
(O]
[on
100
50
0
-50 100 150 200 250 300 350

ge3_exp
Figure 4.15 : Valeurs de la capacité d'adsorption calculées vs expérimentales pour ge,3.

Pour évaluer la performance du modele neuronal (RNA), les vecteurs de régression linéaire ont

éteé calculés pour la capacité d’adsorption a 1’équilibre des adsorbants (qe) est rassemblés dans
le tableau 4.5.
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Tableau 4.5 : Vecteur de régression linéaire [a (pente), S (ordonnée a 1’origine),

R (coefficient de corrélation)].

Chapitre 1V : Partie expérimentale (Contribution 1 "RNA™ et Contribution 2 "*SVM")

Phase Je Je,1 Je,2 Oe3
R? 0.9723 0.9812 0.9709 0.9602
S 0.2130 -0.1921 0.6851 - 0.0488
o 0.9887 0.9840 0.976 1.0156

Toutes les valeurs de R? sont proches de 1, ce qui signifie que les résultats de modélisation (ou
de prédiction) par RNA, soit pour la partie globale ou fractionnée (ou subdivisée) sont en
accords avec les valeurs de la base de données (expérimentation).

Le tableau 4.6 représente les valeurs de performance du modéle RNA (apprentissage, test,
validation et globale), lors de la modélisation des phénoménes d'adsorption en termes de
RMSE, R et R?,

Tableau 4.6 : Parameétres statistiques du modele RNAO.

Apprentissage Test Validation | Globale
RMSE 6.7208 10.4366 8.3618 7.3523
R2 0.9767 0.9580 0.9480 0.9722
R 0.9883 0.9788 0.9737 0.9860

La figure 4.16 représente les histogrammes de la modélisation RNAO selon les parametres de
performance pour la base de données globale.

[ee]

0.986

Performances statistiques
AN

R2

RMSE

Figure 4.16 : Paramétres de performance de RNAO pour la base globale.
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En genéral, toutes les valeurs de criteres de performance du modele RNAO sont en adéquation
avec la robustesse. Dans cette contribution, le modéle RNAO donne des résultats acceptables

en termes de RMSE, R? et R pour la base de données globale.

4.5.5 Formule de RNA optimisé

Apres ’élaboration du modéle neuronale, I’équation du modéle peut étre écrite sous la forme

suivante :

2

-2 (Z?zle,i xi+ bi)

W = ;}il( Wjp ( ) 1)+ by (4.1)

+e

i : Nombre des entrés ; j: Nombre des neurones de la couche cachée ; p : Nombre de la sortie prédite (p = 1).

La fonction entre la couche d'entré et la couche cachée s'écrit :

2
zj = -1 4.2
] 1+ e—Z (Z‘il'zle,i xi+ bi) ( )

j=1:43

La fonction entre la couche cachée et la couche de sortie s'écrit :

Vi = Zi21wjpz + by (4.3)

Avec :

43 est le nombre de neurones dans la couche cachée,
4 est le nombre de neurones dans la couche d'entrée,
1 est le nombre de neurones dans la couche de sortie,

W;,p, Wij et bi, bp sont les poids et les biais de la couche cachée et la couche de sortie respectivement.

La fonction Tangente Sigmoide s'écrit :

2

th(x) = Tomr — (4.4)
fnest la fonction d’activation de la couche cachée "tansig",
La fonction Pureline s'écrit :
fs(x) = x (4.5)

fs est la fonction d’activation de la couche de sortie "purelin”.
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Le tableau 4.7 et 4.8 récapitulent les poids et les biais de la [couche entrée — couche cachée] et

de la [couche cachée — couche de sortie] du réseau de neurones optimisée (RNAO).

Tableau 4.7 : Modéle de RNAO établi {[couche entrée — couche cachée]}.

Connexion [couche entrée — couche cachée]
Matrice des poids Vecteur des biais
Wi 1 Wi2 Wi3 Wi 4 bj
5.7059 -0.5167 1.4480 0.1840 -2.9929
-2.7107 1.2832 2.2734 1.0327 4.2634
8.9842 2.7271 4.7639 -10.2302 -16.5444
2.2633 -3.0027 -1.0259 0.4055 -1.4106
-20.3702 -8.8807 8.1358 1.8777 -5.8962
0.9448 -6.2413 -0.8783 0.1672 -4.9333
18.1551 2.8898 6.9223 1.6691 6.4847
5.9694 -11.4469 -15.1165 0.2114 -5.7880
15.7622 -3.2839 8.8881 0.1278 -9.6960
16.5715 -4.9129 -4.0815 -6.2946 14.4826
-0.3759 3.1221 2.4262 -5.6455 -6.3103
24.3369 -12.8724 9.5641 2.4008 6.6798
-10.2242 10.2027 7.4270 -0.1473 5.0579
3.5848 -1.1175 -5.1187 0.2119 -0.0122
-9.3627 2.2307 20.2690 0.1648 3.6739
-2.2523 3.0765 -5.7149 -1.7942 -5.7877
-0.8535 2.2124 8.5387 2.6750 -1.5427
-6.2527 -2.1720 4.8044 0.5698 -4.5668
1.3652 9.2745 -7.5006 9.1250 0.1299
-4.8277 -4.0690 2.5311 1.7141 -0.2472
-14.6945 -4.0170 0.2415 -2.7845 -4.1798
-4.0107 1.1099 -0.1903 -3.5145 -0.4858
-1.1373 0.4586 5.8913 2.7210 -1.5376
7.5964 -14.6587 -20.1036 0.3552 -7.1742
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Suite tableau 4.7

0.7957 -5.1352 4.8085 -3.7304 0.5070
-8.1556 2.8833 12.5113 -0.2718 -0.0102
-0.5733 5.6600 -1.5077 -2.5543 4.1095
10.7746 2.6323 0.5391 0.8436 -0.5530
-9.9924 -18.5755 -4.4987 11.0189 -9.7290
12.5994 5.8610 -6.3453 -0.9338 4.1622
2.1221 -1.3950 5.3969 -1.7863 0.4463
20.5730 1.3901 -24.2276 -0.9094 15.6362
-2.6925 -3.5924 -3.2728 0.2451 -4.8666
-1.2355 6.5997 0.1571 -4.2873 1.8387
-4.3654 -1.7857 2.1187 -0.0489 -5.1055
-8.6212 -3.7034 3.9054 0.3353 -7.2847
8.8135 4.7339 4.4790 -0.0528 1.4434
9.5059 3.2389 17.4873 -0.6255 14.8071
-26.1471 -13.1876 20.0954 0.6331 -30.8366
5.3349 45538 -1.0479 3.6035 5.3570
9.7858 0.2680 -1.3840 -1.5514 10.2119
-0.8685 4.6824 2.4760 -5.8246 -6.3205
-5.0524 -1.0099 4.0371 0.2770 -5.6597
Connexion [couche cachée — couche de sortie]
Poids 1 2 3 4 5 6 7 8 9 10 11 12
Wm,1 19.261 4.4;98 2.295 25.209 9.9837 18.;304 2.(;23 9.301 131;3 14.;)47 16.2;197 0.8303
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Tableau 4.8 : Modéle de RNAO {[couche cachée — couche sortie]}.

Poids 13 14 15 16 17 18 19 20 21 22 23 24 25

Wmi | 5535 | 1528 | 6.62 | 6.86 | 16.4 | 1217 | 443 | 352 | 1.833 | 2.62 | 13.410 7 79-33 11.839
4 19 57 43 042 42 88 87 3 05 4 ' 2

Poids 26 27 28 29 30 31 32 33 34 35 36 37 38

Wmi | 7.761 | 3.639 | 119 | 0.12 | 13.7 | 2.073 | 1.42 | 6.68 | 0.986 | 18.600 | 7.787 | 10.924 | 1.2701

8 0 743 20 491 8 24 66 3 7 5 6
Poids 39 40 41 42 43 Vecteur des biais (bp)
Wm,1 1934 | 2.784 | 8.642 | 10.24 | 12.37 4.3328
3 7 1 09 90

4.5.6 Interface graphique d'utilisateur du modele RNAO

Afin de simplifier lacomplexité du modéle mathématique élaboré par la meilleure modélisation
obtenue dans le présent travail, une interface graphique (également appelée interface
d'utilisateur) est développée pour améliorer la convivialité du modéle RNA. Cette interface
graphique d'utilisateur est un outil qui permet I"utilisation directe et sans effort du modele de
RNA pour calculer la capacité d’adsorption des adsorbants a 1’équilibre (qe). Cette interface a
été créée pour le calcul de la capacité d’adsorption des adsorbants a 1’équilibre (ge) dans
I'intervalle des variables d'entrées. Pour cela un programme MATLAB® a été congu avec une

capture d'écran de l'interface résultante (figure 4.17).
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Figure 4.17 : Interface graphique du modele RNAO.

Dans la premiére contribution, nous avons decrit les étapes de la modélisation et d'optimisation

neuronale par le RNAO pour estimer la capacité d'adsorption a I'équilibre des adsorbants.
Vu la précision du RNA, est acceptable (R = 0.9860 ; R? = 0.9722 et RMSE = 7.3523), on

suggere une deuxieme méthode d’intelligence artificielle (SVM), pour la comparaison.
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4.6 Contribution 2 : Approche de la modélisation SVM

Introduction

La méthode SVM peut surmonter certains inconvénients du modéle RNA tels qu'une bonne
robustesse et éviter que le résultat ne tombe dans I'optimum local (Feng et al., 2019). En outre,
les parameétres de SVM sont réglés a l'aide d'un optimiseur déja intégré qui est généralement
sélectionné par la méthode d'essai et d'erreur (Feng et al., 2019). Cette méthode entraine des
prédictions difficiles et des erreurs larges dans le cas ou elle n’est pas combinées avec d’autres
algorithmes (Feng et al., 2019). Par conséquent, de nombreuses méthodes sont proposées pour
améliorer l'optimisation des parametres. Une nouvelle méthode simple et efficace
d'optimisation a été publiée dans la littérature qui est Dragonfly (Meng et al., 2021), elle
combine les paramétres du SVM en tant que la position de la solution de DA et elle conserve
les performances de calcul de I'algorithme comme la valeur de la capacité courante de DA, puis
I’itération de ces paramétres pour obtenir la situation optimale de Dragonfly qui correspond
aux meilleurs parameétres du SVM (Feng et al., 2019).

La littérature ne comporte aucune recherche publiée sur le développement d'un seul modele
universel capable de prédire la capacité d'adsorption en fonction de n'importe quel ensemble de
polluants (métaux lourds, colorants, produits pharmaceutiques, hydrocarbures, matiéres
organiques et inorganiques).

Par conséquent, cette étude vise a utiliser un nouvel algorithme hybride DA-SVM pour
I'optimisation des hyper-parametres afin d'obtenir le meilleur modéle de prédiction en termes
de métrique statistique pour modéliser la capacité d'adsorption multi-composante a I'équilibre ;
ce modele peut prédire la capacité d'adsorption des systemes d'adsorption ternaires de différents
types de polluants.

L'algorithme SVM a été proposé pour la premiere fois par Cortes et Vapnik en 1995 (Cortes &
Vapnik, 1995). L'algorithme SVM présente quelques avantages tels que :

- Il peut modéliser les comportements non linéaires complexes,

- Potentiel d’implémentation en régression,

- Il peut traiter les données manquantes, et ainsi de suite.
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4.6.1 Conception de la topologie de SVM

L'algorithme de SVM utilise la méthode d'optimisation des pistes et des erreurs pour régler ses
parametres. Pour cette raison, certains inconvénients peuvent étre surmontées, induisant une
faible efficacité, de précision et de vitesse de calcul. Pour surmonter ces problémes, des
méthodes d'optimisation récentes ont été utilisées pour ajuster les parameétres de SVM, a savoir
I’algorithme génétique (AG), Optimisation des essaims en particules (PSO) (Teimouri, 2019),
algorithme d'optimisation des coucous (COA), Colonie d'abeilles artificielles (ABC), Recuit
simulé (SA) (Khanghah et al., 2015), Optimisation des colonies de fourmis (ACO) (Teimouri &
Baseri, 2014), Recherche de grille, algorithme de Luciole (FFA), Algorithme de la libellule
(DA) (Zendehboudi et al., 2018). Une théorie détaillée de SVM est expliquée par de nombreux
chercheurs (Alade et al., 2020).L'expression de sortie pour le modéle de SVM peut étre écrite
par :

f)=wr.o(x)+b (4.6)

Ou w et b sont respectivement le poids et le vecteur de biais, @(x) représente la fonction de
transfert de mappage non linéaire, qui mappe x dans un espace de caractéristiques de dimension
supérieure.

Pour obtenir w, il est obligatoire d'ajuster la fonction régularisée suivante, qui peut étre

exprimée dans I'équation (4.7), avec la contrainte des équations (4.8-4.10) :

minGw? + € TNy — &) (4.7)
fx)—wrho(x)+b) <y+&,i=123,...N (4.8)

§,€>0,,i=1,2,3,...,N (4.9)
fx)=3YN,(6;—67).k(x,x;) +b (4.10)

vy est ’exactitude approximative de la fonction équivalente placée sur les échantillons de
données d'apprentissage (Mesellem, Hadj, et al., 2021). C : est le paramétre de capacité, &; et
&; représentent les variables d'écart positives (Mesellem, Hadj, et al., 2021). k est la fonction

noyau definie par un produit scalaire de la fonction de transfert non linéaire ; la fonction noyau
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la plus utilisée est la fonction de base radiale gaussienne (RBF), qui est donnée par I'équation
(4.11):

2
k(xi.xj) = exp (— Fiz x5l >, ceR (4.11)

202

d'ou o est la largeur de la fonction RBF.

4.6.2 Conception du réseau de neurones de type DA-SVM

L'algorithme de libellule (DA) est un algorithme inspiré de la nature qui peut surmonter toutes
les lacunes présentées par d'autres algorithmes d'optimisation a la lumiére d'une efficacité
élevée, une convergence rapide, une moindre complexité de calcul et une meilleure capacité a
déterminer les optimums globaux. il existe un lien entre la précision du modéle SVM et C, ¢ et
o. Le GWO a été utilisé dans cette étude pour régler les trois parametres SVM ci-dessus. La
figure 4.18 illustre l'organigramme du modele méthodologique hybridé DA-SVM a
implémenter dans le logiciel MATLAB®.

- Initialiser les parametres de réglage de SVM et
DA
- Initialiser le vecteur de position et le vecteur de

A 4

) A pas
Début par I’environnement 7
du MATLAB® - -
J Entrainer le modele SVM-DA
Y avec les parameétres sélectionnés
Chargement de la basse 3
de données de Uitérati
I’entrainement et de test Comrilencer Ao

Evaluer la fonction d’aptitude de chaque libellule et
obtenir I’emplacement de la nourriture et I’ennemi

\ 4
Prétraitement des

donnees v
Mettre & jour les poids et le vecteur de position,
Faire des prédictions avec le vecteur de pas et valeur optimale de libellule

modéle de SVR en utilisant les
parametres optimums et les
échantillons de test

v

Déploiement du Modéle avec R#/R
élevé et de faible RMSE

Non

Oui

Obtenir des paramétres optimums pour le
modele de SVM

Figure 4.18 : Représentation schématique du DA-SVMO.
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4.6.3 Optimisation du réseau de neurones

L'algorithme DA est utilisé pour régler les hyper-parametres SVM (C, ¢, o) dans I'espace de
recherche suivant respectivement ([103-10%], [103-10°], proche de zéro). L'itération maximale
et les agents de recherche ont été fixés a 20 et 7 respectivement avec RMSE comme fonction
d’aptitude. Dans cette étude, trois fonctions de Kernel ont été testées (‘gaussienne’, 'linéaire’ et

‘polynomiale’).

4.6.4 Evaluation statistique et incertitude dans les modéles

La performance du meilleur modele a été mesurée a I'aide de trois métriques statistiques : R,

R? et RMSE. Les expressions de ces métriques peuvent étre exprimées comme suit :

1 2
RMSE = \/EZ?=1(CI:§I) _ qgil (4.12)

exp
el

ougq,.; et qgf’}l sont les capacités d’adsorption expérimentale et calculée.

Les coefficients R et R? sont également utilisés pour confirmer la précision des meilleurs
modéles développés, le R? peut étre exprimé par I'équation suivante : (Igbal et al., 2020; Laidi
etal., 2018; Wei et al., 2018)

(e -agd)’

2
eXxp —axo
" (agiP-a.°P)

R>?=1-

(4.13)

ou q.%*P est la moyenne des valeurs expérimentales. N est le nombre d'échantillons de données.

Le tableau 4.9 représente les performances de chaque modéle (SVM et DA-SVM) lors de la

modélisation des phénomeénes d'adsorption en termes de RMSE, R et R?.

Tableau 4.9 : Parametres statistiques du modéle DA-SVM pour la base globale.

Méthode Fonction de Kernel R R? RMSE
(mggr)
Linéaire 0.405 0.164 42.550
DA-SVM polynomiale 0.564 0.318 39.000
RBF-Gaussienne 0.998 0.997 2.540
SVM RBF-Gaussienne 0.985 0.9693 7.525

Dans cette étude, la méme base de données précedemment établie (tableau 4.1) pour le modéle

RNA est utilisée pour le modéle SVM, tandis que le modele proposé est basé sur I'algorithme
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d'apprentissage SVM associé a l'algorithme de libellule DA pour I'optimisation de ses hyper-
parametres. Les données de I'apprentissage constituent (80 %) de la base de données globale
(818 points de donnée), I'ensemble de test est forme de (20 %) de la base de données globale
(205 points de donnée). Les proportions de division des données pour I'entrainement du modéle
et pour le test, ainsi que les plages des hyper-parametres sont identiques a celles décrites dans
la section précédente de modélisation par SVM.

Diverses fonctions de Kernel ont été testées : linéaire, polynomiale, RBF et gaussienne. Les
résultats des hyper-paramétres optimisés par le modéle SVM sont résumés dans le tableau
4.10. La fonction de Kernel RBF-gaussienne a donné les meilleurs résultats, produisant I'erreur

la plus faible et le coefficient de corrélation le plus élevé parmi toutes les fonctions de Kernel.

Tableau 4.10 : Détails des hyper-paramétres optimisés pour le modele SVM.

: Echelle de . Quantité de
Méthode fonction de C Kernel Epsilon vecteurs a
Kernel : (€)
sigma (o) support

linéaire 640 - 1950 921
DA-SVM polynomiale 327,100 - 1050 921
RBF-Gaussienne 500 0,0182 22,500 921
SVM RBF-Gaussienne 640 0,100 518,700 921

Les diagrammes de dispersion montrent la comparaison entre les valeurs de capacité
d'adsorption mesurées et prédites obtenues a l'aide du meilleur modele pour la base
d’entrainement, tandis que la base de données de test sont illustrés a la Figure 4.19. Le
coefficient de corrélation et de détermination, sont respectivement de 0.998 et 0.997 pour le
modele DA-SVR utilisant RBF-Gaussienne comme fonction de Kernel. Par conséquent, le DA-
SVM obtenu avec la fonction de Kernel RBF-gaussienne est statistiguement significatif. La

RMSE a été utilisée comme fonction d’aptitude pour évaluer la solution optimale.
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Figure 4.19 : Valeurs de la capacité d'adsorption calculées vs expérimentales pour les
données globales pour DA-SVM.

Le tableau 4.11 représente les valeurs de performance statistiques de deux modeles SVMO et
DA-SVMO pour la base de données globale, lors de la modélisation des phénomenes

d'adsorption statique compétitive en termes de RMSE, R et R?.

Tableau 4.11 : Paramétres statistiques des deux modeles SVMO et DA-SVMO.

SVMO DA-SVMO
RMSE 7.525 2.540
R2 0.9693 0.997
R 0.985 0.998

La figure 4.20 représente les histogrammes de la modélisation SVMO et DA-SVMO selon les

parameétres de performance pour la base de donneées globale.
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Figure 4.20 : Parametres de performance de SVMO et DA-SVMO pour la base globale.

En général, toutes les valeurs de performance des deux modéles SVMO et DA-SVMO
respectent les criteres des performances statistiques. Dans cette contribution, le modele DA-

SVMO a donné les meilleurs résultats en termes de RMSE, R? et R, pour la base globale.

o Experimental

—— Predicted

Number of points

Figure 4.21 : Capacité d’adsorption calculée vs expérimentale pour ge1 (mg.g™).
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Figure 4.22 : Capacité d’adsorption calculée vs expérimentale pour ge2 (mg.g™).
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Figure 4.23 : Capacité d’adsorption calculée vs expérimentale pour ges (mg.g™).

Une autre confirmation de la précision du modéle DA-SVM a été demontrée de la figure 4.21

a la figure 4.23 entre la capacité d'adsorption ternaire expérimentale et prédite (ge,, i=1, 2, 3).

Ces figures montrent que les valeurs prédites suivent la tendance des valeurs expérimentales
non linéaires. Le modéle développé présentait des valeurs trés faibles de RMSE (2.540) pour

I'étage global et des valeurs R? élevées de 0.997 pour les trois sorties. Les résultats obtenus
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confirment une grande capacité de prédiction du modéle développé et la possibilité d'étre

intégré dans une unité de traitement et de purification de I'eau.

4.6.5 Formule de DA-SVM optimisé

Aprés 1’élaboration du modéle neuronale, 1’équation du modele peut étre écrite sous la forme

suivante :

fO) = T (an —ap) k(x;, ;) + b (4.14)

on et an™ : variables d'écart positives ; k : fonction noyau définie par un produit scalaire de la fonction de transfert
non linéaire (base radiale gaussienne "RBF") ; i : le nombre des entrés ; j: le nombre des neurones de la couche

cachée ; b : le vecteur de biais ;

La fonction noyau (k) est donnée par I'équation suivante :
2
k(x;, xj) = exp{ —|lx = x| } (4.15)

4.6.6 Interface graphique basée sur MATLAB® du modele DA-SVMO

L’offre d’une utilisation simple et conviviale du modéle DA-SVM optimal pour estimer les
valeurs cibles et éviter de traiter I'architecture complexe du modele avec de nombreux poids et
biais, une interface graphique pratique est concue en utilisant MATLAB® R2018a GUI
Toolbox. La procédure de construction de l'interface graphique est présentée dans la
figure 4.24.

-03-



Chapitre 1V : Partie expérimentale (Contribution 1 "RNA™ et Contribution 2 "*SVM")

Création d'une interface
graphique a l'aide de
MATLAB® GUIDE

v

\ 4

descriptions

Ajuster les propriétés de I'objet et ajouter des

v

exploitation du systeme

Enregistrement de la conception de l'interface graphique et

v

Ajout de composants
a l'espace de travail

Extraction de la structure mathématique du modele
SVR-DA qui fonctionnera en arriere-plan de l'interface

v

Ajuster les dimensions de
I'espace de travail

v

Aligner les
objets

v
Prgrammation _de I’interface N
graphique
A

Controle de Veérifier le
I'interface )

. résultat
graphique

L'interface graphique
fonctionne correctement

Figure 4.24 : Procédure de construction de l'interface graphique.

L'interface graphique présentée a la figure 4.25 a été construite a l'aide du modele optimisé

avec une grande précision, les parameétres d'entree sont écrits directement dans les zones de

texte associées dont les descriptions sont indiquées au-dessus des zones. Ensuite, les entrees

sont utilisées avec les poids et les biais du modéle optimisé pour estimer la capacité d'adsorption

des systémes ternaires avec les sorties dans la gamme des entrées utilisées.
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4 untitled - X

Multi-component Adsorption Capacity Forecasting Based on Support Vector Machine with Dragonfly

Algorithm
rinput Data

Mw 1 (g mol-1) Mw 2 (g mol-1) Mw 3 (g mol-1)
112,41 63,546 2072

Ce 1 (mg I-1) Ce 2 (mg I-1) Ce 3 (mg I-1)
53,668 51177 15,363

As (m2 g-1) T (°C)
153,44 20

Computation Section

Estimate the adsorption capacity

9e1 (mg g-1) 9 e,2 (mg g-1) 9e3 (mg g-1)

62,737 87.238 431,09

Figure 4.25 : Implémentation du meilleur modéle dans le GUI pour estimer les valeurs
cibles.

Conclusion
L'efficacité des modéles SVMO et DA-SVMO dans la prédiction de la capacité d'adsorption a
été évaluée dans ce travail. Basé sur les métriques statistiques évaluées, I'exactitude des
modeles en termes de précision et d'exactitude était dans cet ordre : DA-SVM avec RBF-
fonction de Gaussienne Kernel (model 1), SVM avec la fonction de Gaussienne Kernel (model
2), DA-SVM avec la fonction polynomiale de Kernel (model 3) et DA-SVM avec la fonction
linéaire de Kernel (model 4). Le modéle 4 présente une valeur de RMSE significativement
élevée (42,550 mg.gt) par rapport au modéle 3 (39 mg.g™), au modéle 2 (7,525 mg.g™) et au
modele 1 (2,540 mg.g™2).
Le modele DA-SVM développé peut étre utilisé pour prédire la capacité d'adsorption des
systemes polluants ternaires (métaux lourds, colorants, produits pharmaceutiques,
hydrocarbures, matiéres organiques et inorganiques) impliqué dans le traitement et la
purification de l'eau. Pour faciliter I'utilisation du modele obtenu, une interface graphique
unique basée sur MATLAB® a été développée sur la base des meilleurs paramétres du modele,
qui pourrait étre utilisé pour la prédiction de la réponse avec une grande précision.
Ces résultats montrent que notre modéle est capable d’estimer correctement les données

experimentales.
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4.7 Comparaison entre (RNAO / DA-SVMO) et (RNAO / SVMO / DA-SVMO)
Les modeles RNAO, SVMO, DA-SVMO ont été comparés sur la base de leurs performances

dans la modélisation pour décrire I'adsorption statique multi-composants.

4.7.1 Comparaison entre (RNAO / DA-SVMO)
La comparaison des modeles DA-SVMO et RNAO est basée sur les parametres statistiques. Le
tableau 4.12 représente la comparaison de la modélisation par DA-SVMO et RNAO, selon
RMSE, R et R?,

Tableau 4.12 : Comparaison de la modélisation par DA-SVMO et RNAO.

Phases RNAO DA-SVMO
Apprentissage Test Globale | Apprentissage | Test Globale
RMSE 6.7208 10.4366 | 7.3523 2.1617 47433 | 2.5393
R? 0.9767 0.9580 | 0.9722 0.9976 0.9846 | 0.9966
R 0.9883 0.9788 | 0.9860 0.9988 0.9923 | 0.9983

La figure 4.26 représente la comparaison de la modélisation par RNAO et DA-SVMO selon
les paramétres statistiques RMSE R? et R pour base de données globale.
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Figure 4.26 : Comparaison entre RNAO et DA-SVMO pour la base globale.
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D’aprés les résultats obtenus, on trouve que le modele DA-SVMO est le meilleur pour
modéliser et optimiser la capacit¢é d’adsorption a 1’équilibre des adsorbants, vu ces
performances statistiques : RMSE = 2.54, R? = 0.997 et R = 0.998.

4.7.2 Comparaison entre (RNAO / SVMO / DA-SVMO)

La comparaison des modéles RNAO, SVMO et DA-SVMO est basée sur les paramétres
statistiques. Le tableau 4.13 représente la comparaison de la modélisation par RNAO, SVM et
DA-SVMO, selon RMSE, R et R,

Tableau 4.13 : Comparaison de la modélisation par RNAO, SVMO et DA-SVMO.

RNAO | SVMO DA-SVMO
RMSE | 7.3523 7.525 2.540
R? 0.9722 | 0.9693 0.997
R 0.9860 0.985 0.998

La figure 4.27 représente la comparaison de la modélisation RNAO, SVMO et DA-SVMO

selon les parametres de performance pour la base de données globale.

DA-SVMO
SVMO
RNAO

Performances statistiques
o [l N w S (&3] » ~ [ee]

RMSE R2 R

Figure 4.27 : Comparaison entre RNAO, SVMO et DA-SVMO pour la base globale.
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D’apres les résultats obtenus, on trouve que le modéele DA-SVMO est le meilleur via la
modélisation et I'optimisation de la capacité d’adsorption a 1’équilibre des adsorbants, avec les
performances statistiques : RMSE = 2.54, R? = 0.997 et R = 0.998.

Conclusion

Cette étude montre que tous les parameétres d'entrée ont une importance relative via I’output, et
par conséquent ne peuvent pas étre négligés.

Une étude comparative a été réalisée pour la prédiction de l'adsorption statique multi-
composants en tant que métaux lourds, composés organiques et colorants, en présence de
différents matériaux poreux adsorbants, en utilisant les deux techniques d'intelligence
artificielle les plus prédictives : la premiére contribution (RNA) et la deuxiéeme contribution
(SVM). Cette comparaison a été améliorée a l'aide de trois modeles: RNA, SVM et SVM
hybride avec algorithme d'optimisation Dragonfly (DA-SVM).

Un ensemble de données important et représentatif (3 systéemes multi-composants comptant
avec 1023 points comme plusieurs polluants : métaux lourds, composés organiques et
colorants) a été utilisé pour évaluer les modele cités auparavant dans la modélisation statique
des multi-composants. Les résultats montrent qu'un modéle hybride SVM-DA est toujours
robuste quelle que soit la variété des conditions opératoires par rapport aux autres modeles.
Tous les modeéles ont montré des valeurs de précision raisonnables liées aux résultats calculés
pendant le processus d’apprentissage, de test et de validation, cependant, dans la deuxieme
contribution, le modele SVM-DAO montre un avantage ou il a donné des valeurs plus précises,
sont trés convaincantes (R = 0.9985 ; R? = 0.997 et RMSE = 2.540), Nous nous retenons le
modele DA-SVMO.

Enfin, et afin de garder une trace des résultats prédits, un programme informatique a été congu
pour exécuter le programme optimisé pour ce modéle. A l'avenir, nous entendons utiliser

d'autres modéles combineés appartenant a I'intelligence artificielle pour des systemes multiples.
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Conclusion Générale et Perspectives

Notre thése a pour objectif 1’étude de la modélisation et 1’optimisation de la capacité
d’adsorption a 1’équilibre des adsorbants en tant que plusieurs polluants (métaux lourds,
colorants et d’autre composes organiques) en présence de différents matériaux poreux
adsorbats : charbon actif, zéolite, argile, biomasse, bentonite, etc. La partie théorique (ou
I’extraction d’une base des données a partir des travaux expérimentaux realisés par les
chercheurs et analysées de maniére statistique a I'aide du logiciel Digitizer 4.1), la modélisation
et I’optimisation sont réalisées dans le Laboratoire de Biomatériaux et Phénomeénes de transport
a I’Université de Médéa (LBPT).

Pour déterminer I'importance de chaque variable d'entrée, une analyse de sensibilité a été
utilisée s’articulant sur le diagramme de violant. Les résultats montrent que tous les parameétres

d'entrée ont une importance relative significative sur la sortie et ne peuvent étre négligés.

La partie expérimentale est divisée en deux contributions de modélisations neuronales statiques
(RNA) et (SVM / DA-SVM) ont été étudiés pour l'adsorption des systemes multi-composants

en présence des matériaux poreux adsorbants dans différentes conditions opératoires.

Dans la premiere contribution, on a étudié la modélisation et I’optimisation par un réseau de
neurones artificiel (RNA) de la capacité d’adsorption a 1’équilibre des adsorbants (ge). Les
entrées choisies pour le modele neuronal, sont les parametres opératoires accessibles par
differents logiciels dans la littérature qui sont les plus compétitives. Par contre la recherche du
réseau de neurones optimal nécessite la confection d'un programme en langage MATLAB®
comportant plusieurs boucles afin de tenir compte des paramétres constituant la topologie et
l'architecture du réseau. Les résultats trouvés montrent que le modéle neuronal optimal
(RNAO) represente des aptitudes raisonnable pour la prédiction de la capacité d'adsorption a
I'équilibre des adsorbats, avec une précision acceptable (raisonnable), avec RMSE = 7.3523 et
Rz = 0.9722. Enfin, une interface utilisateur graphique conviviale a été congue sur la base des

parameétres du RNAO.

Dans la deuxieme contribution, les données des isothermes, obtenues a partir de la littérature

de I’adsorption compétitive en batch, ont été ajustées a 1’aide d’un modéle d’une Machine a
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Vecteurs de Support (SVM) et d’une Machine a Vecteur de Support par Dragonfly (DA-SVM).
Le modele DA-SVM utilisé a été choisi comme le modéle le plus approprié pour décrire le
phénomene d’adsorption multi-composants. Pour les trois ensembles de la base de données
(apprentissage, test et validation), le modeéle optimal (DA-SVMO) présente un R2 qui varie
entre 0.9846 a 0.9976 et un RMSE qui varie entre 2.1617 a 4.7433.

Les valeurs calculées des trois modeéles (RNAO, SVMO et DA-SVMO) ont montré des bonnes
précisions via les valeurs expérimentales et cela pour les trois phases (apprentissage, validation
et test). Cependant, le modéle "DA-SVMO" montre un avantage via les deux autres modéles,
ou il a donné des valeurs des paramétres de performance statistiques (R = 0.9983, R? = 0.9966
et RMSE = 2.5393) plus précises ; donc c'est le meilleur modéle en termes de précision, de

fluidité et de flexibilité, pour la base de données globale.

En perspective, tout en estimant avoir atteint notre objectif tracé pour cette étude, nous
envisageons d'appliquer la modélisation et I’optimisation pour d’autres bases des données (big
data base) des systémes d’adsorption multi-composants en batch (mono, bi, tri, tétra, ...) et

d’adsorbants. L’application d’autres méthodes et algorithmes d'intelligence artificielle.
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