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Résumé

Résumé : Modélisation de ’indice de réfraction du sang

Les propriétés optiques du sang jouent un réle crucial dans le diagnostic et les traitements médicaux,
ainsi que dans la conception de nouveaux dispositifs médicaux. L'hémoglobine est un constituant vital
du sang dont les propriétés optiques affectent toutes les propriétés optiques du sang humain. Il a été
rapporté que l'indice de réfraction de I'hémoglobine dépendait fortement de sa concentration qui est
fonction de la physiologie des cellules biologiques. Cela fait de I'indice de réfraction de I'hémoglobine
un marqueur biologique non invasif essentiel des maladies. Malheureusement, la complexité du tissu
sanguin rend difficile la mesure expérimentale de I'indice de réfraction de I'némoglobine. Alors que
quelques études ont rendu compte de l'indice de réfraction de I'hémoglobine. De plus, I'obtention de
la réfraction par une approche expérimentale est assez laborieuse. Dans ce travail, une stratégie
précise, rapide et relativement pratique pour estimer l'indice de réfraction de I'némoglobine est
rapportée. Ainsi, le modele PMC-RNA est présenté pour la prédiction de I'indice de réfraction de
I'némoglobine en utilisant la longueur d'onde, la température et la concentration d’hémoglobine
comme des entrés. Le modéle neuronal développé se caractérise par une excellente précision et des
estimations d'erreur tres faibles. Les coefficients de corrélation obtenus dans ces études sont
respectivement de (0,9997, 0,9998 et 0,9996) pour les résultats de I’apprentissage, test et validation.
De plus, le résultat montre une correspondance presque parfaite avec les données expérimentales et
aussi démontre une amélioration significative par rapport a un modéle mathématique récent
disponible dans la littérature. Les prédictions du modéle PMC-RNA donnent également un apercu de

I'influence de la longueur d'onde, de la tempeérature et la concentration sur les valeurs de mesure IR.

Les mots clés : Indice de réfraction, Sang humain, Modélisation, Prédiction, Réseau de Neurones.



Résumé

Abstract: Modeling of the refractive index of blood

The optical properties of blood play a crucial role in medical diagnosis and treatment, as well as in
the design of new medical devices. Hemoglobin is a vital constituent of blood whose optical
properties affect all optical properties of human blood. It has been reported that the refractive index
of hemoglobin is highly dependent on its concentration which is a function of the physiology of
biological cells. This makes the refractive index of hemoglobin an essential non-invasive biological
marker of disease. Unfortunately, the complexity of the blood tissue makes it difficult to
experimentally measure the refractive index of hemoglobin. While a few studies have reported on the
refractive index of hemoglobin. In addition, obtaining the refraction by an experimental approach is
quite laborious. In this work, a precise, fast and relatively practical strategy for estimating the
refractive index of hemoglobin is reported. Thus, the ANN-MLP model is presented for the prediction
of the refractive index of hemoglobin using wavelength, temperature and hemoglobin concentration
as inputs. The developed neural model is characterized by excellent precision and very low error
estimates. The correlation coefficients obtained in these studies are respectively (0,9997, 0,9998 and
0,9996) for the results of learning, testing and validation. In addition, the result shows an almost
perfect correspondence with the experimental data and also demonstrates a significant improvement
compared to a recent mathematical model available in the literature. The predictions of the PMC-
RNA model also provide insight into the influence of wavelength, temperature and concentration on

IR measurement values.

Keywords: Refractive index, Human blood, Modeling, Prediction, Neural Network.
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Introduction générale

La force vitale chez tout étre humain, quelle que soit sa couleur, sa race et sa religion, qu’il
soit en bonne santé ou malade, porteur de bonnes ou de mauvaises nouvelles, est un liquide rouge qui
coule dans ses arteres et ses veines. Les divers composants de ce liquide forment un systeme tres
élaboré de décence et de transport qui donne et sauve la vie [1]. Le sang est considéré comme un «
tissu liquide » et constitue 1’'un des organes les plus grands et importants de notre corps. C’est un
univers en soi ou chaque composant a une tache particuliére : les globules rouges véhiculent
I’oxygene a travers 1’organisme, le plasma transporte les protéines y compris les anticorps et les
facteurs de coagulation ainsi que des nutriments tels que le glucose qui apporte 1’énergie dans tout
I’organisme, tandis que les globules blanc constituent un mécanisme de défense contre la maladie
quand aux plaquettes, elles arrétent les saignements.Le sang transporte aussi les déchets, produit par

tous les organes et qui doivent étre évacués de 1’organisme[1].

Les techniques optiques utilisées pour la mesure des propriétés optiques du sang sont d'un
grand intérét dans le diagnostic clinique. L’analyse sanguine est une procédure de routine utilisée
dans les diagnostics médicaux pour confirmer I’état d’un patient. La mesure des propriétés optiques
du sang est difficile en raison de la nature non homogéne du sang lui-méme. De plus, il y a beaucoup
de variation dans les indices de refraction rapporté dans la littérature [2]. Telles sont les raisons qui
ont motivé les chercheurs a développer un modéle neuronal permettant de prédire l'indice de
réfraction du sang humain en fonction de la concentration, de la température et de la longueur d'onde.
Les mesures expérimentales ont été effectuées sur des échantillons d’hémoglobine [2]. Les propriétés
optiques de I'hémoglobine véhiculent des informations quantitatives qui sont d'un grand intérét dans
le diagnostic médical ou la prise en compte des propriétés optiques du sang est essentielle [3,4]. Ils
révélent des informations vitales sur 1’état de santé d’un patient et jouent en méme temps un role clé
dans les applications thérapeutiques de la médecine laser [5]. La spécification des propriétés optiques
du sang est essentielle dans le développement de nouvelles techniques optiques utilisées dans les
domaines de la biologie et médecine [6]. Plus précisément, la connaissance de l'indice de réfraction
(IR) de I'némoglobine est tres utile dans de nombreuses techniques optiques car il offre un apercu de
la nature des maladies des cellules sanguines parce que I’IR concerne les propriétés biophysiques des

cellules [7].

Le but de ce travail est donc de développera un modeéle neuronale précisée basée sur une
technique d’intelligence artificiel (RNA) afin de prédire la partie réelle de I’indice de réfraction (IR)
du sang humain, on se base sur trois parametres partirons d’hémoglobine qui sont : la longueur d’onde

(1), la température (T) et la concentration (C).
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La présente étude est composée de trois chapitres structurés comme suit :

Le premier chapitre rassemble toutes les données a propos du sang et de ses constituant, ainsi

I’appareil utilisé pour mesurer le parametre a étudier.

Le seconde chapitre est consacré pour données des genéralisé sur les méthodes et les techniques

adoptées pour notre travail & savoir le RNA de type PMC.

Le dernier chapitre présente la méthodologie de la modélisation neuronale adoptée dans notre travail

pour estimer 1’indice de réfraction a partir les trois entrées retenues : (1), (T) et(C).

Le mémoire se termine par une conclusion générale qui récapitule les résultats pertinents et des

perspectives qui peuvent étre envisagées dans le futur.
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Chapitre | Le sang et lindice de réfraction

I.1. Introduction

Les propriétés optiques du sang jouent un réle crucial dans le diagnostic et le traitement médicaux,
ainsi que dans la conception de nouveaux dispositifs médicaux. L'hémoglobine est un constituant vital
du sang dont les propriétés optiques affectent toutes les propriétés optiques du sang humain. 1l a été
rapporté que l'indice de réfraction de I'hémoglobine dépendait fortement de sa concentration qui est

fonction de la physiologie des cellules biologiques [8].

Dans ce chapitre nous exposons les différentes notions théoriques concernant le sang, puis
nous parlons les principales compositions biologiques du sang humain, leur caractéristiques et
fonctions des éléments figurés. En suite en donne des généralités sur I’indice de réfraction et Ses

appareils de mesure.
I.2. Historique du sang humain

Depuis la plus haute antiquité, ’homme a considéré le sang comme le symbole méme de la

vie " La riviere de vie ". On lui attribuait la possibilit¢ de ranimer un organisme épuisé par
I’hémorragie, de redonner, si ce sang était " jeune et frais ", force et vigueur au vieillard, ou méme le
bon sens au fou [9]. Et méme aujourd'hui, alors que I'hématologie " la science du sang " procure une
connaissance objective, cette ambiguité demeure. C'est dans le foie que Galien au lleme siécle, situe
la formation et la régulation du sang. Pendant 1500 ans, personne n'ose réfuter cette idée. Quand
William Harvey, médecin anglais, affirme en 1623 que le sang circule en un circuit fermé, chassé du
cceur vers les organes, puis des organes vers le cceur, il déclenche une véritable révolution. Pourtant,
il a raison. Apres avoir fait I'objet de nombreux dessins anatomiques, les écorches, la circulation du
sang se visualise aujourd'hui par toutes sortes de méthodes, telle I'angiographie, et se répare par les
médicaments et la chirurgie. Les premiéres descriptions de la composition du sang remontent au
XVlléme siécle, avec Leuwenhoek, I’inventeur du microscope, Malpighi et Swammerdam.

Le sang est a la fois le miroir ou se refletent le bon ou le mauvais fonctionnement de tous les
organes, et la preuve de I’unicité de chaque étre humain. Chacune de nos cellules porte la marque de
notre individualité, grace a un groupe de molécules appelées marqueurs. D’abord reconnus sur la
membrane des globules rouges, ces marqueurs sont désormais identifiables au niveau du gene.
Chaque individu posséde une formule biologique unique, une carte d’identité infalsifiable. Ces
développements sont bien connus par leurs applications, entre autres, dans le domaine de la police
scientifique pour confirmer I’identification d’un criminel ou d’une victime. Le sang est aussi une

matiére premiere, qui peut étre donnée, échangée ou vendue [10].
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1.3. Le sang

» Le sang est un tissu vivant [11], qui distribue aux cellules du corps humain tout ce dont elles
ont besoin pour y maintenir la vie : oxygéne, nutriments, electrolytes hormones, vitamines et
substances necessaires a la protection contre les maladies. 1l débarrasse aussi le corps de la
chaleur et de ses différents déchets comme il sert également a amener aux tissus les cellules
et les molécules du systéeme immunitaire, et a diffuser les hormones dans tout I’organisme. Il
représente environ 8% du poids corporel. Le volume sanguin chez un homme adulte est de 5
a 6 litres et de 4 & 5 litres chez la femme [9,12].

» Généralement, on imagine que le sang est rouge parce qu’il contient des globules rouges. Mais

au contraire cela revient a se demander pourquoi les globules rouges sont rouges ?
Les globules rouges sont constitués d’hémoglobine qui est un pigment rouge lorsqu’il est
soumis a la lumiére blanche renvois seulement des photons dont la longueur d’onde est le
rouge. L’hémoglobine est constituée de fer et d’oxygéne : le fer associé a I’oxygene crée de
I’oxyhémoglobine, qui donne la couleur rouge au sang [13].

» Le sang régularise le PH au moyen du systeme tampons ; il regle aussi la température
corporelle grace aux propriétés d’absorption de chaleur et de refroidissement de son contenu
aqueux. De plus, le surplus de chaleur corporelle est transporté par le sang jusqu’a la peau

d’ou il est éliminé dans I’environnement [9].
I.4. Composition biologique du sang humain

Le sang humain est constitué d’un liquide, appelé plasma, dans lequel se trouvent des : globules
rouges (erythrocytes ou hématies), globules blancs (ou leucocytes) et plaquettes ces derniéres se

déposent au fond de I’éprouvette en formant un dense culot rouge [14].
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Figure 1.1 : Composition du sang [15].

1.4.1. Le plasma

C’est un liquide plutdt transparent et de couleur jaune clair, correspond a la partie liquide du sang
et constitue environ 55% du volume total de sang. Il est constitué en grande partie d’eau (90%) et de
protéines (= 7%). Il contient également des sels minéraux (bicarbonate...) et des ions (calcium,
cuivre,), des carbohydrates (glucose, fructose, ...), des nucléotides, des vitamines, des hormones, des
lipides et triglycérides... [16].

Sans plasma, les cellules sanguines solides ne pourraient pas étre transportées a travers le corps.
En plus d’eau (90 %) et de sels, le plasma contient des hormones et des substances protéiques. Une
de ces protéines, le fibrinogene qui est un facteur de coagulation. Le liquide restant est appelé le sérum
[17].

e Lesérum est le liquide sanguin débarrassé de ses cellules et des protéines de la coagulation, c‘est
le liquide surnageant obtenu aprées coagulation et centrifugation du sang dans un tube « sec »,
c’est -a-dire sans inhibiteur de la coagulation. A 1’inverse du plasma, qui lui est obtenu par simple
centrifugation sans coagulation préable (donc prélevé dans un tube contenant des anticoagulants),
le sérum est débarrassé des facteurs de coagulation et fibrinogéne, consommeés par la coagulation
[18].
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Figure 1.3 : Préparation du sérum sanguin [20].

1.4.1.1. Critéres de choix entre sérum et plasma au laboratoire d’analyses médicales
Le sérum et le plasma sont des produits sanguins de composition différente, celle du sérum ayant
été modifiée par la coagulation.

v" Certains composés sont consommeés durant la coagulation (exemples : glucose, fibrinogéne).
Leur concentration est donc abaissée dans le sérum.

v’ Certains autres composés sont produits ou libérés dans le sérum durant la coagulation
(exemples : potassium, lactate, phosphates). Leur concentration est donc augmentée dans le
sérum.

v Pour obtenir le plasma, le tube de prélévement doit contenir un anticoagulant. Le plasma est
plus simple et plus rapide a obtenir. Il est théoriquement plus représentatif de la réalité

physiologique d’un sang non coagulé [21].
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1.4.1.2 Les protéines plasmatiques

A T’exception de 1’eau, les protéines constituent la majeure partie du plasma sanguin. En effet, ce

dernier contient plus d’une centaine de protéines qui peuvent étre classées en trois principales

catégories : I’albumine, les globulines et les fibrinogénes [22].

L’albumine

L’albumine représente le constituant protéique majeur du plasma sanguin, avec une
concentration de 30 a 50 (g/L), ce qui correspond a environ 60% des protéines plasmatiques.
Elle est synthétisée par le foie sous forme d’une chaine polypeptidique de 585 acides aminés
et posséde un poids moléculaire de 66 kDa. C’est une protéine non glycosylée et chargée
négativement [23,24].

Grace a sa fonction thiol libre, I’albumine est capable de se lier a de nombreux ligands, tels
que des acides gras, des ions métalliques... Cette protéine est responsable de 80% du pouvoir
oncotique du plasma. En effet, il est estimé que chaque gramme d’albumine permet de retenir
18 ml d’eau. Elle possede ¢galement une fonction antioxydante et des propriétés de transport

[23,24,25].

Figure 1.4: Structure de I’albumine, montrant la liaison avec 7 molécules d’acide
arachidonique [24].

Les globulines

Il s’agit principalement des immunoglobulines (Ig) ou anticorps (Ac). Ces protéines
représentent 20% des protéines plasmatiques, avec une concentration comprise entre 12 et
15 (g/1). Leur structure de base est composée de quatre chaines polypeptidiques, deux lourdes
(= 53-75 kDa) et deux légeres (= 23 kDa), maintenues entre elles par des ponts disulfures.

Chaque chaine légere est composée d’une région variable et d’une région constante tandis que

-7-



Chapitre | Le sang et lindice de réfraction

chaque chaine lourde contient une région variable et trois régions constantes. L’association
des régions variables d’une chaine lourde et d’une chaine 1égére constitue le site de liaison a

I’antigéne ou paratope [26,27].

Figure 1.5: Structure générale d’une immunoglobuline [28].
e les fibrinogénes

Le fibrinogene est une protéine du sang qui joue un réle dans la coagulation. Il participe a la
formation des caillots sanguins et module également 1’activité des plaquettes sanguines et
des cellules des vaisseaux. Sous I’action d’une autre protéine, la thrombine, il se transforme
en fibrine. Il est synthétisé par les cellules du foie. Son taux dans le sang varie normalement
de 2 a 4 g/l. Cependant, la synthése de cette protéine peut augmenter a la suite d’un stress, au
cours de la grossesse ou aprés I’injection de certains médicaments ou d’hormone de
croissance. Une augmentation du taux de fibrinogéne dans le sang est aussi révélatrice d’un

état inflammatoire [29].

Figurel.6 : La structure chimique de fibrinogéne [30].
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1.4.2. Eléments figures

Trois types de cellules sont en suspension dans le plasma sanguin (figure 1.7).

e Les globules rouges : dont la fonction consiste a transporter 1’oxygene des poumons vers les
tissus, ainsi que le dioxyde de carbone des tissus aux poumons.

e Les globules blancs : constituent un des moyens de défense de 1’organisme contre les agents
infectieux.

e Les plaguettes : jouent un réle dans la coagulation du sang.

Plaquettes

Globule Globule
blanc rouge

Figure 1.7 : Des éléments figurés dans le sang [1].

a. Les globules rouges (érythrocytes ou hématies)
A raison de (4 a 6).106 unités par mm3 de sang et constituent le principal facteur de la

viscosité du sang.

Figure 1.8 : Les globules rouges [1,15].
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Les érythrocytes ont la forme de petits disques biconcaves de 6 a 8 um de diamétre plus
mince en leurs centres qu’a leurs extrémités, et sont anucléés. Leur durée de vie est de100 a 120 jours.

A leur mort, ils se fragmentent et sont éliminés de la circulation sanguine par les macrophages.

Les érythrocytes sont fabriqués dans la moelle osseuse rouge, principalement dans les cotes,
les vertébres, le corps du sternum et le bassin, ou se trouvent les hémocytoblastes, c’est-a-dire les
cellules souches qui peuvent donner naissance a n’importe quel type de cellule sanguine. Si les tissus
ne regoivent pas assez d’oxygene, le rein sécréte une hormone appelée érythropoiétine qui stimule la
production d’érythrocytes dans la moelle osseuse. Inversement, un apport d’oxygeéne excessif réduira

la sécrétion d’érythropoiétine et ralentira la production d’érythrocytes.
b. Les globules blanc (leucocytes)

Au nombre de (4 a 11).10s par mms de sang. lls ont des noyaux, des organites et jouent un
role crucial dans la lutte de 1’organisme contre les maladies causées par des virus, bactéries,

parasites et cellules tumorales.

A chaque fois que les leucocytes sont mobilisés, 1’organisme accélére leur production et peut

en doubler le nombre en quelques heures.

On distingue 2 types principaux de leucocytes, qui se différencient par des critéres

structuraux [31] :

e Les "polynucléaires” qui paraissent avoir plusieurs noyaux. Il s’agit en fait de noyaux

multilobés.

e Les ""mononucléaires” qui comprennent deux types de cellules totalement différentes : les
lymphocytes, support de I’'immunité et de la mémoire immunitaire, et les monocytes sont des

cellules macrophagiques circulantes.
b.1. les polynucléaires
e Db.1.1. Les neutrophiles

Les neutrophiles Sont les leucocytes sanguins les plus abondants ils ont une taille moyenne
(de 10 a 14um), leur noyau est de 2 a 5 lobes avec une chromatine assez dense, et leur cytoplasme
abondant contient de fines granulations qui prennent un couleur marron. lls représentent 60 a
65% des leucocytes sanguins, soit un taux moyen chez I’adulte de 2400 a 7000 polynucléaires

neutrophiles par mm3 de sang.
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NEUTROPHILE

Figure 1.9 : Les neutrophiles [15,32].
e Db.1.2. Eosinophiles

Le polynucléaire eéosinophile est aisément reconnaissable sur frottis sanguin. C’est une
cellule de taille moyenne (10 a 14 pum), comportant un noyau a 2 lobes réunis par un pont
chromatinien. Ils représentent 1 a 3% des leucocytes sanguins soit en valeur absolue de 40 a
300 par mma3 leur durée de vie moyenne est de 3 a 8 jours.

Ils interviennent dans les défenses immunitaires par leur pouvoir phagocytaire et certaines

substances contenues dans leurs granules.

Figure 1.10: Les éosinophiles [ 15,32].

e b.1.3. Basophiles

Les polynucléaires basophiles ont un noyau assez volumineux. Ils ont un diametre de 10 a 14
um. Les polynucléaires basophiles sont les moins nombreux.
Ils représentent moins de 1% des leucocytes sanguins. 1l y a donc moins de 40 polynucléaires

basophiles par mm3 de sang.
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Figure 1.11: Les basophiles [ 15,32].

b.2. Mononucléaires
Dépourvus de granulations visibles, ils différent d’un point de wvue fonctionnel des

polynucléaires. 1l en existe deux types :

e b.2.1. Lymphocytes

Les deuxiémes plus nombreux des leucocytes, ils ont une taille variable de 10 & 15 um de
diametre. On distingue parfois les petits lymphocytes qui ont le diamétre d’un globule rouge.
Les lymphocytes représentent 20 a 40% des leucocytes sanguins chez 1’adulte. 11 y a donc

entre 800 et 4000 lymphocytes par mm3 chez 1’adulte.

Figure 1.12: Lymphocyte [15].
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Dans le sang circulant, la majorité des lymphocytes sont de type T (70 a 80%). Bien qu’ils soient

de morphologie identique, les lymphocytes B et T ont des spécificités qui leur sont propres :

-Les lymphocytes B : Chacune de ces cellules reconnait un antigéne particulier grace a un
récepteur spécifique situé a sa surface. Une fois 1’étape de reconnaissance achevée, les cellules B se
divisent et se différencient en plasmocytes, qui sécretent le récepteur spécifique sous forme soluble
appelée anticorps (glycoprotéines). Ils se lient a I’antigéne qui a déclenché 1’activation initiale des

cellules B, étant quasiment identiques aux récepteurs membranaires des lymphocytes [1].

-Les lymphocytes T : L’activation des lymphocytes T par les antigenes induit une série de
bouleversements qui aboutissent a leur différentiation finale. On distingue par ailleurs plusieurs
classes de lymphocytes T matures. Certains assistent le lymphocyte B pour la reconnaissance de
I’antigéne ou interagissent avec les monocytes et les aident a détruire les pathogenes ; ce sont les
lymphocytes T auxiliaires (TH pour helper). D’autres sont spécialisés dans la destruction des cellules
infectées par des virus, ou des parasites. Cette activité est appelée cytotoxicite, et ces cellules appelées
cellules T cytotoxiques (TC). Ces groupes de cellules T ne reconnaissent les antigénes que lorsqu’ils
sont associés a des marqueurs spécifiques des cellules hétes, via des récepteurs spécifiques
d’antigene. Les lymphocytes T exercent leurs fonctions soit par la libération de protéines solubles,

les cytokines, soit par contact cellulaire direct [1].

- Les lymphocytes Nk : Les cellules NK sont des cellules « sentinelles » ayant pour vocation
d'éliminer rapidement les cellules anormales (tumorales ou infectées), tout en respectant les cellules
saines. La mise en place des fonctions NK est rapide car contrairement a celle des lymphocytes T et
B elle ne nécessite pas d'étape de prolifération ni de différenciation. Les cellules NK permettent
I'élimination rapide de cellules anormales (« stressées ») grace a la production d'effecteurs
cytotoxiques et de cytokines. Par ailleurs, en favorisant la maturation des cellules dendritiques et
I'activation des macrophages, elles participent a la mise en place de la réponse adaptative médiée par
les lymphocytes T [33].
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T - Lymphocytes B - Lymphocytes NK - Lymphocytes

Figure 1.13 : Type de Lymphocytes [34].

e b.2.2. Monocytes
Les monocytes sont de grandes cellules de 15 a 24 um de diametre. Leur noyau est
irrégulier, Le cytoplasme est de forme tres irréguliére et contient de nombreuses et fines
granulations.
Les monocytes représentent 2 a 10% des leucocytes sanguins soit une moyenne de 80 a

1000 monocytes par mma3.

Figure 1.14: Monocytes [15].

e Leur composition se déroule dans la moelle osseuse via la multiplication et la différentiation

des cellules souches (figure 1.15).
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Figure 1.15 : La différentiation myéloide et lymphoide [15]

e " La formule sanguine " ou pourcentage relatif des différents types de leucocytes est trés
important car il sert & dépister un nombre anormal de leucocytes, ou de formes anormales (tableau
.2).
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Tableau I.1: Formule sanguine [35]

Nom de cellule | Pourcentage Maladies causées en cas d’augmentation du nombre
normale
_ Leur élévation importante signe une infection mais ils
Neutrophile 60 a 65 augmentent aussi chez le fumeur, sous traitement corticoide
ou dans certaines leucemies.
‘ Leur élévation signe des terrains : allergiques, colitiques et
Eosinophile la3 parasitoses.
_ 05 Leur augmentation se rencontre dans certaines leucémies,
Basophiles dans les cirrhoses et les problémes thyroidiens.
20 340 Leur augmentation se constate dans beaucoup de maladies
Lymphocytes virales mais aussi dans les leucémies.
5310 Leur nombre augmente dans certaines maladies comme la
Monocytes a . \ - : .
mononucléose, aprés une anémie et dans certaines leucémies.

c. Plaquettes

Au nombre de (140 a 440).103 par mm3 de sang, les plaquettes ne sont pas des cellules a
proprement parler. Ce sont des fragments de cellules multi-nucléés appelées mégacaryocytes.

Les plaguettes se présentent comme des corpuscules de forme irréguliére, de teinte sombre et
disséminés parmi les autres éléments figurés du sang. Leur diameétre est de 2 a 4um. Elles sont
nécessaires au processus de coagulation du sang en limitant les pertes sanguines lorsque des
vaisseaux sanguins sont brisés : adhérant a I’endroit endommageé, elles forment un bouchon

temporaire. Les plaquettes sont anucléées ; elles vieillissent rapidement et dégénerent en dix jour

[1].
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Figure 1.16: Plaquettes sanguine [15]

c.1. Fonction des plaguettes

Elles jouent un réle fondamental dans les phénomeénes initiaux de coagulation. Le feuillet externe de
la membrane plasmique contient un épais glycolemme riche en molécule d'adhésion qui sont
exprimées quand la plaquette est activée. Elles adhérent ainsi au collagene quand il y a effraction de
I'endothélium. L'actine et le systéme de microtubules provoquent une adhésion des plaquettes entre
elles. Le faisceau de microtubules en se dépolymérisant en filaments participe a l'agrégation des
plaquettes. La couronne d'actine périphérique permet également, en se contractant, lI'extrusion du
contenu des granulations par le réseau canalaire, et provoque la synthése de thromboxane a partir de
I'acide arachidonique contenu dans les phospholipides de la membrane plasmique. Le thromboxane
libéré a une action vasoconstrictrice. Les substances excrétées provoquent I'adhérence des autres

plaquettes [36].
1.5. Fonction du sang

e Omniprésent dans le corps ;
Transport d’O2 et de CO2 ;

e Transport de nutriments (lipides, glucose, protides, vitamines...) ;

e Transport des déchets du métabolisme (urée, créatinine, bilirubine...) ;
e Défense de I’organisme : globule blanc + le complément ;

e Régulation thermique ;

e Transport des hormones ;

e Régulation du pH de I’organisme ;

e (Coagulation a la moindre breche ; c’est ce que 1’on appelle I’hémostase.
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1.6. Caracteéristiques et fonctions des elements figurés

Les caractéristiques et les fonctions des éléments figurés sont représenté dans le (tableau 1.2).

Tableau 1.2: Caractéristiques et fonctions des eléments figurés [35].

Cellule Diamétre (um) Fonction Densité (g/cm3)
érythrocyte 6-8 Transport d’02 1.090 - 1.110
plaquette 2-4 Coagulation 1.054 - 1.062
Monocyte 15 - 14 Surveillance immunitaire, 1.055 — 1.062

précurseur des macrophages
neutrophile 10-14 Défense de I’organisme 1.080 - 1.084
Eosinophile 10- 14 Defense contre parasites et |4 480 1.084
allergies
basophile 10-14 Inflammation et allergie 1.080 —1.084
Lymphocyte T 6-15 Immunité cellulaire 1.060 -1.072
Lymphocyte B 6-15 Anticorps, precurseur des 1.060 — 1.072
plasmocytes

1.7. Les propriétés physiques du sang

e La viscosité : Le sang est un liquide plus visqueux, plus épais et plus dense que ’eau, il
circule plus lentement que I’eau et cela tient, en partie, a sa viscosité [9].

e Latempérature : elle est d’environ 38°C, légérement au-dessus de la température normale
du corps.

e Le PH : Le sang est légerement alcalin, son ph se situant entre 7.35 et 7.45.

e Laresistivité : la résistivité d’un humain biologiquement équilibré se situe entre 175 et 210
Q.cm, et entre 210 et 240 Q.cm pour les sportifs (sang trés fluide). Elle diminue avec 1’age
et les phénomeénes de vieillissement accéléré comme I’empoisonnement par les métaux lourds
[37]. 1l apparait une diminution de la conductivité avec 1’élévation de I’hématocrite.

e Permittivité du sang : En basse fréquence, les valeurs de la permittivité diminuent avec la
baisse de I’hématocrite. Avec 1’augmentation de la fréquence, cette chute devient de moins
en moins importante. A partir de ce point, on observe le phénomeéne inverse : une diminution

de I’hématocrite induit une augmentation de la permittivité [38].
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1.8. Indice de réfraction

L’indice de réfraction d'un matériau medium est un paramétre optique important car il présente
les propriétés optiques du matériau. Ses valeurs sont souvent nécessaires pour interpréter différents
types de données spectroscopie. Les coefficients d'indice de réfraction sont des paraméetres importants
dans la conception d'un laser & semi-conducteurs. Le probléme de falsification augmente de jour en
jour et, par conséquent, une simple mesure automatique et précise de I'indice de réfraction du matériau
est d'une grande importance de nos jours. Des mesures rapides de la réfraction des dés a l'aide de
techniques simples et de réfractometres peuvent aider a contréler dans une plus grande mesure

I'adultération des liquides d'usage courant [39].
1.8.1. Définition

On appelle réfraction le changement de direction que subit un rayon lumineux en passant d'un
milieu optique donné a un autre. Ce changement est dd a une modification de la vitesse de propagation

a partir du point, appelé point d'incidence, ou le rayon lumineux incident frappe l'interface [40].
L’indice de réfraction est une grandeur définie pour tout milieu matériel transparent comme le rapport
de la célérité de la lumiere dans le vide par la celérité de la lumiere dans ce milieu [40]. L'indice de
réfraction complexe n = nge + injm st constitué d'une partie réelle nrel, qui représente le rapport de
la vitesse de la lumiere dans le vide a la vitesse de la lumiére dans le matériau ngel = ¢ / v, et une
partie imaginaire njy,, qui représente un parametre d'absorption caractérisant le matériau, La partie
imaginaire de I'indice de réfraction peut étre comprise a l'aide de la loi de Bouguer-Lambert [2].
1.8.2. Mesure d’un indice de réfraction avec le réfractometre d’Abbe

Le terme de réfractométre est principalement utilisé pour nommer des appareils qui permettent de
déterminer I'indice de réfraction d'un liquide, bien qu'il existe également des instruments qui permettent
la détermination de I'indice de réfraction d'un solide. Nous allons ici nous restreindre a la détermination

de I'indice de réfraction des liquides.
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1.8.2.1. Construction du refractometer

Figure 1.17 : Les compositions du refractometre [41].

1. Oculaire : permet de voir le champ visuel qui comprend a la fois le réticule et 1’échelle.

Equipé d’une vis moletée pour la mise au point ;

2. Capuchon pour vis de réglage de I’échelle graduée : diviser le capuchon : apparait alors
la vis de réglage. Le réglage s’effectue facilement en tournant cette vis a 1’aide de

I’accessoire prévu a cet effet ;

3. Bouton « dispersion » : Achromatiser pour obtenir une ligne de démarcation nette entre la

plage lumineuse et la plage sombre du champ visuel ;

4. Bouton de mesure : tourner le bouton pour faire coincider la ligne de démarcation entre la
plage lumineuse et la plage sombre avec la croisée des fils du réticule dans le champ visuel.
Ce bouton est également relié a I’échelle graduée qui se trouve dans le méme champ visuel

que la ligne de démarcation [41].

1.8.2.2. Principe de fonctionnement

Le terme de réfractomeétre est utilise pour nommer des appareils qui permettent de déterminer
I’indice de réfraction d’un liquide, plus rarement d’un solide. On appelle réfraction le changement de
direction que subit un rayon lumineux en passant d’un milieu optique a un autre. Ce changement est
dd a une modification de la vitesse de propagation de la lumiére a partir du point d’incidence ou le
rayon lumineux frappe I’interface. L’indice de réfraction varie en fonction de la longueur d’onde de

la lumiere, de la température et de la concentration des constituants de la solution [39].
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=]

Rayon réfracté hirnite

Figure 1.18: Frontiére limite a I'intérieur du prisme du fait de la réfraction [42].

L’appareil est constitué¢ de deux prismes : le prisme supérieur permet I’éclairage, le prisme inférieur
permet la mesure. Un miroir renvoie le faisceau lumineux a travers un oculaire avec un réticule gradué
en unités du produit a doser. La graduation est faite en usine et n’est pas modifiable. La lecture se

fait a I’intersection de la graduation et de la ligne de séparation entre une zone claire et une zone

sombre [39].

Figure 1.19: Les prismes de refractometre [41].

1.8.2.3. I’utilisation de refractomeétre

v' Etalonnage de I’instrument en utilisant I’eau distillée.
v Nettoyer les prismes avec des lingette de laboratoire acétone aprés chaque étalonnage.
v Déposer a I’aide d’un compte-goutte quelques goutte du liquide sur le prisme p et rabattre le

prisme p’.
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v Tourner le bouton 4 afin d’étre orienté au voisinage de I’angle limite ; la ligne de démarcation
entre les zones sobre et claire apparait alors dans I’oculaire (voir figure 1.20 : a).
v Tourner le bouton 3 afin de supprimer I’irisation due a 1’utilisation d’une lumiére incidente

polychromatique : la ligne de démarcation est alors nette (voir figure 1.20 : b).

v’ Réutiliser le bouton 4 pour amener cette ligne au centre de la mire (voir figure 1.20 : ¢).

(@) (b) (©)

Figure 1.20: Réglage de la mire [41].

v" Lecture de I’indice de réfraction : la fenétre de la lecture donne directement la valeur.

Figure 1.21: La lecture de I’indice de réfraction [41].
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1.9. Conclusion

Dans ce chapitre, nous avons donné des notions de base nécessaire dans la suite de nos travaux
sur le sang humain. Nous avons présenté sa composition biologique, ces caractéristiques et fonctions
des éléments figurés et ces propriétés physiques.

Dans un deuxiéme temps, nous avons expos¢ d’une fagon générale des notions sur 1’indice de

réfraction, sa définition et leur mesure. Nous avons terminé ce chapitre par I’appareil qui permette de

déterminer l'indice de refraction "refractométre Abb", nous avons présenté sa construction, leur

principe et utilisation.
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I.1. Introduction

Les réseaux de neurones artificiels constituent l'une des approches d’intelligence artificielle
dont le développement se fait a travers les méthodes par lesquelles I'hnomme essaye toujours d’imiter
la nature et de reproduire des modes de raisonnement et de comportement qui lui sont propre. Nous
présentons donc dans ce deuxieme chapitre un état de I'art de ces réseaux de neurones. D'abord, nous
rappellerons la définition et les propriétés des réseaux de neurones, avant de décrire les architectures
neuronales les plus utilisées, a savoir les modeles statiques et dynamiques. Nous poursuivrons en

exposant les différents types d'apprentissage, ainsi que les domaines d’applications.
11.2. Historique

En 1943, Mac Culloch et Pitts ont proposé le premier modele de neurone biologique [43]. Ce
dernier, appelé aussi neurone & seuil, a été inspiré des récentes découvertes en biologie. Ce sont des
neurones logiques (0 ou 1). Ces deux physiciens ont montré que les neurones formels peuvent réaliser

des fonctions logiques.

En 1949, le psychologue Donald Hebb a introduit, dans son ouvrage "The Organization of
Behavior", le terme connexionisme pour parler des modeles massivement paralleles et connectés. Il
a proposé de nombreuses regles de mise a jour des poids dont la plus connue a cette époque est la
"regle de Hebb" [43,44].

En 1958, le psychologue Frank Rosenblatt a développé le modele du perceptron [45]. 11 s’agit
d’un réseau de neurones, capable d’apprendre a différencier des formes simples et a calculer certaines
fonctions logiques. Il est inspiré du systéme visuel. Il a réussi a 1’appliquer dans la reconnaissance
des formes. Au début des années 60, les travaux de Rosenblatt ont vécu un grand intérét dans le milieu
scientifique. Mais en 1969, deux scientifiques américains appelés Minsky et Papert [43,46] ont publié
un livre dans lequel ont démontré les limites du perceptron proposé par Rosenblatt. En particulier,

son incapacité réside a la résolution des problémes non linéaires.

Les travaux se sont ralentis considérablement jusqu’aux années 80. En 1982, Hopfield a fini
par démontrer I’intérét des réseaux enti¢rement connectés [43,47]. Parallelement, Werbos a concu un
mécanisme d’apprentissage pour les réseaux multicouches de type perceptron : la rétro-propagation
(en anglais back-propagation). Cet algorithme, qui permet de propager I’erreur vers les couches
cachées, sera popularisé en 1986 dans un livre "Parallel Distributed Processing™ par Rumelhart et
McClelland [48].

-24 -



Chapitre 11

Les réseaux de neurones

En 1989 Moody et Darken [49] exploitent quelques résultats de 1’interpolation multi variables

pour proposer le Réseau a Fonctions de base Radiales (RFR), connu sous 1’appellation anglophone

"Radial Basis Function network™ (RBF). Ce type de réseau se distingue des autres types de réseaux

de neurones par sa représentation locale [50].

Depuis ces travaux, les applications des réseaux de neurones n’ont cessé de croitre. Les

applications en sont multiples et variées.
11.3. Les réseaux de neurones

Les réseaux de neurones artificiels ou réseaux connexionnistes sont fondés sur des modéles

qui tentent de mimer les cellules du cerveau humain et leurs interconnexions. Le but, d’un point de

vue global, est d’exécuter des calculs complexes et de trouver, par apprentissage, une relation non

linéaire entre des données numériques et des parameétres.

La figure 11.1 montre un schéma comportant la structure générale d'un neurone artificiel.

X3

Xn

Signaux ou
variables
d'entrée

x1 @—>

x2 @—>

Poids
synaptiques

Unité de
sommation

Fonction
d'activation

Un neurone artificiel

I’information, Il regoit les entrées et produit un résultat a la sortie.

u=x'wix;+0=wX+6

y=Fu)
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Figure 11.1: Schématisation d’un neurone artificiel [51].

est considéré comme un élément élémentaire de traitement de
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X1, Xz, ..., Xn ; sont les entrées externes. Y est la sortie. W1, W2, ..., Wy sont les poids associés a

chaque connexion. X est le vecteur d'entrée, W' est le vecteur poids, 6 est appelé le biais.

La fonction F est appelée fonction d'activation, c'est une fonction non linéaire. Différentes
fonctions d'activation peuvent étre utilisées, parmi lesquelles on peut citer : fonction signe, sigmoide,
tangente hyperbolique, Gaussienne... [52,53].et le choix d'un type de fonction dépend de
I'application. Les réseaux de neurones artificiels sont des combinaisons de fonctions élémentaires
appelées neurones formels, ou simplement neurones associés en couches et fonctionnant en paralléle.
Chaque processeur élémentaire calcule une sortie unique sur la base des informations qu'il recoit.

Toute structure hiérarchique de réseaux est évidemment un réseau.
11.3.1 Neurone biologique

Le cerveau humain posseéde deux hémispheéres latérales reliées par le corps calleux et d'autres
ponts axonaux, il pése moins de deux kilogrammes et contient mille milliards de cellules, dont 100
milliards sont des neurones constitués en réseaux.

Le neurone biologique (figure.Il.2) est une cellule vivante spécialisée dans le traitement des
signaux électriques. Les neurones sont reliés entre eux par des liaisons appelées axones. Ces axones
vont eux-mémes jouer un role important dans le comportement logique de 1’ensemble. Ils conduisent
les signaux ¢électriques de la sortie d’un neurone vers I’entrée (synapse) d’un autre neurone. Les
neurones font une sommation des signaux recus en entrée et en fonction du résultat obtenu vont
fournir un courant en sortie [54].

Les neurones sont des cellules nerveuses décomposables en 4 parties principales (figure.ll.2).
Les dendrites, sur lesquelles les autres cellules entrent en contact synaptique : c'est par les dendrites
que se fait la réception des signaux. Le corps de la cellule ou noyau, c'est 1'unité de traitement. L’axone
est la partie ou passent les messages accumulés dans le corps de la cellule. Enfin, a la sortie du neurone
on trouve les synapses, par lesquelles la cellule communique avec d'autres neurones, ce sont des

points de connexion par ou passent les signaux de la cellule.
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Synapses
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Figure 11.2 : Exemple de neurone biologique [55].

Un neurone stimulé envoie des impulsions électriques ou potentielles d'action, a d'autres neurones.
Ces impulsions se propagent le long de lI'axone unique de la cellule. Au point de contact entre
neurones, les synapses, ces impulsions sont converties en signaux chimiques. Quand I'accumulation
des excitations atteint un certain seuil d’activation, le neurone engendre un potentiel d'action, pendant
une durée de 1ms. Le neurone émettant le signal est appelé le neurone pré-synaptique et celui recevant

ce signal, neurone post-synaptique.

11.3.2. Neurone formel

Par définition un neurone formel (figure.ll.3) est une fonction algébrique non linéaire,

paramétrée, a valeurs bornées [56]. Il peut étre caractérisé par :

a) La nature de ses entrées (xi, Xz..., Xi..., Xn), qui peuvent étre les entrées du réseau ou les sorties
d’autres neurones du méme réseau.

b) La fonction d'entrée totale definissant le prétraitement (combinaison linéaire) effectué sur les
entrées comme YT w;.x; + b , dont Wi est le poids synaptique attaché a I’entrée i et le b

désigne le seuil d’activation (biais).
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c) Sa fonction d'activation, ou d'état f, définissant I'état interne du neurone en fonction de son

entrée totale. Cette fonction peut prendre plusieurs formes (Tableau.ll.1).

d) Sa fonction de sortie calculant la sortie du neurone en fonction de son état d'activation.

valolrs
dentras
poids
X, synaptigues _
fanction
d'activation

X2

g ('p — O

[ i réponse

1 fonction de o

I " 4

combinaison I
. seauil

Figure 11.3 : Structure générale de neurone formel [57].

Lafigure 1.4 résume la correspondance entre le neurone artificiel et le neurone biologique,

on remarque dans cette description schématique que chaque composant ou constituant du
neurone artificiel trouve son inspiration biologique.

Corps cellulaire

Fonction
d'activation

Signaux on
variables
d'entree

Noyan
synaptiqmes

Figure 11.4 : Comparaison entre un neurone biologique et artificiel [51].
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La fonction d’activation calcule la valeur de 1’état du neurone qui est transmise aux neurones

avals, elle sert aussi & introduire une non linéarité dans le fonctionnement du neurone, a la différence

des neurones biologiques dont 1’état est binaire, la plupart des fonctions de transfert sont continués

offrant une infinité des valeurs possibles comprises dans I’intervalle [0, +1] ou [-1, +1]. Il existe de

nombreuses formes possibles pour la fonction de transfert, le tableau.ll.1 résume quelques fonctions

de transfert utilisées dans le programme de calcul techniques MATLAB® [58].

Tableau I1.1 : Fonctions de transfert usuelles, a=f(n) [59].

. . . . Graphe de la Fonction dans
Nom de la fonction Relation entrée/sortie Fonction MATLAB®
: a=0si n<0 | - = :
Seuil a=1si n>0 SR EE— hardlim
S b
; Atri a=—1sin<0 | oo = )
Seuil symétrique a=1sin> 0 R hardlims
| -1
Linéaire a=n 7 0 ________ g purelin
a=0sin<o0 | | Mot
Linéaire saturée a=nsi0sn<1 —L—é ~ satlin
a:lsin>1 RS EETEEREREES
Linéaire saturée a=—lsi n<-1 | . Z
o a=nsi—-l<n<1 . L satlins
symetrique a=1l si n>1 juLL
Linéaire positive a=0sin< 0 B oslin
p a=1 Si nZ 0 ....................... " p
-1
Logistique (Sigmoide 1 .
logarithmique a=7 +e logsig
. e+n —e™m | a.f.! _______ .
Tangente hyperbolique a= 740L ........ . tansig
a=1_|n|"1S ........... 1 S S
Triangulaire de base n<+1 LL .:—*L o tribas
a=0, autrement | S
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11.4. Propriétés des réseaux de neurones

Les réseaux de neurones artificiels possédent une propriété fondamentale qui justifient I'intérét
croissant qui leur est accordé et que sont capable d’intervenir dans des domaines trés divers, et qui

les distingue des techniques classiques de traitement des données.

o Les réseaux de neurones sont des approximateurs universels : Cette propriété peut étre
énoncée comme suit : Toute fonction bornée suffisamment réguliere peut étre approchée
uniformément, avec bonne précision, dans un domaine fini de I'espace de ses variables, par un
réseau de neurones qui comporte une couche de neurones cachée en nombre fini, possédant
toute la méme fonction d'activation et un neurone de sortie linéaire [60,61].

o Parcimonie : Lors de la modélisation d’un processus a partir de ses données, on cherche
toujours a obtenir les résultats les plus satisfaisants possibles avec un nombre minimum de
parameétres. On dit que I'on cherche lI'approximation la plus parcimonieuse. Pour obtenir un
modele non linéaire de précision donnée, un RN a besoin de moins de parametres ajustables
que les méthodes de régression classiques (par exemple la régression polynomiale). Or le
nombre de données nécessaires pour ajuster le modéle est directement lié au nombre de ses

parametres [62,63].
1.5 Architecture de réseaux de neurones

Les réseaux de neurones artificiels regroupent en réseaux un certain nombre de neurones
formels connectés entre eux de diverses maniéres. Un réseau est defini par sa topologie, qui represente
le type de connexion existant entre les divers neurones du réseau, par la fonction d’activation qui le
caractérise et par les méthodes d'apprentissage utilisées pour trouver une relation non linéaire

optimale par approximation entre les variables d'entrées et de sorties.
11.5.1. Topologies

Les neurones sont connectés entre eux de diverses manieres. (a) Réseaux multicouche a
connexions Totales, (b) a connexions locales, (c) réseau a connexions complexes et (d) réseau

multicouche a connexions récurrentes (dynamique) (Figure.ll.5).
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Figure 11.5 : Topologies des RNA [54].

De la figure.ll.5 on peut distinguer deux familles de réseaux de neurones : non bouclés ou statiques
(@) et (b) et bouclés (dynamiques) (c) et (d).

Selon la topologie de connexion des neurones, on peut les classer en deux grandes catégories : réseaux

non bouclés (statique ou feed forward) et réseaux bouclés (dynamique, feed back ou récurrent).
11.5.2 Réseaux statiques "'feed-forward "'

Un réseau de neurones non bouclé est donc représenté graphiquement par un ensemble de
neurones connectés entre eux, I’information circulant des entrées vers les sorties sans "retour en
arriére” [64]. On constate que le graphe d’un réseau non bouclé est acyclique. En effet, si on se
déplace dans ce type de réseau a partir d’un neurone quelconque en suivant les connexions, on ne
peut pas revenir au neurone de départ. Les neurones qui effectuent le dernier calcul de la composition
de fonctions sont les neurones de sortie. Ceux qui effectuent des calculs intermédiaires sont les

neurones cachés (Figure 11.6).
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Les réseaux non bouclés a couche sont structurés tel que les neurones qui appartiennent a une
méme couche ne soient pas connectés entre eux, chacune des couches recevant des signaux de la
couche précédente et transmettant le résultat de ses traitements a la couche suivante. Les deux couches
extrémes correspondent a la couche d’entrée qui regoit ses entrées du milieu extérieur d’une part et a
la couche de sortie qui fournit le résultat des traitements effectués d’autre part. Les couches

intermédiaires sont appelées couches cachées, leur nombre est variable [65].

Variables d’entrée Couche cachee

X 4 Sortie
: s M Y
Xn Couche de sortie

Figure : 11.6 : Exemple d'un réseau de neurones non bouclé [66].

11.5.3 Réseau récurrents ""Feed-back™

Un réseau de neurones bouclé est schématisé par un graphe de connexions qui est cyclique.
Lorsqu’on se déplace dans le réseau en suivant le sens des connexions, il est possible de trouver au
moins un chemin qui revient a son point de départ (un tel chemin est désigné sous le terme de "cycle").
Ainsi, un retard entier multiple de 1’unité de temps choisie est attaché a chaque connexion d’un réseau
de neurones bouclé (ou a chaque arréte de son graphe). Une grandeur a un instant donné ne peut pas
étre fonction de sa propre valeur au méme instant. Tout cycle du graphe du réseau doit avoir un retard
non nul [65].

La figure 11.7 représente un exemple de réseau de neurones bouclé. Les chiffres dans les carrés
indiquent le retard attaché a chaque connexion, exprimé en multiple de I'unité de temps. Ce réseau
contient un cycle, qui part du neurone 3 et revient a celui-ci en passant par le neurone 4. La connexion

de 4 vers 3 ayant un retard d’une unité de temps.
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1
240

Figure 11.7 : Un réseau de neurones bouclé a deux entrées [65].

11.6. Phénomeénes d’apprentissage des réseaux de neurones

L’apprentissage est probablement la propriété la plus intéressante des réseaux de neurones, il est
considéré comme une phase du développement des réseaux de neurones dans laquelle les poids des
neurones sont calculés de telle maniére que les sorties du réseau soient aussi proches que possible des
sorties désirées, I’objectif des algorithmes d’apprentissages est de minimiser I’erreur de décision
effectuée par le RNA en ajustant les poids a chaque présentation d’un vecteur d’entrainement. On
peut divisees les types d’apprentissage en deux grandes catégories ; 1’apprentissage supervisé et

apprentissage non supervisé [67].
11.6.1. Apprentissage supervisé (supervised learning)

L’apprentissage supervisé correspond a la situation ou nous avons des exemples d’entrées et
de sorties simultanément, on cherche alors a construire un modéle capable de prédire et donner la
valeur de la sortie désirée connaissant les entrées et fournit un signal d’erreur quand une erreur est
minimale. 1l existe une procédure d’optimisation internes des parametres du réseau qui sont les poids
synaptiques, cette procédure est répétée jusqu’a qu’un critére de performance soit satisfait, la figure

11.8 montre bien le principe de cette méthode.
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Figure 11.8: Principe d’apprentissage supervisé [68].

11.6.2. Apprentissage non supervisé (unsupervised learning)

L’apprentissage non supervisé est basé sur les informations locales existant a 1’entrée, il
représente la capacité des réseaux de neurones a apprendre sans connaitre la sortie désirée, dans ce
cas le réseau organise lui-méme les entrées sont présentées de facon a minimiser un critére de
performance donné, les informations d’entrée sont présentées au réseau et des catégories internes sont
formées par une auto organisation du réseau, cet apprentissage est dit aussi compétitif du moment ou
il y a une compétition entre les unités du réseau a représenter le vecteur d’entrée, la figure 11.9 montre

le principe de cette mode d’apprentissage.

Prédiction

--------- Systeme

Evolution
implicite

Figure 11.9: Principe d’apprentissage non supervisé [69].
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11.6.3. Algorithme d’apprentissage

L’algorithme d’apprentissage (AA) est la méthode mathématique qui va modifier les poids de
connexions afin de converger vers une solution qui permettra au réseau d’accomplir la tiche désirée,
c’est une méthode d’identification paramétrique qui permet d’optimiser les valeurs des poids du
réseau. Plusicurs algorithmes itératifs peuvent étre mis en ceuvre, tels que 1’algorithme de

rétropropagation, la méthode Quasi-Newton et I’algorithme de BFGS.
e Algorithme de rétropropagation

La regle de I’algorithme rétropropagation est la regle la plus utilisée pour I’apprentissage
supervisé des réseaux de neurones, la technique de rétropropagation du gradient (en anglais : Back
Propagation) est une méthode qui permet de calculer le gradient de 1’erreur pour chague neurone du
réseau de la derniére couche vers la premiére. Leur principe est peut-étre décrit en trois étapes
fondamentales : 1’acheminement d’information a travers le réseau, la rétropropagation des sensibilités

par le calcul du gradient, et enfin 1’ajustement des parameétres par la régle du gradient approximé.

Un algorithme de rétropropagation permet de minimiser la fonction d’erreur entre valeurs
mesurées et valeurs calculées, cette minimisation est effectuée en modifiant les poids des connexions
de la sortie jusqu’aux entrées, c’est I’une des régles les plus utilisées pour 1’apprentissage supervisé
de réseaux de neurones. L’algorithme de Levenberg-Marquardt utilise une méthode du second ordre
comme algorithme de minimisation itérative des poids du modele, cette technique permet en effet de
converger vers le minimum de la fonction d’erreur plus rapidement du fait qu’elle considére la dérivée
seconde de la fonction d’erreur. La figure 11.10 montre la procédure de minimisation par 1’algorithme

de rétropropagation.
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Figure 11.10: Algorithme de rétropropagation du gradient d’erreur [70].
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e Méthodes Quasi-Newton

Cet algorithme nécessite la connaissance des valeurs de la fonction objectif a minimiser et le
vecteur des dérivées premiéres au point de solution, le vecteur des dérivées est évalué analytiquement.
Le principe des méthodes de résolution de type Quasi-Newton est reposé sur la production d’une
séguence de matrices symétriques définies positives qui soient améliorent des approximations de la

matrice Hessienne réelle ou son inverse.
e Algorithme de BFGS

L’algorithme BFGS tire son nom de ses inventeurs ", Broyden, Fletcher Goldfarb et Shanno™,
implicitement prend en compte les dérivées secondes, et s’aveére donc plus efficace que la méthode
de rétropropagation, le nombre d’itérations est nettement inférieur et le temps de calcul est réduits de

méme montant [71].

11.7. Les réseaux de neurones les plus utilises

La Figure 1.11 représente les réseaux de neurones les plus utilisés dans la littérature. Dans ce

qui suit, nous allons faire une description de chacun d'eux.

Réseaux de neurones

Y \

Réseaux non bouclés Réseaux récurrents

Y Y r ' '

Pecepron | Pecepton || Reseaux fonction || Réseansd || CAMeSMO- | AdapiveResonance || Reseans de

Monocouche | Molicouches || compétifons || Orgmisareese || Theory (ART) || Hopfield
el Kohoren (SON)

Figure 11.11 : Réseaux de neurones les plus utilisés [50]
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11.7.1. Le perceptron monocouche (perceptron simple)

Le perceptron est le premier modele des réseaux de neurones inventé en 1957 par Frank
Rosenblatt [45]. C'est un réseau simple, puisqu’il ne se compose que d'une couche d'entrée et d'une
couche de sortie. Il peut aussi étre utilisé pour faire de la classification et pour résoudre des opérations

logiques simples, il suit généralement un apprentissage supervise.

X2

Figure 11.12: Structure et comportement d’un perceptron mono couche [72].

11.7.2. Le perceptron multicouche (en anglais Multi Layer Perceptron)

Le perceptron multicouche PMC (en anglais : Multi Layer Perceptron MLP) est un réseau de

neurone non bouclé caractérise par une structure bien particuliere [73,74].

C’est une extension du précédent avec une ou plusieurs couches cachées entre 1’entrée et la
sortie [75]. Chaqgue neurone dans une couche est connecté a tous les neurones de la couche précédente
et de la couche suivante, les neurones d’une méme couche ne sont pas interconnectés. Il peut résoudre
des problémes non linéairement séparables et des problemes logiques plus compliqués [50], il suit un
apprentissage supervisé. La figure 11.13 montre la structure d’un réseau de neurone de type perceptron

multicouches, dans laquelle on distingue trois couches différentes :

e Couche d’entrée : cette couche représente toujours une couche associée aux entrées du
systéeme composée des cellules d’entrée qui correspondent aux K variables d’entrée.

e Couches cachées : chaque couche est composée de p neurones, dont la fonction d’activation
est de la famille des courbes en "S" bornées. Ces neurones n’ont aucun lien avec I’extérieur
et sont appelés neurones cachés [76].

e Couche de sortie : elle est constituée par la valeur de sortie de la combinaison linéaire des

fonctions sigmoides de la couche cachée.
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Figure 11.13 : Reéseau de neurone de type perceptron multicouche PMC [77].

11.7.3. Les réseaux a fonction radiale

Les réseaux a fonction de bases radiales (RFR) ou plus simplement réseaux a bases radiales
ont été proposés par Moody et Darken [49]. Les RFR seront donc employés dans les mémes types de
probléemes que les perceptrons multicouches a savoir, en classification et en approximation de

fonctions, particulierement. L'apprentissage le plus utilisé pour les RFR est le mode hybride.
11.7.4. Les cartes auto-organisatrices de Kohonen (SOM)

Les cartes topologiques ou cartes auto organisatrices ont été introduites pour la premiere fois
par Kohonen en 1982 [78]. Ce sont des réseaux a apprentissage non-supervisé qui établissent une
carte discrete, ordonnée topo-logiguement, en fonction de patterns d'entrée. Le réseau forme ainsi une
sorte de treillis dont chaque neeud est un neurone associé a un vecteur de poids. La correspondance
entre chaque vecteur de poids est calculée pour chaque entrée. Par la suite, le vecteur de poids ayant
la meilleure corrélation, ainsi que certains de ses voisins, vont étre modifiés afin d'augmenter encore

cette corrélation.
11.7.5. Les réseaux de Hopfield

Les réseaux de Hopfield [47] sont des réseaux récurrents et entierement connectés. Dans ce
type de réseau, chague neurone est connecté a chaque autre neurone et il n'y a aucune différence entre
les neurones d'entrée et de sortie. Ils fonctionnent comme une mémoire associative non-linéaire et
sont capables de trouver un objet stocké en fonction de representations partielles ou bruitées.
L'application principale des réseaux de Hopfield est I'entrepdt de connaissances, mais aussi la

résolution de problemes d'optimisation. Le mode d'apprentissage utilisé ici est le mode non-supervisé.
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11.7.6. Les réseaux ART

Les réseaux ART (en anglais Adaptive Resonance Theory) sont des réseaux a apprentissage
par compétition [79,80]. Dans ce genre de réseau, les vecteurs de poids ne seront adaptés que si
I'entrée fournie est suffisamment proche d'un prototype déja connu par le réseau. Il est a noter qu'il
existe deux principaux types de réseaux ART : les ART-1 pour des entrées binaires et les ART-2 pour

des entrées continues. Le mode d'apprentissage des ART peut étre supervisé ou non.

11.8. Modéle de réseau de neurone artificiel

Les poids et les seuils sont fixés dans le modele, chaque neurone est constitué d’un élément
de traitement avec des connexions d’entrée synaptique et une seule sortie. La premiere étape est un
processus ou les entrées x4, x,,..., X, sont multiplié par leurs poids respectifs wy, w,, ..., w,, puis
additionnés par le neurone. Une valeur de seuil b appelée bais, joue un rdle important pour certains
modeles de neurones et doit étre explicitement mentionnée comme parametre distinct du modéle

neuronal.

Afin de permettre les conditions des variables d’entrée et leurs effets sur la sortie, il est
nécessaire d’inclure une fonction d’activation non linéaire f(x) dans 1’agencement des neurones, des
niveaux d’amplification adéquats peuvent tre utilisés si nécessaire pour de petits signaux d’entrée,
ce qui évite de conduire la sortie a des limites inacceptables. Un certain nombre de fonctions
d’activation sont utilisées avec différents réseaux de neurones, le processus de sommation résultant
peut étre affiché dans I’Eq (11.03) et I’Eq (11.04) [70].

net = (xywq1 + xowa+...+x,w,) + b (11.03)

y = f(net) (11.04)

e Lesentrées : les entrées de réseau sont regroupées dans un vecteur X ; voir I’Eq (11.05), elles

peuvent étres : booléennes, binaires [0 ou 1], bipolaire [-1 ou 1], ou reelles.

x=]. (11.05)

e Les poids : le poids d’un neurone représente ’efficacité d’une connexion, ils sont présentés

dans une matrice de pois W ; voir I’Eq (11.06).
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W1,1 w1,2 wl,m

w=|W2r W22 (11.06)
Wni Wpa Wnm

e Les bais : les bais sont définies par le vecteur de bais b ; voir I’Eq (11.07).
b,
b,

b=|. (11.07)
b,

e Fonction d’activation : elle permet de définir I’état interne du neurone en fonction de ces
entrées, cette notion a éte expliqué dans la partie 11.3.3 de ce chapitre.

e La sortie : calcule la sortic d’un neurone en fonction de son état d’activation, en générale
cette fonction est considérée comme la fonction identité, elle est soit binaire ou réelle. La
sortie Y de réseau peut étre écrite sous la forme d’un facteur indiqué par I’Eq (11.08) et la

figure 11.14.

y=W=*x+Db) (11.08)

— ()

Xn W

n

Figure 11.14 : Sortie d’un réseau de neurone formel [81].

-40 -



Chapitre 11 Les réseaux de neurones

11.9. Conception d’un modéle neuronal

Les réseaux de neurones réalisent des fonctions non linéaires paramétrées. Leurs mises en

ceuvre nécessitent :

e La détermination des entrées et des sorties pertinentes, ¢’est-a-dire les grandeurs qui ont une
influence significative sur le phénomene que 1’on cherche a modéliser ;

e Laconstruction de la base de données et le choix des échantillons ;

e La détermination du nombre de neurones cachés nécessaires pour obtenir une approximation
satisfaisante ;

e Laréalisation de I’apprentissage ;

e L’¢valuation des performances du réseau de neurones a I’issue de ’apprentissage.
11.9.1. Détermination des entrées/sorties du réseau de neurones

Pour toute conception de modele, la sélection des entrées doit prendre en compte deux points

essentiels :

e Premiérement, la dimension intrinséque du vecteur des entrées doit étre aussi petite que
possible, en d’autres termes, la représentation des entrées doit étre la plus compacte possible,
tout en conservant pour I’essentiel la méme quantité d’information et en gardant a 1’esprit que

les différentes entrées doivent étre indépendantes.

e En second lieu, toutes les informations présentées dans les entrées doivent étre pertinentes
pour la grandeur que I’on cherche a modéliser : elles doivent donc avoir une influence réelle

sur la valeur de la sortie.
11.9.2. Construction de la base de données et choix des échantillons

Le processus d'élaboration d'un réseau de neurones commence par la construction d’une base
de données et le choix des échantillons. Il faut donc déterminer les grandeurs qui ont une influence

significative sur le phénomene que 1’on cherche a modéliser.

Cette étape est cruciale et aide a déterminer le type de réseau le plus approprié pour résoudre
un probléme donné. En particulier, la facon dont se présente I'échantillon conditionne le type de
réseau, le nombre de cellules d'entrée et de sortie et la fagon dont il faudra mener I'apprentissage, le

test et la validation [64].

-41 -



Chapitre 11 Les réseaux de neurones

Afin de développer une application a base de réseaux de neurones, il est nécessaire de disposer
de deux bases de données, une pour effectuer I’apprentissage et I’autre pour tester le réseau obtenu et

déterminer ses performances.

Pour mieux contrdler la phase d’apprentissage, il est souvent préférable de posséder une
troisieme base de données appelée "base de validation croisee™ [82]. Les avantages liés a 1’utilisation
de cette troisiéme base de données seront exposés dans les paragraphes suivants. Notons qu’il n’y pas
de régle pour déterminer ce partage d’'une manicre quantitative, néanmoins chaque base doit satisfaire
aux contraintes de représentativité de chaque classe de données et doit généralement refléter la

distribution réelle, ¢’est-a-dire la probabilité d’occurrence des diverses classes [83].

Généralement, les bases de données subissent un prétraitement qui consiste a effectuer une
normalisation appropriée tenant compte de ’amplitude des valeurs acceptées par le réseau. Les
valeurs d’entrées et de sortie sont normalisées dans un intervalle spécifique afin de donner a chaque
parameétre la méme influence statistique. De plus, un probléme additionnel peut survenir a cause d’une

possible saturation de la sortie, si la somme pondérée des entrées du perceptron multicouches (

Z(Wi X; )) est dans la partie asymptotique de la fonction d’activation.

11.9.3. Définition de la structure du réseau

La détermination de I’architecture optimale est restée pendant longtemps un probléme ouvert.
Il existe actuellement diverses méthodes empiriques mettant notamment en jeu des tests statistiques

pour une vaste classe de réseaux [84].

Comme nous I’avons mentionné, nous avons retenu le perceptron multicouche comme base
du modele. Nous structurons ce réseau en précisant le nombre de couches et de neurones cachés pour

que le réseau soit en mesure de reproduire ce qui est déterministe dans les données.
11.9.3.1. Nombre de couches cachées

Mis a part les couches d'entrée et de sortie, il faut décider du nombre de couches intermédiaires
ou cachées. Sans couche cachée, le réseau n'offre que de faibles possibilités d'adaptation. Néanmoins,
il a été démontré qu’un perceptron multicouche avec une seule couche cachée pourvue d’un nombre

suffisant de neurones, peut approximer n’importe quelle fonction avec la précision souhaitée [85].
11.9.3.2. Nombre de neurones cachés

Chaque neurone peut prendre en compte des profils spécifiques de neurones d'entrée. Un

nombre plus important permet donc de mieux “coller" aux données présentées, mais diminue la
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capacité de généralisation du réseau. Il faut alors trouver le nombre adéquat de neurones cachés
nécessaire pour obtenir une approximation satisfaisante. Le nombre de neurones cachés dépend du
type de données dont on dispose. En général, ce nombre est déterminé par des regles empiriques.

Suivant les auteurs, la taille de la couche cachée doit étre [86] :
e Soit égale a celle de la couche d'entree ;
e Soit égale a 75 % de celle-ci ;

e Soit égale a la racine carrée du produit du nombre de neurones dans la couche d'entrée

et de sortie.

Pour des cas plus sophistiqués, la recherche consisterait soit a :

e Estimer un réseau comportant de nombreux neurones puis a le simplifier par lI'analyse des

multi-colinéarités ou par une regle d'apprentissage éliminant les neurones inutiles ;

e Définir une architecture tenant compte de la structure des variables identifiées au préalable

par une analyse en composantes principales [87,88] ;

e Augmenter progressivement la complexité du modele a chaque itération, dite "Cascading”, et

réévaluer I’efficacité de généralisation a chaque addition d’un nouveau neurone [86].
11.9.4. Evaluation des performances du réseau de neurones

Enfin, la derniére étape doit permettre d’estimer la qualité du réseau obtenu en lui présentant
des exemples qui ne font pas partie de I’ensemble d’apprentissage. Elle permet a la fois d’apprécier
les performances du systéeme neuronal et de détecter le type de données qui posent probléme. Si les
performances ne sont pas satisfaisantes, il faudra, soit modifié 1’architecture du réseau, soit modifi¢

la base d’apprentissage.

11.10. Fonction de co(t
L’erreur quadratique moyenne (EQM) est définir par I’Eq (11.09), avec N sont le nombre des points
utilisé selon le cas : d’apprentissage, de test, de validation ou de I’ensemble entiére, ¢ (x;) les valeurs

d’intérét prédire par le modele, et y; ses valeurs observées ou expérimentales.

EQM =3, (yi - 0(x)’ (11.09

L’EQM est souvent utilisée lorsque le modéle doit prédire une grandeur continue, dans le

cadre d’un probléme de classification a deux classes, la grandeur a prédire est une variable binaire
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prendre la valeur 0 si I’exemple appartient a la classe Co ou prendre la valeur 1 si I’exemple appartient
a la classe €4. Néanmoins, si I’on estime les paramétres d’un réseau de neurones a partir de ces
données, il fournit une estimation de la probabilité "a posteriori" de la classe €4 [89,90,91]. Il existe
plusieurs algorithmes de minimisation de la fonction de codt, le tableau 11.2 montre quelques méthode

ou algorithmes utilisé dans le probleme de minimisation des fonctions de codt.

Tableau.ll.2 Algorithmes de minimisation de la fonction de codt [92].

Cette méthode est applicable pour D’apprentissage de modéles
statiques ou de prédicteurs non bouclés dont la sortie est linéaire par
rapport aux parametres inconnus.
Les algorithmes d’apprentissage fondés sur 1’évaluation du gradient
de la fonction de co(t par rapport aux parameétres procédent a la
minimisation de maniére itérative. Le principe des algorithmes de
gradient repose sur le fait qu’un minimum de la fonction de colt est
atteint si sa dérivée (son gradient) est nul.
La direction de descente est donc simplement 1’opposé de celle du
La méthode du gradient | gradient, ¢’est en effet la direction suivant laquelle la fonction de codt
simple diminue le plus rapidement. En pratique, la méthode du gradient
simple peut étre efficace lorsque 1’on est loin du minimum de J.
Les méthodes que nous venons de décrire sont simples mais en
géneral tres inefficaces. On a donc systématiquement recours a
I’utilisation de méthodes plus performantes (pour une comparaison
numérique entre ces méthodes, voir (Battiti 1992). Elles sont dites du
second ordre parce qu’elles prennent en considération la dérivée
seconde de la fonction de codt.

Méthode des moindres
carrés ordinaires

Principe des
algorithmes de gradient

Les méthodes de
gradient du second
ordre

11.11. Domaines d’application

Les grands domaines d'application des réseaux de neurones découlent naturellement des
propriétés énoncées précédemment. Nous présentons dans les sections suivantes quelques exemples

pour montrer le vaste étendu de leur applicabilité.
11.11.1. Modélisations prédictives

Plusieurs exemples ont été effectués dans la littérature sur la modelisation pour un but
prédictive utilisant les RNAs, tels que I’estimation des rendements en biomasse, en substrat comme
le glucose et en produit 1’éthanol par un réseau récurrent ayant comme entrées: les mesures
antérieures, les conditions du processus et les entrées de commande du processus, étudié par Zhu et

ces collaborateurs [93], ils ont utilisé un RNA pour décrire la production a grande échelle d’un produit
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a partir des mesures en ligne et la simulation récursive de la consommation du sucre. Galvan et ces
co-auteurs [94] ont utilisé les réseaux de neurones dans I’ajustement de données cinétiques complexes
des réactions chimiques, ils ont démontré que cette modélisation s’aveére treés utile lorsque les
mécanismes cinétiques ne sont pas bien saisis et que suffisamment de donneées sur des processus sont

disponibles.

Les RNAs peuvent remplacer les modéles semi-mécanistiques, & cause de sa robustesse, sa
facilité utilisation et sa rapidité de convergence [95].

11.11.2. Capteurs virtuels

Les RNAs sont aussi appliquées pour le développement des capteurs virtuels (en anglais :
soft sensors) a des fins d’estimation et de contrdle, généralement les mesures on line sont reliées aux
mesures "off line" des états des processus [96,97,98,99]. En outre, les informations spécifiques du
processus comme le temps de la fermentation peuvent étre utilisées comme des inputs additionnels
[85], les capteurs virtuels peuvent aussi étre appliqués pour remplacer les procédures analytiques
couteuses et compliqués. Kang et ces collaborateurs [100] ont développées un capteur virtuel pour la

mesure de la concentration d’acide clavulanique, une autre innovation est le nez électronique [101].
11.11.3. Reconnaissance des formes

La reconnaissance des formes (en anglais : pattern recognition) est une autre application des
RNAs, il s’agit d’une détection irrégularités du processus, afin de prédire de la performance du
processus et pour détecter les défauts des capteurs [102], dans I’étude de Huang et ces collaborateurs,
un réseau neuronal auto associatif artificiel (AANN) a été utilisé en ligne pour détecter les écarts par
rapport & la fermentation normale des cellules "Streptomyces virginiae" productrices de I’antibiotique

"virginiamycine" [103].

11.11.4. Optimisation

Les RNA ont été appliqués pour I’optimisation des milieux de culture en mode batch par
kennedy et co-auteurs [104,105], cela a entrainé une diminution significative des expériences par
rapport & 1’approche classique basée sur les plans d’expérience. La combinaison des RNA avec les
algorithmes évolutionnaires, tels que les algorithmes génétiques, a donné la naissance des nouvelles
approches qui ont prouvé son efficacité et sa robustesse dans I’optimisation des milieux de culture de

Lactobacillus plantarum [106].
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11.11.5. Controle

Les modeles développés par les RNA sont souvent appliquées au sein des schémas de contrdle,
estimateurs d’état ou optimiseur, Schenker et Agarwal [107] ont étudié les différents types de
structures neuronales pour le contréle prédictif des réacteurs chimiques. Kovarova et ces
collaborateurs [108] ont utilisés un modéle neuronal qui combine 1I’optimisation en ligne pour

I’adaptation de la trajectoire d’alimentation durant la production de riboflavine.

11.12. Conclusion

Nous avons présenté dans ce chapitre les notions de base des réseaux de neurones artificiels
tels que ces évolutions historiques, la différence entre le modele biologique et mathématique, leurs
types, le principe d’emplois, les différentes architectures des RNA ainsi que leurs modes
d’apprentissages. Enfin, nous avons terminé ce chapitre par la présentation de différents travaux

parlant sur les différentes applications des réseaux de neurones artificiels dans la modélisation.
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I.1. Introduction

La specification des propriétés optiques du sang est essentielle dans le developpement de
nouvelles techniques optiques utilisées dans les domaines de la biologie et de la médecine [6]. Plus
précisément, la connaissance de l'indice de réfraction (IR) de I'hémoglobine est tres utile dans de
nombreuses techniques optiques car elle permet de mieux comprendre la nature des maladies des

cellules sanguines, car I’IR se rapporte aux propriétés biophysiques des cellules [7].

Ce chapitre est dédié a la modélisation neuronale de I’'IR de I’hémoglobine. Dans la premiére
partie nous présentons tous les matériels et les méthodes utilisé (les logiciels informatiques, la collecte
de la base de données, la division de la base de données, 1’optimisation des architectures des RNA,
choix du meilleur mode¢le, 1’analyse statistique et calcul des erreurs, I’analyse de sensibilité par la
méthode de poids et I’extrapolation et I’interpolation). Nous montrerons dans le seconde partie tous
les resultats obtenus durant et aprés le développement de modele de type PMC-RNA, nous donnerons
les architectures du meilleure modéle obtenu, nous présenterons la performance du meilleur modele
obtenu en terme de I’erreur quadratique moyenne (REQM), I’erreur relative absolue moyenne
(ERAM), I’erreur standard de prédiction (ESP) et I’erreur relative moyenne (ERM) plus une analyse
de sensibilité par la méthode de poids qui mesure la contribution des variables d’entrée (4, C et T)

sur la sortie (IR) a modéliser.

Ce chapitre, se terminer par une conclusion résume les résultats obtenus.

111.2. Matériels et méthodes

111.2.1. Outils informatiques utilisés
Les logiciels utilisés dans ce travail sont regroupés dans le tableau I11.I suivant :

Tableau I11.1 : Les logiciels utilisés.

Nom de logiciels LOGO Version
Microsoft Office Excel 2019 2019
STATISTICA (StatSoft 2011) 10
MATLAB R2017b
2017

(The Mathworks Inc 2017)
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Il convient de noter que tous les calculs d’exécution de ce travail ont été effectués ou laboratoire

de biomatériaux et phénomene de transport a 1’aide des ordinateur personnelles :

(1) TOSHIBA : doté d’un processeur Intel(R) Core (TM) i3-3120M a 2,50 GHz de CPU et de
4 Go de mémoire vive (RAM), avec Windows 10 Professional comme systéeme
d’exploitation.

(2) hp : doté d’un processeur Intel(R) Core (TM) i5-8400 CPU @ 2.80 GHz de et de 8 Go de

mémoire vive (RAM), avec Windows 10 Professional comme systéme d’exploitation.

111.2.2. Méthodologie de la modélisation neuronale

Plusieurs étapes ont été utilisées dans le développement de modéle neuronale de type PMC-
RNA (voir la figure 111.1) :

Collecte de la base de données.

Division de la base de données.
Optimisation des architectures des RNA.
Choix du meilleur modele.

Analyse statistique et calcul des erreurs.

Analyse de sensibilité par la méthode de poids.

N o g~ w e

Extrapolation et interpolation.
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[ 1-Collecte de la basze de données ]
[ 2-Divizion de la baze de données }
1-1- Phazes d*apprentizzage 2-1- Phazes de test 1-3- Phazes de validation
60% 70% B0% 0% 15% 10% 20% 15% 10%

!

[ 3. Optimisation des architectures des RNA ]
|

¥

Nombre de
LEeNrones par
chague couche

.-llgnrilh;le anftimlts Fonctions & erreur Nombre de_s
d'spprentissage d’activation couche cachees

[ 4 Choix du meilleur modéle ]

&

[ 5- Analyse statistigue et calcul des erreurs ]

!

[ 6- Analyse de sensibilité par la méthode de poids ]

!

[ 7- Extrapolation et interpolation ]

Figure 111.1. Organigramme de la méthodologie de développement suivie dans ce
travail.

111.2.2.1. Collecte de la base de données

La base de données expérimentale est un élément clé pour la réussite de la modélisation de
I’IR par les réseaux de neurones artificiel. Cependant, la collection de ces données est une tache tres
difficile et lourde [109,110].

La base de données utilisée dans cette étude a été extraite de I’article de Yahya et Saghir 2016
[2] et englobe 480 points expérimentaux. Cette base a été utilisé pour prédire 1’indice de réfraction
d’hémoglobine dans le sang a partir des trois parametres : la température (T) exprimer en (K), la
concentration (C) exprimer en (g /1) et la longueur d’onde (A1) exprimer en (nm). A titre d’exemple,

une partie aléatoire de ces données est présentée dans le tableau 111.2.
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Tableau I11.2. Partie d’une 16 expérience de la base des données utilisées dans ce travail [2].

Exp  Longueur d’onde (nm)  Temperature(K) Concentration (g/l) Indlcé de
réfraction (-)

1 436,1 303,15 140 1,36321
2 436,1 298,15 140 1,36272
7 436,1 303,15 130 1,36138
45 657,2 293,15 150 1,35587
60 633,2 303,15 150 1,35528
100 589,1 308,15 130 1,35284
180 5139 303,15 80 1,34853
220 657,2 293,15 90 1,34632
240 5139 303,15 60 1,34528
290 589,1 303,15 60 1,34259
310 589,1 313,15 60 1,34144
340 589,1 313,15 50 1,33972
412 633,2 318,15 30 1,33516
430 657,2 313,15 20 1,33377
439 633,2 313,15 10 1,33301
480 589,1 318,15 0 1,3315

111.2.2.2. Division de la base de données
La base de données utilisé dans ce travail est répartie en :

1- 450 points expérimentaux pour 1’optimisation de 1’architecture de RNA
2- 10 points expérimentaux pour I’extrapolation

3- 20 points expérimentaux pour I’ interpolation

Les 450 points expérimentaux utilisé pour I’optimisation de 1’architecture de RNA ont été divisée
en trois sous-ensembles : la base d’apprentissage, la base de test, et la base de validation selon la
division suivante : 60%-20%-20%, 70%-15%-15% et 80%-10%-10%.
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111.2.2.3. Optimisation des architectures des RNA

L’optimisation des architectures des RNA de type perceptron multicouche (PMC), a été faite
par le logiciel "STATISTICA", via les étapes suivantes :

e [’algorithme Quasi Newton a propagation en arriére (Quasi Newton back propagation
algorithm, plus précisément : Broyden-Fletcher-Goldfarb-Shanno algorithm BFGS)
a été employée comme un algorithme d’apprentissage [111].

¢ Cinq fonctions d’activation différents sont utilisées pour la couche cachée et la couche
de sortie (Figure 111.3).

e Lasomme des carrés (Sum of Squares SOS) a été choisi en tant que fonction d’erreur.

e Le nombre de neurones dans la couche cachée a été varié de 2 a 20 neurones.

e Quatre itérations (2000, 4000, 5000 et 6000) ont été utilisé pour 1I’exécution de chaque

division.
Guck  MLP activation functons ]Weu;ht decay |
— Achivation functions: = 10 l
Hidden neurons Output neurons B Ggtoresuls I
¥V |dentt IV |dents
. y ok Save ne(wor‘ssvl
W Logistic vV Logistic
& Tanh 5 Tah B Dats statisics |
vV Exponential [V Exponential ﬂ Surmmany ]
vV Sine =
b Cancel I
B  Opticns |

=

Figure 111.2. Capture d’écran pour le choix des fonctions d’activation sur STATISTICA.

111.2.2.4. Choix du meilleur modéle

Le choix du meilleur modéle est basé sur deux critéres : I’erreur de somme des carrés (SOS) et
le coefficient de régression (R). Ce choix s’effectue selon la régle test et erreur tel que SOS plus
proche de O et R tant vers 1. Les parametres de la régression linéaire sont obtenus en utilisant la
fonction MATLAB "postreg”. Le pouvoir de prédiction d'un tel modéle peut étre estimé par le
coefficient de corrélation R calculé selon (Equation 111.5), une valeur de R supérieure a 0.5 est

généralement considérée comme satisfaisante, une valeur supérieure a 0.9 est excellente [112].

-51-



Chapitre 111 Modgélisation neuronale de lindice de réfraction du sang

111.2.2.5. Performances du meilleur modele développée

La performance et la précision du meilleur modéle neuronale obtenu dans cette étude, a été
évaluée par quatre types d’erreurs : la racine d’erreur quadratique moyenne (REQM), I’erreur relative
absolue moyenne (ERAM), I’erreur standard de prédiction (ESP) et I’erreur relative moyenne (ERM).
Les performances des régressions ont ét¢ aussi testées a 1’aide des coefficients de régression (R) et de
détermination (R?), en plus des vecteurs de régression : les valeurs de la pente (a) et de I’interception
(B). Ceci est fait sur I’ensemble des données d’apprentissage, de test, de validation et sur la base

totale.

Les définitions mathématiques des quatre types d’erreurs, du coefficient de régression (R) et

du coefficient de détermination (R?) sont données par les Egs (111.01-111.06), respectivement :

SOy ) (it -yeer)]

(111.01)
\/Zz 107 P -yexp) \/Zl J(get-geaty”
P = -5 -y S - 5 (11,02
2
REQM = \/2, (y7® — yea)" /N (111.03)
ERAM = (100/N) = XL, (| (b7 — ¥§*') / ¥7)D (111.04)
ESP = (REQM /") x 100 (111.05)
ERM = () + 2L, (Iy§™ — yiol| /ye) (111.06)
Avec :
yP =3, y; P /N (111.07)
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Ou N est le nombre des données pour chaque phase : (apprentissage, test, validation ou base

totale), y°# est la valeur calculée (prédite), y**P est la valeur expérimentale et y¢*P la moyenne des

valeurs expérimentales.

111.2.2.6. Analyse de sensibilité par la méthode de poids

L’analyse de sensibilité est un outil important pour I’évaluation des modeles mathématiques.
Elle est utilisée pour diverses raisons, notamment la validation du mode¢le, ’évaluation du
comportement des différentes variables du modele, et la confirmation du choix des variables du
modele via la détermination des contributions de chaque variable choisie sur le modele. De ce fait, il

est donc important d’utiliser cette analyse sur le modeéle de type PMC-RNA [113].

Dans cette étude ’analyse de sensibilité par la méthode de "Poids" (Weights method) a été
utilisée, afin d’évaluer I’impact de la contribution de toute variable d’entrée (A4, T et C) sur I’indice

de réfraction (IR).

Cette méthode, proposée d'abord par Garson [114] et reprise par Goh [115], donne une
quantification de I’importance relative (Ir) des différentes entrees sur la sortie du RN [116]. Elle se

base sur le partitionnement des poids des connexions en :

e Poids de connexion entrée —cachée (w;) ;
o Poids de connexion cachée- sortie (w] ).

Le processus de calcul, qui se compose de quatre étapes, est schématisé sur 1’organigramme

de la figure 111.3.
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e ﬁ?“j_:::- Mem " ifs > "‘1}'
ow Py
Aller i I'étape 4 ] [ Fim de la méthode de “paoids- ]

Figure 111.3. Organigramme illustrant ’analyse de sensibilité par la méthode de la
partition des poids (méthode de poids) [92].

111.3. Résultats et discussions

111.3.1. Architectures des modeéles neuronaux obtenus

Les résultats de 1’optimisation des architectures des RNA utilisées pour chaque division sont

résumé dans le tableau suivant :
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Tableau I111.3. Les résultats de I’optimisation des architectures des RNA.

o s RN Fctde T Fctde T
Division Itération Optimale SOS R cC cS
AppP-=3 75x10-8 0,9993
2000  3-[11]-1 Tes=3oxi0s | 0,9995 Tanh Tanh
Va|:3’31x10'8 0,9993
App:1,49x10'8 0,9997
4000  3[16]-1 Tesoaga0® | 0,9997 Tanh Exp
Y asao® | 0,9995
60_20_20 Val-aae0 B
ApP-=2 45x10 0,9995
5000 3-[15]-1 TES:3,67><10'8 0,9995 Tanh Log
Val=333x10°® 0,9994
App=428x10® | 0,9992
6000 3-[19]-1 TeS=3 26x10°8 0,9995 Tanh Tanh
Va|:3'36x10-8 0,9994
App:3,85X10'8 0,9993
2000 3-[17]-1 TES:3,20><10'8 0,9993 Log Tanh
V3_|=2’98X1O'8 0,9995
App:3102x10'3 0,9994
4000  3-[13]-1 Tesesomao® | 0,993 Tanh EXp
oexio® | 0,9995
70 15 15 Val-zseo ;
- - AppP=2,38x10 0,9995
5000 3-[8] -1 TeS— 35x10° 0,9996 Tanh Exp
Valopgpio® | 0,9994
App:2,71x1o'8 0,9995
6000 3-[9] -1 TeS-3.24x10° 0,9995 Tanh Exp
Valozpou10® | 09995
App:3,32x10'8 0,9994
2000  3-[19]-1 Tesosomao® | 0,9992 Log Tanh
Valopsoxio® | 0,9996
App:3,22x10'8 0,9994
4000 3[201  Tes.,iq° | 0.9992 Log Tanh
_ -8 0,9996
80_10_10 Val-zazao
App:3,74x10'8 0,9993
5000 3-[14] -1 Te5:3’36x10'8 0,9995 Log Tanh
Valozpo10® | 0,9994
App=2,48x10_8 0,9995
6000  3-[14]-1 Tes-zooao® | 0,995 Tanh Log
Va|:3,31x10'8 0,9994
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D’apreés le tableau la meilleure architecture du RNA est 3-[16]-1 (Tableau 111.04) pour la division
60%-20%-20%, (voir la figure 111.4).

Base
d'Apprentissage

Base de
Validation

Figure I11.4. Représentation graphique du la meilleure division de la base de données.

Les modéles neuronaux congues et optimisés possédent des valeurs de SOS relativement
acceptables pour le paramétre d’IR, pour les trois sous-ensembles (apprentissage, test et validation).
Les valeurs des coefficients de régression R des modeles neuronaux congues et optimisés sont proche

de I’'unité montront ainsi la grande performance de la méthodologie neuronale développé dans cette

étude.
Tableau I11.4. Architecture du meilleur modéle obtenu.
Couches Nombre de Fonctions Valeurs de R et SOS
neurones d’activation
RAPP 0,999736
Couche d’entrée 3 (Aucune) RTes 0,999786
Couche cachée 16 Tanh RVal 0,999578
Couche de sortie 1 Exponentiel SOSAPP 1,49x10°8
Algorithme d’App BFGS 610 SOs'es 1,49x10°
Fonction d’erreur Somme Des Carrés (SOS) sosVa 2465108
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Les définitions des deux fonctions obtenues sont illustrées dans le tableau 111.5.

Tableau 05 : Fonctions d’activation apparues dans cette étude [117,118].

Fonctions d’activation

Tangent Hyperbolique Exponentielle
Notations dans .
STATISTICA Tanh Exponential
Notations dans Matlab tanh exp
Formules etn _ _n
Mathématiques a= +n+ — (III 06) a=e™ (I11.07)

(e) : La fonction exponentielle ; (n) : Les variables de modéle de RNA

111.3.2. Expressions mathématiques du meilleur modéle neuronale obtenu

L’architecture du réscau PMC-RNA optimisé est représentée schématiquement sur la figure 111.5

1

505 ol el Sipl o s=am ]

ci-dessous.

Figure 111.5. Représentation schématique d’un réseau du modéle de type PMC-RNA.

Les expressions mathématiques des sorties (Z;) de la couche cachée et (S) de la couche de

sortie de notre parametre sont données par les équations ci-apres (111.08—-111.09) :

_[zg_lw'..gi+b'.f] 53wl
_— fH H
Z; = fH[Y3 whE; + bf|=2 g Y e e (111.08)
S =fOlXj8wiiZ; + bY| = e [X78 wiZ; + b?] (111.09)
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Ou W]I'i représente le poids synaptique de la connexion du neurone i de la couche d’entrée au neurone
j de la couche cachée ; w{’j représente le poids synaptique de la connexion du neurone j de la couche
cachée au neurone de la couche de sortie ; b]’-’ et b représentent les biais du neurone j de la couche

cachée et la couche de sortie respectivement. Le matrice de poids et biais, de RN optimisé, sont

donnés dans les tableaux 111.5.

Tableau I11.6. Poids et biais du RN optimal.

Connexions Couthe cachée-
Couche d’entrée-Couche cachée Couche de sortie
Poids Biais Poids Biais
Wiy Wi, Wis bj’ W by
-1,9531 0,4448 3,6377 -1,3585 1,8368
-1,8928 0,4520 3,4832 -1,2913 -1,9249
1,8181 0,7139 -3,5595 -2,6893 -2,1085
-1,5579 0,3661 -2,6158 -1,7793 3,2748
-0,6923 0,0799 -3,0071 0,4861 1,2276
0,0309 7,7964 -0,0241 -0,9153 2,5389
0,6171 2,1126 0,0205 -1,3943 -0,3107
-0,5631 0,3377 0,5299 -0,4784 1,0365
1,3028 0,5698 -0,0374 2,9729 -0,4106 | -0,1515
0,9643 0,0710 2,8775 3,7453 -1,8675
0,3092 0,6214 -7,2949 -2,0863 -11,0217
-0,7495 -7,9683 0,2398 4,5585 -0,1272
0,2960 -0,1678 0,5125 -1,9092 3,9583
0,1021 -0,1394 2,9054 -0,3512 1,7956
1,6362 0,6547 -7,3717 -1,6992 3,4155
-0,0509 -5,1379 -0,0047 0,2042 3,7528

111.3.3. Estimation de la performance du meilleur modeéle neuronale
111.3.3.1. Comparaison graphique entre les valeurs expérimentales et calculées

La comparaison entre les valeurs de I’'IR expérimentales et celle calculées par le meilleur

modele neuronale obtenu est illustrées sur la figure (111.6)
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Figure 111.06. Comparaison entre les valeurs de I’IR expérimentales et celle calculées :

(a) Base totale, (b) base d’apprentissage, (C) base de test, (d) base de validation.
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Le tableau I11.6 rassemble les vecteurs de régression linéaire du meilleur modele neuronale qui

donne des résultats satisfaisants avec des valeurs des vecteurs de régression approchant I'idéal [i.e.

a=1 (pente), =0 (y intercepter), R=1 (coefficient de corrélation)].

Tableau 111.7. Vecteurs de régression linéaire issue de 1’équation linéaire : y@ = op®® +p, [a

(pente), p (ordonnée a I’origine), R (coefficient de corrélation)].

Base d’apprentissage | Base de test | Base de validation Base totale
" 1,0007 1,0055 0,9965 1,0007
p -0,0010 -0,0074 0,0047 -0,0010
R 0,9997 0,9998 0,9996 0,9997

111.3.3.2 Performance du meilleur modele neuronale obtenu

La performance du meilleur modéle neuronale obtenu, en termes de la racine d’erreur

quadratique moyenne (REQM), I’erreur relative absolue moyenne (ERAM), I’erreur standard de

prediction (ESP) et I’erreur relative moyenne (ERM) et le coefficient de determination (R?) est

illustrée dans le tableau I11.7.

Tableau I11.8. Performance du meilleur modéle neuronale obtenu.

Parameétres

Statistiques R2 (REQM) (ERAM) (ESP) (ERM) N

Phase d’apprentissage

IRAPP 0,9994 2,3620x1078 0,0178 0,0106 0,0178 271

Phase de test

IRTest 0,9996 1,7663x10°8 0,0104 0,0128 0,0104 89
Phase de validation

IRV 0,9992 2,2175410°8 0,0129 0,0165 0,0129 89

Phase entiere (apprentissage + test + validation)
IR 0,9994 1,8350x10°8 0,0107 0,0136 0,0107 449
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A la lumiére des résultats obtenus, nous remarquons que le modéle neuronal prédit de maniere

satisfaisante I’indice de réfraction.

Les valeurs de REQM calculées ont confirmé que notre modéle est trés précis car ils ont des
valeurs compris entre (1,7663x10® - 2,3620x10®), pour les quatre phases des sous-ensembles

possibles.

L’erreur standard de prédiction (ESP) est en fait de méme type que celle de la REQM mais
exprimée en pourcentage (%), ce qui donne une vision plus claire pour mieux juger le modéle. Les
valeurs des ESP sont inférieures a 1% qu’ils ont comprise entre 0,0106-0,0165 % pour les quatre

sous-ensembles possibles.

Néanmoins, nous remarquons que toutes les valeurs d’erreurs calculées dans cette étude, trés
proche les uns aux autres pour le méme paramétre et dans les quatre sous-ensembles :
d’apprentissage, de test, de validation et globale. Démontrant également 1’¢quilibre entre le sous-
apprentissage (sous-ajustement) et le sur-apprentissage (sur-ajustement) de modele de PMC-RNA

actuels, ce qui a confirmé encore la stabilité de notre modéle [64,118,120].

111.3.4. Analyse de sensibilité par la méthode de poids

Comme nous avons mentionné précédemment dans le paragraphe 111.2.2.6, nous avons utilisé
la méthode de poids, pour déterminer la contribution des parameétres d’entrée sur I’IR (voir figure
111.7).
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Figure 111.7. Contributions relatives des paramétres optiques d’entrée pour le modéle de
PMC-RNA de I’indice de réfraction IR.
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Les contributions relatives de chaque variable d’entrée ont été exprimées par les valeurs de

I’importance relative de leurs contributions (Figure 111.7).

On constate que, la concertation a une forte réflexion sur la sortie (IR) par rapport aux autres
entrées avec un pourcentage égal 45,763%.

I11.4. Extrapolation et interpolation

Pour vérifier encore plus la capacité de genéralisation de notre modele neuronale
précedemment développés et optimisés, on a utilisé une base de données d'interpolation et

d’extrapolation :

e Pour ’interpolation : la base de données contient un ensemble de points intermédiaires entre les

points expérimentaux.

e Pour P’extrapolation : la base de données contient un ensemble de points extréme des points

expérimentaux.

Les résultats de performances d'interpolation et d’extrapolation en termes de la REQM,
ERAM, ESP, ERM et en termes du coefficient de corrélation (R) et de détermination (R2) sont réesumeés
dans le tableau 111.8 et présentés sur les figures (111.8, 111.9) Un excellent ajustement aux valeurs

expérimentales de I’indice de réfraction est noté.

Tableau 111.9. Parametres statistiques de 1’extrapolation et I’interpolation pour I’IR.

Parameétres

2
Statistiques R R (REQM) (ERAM) (ESP) (ERM) a B N
Interpolation  0,9997 0,9994  2,0419,10® 00125 00152 0,125 09941 00079 20
Extrapolation 0,9997 09994  9.9002x10¢ 00592 00735  0,0592 1,0286  -0,394 10
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111.5. Conclusion

Nous avons présenté dans ce chapitre 1’ensemble des travaux de modélisation de 1’indice de

réfraction du sang (IR).

Dans la premiére partie nous avons expliqué 1’ensemble des matériels et des méthodes utilisés
lors du développement de modele de type PMC-RNA en décrivant les différentes étapes. Nous avons
cité tous les logiciels et les outils informatiques utilisés pour chaque étape du développement. Tous
ces étapes ont été résumé dans un organigramme, ensuit nous avons expliqué en détails chaque
méthode utilisée pour le développement de modele, commencant par les étapes de prétraitement, ou

bien précédemment par la procédure de collection et traitement de la base des données.

Dans la douziéme partie de ce chapitre, on a discuté ’ensemble des résultats obtenus par le
modele de type PMC-RNA développé, afin de prédire I’indice de réfraction du sang. Nous avons
discuté plusieurs résultats, telles que : les architectures et les résultats premiere des meilleures
modeles obtenus, la validation de modele finaux de type PMC-RNA. Puis I’estimation des erreurs et
le calcul des coefficients statistiques pour le modéle comme le calcul des REQM, ERAM, ESP et

ERM, I’analyse de la sensibilité des paramétres d’entrée sur la sortie.

Les résultats de 1’analyse de la performance de meilleur modele développée ont montré leurs
précisions dans 1’estimation d’indice de réfraction du sang, confirmeé par les valeurs élevées de ses
coefficients de détermination (R?) et les faibles valeurs des quatre erreurs calculées (REQM, ERAM,
ESP et ERM).
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Conclusion Générale et perspectives

L’objectif de ce projet de fin d’étude vise a développer une méthodologie basée sur les réseaux
de neurones pour la modélisation des bioprocédés et ceux pour un but de prévision et d’optimisation.
Les réseaux de neurones possedent une propriété remarquable dont I’apport est manifesté pour la
modélisation des processus non linéaires : ce sont des approximateurs universels parcimonieux. Les
procédés biologiques se différencient des autres procedés par la variabilité de leur comportement
dynamique générée par la présence des organismes vivants. Compte tenu de la complexité de ces
procédés, liée a leur nature non linéaire et non stationnaire, les techniques neuronales présentent un

intérét accru dans la modélisation de ces procédés.

Notre contribution a porté sur l'utilisation des réseaux de neurones artificiels pour la
modélisation de I’indice de réfraction du sang humain. Pour cela, un seul modele neuronal de type
PMC-RNA est construit et optimisés dans le but de prédire I'évolution des parameétres difficilement
mesurables en line, a savoir I’indice de réfraction de sang. Ce modele neuronal est caractérisé par une
structure similaire : trois neurones dans la couche d'entrée (la longeur d’onde, la température et la
concentration), une couche cachée avec un nombre de neurones optimisé au cours du processus
d’apprentissage et un neurone dans la couche de sortie (indice de réfraction. Le meilleur modele de
type PMC-RNA ont ¢été obtenus par l'utilisation de la stratégie d’essais et d’erreurs avec une
algorithme d’apprentissage de type "BFGS", 1’architecture de meilleur modéle obtenu est : "3-16-1".
Ultérieurement, notre modéle a été analysé et testé par des méthodes et des paramétres statistiques
telles que : le coefficient de détermination (R?), la Racine d’Erreur Quadratique Moyen (REQM) et
I’analyse de sensibilité par la méthode de poids. En plus de ’excellente corrélation des données
experimentales, notre modele neuronal utilisé a montré une bonne capacité prédictive d’interpolation

et d’extrapolation.

Selon les résultats obtenus, on trouve que le modele développé était trés intéressant, avec des
valeurs de R? supérieures a 0,9900 dans les quatre bases de données, des valeurs de REQM calculées
compris entre (1,7663x10® — 2,3620x10) pour les quatre bases de données : d’apprentissage, de test
et de validation. L’analyse de sensibilité a été aussi réalisée pour déterminer 1’influence des
parametres d’entées sur la sortie (IR), les résultats ont confirmé que la majorité des paramétres ont de

haute ou de moyen contribuions, ce qui confirme encore la qualité de ces parameétres.

Comme tout objectif principal de modélisation, le modele de type PMC-RNA est congu pour
prédire différents parameétres dans différents domaines afin de réduire le temps, 1’argent et les efforts

utilisés a des fins expérimentales.
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A la lumiere des résultats obtenus on peut tirer les conclusions suivantes :

e Les réseaux de neurones sont des outils statistiques, qui permettent d'ajuster des
fonctions non linéaires trés générales a des ensembles de points comme toute méthode
statistique ;

e Les réseaux de neurones fonctionnent comme une boite noire et les parametres du
réseau (poids et biais) n’ont pas de signification physique. L application des réseaux
neuronaux ne développe pas directement de la théorie de description du systéme, mais
rend faisable la modélisation et la simulation des procédés de fermentations ;

e La modélisation par réseau de neurones est une méthode qui est basée seulement sur
des données expérimentales et/ou semi-expérimentales (déduites des modeles
analytiques, empiriques et numériques, ...), donc la qualité et la quantité de données

décident de I'exactitude et la robustesse du modéle ;

® | es réseaux de neurones peuvent étre tres robustes et performant méme en présence
de peu de données expérimentales a condition que ces dernieres soient statistiquement
bien réparties dans le domaine d'entrée du modele neuronal, ce qui est le cas avec le
plan composite centré ;

e Ces resultats prouvent que la performance de D’optimisation des équations
mathématiques, issues des modéles neuronaux, est strictement liée & la capacité de
prédiction et de généralisation des ces derniers. En effet plus le modele neuronal est
performant plus son optimisation donne des résultats plus précis. Pour augmenter plus
cette précision, le choix de 1’algorithme d’optimisation le plus performant est
nécessaire ;

e Compte tenu qu’il n’y a pas de regle pour le choix du modele neuronal pour un
probléme donné, cette tache s’aveére plus de I’art que de la science. Alors la stratégie

d’essai et erreur devient parfois laborieuse ;

e Lesréseaux de neurones peuvent étre trés robustes et performants méme en présence
de peu de données expérimentales a condition que ces derniéres soient statistiquement
bien réparties dans le domaine d'entrée du modeéle neuronal, ce qui est le cas avec le

plan composite centré.
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Toute en éstimant avoir atteint les objectifs tracé pour cette étude, nous envisageons en
perspectives :

e D’¢élargir la base de données relatives a I’IR ;
e De modéliser d’autres propriétés optiques du sang ;

e Drutiliser d’autre techniques de modélisation tel que "SVM : support vector machine",

"neuro-fuzzy", etc.
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Annexe
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Figure 01 : partie du Choix de la meilleure division

(a) Selon le coefficient de régression, (b) selon I’erreur des sommes des carrés
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