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Résumé : Prédiction des affections transmissibles et non transmissibles par intelligence

artificielle

Cette étude se concentre sur le développement des modéles prédictifs tirant parti de
I’intelligence artificielle (IA) pour prédire les affections transmissibles virales et non transmissibles.
La recherche est structurée en trois contributions distinctes, les deux premiéres centrées sur la
prédiction des affections transmissibles et la troisiéme dédiée a la prédiction des affections non
transmissibles.

Dans la premiere contribution, la thése aborde la prédiction rapide du COVID-19 a l'aide d'un
modele de réseau neuronal artificiel a perceptrons multicouches (RNA-PMC). Le modele appliqué a
atteint une exactitude de 83,45 %, avec une aire sous la courbe de caractéristique de fonctionnement
du récepteur (AUC-ROC) de 88,24 %, soulignant ainsi son efficacité dans la prédiction de cette
maladie transmissible.

La deuxiéme contribution concerne la prédiction de 1'hépatite virale en utilisant la méme
approche RNA-PMC. Le mod¢le développé a démontré une grande exactitude, atteignant une valeur
de 95 %. De plus, il présentait une AUC-ROC de 95,12 %. Ces mesures d'évaluation complétes
soulignent la robustesse du modele dans la prédiction de I'hépatite virale, soulignant ainsi son utilité
potentielle dans les établissements de soins de santé.

La troisieme contribution se penche sur la prédiction des affections non transmissibles. Nous
avons proposé¢ une nouvelle méthode de prédiction du cancer du poumon utilisant des techniques
d'intelligence artificielle. Nous avons évalué et comparé divers modeles d'apprentissage automatique,
notamment RNA, K-plus proches voisins (KNN) et les machines a vecteurs de support (SVM), pour
identifier le modele le plus efficace. Le modele SVM a atteint 1’exactitude la plus élevée de 96,8 %,
ainsi qu'une sensibilit¢ de 98,33 %. Cependant, pour améliorer encore 1’exactitude, nous avons
introduit une approche d'optimisation hybride connue sous le nom Crow Search Algorithm- Artificial
Bee Colony - Support Vector Machine (CSA-ABC-SVM). L'algorithme CSA- ABC-SVM combine
les atouts de CSABC Optimiser et de SVM pour concevoir un modele prédictif puissant. Notre étude
a donné une exactitude remarquable de 98,38 %, ainsi qu'une sensibilité de 100 %. Ce résultat indique
l'efficacité du modele hybride CSA-ABC-SVM dans la prédiction du cancer du poumon, démontrant
ses performances supérieures par rapport aux modeles d'apprentissage automatique traditionnels.

Cette ¢tude met l'accent sur I'adaptabilité et l'efficacité¢ de I'TA dans la prédiction de diverses
affections, notamment la COVID-19, I'hépatite et le cancer du poumon. Cette exactitude remarquable
souligne le potentiel de I'TA en tant qu'outil précieux pour l'anticipation et la prédiction précoces des
affections. Ces résultats contribuent a des interventions de soins de santé proactives et basées sur les
données pour gérer les futurs défis de santé.

Mots-clés : Affections transmissibles ; Affections non transmissibles ; réseau neuronal artificiel ; Machines a

vecteurs de support ; Algorithme de recherche de corbeau ; Colonie d'abeilles artificielle.



Abstract: Prediction of communicable and non-communicable diseases by artificial intelligence

This study focuses on the development of predictive models leveraging artificial intelligence
(Al) to predict viral communicable and non-communicable diseases. The research is structured into
three distinct contributions, the first two focused on the prediction of communicable diseases and the
third dedicated to the prediction of non-communicable diseases.

In the first contribution, the thesis addresses rapid prediction of COVID-19 using a multi-layer
perceptron artificial neural network (RNA-PMC) model. The applied model achieved an accuracy of
83.45%, with an Area Under the Curve Receiver Operating Characteristic (AUC ROC) of 88.24%,

highlighting its effectiveness in predicting this communicable disease.

The second contribution concerns the prediction of viral hepatitis using the same RNA-PMC
approach. The developed model demonstrated high accuracy, reaching a value of 95%. Additionally,
it had an AUC-ROC 0f 95.12%. These comprehensive evaluation metrics highlight the robustness of
the model in predicting viral hepatitis, thus highlighting its potential utility in healthcare settings. This
achievement confirms the ability of artificial intelligence to predict various infectious conditions.

The third contribution focuses on the prediction of non-communicable diseases. We proposed
a new lung cancer prediction method using artificial intelligence techniques. We evaluated and
compared various machine learning models, including ANN, K-nearest neighbors (KNN), and
support vector machines (SVM), to identify the most effective model. The SVM model achieved the
highest accuracy of 96.8%, along with a sensitivity of 98.33%. However, to further improve the
accuracy, we introduced a hybrid optimization approach known as Crow Search Algorithm- Artificial
Bee Colony - Support Vector Machine (CSA-ABC-SVM). The CSA-ABC-SVM algorithm combines
the strengths of CSA-ABC Optimizer and SVM to design a powerful predictive model. Our study
yielded a remarkable accuracy of 98.38%, along with a sensitivity of 100%. This result indicates the
effectiveness of the hybrid CSA-ABC-SVM model in lung cancer prediction, demonstrating its
superior performance compared to traditional machine learning models.

This study focuses on the adaptability and effectiveness of Al in predicting various conditions,
including COVID-19, hepatitis, and lung cancer. This remarkable accuracy highlights the potential
of Al as a valuable tool for early anticipation and prediction of conditions. These findings contribute
to proactive, data-driven healthcare interventions to manage future healthcare challenges.

Keywords: Communicable diseases; Non-communicable diseases; Neural networks; Support vector machines; Crow

search algorithm; Artificial bee colony
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La santé, en tant que fondement essentiel du bien-étre humain, transcende les fronticres
individuelles pour devenir une préoccupation primordiale a I'échelle mondiale [1]. Dans ce
contexte, la compréhension profonde des mécanismes de préservation de la santé et de la

prévention des affections revét une importance cruciale.

Au ceeur des préoccupations de la santé publique mondiale se trouvent les affections, une
catégorie vaste et complexe comprenant a la fois les affections transmissibles et non
transmissibles. Les affections transmissibles, telles que les infections virales ou bactériennes, ont
toujours constitu¢ une menace constante pour la santé¢ mondiale [2]. L'incidence croissante de ces
maladies, exacerbée par la mobilité accrue des populations, souligne La nécessité d'adopter des
approches innovantes pour prédire, surveiller et contrdler leur propagation est indispensable [3].
D'un autre coté, les affections non transmissibles, telles que les maladies cardiovasculaires, le
diabéte et certains cancers, et les affections chroniques des voies respiratoires sont devenues des
défis majeurs de santé publique, nécessitant une gestion proactive pour réduire leur prévalence et

minimiser leur impact sur la qualité de vie [4].

L'avenement de l'intelligence artificielle (IA) a révolutionné de nombreux domaines [5], et
le secteur de la santé n'échappe pas a cette transformation. Les progrés spectaculaires de I'1A,
rendus possibles par l'essor du "Big Data" et l'augmentation de la puissance de calcul des
processeurs [6]. A I'échelle globale du systéme de soins, I'TA pourrait générer des économies et
améliorer les performances médicales en personnalisant les prises en charge, améliorant la qualité
des soins, et renforcant la sécurité et la tracabilité¢ des soins [7]. Les possibilités s'étendent
¢galement a la recherche clinique, a la formation médicale, et a la gestion des bases de données,
ouvrant la voie a une médecine plus préventive et prédictive. L'utilisation de 1'TA dans la prédiction
des affections, qu'elles soient transmissibles ou non transmissibles, représente une avancée
significative dans la mani¢re dont nous abordons la prévention, le diagnostic précoce et la gestion
des maladies. Des travaux ont démontré son efficacité dans la détection précoce de maladies
comme le cancer et les maladies cardiaques, ainsi que dans la prévision des épidémies de maladies
transmissibles telles que la grippe et la COVID-19. Ces avancées permettent des interventions

médicales plus ciblées et efficaces.

L'objectif fondamental de cette thése est d'explorer le potentiel de I'intelligence artificielle
dans la prédiction des affections, et la détection précoce. En examinant les avancées récentes en

matiére de modélisation prédictive, d'apprentissage automatique et de traitement des données
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massives, cette recherche vise a éclairer les possibilités offertes par I'TA pour relever ces défis

complexes.

Le choix d'utiliser des réseaux de neurones artificiels , des machines a vecteurs de support
et le k plus proches voisins, algorithme de colonie d'abeilles, et 1’algorithme de recherche de
corbeau dans notre étude découle des avantages principaux a ces approches. Les réseaux de
neurones artificiels offrent une capacité exceptionnelle d'apprentissage complexe, simulant le
fonctionnement du cerveau humain et permettant la modélisation. Les machines a vecteurs de
support excellent dans la gestion des données complexes et la classification précise, tandis que
l'utilisation du KNN garantit une adaptation flexible aux schémas de données changeants.
L’algorithme de colonie d'abeilles, et I’algorithme de recherche de corbeau, introduisent des
stratégies d'optimisation novatrices, idéales pour résoudre des problémes complexes. Ensemble,
ces choix méthodologiques visent a exploiter au mieux les forces spécifiques de chaque approche,
créant ainsi une base méthodologique solide pour notre étude de prédiction des affections

transmissibles et non transmissibles.

La méthodologie utilisée dans cette theése se compose de cinq chapitres, chacun élaboré de
maniere a explorer systématiquement et a contribuer a notre compréhension de la prédiction des

affections transmissibles et non transmissibles par l'intelligence artificielle.

— Le premier chapitre de cette thése offre une exploration approfondie des affection
transmissibles et non transmissibles

— Deuxieme chapitre offre une plongée approfondie dans I'évolution historique, les
définitions essentielles et les diverses techniques d'TA. Il propose une analyse approfondie
des méthodologies clés, notamment les réseaux de neurones artificiels, les machines a
vecteurs de support, les procédures K-plus proches voisins, et les algorithmes
d'optimisation. Cette exploration méthodologique vise a établir une base solide pour
l'application pratique de ces techniques dans les chapitres subséquents.

— Le chapitre 3 s'engage dans une revue critique des études existantes relatives a la
prédiction médicale par I'TA, extraites de la littérature spécialisée. En examinant de maniére
approfondie les travaux antérieurs, cette revue vise a identifier les tendances émergentes,
les défis persistants et les avancées significatives dans le domaine de la prédiction
médicale.

— Le passage a l'application pratique de cette étude se réalise dans le chapitre 4, qui détaille

¢galement les matériaux utilisés et explicite les différentes techniques mises en ceuvre.
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Cette phase englobe la collecte minutieuse de données, le prétraitement et I'analyse des
données, tout en mettant en lumicre les étapes impliquées dans la construction du modéle.
— Le chapitre 5 termine ce parcours de recherche en présentant les résultats issus de nos
¢tudes approfondies. La comparaison des performances des modeles développés souligne
leur efficacité dans la prédiction des affections transmissibles et non transmissibles. De
plus, une comparaison rigoureuse avec les modéles existants dans la littérature permet de
d'identifier les avancées spécifiques et les contributions singuliéres que nos travaux
apportent au domaine de la prédiction médicale par 1TA. Ce chapitre clé consolide ainsi
I'impact de notre recherche et offre des perspectives significatives pour I'€volution future

de ce domaine en constante évolution.
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I Les affections transmissibles et non transmissibles

I.1 Introduction

Le présent chapitre se consacre a 1'é¢tude approfondie des affections transmissibles et non
transmissibles, deux catégories majeures de maladies qui jouent un réle crucial dans la
compréhension de la santé publique et des défis auxquels sont confrontés les systémes de soins a
I'échelle mondiale. La dichotomie entre ces deux types d'affections refléte la diversité des
mécanismes et des facteurs qui influent sur la santé humaine, allant des agents pathogénes

microscopiques aux déterminants génétiques et environnementaux.

1.2 1.2 Les affections transmissibles

L[.2.1 1.2.1 Définitions des affections transmissibles

Les affections transmissibles, également appelées maladies infectieuses, sont des maladies
causées par la présence et la propagation d'agents pathogeénes spécifiques, tels que des bactéries,
des virus, des parasites ou des champignons, d'une personne ou d'un organisme infecté a une autre
[8]. Ces maladies se propagent principalement par divers mécanismes de transmission, notamment
le contact direct entre individus, le contact indirect par l'intermédiaire d'objets contaminés,
l'inhalation d'aérosols infectés, la transmission par vecteurs (comme les moustiques pour le
paludisme) [8]. Les affections transmissibles sont généralement caractérisées par leur potentiel de
contagion et leur capacité¢ a provoquer des épidémies ou des pandémies si elles ne sont pas

controlées efficacement.

Exemples courants d'affections transmissibles : Grippe (influenza), Tuberculose, COVID-19,
VIH/SIDA, Hépatite B et C, Rougeole, Varicelle, Choléra, Paludisme, Typhoide, Peste, Méningite,
Fiévre typhoide, etc.

La prévention des affections transmissibles repose souvent sur des stratégies telles que la
vaccination, I'hygiéne personnelle, la quarantaine, les mesures de contrdle des infections et, dans

certains cas, des traitements antiviraux ou antibiotiques spécifiques

I1.2.2  Les affections transmissibles les plus fréquentes

1.2.2.1 La grippe

La grippe est une infection respiratoire causée par le virus de l'influenza. Elle se caractérise
par une inflammation des voies respiratoires supérieures [9]. La grippe est différente du rhume
commun et peut étre plus grave, surtout chez les populations vulnérables, comme les jeunes

enfants, les personnes agées et les individus atteints de problémes de santé. La grippe de type A se
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divise davantage en plusieurs sous-types en fonction des propriétés antigéniques de

I'hémagglutinine et de la neuraminidase, deux glycoprotéines de la surface [10].

-  Symptémes : Les symptomes de la grippe peuvent varier en gravité, mais ils incluent

généralement :

Fiévre élevée soudaine, frissons et tremblements, maux de téte, fatigue sévére, toux , gorge
douloureuse, congestion nasale, douleurs musculaires et articulaires, écoulement nasal,

faiblesse générale [9].

1.2.2.2 La tuberculose

La tuberculose est une maladie contagieuse causée par la bactérie Mycobacterium
tuberculoses [11,12]. Elle affecte principalement les poumons, mais lorsqu'elle se présente sous
forme extra pulmonaire, la tuberculose peut affecter d'autres organes ou systemes, en particulier

chez ceux dont le systéme immunitaire est affaibli [12].

La tuberculose se propage principalement par inhalation de gouttelettes respiratoires contenant la
bactérie émises par une personne infectée lorsqu'elle tousse, éternue, parle ou respire. Elle est

généralement transmise d'une personne a une autre par des contacts €troits et prolongés [11].

De nombreuses recherches ont souligné comment une insuffisance ou un manque de vitamine D

peut augmenter le risque de contracter la tuberculose [13].
- Symptomes

Les symptomes de la tuberculose peuvent varier en fonction de la forme de la maladie et de la

personne infectée, mais ils peuvent inclure

Toux persistante, Fievre et sueurs nocturnes, Perte de poids non intentionnelle, Fatigue et
faiblesse générale, Douleurs thoraciques, Essoufflement, En cas de tuberculose extra

pulmonaire, des symptomes spécifiques a l'organe affecté.
- Les facteurs de risque pour la tuberculose comprennent
Le contact étroit avec une personne infectée.
Un systeme immunitaire affaibli (par le VIH/SIDA, la malnutrition, etc.).
Des conditions de vie surpeuplées.

L'abus de drogues ou d'alcool.
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Les voyages dans des zones ou la tuberculose est fréquente

1.2.2.3 L'hépatite virale

C’est une inflammation du foie qui peut étre causée par divers facteurs de santé. Le virus
de I'hépatite se décline en cinq souches principales, appelées virus de I'hépatite A (VHA), virus de
I'hépatite B (VHB), virus de 1'hépatite C (VHC), virus de I'hépatite D (HDV) et virus de I'hépatite
E (VHE) [14]. Les hépatites B et C sont davantage associées aux maladies chroniques et sont

considérées comme les principales causes de déces par hépatite virale [15].

Symptomes
Fatigue, jaunisse (coloration jaune de la peau et des yeux), douleurs abdominales, perte
d'appétit, nausées, vomissements, fievre, etc. Cependant, dans de nombreux cas, I'hépatite peut

étre asymptomatique.

1.2.2.4 COVID-19

C’est une maladie respiratoire qui peut varier en gravité, allant de cas bénins a des formes
graves, voire mortelles. La COVID-19 est causée par le SARS-CoV-2, un virus de la famille des
coronavirus [16]. Il s'agit d'un virus a ARN [17], qui peut muter au fil du temps, conduisant a

'émergence de nouvelles souches.

Les principales voies de transmission du virus sont la respiration de gouttelettes infectieuses, le

contact direct avec une personne infectée lors de la toux, de I'é¢ternuement et la respiration.
- Symptomes

Fievre ou frissons, toux séche, essoufflement ou difficultés respiratoires, fatigue, douleurs
musculaires ou corporelles, maux de gorge, perte du gotit ou de I'odorat, congestion nasale ou nez
qui coule, maux de téte, nausées ou vomissements, diarrhée, une pneumonie virale, une

insuffisance respiratoire.

1.3 Les affections non transmissibles

1.3.1 Définitions des affections non transmissibles

Les affections non transmissibles, également appelées maladies chroniques, sont des
maladies qui ne se propagent pas d'une personne a une autre par un agent pathogéne spécifique.
Elles résultent principalement de facteurs internes ou externes qui affectent la santé d'un individu,
tels que la génétique, les habitudes de vie, l'environnement et le vieillissement. Contrairement aux

affections transmissibles, les affections non transmissibles se développent souvent
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progressivement sur une longue période et peuvent persister tout au long de la vie d'un individu.
Ces maladies sont responsables d'une grande partie de la morbidité et de la mortalité a 1'échelle

mondiale, et elles imposent un fardeau important sur les systémes de sant¢.

Exemples courants d'affections non transmissibles : maladies cardiovasculaires, cancer, diabéte,
maladies respiratoires chroniques, maladies neurologiques, obésité, maladies rénales chroniques,

maladies métaboliques, maladies oculaires.

1.3.1.1 Diabetes

C’est une maladie chronique caractérisée par un taux ¢élevé de glucose dans le sang
(hyperglycémie) [18], résultant d'une production insuffisante d'insuline par le pancréas ou d'une
résistance des cellules a I'action de I'insuline. L'insuline est une hormone essentielle qui régule la
concentration de glucose dans le sang et permet aux cellules d'utiliser le glucose comme source
d'énergie. 11 existe plusieurs types de diabéte, les principaux étant le diabete de type 1, le diabete
de type 2 et le diabéte gestationnel. Le diabéte de type 1 (autrefois appelé diabete
insulinodépendant) survient lorsqu’il y a un manque de sécrétion d’insuline [19]. Le diabete de
type 2 modifie la fagon dont 1’organisme utilise le glucose comme source d’énergie. Il perturbe la
capacité du corps a utiliser correctement l'insuline, pouvant entrainer une élévation du taux de
sucre dans le sang s'il n'est pas traité [19]. Le diabete gestationnel survient pendant la grossesse
[19]. L'hyperglycémie entraine des complications a long terme, notamment la rétinopathie
diabétique, qui entraine une perte de vision, et la neuropathie, qui provoque des lésions nerveuses
avec un risque d'ulceres du pied. Amputation, néphropathie entrainant une insuffisance rénale, des

symptomes cardiovasculaires et finalement une mort prématurée [20, 21].
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Figure 1.1 Illustration des différents types de diabete [22]

- Facteurs de risque

Les antécédents familiaux, 1'obésité, un mode de vie sédentaire, une mauvaise alimentation, le

vieillissement, et des facteurs génétiques.
- Symptomes

Une soif excessive, le besoin d’uriner plus souvent que d’habitude, une fatigue persistante, une

perte de poids involontaire, et des infections fréquentes [19].

1.3.1.2 Les maladies cardiovasculaires

Sont un groupe de troubles affectant le cceur et les vaisseaux sanguins [23] Elle est
généralement liée a I’accumulation de dépdts graisseux dans les arteéres, appelée athérosclérose, et
a un risque ¢levé de formation de caillots sanguins [23]. Elle peut aussi étre liée a des 1ésions des
artéres d'organes tels que le cerveau, le ceeur, les yeux, et les reins [18]. Elles représentent I'une
des principales causes de décés dans le monde [24,25,26]. Voici quelques-unes des maladies

cardiovasculaires les plus courantes



Les affections transmissibles et non transmissibles

La maladie coronarienne survient lorsqu’il y a un blocage ou une réduction du flux sanguin
riche en oxygene vers les muscles du coeur [23].
Les maladies cérébro-vasculaires sont des affections qui affectent les vaisseaux sanguins
du cerveau [27]. Ces maladies impliquent généralement des problémes de circulation
sanguine dans le cerveau
Les cardiopathies rhumatismales surviennent lorsque le muscle cardiaque et les valves sont
affectés a la suite d'un rhumatisme articulaire aigu, caus¢ par une bactérie streptocoque
[27].
—  Symptémes
Essouftflement, fatigue, arythmie cardiaque, douleur thoracique et syncope pour une
cardiopathie rhumatismale
Les malformations cardiaques congénitales sont des anomalies structurelles du coeur
présentes des la naissance.
Les thromboses veineuses profondes et les embolies pulmonaires se caractérisent par le
blocage des veines des jambes causé par la présence de caillots sanguins, pouvant se
détacher et migrer vers le cceur ou les poumons.
Les thromboses veineuses profondes et les embolies pulmonaires se caractérisent par le
blocage des veines des jambes causé par la présence de caillots sanguins, qui peuvent se
détacher et migrer vers le cceur ou les poumons

Facteurs de risque

Le tabagisme, une alimentation riche en graisses saturées et en cholestérol, l'inactivité

physique (la sédentarité), 1'obésité, 1'hypertension artérielle, le diabéte, la consommation

d’

alcool I’age, et les antécédents familiaux de maladies cardiaques comme illustré dans la

Figure L.3.

Symptomes

Douleur thoracique, essoufflement, fatigue, palpitations, vertiges ou étourdissements,
gonflement des extrémités, douleurs dans les bras, le dos, la machoire ou le cou, sensation

de briilure a I'estomac, nausées, perte de conscience ou évanouissements.
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Figure 1.2 Illustration visuelle des altérations vasculaires : Comparaison entre une artére normal

et une artere rétrécie par l'athérome [28]
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Figure 1.3 Facteurs de risque des maladies cardiovasculaire [28]

I.3.1.3 Le cancer du poumon

Se caractérise par le développement incontrdolé de cellules anormales qui débute dans les
tissus pulmonaires comme illustré dans la figure 1.2. Généralement dans les cellules qui tapissent
les bronches. Il est l'une des formes les plus courantes de cancer et est souvent associé au

tabagisme.

Comme il prend naissance dans la muqueuse des bronches, le cancer du poumon obstrue les
¢changes gazeux dans les poumons et provoque des difficultés respiratoires [29]. Difficile a
évaluer et a découvrir dés les premiers stades car cela ne crée pas de douleur ni de symptomes

dans certaines situations [30].

10
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Il existe deux principales catégories de cancer du poumon : le cancer du poumon a petites cellules
(CPPC) et le cancer du poumon non a petites cellules (CPNPC). Le CPNPC est le type le plus
fréquent, représentant environ 85 % des cas de cancer du poumon.
- Les facteurs de risque
Le tabagisme (le principal facteur de risque), I'exposition a des substances cancérigénes comme

I'amiante et le radon, des antécédents familiaux de cancer du poumon, ainsi que d'autres

conditions pulmonaires préexistantes.
- Les symptomes
Une toux persistante, des crachats de sang, un essoufflement, une douleur thoracique, une perte de

poids inexpliquée et une fatigue importante, Syndrome de Pancoast (douleur a 1'épaule),

enrouement (paralysie des cordes vocales), faiblesse [30].
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Figure 1.4 Evolution du cancer des poumons [31]

1.3.1.4 Le cancer du foie
Le cancer du foie, ou carcinome hépatocellulaire (CHC), est 1'un des types les plus
courants de cancer primitif du foie, également connu sous le nom d’hépatome. Les principales

causes du CHC sont les infections par le virus de I'hépatite B (virus a ADN) ou de I'hépatite C

(virus a ARN), ainsi que la consommation excessive d’alcool [32].

Le type expansif est la forme la plus courante de CHC. Il se manifeste par une masse unique,

volumineuse, de couleur jaune-brun, généralement située dans le lobe droit du foie [32].

Le type multifocal est une forme moins courante de CHC caractérisée par la présence de

plusieurs masses tumorales, de 3 a 5 cm de diamétre, dispersées dans tout le foie [32].

11
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Le type infiltrant est une forme rare de carcinome hépatocellulaire CHC ou les cellules tumorales

se diffusent a travers l'ensemble du foie [32].

- Les facteurs de risque
Hépatite B et C chroniques cirrhose, consommation excessive d'alcool, stéatohépatite non

alcoolique (NASH), exposition aux aflatoxines, diabéte, obésité, facteurs génétiques, tabagisme

- Les symptomes
Douleurs abdominales, perte de poids, perte d'appétit, nausées et vomissements, fatigue, jaunisse,

enflure de I'abdomen, démangeaisons.

1.3.1.5 Cancer du pancréas

La majorité des tumeurs malignes du pancréas sont des adénocarcinomes. Parmi les
néoplasmes pancréatiques rares, on trouve les tumeurs neuroendocrines, qui peuvent sécréter des
hormones comme l'insuline ou le glucagon, et les carcinomes acineux, qui peuvent libérer des
enzymes digestives dans la circulation. Des néoplasmes encore moins fréquents incluent les
carcinomes colloides, les pancréatoblastomes et les néoplasmes pseudopapillaires solides. Plus
précisément, l'adénocarcinome canalaire est le type de tumeur maligne pancréatique le plus

répandu. [33].

- Les facteurs de risque

Les facteurs de risque de cette maladie maligne comprennent le tabagisme, les antécédents
familiaux de pancréatite chronique, le diabéte ,le sexe masculin, 1'age avancé, 'obésité, le
groupe sanguin non O, les expositions professionnelles, I'origine ethnique afro-américaine, un
régime riche en viande et pauvre en légumes et en folate, un régime alimentaire riche en graisses,

et éventuellement une infection a Helicobacter pylori et une maladie parodontale [34].

Les symptomes
Douleur abdominale, perte de poids, jaunisse, nausées et vomissements, appétit réduit,

changements dans les selles, diabéte de novo, fatigue, problemes digestifs
Conclusion

L’étude des affections transmissibles et non transmissibles révele la complexité inhérente a
la santé humaine. La coexistence de ces deux catégories souligne la nécessité d'une approche
intégrée en matiere de santé publique, capable de faire face simultanément aux épidémies
infectieuses et aux défis persistants des maladies chroniques. En comprenant les mécanismes de

transmission et les facteurs sous-jacents, nous sommes mieux outillés pour €élaborer des stratégies
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préventives et curatives efficaces, contribuant ainsi a améliorer la santé mondiale dans son

ensemble.
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IT Chapitre II. L'intelligence artificielle

II.1 Introduction

Le terme Intelligence Artificielle s'est généralisé parmi le grand public a mesure que les
progrés de la technologie informatique se propagent dans divers aspects de nos vies. L'IA a
désormais pris une place prépondérante, comme en témoigne la profusion d'articles et d'ouvrages
qui lui sont consacrés, reflétant ainsi son influence directe ou indirecte sur de nombreuses
domaines d'activités humaines. Les techniques d'intelligence artificielle représentent des méthodes
numériques qui exploitent les connaissances. Les principales techniques de 1'1A comprennent la
représentation des connaissances, la recherche de solutions, le raisonnement et 1'apprentissage (ou
formation). Le présent chapitre vise a décrire les notions fondamentales liées a l'intelligence

artificielle (IA)

II.2 Histoire de intelligence artificielle

En 1956, lors d'un séminaire organisé & Dartmouth aux Etats-Unis, le terme "intelligence
artificielle" a été¢ formellement introduit, et c’est a John McCarthy qu’on attribue la paternité du
nom de cette nouvelle discipline [35]. Cependant Warren McCulloch et Walter Pitts sont
considérés comme des précurseurs dans les travaux appartenant a 1’TA [35]. Leur inspiration
découle de la physiologie et du fonctionnement des neurones cérébraux, de I'analyse formelle de
la logique propositionnelle établie par Russell et Whitehead, et de la théorie du calcul de Turing

[36].
En 1943, Un mod¢le de neurones artificiels a été défini par McCulloch et Pitts [36].

En 1957, Frank Rosenblatt a introduit le perceptron, un algorithme d’apprentissage qui simulait le
fonctionnement des neurones [37]. L’objectif premier du perceptron était de réaliser la

classification d'images [37].

L'TA a connu des périodes de désintérét et de désengagement financier, notamment dans les années
1970, a la suite des échecs de I'IA dans le domaine du langage, de la traduction automatique
marquant ce que l'on a appelé "l'hiver de I'TA". Aprés un regain d'intérét li¢é a la montée des
ordinateurs personnels et a l'augmentation de la puissance de calcul, I'TA a subi une deuxieme
période de déclin a la fin des années 1980. Cependant, I'avenement d'Internet au milieu des années

1990 et la profusion de données qui en a découlé ont relancé I'IA [37].

En 2001, l’apparition des premieres cartes graphiques dédiées pour Graphics Processing Units

(GPU) a simultanément renforcé la capacité de calcul des ordinateurs [37].
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I1.3 Définition de I’intelligence artificielle

L'intelligence artificielle est définie comme un ensemble de technologies permettant aux
ordinateurs de simuler et d'imiter I'intelligence humaine [37]. L'intelligence artificielle confére a
une machine la compétence d'effectuer des traductions de texte, de reconnaitre des images,
d'automatiser la conduite de véhicules, ainsi que de superviser le pilotage de procédés industriels
[37]. L'approche cognitive vise a explorer les mécanismes des raisonnements humains et a les
traduire en algorithmes [38]. Dans l'approche pragmatiste, l'intelligence artificielle est percue
comme une boite noire [38]. Elle prend en entrée les données du probléme et fournit en sortie les

résultats, sans nécessité de comprendre le fonctionnement interne de cette boite [38].

L'intelligence artificielle est constituée de plusieurs composants ou briques scientifiques qui
travaillent de concert pour permettre aux systémes d'TA d'accomplir des taches intelligentes. Ces
briques comprennent, entre autres, l'apprentissage automatique, les mathématiques, les
statistiques, la planification, la neurobiologie, la psychologie, la philosophie, et bien d'autres

domaines de l'informatique et des sciences cognitives.

La polyvalence de I'TA en mati¢re d'innovation provient de son caractére multidisciplinaire.
[37]. La distinction entre 1TA forte et 1'TA faible réside dans le niveau de capacité cognitive et
d'autonomie des systémes d'intelligence artificielle. L'TA forte se référe a des systémes capables
de reproduire complétement les capacités intellectuelles humaines [37]. L’IA faible est congue
pour effectuer des taches spécifiques, souvent de maniére trés performante, mais sans avoir la

capacité de généraliser son intelligence a d'autres domaines [37].

Cette breve définition de l'intelligence artificielle nous offre une introduction aux principes

fondamentaux de I'apprentissage automatique.

II.4 Principes fondamentaux de I'apprentissage automatique

L'apprentissage automatique, également connu sous le nom de machine learning ou
apprentissage statistique, est une branche de l'intelligence artificielle qui se concentre sur le
développement de techniques permettant aux ordinateurs d'apprendre a partir de données et
d'algorithmes, imitant ainsi la fagon dont les humains apprennent. L'apprentissage automatique
permet a un systeme d'étre piloté ou assisté par ordinateur, tel qu'un programme ou un robot,
d'adapter ses réponses aux situations rencontrées en se fondant sur 1'analyse de données empiriques
passées issues de bases de données, de capteurs ou du web [39]. L'objectif de I'apprentissage

automatique est de déterminer une fonction f qui établit une relation entre les données d'entrée X
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et les résultats Y. La nature de cette fonction dépend de 1'algorithme d'apprentissage spécifique

employ¢ [40].

I1.4.1 Les types d'apprentissage automatique

Les caractéristiques et la quantité des données utilisées pour construire les algorithmes
d'apprentissage automatique contribuent a déterminer les différents types dans ce domaine. On
peut classifier ces types en trois approches principales : I'apprentissage supervisé, 1'apprentissage

non supervisé et l'apprentissage par renforcement.

I1.4.1.1 Apprentissage supervise

L'apprentissage supervisé représente 1'une des formes les plus répandues de l'apprentissage
automatique. Il s'agit d'une approche ou un algorithme est entrainé sur un ensemble de données
étiquetées, signifiant que chaque exemple d'entrainement est associ€¢ a une étiquette ou a une
réponse connue [41]. L'objectif de 'apprentissage supervisé est d'apprendre a partir de ces données

étiquetées afin de réaliser des prédictions précises sur de nouvelles données non étiquetées.

L'apprentissage supervisé est utilis¢é dans de nombreuses applications, telles que la
classification d'images, la détection d'objets, la prédiction de prix, la reconnaissance vocale, la
traduction automatique, la recommandation de produits, et bien d'autres. Il est essentiel dans le
domaine de l'intelligence artificielle pour résoudre une grande variété de problémes ou la

prédiction ou la classification est nécessaire.

On peut classifier les problémes d'apprentissage supervisé en deux catégories principales en
fonction du type d'étiquettes associces : la classification et la régression, comme illustré dans la

Figure I1.1

a. La classification

La classification est une tache visant a prédire une classe ou une catégorie a partir d'un
ensemble de variables. L'objectif est de déterminer une fonction approximative qui associe les
variables d'entrée a la variable qualitative de sortie. Cette fonction est ensuite utilisée pour

catégoriser de nouvelles données. Les méthodes de classification se divisent généralement en trois
types :

- Classification binaire : Dans la classification binaire, la valeur a prédire est de nature binaire,
ce qui signifie qu'elle peut prendre I'une de deux classes possibles (par exemple, oui/non,

positif/négatif, spam/non-spam).
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Classification multi classe : concerne des situations ou la variable de sortie peut appartenir a
I'une de plusieurs classes. Contrairement a la classification binaire, il existe plus de deux
catégories possibles. Par exemple, cela peut étre appliqué a la classification des espéces
d'animaux ou a la catégorisation de documents en plusieurs catégories.

- Classification multi label : implique la prédiction de plusieurs étiquettes ou catégories
simultanément pour une seule observation. Chaque observation peut étre associée a plusieurs
classes en méme temps. Par exemple : la classification de tags sur une image, ou une image

peut étre associée a plusieurs thémes ou catégories.
b. La régression

Dans le domaine de la régression, l'objectif est de découvrir le modele ou la fonction
permettant de distinguer les données en valeurs réelles continues ou d'identifier le mouvement de

distribution en fonction des données historiques.

() Classe A

() Classe A

1.0 ClasseB

(2) Régression

(b) Classification

Figure II.1 Illustration de I'apprentissage supervisé [42].

I1.4.1.1.1 Les Algorithmes d’apprentissage supervisé
I1 existe plusieurs algorithmes dans le domaine de l'apprentissage supervis¢, parmi lesquels

les plus largement reconnus et utilisés sont :

I1.4.1.1.1.1 Régression logistique

La régression logistique (RL), étendue a partir d'une méthode de régression conventionnelle,
est une technique de classification largement utilisée [43-45]. RL est congue pour modéliser un
classificateur ou une variable binaire a l'aide d'un seuil discriminant et est appliquée pour

différencier deux classes (par exemple, en bonne santé et malade).
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11.4.1.1.1.2 Réseaux de neurones artificiels

Un réseau de neurones artificiels (RNA) est un modéle mathématique informatique inspiré
de la structure et de la fonction des réseaux neuronaux biologiques du cerveau. Le RNA est
composé de neurones artificiels. Ces neurones sont connectés les uns aux autres par des poids
synaptiques, souvent simplement appelés poids [46]. Lorsqu'un réseau de neurones artificiels est
utilisé pour une tache d'apprentissage, il commence par ajuster ces poids lors du processus

d'apprentissage [47, 48].
A. Analogie entre le neurone biologique et le neurone artificiel

L'apprentissage dans le cerveau humain se fait grace a un réseau de neurones reliés par des
axones, des synapses et des dendrites (voire Figure I1. 2). Le neurone biologique est une structure
cellulaire constituée d'un corps cellulaire et d'un noyau. Les dendrites partent du corps cellulaire
et servent de conduits aux informations provenant de I’environnement externe pour atteindre le
soma. Apres avoir traité cette information, le neurone la transmet le long de l'axone pour
communiquer avec d'autres neurones. Le point de connexion entre deux neurones est appelé
synapse. Les dendrites collectent des signaux électrochimiques provenant d'autres cellules ou de

l'extérieur via des synapses et les transmettent au corps cellulaire, ou soma.

Le soma, outre son role dans le métabolisme cellulaire, accumule et consolide ces informations.
Si le potentiel somatique dépasse un seuil spécifique, un potentiel d'action est généré, représentant
une bréve oscillation électrique. L'axone, une extension cellulaire, est responsable du relais des
informations nerveuses vers d'autres cellules via ses ramifications terminales au niveau des

synapses.

Le neurone biologique et le neurone artificiel présentent une analogie fascinante dans le domaine
de l'intelligence artificielle. Un neurone biologique, I'unité de base du cerveau humain, transmet
des signaux électrochimiques via ses axones, synapses et dendrites, établissant ainsi des
connexions complexes. De méme, le neurone artificiel, qui est 1’élément de base d’un réseau
neuronal artificiel. Il re¢oit un nombre variable d'entrées, et chacune de ces entrées est associée a

un poids (en anglais weight (w)) qui représente I’é¢lément clé¢ de la connexion [46].

Chaque neurone artificiel émet une seule sortie qui se ramifie ensuite pour alimenter un nombre

variable de neurones comme illustrées dans la figure I1. 3 [47, 49].
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Dendrites

Figure II. 2 Neurone biologique [50]

Figure II. 3 Neurone artificiel [46]

Axon terminals

Des similitudes dans la conception et les fonctionnalités peuvent étre observées dans la Figure 11.4.

Synapses

2

Bendrite
(1)

Signal
électrique

Vecteur

dentrées — ‘|1
(1)

Vecteur

des polds
(2

X

Somme
pendérée
(3

Fenctien de

transfort —— |

F(X)

Figure II 4. Comparaison entre un neurone biologique et un neurone artificiel [47, 49,51].
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La formulation mathématique de ce neurone artificiel est également clairement détaillée dans Eq

IL1[52]

Y; =F(a;) = F(b° + XY, w; * X;) (IL.1)

b, Est le poids effectué a une entrée constante (biais), w; est le poids de connexion pour la i*™e
entrée, et X; et Y; représentent respectivement les valeurs de la i®™€ entrée et sortie. La fonction
F, également appelée fonction d'activation ou fonction de transfert, est appliquée a l'unité ai, qui
est le potentiel du neurone. Cette unité effectue le calcul de la somme pondérée de toutes les
entrées.

Comme illustré par le modele de neurone artificiel et son équation (II.1), la fonction d’activation
constitue la principale variable inconnue de notre mod¢le. Cette fonction est un élément constitutif
important pour les réseaux de neurone artificiels et pour n’importe quel modeéle mathématique, car
elle définit leurs propriétés essentielles. Notre choix de la fonction d’activation découle des
problemes spécifiques que le neurone artificiel doit résoudre, comme le suggére la plupart des cas
[48]. La plupart des fonctions d’activation dans les réseaux de neurones artificiels sont continués,
offrant ainsi une gamme infinie de valeurs comprises dans les intervalles [0, +1] ou [—1, +1] [53].
Il existe diverses formes de fonctions d’activation. Le tableau II.1 donne quelques exemples de
fonctions d’activation utilisées pour les réseaux de neurones artificiels dans le logiciel Statistica

[54-57].
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Tableau. II.1. Fonctions d’activation usuelles existantes dans le logiciel Statistica [54-57]

Nom du
Fonction

Définition mathématique

Intervalle

Description

Désignation
Correspondante

Linéaire

(—o0, +00)

L’activation du neurone est
transmise directement en tant
que sortie

Identity

Logarithmiqu
Sigmoide
(Logistique)

D

(0, +1)

Une courbe en forme de S

Logistic

Tangente
hyperbolique

e+n —_ e—n

a= et 4 egn

(-1,+D)

Une courbe sigmoide (tangente
hyperbolique) similaire a la
fonction logistique. Fonctionne
souvent mieux que la fonction
logistique en raison de sa
symétrie. Idéal pour les
perceptrons multicouches, en
particulier les couches cachées

Tanh

Exponentielle

a=e™"

(0, +0)

La fonction exponentielle
négative

Exponential

Sinus

a = sin(n)

(0, +o0)

Peut-étre utile si la
reconnaissance des données
distribuées radialement

Sine

Exponentielle
Normalisée

[0, +1]

Principalement utilisé pour
(mais sans s’y limiter) les taches
de classification. Utile pour
construire des réseaux de
neurones avec des sorties
multiples normalisées, ce qui le
rend particulierement adapté a la
Création de classificateurs de
réseaux de neurones avec des
sorties probabilistes

Softmax

Gaussienne

Ce type de fonction d’activation
gaussienne isotrope est
uniquement utilisé par les unités
cachées d’un réseau neuronal
RBF, également appelées
fonctions de base radiales.
L’emplacement (également
connu sous le nom de vecteurs
prototypes) et les paramétres de
propagation sont équivalents aux
poids de couche cachés en
entrée d’un réseau neuronal
MLP

Gaussian

Avec : a = f(n), (n) Cest | 'entrée nette d 'un neurone (Somme pondérée des entrées du neurone pour les MLP).

Pour la fonction gaussienne : (x) Représente le vecteur des entrées de neurones, mu (u) Vecteur des poids d ‘entrée

(centre du RBF), sigma (o) Propagation (largeur) du RBF.
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B. Algorithme d’apprentissage

L'apprentissage dans le domaine des réseaux de neurones artificiels se référe a la mani¢re dont
l'architecture et les caractéristiques principales d'un réseau sont définies. L'une de ces propriétés
fondamentales est la capacité du réseau a s'adapter et a améliorer sa performance en ajustant les
connexions neuronales par le biais de la procédure d'apprentissage, qui est réalisée a l'aide

d'algorithmes d'apprentissage [58, 59].

La plupart des algorithmes actuels impliquent la modification des poids de connexion pour que la
réponse du réseau corresponde avec les exemples de I'expérience. Apres une initialisation aléatoire des
poids, les algorithmes d'apprentissage ajustent progressivement ces poids afin de réduire I'écart entre

les sorties calculées par le réseau et les sorties expérimentales [53, 58, 59].

Divers algorithmes itératifs de rétropropagation peuvent étre mis en ceuvre, parmi lesquels on trouve
les algorithmes de Descente du gradient, de Levenberg—Marquardt, de Régularisation Bayésienne, de
BFGS, etc [53]. Toutefois, dans cette section, je me concentre spécifiquement sur l'algorithme de

BFGS, qui sera utilis¢ comme algorithme d'apprentissage dans cette étude.
L'acronyme BFGS provient de 1'association des noms de ses fondateurs : Broyden, Fletcher,

Goldfarb et Shanno [60, 61]. Cet algorithme appartient a la catégorie des méthodes d'optimisation dites

"Quasi-Newtoniennes", ces méthodes sont une généralisation de la méthode de Newton [58, 61-65].
C. Réseaux de neurones perceptron multicouche

Le Perceptron Multi-Couches (PMC), appartient a la famille des réseaux de neurones non-bouclés,
¢galement appelés Feed-forward Networks. Habituellement, a la suite d'un apprentissage supervise,
ces neurones sont arrangés en couches successives, ou les informations circulent dans un seul sens, de
la couche d'entrée vers la couche de sortie. Chaque neurone dans une couche est connecté a tous les
neurones de la couche précédente et de la couche suivante. Cependant, les neurones au sein d'une méme

couche ne sont pas interconnectés [51, 52, 66]. Le réseau de ce type est constitué¢ de différentes couches:

La couche d'entrée d'un réseau neuronal renferme des données inhérentes a son point d'origine. Ces
données présentent une diversité de qualités, qu'elles soient de nature structurelle, qualitative,

quantitative, ou associées aux résultats souhaités.

Les couches cachées, qu'elles soient une ou multiples, englobent plusieurs neurones interconnectés aux

données de la couche d'entrée en relation avec les résultats attendus de la couche de sortie.
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La couche de sortie, composée d'un ou de plusieurs neurones en fonction du nombre de réponses visées,
génere les valeurs de sortie résultant de la combinaison linéaire des fonctions de transfert des couches

cachées. La figure II.5 présente le schéma de l'architecture d'un réseau neuronal perceptron

multicouches.
Y
Couche d’entrée Les Couches cachées Couches sortie
Figure I1.5 Architecture d'un réseau neuronal perceptron multicouches
I1.4.1.1.1.3 Algorithme de k-plus proches voisins

Le classificateur de K-Plus Proches Voisins (en anglais : K-Nearest Neighbors (K-NN)) est
une méthode classique largement utilisée pour résoudre les problémes de classification et de la
régression [67]. K-NN est le plus simple de tous les algorithmes d'apprentissage automatique.
L'idée clé de la méthode du plus proche voisin est assez simple : les instances sont classés en
fonction de la classe de leurs voisins les plus proches. Il est souvent utile de prendre plus d'un
excellent voisin (disons k), d'ou le terme K-NN. Cette approche est également appelée
classification basée sur des exemples ou classification basée sur des cas, car la classification
dépend directement des exemples de formation. En résumé, le classificateur K-NN comporte deux
étapes : la premicre est la sélection des excellents voisins, et la seconde est la détermination de la

classe sur la base des distances de ces voisins [40]. (Voir Figure I1.6)
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Figure I1.6 Algorithme des k-plus proches voisins [5].
11.4.1.1.1.4 Les arbres de décision

Les arbres de décision [68] (en anglais : Decision Trees (DT)) sont parmi les méthodes de
classification les plus connues et les plus utilisées. Un arbre de décision est un modele
d'apprentissage automatique qui prend la forme d'une structure arborescente. Il est utilis€¢ pour
représenter des décisions et des conditions basées sur des caractéristiques des données. Chaque
nceud de l'arbre représente une caractéristique (ou attribut), chaque branche représente une

décision basée sur cette caractéristique, et chaque feuille représente le résultat de la décision [69].

L'arbre de décision est construit a partir d'un ensemble de données d'entrainement, ou chaque
exemple est associ¢ a une étiquette de classe. L'objectif est de diviser récursivement les données
en sous-ensembles homogenes en termes de classe, en choisissant les caractéristiques aux nceuds
de l'arbre. Cela permet de créer une structure hiérarchique qui peut étre utilisée pour prendre des

décisions ou faire des prédictions sur de nouvelles données.

11.4.1.1.1.5 Les foréts aléatoires

Les Foréts aléatoires (en anglais : Random Forest (RF)) sont des méthodes d'apprentissage
automatique impliquent la construction de plusieurs Arbres de Décision (DT) de maniére
indépendante [70]. Chaque arbre est construit a partir d'un échantillon Bootstrap de 1'ensemble de
données d'origine, garantissant ainsi la diversité des arbres. Lorsqu'une nouvelle entrée est
présentée, chaque arbre prédit une classe, et la classe finale est déterminée par un vote majoritaire
des arbres constitutifs [71, 72]. L'agrégation des prédictions de plusieurs arbres atténue le bruit,
rendant le modele moins sensible aux valeurs aberrantes et plus robuste face aux petites quantités

de données [70, 73]. Les Foréts aléatoires intégrent un mécanisme de sélection de fonctionnalités,
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permettant de gérer de nombreux parameétres d'entrée sans nécessiter la suppression de certaines

variables pour réduire la dimensionnalité [74].

11.4.1.1.1.6 Machines a vecteurs de support (SVM)
Les machines a vecteurs de support (en anglais Support vector machines (SVM)) sont des
techniques puissantes de classification et de régression dans le domaine de I'apprentissage

automatique [30, 75, 76]. Elles sont particuliérement efficaces pour la classification

- Principe fondamental : Le principe de base des SVM repose sur la recherche d'une
séparation linéaire optimale entre les différentes classes d'objets dans un espace
multidimensionnel.

- Séparation par un hyperplan : L'objectif est de trouver un hyperplan (une sorte de plan
dans un espace a plusieurs dimensions) qui maximise la marge entre les classes [77]. La
marge est la distance entre I'hyperplan et les exemples d'entrainement les plus proches de
chaque classe, appelés vecteurs de support.

- Maximisation de la marge (Optimisation) : L'optimisation vise a maximiser la marge.
C'est un probléme d'optimisation convexe qui peut étre résolu efficacement.

- Fonction de décision (Fonction discriminante) : La fonction de décision d'une SVM est
déterminée par I'hyperplan trouvé. Elle attribue une classe a chaque observation en fonction
de laquelle de part et d'autre de 1'hyperplan elle se trouve.

- Noyau (Kernel) : Les SVM peuvent étre étendues pour traiter des problémes de
classification non linéaires en utilisant des noyaux [77]. Ces noyaux permettent de
transformer les données dans un espace de caractéristiques de dimension supérieure, ou
une séparation lin€aire est possible. Les noyaux couramment utilisés incluent le noyau
linéaire, le noyau polynomial et le noyau radial (RBF). Le choix du noyau dépend de la
nature des données.

- Paramétres de pénalité (C) : Un paramétre important dans SVM est le paramétre de
pénalité, qui détermine la tolérance aux erreurs de classification. Un C plus élevé signifie

une tolérance plus faible aux erreurs, ce qui conduit a un ajustement plus strict.
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Figure I1.7 Algorithme de SVM [5]

11.4.1.2 L'apprentissage non supervisé

L'apprentissage non supervisé est une méthode d'apprentissage automatique ou le modele est
expos¢ a des données non étiquetées, contrairement a l'apprentissage supervisé qui utilise des
données étiquetées pour entrainer le modele a prédire des étiquettes pour de nouvelles données.
L'objectif de I'apprentissage non supervisé est d'extraire des structures ou des modeles intrinséques
a partir des données, sans disposer de résultats attendus préalablement définis. Cette approche
s'adapte particuliecrement bien aux problémes impliquant de vastes ensembles de données non
étiquetées [42]. Dans des contextes ou I'annotation de données serait cotiteuse ou difficile a obtenir,
l'apprentissage non supervisé offre une méthode efficace pour explorer et analyser ces données de

maniere exploratoire.
Il existe plusieurs techniques d'apprentissage non supervisé, dont voici quelques-unes :

- Regroupement (Clustering) : Cette technique consiste a regrouper les données en
fonction de similarités intrinséques [42]. L'idée est de regrouper des observations similaires
dans un méme cluster tout en maintenant une certaine dissimilarité entre les clusters (voir
la Figure I1.8).

- Réduction de la dimensionnalité : L'objectif ici est de réduire le nombre de variables ou
de caractéristiques tout en préservant au mieux l'information contenue dans les données.

- Association : est une technique d'apprentissage non supervis¢ utilisée pour découvrir des

relations intéressantes entre les variables dans un ensemble de données. L'objectif principal
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Figure 11.8 Apprentissage non supervisé [42]

11.4.1.3 Apprentissage par renforcement

L'apprentissage par renforcement est une branche de I'apprentissage machine ou un agent
interagit avec un environnement et apprend a prendre des décisions afin de maximiser une
récompense cumulative au fil du temps. Contrairement a l'apprentissage supervisé, ou le modele
est entrainé sur un ensemble de données étiqueté, et a l'apprentissage non supervisé, qui se
concentre sur la découverte de structures dans les données, 1'apprentissage par renforcement repose

sur I'idée d'apprendre par essais et erreurs dans un environnement dynamique.

II.S Apprentissage en profondeur

L’apprentissage profond (en anglais : Deep learning (DL), en tant que sous-domaine
populaire et en évolution de I'IA, a considérablement progressé et a été appliqué pour résoudre
divers problémes complexes. DL a réalis€ de nombreuses percées dans des domaines tels que la
reconnaissance, la classification et la segmentation d'images [78, 81]. DL imite le traitement du
cerveau humain et est généralement composé de réseaux neuronaux artificiels multicouches. La
large application des techniques DL a forte intensité de calcul a été possible grace aux progres
techniques des unités de traitement graphique, conduisant aux capacités révolutionnaires du DL
[82]. Deux algorithmes de réseau neuronal populaires basés sur DL sont le réseau neuronal

convolutif et le réseau neuronal récurrent.

I1.5.1 Réseau neuronal convolutif
Un réseau neuronal convolutif, (en anglais : Convolutional Neural Network (CNN)), est un
type spécifique de réseau neuronal profond congu principalement pour le traitement des données

structurées en réseau, telles que des images. Les CNN ont été particulierement efficaces dans des
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taches liées a la vision par ordinateur, comme la reconnaissance d'objets, la classification d'images,

la détection d'objets, et d'autres applications similaires.

CNN est composé de multicouches artificielles comprenant un processus convolutif qui
extrait les caractéristiques hiérarchiques de I'entrée brute et est équipé de couches enticrement

connectées en tant que classificateurs [83, 84].

I1.5.2 Réseau neuronal récurrent

Un réseau neuronal récurrent (en anglais : Recurrent Neural Network (RNN)) est un type de
réseau neuronal qui est particulierement adapté au traitement de données séquentielles, ou l'ordre
des éléments a une importance. Les RNN possedent une mémoire interne qui permet de conserver

des informations sur les entrées précédentes pendant un certain laps de temps.

Les RNN sont récurrents car ils présentent une structure de rétroaction, ce qui signifie que

l'information peut étre transmise d'une étape a la suivante dans la séquence.

I1.6 Algorithmes d'optimisation

Les algorithmes d'optimisation sont des procédures ou ensembles d'instructions
algorithmiques congus pour trouver la meilleure solution possible parmi un ensemble de solutions
potentielles. Leur objectif est de minimiser ou maximiser une fonction objective tout en respectant
éventuellement des contraintes spécifiques. Ces algorithmes sont utilisés dans divers domaines,
tels que l'intelligence artificielle, I'apprentissage automatique, l'ingénierie, la planification, la
logistique et d'autres disciplines, pour résoudre des problémes complexes et prendre des décisions

optimales.

Il existe plusieurs algorithmes d'optimisation dans le domaine de l'intelligence artificielle,

parmi lesquels les plus largement reconnus et utilisés sont :
- Colonie d'abeilles artificielles (en anglais : Artificial bee colony (ABC))

L'algorithme ABC est un algorithme d'optimisation inspiré du comportement des abeilles,
utilis¢é dans de nombreux problémes d'optimisation [85]. Karaboga 1'a proposé en 2005 [86]. Les
abeilles individuelles sont classées en trois sortes dans l'algorithme (employées, observatrices et

éclaireuses), chaque agent ayant une fonction particuliere a remplir dans le processus [85, 87].
- Algorithme de recherche de corbeaux (en anglais : Crow search algorithm (CSA))

L'algorithme CSA proposé par Askarzadeh en 2016 est un algorithme méta-heuristique [88].

On dit que I'oiseau le plus intelligent est le corbeau [88]. Les corbeaux peuvent reconnaitre des
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visages et communiquer entre eux pour avertir lorsqu’un inconnu est dans les parages [88]. De
plus, ils peuvent communiquer de maniére développée, et se souvenir de I'emplacement de leur
nourriture plusieurs mois plus tard [88, 89]. Les corbeaux regardent ou d'autres oiseaux cachent
leur nourriture et la volent [89]. Ils utilisent leur propre expérience du vol pour prédire le
comportement des voleurs, afin d'éviter de devenir une victime a I'avenir, et ils peuvent déterminer
le chemin siir pour protéger leurs caches [89]. La principale source de cet algorithme était la fagon

dont les corbeaux cachent leur nourriture [89, 90].
Les définitions suivantes décrivent les quatre principes majeurs de la CSA [89] :
— Les corbeaux existent sous la forme d’un groupe.
— Les corbeaux se souviennent ou cacher leur nourriture.
— Lorsque le vol est commis, chacun des membres traque les autres.
— Les corbeaux gardent leurs caches en étant extrémement vigilants contre le vol.
- Algorithme de libellule (en anglais Dragonfly Algorithm (DA))

C’est un algorithme d’optimisation inspiré des comportements statiques et dynamiques des
libellules [91]. Le processus d'optimisation repose sur deux étapes majeures : l'exploration et

l'exploitation réalisées en attirant des sources de nourriture et en repoussant les ennemis [92, 93].
- Optimisation des essaims de particules (en anglais Particle Swarm Optimization (PSO))

Inspirée par le comportement d’essaims tels que les essaims d’oiseaux et les colonies de fourmis,
I’optimisation des essaims de particules est une approche répandue que Kennedy et Eberhart ont
d’abord développée. Il résout des problémes d'optimisation non linéaire complexes avec les
avantages d'avoir moins de parametres a ajuster [94]. Il consiste a trouver la solution en comparant
et en actualisant les informations de position et de vitesse d un individu [95]. PSO est couplé a des

algorithmes d’apprentissage automatique pour déterminer leurs parametres optimaux.

I1.7 Applications de l'intelligence artificielle en santé

L’intelligence artificielle révolutionne de nombreux domaines, dont celui de la santé. Grace a ses
capacités d'analyse rapide, de traitement des données massives et d'apprentissage automatique, 1'TA
offre des opportunités uniques pour améliorer les soins de santé, la recherche médicale et la gestion

des données.
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I1.7.1 Diagnostic médical amélioré

L'TA a connu un développement significatif dans le domaine de 1'aide au diagnostic en santé
[7]. L'TA peut étre utilisée pour analyser des données médicales complexes, telles que des images
radiologiques, des scans et des dossiers médicaux électroniques, afin de fournir des diagnostics
plus rapides et plus précis. Les algorithmes d'apprentissage automatique peuvent apprendre a
détecter des motifs subtils qui pourraient échapper a l'eceil humain, contribuant ainsi a une meilleure
identification des maladies telles que le cancer, les maladies cardiaques et les troubles

neurologiques.

En dermatologie, des algorithmes congus dans le but de diagnostiquer le mélanome
démontrent une efficacité notable [96]. Des chercheurs du Stanford Cancer Institute ont développé
un outil d'intelligence artificielle aussi performant que des dermatologues expérimentés pour

diagnostiquer les cancers de la peau [96, 97]

En l'anatomopathologie, 'utilisation de techniques d'intelligence artificielle pour analyser
des images histologiques a le potentiel d'améliorer la précision des diagnostics, d'affiner les

pronostics, et de déterminer le profil génomique de certains types de cancers [98].

En cardiologie, des avancements sont réalisés dans le développement d'outils d'intelligence
artificielle dédiés a l'interprétation automatique des €lectrocardiogrammes [7]. Une 1A fondée sur
les réseaux de neurones, congue pour soutenir les professionnels de la santé dans le diagnostic des
troubles du rythme cardiaque, a obtenu l'approbation de la Food and Drug Administration (FDA)
aux Etats-Unis [7].

En psychiatrie, les chercheurs Marcel Just et David Brent, affiliés respectivement a
I'université Carnegie Mellon et a l'université de Pittsburgh aux Etats-Unis, ont mis au point un
outil d'intelligence artificielle qui utilise un couplage entre un algorithme et 1'imagerie cérébrale
pour identifier les intentions suicidaires chez les patients. Lors de leur premicre expérimentation

sur un échantillon limité d'individus, cet outil a démontré un taux d’exactitude de 91% [99].

I1.7.2 Prédiction des maladies

L'TA peut étre utilisée pour analyser les données des patients et identifier les facteurs de
risque, permettant ainsi de prédire le développement potentiel de maladies, ce qui facilite la
prévention et la gestion précoce.
Des chercheurs de l'institut Gustave Roussy ont mis au point une technologie d'intelligence
artificielle capable d'analyser des images de scanner afin de prédire la réponse d'un patient face a

son traitement anticancéreux de type immunothérapie [101].

29



L’intelligence artificielle

Analyse des images pathologiques : Ces dernieres années, l'intelligence artificielle s'est
progressivement introduite dans le domaine de la radiologie [102]. Ce qui est utile dans le

diagnostic des cancers et d'autres maladies.

Les algorithmes d'apprentissage automatique sont désormais capables d'accomplir des taches
d'analyse d'images avec des performances équivalentes, voire supérieures, a celles réalisées par
des professionnels humains [102] ce qui est utile dans le diagnostic des cancers et d'autres

maladies.

Des chercheurs de I'université de Stanford ont créé un logiciel d'imagerie fondé sur un réseau de
neurones, potentiellement plus efficace que les radiologues pour diagnostiquer la pneumonie. Le

logiciel est identifi¢ sous le nom de (CheXnet) [103].

I1.7.3 Recherche médicale

L'intelligence artificielle, notamment le "Deep Learning" et d'autres technologies, suscite
des attentes prometteuses dans la recherche de nouveaux médicaments [7]. Certains experts
prévoient qu'elle facilitera la découverte de traitements novateurs de maniere plus efficiente, rapide

et économique [7].

Cependant, certains chercheurs ont qualifi¢é ces attentes d’exagérées. Il n’existe actuellement
aucun médicament approuvé par I'lA. Les grandes entreprises pharmaceutiques utilisent de

systemes d'intelligence artificielle dans leurs activités de recherche.

Pfizer utilise IBM Watson, un systéme basé sur l'apprentissage automatique, pour renforcer ses
efforts de recherche dans le domaine des médicaments immuno-oncologiques [7]. Sanofi a conclu
un accord pour utiliser la plateforme d'intelligence artificielle de la start-up britannique Exscientia,

se concentrant sur la recherche de traitements pour les maladies métaboliques [7].

I1.7.4 Télémédecine

Le terme télémédecine a vu le jour dans les années 1970 et fait référence a I'utilisation des
technologies de l'information et des communications pour améliorer I'acces a l'information sur les
soins de santé, contribuant ainsi a I'amélioration de la santé et du bien-étre de la communauté
[104]. 1l permet aux cliniciens de fournir des services médicaux sans contact direct avec les
patients, notamment dans les situations nécessitant une distance sociale [101, 104]. Les appels

vocaux et vidéo sont les technologies les plus fréquemment utilisées [105].

La médecine numérique et l'intelligence artificielle (IA) ont le potentiel de révolutionner le

domaine du diabéte en permettant une surveillance continue a distancer des symptomes des
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patients, de leurs données physiologiques et de leurs comportements. Cette transformation s'opere
grace a l'utilisation de dispositifs portables, de capteurs et de technologies de smartphone,

contribuant ainsi a alléger le fardeau associé a cette surveillance [ 106].

Bien que ces applications présentent de nombreux avantages, il est important de relever des défis
tels que la confidentialité des données, la transparence des algorithmes, et l'acceptation et la
confiance des professionnels de la santé et des patients. L'intégration réussie de 1TA en santé

nécessite une approche éthique et réglementaire.

I1.8 Conclusion
Dans le présent chapitre, nous avons d'abord introduit 1'TA et son importance. Ensuite, nous
avons expliqué l'apprentissage automatique ainsi que ses différents types. Enfin, nous avons

abordé¢ les applications de l'intelligence artificielle dans le domaine de la santé.
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III Revue bibliographique sur l'utilisation de l'intelligence

artificielle dans la prédiction médicale

IILI.1 Introduction

Une transformation majeure s'opére actuellement dans le domaine médical, visant a intégrer
la virtualisation dans I'ensemble des pratiques médicales. Cette évolution résulte de la convergence
entre la biologie, la médecine, les mathématiques et l'informatique, exploitant notamment la
capacité¢ de cette derniere a analyser des volumes considérables de données, communément

appelées "Big Data".

Dans ce chapitre, nous allons décrire les travaux réalisés dans la littérature utilisant I'TA pour la

prédiction médicale et enfin, conclure.

IIL.2 Les revues de littérature portant sur I'application de l'intelligence artificielle dans la
prédiction médicale.
La prédiction des maladies grace a I'utilisation de 1A a suscité une attention considérable ces
derniéres années, incitant a des recherches approfondies et a I'exploration de ses capacités dans le
domaine médical. L'étude du pouvoir prédictif de 1'TA dans le diagnostic et le pronostic des

maladies est devenue une priorité.

Dans cette section, nous visons a fournir un apercu complet des études menées entre 1997 et
2024, comme illustré dans la figure II1.1, en approfondissant les méthodologies utilisées pour la
modélisation prédictive, l'intégration de divers ensembles de données et 1'évolution des
algorithmes d'apprentissage automatique. L'exploration englobe les progrés réalisés dans la
compréhension de la maniére dont I'IA peut contribuer a la détection précoce des maladies, a
'évaluation des risques et a la médecine personnalisée. Grace a un examen des données
expérimentales, au développement de modeles prédictifs et aux approches innovantes exploitant
l'intelligence artificielle, ce chapitre cherche a ¢lucider les progres et les défis liés a I'exploitation

de I'TA pour la prédiction des maladies dans le domaine de la recherche biomédicale.
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Figure I11.1 Nombre de publications sur la prédiction des maladies par l'intelligence artificielle

(Science direct 14 /2 /2024)

II1.3 Revue critique de la littérature sur la Prédiction des affection transmissible et non

transmissible par I'Intelligence Artificielle

En 2019, Singh et Gupta [ 107] ont développé une méthodologie visant a détecter et classifier
les images tomodensitométriques associées au cancer du poumon en deux catégories distinctes :
bénignes et malignes. Leur approche a débuté par l'application de techniques de traitement
d'images pour prétraiter les données visuelles. Par la suite, ils ont utilis¢ des algorithmes
d'apprentissage supervisé pour la classification. Les caractéristiques extraites comprenaient des
informations texturales ainsi que des caractéristiques statistiques, qui étaient ensuite fournies a
plusieurs classificateurs. Ils ont exploité un ensemble de données comprenant 15 750 images
cliniques, avec 6 910 images bénignes et 8§ 840 images de cancer du poumon malin. Pour la
classification, ils ont employé sept classificateurs distincts : le classificateur k-voisin le plus
proche, un classificateur de machine vectorielle, le classificateur d'arbre de décision, le
classificateur bayésien naif multinomial, le classificateur de descente de gradient aléatoire, le
classificateur de forét aléatoire et le classificateur perceptron multicouche. Les résultats obtenus

indiquent que le PMC a démontré la meilleure précision, atteignant un taux impressionnant de
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88,55 %. Ce résultat surpasse significativement les performances des autres classificateurs évalués

dans cette étude.

L'objectif de la recherche menée par Faisal et al. [108] vise a évaluer le pouvoir discriminant
de plusieurs prédicteurs, notamment un SVM, un arbre de décision C4.5, un PMC, un réseau
neuronal et NB, et un arbre boosté par gradient pour augmenter l'efficacité de la détection du cancer
du poumon par son symptomes. Les chercheurs ont extrait des ensembles de données du référentiel
de I'Université de Californie a Irvine (UCI) et effectué un prétraitement pour nettoyer les données.
Par la suite, ils ont formé et testé les classificateurs sélectionnés a 1’aide d’une validation croisée
standard de 10 fois. Les résultats pour chaque classificateur individuel ont été calculés et les trois
meilleurs classificateurs, sur la base de mesures de performance telles que la précision, ont été
choisis pour former un ensemble en utilisant le vote majoritaire. Cet ensemble, combiné a la forét
aléatoire, a été utilis¢é pour calculer les résultats, permettant une comparaison complete des
performances des classificateurs individuels et d'ensemble. Notamment, 1’arbre boosté par
gradient a atteint une Exactitude de 90 %, surpassant tous les autres classificateurs individuels et

d’ensemble en termes de performances.

Wu et al. [109] ont introduit un modele RF congu pour l'identification du cancer du poumon
a l'aide d'indices de cancer de routine. La validation du mode¢le a été réalisée selon une méthode
de validation croisée 10 fois. L'ensemble de données utilisé dans cette étude a été collecté aupres
de I'Université de Lanzhou et comprenait 277 patients. Les résultats ont démontré une précision

de 95,7 %, un rappel de 96,3 % et une aire sous la courbe AUC-ROC de 99,01 %.

En 2022, Mamun et al. [29] ont réalis¢ une revue approfondie des études antérieures
consacrées aux modeles de prédiction du cancer du poumon. Ils ont introduit des techniques
d'apprentissage en ensemble, notamment XGBoost, LightGBM, Bagging et AdaBoost, pour
prédire le cancer du poumon a partir d'un ensemble de données comprenant 309 participants. Les
attributs utilisés dans ces modéles comprenaient des éléments tels que 1'age, le tabagisme, les
doigts jaunes, l'anxiété, la pression artérielle, les maladies chroniques, la fatigue, les allergies, la
respiration sifflante, la consommation d'alcool, la toux, l'essoufflement et la déglutition. Pour
équilibrer 'ensemble de données en vue de l'analyse, la méthode de suréchantillonnage Stands for
Synthetic Minority Over-Sampling Technique (SMOTE) a été appliquée. Les modeles développés
ont été¢ formés et évalués sur l'ensemble de données en utilisant une approche standard de
validation croisée 10 fois. XGBoost a dépassé les autres techniques, affichant une exactitude de

94,42%, une précision de 95,66%, un rappel de 94,46%, et une AUC-ROC de 98,14%.
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Dritsas et Trigka [110] ont utilisé¢ l'apprentissage supervisé pour créer des modeles de
détection du cancer du poumon chez les individus en fonction de divers symptomes. Plusieurs
modeles, dont NB, réseau bayésien (BayesNet), stochastic gradient descent (SGD), SVM, RL,
RNA, KNN, arbre de mode¢le logistique, arbre aléatoire, forét de rotation (RotF), arbre d'¢lagage
a erreur réduite (RepTree), FA et AdaBoost M1, ont été évalués pour leur exactitude, leur précision,

leur rappel, leur

F -mesure et leur AUC-ROC. Apres avoir appliqué SMOTE avec une validation croisée 10 fois
supérieure, RotF est apparu comme le modele le plus performant, atteignant une exactitude, une
précision, un rappel et une mesure F de 97,1 % et une AUC-ROC de 99,3 % dans l'identification

du cancer du poumon.

Maulidina F et al. [111] ont présenté une approche de I'apprentissage automatique pour le
diagnostic du cancer du poumon en utilisant la méthode Particle Swarm Optimization-Genetic
Algorithm-Support Vector Machine (PSO-GA-SVM). Cette recherche s'est basée sur un ensemble
de données de tomodensitométrie (CT Scan) provenant de 1'hdpital Cipto Mangunkusumo a
Jakarta, en Indonésie. L'algorithme génétique d'optimisation par essaim (PSO-GA) a été appliqué
pour optimiser les parametres du SVM, et les performances de la méthode ont été évaluées en
termes d'exactitude, de précision, de rappel et de score F1. Comparativement au SVM sans

optimisation des parametres, le PSO-GA-SVM a atteint une exactitude de 97,69%.

En 2018, Deepti Sisodia et al. [112] ont utilisé trois algorithmes de classification, a savoir
DT, SVM et Naive Bayes, pour prédire la probabilité¢ de développer un diabéte. Des expériences
ont ¢été¢ menées sur la base de données Pima Indians Diabetes (PID) du référentiel UCI. Les

performances des trois algorithmes ont été évaluées en termes d'exactitude, de précision, de

F -mesure et de rappel. Naive Bayes surpasse les autres classificateurs avec une précision élevée

de 76,30 %. Ces résultats sont confirmés par I'utilisation des courbes ROC

En 2018, Chen et al. [113] ont proposé un modele prédictif hybride pour aider au diagnostic
du diabete de type 2. Ils ont utilisé¢ des K-moyennes (en anglais K-means) pour la réduction des
données et ont utilisé l'arbre de décision J48 comme classificateur pour la classification.
L’ensemble de données sur le diabete des Indiens Pima du référentiel UCI Machine Learning a été

utilisé dans leur étude. Le modéle a atteint une Exactitude de classification de 90,04 %.

En 2018, Olanrewaju R et al. [114] ont proposé¢ un systeme de prédiction des maladies

cardiovasculaires (MCV) utilisant les réseaux neuronaux multicouches a action anticipée et la
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rétropropagation. L'ensemble de données MCV du référentiel d'apprentissage automatique UCI a
été utilisé. Les performances ont été évaluées en fonction de l'exactitude, de la sensibilité, de la
spécificité, de la valeur prédictive positive et de la valeur prédictive négative. Le modéle a été
comparé aux algorithmes KNN et NB. Les résultats ont prouvé que les réseaux de neurones

atteignaient d'excellentes performances avec une exactitude de 86,7 %.

En 2022, Arroyo JCT et al. [115] ont utilisé l'algorithme génétique pour optimiser les
parametres d'un réseau neuronal artificiel afin de prédire les maladies cardiovasculaires. Un
ensemble de données MCV de 70 000 cas avec 12 variables a été utilisé pour la formation et les
tests. Les résultats de la simulation ont montré que 1'utilisation de AG a amélioré les performances
de RNA de 5,08 points de pourcentage, surpassant les autres algorithmes d'apprentissage

automatique et atteignant une exactitude de 73,43 %.

En 2023, Talukdar J et al. [116] ont développé un modele prédictif pour le diagnostic précoce
des MCV basé sur un RNA. Ils I'ont appliqué a un ensemble de données comprenant huit variables,
examing et présenté diverses associations entre les facteurs de risque. Le modéle de perceptron

multicouche avec algorithme de rétropropagation a atteint une exactitude de 81%.

En 2022 Edeh et al. [117] ont réalisé une étude visant a prédire la maladie du foie liée a
I'hépatite "C" en utilisant des approches d'apprentissage automatique. Ils ont construit un modele
d'ensemble basé sur l'intelligence artificielle capable de prédire la fibrose avancée en intégrant des
données cliniques et des biomarqueurs sanguins. Leur ensemble mod¢le a ét¢ comparé a trois
approches d'apprentissage automatique classiques, démontrant une précision supérieure,
notamment avec la technique du perceptron multicouche PML atteignant une précision de 94,1%.
Cette prédiction précise est cruciale compte tenu de la prévalence mondiale significative de
I'hépatite "C" et de ses conséquences graves sur le foie. Les résultats suggerent que l'utilisation
d'un modele d'ensemble basé sur l'intelligence artificielle peut améliorer la précision de la
prédiction de la maladie, offrant ainsi des avantages potentiels dans la gestion des risques et

'amélioration des résultats thérapeutiques.

Drobo and Smajovi¢ 2022 [118] ont proposé l'application des RNA pour le diagnostic de
'hépatite C. Ils ont utilisé une base de données de 1000 répondants répartis en deux groupes : sains
(n = 200) et malades (n = 800). Les parametres de surveillance comprenaient 1'albumine, la
phosphatase alcaline, l'alanine aminotransférase, l'aspartate aminotransférase, la bilirubine,

l'acétylcholinestérase et les anticorps anti-VHC. L'exactitude globale de RNA développé a atteint
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97,78%, soulignant ainsi le potentiel énorme de l'intelligence artificielle dans le diagnostic de
I'hépatite "C". Les résultats suggeérent que dans l'avenir, une attention particuliére devrait étre

accordée au développement de nouveaux systémes avec une quantité maximale de données.

Yarasuri et al. 2019 [119] ont mené une étude visant a sélectionner l'outil optimal pour le
diagnostic et la détection de I'hépatite. Dans cette recherche, une étude comparative entre divers
outils d'apprentissage automatique et réseaux neuronaux a été réalisée. Les critéres de performance
reposent sur le taux de précision et I'erreur quadratique moyenne. Les algorithmes d'apprentissage
automatique tels que les SVM, le KNN et le RNA ont été considérés comme des outils de
classification et de prédiction pour le diagnostic de la maladie hépatique. Une €étude succincte sur
ces algorithmes a été menée, axée sur la précision de prédiction du diagnostic de la maladie. Tous

les algorithmes d'apprentissage automatique ont €té mis en ceuvre et validés.

El-Solh et al. [120] ont implémenté un algorithme de réseau neuronal de régression
générale (RNRG) pour prédire la tuberculose pulmonaire active. Le modéle d'entrée a été construit
en utilisant 21 parametres uniques, regroup€s en trois catégories principales, a savoir les
symptomes, les caractéristiques démographiques, constitutionnelles, et les résultats
radiographiques. Le nombre de neurones nécessaires pour former la couche cachée a été déterminé
en fonction du nombre de mod¢les utilisés lors de la formation de l'ensemble de données, étant
donné que les RNRG exigent un neurone par motif traité. Pour évaluer le modele, ils ont appliqué
la méthode de validation croisée 10 fois. La précision diagnostique du modele s'est élevée a

92,30%

Alakus and Turkoglu 2020 [121] ont développé des modéles prédictifs cliniques utilisant
l'apprentissage profond et des données de laboratoire pour estimer quels patients sont susceptibles
de contracter la maladie COVID-19. Afin d'évaluer les performances prédictives de leurs modeles,
ils ont calculé des mesures telles que la précision, le F score, le rappel, ' AUC- ROC et I'exactitude.
Ces modeles ont été testés sur 18 résultats de laboratoire issus de 600 patients et validés a l'aide

d'une approche de validation croisée a 10 fois ainsi qu'avec une division entrainement-test.

Les résultats expérimentaux indiquent que leurs modeles prédictifs identifient les patients atteints
de la maladie COVID-19 avec une exactitude de 86,66%, un F- score de 91,89%, une précision de
86,75%, un rappel de 99,42% et une AUC de 62,50%. Il est observé que les modeles prédictifs
formés sur des résultats de laboratoire pourraient étre utilisés pour prédire I'infection COVID-19,

offrant ainsi une aide précieuse aux experts médicaux pour prioriser correctement les ressources.
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Sumit Kumar et al [122] ont proposé une méthode de détection du paludisme utilisant un
réseau de neurones convolutionnels profonds. Le jeu de données d'images de cellules de paludisme
a été obtenu a partir du site officiel du NIH. L'objectif de la collecte de ce jeu de données était de
réduire la charge des microscopistes dans les régions aux ressources limitées et d'améliorer la
précision diagnostique grace a un algorithme basé sur l'intelligence artificielle pour détecter et
segmenter les globules rouges. Leur étude démontre qu'une précision de pointe peut étre atteinte
méme en utilisant un réseau convolutionnel a deux couches, établissant ainsi une nouvelle
référence dans les efforts de détection du paludisme avec I'TA. Leur méthode fonctionne avec un

niveau de précision de pointe sans nécessiter de prétraitement cotliteux.

Muhammad Adnan Khan et al [123], ont proposé un systeme de modélisation de prévision
des pandémies de grippe utilisant un réseau neuronal a propagation anticipée (MSDII-FFNN). Ce
modele prédit les épidémies et détermine quel type de grippe pourrait devenir une pandémie, ainsi
que les zones géographiques infectées. Les données du modele ont été collectées a l'aide
d'appareils [oT. Le modele est divis€ en deux phases : la phase de formation et la phase de
validation, toutes deux connectées via le cloud. Lors de la phase de formation, € mod¢le a été
formé a l'aide de FFNN et mis a jour sur le cloud. Lors de la phase de validation, lorsque les
données ont été envoyees via les appareils [oT, le modéle du systéme a été€ mis a jour via le cloud
et a prédit I'alarme pandémique. Les données sont divisées en un taux de formation de 85 % et un
taux de validation de 15 %. En appliquant le modele proposé a 'ensemble de données, la précision

de sortie attendue a atteint 90 %.

II1. 9 Conclusion
La prédiction médicale, essentielle pour les cliniciens, a suscité un intérét croissant dans la
littérature. Face a une augmentation notable du taux de mortalité, les chercheurs se tournent vers

les méthodes d'intelligence artificielle pour une détection précoce et précise des maladies.

L'application de l'intelligence artificielle dans le domaine médical a connu un succes remarquable,
offrant une assistance décisionnelle, un soutien aux professionnels de la santé et des prédictions
précises. Toutefois, elle fait face a des défis majeurs tels que la qualité des données, la sécurité, la
confidentialité et l'interprétabilité. Des solutions émergentes suggerent la génération de données
de qualité, une optimisation de la phase d'apprentissage, et une exploitation judicieuse des
méthodes d'TA, dont I'hybridation des méthodes d’apprentissage automatique avec des algorithmes

d’optimisation, promettant une réduction du temps et des cofts.
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Ce chapitre a exploré divers travaux adoptant différentes approches pour la prédiction médicale.

Le prochain chapitre présentera nos contributions.
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IV Matériels et méthodes

IV.1 Introduction

Cette étude repose sur une fondation méthodologique robuste visant a explorer et a
implémenter des contributions majeures liées a la prédiction des affections transmissibles et non
transmissibles grace a IA. Dans ce chapitre crucial, nous exposerons en détail les approches

méthodologiques que nous avons adoptées afin d'atteindre nos objectifs de recherche.

La premiere contribution repose sur l'exploitation de la technologie des RNA pour la détection
précoce du COVID-19. Face a I'émergence mondiale de cette pandémie, l'application de I'TA pour
la prédiction et le diagnostic précis de cette maladie a acquis une pertinence exceptionnelle. Cette
contribution spécifique explore la puissance des RNA dans la détection du COVID-19. Les détails
méthodologiques de cette approche novatrice seront scrupuleusement exposés dans cette section,

démontrant ainsi son potentiel dans le contexte de la prédiction des maladies infectieuses.

Notre deuxiéme contribution s'articule autour de l'application de la technologie des RNA pour la
détection de 1'hépatite virale, en utilisant 1'ensemble de données de 'UCI comme base d'analyse.
L'hépatite virale, une maladie hépatique inflammatoire, représente un défi majeur pour la santé
publique. Cette contribution vise a démontrer I'efficacité des RNA dans la prédiction précise de
I'hépatite virale, en exploitant les caractéristiques complexes de l'ensemble de données de 'UCI.
Les méthodes spécifiques employées, les paramétres choisis seront exposé€s en détail dans cette

section.

La troisi¢éme contribution de cette thése repose sur une étude dédi¢e a la prédiction du cancer de
poumon a l'aide des techniques avancées de IA. Dans ce cadre, nous avons exploité plusieurs
algorithmes, dont les RNA, KNN, SVM, et avons développé un nouvel algorithme hybride : le
CSABC-SVM. Le choix de ces méthodes s'est bas¢ sur leur efficacité prouvée a identifier des
modéles complexes dans des données médicales, facilitant ainsi la prédiction fiable de cas de
cancer du poumon. L'application de ces algorithmes tire profit des caractéristiques distinctives des
données cliniques pour une analyse approfondie et une prise de décision autonome. L'objectif de
cette contribution est d'évaluer la performance relative de ces approches pour une détection
précoce du cancer, pavant la voie vers des progres notables dans le dépistage préventif des

maladies oncologiques.
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IV.2 Logiciels utilisés
Divers logiciels ont été utilisés lors de ces études, comme l'illustre le tableau IV. 1 "Microsoft
Office Excel 2016" a été utilisé pour organiser et prétraiter la base de données, ainsi que pour

effectuer les calculs nécessaires.

L'ensemble de I'entrainement de model RNA et un certain nombre d'étapes ont été réalisés par le
logiciel appelé STATISTICA Versions 10 (Stat Soft 2010), compte tenu de la fréquence a laquelle
il apparait dans les travaux d'auteurs impliquant Hamadache et al [124], et celles d’Ammi et al

[66].

L'ensemble de l'entrainement des modeles (RNA, SVM, KNN, CSABC-SVM) et un certain

nombre d'étapes ont été réalisés a l'aide du logiciel appelé "Python".

Tableau IV. 1 Logiciels utilisés

Nom du logiciel Logo

Microsoft Office Excel
2016

STATISTICA

Python
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IV.3 Mesures d'évaluation des performances des modeles de classification

- La matrice de confusion

Une matrice de confusion est une représentation des prédictions basée sur les résultats obtenus lors
d'un probléme de classification [125]. C'est un tableau qui résume le nombre de prédictions
correctes et incorrectes [125]. La matrice décrit la performance d'un modéle classique sur un
ensemble de données donné. Elle montre les erreurs commises par un classificateur ainsi que le

type d'erreurs qui sont faites [ 125].

La matrice de confusion est généralement présentée sous la forme d'un tableau 2x2 pour les
problémes de classification binaire (voir la figure IV.1), mais elle peut étre étendue pour des
problémes de classification avec plus de classes. Les colonnes de la matrice représentent les classes

réelles par le modele, tandis que les lignes représentent les classes prédites des instances testées.

Matrice de confusion

Classe reéelles

VP FP
Vrais Positifs | Faux Positifs

Classes
prédites

FN VN
Faux Négatifs | Vrais Négatifs

Figure IV.1 Matrice de confusion pour une classification binaire.
VP (vrais positifs) : représente le nombre d'individus malades avec un test positif.
FP (faux positifs) : représente le nombre d'individus non malades avec un test positif.
FN (faux négatifs) : représente le nombre d'individus malades avec un test négatif.

VN (vrais négatifs) : représente le nombre d'individus non malades avec un test négatif.
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Exactitude ou Accuracy (Ac) : C’est une mesure de performance utilisée pour évaluer la qualité
d'un mode¢le de classification. Elle représente le nombre de prédictions correctes faites par le
modele par rapport au nombre total de prédictions. En d'autres termes, c'est le rapport entre le
nombre de prédictions correctes et le nombre total d'observations. L’exactitude est calculée par

EqIV.1
Ac = (VP +VN)/(VP + VN + FP + FN) (IV.1)

- La sensibilité ou rappel (Se) : La sensibilit¢ mesure la capacit¢ d'un modéele a identifier
correctement les individus malades parmi tous les individus réellement malades présents dans
'ensemble de données. La sensibilité est calculée par Eq IV.2

Se = VP/(VP + FN) (IV.2)

- La spécificité (Sp) : La spécificité, dans le contexte du dépistage des maladies, exprime la
capacité du modele a bien détecter les non-malades. En d'autres termes, elle mesure la capacité
du test a exclure de maniere précise les cas négatifs parmi l'ensemble des individus
effectivement sains. La spécificité est calculée par Eq IV. 3.

Sp=VN/(VN + FP) (IV. 3)
La qualité du test repose sur la recherche du meilleur équilibre entre sensibilité et spécificité.

L'évaluation de ce compromis peut étre évalué a l'aide de l'indice de la courbe de caractéristique

de fonctionnement du récepteur (en anglais : Receiver Operating Characteristic (ROC).

- La précision (Pr) : est une mesure de performance utilisée dans le contexte de la classification
qui évalue la proportion d'observations positives correctement identifiées parmi toutes les
observations identifiées comme positives par le modele. Elle indique la capacité du mod¢le a
éviter de faire des fausses prédictions positives. La précision est calculée par Eq IV. 4 [121].
Pr=VP/(VP + FP) (IV. 4)

- Le F-score: c’est une mesure statistiquement significative de précision et du rappel qui
maintient un équilibre entre la précision et le rappel d'un classificateur, il est calculé par Eq IV. 5
[118].

F — Score = (2 * Pr x Recall) /(Pr + Recall) (IV.5)

- Le Coefficient de Corrélation de Matthews (MCC) est une mesure statistique largement

utilisée pour évaluer la performance des modeles de prédiction, notamment dans le domaine de

la prédiction des maladies. Il mesure la qualité globale des prédictions binaires, évaluant la
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capacité d'un modéle a distinguer entre individus malades et sains, en tenant compte a la fois
des faux positifs et des faux négatifs. Le MCC génére une valeur entre -1 et +1, ou 1 indique
une prédiction parfaite, 0 équivaut a une performance aléatoire, et -1 indique une prédiction
parfaitement inverse. Cette mesure offre une évaluation concise de I'efficacité d'un modéle dans

le contexte spécifique de la prédiction des maladies. Le MCC est calculée par Eq (IV. 6).

MCC = (VP «xVN) — (FP FN)/\/(VP + FP)(VP+ FN)(VN + FP)(VN + FN) (IV. 6)
- La courbes de ROC

La courbe de Caractéristique de Fonctionnement du Récepteur (en anglais Receiver Operating
Characteristic ROC) est un outil graphique utilis¢ dans I'évaluation des performances des modeles
de classification, y compris ceux utilisés dans le domaine médical pour la prédiction des maladies.
Cette courbe représente la relation entre le taux de vrais positifs (sensibilité) et le taux de faux
positifs (1 - spécificité) pour différents seuils de classification. La figure IV. 2 représente un

exemple de courbe ROC.

Axe des x (1 - spécificité) : Il représente le taux de faux positifs, c'est-a-dire le pourcentage
d'individus sains incorrectement classés comme malades.
Axe des y (sensibilité) : Il représente le taux de vrais positifs, c'est-a-dire le pourcentage
d'individus malades correctement classés comme malades.
Le modele est plus performant lorsque la courbe ROC se rapproche du coin supérieur gauche du
graphique. En d'autres termes, une courbe ROC plus proche du coin supérieur gauche indique une
sensibilité et une spécificité plus élevées, ce qui est essentiel dans de nombreuses applications, y

compris la prédiction des maladies.
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Figure IV. 2 Illustration de la courbe ROC [127].

A partir de la courbe de ROC, I'indice numérique qui permet d'évaluer la performance globale de
la courbe est l'aire sous la courbe de ROC (en anglais : Area Under the Curve (AUC)). Cette
métrique mesure la capacité du modele a discriminer entre différentes classes, comme la présence
ou l'absence d'une pathologie. En d'autres termes, I'AUC-ROC peut étre interprété comme la
probabilité que le modéle prédise correctement la maladie chez un patient. Plus I'AUC-ROC est
proche de 1, meilleure est la capacité du modele a effectuer des prédictions précises, renforgant
ainsi la confiance dans sa capacité a distinguer les cas positifs des cas négatifs. Cet indice
synthétique offre une vue d'ensemble significative des performances du modele dans le contexte

de la prédiction de pathologies.
Deux situations particuliéres sont identifiées sur la figure I'V. 2.

- Une AUC de 0,5 suggere que le test se rapproche du hasard et ne contribue guére au
diagnostic. Dans ce cas, la présence du signe indiquant la maladie est indépendante de la
pathologie. En d'autres termes, le modele ne parvient pas a distinguer entre les deux classes.

- Une AUC égale a 1 représente le meilleur résultat possible, avec une sensibilité et une
spécificité toutes deux a 100%. Dans cette situation optimale, les deux classes sont
complétement séparées, indiquant que le modéle parvient a différencier de manicre parfaite

les individus atteints de la maladie de ceux qui ne le sont pas.
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IV.4 Prédictions des affections transmissibles par 1A
IV.4.1 Contribution I : Prédiction de COVID-19 par RNA-PMC
La méthodologie de notre étude était basée sur un ensemble d'étapes, résumées dans

l'organigramme représenté sur la figure I'V. 3

collecte et préparation du base de
données

Construction des modeles BNA
i

%% Division de la base de données sur

{Apprentissage /Test/Validation)
(6020200 T SISk B0 1010 §

! I }

—_— — e — L]
) Fonctions d"aclivation Nombre de neurones
Type de RNA Algorithme ) . Nombre d'itératio
; . . {pour bes couches cachée dams | couche cackée(2- ~ombre diberaiion
(PMC) . _ ' apprantisage (BFGS) et de sotie) ) . 1000

}

choix des meilleurs modéles PMC-RNA basés sur
(Exactitude)
¥

Analyse des performances

Analyse de sensibilité par la méthode de poids

Figure I'V. 3 Diagramme de la procédure appliquée pour la prédiction de COVID-19 par RNA-PMC

IV.4.1.1 Collecte de la base de données

Dans cette étude, un ensemble de données sur la COVID-19 a été traité pour concevoir notre
modele. L'ensemble de données utilisé a été collecté a partir de [httpsgithub.comakarshan-
githubCovid-19-detector-probability] [128] et se compose de 4 000 instances avec 7 attributs. Le
Tableau IV. 2 décrit en détail de tous les attributs.
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Tableau IV. 2 Description statistique des attributs de la base de données COVID-19.

Attributs Description
Age Valeur numérique
Température corporelle °F (fahrenheit)
] Non (0)

Fatigue )

Oui (1)

Non (0
Toux ) ©)

Oui (1)

Non (0)
Douleurs corporelles ]

Oui (1)

Pas du tout (0)
Mal de gorge Un peu (1)

Trop (2)

Pas du tout (0)
Difficulté a respirer Un peu (1)

Trop (2)

Non (0
Infecté _ ©

Oui (1)

IV.4.1.2 Prétraitement et analyse des données
Dans cette étude, nous avons utilisé le logiciel "Python" pour notre analyse des données.
L'ensemble de données que nous avons utilisé était caractérisé par I'absence de valeurs manquantes

ou de valeurs aberrantes, rendant ainsi inutile tout prétraitement supplémentaire des données.

Pour identifier les corrélations entre les attribues, nous avons utilisé une matrice de corrélation. La
corrélation entre les variables mesure la relation statistique entre deux variables. Elle indique dans
quelle mesure les variations d'une variable sont associées aux variations d'une autre variable. La
corrélation est souvent exprimée par le coefficient de corrélation. Ou une valeur de coefficient de
corrélation est inférieure a zéro indique une corrélation négative et une valeur nulle indique une

absence de corrélation entre les variables [129].

De plus, nous avons utilisé des graphiques pour analyser la répartition des classes (infecté, non

infecté) de la COVID-19. Nous avons également utilisé des graphiques de l'estimation de la densité
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du noyau (kernel Density Estimation (KDE)) pour comparer la répartition des patients par age, en

distinguant ceux atteints de la COVID-19 de ceux qui n'en sont pas affectés. De plus, un graphique

montre comment différentes catégories de variables sont associées aux maladies en fonction de la

prévalence de la maladie dans l'ensemble de données.

1V.4.1.3 Méthode de classification

Dans ce travail de recherche, un modéle PMC-RNA a été choisi pour la prédiction de

COVID-19. Le logiciel STATISTICA version 10 a été utilisé. La construction du modele PMC-

RNA a suivi les étapes suivantes :

La base de données a été divisée en trois sous-ensembles :

l'apprentissage, et le reste pour le test et la validation, comme suit :

une grande partie pour

e Premicre division : 60 % pour l'apprentissage, 20 % pour les tests et 20 % pour la validation

e Deuxiéme division : 70 % pour I'apprentissage, 15 % pour les tests et 15 % pour la validation

e Troisiéme division : 80 % pour I'apprentissage, 10 % pour les tests et 10 % pour la validation
Le modele est composé d'une couche d'entrée avec 7 neurones, d'une couche de sortie avec

deux neurones, et d'une couche cachée avec une variation du nombre de neurones de (2 a 20).

L'algorithme de rétro-propagation quasi Newton, en particulier l'algorithme de Broyden-

Fletcher-Goldfarb-Shanno (BFGS), a été utilisé comme algorithme d’apprentissage [129].

Les fonctions d'activation sont sélectionnées en utilisant différents types de fonctions dans les

couches cachée et logistique dans la couche de sortie, comme illustré dans la figure IV. 4.

Compte tenu du nombre de couches cachées, nous avons utilis¢ une seule couche cachée pour

tous les modeles PMC-RNA, puisqu'il n'y en a qu'une dans le logiciel 'STATISTICA', version

10 (StatSoft 2010).

L'exécution implique 1000 itérations pour chaque division, comme illustré dans la figure IV. 3.

Ouick  MLP activation functions ‘Weight decay] Initializalion|

Activation functions:
Hidden neurons Output neurons
Identity (] identity
Logistic Logistic
[ Tanh []Tanh
Exponential [C] Exponential
Sine [ Sine

Train

esult

Save networks ¥
Ml Data statistics
ummary

Cancel

B oOptions ~

Figure IV. 4. Capture d'écran des fonctions d'activation de STATISTICA utilisées
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IV.4.1.4 Mesures d'évaluation des performances et le choix du meilleur modéle

Les performances du mod¢le sont évaluées a l'aide de la matrice de confusion, ainsi que de
parameétres tels que l'exactitude, la sensibilité, la spécificité la précision, le F-score et le MCC. Ces
derniers sont calculés en se basant sur les valeurs présentes dans la matrice de confusion, ce qui
permet d'obtenir une évaluation détaillée de la performance du modéle dans la classification des

données.

Le choix du meilleur mod¢le repose sur I'exactitude (accuracy). Une valeur d'exactitude optimale
est égale a 1, indiquant qu'un modéle a réalisé toutes les prédictions correctes. A l'inverse, une

exactitude de 0 signifie que le modele est incapable de faire des prédictions correctes.

Une exactitude supérieure a 0,9 est considérée excellente, une exactitude dépassant 0,7 est jugée

bonne, tandis que toute autre valeur est généralement considérée comme insatisfaisante.

IV.4.1.5 Analyse de sensibilité par la méthode de poids
L'analyse de sensibilité par la méthode des poids est une technique puissante utilisée pour

¢valuer I'impact de la contribution de chaque attribut d'entrée sur la sortie [ 130, 131].

Il est utilisé a de nombreuses fins, notamment la validation du modéle, I'évaluation du
comportement de diverses variables du modéle et la confirmation du choix des variables du modele
en déterminant la contribution de chaque variable choisie au modéle. Il est donc important

d'appliquer cette analyse au modele PMC-RNA [127].

L'analyse de sensibilité a été réalisée en utilisant la méthode du poids. Cette méthode, initialement
proposée par Garson [132] et ensuite reprise par Goh [133], permet de quantifier 1'importance
relative (IR) des différents entrées sur la sortie du réseau neuronal [134]. Elle repose sur le

partitionnement des poids de connexion.

Poids des connexions entrée-cachée W]I-i

Poids des connexions cachées — sortie WIf]

Les procédures détaillées de cette méthode sont décrites dans les études de [46, 51, 130]. Voir La

figure IV. 5.

48



Matériels et méthodes

J=JjtI
Non ¢ Non
Qui 4 Qui
[ Aller a I’Etapc i ] [ Fin de Ia méthode de Poids ]

Figure IV. 5 Organigramme via la méthode d'analyse de sensibilité par la méthode de poids [51,

130]

IV.4.2 Contribution II : Prédiction de 1'hépatite par PMC-RNA
La méthodologie de notre étude s'articule autour de plusieurs phases essentielles, résumées dans

l'organigramme représenté sur la figure I'V. 6.
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collecte et préparation du base de
données

Construction des modéles RNA <

!

% Division de la base de données sur

(Apprentissage /Test/Validation)
{(70/15/15):(70/20/20):(80/10/10) }

Type de RNA
(PMC)

!

. Fonctions d'activation Nombre de neurones
Algorithme ] ]
R (pour les couches cachée dans [a couche cachée (2-
@*apprantissage (BFGS) )
et de sortie) 4

l

choix des meilleurs modéles PMC-RNA basés sur
(Exactitude)

l

Analyse des performances

l

Analyse de sensibilité par 1a méthode de poids

Y

Nombre d'itérations
(500,1000,1500)

Figure IV. 6 Diagramme de la procédure appliquée pour la prédiction de I'hépatite virale par RNA-PMC

IV.4.2.1 Collecte de la base de données

Dans cette ¢étude, un ensemble de données sur I'hépatite virale a été traité pour concevoir

notre mod¢le. L'ensemble de données utilisé a été collecté a partir du référentiel d'apprentissage

automatique de [http://archive.ics.uci.edu/ml/]. L'ensemble de données est composé de 155

istances avec 20 attributs, le tableau I'V. 3 décrit les détails de tous les attributs.
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Tableau IV. 3 Description statistique des attributs de la base de données d’hépatite.

Attributs Value
Age Valeur Numérique (10, 20, 30, 40, 50, 60, 70, 80)
Sexe szﬁél()z)
Stéroide I\(I)our: 8
Antiviraux I\Cl)our: g;
Fatigue I\Cl)our; g;
Malaise I\Cl)our; g;
Anorexie l\(l)our} 8
Foie gros l\(l)ouni 8
Ferme du foie l\(l)ouni 8
Rate palpable ’\éouni g;
Araignées vasculaires ’\éouni g;
Ascite ’\éouni g;
Varices l\cl)our; g;
Bilirubine 0.39, 0.80, 1.20, 2.00, 3.00, 4.00
Alk phosphatase 33, 80, 120, 160, 200, 250
Albumine 2.1,3.0,3.8,4.5,5.0,6.0

Protime (temps de

prothrombine ou TP) 10, 20, 30, 40, 50, 60, 70, 80, 90

Histologie ’\CI)Our; g;
Classe (hépatite viral) lc\l)g:]((lz))

1V.4.2.2 Prétraitement et analyse des données
La base de données sur I'hépatite a été traitée en supprimant les lignes qui contenaient des

valeurs manquantes.
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Pour détecter les corrélations entre les attributs, nous avons utilisé une matrice de corrélation.
De plus, nous avons utilisé des graphiques pour analyser la distribution des classes (oui, non) pour
I'hépatite. Nous avons également utilisé un graphique de 1'estimation de la densité du noyau KDE
pour comparer la répartition des patients par age et par sexe, en distinguant ceux atteints de

I'hépatite de ceux qui n'en sont pas atteints.

1V.4.2.3 Méthode de classification

Dans ce travail de recherche, un modele PMC-RNA a été sélectionné pour la prédiction de
I'hépatite virale. Le logiciel STATISTICA, version 10, a été utilisé. La construction du modele
PMC-RNA a suivi les étapes suivantes :
La base de données a été divisée en trois sous-ensembles : une grande partie pour I'apprentissage,
et le reste pour les tests et la validation, comme suit :

e Premiére division : 70 % pour 'apprentissage, 15 % pour les tests et 15 % pour la validation
e Deuxiéme division : 70 % pour l'apprentissage, 20 % pour les tests et 10 % pour la validation
e Troisiéme division : 80 % pour I'apprentissage, 10 % pour les tests et 10 % pour la validation
Le modéle est composé d'une couche d'entrée avec 19 neurones, d'une couche de sortie avec 2

neurones, et d'une couche cachée avec une variation du nombre de neurones de (2 a 4).
L'algorithme de BFGS a ét¢ utilis¢ comme algorithme d’apprentissage [129].

Les fonctions d'activation sont sélectionnées en utilisant différents types de fonctions dans les
couches cachée et la logistique dans la couche de sortie, comme illustré dans la figure IV. 4.
Ainsi, a la fin de I'exécution, le logiciel fournit la combinaison optimale des deux fonctions
pour activer la couche concernée.

Compte tenu du nombre de couches cachées, nous avons utilisé une seule couche cachée pour
tous les modeles PMC-RNA, puisqu'il n'y en a qu'une dans le logiciel STATISTICA, version
10 (StatSoft 2010).

L'exécution implique un nombre important d'itérations, entre 500 et 1500 itérations pour chaque

division, comme illustré dans la figure IV. 6.

Les performances du modéle sont évaluées par la matrice de confusion et par des parametres tels
que l'exactitude, la sensibilité, la spécificité et la précision, qui sont calculés a partir de la matrice

de confusion. Le choix du meilleur modele dépend de la valeur de I'exactitude.

1V.4.2.4 Analyse de sensibilité par la méthode de poids
L'analyse de sensibilité par la méthode des poids a été utilisée pour évaluer I'impact de
chaque attribut d'entrée de 'ensemble de données sur la sortie de I'hépatite. Les procédures de cette

méthode sont décrites dans les études de [46, 51, 130]. Voir La figure IV. 5.
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IV.5 Prédictions des affections non transmissibles par 1A

IV.5.1 Contribution III : Prédiction de cancer du poumon par CSABC-SVM
Dans cette étude, la méthodologie a été structurée autour d'une série d'étapes décrites dans

l'organigramme représenté a la figure IV. 7

Collecte et
prétraitement de
la base

Division de base de
données

Modéle appliqué

[ —

__________ - — = —

Analyse de
performance

Optimisation

Meilleur modéle-

CSAB

Prédiction

Figure IV. 7 Structure organisationnelle de la procédure appliquée pour la prédiction de cancer
du poumon

I1V.5.1.1 Collecte de la base de données

Dans cette étude, nous avons traité un ensemble de données sur le cancer du poumon pour
développer le modéle proposé comme illustré dans le tableau IV. 4. L'ensemble de données
provient de [135], englobant un total de 16 attributs. Dans cet ensemble de données, nous avons
trouvé les enregistrements de 309 patients, comprenant 162 hommes et 147 femmes. Parmi ces

patients, 39 ont été classés comme normaux, tandis que 270 ont re¢u un diagnostic de cancer du

poumon.
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Tableau IV. 4 Description des attributs de la base de données de cancer du poumon

Attribut Description
Sexe Femme =0
Homme =1
Age Age en années (21- 87)
Fumeur Oui =2
Non=1
s Oui=2
Doigts jaunes Non = 1
e Oui=2
Anxieté Non = 1
Pression des pairs Out =2
P Non=1
. . Oui=2
Maladie chronique Non = 1
. Oui=2
Fatigue Non = 1
. Oui=2
Allergie Non = 1
Co Oui=2
Une respiration sifflante Non = 1
Consommation d'alcool oul :_2
Non=1
Tousser Out =2
Non=1
Oui=2
Essoufflement Non = 1
Difficulte a avaler oul :_2
Non=1
. Oui=2
Douleur thoracique Non = 1
Oui=2
Cancer du poumon Non = 1

IV.5.1.2 Prétraitement et analyse des données

Dans cette étude, le langage de programmation python a été utilisé pour notre analyse des
données. L'ensemble de données dont nous avons bénéficié était caractérisé par l'absence de
valeurs manquantes ou de valeurs aberrantes, rendant inutile un prétraitement des données. Pour

identifier les corrélations entre les attributs, nous avons utilisé une matrice de corrélation.

De plus, nous avons utilisé des graphiques pour analyser la répartition des classes (malade, non
malade) de cancer du poumon. Nous avons également utilisé des graphiques de 'estimation de la

densité du noyau KDE pour comparer la répartition des patients par age, en distinguant ceux
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atteints le cancer du poumon de ceux qui n'en sont pas. De plus, un graphique montre comment
différentes catégories de variables sont associées aux maladies en fonction de la prévalence de la

maladie dans I'ensemble de données.

IV.5.1.3 Méthode de classification

Dans cette étude, nous avons effectué une analyse exhaustive d'un ensemble de données sur
le cancer du poumon, en utilisant plusieurs algorithmes de classification, notamment RNA, KNN
et SVM. Pour évaluer leur efficacité, nous avons divisé I'ensemble de données en un ensemble
d'apprentissage comprenant 80 %, et un ensemble de test comprenant 20 % des données. Des
mesures de performance ont ensuite €té calculées pour chaque modele. Nous avons effectué une
comparaison complete des performances des trois modeles pour identifier le modele le plus

prometteur.

IV.5.1.4 Optimisation

Apres avoir identifi¢ le modéle le plus prometteur, nous sommes concentrés sur
l'optimisation pour améliorer I’exactitude et d'autres mesures de performance. Cette stratégie
d'optimisation était distinctive, car nous avons exploité une approche nouvelle combinant les
avantages des algorithmes CSA et ABC en conjonction avec le modele le plus performant. Cette
hybridation a été congue pour améliorer encore les capacités du modéele et fournir des résultats

supérieurs.

Suite a I'évaluation des algorithmes a I'aide de mesures de performance, notre analyse a révélé que
le SVM surpassait les autres algorithmes, soulignant ses performances supérieures. Néanmoins, il
est important de reconnaitre que méme si le SVM a affiché des performances remarquables par
rapport aux autres modeles de notre étude, cette exactitude n'atteint peut-étre pas encore le seuil
souhaité pour la prédiction du cancer du poumon. Alors que nous aspirons continuellement a
atteindre une exactitude encore plus grande dans nos mode¢les prédictifs, nous restons déterminés
a poursuivre I’amélioration continue et a explorer des approches alternatives. En réponse a ce défi,
nous avons introduit le modéle hybride CSABC-SVM, congu pour améliorer encore 1’exactitude
en capitalisant sur les synergies de ses composants constitutifs. Plus précisément, les algorithmes
CSA et ABC sont appliqués pour optimiser les hyperparamétres du modele SVM (C et y). Notre
engagement indéfectible a atteindre une précision accrue souligne notre engagement a fournir des

prévisions fiables et précises dans le domaine de la prédiction du cancer du poumon.

La chose la plus importante que le modele a faite est d'introduire une méthode d'optimisation

hybride, appelée CSABC (La combinaison de l'algorithme de recherche de corbeaux et de la
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colonie d'abeilles artificielles), pour trouver les meilleurs hyperparamétres du classificateur SVM.
En utilisant une approche itérative sur une population de solutions représentant différentes
combinaisons de valeurs pour les paramétres C et y, le modele cherche a maximiser 1’exactitude
du SVM sur les données d'entrainement. Cette approche combine les caractéristiques de
l'algorithme de recherche du corbeau et de l'algorithme de colonie d'abeilles artificielles pour
améliorer l'efficacité de l'optimisation des hyperparamétres. Ce processus d'optimisation se
déroule sur 100 itérations, évoluant la population de solutions tout en maintenant le suivi de la

meilleure solution rencontrée.

Le processus d’optimisation impliquant CSA et ABC hybridées avec SVM suit généralement deux
étapes principales : I’exploration et I’exploitation. L’exploration pour trouver des solutions

potentielles, et I’exploitation pour améliorer leur qualité.
Les étapes d'exécution du CSABC-SVM sont les suivantes :
1. Définition de la classe CSABC :

Nous définissons la classe CSABC responsable de l'optimisation des hyperparamétres SVM a
l'aide de l'algorithme hybride CSA et ABC. Le constructeur prend deux parametres : la taille de la

population (nombre de solutions) et le nombre maximal d'itérations.
2. Optimisation des hyperparametres :

A l'intérieur de la méthode optimisée de la classe CSABC, une population de solutions potentielles

(combinaisons d'hyperparametres C et y) est générée aléatoirement.

La condition physique de la population est évaluée de manicre itérative. L'adéquation de chaque
solution est déterminée en entrainant un SVM avec les hyperparametres donnés et en calculant son

exactitude sur les données d'entrainement.

Met a jour la meilleure solution (les hyperparameétres qui donnent la plus grande exactitude)

trouvée lors de chaque itération.

La population évolue en sélectionnant des solutions en fonction de leur aptitude et en introduisant

des mutations pour explorer de nouvelles combinaisons d'hyperparametres.

Le processus d'optimisation se poursuit pendant 100 itérations.
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3. Sélection de la meilleure solution :

- Une fois le processus d'optimisation terminé, la meilleure solution (meilleurs hyperparameétres)

est obtenue a partir de 1'algorithme hybride CSA et ABC.
4. Extraction des hyperparametres :

Les valeurs optimales des hyperparamétres de SVM C et y sont extraites des meilleures solutions,

qui sont utilisées pour construire le classificateur SVM.

IV.5.1.5 Importance des variables

Dans le domaine du ML, I’analyser de I'importance des variables et sa visualiser sont des
techniques importantes et populaires [132]. En raison de la facilit¢ d'utilisation et de
l'interprétabilité du classement des caractéristiques ou de 1'analyse des risques, ces techniques sont
particulierement utilisées dans des domaines comme la biologie et les sciences sociales [126].
L'importance et le classement des caractéristiques sont déterminés en fonction de la valeur du

coefficient de chaque caractéristique [ 126, 136].

IV.6 Conclusion

L'ensemble des méthodes traduit notre engagement envers une approche rigoureuse et
novatrice dans la prédiction des affections transmissibles et non transmissibles. Ces contributions
s'appuient sur des méthodologies robustes, ancrées dans l'intelligence artificielle, pour relever les
défis complexes de la sant¢ mondiale. Cette section établit ainsi le cadre méthodologique
nécessaire a la réalisation de nos objectifs de recherche, ouvrant la voie a des avancées

significatives dans le domaine de la prédiction médicale.
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V Résultats et discussion

V.1 Introduction

Dans le domaine de la prédiction des maladies, nos efforts ont porté leurs fruits, produisant
des résultats prometteurs. A travers une étude exhaustive, nous avons évalué les performances de
différents modéles dans cette tache cruciale. Certains de ces résultats ont été préalablement publiés
dans " International Journal of Information Technology". Ce chapitre marque un moment décisif
ou nous examinons en détail et discutons des résultats que nous avons obtenus, dans le but de

contribuer de maniére significative a ce domaine de recherche.

Pour garantir la clarté et la cohérence de notre analyse, nous avons organis€¢ nos résultats en
différentes sections réfléchies. Dans la premicre partie, nous présenterons les performances des
modeles RNA pour la prédiction du COVID-19. Par la suite, nous discuterons des résultats obtenus
a partir de ces modeles RNA pour la prédiction de I'hépatite virale, et Nous avons mené une étude

comparative avec des modeles existants dans la littérature.

Enfin, nous examinerons les résultats des modeles RNA, KNN, SVM, et CSABC-SVM pour la
prédiction de cancer du poumon. Nous consacrerons une section a une comparaison des
performances des modeles CSABC-SVM avec celles des SVM, ainsi qu'avec les modéles existants
dans la littérature. Cette analyse comparative vise a fournir des connaissances précieuses pour
I'amélioration des méthodes de prédiction des maladies, et a guider les futures recherches dans ce

domaine crucial de la médecine préventive.

V.2 Prédiction des affections transmissibles
V.2.1 Contribution I : Prédiction de Covid-19 par RNA-PMC

V.2.1.1 Résultat de I’analyse exploratoire des données

Corrélation entre les variables

A partir de la matrice de corrélation illustrée dans la figure V.1, on constate une trés faible
corrélation entre les attributs. Les valeurs des coefficients de corrélation se situent dans l'intervalle
[- 0.029, + 0.028]. Nous pouvons conclure que les attributs de notre ensemble de données ne sont

pas fortement corrélés.
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Age 0.0057 0.0058

Température corporelle 0.0057 0.00 0.0072 0028

Fatigue { 0.0047 0.0078 0.013 0.0033

oux 0 0.0072 0.0078 0.0028 0.008

Douleurs corporelles 0.029 0.0035 0.016 0.0046 0.0026

mal de gorge ! ).0033 0.0028 0.0046 0.0034

difficultés respiratoires 0.014 1 0.008 0.0026

Age

Fatigue

Toux

Douleurs corporelles
mal de gorge
difficultés respiratoires

Empérature corporelle

Figure V. 1 Matrice de corrélation de la prédiction de COVID-19 par RNA-PMC

Dans l'analyse de cet ensemble de données, il est essentiel de comprendre la répartition des patients
dans chaque catégorie. Comme le montre la figure V. 2, sur les 4 000 patients, 2681 appartiennent
a la classe « 0 », ce qui indique qu'ils sont en bonne santé, tandis que 1349 développent le COVID-

19.

Figure V. 3 montre la distribution de densité d'un ensemble de données de patients infectés et non
infectés. On peut observer que les patients agés de 55 a 90 ans constituent le groupe le plus touché
selon l'ensemble de données appliqué. Le graphique suggere ainsi que l'dge est un facteur

important pour le COVID-19 et que la probabilité de développer la maladie augmente avec 1'dge.
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Infecté Non infecté

Figure V. 2 Analyse de la distribution des classes (infecté, non infecté¢) de COVID-19
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Figure V. 3 Répartition par age des patients avec et sans COVID-19

La figure V. 4 montre comment les classes de différentes variables catégorielles sont liées aux
maladies en fonction de la prévalence de la maladie dans I'ensemble de données. La plupart des

personnes malades souffrent de maux de gorge, de fatigue, etc.
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Figure V. 4 Relation de différentes variables catégorielles avec le COVID-19

V.2.1.2 Résultats du modéle proposé RNA- PMC
Les résultats de cette étude ont été obtenus en appliquant 'algorithme de classification RNA- PMC

sur la base de données, visant a atteindre une exactitude élevée dans la prédiction de COVID19.
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Choix de meilleur modéle

Diverses divisions et itérations ont été effectuées afin d'obtenir les meilleurs modeles RNA- PMC.
Le choix du meilleur modeéle repose sur la valeur maximale d'exactitude. Les résultats sont
disponibles dans la figure V. 5. La meilleure exactitude obtenue est de 83.45 %. Cette performance
a été réalisée en divisant la base de données comme suit :80% pour l'apprentissage, 10% pour le

test et 10 % pour la validation (Voir la figure V. 6). Ce processus a été exécuté sur 1000 itérations.

EXACTITUDE %

83,45

83,45
83,4
83,35
83,3

83,25 83,15
83,2
83,15
83,1
83,05
83

EXACTITUDE %

Premiére division Deuxiéme division Troisiéme division
60/20/20 70/15/15 80/10/10

Figure V. 5 Présentation de I'exactitude pour chaque division de la base de données

Apprentisage M Test Validation

Figure V. 6 Représentation des meilleurs pourcentages de division de la base de données de

COVID-19.
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La structure des modeles RNA- PMC est présentée dans le tableau V.1, comprenant une couche

d'entrée avec 7 neurones, une seule couche cachée avec 4 neurones, et une couche de sortie avec

2 neurones.

Tableau V.1 Architecture du meilleur modéle RNA-PMC pour la prédiction de COVID-19

Les Couches

Couche d'entrée

Couche cachée

Nombre de neurones 7 4
Fonction d’activation / Logistique
Formule 1
mathématique / @= = V1)

Algorithme
D’apprentissage

BFGS

Matrice de confusion

A partir de la matrice de confusion présentée dans la figure V. 7, nous notons que notre modéle a

correctement prédit 3 338 cas sur 4 000, incluant 925 cas de COVID-19 parmi les individus

réellement infectés et 2 413 cas véritablement négatifs. Cependant, 662 cas ont été prédits de

maniere incorrecte. Parmi ceux-ci, 238 ont ¢té classés comme positifs (FP), et 424 (FN) ont été

classés comme des cas négative. Cette analyse souligne l'importance d'évaluer d'autres métriques

telles que la sensibilité, la spécificité, la précision etc. pour obtenir une perspective complete de la

performance du modele dans la prédiction du COVID-19.

64



Résultats et discussion

Classes reelles

925

2413
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Figure V. 7 Matrice de confusion de la prédiction de Covid-19 par RNA- PMC
Evaluation des performances de modéle de classification

Le tableau V.2 présente les paramétres de performances de modele appliquer. Tout d'abord,
l'exactitude (Accuracy) de 83.45% indique que le modele a réussi a classer correctement les
instances dans une proportion significative. Cela suggére une performance globalement solide de

modele.

Une sensibilité de 68.56% indique que le modele a réussi a détecter 68.56% des cas positifs de
COVID-19, démontrant ainsi sa capacité a identifier avec succes les patients réellement infectés.

Cela indique une sensibilité modérée du modele

La spécificité ¢levée de 91.02% indique la capacité du modele a exclure correctement les cas

négatifs, ce qui est crucial pour la détection précise des cas positifs.

La précision de 79.53% indique la proportion de prédictions positives qui étaient réellement

correctes, renforgant ainsi la confiance dans la capacité du modéle a fournir des résultats précis.

Le F-score de 73,64% représente une mesure équilibrée entre la précision et la sensibilité, illustrant

ainsi la performance globale du modele de maniere équilibrée.

Le MCC de 62,04 % mesure la qualité¢ globale des prédictions, prenant en compte les quatre
¢léments de la matrice de confusion. Un MCC ¢levé indique une forte corrélation entre les
prédictions du modele et les observations réelles, soulignant ainsi la fiabilité de la performance

globale du modele.
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Tableau V.2 Performances du meilleur modele de la prédiction de Covid-19 par RNA-PMC.

Les performances Valeur
Ac % 83.45

Se % 68.56

Sp % 91.02

Pr % 79,53
F-score % 73,64
MCC % 62,04

La figure V. 8 illustre la courbe ROC pour le modele RNA-PMC appliquée. L'AUC-ROC de
88.24% est une indication de la capacité du modele a discriminer entre les classes positives et

négatives, avec une valeur ¢levée indiquant une bonne performance.
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Figure V. 8 Courbe ROC pour la prédiction de COVID-19 par RNA-PMC

66



Résultats et discussion

V.2.1.3 Analyse de sensibilité par méthode de poids

L'analyse de sensibilité de chaque entrée sur la sortie dans notre étude donne les résultats qui
sont représentés sur la figure V. 9. Les poids du modé¢le apparaissent dans le tableau B.1 (annexe
B).
Les résultats de l'analyse de sensibilité mettent en évidence que la difficulté a respirer est le facteur
le plus influent, avec une importance relative de 32,02 %, suivi de pres par I'age et le mal de gorge,
qui présentent une importance relative de 21,22 % et 18,22 %, respectivement. Ces observations
suggerent que I'dge exerce un impact significatif sur les prédictions du modéle, ce qui est cohérent
avec les connaissances épidémiologiques indiquant que 1'dge peut jouer un réle déterminant dans

la sévérité des symptomes de COVID-19.

D'un autre coté, certaines caractéristiques ont des contributions presque similaires, telles que les
douleurs corporelles, la toux, la fatigue et la température corporelle. Cela signifie que ces facteurs
ont une influence comparable sur le modele, mais leur importance relative est moins marquée par
rapport aux principaux facteurs identifiés. Cette similitude dans leurs contributions n’indique
qu’aucun de ces facteurs n'émerge comme particulierement dominant, mais qu'ils restent

néanmoins pertinents pour l'analyse globale.
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Figure V. 9 Histogramme d'importance relative pour le COVID-19
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V.2.2 Contribution II : prédiction de I'hépatite virale par RNA- PMC

V.2.2.1 Résultats de I’analyse exploratoire des données

- Corrélation entre les variables

A partir de la matrice de corrélation illustrée dans la figure V.10, on constate une trés faible
corrélation entre les attributs. Les valeurs des coefficients de corrélation se situent dans
l'intervalle [-0.55, 0.65]. Nous pouvons conclure que les attributs de notre ensemble de données

ne sont pas corrélés.
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Figure V.10 Matrice de corrélation de la prédiction de I'hépatite virale par RNA-PMC
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Dans I'analyse de cet ensemble de données, il est essentiel de comprendre la répartition des patients
dans chaque classe. Comme le montre la figure V. 11, sur les 80 patients, 67 appartiennent a la
classe « Non (2) », ce qui indique qu'ils sont en bonne santé, tandis que 13 appartiennent a la classe

« Oui (1) », ce qui indique qu'ils ont I'hépatite.

La figure V.12 montre la distribution de densité d'un ensemble de données de patients malades et
non malades. On peut observer que les patients 4gés de 40 a 55 ans constituent le groupe le plus
touché selon I'ensemble de données appliqué. Le graphique suggére ainsi que I'dge est un facteur

important pour I'hépatite et que la probabilité de développer la maladie augmente avec I'age.

70 &7

hépatite
Figure V. 11 Analyse de la distribution des classes (oui, non) d’hépatite virale
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Figure V.12 Répartition par age des deux classes de patients atteints d'hépatite virale
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La figure V.13 montre comment les différentes classes de sexe sont liées a I'hépatite virale en
fonction de la prévalence de cette maladie dans l'ensemble de données. Parmi les individus en
mauvaise santé, 13 sont des hommes, tandis qu'aucun n'est une femme. Cela suggere une disparité

potentielle entre les sexes dans la prévalence de 1'hépatite au sein de I'ensemble de données.

Hépatite
Oui
- o
40
o
3 20
s
a
20

13.0
1.0

Male Femelle
Sexe

Figure V.13 Répartition par sexe des deux classes de patients atteints d'hépatite virale

V.2.2.2 Résultats du modéle proposé RNA -PMC
Les résultats de cette étude ont été obtenus en appliquant l'algorithme de classification RNA -PMC
sur la base de données d'hépatite virale, visant a atteindre une précision €levée dans la prédiction

d’hépatite virale.
Le choix de meilleur modéle

Diverses divisions et itérations ont été effectuées afin d'obtenir les meilleurs modéles RNA -PMC,
les résultats sont disponibles dans I’annexe A, et la figure V.14. La meilleure exactitude obtenue
est de 97,5 %. Cette performance a été réalisée en divisant la base de données comme suit :80%
pour l'apprentissage, 10% pour le test, et 10% pour la validation (voir la figure V. 15). Ce processus

a été exécuté sur 1000 itérations.
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Figure V. 14 Présentation de I'exactitude pour chaque division de la base de données
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Figure V. 15 Présentation des meilleurs pourcentages de division de la base de données.
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La structure des modeles RNA-PMC est présentée dans le tableau V.3, comprenant une couche

d'entrée avec 19 neurones, une seule couche cachée avec 3 neurones, et une couche de sortie avec

2 neurones. L'algorithme BFGS a été sélectionné pour l'apprentissage. La fonction d'activation

utilisée est Identity pour la couche cachée.

Tableau V.3 Architecture du meilleur modele RNA-PMC pour la prédiction de I'hépatite virale

Couche )
Les Couches d'entrée Couche cachee
Nombre de 19 3
neurones
Fonction .
dactivation / Identity
Fo,rmul_e / . 1
mathématique
Algorlthme de BEGS
formation

Matrice de confusion

A partir de la matrice de confusion présentée dans la figure V.16, nous observons que le

modéle RNA-PMC a démontré une performance globalement excellente. Sur un total de 80

instances, le modéle a réussi a prédire correctement 78 d'entre elles. Plus précisément, il a

correctement identifi¢ les 12 cas d'hépatite (VP) parmi les individus réellement infectés,

illustrant ainsi une forte sensibilité. De plus, le modéle a correctement classé 66 instances (VN)

comme n'étant pas infectées par I'hépatite, montrant une bonne spécificité. Cependant, une

instance a été mal prédite (FN=1), signalant un cas d'hépatite non détecté, et un faux positif

(FP) a également été observé, ce qui signifie que le modele a prédit incorrectement la présence

d'hépatite dans un cas ou la maladie n'était pas présente.
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Classes reelles

Classes prédites

Figure V.16 Matrice de confusion pour la prédiction de I'hépatite virale par RNA-PMC
Evaluation des performances de modéle de classification

A partir des résultats du tableau V. 4, il est clair que les performances du modéle PMC-RNA
dans la prédiction de I'népatite sont extrémement prometteuses. Avec une exactitude de 97.5%, le
modele a réussi a classer correctement la grande majorité des instances, démontrant ainsi son
efficacité globale. Une sensibilité de 92.30% indique la capacité du modéle a identifier
correctement 92.30% des cas réels d'hépatite parmi les individus infectés. De plus, une spécificité
de 98.5% confirme la capacité du modele a minimiser les faux positifs, assurant ainsi une fiabilité
élevée dans la détection des cas négatifs d'hépatite. La précision de 92.3% souligne la capacité du
modeéle a classifier correctement environ 92.3% de toutes les instances, que ce soient les cas
positifs ou négatifs. Un F-score de 92.3% offre un équilibre entre la précision et la sensibilité,
démontrant une performance globale solide du modéle. Le MCC de 90.81% indique une forte
corrélation entre les prédictions du modele et les observations réelles, une mesure robuste tenant
compte des quatre éléments de la matrice de confusion. Enfin, une aire sous la courbe AUC-ROC
de 95.12 suggére une excellente capacité du modele a discriminer entre les classes positives et

négatives (voir la figure V.17).

Ces résultats globalement élevés indiquent que le modele RNA-PMC est prometteur pour la

prédiction de I'hépatite virales.
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Tableau V. 4 Performances du meilleur modele de la prédiction de I'hépatite virale par RNA-PMC

Mesures de performances Valeur
Ac % 97.5
Se % 92.30
Sp % 98.5
Pr % 92.3
F-score % 92.3
MCC % 90.81
10
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Figure V.17 Courbe ROC pour la prédiction de I'hépatite virale par modéle RNA-PMC

V.2.2.3 Analyse de sensibilité par méthode de poids
Nous avons réalis¢ une analyse de sensibilité en utilisant la méthode du « poids » afin
d'évaluer I'impact de chaque attribut d'entrée sur la sortie du modele. Les résultats, présentés de

maniere graphique dans la figure V.18, offrent des perspectives essentielles concernant 1'influence

74



Résultats et discussion

relative de chaque parameétre dans la prédiction de I'hépatite virale. Les poids du modéle
apparaissent dans 1’annexe B.2.

Parmi les attributs étudiés, le SGOT émerge comme le facteur le plus significatif avec une
importance relative de 12,83%, suivi par anorexie a 9,34% et la Bilirubine a 8,12%. Ces résultats
indiquent que ces trois variables jouent un réle crucial dans la prédiction de I'hépatite, suggérant

une forte corrélation entre ces indicateurs et la maladie hépatique.

D'autres facteurs tels que le malaise, ’ascite, la Rate palpable, la prise d'antiviraux, le phosphate
alcalin, la fatigue, le foie gras, les stéroides, le Protime, I'histologie, I'age, les varices, I'albumine,
la Ferme du foie, la présence d'araignées vasculaires, et le sexe, montrent des contributions

variables, chacun ayant un impact distinct sur la prédiction de 1'hépatite virale.
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Figure V.18 Histogramme d'importance relative pour la prédiction de I'hépatite virale par RNA-PMC

V.2.2.4 Analyse comparative entre notre modéle et les modéles existants dans la
littérature.
Plusieurs études de haute qualité ont été menées pour la détection et la prédiction de
I'hépatite. Nous avons comparé notre travail avec d'autres recherches dans le domaine de prédiction
de I'hépatite utilisant 1'1A afin de confirmer 1'efficacité de notre approche. Les résultats de cette

comparaison sont clairement exposés dans le tableau V. 5.
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Tableau V. 5. Comparaison de la prédiction de I'hépatite virale avec d'autres études de littérature

Nombre de
Auteur données dans la Modéle Ac %
base de données
Yarasuri et al. 2019 [119] 155 RNA 96
Roslina and Noraziah 2010
[137] 155 SVM 74.55
Polat and Giines 2007 [138] 155 PCA-AIRS 94.12
Calisir and Dogantekin 2011
[139] 185 PCA-LSSVM 9.12
Modele propose 155 PMC-RNA 97.5

Les résultats de comparaison entre notre modele PMC-RNA et les modeles existants dans la
littérature pour la prédiction de I'hépatite virale réveélent des performances prometteuses. Notre

modele PMC-RNA a atteint un taux d’exactitude remarquable de 98.75%, dépassant

significativement les autres approches examinées. En particulier, PCA-LSSVM et RNA ont

montré des performances honorables avec des taux d’exactitude de 96.12% et 96%,

respectivement.

La robustesse de notre modele peut Etre attribuée a son architecture avancée basée sur les réseaux
neuronaux artificiels, ce qui lui permet d'extraire des motifs complexes a partir des données. En
comparaison, les approches telles que SVM et ACP - AIRS ont affiché¢ des taux d’exactitude
inférieurs a notre modele, suggérant que notre méthode pourrait étre plus efficace dans la capture

de la variabilité des données liées aux 1'hépatite virale.

V.3 Prédiction des affections non transmissibles
V.3.1 Contribution III : Prédiction de cancer du poumon par CSABC-SVM
V.3.1.1 Résultat de I’analyse exploratoire des données

A partir de la matrice de corrélation illustrée dans la figure. V.19, on constate une corrélation
tres faible entre les attributs. Les valeurs des coefficients de corrélation se situent dans l'intervalle
[-0,29, 0,57]. Nous pouvons conclure que les attributs de notre ensemble de données ne sont pas

fortement corrélés.
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Figure. V.19 Matrice de corrélation montrant les corrélations entre tous les attributs de 1'ensemble
de données.

Dans I'analyse de cet ensemble de données, il est essentiel de comprendre la répartition des patients
dans chaque classe. La figure V.20 montre que sur les 309 patients, 39 sont en bonne santé, tandis
que 270 présentent le cancer du poumon. Cette répartition permet d'obtenir un apergu significatif

de la distribution des classes au sein de 1'ensemble de données
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Densité

Figure. V. 20 Analyse de la distribution des classes (oui, non) de cancer du poumon
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La figure. V. 21 illustre la distribution de densit¢ d'un ensemble de données sur le cancer du

poumon, en distinguant les patients atteints de la maladie de ceux qui ne le sont pas. Notamment,

la tranche d'age de 50 a 70 ans ressort comme la plus affectée, avec un pic d'incidence observé a

l'age de 60 ans.
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Figure. V. 21 Graphiques KDE pour les patients avec et sans cancer du poumon en fonction de la

répartition d’age
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La figure V. 22 présente une analyse détaillée des classes de différentes variables catégorielles en
relation avec le cancer du poumon, en se basant sur la prévalence de la maladie dans I'ensemble
de données. Les données révelent que parmi les personnes en mauvaise santé, 145 appartiennent a
la population masculine tandis que 125 sont de sexe féminin. En ce qui concerne le tabagisme, 155
individus sont fumeurs tandis que 115 ne fument pas. De méme, 165 personnes sont

consommatrices d'alcool, tandis que 105 ne consomment pas d'alcool.

Il est intéressant de noter que la majorit¢ des individus en mauvaise santé présentent des
symptomes tels que des douleurs thoraciques, soulignant ainsi des corrélations potentielles entre
ces symptomes et le cancer du poumon. Ces informations fournissent un apergu précieux pour
mieux comprendre la distribution des caractéristiques liées a la maladie dans la population étudiée.
II est crucial de prendre en compte ces associations dans l'analyse globale des facteurs de risque
du cancer du poumon et d'approfondir la compréhension des relations entre les variables

catégorielles examinées.
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Figure. V. 22 Analyse de la relation entre différentes variables catégorielles et la variable cancer
de poumon.

V.3.1.2 Résultats des modeéles proposés

Nous avons évalué I'efficacité des différents algorithmes appliqués par diverses mesures
statistiques telles que 'exactitude, la sensibilité, la spécificité, la précision, le F-score, le MCC et
la courbe ROC. Notre étude a comporté une analyse comparative approfondie de ces algorithmes

en se basant sur les mesures d'évaluation des performances. La figure V. 23 présente 1'exactitude
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des algorithmes de classification utilisés et le tableau V. 6 présente les paramétres de performance

des algorithmes de classification utilisés.

Parmi les algorithmes testés, le SVM s'est distingué comme l'algorithme le plus performant,
démontrant un équilibre exceptionnel entre précision, sensibilité et spécificité. Il a atteint la plus
haute exactitude, s'élevant jusqu'a 96,80 %, surpassant tous les autres algorithmes évalués. En
examinant différentes mesures de performance, notamment une sensibilité de 98,33 %, et une F-
score de 98,33 %. Cette performance globale positionne le SVM comme le choix optimal pour la

prédiction de cancer du poumon.

Tableau V. 6 Performances des modeles de classification pour la prédiction de cancer du

poumon.
Mesures de performances RNA KNN SVM
Ac % 95.18 95.21 96.80
Se % 93.33 96.66 98.33
Sp % 100 50 50
Rappel % 93.33 96.66 98.33
Pr % 100 98.30 98.33
F-score % 96.55 97.47 98,33
MCC % 95.77 38.42 48.33
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Figure V. 23 Comparaison de 'exactitude entre les trois modeles (RNA, KNN et SVM)

La figure 24, la figure 25, et la figure 26 présentent les courbes ROC pour les modéles RNA, KNN,
et SVM. Ces courbes fournissent une visualisation graphique de la performance de chaque mod¢le.
En examinant ces courbes, nous pouvons confirmer les résultats mentionnés précédemment. L'aire
sous la courbe AUC-ROC de 0,97, 0,67, et 0,93 pour les modeles RNA, KNN, et SVM,
respectivement, indique une excellente capacité de discrimination entre les classes positives et
négatives. En général, une AUC-ROC proche de 1 indique une grande capacit¢ du modele a
discriminer entre les deux classes, tandis qu'une valeur proche de 0,5 indique des performances de
discrimination limitées. Par conséquent, les valeurs que nous avons obtenues indiquent de fortes
performances discriminantes de nos mod¢les, renforcant la confiance dans leur capacité a fournir
des prédictions précises. Il s’agit d’une mesure importante lors de 1’évaluation des modéeles de

classification dans des contextes médicaux ou la distinction entre les catégories est cruciale.
- Cette surperformance peut s’expliquer algorithmiquement comme suit :

Les machines a vecteurs de support et les réseaux neuronaux artificiels ont leurs points forts et
leurs faiblesses, les SVM peuvent étre considérées comme meilleures que les RNA lorsqu'elles

sont appliquées a de petits ensembles de données [76].

Le modéle SVM peut gérer des ensembles de données avec un grand nombre d'attributs, ce qui

est souvent le cas dans des domaines tels que I'apprentissage automatique appliqué aux données
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réelles. En revanche, KNN attribue une importance égale a tous les attributs, ce qui peut ne pas

étre optimal dans des espaces de grande dimension.

Le modéle SVM utilise un noyau pour mesurer la similarité entre les données, ce qui lui permet

d'accorder plus d'importance aux attributs importantes et de réduire I'influence des attributs

moins pertinentes. Cela permet une meilleure séparation des classes
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Figure V. 25 Courbe ROC via KNN
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V.3.1.3 Résultats d'optimisation

Figure V. 26 Courbe ROC via SVM

Les performances du modele hybride CSABC-SVM ont été évaluées a 1'aide de mesures telles que

l'exactitude, la sensibilité, la spécificité, la précision, le rappel, le F-score et le MCC, comme le

montre le tableau 7. La figure V.27 présente une comparaison des performances des modéle SVM

et CSABC-SVM.

Tableau V. 7. Performances de prédiction de cancer du poumon par CSABC-SVM

Mesures de

performances CSABC-SVM
Ac % 98,38
Se % 100
Sp % 50
Pr % 98.36
F-score % 99.17
MCC % 70.12
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Figure V. 27 Comparaison des performances de SVM et CSABC-SVM pour la prédiction de

cancer du poumon

Le modele CSABC-SVM a affiché un taux d’exactitude remarquable de 98,38 %, représentant une
amélioration substantielle de 1,58 % par rapport au modele SVM, comme illustré dans la figure V.
27. Le modele a réussi a classer correctement la grande majorité des instances. Cette amélioration
significative des performances de prédiction souligne l'efficacit¢ du modele obtenue grace a

I'hybridation des algorithmes CSA et ABC.

La sensibilité atteint 100 %, ce qui indique que le modéle CSABC-SVM identifie de maniere

exhaustive tous les cas positifs de cancer du poumon.

Le F-score de 99.17% offre un équilibre entre la précision et la sensibilité, démontrant une
performance globale solide du modele. Le MCC de 70.12% indique une forte corrélation entre les

prédictions du modeéle et les observations réelles.

Grace a la courbe ROC dans la figure V. 28, nous pouvons confirmer les résultats mentionnés
précédemment, car l'aire sous la courbe AUC-ROC du modéle CSABC-SVM indique une bonne

capacité de discrimination entre les classes.
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Figure V. 28 Courbe ROC via CSABC-SVM

La structure finale du modele CSABC- SVM qui a donné les meilleures performances est

présentée dans le tableau V. 8

Tableau V. 8 Parameétres de modele CSABC- SVM via la prédiction de cancer du poumon.

Parametres Valeur

C 0.9540
Kernel RBF

y 0.8609

V.3.1.4 Importance des variables

Les contributions de chaque attribut sont illustrées dans la figure V. 29. L'importance relative des
attributs sélectionnés a été calculée a l'aide de la méthode I’importance des fonctionnalités de
permutation [141]. La figure présente efficacement les attributs les plus influentes responsables du
cancer du poumon. A partir de cette figure, nous pouvons identifier les sept attributs les plus
significatives en fonction de leur importance relative. Il est évident que 1'age est une caractéristique
ou un facteur important pour l'identification et la prédiction du cancer du poumon, suivi de la toux,
de la consommation d'alcool, de I'anxiété, tandis que les autres attributs présentent des degrés

d’importance presque similaires.
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Figure V. 29 Illustration de I'importance des variables via CSABC-SVM

V.3.1.5 Interface graphique pour la prédiction de cancer du poumon

L'interface graphique développée pour la prédiction du cancer de poumon vise a offrir une
expérience conviviale et intuitive aux utilisateurs, tout en permettant l'acces a des fonctionnalités
avancées de prédiction basées sur des modeles d'apprentissage automatique. Elle est réalisée en
utilisant le Framework Tkinter de Python pour assurer une portabilité et une facilité d'intégration

avec divers systemes d'exploitation.

Le but de cette interface est de prédire si une personne est atteinte d'un cancer de poumon ou non.
Pour cela, l'utilisateur doit remplir le formulaire ci-dessous (voir la figure V. 30), qui contient les

informations nécessaires a la prédiction.

Apres avoir rempli le formulaire et cliqué sur prédiction, l'interface affiche les résultats de la

prédiction comme illustré dans la figure V. 31.
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Figure V. 30 Interface graphique de cancer du poumon via CSABC-SVM

Dans le cas d'une prédiction positive l'interface affiche que le patient est atteint du cancer du
poumon (voir la figure V.31). Dans le cas d'une prédiction négative, l'interface affiche que le

patient n'est pas atteint du cancer du poumon.
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Figure V.31 Interface graphique de prédiction positive de cancer du poumon via CSABC-SVM

L'utilisation de modeles d'apprentissage automatique réduit les erreurs humaines dans
l'interprétation des données médicales, améliorant ainsi la précision des diagnostics. Cette
interface graphique facilite un diagnostic précoce et précis du cancer, offrant ainsi une solution

pratique et accessible pour améliorer les soins de santé.

V.3.1.6 Comparaison avec d'autres études portant sur la prédiction du cancer du poumon

De nombreuses études de haute qualité ont été menées pour détecter et prédire le cancer du
poumon. En comparaison avec d'autres recherches dans le domaine de la prédiction du cancer du
poumon a l'aide de A, notre étude se distingue par son approche globale et sa nouvelle technique

d'hybridation, comme illustré dans le tableau V. 9.
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Dans le cadre de notre étude comparative des performances des modeles de prédiction du cancer
du poumon, plusieurs algorithmes ont été évalués en termes d’exactitude. RotF a affiché une
exactitude de 97.1%, indiquant une performance remarquable dans la détection du cancer
pulmonaire. En revanche, le modele basé¢ sur Gradient Boosted Tree a montré une exactitude de
90%, suggérant une performance légérement inférieure. XGBoost a présenté une exactitude de
94.42%, tandis que le modéle PSO-GA-SVM a atteint une exactitude de 97.69%, dépassant celle
du Gradient Boosted Tree et se rapprochant du RotF. Les approches basées sur I’hybridation,
notamment KNN-SVM, WOA SVM ont démontré des performances robustes avec des exactitude
respectives de 97.6% et 95%. Notablement, notre modele, CSABC-SVM, a surpassé tous les autres
avec une exactitude de 98.38%, soulignant l'efficacité de notre approche hybride dans la prédiction

du cancer du poumon.

Tableau V. 9. Comparaison du présent travail via la littérature

Nombre de données
Auteur dans la base de Modele Ac (%)
données
Faisal Ml et al. _
2019 [108] 32 Gradient Boosted Tree 90
Maulidina F et al.
2021 [107] 252 PSO-GA-SVM 97.69
Mamun M et al.
Dritsas E et al.
2022 [110] 309 RotF 97.1
Vijila Rani K et
al. 2022 [141] 700 KNN-SVM 97.6
Nanglia P et al.
2021 [142] 500 WOA-SVM 95
Présent travail 309 CSABC-SVM 08.38
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V.4 Conclusion

En conclusion de ce travail de recherche, les contributions significatives dans les domaines
de la prédiction du COVID-19, de I'hépatite viral, ainsi que du cancer du poumon, démontrent
l'efficacité et la polyvalence des techniques avancées d'intelligence artificielle appliquées a la
médecine. Les résultats obtenus mettent en évidence la capacité des modeles basés sur 1'IA, tels
que les RNA, les SVM et les algorithmes d’optimisation, a extraire des informations pertinentes a
partir de données médicales complexes. Ces avancées offrent un potentiel considérable pour
améliorer I’exactitude des diagnostics préventifs et pour soutenir les professionnels de la santé
dans leurs efforts de prise en charge précoce des maladies. En somme, cette recherche contribue
non seulement a I'évolution des méthodologies prédictives, mais également a 1'amélioration de la
gestion des maladies, ouvrant ainsi la voie a des perspectives prometteuses pour l'avenir de la

médecine personnalisée et de la santé publique.
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Conclusion générale

Dans le domaine de la recherche scientifique, cette thése représente une avancée significative
dans l'utilisation de IA pour la prédiction et la compréhension des affections transmissibles et non
transmissibles. A travers une exploration des progrés, des défis et des opportunités dans ce
domaine en constante évolution, il devient évident que 1TA joue un réle pivot dans le remodelage

du paysage médical.

Chaque contribution au sein de ce travail sert de témoignage a l'efficacité des méthodes
informatiques pour analyser des modeles complexes et guider des interventions de santé
prédictive. Les résultats obtenus démontrent 1'efficacité et la précision croissantes des modeles
prédictifs basés sur ITA, permettant une identification plus rapide et précise des maladies.
Particuliérement dans le contexte des épidémies et des pandémies, telles que le COVID-19, la
capacité a prédire les épidémies infectieuses avec précision est d'une importance primordiale. L'TA
contribue de manicre significative a la surveillance épidémiologique, a l'analyse de données

massives et a la réponse rapide aux menaces microbiennes émergentes.

La prédiction du COVID-19 a l'aide des RNA a démontré une précision remarquable,
offrant un apercu du potentiel de I'IA dans la prévision des maladies infectieuses. De méme, la
prédiction réussie de I'hépatite a I'aide d'RNA souligne davantage l'efficacité de ces techniques
dans l'identification et la réduction des menaces pour la santé publique. Cette réalisation a des

implications significatives pour les stratégies de santé publique et le contrdle des épidémies

De plus, le modele hybride CSABC-SVM utilisé pour prédire le cancer de poumon a non
seulement atteint une exactitude élevée, mais a également approfondi notre compréhension des
mécanismes de progression de la maladie. En €lucidant les facteurs de risque, notamment 1'impact
du tabagisme et de la consommation d'alcool, cette recherche aide non seulement aux efforts de
prédiction, mais offre également des perspectives précieuses pour des approches de médecine
personnalisée adaptées aux profils de susceptibilité individuelle. Elle fournit des perspectives
significatives pour la prévention précoce, l'amélioration globale des résultats médicaux, et

potentiellement la réduction des cofits associés a une prise en charge tardive des maladies.

La prédiction aide le médecin a prendre des décisions concernant le diagnostic en fournissant
des informations probables sur la présence ou 1'évolution d'une maladie. Cela permet d'orienter les
examens, de prioriser les traitements, et d'améliorer la précision et la rapidité des soins, entrainant

ainsi des économies de cofits significatives
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La prédiction des affections permet de prendre des mesures de prévention et de surveillance

a différents niveaux :

e A l'échelle personnelle, elle aide a éviter certains facteurs de risque et & adopter un mode de vie
préventif.

e A I'échelle nationale et mondiale, elle permet aux pays de fournir les ressources humaines et
matérielles nécessaires pour gérer et controler les maladies, de développer un systéme de santé

approprié, et de mettre en ceuvre des mesures de sensibilisation et de prévention.

En regardant vers l'avenir, les implications de ces avancées sont profondes. Avec le
perfectionnement continu des modeles prédictifs et I'intégration de l'analyse de big data, nous
sommes a l'aube d'une nouvelle ére dans le domaine de la santé. Envisagez un avenir ou les
algorithmes d'TA surveillent sans effort les tendances de santé de la population, prédisent les
épidémies de maladies et identifient des stratégies de traitement personnalisées basées sur les

prédispositions génétiques individuelles et les expositions environnementales.

Cependant, alors que nous avancons vers cet avenir, il est impératif de reconnaitre les
implications éthiques et sociétales des soins de santé pilotés par I'1A. Garantir un acces équitable

a ces technologies, protéger la confidentialité des patients et sont parmi les défis qui nous attendent.

Cette theése marque une étape importante dans l'application de 1'TA aux soins de santé, nous
guidant vers un avenir ou les maladies peuvent étre prédites, prévenues et traitées avec une
précision sans précédent, tout en potentiellement réduisant les cofits associés a la gestion des

maladies.
Comme perspectives, nous envisageons dans le futur les points suivants :

- Utilisation d'autres techniques d'TA pour la prédiction d’autre maladies comme les accident
vasculaire cérébral.

- Utilisation d'autres techniques d'IA telles que le CNN pour I'analyse d'images médicales.

- Utilisation d'autres algorithmes d'optimisation tels que PSO, GWO.

- La création de jumeaux numériques des patients, qui digitalise leurs caractéristiques telles
que le génome et les antécédents médicaux, permet des traitements personnalisés facilitant
I'évaluation de la réactivité d'une personne a une molécule en fonction de ses données

génétiques.
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Tableau A.1 Exactitude avec nombre d’itérations

Division 'I_\Igmb_re Nombre de Ac %
d'itérations neurones
Apprentissage 500 MLP 19-2-2 85
Test Premiere o
division 1000 MLP 19-2-2 95
Validation 1500 MLP 19-2-2 96.25
Apprentissage . 500 MLP 19-2-2 88.75
Deuxieme
Test division 1000 MLP 19-2-2 85
Validation 1500 MLP 19-2-2 85
Apprentissage 500 MLP 19-2-2 88.75
Troisieme
Test division 1000 MLP 19-3-2 97.5
Validation 2000 MLP 19-2-2 81.25
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Tableau B.1 Poids et biais du meilleur modéle RNA -PMC (7-4-2).

Caché — Connexion des couches de

Entrée — Connexions des couches cachées sortie
Poids Biais Poids Bias
I
Wi Wy Wi Wi Wjs Wie wj7 by! W wij bg by
-7,9082 0,2426 0,8064 0,8391 0,8467 1,3481 1,5873 2,6894 2,7161 | -2,7130
-0,2384 0,2674 1,1877 1,4547 1,6071 1,0823 1,5770 -3,0605 3,3300 3,3701
1,4857 | -1,6180
-13,9786  6,8792 -0,0439 -3,1437 -5,7352 32,2298 -7,2238 3,3143 -0,7615 0,7594
0,8235 0,9355 0,6087 0,8339 -0,2480 0,4567 21,5793 | -0,3658 | -1,6026 1,6449
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Tableau B.2. Poids et biais du meilleur modéle RNA-PMC (19-3-2).

. i Caché — Connexion des couches de sortie
Entrée — Connexions des couches cachées

Poids

Bias Poids Bias
wh Wi Wi Wiy Wjs Wi w}, Wy W) Who why W) Whs Wi Whs Wiy Wi Whe Who b wi Wl b9 b9
-0,46080 0,11684 -0,22269 -0,70907 0,65643 0,08052 0,42548 -0,25708 -0,16828 -0,76646 -0,08083 0,05756 -0,24681 -0,87328 0,64427 -1,27013 0,10139 -0,30246 -0,12262 g’lllo -2135992
0,05115 0,02371 0,54031 0,68331 -0,63788 -1,45887 0,80055 0,32468 -0,33978 0,54838 0,28531 -1,23065 0,51456 1,30768 0,06551 -1,13638 0,30974 0,61407 0,09449 271805 6,33261
0,36195 -0,49103 -1,02526 -0,43872 0,41931 -0,95727 2,39792 1,53112 -0,08677 -0,62311 -0,32043 -1,27576 0,08383 0,14058 1,46135 -1,80020 -0,46261 -0,63954 1,36749 3'1178 -2,12627
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Abstract Lung cancer is one of the kading canses of
death worldwide. According to statistics from the World
Health Organization (WHO) for the year 2020, lung can-
cer has cansed the death of about 1.30 million people. It is
the most common form of cancer, and it is often diagnosed
in laer stages when metastatic spread to other areas of the
body has occurred. Early detection and treatment can help
reduce the high death rate. In this msearch, we present a
novel approach for predicting lung cancer using artificial
intelligence (Al) techniques. We evaluated and compared
several machine learning (ML) models, including artificial
neural networks (ANN), K-nearest neighbors (KNN), and
support vector machine (SV M), to identify the best-perform-
ing model. However, to enhance accuracy and efficiency,
wie introduced a hybridization optimization approach known
as Crow Search Algorithm -Antificial Bee Colony-Support
Vector Machine (CSABC-5VM). The CSABC-5VM algo-
rithm combines the strengths of the CSABC Optimizer
and SWM to create a pewerful predictive model. Our study
yielded a remarkable accuracy of 98.36%, demonstrating
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the effectiveness of the CSABC-5VM hybrid model in lung
cancer prediction. These results underscore the potential of
Al in transforming medical diagnostics, helping to improve
healthcan: outcomes.

Keywords Lung cancer - Prediction - Artificial
intelligence - Optimization - CSABC-SVM

1 Introduction

Lung cancer is one of the leading causes of death worldwide
[1-3]. According to the WHO study, lung cancer was the
deadlicst cancer, with about 1.80 million people dying
from it in 2020 [4]. It is the second most prevalent kind of
cancer and is often diagnosed at later stages when metastatic
dissemination to other regions of the body has occarmed [2].
As it originates in the lining of the bronchi and bronchioles,
lung cancer obstructs gas exchange in the lungs and causes
breathing difficulties [4]. It begins as an abnormal growth
of cells in the lungs and can spread to other parts of the
body [4]. Difficult to evaluate and discover in the early
stages since it does not create pain or symptoms in certain
situations [3]. A patient diagnosed with Lung cancer may
experience symploms such as chest pain, cough, shortness
of breath, wheezing, hemoptysis i.e. coughing up blood,
Pancoast syndrome (shoulder pain), hoarseness (paraly sis of
vocal cords), weakness, weight loss, fatigue [3]. Symptoms
are classified according to the location and size of the tumor
[5]. Early detection and treatment can help to lower such a
high death rate [6].

In recent years, there has been continuous development
in cancer research [7]. Multitudes of procedures are used
to diagnose cancer and predict the outcomes of cancer
treatment [4]. Researchers used a variety of methods,

&1 Springer
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