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Résumé

Les problèmes d’optimisation multiobjectifs ont toujours été des problèmes difficiles et brûlants

dans le domaine de la recherche scientifique et technique. Les solutions traditionnelles présentent

de nombreuses lacunes pour traiter des problèmes complexes tels que les grandes dimensions et

la multimodalité. Pour résoudre ce problème, une variété d’algorithmes génétiques d’optimisa-

tion multiobjectifs a été développée. L’algorithme génétique de tri non dominé (NSGA) et son

algorithme amélioré NSGA-II étudiés dans ce mémoire sont développés plus rapidement et opti-

misés.ce mémoire a systématiquement étudié et recherché les principes de base de l’algorithme,

fait des tentatives audacieuses dans l’application de l’algorithme, élargi le champ d’application de

l’algorithme et proposé une nouvelle simulation de fonction de solution La méthode de combinai-

son du problème. Les principaux travaux réalisés dans ce mémoire sont les suivants :

Le processus général et les principes de base de l’algorithme génétique sont systématiquement

introduits Et l’algorithme génétique d’optimisation multiobjectif existant et certains de ses pro-

blèmes. Les principes de base et les lacunes de NSGA sont discutés, et la méthode de tri rapide

non dominée proposée par l’algorithme amélioré NSGA-II.

Mots-clés :Optimisation multiobjectif, algorithmes génétiques, NSGA-II.



Abstract

Mufti-objective optimization problems have always been difficult and burning problems in the

field of scientific and technical research. Traditional solutions have many gaps to address complex

problems such as large-scale and multimodality. To solve this problem, a variety of multi-objective

genetic optimization algorithms has been developed. The uncontrolled sorting genetic algorithm

(NSGA) and its improved NSGA-II algorithm studied in this memory are developed more quickly

and optimized. this memory has systematically studied and researched the basic principles of the

algorithm, made daring attempts in the application of the algorithm, broadened the scope of the

algorithm and proposed a new simulation of the solution function. The main work carried out in

this memory is as follows :

The general process and basic principles of the genetic algorithm are systematically introduced

And the existing multiobjective optimization genetic algorithm and some of its problems. The basic

principles and shortcomings of NSGA are discussed, and the rapid sorting method not dominated

proposed by the improved NSGA-II algorithm.

Keywords :Multiobjective optimization, genetic algorithms, NSGA-II.
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Introduction générale

La maximisation du profit est toujours la poursuite de l’humanité, quel que soit le domaine, en par-

ticulier l’évolution des enjeux énergétiques et des problèmes de population ces dernières années.

Pour de nombreux problèmes sociaux et économiques, il est nécessaire de trouver une solution

optimale pour réduire les intrants et augmenter la production. En conséquence, le problème de

l’optimisation est de plus en plus préoccupé par les chercheurs. Ces dernières années, de nom-

breux chercheurs ont proposé de nombreuses méthodes d’optimisation de résolution de problèmes

sous de nombreux aspects. Beaucoup d’entre eux consistent à trouver la valeur des variables de

contrôle pour minimiser l’objectif unique. Cependant, de nombreux problèmes de décision dans

le monde réel doivent non seulement prendre en compte un seul facteur, mais également une va-

riété de facteurs pour obtenir une décision. En d’autres termes, de nombreux problèmes pratiques

sont le problème de la programmation multi-objectifs. Par conséquent, ces dernières années, les

chercheurs ont mené des recherches approfondies sur la planification multiobjective et obtenu de

nombreux résultats de recherche significatifs, qui jettent les bases de la recherche future sur le

problème multiobjectif. Ces dernières années, l’algorithme de recherche heuristique a connu un

grand développement.

Certains chercheurs ont introduit et développé de nombreux algorithmes de recherche heuris-

tique en fonction du comportement de l’animal social dans la nature et la caractéristique des

problèmes d’optimisation à optimiser comme l’algorithme génétique [5], l’algorithme d’optimisa-

tion de l’essaim de particules [29], l’algorithme d’évolution différentielle [1], l’algorithme de saut

de grenouille aléatoire [35], l’algorithme de colonie d’abeilles artificielles [12], etc. Dans tous

ces algorithmes de recherche heuristique, l’algorithme génétique est très représentatif. Selon ses

1



bonnes performances de calcul et son idée génétique, l’algorithme génétique est largement utilisé

dans de nombreux aspects [45, 54]. Le premier algorithme génétique est utilisé pour traiter le

problème d’optimisation à objectif unique, tandis qu’au fil du temps, de nombreux chercheurs

introduisent de nombreux algorithmes d’optimisation multiobjectifs selon l’idée de l’algorithme

génétique. Ces algorithmes d’optimisation multiobjectifs contiennent un algorithme génétique

d’évaluation vectorielle [41], un algorithme génétique multiobjectif [14, 36], un algorithme évolu-

tionnaire de force Pareto [34] et un algorithme génétique de tri non dominé [28]. Après plusieurs

années plus tard, afin de modifier chacun de ces algorithmes génétiques multiobjectifs calculant

les performances, de nombreux chercheurs introduisent également la version améliorée de ces

algorithmes génétiques multiobjectifs comme l’algorithme évolutionniste de force Pareto 2 [16]

qui est la version améliorée de la force Pareto algorithme évolutif, force Algorithme évolutif de

Pareto [37] qui est également la version améliorée de l’algorithme évolutionnaire de force Pareto,

algorithme génétique de tri non dominé 2 qui est la version améliorée de l’algorithme génétique

de tri non dominé[26] et ainsi de suite. De cette manière, de nombreux algorithmes génétiques

multiobjectifs sont proposés au cours de ces années, qui ont largement contribué à ces problèmes

d’optimisation multiobjectifs.

L’algorithme génétique de tri non dominé 2 (que nous appelons l’algorithme NSGA-II dans le

reste de cet article) est la version améliorée de l’algorithme génétique de tri non dominé proposé

pour la première fois par Deb en 2001. Au cours de ces années, le développement et l’utilisation

de l’algorithme NSGA-II s’est avéré être un très bon algorithme génétique multiobjectif qui a été

utilisé avec succès dans de nombreux problèmes d’optimisation multi-objectifs [4, 33] car les per-

formances de calcul d’un algorithme varient beaucoup lorsqu’il s’agit de problèmes d’optimisation

différents. En plus de cela, les performances de calcul de l’algorithme dépendent également de

la stratégie d’optimisation à l’intérieur de l’algorithme lui-même. Ainsi, de nombreux chercheurs

ont également proposé des stratégies d’amélioration dans l’algorithme NSGA-II pour remédier

aux lacunes lors de l’optimisation de certains problèmes d’optimisation.

Dans ce mémoire, nous organiserons le contenu de la manière suivante :

•chapitre 01 :

Dans ce chapitre,nous présentons les principes de base de l’optimisation mono objectif(l’optimisation

avec des variables dont le domaine est contenue et l’optimisation combinatoire dont le domaine

est discret ).nous donnerons aussi des définitions et principaux concepts d’un problème optimisa-
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tion Mono-objectif et une classification générale des méthodes d’optimisation mono-objectif.Puis

on présentera quelques une de ces méthodes pour la résolution d’un problème d’optimisation

mono-objectif.

•chapitre 02 :

Dans ce chapitre, nous présentons l’optimisation multi-objectif qui sera le cadre de travail de cette

thèse. Nous introduisons les concepts fondamentaux tels que la dominance, la surface de compro-

mis. Nous décrivons aussi les principales approches non Pareto de résolution pour ces problèmes.

•chapitre 03 :

Dans ce chapitre, nous présentons quelques méthodes de résolution Pareto fondées sur des méta-

heuristiques. Ainsi, nous introduisons les méthodes de recherche locale et les approches évolu-

tionnaires. Nous décrivons aussi deux algorithmes évolutionnaires représentatifs adoptant une

approche Pareto pour résoudre les problèmes d’optimisation multi-objectifs.

•chapitre 04 :

Ce chapitre a présenté une nouvelle stratégie d’amélioration de l’algorithme NSGA II, qui utilise

une méthode de recherche locale pour rechercher une meilleure solution autour de la solution

optimisée de l’algorithme NSGA-II.
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Chapitre 1
OPTIMISATION MONO-OBJECTIF

1.1 Définition d’un problème d’optimisation

Un problème d’optimisation est défini par un espace d’état, une ou plusieurs fonctions objectives

et un ensemble de contraintes.

- Espace d’état

est défini par l’ensemble des domaines de définition des variables du problème.

- Les variables

Du problème peuvent être de nature diverse (réelle, entière,bivalent, etc.) et sont exprimées de

données qualitatives ou quantitatives.

- Fonction objective

Représente le but à atteindre pour le décideur(minimisation de coût, de durée, d’erreur, ...). Elle

définit un espace de solutions potentielles au problème.

- L’ensemble de contraintes

Sur l’espace d’état que les variables doivent satisfaire. Ces contraintes sont souvent des contraintes

d’inégalités ou d’égalités et permettent en général de limiter l’espace de recherche.

Le problème d’optimisation (P) peuvent être formulés comme suit :
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(P) :







optimiser f (x)

x ∈ Ω
(1.1)

avec f : Rn→ R est une fonction objectif ou bien la fonction optimiser sur l’ensemble Ω

1) Si Ω= Rn alors le problème est dit problème d’optimisation sans contrainte

2) Si Ω = {x ∈ Rn/gi(x) ≤ 0 ∀i ∈ 1, ...., m, h j(x) = 0 ∀ j ∈ 1, ...., m′} et gi, hi : Rn → R des

fonctions de contraintes, alors le problème est dit problème d’optimisation avec contraintes

mixtes.

3) Le problème est dit problème d’optimisation avec contraintes égalités : siΩ= {x ∈ Rn, hi(x) =

0}

4) Si Ω= {x ∈ Rn, gi(x)≤ 0} alors :

P est dit problème d’optimisation avec contraintes d’inégalités.

5) L’ensemble des points {x ∈ Rn/gi(x) ≤ 0 ∀i ∈ 1, ...., m, h j(x) = 0 ,∀ j ∈ 1, ..., m′} :est

appelé ensemble des candidats.

On appelle solution du problème d’optimisation tout minimum/maximum global de la fonc-

tion f restreinte à cet ensemble des candidats noté x∗ .

6) Les fonctions f,g et h sont linéaires,alors (P) est dit problème d’optimisation linéaire

7) Si f,g et h sont convexe,alors (P) est dit problème d’optimisation convexe.

8) Si le problème

(P) :







optimiser f (x) = 1
2 X tAX

AX ≤ 0
(1.2)

Est appelé problème d’optimisation quadratique.
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1.1.1 Terminologie de la solution

• Zone de solution

Ensemble de toutes les contraintes du modèle sont satisfaite.

• Solution réalisable(admissible)

Solution pour laquelle toutes les contraintes sont satisfaites(appartenant au domaine réalisable).

• Solution optimale

Solution ayant la meilleure valeur possible de l’objectif.

1.1.2 Minimum et Maximum local

Soit f : Rn→ R

1. Minimum local : un point x∗ est un minimum local de la fonction f s’il existe ε > 0 tel que

f (x∗)≤ f (x) pour tout x ∈ νε(x∗)

avec νε(x∗) = {x ∈ Rn : ‖x − x∗‖< ε}.

2. Maximum local :un point x∗ est un maximum local de la fonction f si

f (x∗)≥ f (x) pour tout x ∈ νε(x∗)

1.1.3 Minimum et Maximum global :

1. Minimum global : un point x∗ est un minimum global de la fonction f si

f (x∗)≤ f (x) pour tout x ∈ Rn

2. Maximum global : un point x∗ est un maximum global de la fonction f si

f (x∗)≥ f (x) pour tout x ∈ Rn
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1.1.4 Notion de convexité :

Définition :

Soit D ⊂ Rn.On dit que

D est convexe λx + (1−λ)y ∈ D ∀(x , y) ∈ D et ∀λ ∈ [0, 1]

⇔
∑k

i=1λi x i ∈ X ∀(x i)i=1...k ∈ D et ∀λi ≥ 0 t.q
∑k

i=1λi = 1

Définition d’un fonction convexe :

Soit l’ensemble convexe D ⊂ Rn . Une fonction f : D→ R est convexe si et seulement si ∀x , y ∈

D,∀λ ∈ [0, 1] ,alors f (λx + (1 − λ)y) ≤ λ f (x) + (1 − λ) f (y). Remarque : En changement le

sens de l’inégalité de la définition d’une fonction convexe on obtient le définition d’une fonction

concave.

1.1.5 Gradient et Matrice Hessien :

Définition :

(Le gradient et la matrice hessienne) : Le gradient d’une fonction f ∈ Rn → R continûment

différentiable évalué au point x ∈ Rn s’écrit :

∇ f (x∗) = ( ∂ f (x)
∂ x1

∂ f (x)
∂ x2

...... ∂ f (x)
∂ xn
)T

et l’élément de la ieme ligne jeme colonne de la matrice Hessienne s’écrit :

[∇2 f (x)]i j =
∂ 2 f (x)
∂ x i∂ x j
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1.2 Classification générale des méthodes d’optimisation mono-

objectif

La résolution d’un problème est réalisée à l’aide des méthodes d’optimisation dont la classification

est illustrée dans la figure 1.1.

FIGURE 1.1 – Classification générale des méthodes d’optimisation mono-objectif

[53]

Complexité des problèmes et efficacité des algorithmes :

La théorie de la complexité s’attache à classifier les problèmes selon leur difficulté.

Un problème de décision : c’est un problème dont la réponse est tout simplement OUI ou NON.
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� P : la classe des problèmes qui peuvent être résolus en temps polynomial sur une machine dé-

terministe.

Ces problèmes sont souvent considérés comme ceux pour lesquels il existe un algorithme efficace.

� NP : la classe des problèmes qui peuvent être résolus en temps polynomial sur une machine non

déterministe.

Problèmes faciles et difficiles

� Un problème est facile s’il appartient à la classe P pour lesquels il existe un algorithme efficace

pour les résoudre.

� Un problème de décision est difficile s’il appartient à la classe NP-Complet,lesquels il n’existe pas

à l’heure actuelle un algorithme efficace pour les résoudre,Cependant,il existe un moyen pour

vérifier ,en temps polynomial ,la véracité d’une solution donné.

� Un problème d’optimisation appartient à la classe NP-Difficile si son problème décisionnel ap-

partient à la classe NP-Complet.
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Chapitre 2
OPTIMISATION MULTI-OBJECTIF

2.1 Structure d’un problème d’optimisation multi-objectifs

Un problème multi-objectif ou multi-critère peut être défini comme un problème dont on re-

cherche l’action qui satisfait un ensemble de contraintes et optimise un vecteur de fonctions ob-

jectifs. Les problèmes d’optimisation ont en général plusieurs solutions car la définition d’un op-

timum ne peut pas être établie dans les problèmes multi objectifs [3]

Un problème d’optimisation multi-objectifs (PMO)(multi-objective optimisation problem)est posé

sous la forme suivante :







”optimiser”F(x) = ( f1(x), f2(x), .., fk(x))

x ∈ S

où :

• K : Le nombre de fonctions objectifs,telle que K ≥ 2

• x = (x1, x2, ..., xn)
′
: Le vecteur représentant les variables de décision .

• S = {x ∈ Rn : gi(x) ≤ 0 i = 1, 2, .., m et x ≥ 0} est l’ensemble des solutions admissibles ( ou

réalisables) du problème.

• fi(x) : fonction objectif à minimiser, tels que :

fi(x) : S→ R ∀ i = 1, .., k
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• gi(x) : fonction représentant la contraintes du problème, où :

gi(x) :Rn→ i = 1, .., m

L’image de l’ensemble des solutions admissibles S, appelée ensemble des critères, est donnée par :

Z = f (s) = {z ∈ Rk : z = f (x),∀x ∈ S},

où :Z = (z1, z2, ..., zk) est le vecteur des critères, tel que zi = fi(x).

Définition et Vocabulaire

Dans ce qui suit, quelques définitions nécessaires à la compréhension de certains concepts de base

que nous utiliserons dans la suite.

On considère un problème multi-objectif ayant n paramètres (variables de décisions) et k objectifs

à optimiser (critères) [53] :

Vecteur de décision :

Une action(ou un vecteur de décisions) sera notée :

x = (x1, x2, . . . , xn)

avec x i les variables du problème et n le nombre de variables c’est en faisant varier ce vecteur que

l’on recherche un optimum de la fonction f .[3]

L’ensemble de contraintes

Les contraintes seront notées :

gi(x) avec i = 1, ..., m

et m le nombre de contraintes.

Fonction objectif :

Le vecteur de fonctions objectifs sera noté f :
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f (x) = ( f1(x), f2(x), . . . , fK(x))

avec fi les objectifs (ou critères de décision) et k le nombre d’objectifs,la fonction que l’algorithme

d’optimisation va devoir "optimiser" (trouver un optimum)

Espace de recherche

Espace de recherche : représentant l’ensemble des valeurs pouvant être prises par les variables.

Espace réalisable

Espace réalisable : représentant l’ensemble des valeurs des variables satisfaisant les contraintes.

FIGURE 2.1 – Espace de recherche et espace réalisable

χ : l’espace réalisable

C : l’espace de recherche

Un problème d’optimisation recherche l’action x∗ telle que les contraintes g(x∗) soient satisfaits

pour i = 1, .., m et qui optimiser la fonction f : f (x∗) = ( f1(x), f2(x), . . . , fK(x))

L’union des domaines de définition de chaque variable et les contraintes forment un ensemble E

que nous appelons l’ensemble des actions réalisables.

Nous appellerons F l’ensemble des objectifs réalisables.
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FIGURE 2.2 – définition de E,F et f.

Après avoir trouvé les solutions du problème multi-objectif que d’autres difficultés surviennent :

il faut sélectionner une solution dans cet ensemble. La solution qui sera choisie par l’utilisateur

va refléter les compromis opérés par le décideur vis-à-vis des différentes fonctions objectifs [6].

En résumant ces notions mathématiques représentant un problème d’optimisation multi-objectif

par la figure suivante :

FIGURE 2.3 – La présentation mathématique d’un problème d’optimisation multi-objectif.

[6].

Remarque

Dans le cas de fonction f de maximisation, il suffit de minimiser f [6].
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2.2 Les variables d’un problème multi-objectif

Les variables du problème sont les paramètres dont le concepteur doit ajustés pour modifier le

système à concevoir. Il y a plusieurs types de ces variables :

Variables indépendantes

Sont les quantités actuelles dont le concepteur s’occupe directement, comme la géométrie, les

propriétés du matériel, le volume de production, la surface finale, la configuration des compo-

sants, les propriétés de lubrification et autres . . . . Les variables indépendantes sont usuellement

connues comme les variables de problème ou les paramètres de problème.

Variables dépendantes

Sont les variables dont le concepteur ne peut attribuer des valeurs mais il les utilise pendant les pa-

ramètres du problème. Les variables dépendantes sont usuellement nommées les caractéristiques

ou les attributs du problème. Exemple de caractéristiques du problème l’énergie de consomption,

le prix et l’erreur de contrôle. La valeur du problème est largement une fonction des caractéris-

tiques du problème. Dans l’optimisation, la valeur de la fonction objective correspond à la valeur

du caractéristique particulière. Une fonction objective c’est ainsi la relation entre les paramètres

du problème et les valeurs des caractéristiques particulières. Pour un problème d’optimisation gé-

néral, il faut être très difficile ou bien impossible de représenter analytiquement tous comme des

relations. Généralement, les caractéristiques doivent être le résultat de la simulation complexe,

ou ils doivent inclure en quantifiable le jugement de l’homme.

Variables d’état

Sont le type intermédiaire des variables de problème entre les variables dépendantes et les va-

riables indépendantes, comme la pressure de cylindre hydraulique ou le courant dans un moteur

14



électrique. On ne peut pas attribué directement des valeurs aux variables d’état, aussi ces variables

ne peuvent pas directement contribuer dans la valeur de problème comme les caractéristiques.

Variables opérationnelles

Sont les variables qui peuvent être changées par l’opérateur après la conception actuellement

construise.

Variables environnement

Où les variables externes sont des facteurs écologiques qui affectent le problème au cours de l’uti-

lisation, comme le changement de charge, la température extrême et celle d’usage. Le concepteur

a pour déterminer les conditions de travail du problème les variables de l’environnement et les

variables opérationnelles dans ses expériences.

Le problème peut être formulé quant à l’attribution des valeurs aux paramètres du problème pour

être sûr que les variables d’état et les caractéristiques sont les meilleures au cours du champ large

des variables opérationnelles et de l’environnement. Ça nécessite une optimisation de problème

multi-objectifs complexe [2].

2.3 Multiplicité des solutions

Lorsque l’on cherche à obtenir une solution optimale à un problème d’optimisation multi-objectif

donné, on s’attend souvent à trouver une solution et une seule. En fait, on rencontre rarement ce

cas de figure. La plupart du temps, on trouve une multitude de solutions, du fait que certains des

objectifs sont contradictoires[22, 53].
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Problématique :

La difficulté principale d’un problème multi objectif est qu’il n’existe pas de définition de la solu-

tion optimale. Le décideur peut simplement exprimer le fait qu’une solution est préférable à une

autre mais il n’existe pas une solution meilleure que toutes les autres.

Dès lors résoudre un problème multi objectif ne consiste pas à rechercher la solution optimale mais

l’ensemble des solutions satisfaisantes pour lesquelles on ne pourra pas effectuer une opération

de classement. Les méthodes de résolution de problèmes multi objectifs sont donc des méthodes

d’aide à la décision car le choix final sera laissé au décideur [3].

2.4 Résoudre un problème multi-objectif

Deux types de comportement existent :

• Le premier comportement : est de ramener un problème multi objectif à un problème simple

objectif.

•Le second comportement : est de tenter d’apporter des réponses au problème en prenant en

compte l’ensemble des critères.

La différence entre ces deux communautés s’exprime dans le schéma ci dessous :
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FIGURE 2.4 – Modes de résolution d’un problème Multi-objectif

[3, 6].

Soit le décideur intervient dès le début de la définition du problème, en exprimant ses préférences,

afin de transformer un problème multi objectif en un problème simple objectif (Comportement 1

).

Soit le décideur effectue son choix dans l’ensemble des solutions proposées par le solveur multi

objectif (Comportement 2). La principale qualité d’un solveur multi objectif est donc de rendre les

décisions plus faciles en proposant un sous ensemble représentatif de F (l’ensemble des objectifs

réalisables) [6, 19].

2.5 Classification des problèmes multi-objectifs :

On peut classer les différents problèmes d’optimisation que l’on rencontre dans la vie courante en

fonction de leurs caractéristiques :

1- Nombre de variables de décision :
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une⇒ mono variable.

Plusieurs⇒ multi variable.

2- Type de variable de décision :

Nombre réel continu⇒continu.

Nombre entier⇒ entier ou discret.

Permutation sur un ensemble fini de nombres⇒ combinatoire.

3- Type de fonction objective :

Fonction linéaire des variables de décision⇒ linéaire.

Fonction quadratique des variables de décision⇒ quadratique.

Fonction non linéaire des variables de décision⇒ non linéaire.

4- Formulation de problème :

Avec contraintes⇒ contraint.

Sans contraintes⇒ non contraint [53].

2.5.1 Approches Pareto

Les approches Pareto ne transforment pas les objectifs du problème, ceux-ci sont traités sans

aucune distinction pendant la résolution. Dans les paragraphes suivants, nous définissons tout

d’abord la notion de dominance au sens de Pareto, la frontière de Pareto, Pareto optimal. Ensuite,

nous présentons les techniques évolutionnaires utilisant cette notion.

La dominance au sens de Pareto

L’idée d’utiliser la dominance au sens de Pareto a été proposée par Goldberg pour résoudre les

problèmes multi-objectifs. Il suggère d’utiliser le concept d’optimalité de Pareto pour respecter

l’intégralité de chaque critère car il refuse de comparer a priori les valeurs de différents critères.

L’utilisation d’une sélection basée sur la notion de dominance de Pareto va faire converger la

population vers un ensemble de solutions efficaces. Ce concept ne permet pas de choisir une

alternative plutôt qu’une autre mais il apporte une aide précieuse au décideur.

Vilfredo Pareto est un mathématicien italien (Pareto, 1896). Il a posé les bases de la solution d’un
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problème économique multi-objectif : « Dans un problème multi-objectif, il existe un équilibre tel

que l’on ne peut améliorer un critère sans détériorer au moins un des autres ». Cet équilibre est

appelé optimum Pareto. Donc une solution x est dite Pareto optimale si elle n’est dominée par

aucune autre solution appartenant à l’espace réalisable X. Ces solutions sont appelées solutions

non dominées, ou non inférieures.

FIGURE 2.5 – Dominance de pareto ou optimalité de pareto

La Dominance

On dit que la solution x = (x1, x2, .., xn)′ domine la solution y = (y1, y2, .., yn) si :

� x est au moins aussi bon que y dans tous les objectifs, et,

� x est strictement meilleur que y dans au moins un objectif.

Mathématiquement , on dit qu’une solution x domine une solution y (dans le cas de minimisation)

ssi :

∀ i ∈ {1, ..., k}, fi(x)≤ fi(y) et ∃ i ∈ {1, ..., k} tel que fi(x)< fi(y) et note x ≤ y

Dominance forte

On dit que la solution x = (x1, x2, ..., xn)
′

domine fortement la solution y = (y1, y2, .., yn)
′

si et

seulement si x est meilleure que y sur tous les critères.

Mathématiquement, on dit qu’une solution x domine fortement une solution y (dans le cas de

minimisation) ssi :

∀i ∈ {1, .., k}, f i(x)< fi(y) et note x < y
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La dominance faible

On dit que la solution x = (x1, x2, ..., xn)
′

domine faiblement la solution y = (y1, y2, .., yn)
′

si et

seulement si

i ∈ {1, ..., k} fi(x)≤ fi(y)

Remarque

Notons que pour toute paire de solution y et z un et un seul des cas suivants peut se présenter :

– y domine z

– y est domine par z

– y et z sont équivalentes au sens de la dominance.

Les solutions équivalentes au sens de la dominance sont appelées dans se qui suit,solutions équi-

valentes au sens de Pareto ou solutions Pareto équivalentes ou encore solutions non dominées

.

Propriétés de la relation de dominance

Notation :

Si le vecteur X domine le vecteur Y, on note alors X < Y la relation binaire de dominance.

Définition :

La relation binaire de dominance notée :

� Elle n’est pas réflexive car une solution ne se domine pas elle même.

� Elle n’est pas symétrique, car on n’a jamais X < Y et Y < X

� Elle est transitive, car si X < Y et Y < Z alors X < Z .

� Elle n’est pas antisymétrique, en raison de l’existence de solutions Pareto-équivalentes.

Au final, on conclut que la relation de dominance est donc une relation d’ordre partiel strict sur

l’espace des critères réalisables [52].
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Remarque

Notons que X < Y n’implique pas Y < X

FIGURE 2.6 – : Exemple de la relation de dominance.

Dans cette exemple, les points A, C, E ne sont pas dominés par d’autres points. Tandis que le point

C domine les points B et D, le point E domine le point D. Les points A, C, E sont au même niveau,

c’est-à-dire, ils sont incomparables.

2.5.2 Optimalité de pareto

Soit [x1, x2, .., xn]T un vecteur de décision avec : x ∈ X (L’espace réalisable) x est dit Pareto

optimal, s’il n’existe pas une solution y domine x . Une solution Pareto optimal appelée aussi :

solution efficace, non inférieur ou non dominée solution.

Optimalité locale au sens de Pareto
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Un vecteur ~x ∈ Rn est optimal localement au sens de Pareto s’il existe un réel δ > 0 tel qu’il n’y

ait pas de vecteur ~x
′

qui domine le vecteur ~x avec ~x
′ ∈ Rn ∩ B(~x ,δ) où B(~x ,δ) représente une

boule de centre ~x et de rayon δ.

FIGURE 2.7 – :L’optimalité locale au sens de Pareto

Optimalité globale au sens de Pareto

Un vecteur ~x est optimal globalement au sens de Pareto (ou optimal au sens de Pareto) s’il n’existe

pas de vecteur ~x
′
tel que ~x

′
domine le vecteur ~x

Théorème de contact

On dit aussi qu’un vecteur ~x est optimal au sens de Pareto pour un problème d’optimisation

multi-objectifs donné si :

( ~C + ~x)∩ F = {~x} ⇒ Le théorème de contact (figure 2.8).

Où F désigne l’espace des solutions réalisable.
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Cône négatif :

Un cône négatif est définit dans Rk de la manière suivante :

c− = {~x ~f (~x) ∈ Rk et ~f (~x)≤ 0}

FIGURE 2.8 – Le théorème de contact[53]

.

Les niveaux de préférence dans la relation de dominance

Lorsqu’on applique la définition de la dominance, on peut définir quatre régions auxquelles on

peut attribuer des niveaux de préférence. Ces régions sont présentées à la figure 05. Cette figure

reprend le découpage défini par le cône négatif que l’on a introduit précédemment et l’étend à

tout l’espace.

Par exemple, si ce graphique est centré sur une solution A et que l’on compare cette solution avec

une solution B, on aura les possibilités suivantes :

- Si la solution B se trouve dans le quadrant 1, alors la solution A est préférée à la solution B.

- Si la solution B se trouve dans le quadrant 3, alors la solution A est dominée par la solution B.

-Si la solution B se trouve dans l’un des quadrants 2 ou 4, alors on ne peut pas prononcer sur la

préférence de A par rapport à B ou B par rapport à A.
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FIGURE 2.9 – Les niveaux de préférence dans la relation de dominance[53]

.

2.6 Surface de compromis

Les solutions obtenues lors du classement basé sur le principe de dominance de Pareto forme ce

que l’on appelle la surface de compromis (ou Pareto Front).

Imaginons que nous avons un problème à deux objectifs (minimiser f 1 et minimiser f 2 sous les

contraintes ~f (~x)≤ 0 et ~h(~x) = 0 ) :

- On appelle S l’ensemble de valeurs du couple ( f 1(~x), f 2(~x)) quand à ~x respecte les contraintes

~g(~x) et ~h(~x)

- On appelle P la surface de compromis.

On représente S et P sur la figure suivante :
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FIGURE 2.10 – : Représentation de la surface de compromis

[53].

Une propriété est remarquable : en fonction du type du problème que l’on cherche à résoudre,

on obtient une forme de surface de compromis. Les formes les plus courantes de surfaces de

compromis sont réunies à la figure 2.11. Ces formes de surface de compromis sont typiques pour

un problème d’optimisation multi-objectifs sur un ensemble de solutions convexes. C’est se type

d’ensemble que l’on rencontre la plupart de temps.
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FIGURE 2.11 – : Formes les plus courantes de la surface de compromis dans le cas de deux objectifs.

On observe deux points caractéristiques associés à une surface de compromis :

Point idéal

Le point idéal (pi) est un vecteur de Rk dont les coordonnées sont les valeurs minimales de

chacune des fonctions objectifs pris séparément. D’une autre manière, c’est le vecteur qui minimise

chacune des fonctions objectifs fi pris séparément.

Z∗ = (z∗1, z∗2, ..., z∗n) avec z∗i = min( fi(x)) x ∈ s et ∀i = 1, .., n

Remarque

— Le point idéal n’appartient pas à l’espace des critères réalisables car les objectifs sont contra-

dictoires.

— Le point idéal est appelé aussi vecteur des valeurs les plus préférées de chaque objectif fi , ainsi

le point idéal peut être utilisé comme point de référence.
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— Le point de référence est un vecteur qui définit les valeurs souhaitables (buts) qu’il faut at-

teindre par chaque objectif fi.

Point nadir

le vecteur nadir (znad) correspond aux bornes supérieures de chaque objectifs sur la surface de

Pareto et non pas dans tout l’espace réalisable S.

znad = (znad
1 , znad

2 , .., zk(nad) avec znad
i = max( fi(x)) x ∈ X pareto ∀i = 1, .., k

Remarque

On peut définir le point nadir de la matrice des gains, où (Znad) se trouve sur le maximum de la

ligne de la matrice des gains pour un problème à minimiser.

— Le point nadir est le vecteur des valeurs les plus mauvaises de chaque critères fi ,il est utilisé

comme point de réservation.

— Le point nadir sert à restreindre l’espace de recherche, il est utilisé dans certaines méthodes

d’optimisation interactives.

— A titre d’exemple, on peut utiliser le point idéal et le point nadir pour la normalisation des

valeurs des objectifs par :

f norm
i = fi − zi/z

nad
i − zi
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FIGURE 2.12 – Représentation du point idéal et de point « nadir »

[53].

Convexité

Un ensemble A est convexe, si et seulement si l’équivalence suivante est vérifiée :

x ∈ A⇔ segment(x , y) ⊂ A

La convexité est le premier indicateur de la difficulté du problème. En effet, certaines méthodes

sont dans l’incapacité de résoudre des problèmes non convexes de manière optimale. Mais il existe

d’autres indicateurs tout aussi importants, notamment la continuité, la multi-modalité, la nature

des variables de décision (entières ou réelles).
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FIGURE 2.13 – Propriété de convexité.

Représentation de la surface de compromis

Toutes les représentations de la surface de compromis, pour un même problème, ne sont pas

équivalentes. En effet, la représentation idéale de la surface de compromis devra être constituée

de points solution de notre problème répartis de manière uniforme sur la surface de compro-

mis(figure 2.14 : la représentation de la surface de compromis).

FIGURE 2.14 – : La représentation de la surface de compromis.

Dans le premier cas, les points, représentant la surface de compromis ne sont pas répartis de
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manière uniforme. L’utilisateur n’aura alors pas en sa possession un ensemble de solutions très

utiles. En effet, s’il décide que la solution qu’il avait choisie ne lui convient pas, le choix d’une autre

solution risque de se faire varier brusquement tous ses objectifs, et cette nouvelle solution ne lui

conviendra pas non plus. Il est alors probable que la solution offrant le « meilleur » compromis se

trouve dans une zone qui ne soit pas représentée par des points solution.

2.7 Efficacité (Ou Pareto optimale) :

Définition

Une solution x∗ ∈ X est une solution efficace s’il n’existe pas de x ∈ X tel que z(x) domine z(x∗)

[42].

Efficacité faible :

Une solution x∗ ∈ X est une solution faiblement efficace s’il n’existe pas de x ∈ X telle que

z(x)< z(x∗).

Autrement dit, une solution est fortement efficace si son vecteur objectif est fortement dominée.

Efficacité forte :

Une solution x∗ ∈ X est une solution fortement efficace s’il n’existe pas dex ∈ X telle que x 6= x∗

et z(x) = z(x∗).

Autrement dit, une solution est faiblement efficace si son vecteur objectif est faiblement dominée.

Remarque

Toute solution efficace est faiblement efficace et l’inversent est faux.

Remarque

La notion de dominance se réfère à l’espace des critères alors que la notion d’efficacité se réfère

à l’espace de décision.
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2.7.1 Conditions nécessaires d’optimalités

Comme en optimisation mono-objectif un point solution d’un problème d’optimisation multi-

objectif sous contraintes vérifie des conditions du premier ordre (c’est -à-dire portant sur la dérivée

de la fonction coût et des contraintes ) qui donnent lieu à un système d’équation vérifié par le

point solution et des paramètres associés aux contraintes , les coefficients de Lagrange

Théorème

Soient f : Rn → Rk , g : Rn → RP , h : Rn → Rp des fonctions de classe C1.si x∗ est so-

lution du problème d’optimisation muiti-objectif ,Alors il existe ω ∈ Rk,µ ∈ Rn,λ ∈ Rp Avec

(ω,µ,λ) 6= (0, 0,0) ⊂ Rk
+ ∗R

m
+ ∗R

P tels que :















∑k
i=1ωiÏ fi(x∗) +

∑m
j=1µ jÏg j(x∗) +

∑k
i=1λlÏhi(x∗)

µ j g j(x∗) = 0 j = 1, ..., m

i = (1, ....., k)

Les coordonnées du point x∗ optimal au sens de pareto et les coefficients de Lagrange λ et µ

satisfis donc les (n+m+p) équations :



























∑m
j=1ω j

∂ f j(x∗)
∂ x i

+
∑p

i=1µl
∂ gl (x∗)
∂ x i

+
∑p

i=1λq
∂ hq(x∗)
∂ x i

µ j g j(x∗) = 0 j = 1, ..., m.

hl(x∗) = 0 i = (1, ..., p).

i = (1, ...., k)

Il existe des poids ω
′

1, .....,ω
′

k (qui dépendent de x∗) tels que l’on peut appliquer le théorème

de Fritz John mono -objectif à le Fonction pondérée fω′ (x) =
∑

ω
′

i fi(x) le théorème apparaitre

un coefficient λ0 tel que λ0ω
′

i = ωi pour i = 1, ...., k.On revient alors à de l’optimisation mono-

objectif cependant le théorème donne simplement l’existence de ces poids sans donner de moyen

de les trouver ,la première égalité peut s’écrire à l’aide des différentielles des fonctions :

d f T
x∗(ω) + d gT

x∗(µ) + dhT
x∗(λ) = 0.
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2.7.2 Conditions suffisantes d’optimalité

pour que les solution du système d’équation obtenues grâce au théorème de Fritz John soient

les solution du problème d’optimisation multi-objectif sous contraintes , les fonctions coût et les

contraintes doivent être convexes .on obtient alors le théorème de Karush-Kuhn et Tucker :

Théorème de Karush-Kuhn-Tucker [49]

Soient f : Rn −→ Rk,g : Rn −→ Rm et h : Rn −→ Rp des fonctions de classe C1 .et telles que les

fonctions fi, g j, hl sont convexes .s’il existe ω ∈ Rk
+,λ ∈ Rp

+,µ ∈ Rm tels que















∑k
i=1ωiÏ fi(x∗) +

∑m
j=1µ jÏg j(x∗) +

∑k
i=1λlÏhi(x∗)

µ j g j(x∗) = 0

µ j ≥ 0 j = 1, ..., m.

alors x est solution du problème multi-objectif :

(p) :







































optimiser f (x)

h(x) = 0

g(x)≤ 0

ou

x ∈ Rn, f (x) ∈ Rk, g(x) ∈ Rm, h(x) ∈ Rp

puisque dans ce cas , les fonctions cout fiet les contraintes sont convexes , le minimum x∗est un

minimum global du problème d’optimisation.

2.8 Méthodes de résolution des problèmes multi-objectif :

Les méthodes d’optimisation multicritères s’intéressent aux problèmes essayant d’optimiser simul-

tanément plusieurs objectifs. Elles peuvent être classées selon le schéma suivant [15]
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FIGURE 2.15 – :Classification des Méthodes d’optimisation multi-objectif.

Selon le mode de coopération entre le solveur et le décideur, elles peuvent être rangées en trois

familles :

• Les méthodes la préférence a priori :

Dans ces méthodes, le décideur définit le compromis qu’il désire réaliser (il fait part de ces pré-

férences) avant de lancer la méthode d’optimisation. Généralement, les fonctions objectifs et les

critères de choix sont regroupes en une seule fonction objectif par agrégation. Il s’agit alors d’op-

timiser une fonction unique ou chaque objectif est considéré comme étant une variable d’optimi-

sation, le problème est ainsi ramené a un problème d’optimisation mono-objectif. L’avantage de

cette méthode est sa flexibilité dans le choix d’un algorithme d’optimisation mono-objectif.

De plus, si la méthode d’agrégation et les pondérations sont bien choisit, alors la méthode aura

l’avantage d’être rapide la exécuter puisqu’elle ne nécessite qu’une seule exécution pour obtenir

le compromis souhaite.

• Les méthodes la préférence progressives :
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Dans ces méthodes, l’utilisateur affine son choix de compromis au fur et la mesure du déroulement

de l’optimisation. Elles permettent donc de bien prendre en compte les préférences du décideur,

mais nécessite sa présence tout au long du processus de recherche.On retrouve dans cette famille

les méthodes interactives.

• Les méthodes la préférence a posteriori :

Cette méthodologie vise l’obtention d’un ensemble de solutions optimales parmi lesquelles le dé-

cideur effectue un choix. Aucun critère de préférence n’est alors incorpore dans l’étape d’optimi-

sation. Cette étape vise ainsi l’obtention des solutions qui constituent les meilleurs compromis

entre les différents objectifs.

Le principal avantage de cette méthode est son potentiel d’analyse des compromis obtenus per-

mettant d’accroître la connaissance et la compréhension du problème la optimiser.

Les algorithmes de résolutions des PMOs se répartissent en deux grandes catégories :

2.8.1 Méthodes exactes

Les méthodes exactes cherchent à trouver de manière certaine la solution optimale en examinant

de manière explicite ou implicite la totalité de l’espace de recherche. Elles ont l’avantage de garan-

tir la solution optimale néanmoins le temps de calcul nécessaire pour atteindre cette solution peut

devenir très excessif en fonction de la taille du problème (explosion combinatoire) et le nombre

d’objectifs à optimiser. Ce qui limite l’utilisation de ce type de méthode aux problèmes bi-objectifs

de petites tailles. ces méthodes génériques sont : Branch Bound, Branch Cut, Branch Price, Branch,

Cut Price. d’autres méthodes sont moins générales, comme : La programmation dynamique, sim-

plexe, La programmation linéaire en nombre entiers, L’algorithme A*. D’autres méthodes sont

spécifiques à un problème donné comme l’algorithme de Johnson pour l’ordonnancement.

A) Branch Bound

Est une méthode générique de résolution exacte de problèmes d’optimisation, et plus particulière-

ment d’optimisation combinatoire. C’est une méthode constructive de recherche arborescente qui

utilise l’énumération implicite basée sur la notion de bornes afin d’éviter l’énumération de larges
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classes de mauvaises solutions. Elle utilise la stratégie diviser pour régner, en se basant sur deux

concepts : le branchement (séparation) qui consiste à partitionner ou diviser l’espace des solu-

tions en sous problèmes pour les optimiser chacun individuellement ; et l’évaluation qui consiste à

déterminer l’optimum de l’ensemble des solutions réalisables associé au nœud en question ou, au

contraire, de prouver mathématiquement que cet ensemble ne contient pas de solution optimale,

la méthode la plus générale consiste à borner le coût des solutions contenues dans l’ensemble.

Les techniques les plus classiques pour le calcul de bornes sont basées sur l’idée de relaxation de

certaines contraintes : relaxation continue, relaxation lagrangienne...

B) La programmation dynamique

En informatique, la programmation dynamique est une méthode algorithmique pour résoudre des

problèmes d’optimisation. Le concept a été introduit au début des années 1950 par Richard Bell-

man 1. à l’époque, le terme « programmation » signifie planification et ordonnancement1. La pro-

grammation dynamique consiste à résoudre un problème en le décomposant en sous-problèmes,

puis à résoudre les sous-problèmes, des plus petits aux plus grands en stockant les résultats in-

termédiaires. Elle a d’emblée connu un grand succès, car de nombreuses fonctions économiques

de l’industrie étaient de ce type, comme la conduite et l’optimisation de procédés chimiques, ou

la gestion de stocks1.

C) Les algorithmes A*

En informatique, plus précisément en intelligence artificielle, l’algorithme de recherche A∗2 (qui

se prononce A étoile, ou A star à l’anglaise) est un algorithme de recherche de chemin dans un

graphe entre un nœud initial et un nœud final tous deux donnés1. En raison de sa simplicité il

est souvent présenté comme exemple typique d’algorithme de planification, domaine de l’intelli-

gence artificielle. L’algorithme A∗ a été créé pour que la première solution trouvée soit l’une des

meilleures, c’est pourquoi il est célèbre dans des applications comme les jeux vidéo privilégiant la

vitesse de calcul sur l’exactitude des résultats. Cet algorithme a été proposé pour la première fois

par Peter E. Hart (en), Nils Jhon Nilsson et Bertram Raphael en 19682. il s’agit d’une extension

35



de l’algorithme de Dijkstra de 1959 .

2.8.2 Les heuristiques

Heuristiques spécifiques :

Elles sont dédiées à la résolution d’un PMO spécifique et ne fonctionnent que sur ce type de pro-

blèmes.

Méta-heuristique :

Elles sont fondées sur une idée générale. Et peuvent s’adapter à n’importe quel type de problème

et donner de bons résultats. On trouve dans cette classe les algorithmes génétiques, la recherche

tabou, le recuit simulé,... Les métaheuristiques résolvant les PMO peuvent être classées en trois

approches :

Transformation des PMO en uni-objectif

� ces approches sont de type a priori�

• Méthodes d’agrégation :[47]

Cette méthode est la plus largement utilisée en pratique et la plus efficace du point de vu infor-

matique car elle est très facile à implémenter. D’ailleurs, elle est l’une des premières méthodes

utilisées pour résoudre les problèmes multi-objectifs [53], elle est appelée aussi méthode de la

somme pondérée.

Elle consiste à ramener le problème multi-objectifs en un problème mono-objectif. Elle somme

tous les objectifs en affectant à chacun d’entre eux un coefficient de poids. Le décideur choisit les

poids en fonction de l’importance relative des objectifs. Le problème multi-objectif (MOP) devient

sous la forme suivante :
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Minimiser







∑

λi fi combinaisonlinaire des fi

avec x ∈ Ω

où :

λi ≥ 0 ,∀i = 1, .., k et
∑k

i=1λi = 1

λi : Appelle le poids, est une pondération associée au critère. Cette pondération permet d’expri-

mer des préférences sur les critères de décision.

La résolution du problème multi-objectifs (MOP) consiste à résoudre le problème paramétrique

(2.16). La solution obtenue dépend fortement des coefficients choisis pour les poids. Cette mé-

thode a été développée pour la généralisation des solutions non dominées. Elle est très efficace et

applicable pour produire une solution non dominée initiale est peut être employé comme solution

initiale pour d’autre technique.

Théorème

Toute solution optimale du problème est une solution Pareto optimale pour le problème multi-

objectifs (MOP) si tous le poids sont strictement positifs.

Théorème [31]

Si le problème multi-objectifs (MOP) est convexe et si x∗ est une solution Pareto optimale alors

∃ λ= (λ1,λ2, ..λk) ,tel que x∗ est une solution optimale pour (pλ)

• Programmation par but :

Cette méthode est également appelée “Target Vector Optimization“. Charnes et Cooper proposent

en 1961, cette méthode dans laquelle le décideur fixe un but Ti, i = 1, .., k à atteindre pour chaque

objectif fi [53]. Ces valeurs sont ensuite ajoutées au problème comme des contraintes supplémen-

taires. La nouvelle fonction objectif est modifiée de façon à minimiser la somme des écarts entre

les résultats et les buts à atteindre.

Minimiser







∑

| fi(x)− Ti|

x ∈ Ω

Ti : représente la valeur à atteindre pour le ime objectif.

Remarque

-Cette méthode a l’avantage de fournir un résultat même si un mauvais choix initial a conduit le

décideur ‘a donner un ou plusieurs but(s) non réalisable(s).
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- La méthode est facile ‘a mettre en œuvre mais la définition des buts ‘a atteindre est une question

délicate.

• méthodesε-contraintes :

Cette méthode est probablement l’une des méthodes les plus connues pour la résolution des pro-

blèmes multi-objectifs. Elle a été introduite par Haimes en 1971 [55] et depuis elle est vue comme

un outil tr‘es utilisé dans la résolution de ce type de problème, où elle transforme le problème

multi-objectifs (MOP) en un problème mono-objectif. Elle est basée sur la minimisation d’un ob-

jectif jugé par le décideur prioritaire et de convertir les autres objectifs en contraintes supplémen-

taires au problème.

Le problème (Pε) s’écrit comme suit :







































Minimiser fi(x)

Telque : fi(x)≤ εi

∀i ∈ [0 1]

i 6= k

x ∈ Ω

Théorème[56]

Pour tout vecteur ε = (ε1,ε2, ...,εk) tel que le problème pε a une solution optimale alors cette

solution est Pareto optimale pour le problème (MOP).

Remarque

— Les poids λi et les paramètres εi sont choisis par le décideur.

— En faisant varier les poids et les paramètres dans les deux méthodes, on peut générer un sous

ensemble de l’ensemble Pareto du problème multi-objectifs.

Exemple illustratif

Soit le problème multi-objectif suivantes :



























minf (x) = ( f1(x) = −3x1 + x2, f2(x) = x1 + x2, f3(x) = 2x1 + x2)

3x1 − x2 ≤ 6

x2 ≤ 2

x = (x1, x2) ∈ R2
+
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Résoudre le problème en considérant le critère 3 comme prioritaire avec

ε = (ε1,ε2)
′
= (1, 3)

′















































minf (x) = 2x1 + x2

3x1 − x2 ≤ 6

x2 ≤ 2

(−)3x1 + x2 ≤ 1

x1 + x2 ≤ 3

x ∈ R2
+

La résolution de pε par la méthode du simplexe nous donne la solution optimale

x∗ = (x1, x2) = (0, 0)t

Donc, cette solution est Pareto optimale pour le problème initial d’après le théorème .

2.8.3 Approches non Pareto :

� ces approches sont de type a posteriori�

Ces approches ne transforment pas le problème multiobjectif en un problème mono-objectif, mais

utilisent des opérateurs qui traitent séparément les différents objectifs, elles n’utilisent pas non

plus la notion de dominance Pareto : sélection parallèle, sélection lexicographique.

Sélection parallèle

Cette approche a été la première proposant un algorithme génétique pour la résolution de pro-

blèmes multiobjectifs [21]. L’algorithme proposé, VEGA (Vector Evaluated Genetic Algorithm),

sélectionne les individus selon chaque objectif de manière indépendante. L’idée est simple : Pour

k objectifs et une population de n individus, une sélection de n/k meilleurs individus est effectuée

pour chaque objectif. Ainsi k sous-populations vont être créées et ensuite mélangées afin d’obte-

nir une nouvelle population de taille n le processus se termine par l’application des opérateurs

génétiques (croisement et mutation).
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Sélection lexicographique :

Cette approche proposée par Fourman [39] elles classent les objectifs en fonction d’un ordre

d’importance proposé par le décideur. Ensuite l’optimum est obtenu en optimisant tout d’abord

la fonction objectif la plus importante puis la deuxième en intégrant les valeurs obtenues comme

contraintes pour la résolution sur des objectifs moins prioritaire et ainsi de suite. La solution

obtenue à l’étape k sera la solution du problème. Le risque essentiel de cette méthode est la

grande importance attribuée aux objectifs classés en premier. La meilleure solution trouvée pour

l’objectif le plus important va faire converger l’algorithme vers une zone restreinte de l’espace

d’état et enfermer les points dans une niche.

• Discussion :

L’inconvénient majeur de cette méthode est qu’elle requiert un choix de la séquence des objectifs

à minimiser. Deux choix différents génèrent deux solutions distinctes.

2.8.4 Approches Pareto :

� ces approches sont de type a posteriori�

Ces approches utilisent la notion de dominance lors de la sélection des solutions. Elles sont ca-

pables de générer des solutions Pareto situées dans des concavités. Historiquement, on peut consi-

dérer l’existence de deux générations des MOEAs. la première génération des approches Pareto

est caractérisée par l’utilisation :

• d’un mécanisme de sélection Pareto. En effet la relation de dominance permet d’affecter des

rangs aux individus de la population, ce qui fait apparaître la notion de front. C’est la technique

de ranking [8].

• du sharing (niching) qui consiste à pénaliser la valeur d’adaptation en fonction du nombre d’in-

dividus au voisinage du regroupement cette technique introduite dans [10] est largement utilisée

maintenant. Les algorithmes correspondants sont relativement simples. Parmi les approches les

plus représentatives de cette génération on peut citer :

• Multi-Objective Genetic Algorithm (M.O.G.A)

• N.S.G.A (Non dominated Sorting Genetic Algorithm)
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• N.P.G.A (Niched-Pareto Genetic Algorithm)

Après environs dix années de succès, cette génération devient dépassée. La deuxième génération

des approches Pareto est maintenant considérée comme l’état d’art de l’optimisation multi-objectif.

Ce sont en général des approches élitistes manipulant une population secondaire externe. Parmi

les approches les plus représentatives de cette génération on peut citer :

• SPEA et SPEA2 ( Strength Pareto Evolutionary Algorithm)

• NSGA-II (Non dominated Sorting Genetic Algorithm)

• PAES ( The Pareto Archived Evolution Strategy)

• PESA et PESA II ( The Pareto Envelope-based Selection Algorithm)

• MOMGA et MOMGA II ( Multi-objective Messy Genetic Algorithm)

• MicroGA pour l’Optimisation multi-objectif.

Comme les métaheuristiques ont permis la réalisation de méthodes de résolutions très perfor-

mantes ,on a préféré les aborder avec un peu plus de détails dans la section qui suit.

2.9 Différents méthodes de résolutions des problèmes d’opti-

misation multi-objectifs

De nombreuses méthodes d’optimisation multi-objectifs existent. Un grand nombre de ces mé-

thodes ont et le recenseuses et décrites dans l’ouvrage de Colette et Siarry .

Les premières tendances aboutissent la des méthodes purement mathématiques dont elles ne

peuvent pas tendre vers l’ensemble de solutions dans un temps optimal et elles sont compliquées,

par exemple, la programmation linéaire, la méthode de Simplexe, ...etc . on outre, une deuxième

tendance a pour but d’avoir des méthodes qui tendent vers l’ensemble de solutions dans un temps

optimal et d’une manière simple en se basant sur le principe des heuristiques, cette tendance est

" les meta-heuristiques ", comme Le recuit simule, Colonies de fourmis ... etc.

Pour classer ces méthodes, plusieurs classement sont apparut selon des critères différents, quelques

auteurs les classifient en cinq groupes :

-Les méthodes scalaires.

- Les méthodes interactives.
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-Les méthodes floues.

-Les méthodes d’aide la la décision.

-Les méthodes exploitant une méta-heuristiques.

Ces méthodes de ces quatre groupes peuvent aussi être rangées en trois familles de d’optimisation

multi-objectifs [7]

2.9.1 Méthodes scalaires

Ces méthodes sont dans la familles la préférence a posteriori. A l’origine, les problèmes multi-

objectifs étaient transformes en problèmes mono-objectif, plusieurs approches différentes ont et

le mises au point pour se faire, telles que : La méthode de pondération de fonctions objectives.

La méthode de Keeney-Raiffa. La méthode de la distance à un objectif de référence. La

méthode de compromis.

2.9.2 Méthodes interactives

Les méthodes interactives permettent de chercher une et une seule solution. Elles forment la

famille des méthodes progressives et permettent à l’utilisateur de déterminer ses préférences vis-

à-vis d’un compromis entre objectifs au cours de l’optimisation. Nous allons maintenant présenter

quelques méthodes interactives (ou plut ôt quelques principes d’interaction).

La méthode de compromis par substitution :

Cette méthode (Surrogate Worth Tradeoff (SWT) ou « méthode de compromis par substitution »

a été très utilisée pour l’optimisation de ressource en eau [57]. Elle est basée sur la méthode de

compromis, à laquelle on a ajouté un processus interactif, pour que la méthode converge vers la

solution la plus susceptible de satisfaire l’utilisateur. [53]

Méthode de Jahn :

Cette méthode est complètement différente. on commence par choisir un point de départ, puis le

problème est résolu pas à pas à travers l’espace de recherche en direction de la solution optimale

au sens de Pareto [20].

Cette méthode est fondée sur une méthode de minimisation cyclique (aussi appelée « méthode
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d’optimisation scalaire dans les directions réalisables » de zoutendjik).

Méthode de geoffrion :

Cette approche similaire à la méthode de John. elle repose sur un algorithme nommé : l’algorithme

de Frank-Wolfe [20].

2.9.3 Méthodes floues

Dans la vie courante, tout ne peut être décrit de manière binaire. Par exemple, la transition entre

le jour et la nuit se fait progressivement, l’action sur l’embrayage d’un véhicule est, elle aussi,

progressive.

Longtemps, le seul outil de description en logique était binaire. Tout en logique a été décrit en

termes de VRAI ou FAUX. Le problème de cette description simpliste en logique et qu’elle ne per-

met pas de traiter l’incertitude de l’imprécision des connaissances humaines.

L′automaticien L.A. Zadeh a élaboré une nouvelle logique basée sur les ensembles flous. Elle

permet de traiter l’imprécision et l’incertitude dans la connaissance humaine ainsi que les transi-

tions progressives entre états.

La différence principale entre une logique classique et cette logique floue est l’existence d’une

transition progressive entre le VRAI et le FAUX [32].

Méthode de Sakawa

Cette méthode fait intervenir la logique floue à tous les niveaux (sur les paramètres du problème

ainsi que sur les paramètres des contraintes). L’ensemble de solutions que l’on va trouver, lui aussi,

fera intervenir la logique floue. Ces solutions auront un niveau d’appartenance. Ce seront des

solutions qui auront une corrélation variable avec l’objectif initial [40] (le niveau de corrélation

avec l’objectif initial est fixé par l’utilisateur)[53].
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2.9.4 Méthodes exploitant une méta-heuristique

Les méthodes classiques de résolution des problèmes d’optimisation ne sont pas adaptées à tout

type de problème dont les fonctions à optimiser sont des fonctions difficiles ou complexes.

Les nouvelles méthodes sont souvent inspirées de mécanismes d’optimisation rencontrées dans

la nature. Elles sont incomplètes dans le sens ou elles n’explorent délibérément qu’une partie de

l’espace de recherche, elles sont utilisées pour les problèmes où on ne connâi t pas d’algorithmes

de résolution en temps polynomial et pour lesquels on espère trouver une solution approchée de

l’optimum global. Ces méthodes utilisent généralement des heuristiques ou des méta-heuristiques

pour ce guider dans l’espace de recherche et choisir les solutions proche de l’optimum, Plusieurs

classifications des méta-heuristiques ont été proposées, la plupart distinguent globalement deux

catégories : celles se basant sur une solution unique, et celles se basant sur une population de

solution.

2.9.5 Méthodes d’aide à la décision

Les méthodes que nous avons présentées jusqu’ici étaient basées sur la relation de dominance.

Cette relation (que l’on peut définir de plusieurs manières : la dominance de Pareto, la dominance

lexicographique par exemple) permet de filtrer les éléments d’un ensemble, et de ne retenir que

les éléments incomparables entre eux. Cependant, il existe une autre approche pour obtenir un

ensemble de solutions, qui repose sur l’établissement d’une relation d’ordre entre les différents

éléments. Ainsi, on peut, en fonction de la relation d’ordre définir , obtenir un ensemble de so-

lutions (relation d’ordre partiel) ou une et une seule solution (ordre complet). L’autre différence

majeure, par rapport aux méthodes d’optimisation multi-objectifs "classiques", vient du fait que

les méthodes d’aide à la décision ne travaillent que sur des ensembles discrets de points (les

méthodes d’optimisation multi-objectifs "classiques" peuvent travailler, elles, sur des ensembles

continus).

Parmi les méthodes d’aide à la décision les plus utilisées, on ite : les méthodes ELECTRE (I, IS, II,

III, IV et TRI), et les méthodes PROMETHEE (I et II). Chacune de ces méthodes traite une problé-

matique bien précise. Les éléments importants qui différencient ces méthodes sont la définition
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de la relation de classement des actions (chaque méthode exploite une relation de préférence

différente) et la méthode d’exploitation des résultats.

Une autre méthode d’aide à la décision qui aide le décideur dans la pondération des critères, est

la méthode AHP, nous donnerons les détailles et les étapes de calcul dans la section suivante.
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Chapitre 3
MÉTA-HEURISTIQUE ET ALGORITHMES

GÉNÉTIQUES

3.1 Définition de la simulation :

La simulation est une technique numérique pour conduire des expériences sur un ordinateur

qui peut inclure des caractéristiques stochastiques soit microscopiques soit macroscopiques et

implique l’utilisation de modèles mathématiques qui décrivent le comportement d’un système de

transport sur des périodes étendues de temps réel.

La simulation de circulation peut servir dans plusieurs cas :

• Choisir entre différentes alternatives de conception

• Etudier la sécurité routière

• Tester une nouvelle conception Raffiner une nouvelle conception

• Etre intégré dans d’autres outils (pour l’étude d’optimisation d’un feu par exemple)

• Entraîner le personnel de surveillance de réseau.
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Différents méthodes de la simulation

La méthode de Monte Carlo [38]

Les méthodes de Monte-Carlo qu’ont pour essence l’utilisation d’expérience répétées pour evaluer

une quantité résoudre un système déterministe.

Ces méthodes peuvent servir pour :

— Le calcul d’intégrale

— La résolution d’équation aux dérivées partiels

— La résolution de système linéaire

— La résolution de problème d’optimisation

Considérons par exemple le problème de l’intégration numérique .

Il s’agit d’approche I =
∫ 1

0
g(x)d x divères méthodes classiques de type déterministe existent :Tra-

pèze,Simpson,rectangle et I est approximé par une somme de la forme
∑n

i=0 wi g(x i) avec
∑n

i=0 wi =

1 et (x i)0<i<1 bien choisis dans [0 1].

La méthode de monte carlo consiste à écrire sous la forme I = E(g(u)) où u est une variable

aléatoire suivent la loi u  U[01] et à utiliser la loi des grandes nombres si (Ui)0<i<n est une suite

de variable aléatoire indépendant et de la loi uniforme sur [0 1] ,alors 1
n

∑n
i=1 g(ui) −→ E(g(u)) .

En d’autres termes si u1, u2, ...., un sont des nombres tires au hasard dans [0 1] alors 1
n(g(u1) +

g(u2)+ ....+ g(un)) est une approximation de
∫ 1

0
g(x)d x prenons l’exemple le plus générale d’une

intégrale de type I =
∫

Rd g(x) fx(x)d x où fx(x)≥ 0 et
∫

Rd fx(x)d x = 1

Alors I = E(g(x)) où x est une variable aléatoire de densité f par rapport à la mesure de lebesgue

sur Rd .

Toujours par la loi des grandes nombres si (x i)i∈N est une suite des variables aléatoires indépen-

dants sur Rd de la loi de densité f 1
n

∑n
i=1 g(ui) −→ E(g(u)) et donc si (x1, x2, ...., xn) est une

réalisation de (x1, x2, ...., xn),
1
n(g(x1) + g(x2) + ....+ g(xn)) sera une approximation de I.
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Méthode d’inversion de la fonction de répartition

Les transformations de variable nous permettons de simuler des échantillons fictifs d’une variable

aléatoire à partir d’un ensemble des nombres aléatoires uniforme distribués sur [0 1].la méthode

de la transformation inverse peut utiliser pour générer n’importe quelle variable aléatoire à condi-

tion que on connaisse analytiquement la fonction de répartition inverse F−1 .

Théorème :

Soit x une variable aléatoire de fonction de répartition F comme si u est une variable uniforme

sur [0 1] alors F−1(u) à même loi que x.

Remarque :

Une application directe de ce théorème peut à partir d’une loi uniforme de générer n’importe

quelle autre loi.ainsi pour générer une échantillon fictif issu d’une variable aléatoire x il faut

connaitre F et avoir une suite de nombre y1, y2, ...., yn issus d’une variable aléatoire u uniforme

sur [0 1] l’égalité x = F−1(y) peut d’obtenir l’échantillon x1 = F−1(y1), x2 = F−1(y2), ....., xn =

F−1(yn) issu d’une population distribués selon F. La seule difficulté est celle de calcule F−1 .

3.2 Heuristique

En optimisation combinatoire, une heuristique est un algorithme approché qui permet d’identi-

fier en temps polynomial au moins une solution réalisable rapide, pas obligatoirement optimale.

L’usage d’une heuristique est efficace pour calculer une solution approchée d’un problème et ainsi

accélérer le processus de résolution exacte. Généralement une heuristique est conçue pour un

problème particulier, en s’appuyant sur sa structure propre sans offrir aucune garantit quant à la

qualité de la solution calculée. Les heuristiques peuvent être classées en deux catégories :

— Méthodes constructives qui génèrent des solutions à partir d’une solution initiale en essayant

d’en ajouter petit à petit des éléments jusqu’à ce qu’une solution complète soit obtenue,

— Méthodes de fouilles locales qui démarrent avec une solution initialement complète (pro-

bablement moins intéressante), et de manière répétitive essaie d’améliorer cette solution en

explorant son voisinage.
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3.3 Méthodes de trajectoire

Les méthodes de recherche locale passent d’une solution à une autre dans l’espace des solutions

candidates (l’espace de recherche) qu’on note S, jusqu’à ce qu’une solution considérée comme

optimale soit trouvée ou que le temps imparti soit dépassé. La méthode de recherche locale la

plus élémentaire est la méthode de descente.

La méthode de descente

Pour un problème de minimisation d’une fonction f , la méthode descente peut être décrite comme

suit :

Algorithme La méthode de descente

1) Solution initiale s ;

2) Répéter :

3) Choisir s
′
dans un voisinage N(s) de s ;

4) Si f (s
′
)< f (s) alors s := s

′
;

5) jusqu’à ce que f (s
′
)> f (s) , ∀s

′ ∈ N(s).

La figure présente l’évolution d’une solution dans la méthode de descente.

FIGURE 3.1 – .Evolution d’une solution dans la méthode de descente
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3.4 Méta-heuristique

Face aux difficultés rencontrées par les heuristiques pour avoir une solution réalisable de bonne

qualité pour des problèmes d’optimisation difficiles, les métaheuristiques ont fait leur apparition.

Ces algorithmes sont plus complets et complexes qu’une simple heuristique, et permettent gé-

néralement d’obtenir une solution de très bonne qualité pour des problèmes issus des domaines

de la recherche opérationnelle ou de l’ingénierie dont on ne connait pas de méthodes efficaces

pour les traiter ou bien quand la résolution du problème nécessite un temps élevé ou une grande

mémoire de stockage.

Le rapport entre le temps d’exécution et la qualité de la solution trouvée d’une métaheuristique

reste alors dans la majorité des cas très intéressant par rapport aux différents types d’approches

de résolution.

La plupart des métaheuristiques utilisent des processus aléatoires et itératifs comme moyens de

rassembler de l’information, d’explorer l’espace de recherche et de faire face à des problèmes

comme l’explosion combinatoire. Une métaheuristique peut être adaptée pour différents types

de problèmes, tandis qu’une heuristique est utilisée à un problème donné.Plusieurs d’entre elles

sont souvent inspirées par des systèmes naturels dans de nombreux domaines tels que : la bio-

logie (algorithmes évolutionnaires et génétiques) la physique (recuit simulé), et aussi l’étholo-

gie(algorithmes de colonies de fourmis).

Un des enjeux de la conception des métaheuristiques est donc de faciliter le choix d’une méthode

et le réglage des paramètres pour les adapter à un problème donné.

Les métaheuristiques peuvent être classées de nombreuses façons. On peut distinguer celles qui

travaillent avec une population de solutions de celles qui ne manipulent qu’une seule solution à

la fois. Les méthodes qui tentent itérativement d’améliorer une solution sont appelées méthodes

de recherche locale ou méthodes de trajectoire. Ces méthodes construisent une trajectoire dans

l’espace des solutions en tentant de se diriger vers des solutions optimales. Les exemples les plus

connus de ces méthodes sont : La recherche Tabou et le Recuit Simulé. Les algorithmes géné-

tiques,l’optimisation par essaim de particules et Les algorithmes de colonies de fourmis présentent

les exemples les plus connus des méthodes qui travaillent avec une population.
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3.4.1 Le Recuit Simulé (simulated annealing)

Le recuit simulé (SA) a été introduit par [50, 51] comme une méthode de recherche locale nor-

male, utilisant une stratégie pour éviter les minima locaux. Cette métaheuristique est basée sur

une technique utilisée depuis longtemps par les métallurgistes qui, pour obtenir un alliage sans

défaut, faisant alterner les cycles de réchauffage (ou de recuit) et de refroidissement lent des mé-

taux. Le recuit simulé s’appuie sur des travaux faites par [43], qui ont pu décrire l’évolution d’un

système en thermodynamique.

[13] Le principe du recuit simulé est de parcourir de manière itérative l’espace des solutions. on

part avec une solution notée s0 initialement générée de manière aléatoire dont correspond une

énergie initiale E0 et une température initiale T0 généralement élevée. a chaque itération de l’al-

gorithme, un changement élémentaire est effectué sur la solution, cette modification fait varier

l’énergie du système4E. si cette variation est négative (la nouvelle solution améliore la fonction

objective, et permet de diminuer l’énergie du système), elle est acceptée. si la solution trouvée est

moins bonne que la précédente alors elle sera acceptée avec une probabilité P calculée suivant la

distribution de Boltzmann suivante :

P(E, T ) = exp
4E
T

En fonction du critère de Metropolis, un nombre ε ∈ [0 1] est comparé à la probabilité p = exp
4E
T

. Si p < ε la nouvelle solution est acceptée.

Le fonctionnement du critère de Metropolis est interprété par

— Si 4E = f (s
′
)− f (s)< 0 alors exp

4E
T > 1, donc e est toujours inférieur à cette valeur, et on

accepte la solution s
′

— Si 4E > 0

— et T est très grande, alors exp
4E
T ∼= 1 tout voisin est systématiquement accepté.

— et T est très petite, alors exp
4E
T ∼= 0 une dégradation a peu de chances d’être acceptée.
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FIGURE 3.2 – .Fonctionnement de l’algorithme de recuit simulé.

Algorithme de Reçuit Simulé

1) Engendrer une configuration initiale S0 de S : S0 −→ S

2) Initialiser la température T en fonction du schéma de refroidissement

3) Répéter

4) Engendrer un voisin aléatoire S0 de S

5) Calculer 4E = f (s
′
)− f (s)

6) Si 4E ≤ 0 alors S
′ −→ S

7) Sinon accepter S0 comme la nouvelle solution avec la probabilité P(E, T ) = exp
4E
T

8) Fin si

9) Mettre T à jour en fonction du schéma de refroidissement (réduire la température)
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10) Jusqu’à la condition d’arrêt

11) Retourner la meilleure configuration trouvée

Le choix de la température est primordial pour garantir l’équilibre entre l’intensification et la

diversification des solutions dans l’espace de recherche. Premièrement, le choix de la température

initiale dépend de la qualité de la solution de départ. Si cette solution est choisie aléatoirement,

il faut prendre une température relativement élevée.

On utilise souvent la règle suivante :

Tk.α −→ Tk+1

où α ∈ [0 1], un paramètre qui exprime la diminution de la température de l’itération k à k+ 1. La

décroissance de la température peut également être réalisée par paliers(en d’autres termes, elle

ne change qu’après un certain nombre d’itérations).Certains préconisent l’utilisation de stratégies

non monotones. On peut ainsi rehausser la température lorsque la recherche semble bloquée

dans une région de l’espace de recherche. On peut alors considérer une grande augmentation de

la température comme un processus de diversification alors que la décroissance de la température

correspond à un processus d’intensification.

Avantages

— La méthode du recuit simulé a l’avantage d’être souple vis-à-vis des évolutions du problème

et facile à implémenter.

— Contrairement aux méthodes de descente, SA évite le piège des optima locaux.

— Excellents résultats pour un nombre de problèmes complexes.

Inconvénients

— Nombreux tests nécessaires pour trouver les bons paramètres.

— Définir les voisinages permettant un calcul efficace de 4E.

3.4.2 La recherche Tabou (Tabu Search)

La recherche tabou (TS) est une méthode de recherche locale combinée avec un ensemble de

techniques permettant d’éviter d’être piègé dans un minimum local ou la répétition d’un cycle.
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La recherche tabou est introduite principalement par Glover [17], Hansen [46],Glover et Laguna

dans [18]. Cette méthode a montré une grande efficacité pour la résolution des problèmes d’op-

timisation difficiles. En effet, à partir d’une solution initiale s dans un ensemble de solutions local

S, des sous-ensembles de solution N(s) appartenant au voisinage S sont générés. Par l’intermé-

diaire de la fonction d’évaluation nous retenons la solution qui améliore la valeur de f , choisie

parmi l’ensemble de solutions voisines N(s). L’algorithme accepte parfois des solutions qui n’amé-

liorent pas toujours la solution courante. Nous mettons en oeuvre une liste tabou (tabu list) T

de longueur k contenant les k dernières solutions visitées, ce qui ne donne pas la possibilité a

une solution déjà trouvée d’être acceptée et stockée dans la liste tabou. Alors le choix de la pro-

chaine solution est effectué sur un ensemble des solutions voisines en dehors des éléments de

cette liste tabou. Quand le nombre k est atteint, chaque nouvelle solution sélectionnée remplace

la plus ancienne dans la liste. La construction de la liste tabou est basée sur le principe FIFO,

c’est-à-dire le premier entré est le premier sorti. Comme critère d’arrêt on peut par exemple fixer

un nombre maximum d’itérations sans amélioration de s∗, ou bien fixer un temps limite après

lequel la recherche doit s’arrêter.

Algorithme La recherche Tabou

1) Initialisation : s0 une solution initiale

s0 −→ s , s∗ −→ s, f (s0) −→ c∗

T =∅

2) Générer un sous-ensemble de solution au voisinage de s

s
′ ∈ N(s) tel que ∀x ∈ N(s), f (x)≥ f (s

′
) et s

′
/∈ T

Si f (s
′
)< c∗ alors s

′ −→ s∗ et f (s
′
) −→ c∗

Mise-à-jour de T

3) Si la condition d’arrêt n’est pas satisfaite retour à l’étape 2

Avantages et inconvénients

La recherche tabou est une méthode de recherche locale, et la structure de son algorithme de

base est proche de celle du recuit simulé, avec l’avantage d’avoir un paramétrage simplifié : le

paramétrage consistera d’abord à trouver une valeur indicative t d’itérations pendant lesquelles
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les mouvements sont interdits. Il faudra également choisir une stratégie de mémorisation. En

revanche, la méthode tabou exige une gestion de la mémoire de plus en plus lourde en mettant des

stratégies de mémorisation complexe. L’efficacité de la méthode tabou offre son utilisation dans

plusieurs problèmes d’optimisation combinatoire classiques tels que le problème de voyageur de

commerce, le problème d’ordonnancement, le problème de tournéees de véhicules, etc.

3.5 Algorithmes génétiques

Définition :

Les algorithmes génétiques [25] font partie des algorithmes méta-heuristiques, ils travaillent sur

un espace de recherche sous forme de population de pseudo-solutions en y opérant d’une manière

stochastique sans qu’il y ait de contraintes de continuité ni de différentiabilité de la fonction à

optimiser, ce qui est d’ailleurs un des points qui différencie les algorithmes génétiques des autres

méthodes classiques. Les caractéristiques qui font l’unicité de cette méthode sont :

1) Les AGs ne travaillent pas directement sur les paramètres, ces derniers sont codés avant

l’opération.

2) Ils opèrent sur une population de solutions au lieu d’une seule solution.

3) Les AGs n’utilisent que les valeurs de la fonction à étudier, sa dérivée ou autres connaissances

ne sont pas prises en considération.

4) Les AGs se basent sur des données aléatoires, donc ils sont probabilistes.

Les AGs utilisent les éléments suivant pour se définir :

— Individu/chromosome/séquence : une potentielle solution du problème abordé.

— Population : un ensemble de chromosomes de l’espace de l’exploration

— Environnement : l’espace de l’exploration et de la recherche.

— Fonction d’évaluation (fitness) : la fonction objectif qui sert à évaluer la précision de la

solution du problème.
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3.5.1 Fonctionnement des AGs

Semblables au processus naturel de l’évolution, les algorithmes génétiques comportent des phases

à travers lesquelles une solution potentielle est estimée :

1) Initialisation : Un ensemble de N chromosomes est aléatoirement créé formant une popu-

lation de solutions potentielles.

2) Evaluation : Décodage puis évaluation de chaque individus/chromosomes.

3) Reproduction : Après l’évaluation, une nouvelle population de N individus est créée à l’aide

d’une méthode de sélection adéquate.

4) Opérations génétiques : Croisement et mutation de certains individus au sein de la nouvelle

population.

5) Retour : Tant que la condition d’arrêt n’est pas satisfaite, l’algorithme recommence à partir

de la phase d’évaluation.

Un AG génère une population en utilisant une représentation chromosomique des individus puis

à l’aide de la fonction objectif (fitness), il évalue chaque individu et sélectionne les mieux adaptés

pour former une nouvelle population de solutions potentielles à travers les opérateurs génétiques

(croisement, mutation) là ou se passe la reproduction afin de créer de nouveaux individus au sein

de la nouvelle population. À travers ces phases, le mécanisme de la sélection naturelle est simulé,

afin d’assurer la survie, les AGs gardent à chaque fois les meilleurs individus en écartant les plus

faibles.

Ce processus est illustré dans l’organigramme suivant :
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FIGURE 3.3 – Fonctionnement de l’algorithme génétique .

3.5.2 Représentation chromosomique(Codage)

Au début, chaque individu (chromosomique) de la population est codé soit en binaire/gray[8], ou

en réel [9], représenté par un vecteur dont la longueur dépend de la précision requise, le codage

donne à l’algorithme génétique une représentation génotype-phénotype.
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FIGURE 3.4 – Représentation chromosomique .

La rapidité de la convergence d’un AG peut être affectée par le choix initial de la population,

car si des renseignements à priori sur le problème sont disponibles, l’orientation du choix de la

population peut considérablement améliorer la rapidité du processus de résolution.

Le codage des paramètres d’un AG dépend du problème à optimiser, le codage binaire, gray et

réel sont les plus utilisé dans le domaine.

Exemple de Codage Binaire

Ce codage est caractérisé par sa simplicité car il ne comporte que deux caractères (0 et 1), chaque

individu est représenté par un chromosome et chaque caractéristique de l’individu est un gène.

Le chromosome est codé en une suite de bits appelée chaîne binaire, ceci est illustré à travers

l’exemple suivant :

Trois variables (203, 13, 45) codées sur 8 bits formants une chaine binaire de taille 24 :

FIGURE 3.5 – Codage binaire de trois variables.
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3.5.3 Evaluation

A l’aide d’une fonction objectif (Fitness), l’AG sera en mesure de classer les individus d’une po-

pulation selon leurs pertinences, elle est une partie inséparable de l’AG car elle représente (sous

forme mathématique) le problème à résoudre.

En général, l’algorithme génétique essai de minimiser la fonction de fitness en fonction d’un vec-

teur ou d’une valeur issus de la population, la solution est donc jugée selon son image par la

fonction de fitness. Il existe des fonctions de test qui permettent de mettre en épreuve l’efficacité

de l’algorithme génétique utilisé, certaines de ces fonction seront utilisées ultérieurement dans ce

chapitre.

3.5.4 Sélection

C’est dans cette étape où se décide quels sont les individus de la population qui vont être dupli-

qués dans la nouvelle population où ils deviendront des parents. Les individus ayants la meilleure

fitness auront donc plus de chance d’être sélectionnés.

Il existe essentiellement quarte méthodes de sélection, leur utilisation dépend du problème étu-

dié :

— La méthode de la "loterie biaisée" (roulette wheel) [8]

— La méthode de rang [23].

— La sélection par tournoi [11]

— La sélection universelle stochastique [24].

3.5.5 Opérateurs génétiques

Croisement

Pendant cette opération, la population est divisée en deux sous-populations, ensuite, l’opération

de reproduction est appliquée sur chaque individu de la première sous-population avec un autre
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de la deuxième sous-population, chaque couple de parents forme deux nouveaux chromosomes

(enfants) dont les caractéristiques sont issues des deux parents. Le taux de croisement est défini en

général entre 0.5 et 0.9, un taux excessivement élevé peut engendrer la perte de bonnes structures,

mais aussi un taux faible provoque la stagnation puisque l’exploration est diminuée.

Deux méthodes classiques sont à mentionner, le croisement en un point et le croisement en deux

points :

Chaque chromosome de longueur "l" est divisé en segments : deux segments pour le croisement en

un seul point [8] et trois segments pour le croisement en deux points [30]. La position de chaque

chromosome est tirée aléatoirement ensuite les gênes des individus parents sont échangés selon

une probabilité de croisement Pc pour former deux nouveau chromosomes.

Les schémas ci-dessous illustrent les deux méthodes :

FIGURE 3.6 – Croisement en un seul point.

FIGURE 3.7 – Croisement en deux points.
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Mutation

Cet opérateur tire au hasard un ou plusieurs gênes d’un individu, puis les modifie aléatoirement

à condition que cet individu reste une solution possible au problème.

Chaque bit d’un individu a une probabilité Pmde subir une mutation, un réel r ∈ {01} est généré,

si r < Pm le bit sera donc remplacé par complémentaire [8].

FIGURE 3.8 – Mutation d’un chromosome.

L’opérateur de mutation rapporte de la diversité à la population, en évitant la convergence préma-

turée et donc l’AG peut atteindre la propriété d ′er godici t2 , c’est-à-dire que l’AG peut atteindre

tous les points de l’espace de recherche et donc l’optimum global.
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Chapitre 4
MÉTHODE NSGA-II (A Fast Multiobjective

Genetic Algorithm)

4.1 NSGA-I

L’algorithme NSGA proposé par Deb et Srinivas [44] est semblable aux algorithmes génétiques qui

ont été présentés à la section . Aucun choix n’est imposé sur les opérateurs génétiques de mutation,

croisement, sélection et insertion. La seule différence se trouve au niveau de l’implantation de

l’opérateur d’assignation de la valeur d’adaptation des individus.

Algorithme de la fonction de notation

- Dans la population entière, On recherche les individus non dominés. Ces derniers constituent la

première frontière de Pareto.

- On leur attribue une fitness factice. Cette valeur est supposée donner une chance égale de repro-

duction à tous ces individus. Mais pour maintenir la diversité dans la population, il est nécessaire

d’appliquer une fonction de sharing sur cette valeur.

- Ce premier groupe d’individus est supprimé de la population

- On recommence cette procédure pour déterminer la seconde frontière de Pareto. La valeur fac-
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tice de fitness attribuée à ce second groupe est inférieure à la plus petite fitness après application

de la fonction de sharing sur le premier groupe. Ce mécanisme est répété jusqu’à ce qu’on ait

traité tous les individus de la population.

- L’algorithme se déroule ensuite comme un algorithme génétique classique. Srinivas utilise une

sélection basée sur le reste stochastique. Mais sa méthode peut être utilisée avec d’autres heuris-

tiques de sélections (tournoi,roulette,... etc).

Critique

Trois critiques ont été soulevées pour cette méthode [48] :

- Sa complexité de calcul de O(K , N 3) avec k le nombre d’objectifs et N la taille de la population,

essentiellement due au processus de trie de la population et d’application de l’heuristique de par-

tage

- Son approche non élitiste.

- La nécessité de spécifier un paramètre de sharing.

Algorithme

Procédure d’assignation de la valeur d’adaptation du NSGA [44].

Données ρ :Population à trier.

Fk : Sous-ensemble de Pareto.

A : Opérateur de fonction de partage.

T : Opérateur de tri par ensemble de Pareto.

ωi : Valeur d’adaptation de la solution i.

σshare :Paramètre servant à la gestion de la diversité.

ε : Petit nombre positif.

Ωmin : Valeur d’adaptation minimum des solutions d’un ensemble de Pareto .

zi
k : Solution i faisant partie de l’ensemble de Pareto k.

début Installer σshare ,ε , Ωmin = ‖ρ‖+ ε et k= 1

Appliquer ρ′ = T(ρ)

pour chaque Fk ∈ ρ′ faire

pour chaque zi
k ∈ Fk faire

Assigner ωi = Ωmin − ε

Modifier ωi = A(zi
k)
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Mettre à jour Ωmin = min(ωi,∀i ∈ Fk

K=K+1

fin

Cette assignation repose sur le rang de l’ensemble de Pareto dans lequel la solution est incluse.

Dans la procédure d’assignation, toutes les solutions du premier ensemble auront comme valeur

d’adaptationωi = ‖ρ‖ ∀i ∈ Fk. Pour tous les autres ensembles la valeur d’adaptation sera égale

à la plus petite valeur de la solution du front qui le précède retranché de ", un petit nombre po-

sitif. De cette façon, il n’y aura jamais deux solutions faisant partie de deux ensembles différents

ayant la même valeur d’adaptation.Le principal désavantage de cet algorithme est l’absence d’éli-

tisme. Les prochaines sections présenteront différents algorithmes qui permettent l’ajout de cet

opérateur.

4.1.1 NSGA-II

L’algorithme NSGA-II est la version modifiée de NSGA par Deb et d’autres chercheurs ; après plu-

sieurs années de développement et d’utilisation, l’algorithme NSGA-II est actuellement considéré

comme un très bon et mature algorithme d’optimisation multi-objectifs. Dans l’algorithme NSGA-

II, la fonction de distance d’encombrement est utilisée pour calculer la valeur de fitness de chaque

individu dans l’algorithme. Selon l’idée de tri rapide non dominante et la sélection environnemen-

tale des PCD, l’algorithme utilise les deux stratégies pour faire évoluer la population évolutive afin

d’optimiser le problème correspondant. Dans le reste de cet article, trois aspects importants de cet

algorithme sont introduits pour étudier le NSGA-II original : le tri rapide non dominant, qui est

utilisé pour évaluer chaque individu dans l’algorithme NSGA-II ; fonction de distance d’encombre-

ment qui est utilisée pour calculer la valeur de forme physique de chaque individu. La sélection

environnementale basée sur la PCD est utilisée pour sélectionner les individus à la prochaine

génération de la population évolutive dans l’algorithme
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Fast Nondominated Sorting (FNS)

Dans l’algorithme d’optimisation évolutive multiobjectifs, l’évolution de la population consiste à

éliminer la solution inférieure et à sélectionner les excellentes solutions par une certaine straté-

gie, de sorte que la solution inférieure soit éliminée et que l’excellente solution soit conservée

dans la prochaine génération de la population évolutive. comme pour trouver la solution finale

excellente établie à travers l’évolution étape par étape. Dans NSGA-II, la stratégie de tri rapide

non dominé est utilisée pour évaluer le statut dominant de chaque individu dans la population

évolutive, et selon le statut dominant de chaque individu, la population évolutive est divisée en

différents sous-groupes, ce qui est un moyen nécessaire pour calculer l’aptitude de chaque indi-

vidu dans la foule et d’évaluer la qualité de chaque individu. Dans la stratégie de tri rapide non

dominé, la première étape de cette stratégie consiste à calculer le nombre de solutionssi domi-

nantes correspondantes de chaque individu (par exemple, un individu i) et le nombre d’individus

ni qui dominent l’individu dans la population évolutive. Lorsque le correspondant d’un individuni

est égal à 0, envoyez-le au premier niveau des individus non dominants.

Dans la stratégie de tri rapide non dominé, il déclare que lorsque le grade dominant des individus

non dominants à un niveau est déjà déterminé, le niveau de tous les individus sous le contrôle

d’autres individus n’est plus pris en compte. Compte tenu de cela, pour l’ensemble individuel do-

minant d’un individu si, chacun des individus (disons individu j) correspondant n jdans l’ensemble

individuel dominant de l’individu sidevrait soustraire 1. Après la soustraction, quand n j = 0, l’in-

dividu jsera placé dans le deuxième niveau non dominant . Le reste des individus de la population

évolutive utilise la même manière pour trouver à quel niveau non dominant ils appartiennent. Une

fois que chacun des individus de la population évolutive a trouvé son propre niveau non domi-

nant, les individus correspondants du niveau le plus bas sont proches du front de Pareto réel du

problème d’optimisation multi-objectifs à optimiser. Ainsi, les individus correspondants du niveau

le plus bas sont plus supérieurs que les autres individus de la population évolutive de l’algorithme

NSGA-II. Et l’algorithme NSGA-II utilise exactement une probabilité plus grande pour sélectionner

le niveau le plus bas par rapport au niveau haut dans la prochaine génération de la population

évolutive, de sorte que l’algorithme NSGA-II puisse évoluer vers la direction du jeu d’optimisation

réel de Pareto du problème d’optimisation multiobjectifs pour être optimisé.
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Crowded distance

Le but de l’algorithme d’optimisation multi-objectifs n’est pas seulement de trouver l’ensemble

optimal de Pareto qui est proche de l’ensemble optimal de Pareto réel, mais aussi de trouver

les solutions dans l’ensemble optimal de Pareto ayant une très bonne distribution, de sorte que

mieux et plus raisonnable des solutions peuvent être fournies au décideur. Le but de l’algorithme

d’optimisation multi-objectifs est de trouver une série de distribution uniforme de la solution à

choisir par les décideurs. Afin de bien obtenir la distribution de l’ensemble de solutions, divers

algorithmes évolutifs ont utilisé de nombreux types de mesures de traitement. La plupart des algo-

rithmes évaluent la distribution de chaque individu en construisant une fonction qui considère la

distribution de la distribution individuelle. Dans l’algorithme NSGA-II, en introduisant la fonction

de distance d’encombrement, le degré de congestion de chaque individu et des autres individus

est calculé, et l’agrégation locale de l’ensemble de solutions est évitée par une certaine stratégie.

La fonction de distance d’encombrement de l’algorithme NSGA-II peut être exprimée comme suit :

PCD(K) : 1
n

∑n
i=1

fi(k+1)− fi(k−1)
f max
i − f min

i

où PC D(K) représente la valeur de la distance d’encombrement du K − ime individu, fi(k + 1)

représente la valeur de la fonction objectif du K +1-ime individu, et f max
i et f min

i représentent sé-

parément le ime Valeur maximale et minimale de la valeur de la fonction objectif dans l’ensemble

de solutions. L’expression mathématique de la fonction de distance d’encombrement peut être vu

que le PC D est la valeur moyenne de la distance euclidienne et de chaque fonction objective de

l’individu.

Lors du calcul de la valeur PCD de chaque individu, nous devons remarquer que la valeur de

la fonction de distance d’encombrement correspondant au point de frontière de chaque fonction

objectif est définie comme 1. À partir de l’expression mathématique PCD, nous pouvons voir que

la valeur de la valeur PCD de chaque individu varie de 0 à 1. Le but de l’introduction du concept

PCD dans l’algorithme NSGA-II est d’évaluer l’encombrement des uns et des autres dans le même

niveau non dominé. Une valeur PCD plus élevée peut indiquer à l’algorithme NSGA-II que l’indi-

vidu correspondant est plus rare avec les individus environnants. Les individus qui ont une petite

valeur PCD ont une très bonne distribution dans la population évolutive dans l’algorithme NSGA-
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II. Selon l’introduction de la fonction PCD dans l’algorithme NSGA-II, les individus du front de

Pareto auront une grande distribution dans l’ensemble optimal de Pareto, de sorte qu’il puisse

garantir l’uniformité et la diversité de la population évolutive dans l’algorithme NSGA-II.

Algorithme

Opérateur d’assignation de la C rowded distance [27]

Données :

I :vecteur d’indice.

Fk : Sous-ensemble de pareto

di : C rowded distance de la solution i.

fi : Fonction d’objectif.

f max
m : Valeur maximale de la fonction d’objectif m.

f min
m : Valeur minimale de la fonction d’objectif m.

Début

Initialiser l = ‖F‖

Pour chaque z(i) ∈ F faire

Initialiser di = 0

Pour chaque fonction objectif f j

Trouver la vecteur d’indice I j = t r ier( f j,<)

Pour chaque fonction objectif f j

Assigner dm
1 = dm

l =∞

pour chaque zi i = 2.....(l − 1) faire

Calculer

dIm
j
= dIm

j
+ f

Im
j+1

m − f
Im
j−1

m
f max
m − f min

m

Fin

Sélection environnementale basée sur PCD :

Dans l’algorithme d’évolution multiobjectifs, les individus évoluent vers l’ensemble de solutions

optimal en fonction d’une certaine stratégie d’évolution. Dans l’algorithme NSGA-II, la stratégie
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d’évolution de la population peut être conclue comme selon une stratégie de tri rapide non dominé

pour déterminer le niveau non dominé de chaque individu. En comparant la valeur PCD et le

niveau non dominé de chaque individu pour déterminer les individus d’élite de la population

actuelle et de l’ancienne population et sauver les individus d’élite à la génération suivante, puis

l’évolution des individus dominants dans l’algorithme NSGA-II est terminée. Dans l’algorithme

NSGA-II, la sélection des individus à la génération suivante pour l’évolution suit les deux règles

suivantes :

(1) si le niveau non dominant d’un individu p est supérieur à q, alors le premier individu est

choisi pour la génération suivante ; ( 2) si le niveau non dominant d’un individu p est égal à q,

dans cette situation, la valeur PCD de ces deux individus doit être comparée. Dans l’algorithme

NSGA-II, celui avec une valeur de PCD plus petite sera sélectionné pour la population d’évolution

de prochaine génération.

Dans l’algorithme NSGA, p < q est défini comme la forme mathématique suivante pour exprimer

la stratégie de sélection environnementale :

p < q















prank < qrank

ou

prank < qrank, PC D(p)> PC D(q)

(4.1)

Grâce à la stratégie de sélection d’environnement de l’algorithme NSGA-II, nous pouvons voir

quand le niveau non dominant de deux individus est différent, dans cette situation l’individu avec

un niveau non dominant plus petit, de sorte que l’algorithme NSGA-II peut assurer la population

d’élite ; au contraire, lorsque le niveau de non-dominance de deux individus est le même, le choix

de l’individu avec une valeur de distance d’encombrement plus élevée peut assurer la diversité de

la population, de sorte que la vitesse d’évolution de l’algorithme NSGA-II peut être accélérée.
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Étapes de calcul de l’algorithme NSGA-II

Étape 1 : Initialisez aléatoirement la population initiale et la valeur de chaque paramètre dans

l’algorithme NSGA-II, puis définissez le numéro d’itération sur 1 ; puis lancez le calcul d’itération

de l’algorithme

Étape 2 : Déterminez si le numéro d’itération atteint actuellement les temps d’itération les plus

élevés définis à l’étape 1 ; si le premier est plus grand que le second, terminez le calcul de l’itération

et sortez l’ensemble optimal de Pareto ; si le premier n’est pas plus grand que le second, continuez

le calcul de l’itération jusqu’à ce que les deux nombres soient égaux l’un à l’autre.

Étape 3 : Utilisez les stratégies de tri rapide non dominé pour effectuer la population évolutive.

Et puis effectuez l’opération génétique comme la sélection, le croisement et la mutation de la

population pour former la nouvelle génération qui est appelée Q dans cet article.

Étape 4 : Combinez la population P et la population Q en tant que nouvelle population de mélange

appelée R, et exécutez la stratégie de tri rapide non dominé pour chaque individu de la population

R ; puis calculez la distance d’encombrement de chaque individu de la population R et triez-les.

Étape 5 : Conserver les individus d’élite comme la nouvelle génération de la population évolutive

que nous appelons Pt+1dans notre article.

Étape 6 : Ajoutez 1 au numéro d’itération i = i + 1, et un calcul d’itération est effectué ; puis

passez à l’étape 2 et continuez le reste du calcul de l’itération.

Algorithme NSGA-II [27]

Données :

D : Opérateur d’assignation de C rowded distance.

Fk :Sous-ensemble de Pareto.

M : opérateur de mutation.

ρ :population d’individus.

℘ :population des enfants.

R :population enfants - individus.

S : Opérateur de sélection.

T :opérateur de tri par ensemble de Pareto.
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X : opérateur de croisement.

z i
k :solution i faisant partie de l’ensemble de Pareto k .

début

Créer une population initiale ρ0 et ℘0

pour chaque itération t faire

Rt = ρt ∪℘t

Appliquer R ′
= T(R)

Assigner ρt+1 = ;

Tant que ‖ρt+1‖< N faire

k=k+1 et ρt+1 = ρt+1 ∪Fk

Calculer D(z(i)k )∀i ∈ Fk

Trier (Fk,<)

i=1

Répéter

Fk =Fk z i
k

i=i+1

Jusqu’à ce que ‖ρt+1‖= N

Appliquer

℘i+1 = M(X (S(ρ(i+1))))

Fin

4.1.2 Stratégie d’amélioration

Bien que l’algorithme NSGA-II soit largement et avec succès utilisé dans de nombreux domaines

comme un excellent algorithme, il a encore de nombreux inconvénients à régler. Ces dernières an-

nées, l’algorithme de recherche heuristique étant largement utilisé dans de nombreux aspects, de

nombreux chercheurs ont découvert que de nombreux algorithmes évolutifs avaient un problème

de capacité de recherche locale médiocre, ce qui est très important pour les performances de

calcul de l’algorithme. L’algorithme avec une meilleure capacité de recherche locale peut utiliser

un moyen plus précis pour rechercher la solution optimale du problème d’optimisation à régler.
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Un meilleur individu peut être trouvé en recherchant autour d’un individu non dominé. Ainsi, la

recherche autour des individus non dominés pour un meilleur individu est nécessaire. Les études

montrent que la capacité de recherche locale de l’algorithme NSGA-II original est faible ; surtout

lorsqu’elle est proche de la frontière de Pareto à la fin du processus évolutif, l’efficacité évolutive

est fortement réduite. Pour améliorer la capacité de recherche locale, la stratégie de recherche

locale est ajoutée à l’algorithme NSGA-II après la génération de la population évolutive suivante.

La stratégie de recherche locale explore un individu de la population évolutive pour déterminer si

une solution plus performante peut être trouvée. Il existe deux types de solution mentionnée avec

de meilleures performances : (1) le nouvel individu domine l’original ; (2) l’individu nouveau et

l’individu d’origine ne se dominent pas, mais la forme physique du nouvel individu est meilleure

que celle d’origine. Donc, pour un individu x , recherchez un nouvel individu x
′
dans son voisi-

nage, si x
′
qui est un nouvel individu recherché dans le voisinage de l’individu x domine x ou si

son aptitude correspondante est meilleure, remplacez ce dernier ; sinon procédez à la recherche

locale.

Les étapes spécifiques de la stratégie de recherche locale sont les suivantes.

Étape 1 :définissez le temps d’itération de la recherche locale i = 1 et lancez le calcul de la

recherche locale.

Étape 2 :pour chaque solution x
′
de l’ensemble optimal de Pareto, générez une nouvelle solution

réalisable x autour d’elle, et calculez son aptitude.

Étape 3 :si x
′
domine x ou f i tness(x

′
)< f i tness(x) , alors remplacez x par x

′
, sinon, maintenez

x inchangé.

Étape 4 : i = i + 1

Étape 5 : si i = Non, arrêtez le calcul de recherche locale et sortez l’ensemble optimal de Pareto

vers l’algorithme NSGA-II ; sinon, continuez le calcul de la recherche locale.
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4.2 Les travaux de simulation

4.2.1 Sélection des paramètres

Il existe de nombreux paramètres dans les algorithmes NSGA-II tels que la taille de la population,

les temps d’itération, la probabilité de croisement et la probabilité de mutation. La valeur de ces

paramètres a une grande influence sur les performances de calcul de l’algorithme NSGA-II. Ainsi,

lorsque nous utilisons l’algorithme NSGA-II, la sélection de la valeur du paramètre devient un

problème très important. Pour certains problèmes multiobjectifs compliqués, une petite taille de

population ne peut pas aider l’algorithme NSGA-II à atteindre un ensemble optimal de Pareto très

idéal. Une très grande taille de population peut ralentir la vitesse de calcul de l’algorithme NSGA-

II , bien qu’elle puisse obtenir un bon ensemble optimal de Pareto. Donc, comment sélectionner la

valeur de la taille de la population en fonction de la complexité du problème multiobjectifs est un

problème à approfondir. À l’heure actuelle, la valeur de la taille de la population est sélectionnée

par l’expérience des utilisateurs. Le chercheur ajuste la valeur de la population étape par étape,

jusqu’à ce que l’ensemble optimal de Pareto soit stable. L’algorithme NSGA-II est une variante de

l’algorithme GA ; ils ont beaucoup de choses en commun bien que le premier soit un algorithme

multi-objectif tandis que le second est un algorithme à objectif unique. Ainsi, le NSGA-II utilise

également une méthode itérative pour calculer le problème proposé.

Ensuite, un paramètre très important doit être évalué en premier, à savoir les temps d’itération.

Un temps d’itération très long peut aider l’algorithme NSGA-II à obtenir un très bon ensemble

optimal de Pareto, mais il peut également augmenter le temps de calcul, ce qui est mauvais pour

les utilisateurs de l’algorithme. Bien que de petits temps d’itération ne puissent garantir que l’algo-

rithme NSGA-II atteigne un ensemble optimal de Pareto idéal, il peut aider l’algorithme NSGA-II

à calculer très rapidement. De nombreux chercheurs utilisent désormais une méthode étape par

étape pour ajuster la valeur du temps d’itération pour la sélectionner. Si l’ensemble optimal de

Pareto ne change pas beaucoup dans l’algorithme NSGA-II , la valeur d’itération peut être utili-

sée comme valeur finale de ce paramètre de l’algorithme NSGA-II . La manipulation génétique

comprend des opérations de sélection, de croisement et de mutation , ce qui est très important

dans l’algorithme NSGA-II . Dans l’algorithme NSGA-II , les opérations génétiques sont le principal
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moyen d’évolution qui détermine directement les performances des résultats. Dans les opérations

génétiques, de nombreux paramètres peuvent modifier les performances d’évolution génétique

de l’algorithme NSGA-II . Les paramètres génétiques sont donc également très importants et sont

essentiels aux performances de calcul de l’algorithme NSGA-II . Dans l’algorithme NSGA-II , la sé-

lection du tournoi est utilisée dans le processus de sélection, dont le paramètre est appelé valeur

du tournoi. La valeur du tournoi détermine la pression de sélection ; plus la valeur est élevée, plus

la pression de sélection est grande. Dans l’algorithme NSGA-II , la valeur du tournoi est suggérée à

2. Le processus de croisement de l’algorithme NSGA-II utilise une sorte de méthode de croisement

binaire simulé pour croiser deux individus.

Il existe également un paramètre dans le processus de croisement qui est appelé paramètre de

distribution de croisement. La valeur du paramètre de distribution croisée détermine la probabi-

lité de la probabilité de la progéniture et du père de l’individu. Plus le paramètre de distribution

croisée est grand, plus la probabilité de la progéniture et du père est grande. Cet article définit

la valeur du paramètre de distribution croisée sur 20. Dans l’algorithme NSGA-II , une sorte de

mutation polynomiale est utilisée dans le processus de mutation, dont le paramètre à l’intérieur

est appelé paramètre de distribution de mutation. Le paramètre de distribution de mutation est

plus ou moins le même que le paramètre de distribution de croisement. Dans notre article, la

valeur du paramètre de distribution de mutation est fixée à 20. Comme la stratégie de recherche

locale est ajoutée dans l’algorithme NSGA-II , le temps d’itération de recherche locale doit être

évalué. Dans cet article, la valeur du temps d’itération de recherche locale est définie sur 10.

4.2.2 Simulation

Afin de rechercher l’effet d’amélioration de NSGA-II , cet article sélectionne un problème multi-

objectif classique pour la simulation. Le premier problème est appelé KUR qui est le problème

MISA. La formulation mathématique est la suivante :

f1 = −10exp(−0.2+ sqr t(x2 + y2))− 10exp(−0.2+ sqr t(y2 + z2))
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f2 = |x |0.8 + 5 ∗ sin(x3) + |y|0.8 + 5 ∗ sin(y3) + |z|0.8 + 5 ∗ sin(z3)

où x, y et z sont les variables de contrôle et leurs domaines sont tous [5, -5]

La figure 1 montre les fronts Pareto du NSGA-II et du I-NSGA-II de ce problème. À partir de la

figure 1, nous pouvons voir la différence des deux fronts de Pareto d’algorithmes : la distribu-

tion des fronts de Pareto de I-NSGA-II est plus uniforme que l’algorithme NSGA-II. De plus, les

fronts Pareto de l’I-NSGA-II sont plus proches de l’origine des coordonnées. Ainsi, l’I-NSGA-II peut

obtenir une meilleure solution optimale Pareto que l’original.

FIGURE 4.1 – Deux fronts Pareto du problème de KUR .

Pour approfondir et expliquer la différence entre les deux résultats, nous pouvons conclure que,

simplement en raison de la stratégie de recherche locale, lorsque l’algorithme NSGA-II trouve une

solution d’ensemble de Pareto dans chaque calcul itératif, la recherche locale peut commencer une

recherche plus approfondie et plus précise de meilleure solution, et c’est pourquoi l’ensemble de

Pareto du M-NSGA-II est plus proche du point d’origine des coordonnées que l’algorithme d’ori-

gine.

Le deuxième cas de simulation est également un problème multi-objectif classique appelé pro-
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blème ZDT3. Le problème ZDT3 peut être exprimé mathématiquement comme suit :

minf1(x) = x1

minf2(x) = g[1−
Ç

f1
g −

f1
g sin(10π f1)]

g = 1+ 9
∑i=k

i=1
x i

n−1

où 0< x i < 1, et n = 30

La comparaison des deux algorithmes NSGA-II différents dans les problèmes ZDT3 est illustrée à

la figure 2. À partir de la figure 2, nous pouvons clairement voir la différence des deux fronts de

Pareto.

FIGURE 4.2 – Deux fronts Pareto du problème de ZDT3.

Le front de Pareto de l’algorithme M-NSGA-II peut conclure le second, ce qui signifie que le premier

front de Pareto est plus proche du front de Pareto réel du problème ZDT3. En comparant les

résultats de ce cas avec le premier cas, nous pouvons également voir que plus le problème est

complexe, plus la supériorité du M-NSGA-II sera évidente. En voyant cette comparaison, nous

pouvons conclure que la stratégie modifiée dans l’algorithme M-NSGA-II peut améliorer l’effet

d’optimisation de l’algorithme NSGA-II.
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Conclusion générale

Les problèmes d’optimisation multi-objectifs sont de plus en plus étudiés car ils ont un grand in-

térêt dans l’industrie, où plusieurs objectifs concurrents doivent être satisfaits.Ils sont la plupart

du temps NP-difficiles même si leur version mono-objectif ne l’est pas.Contrairement aux pro-

blèmes d’optimisation mono-objectif, il existe généralement plu-sieurs solutions Pareto optimales

ou efficaces en optimisation multi-objectifs, c’est-à-dire des solutions qu’on ne peut améliorer sur

un objectif sans les détériorer sur un autre.Comme il n’existe aucune solution meilleure en tout

point qu’une autre, un compromis différent selon les personnes doit être choisi. Le choix est donc

subjectif, et il est indispensable de proposer l’ensemble des choix possibles afin de ne pas exclure

une possibilité.L’optimisation multi-objectifs est donc avant tout un outil d’aide à la décision, et

c’est une personne qui prendra la décision finale.

Nous avons présenté dans ce mémoire les travaux de recherche sur les problèmes d’optimisation

multi-objectif par la méthode NSGA-II (non dominated sorting genetic algorithm ).

Dans notre étude, nous nous sommes particulièrement intéressés aux problèmes d’optimisation

multi-objectif pour lesquels relativement peu de travaux ont été réalisés. Le noyau du thème de

notre mémoire est principalement proposer une simple stratégie de gestion des contraintes avec

NSGA-II qui convient bien à tous les algorithmes évolutifs multiobjective et le travail présenté

s’articule autour de deux voltes :

• Le premier volte consiste à rappeler les notion d’optimisation multi-objectifs.

• Le deuxième volte consiste à applique la méthode NSGA-II pour résourde les problèmes d’opti-

misation multi-objectif.
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Test sur la méthode NSGA-II(non dominated

sorting genetic algorithm).

Exemple 1 :Le problème de Shaffer

(P) :















minf1(x) = x2

minf2(x) = (x − 2)2

x ∈ [−103, 103]

(4.2)
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FIGURE 4.3 – .Nondominated solutions with NSGA-II on SCH

Exemple 2 :Le problème de Kursawe

(P) :







minf1(x) =
∑n−1

i=1 (−10 exp(−0.2
Æ

x2
i + x2

i+1))

minf2(x) =
∑n

i=1((|x i|)0.8 + 5 sin x3
i )

(4.3)
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FIGURE 4.4 – .Nondominated solutions with NSGA-II on KUR

Exemple 3 :Le problème de ZDT1

(P) :







































minf1(x) = x1

minf2(x) = g(x)[1−
p

x1/g(x)]

g(x) = 1+ 9(
∑n

i=2 x i)/(n− 1)

x i = 0 i = 2, ..., n

x1 ∈ [0,1]

(4.4)

FIGURE 4.5 – .Nondominated solutions with NSGA-II on ZDT1
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Exemple 4 :Le problème de ZDT2

(P) :







































minf1(x) = x1

minf2(x) = g(x)[1− (x1/g(x))2]

g(x) = 1+ 9(
∑n

i=2 x i)/(n− 1)

x i = 0 i = 2, ..., n

x1 ∈ [0,1]

(4.5)

FIGURE 4.6 – .Nondominated solutions with NSGA-II on ZDT2

Exemple 5 :Le problème de ZDT3

(P) :







































minf1(x) = x1

minf2(x) = g(x)[1−
p

x1/g(x)− x1
g(x) sin(10πx1)]

g(x) = 1+ 9(
∑n

i=2 x i)/(n− 1)

x i = 0 i = 2, ......, n

x1 ∈ [0,1]

(4.6)
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FIGURE 4.7 – .Nondominated solutions with NSGA-II on ZDT3

Exemple 6 :Le problème de ZDT4

(P) :







































minf1(x) = x1

minf2(x) = g(x)[1−
p

x1/g(x)]

g(x) = 1+ 10(n− 1) +
∑n

i=2[x
2
i − 10 cos(4πx i)]

x i = 0 i = 2, ......, n

x1 ∈ [0,1]

(4.7)
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FIGURE 4.8 – .Nondominated solutions with NSGA-II on ZDT4

Exemple 7 :Le problème de ZDT6

(P) :







































minf1(x) = 1− exp(−4x1) sin
6(6πx1)

minf2(x) = g(x)[1− ( f1(x)/g(x))2]

g(x) = 1+ 9[(
∑n

i=2 x i)/(n− 1)]0.25

x i = 0 i = 2, ......, n

x1 ∈ [0,1]

(4.8)
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FIGURE 4.9 – .Nondominated solutions with NSGA-II on ZDT6
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