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Résumé: Optimiser I'élimination des micropolluants organiques
L'objectif de cette étude est d'optimiser I'élimination des micropolluants organiques.

Notre premiere contribution a porté sur la prédilection de la dose de coagulant pour I'élimination de la turbidité
(matiére organique) pour éviter de perdre du temps et aussi les produits chimiques. Pour cela, Quatre modéles
mathématiques différents ont été considérés dans cette étude, ce sont: la méthodologie de surface de réponse
(RSM), les réseaux neuronaux artificiels (RNA), la machine a vecteur de support (SVM) et le systéme adaptatif
d'inférence neuro-floue (ANFIS). Les résultats ont montré que tous les modeles ajustaient avec précision les
données expérimentales, méme si le modele RNA était Iégerement au-dessus des autres modéles. Cependant, le
modéle SVM a conduit a des résultats presque similaires a ceux du modele RNA; la seule différence résidait
dans la phase de validation, car le coefficient de corrélation était trés élevé et les indicateurs statistiques trés
petits pour le modéle RNA par rapport au modéle SVM. Cependant, d'un point de vue économique, le modele
SVM était plus approprié que le modele RNA, puisque son nombre de paramétres était de 22, soit pres de la
moitié du nombre de parametres du modele RNA (43 paramétres), alors que les résultats étaient presque
similaires dans toute la phase de données. Pour réduire encore les colits économiques, le modéle RSM peut
également étre utilisé qui est resté tres utile en raison de ses coefficients élevés s'il est lié au nombre de
paramétres, seulement 13. De plus, les indicateurs statistiques du modéle RSM sont restés acceptables. Notre
deuxieme contribution a porté de trouver une source d'eau brute trés pollué afin de valider le modele
mathématique et testé l'efficacité de traitement sur I'élimination de les matiéres organique et les autres
parameétres physicochimique de I'eau afin de rendre I'eau propre a le consommation a les humines. Les résultats
premiére a été montré que oued cheffa a été trés pollué (période de choléra). Les résultats des analyses
physicochimiques de l'eau traitée ont montrés une efficacité trés élevées de traitement a I'élimination des
matiéres organiques et rendre l'eau potable, ce que signifié l'efficacité de notre modele. Notre troisiéme
contribution a porté de trouver un modele mathématique pour sulfate et bicarbonate en fonction les paramétres
physicochimique. Pour le sulfate, un ensemble de 84 points de données a été utilisé. Pour le RNA, 18 neurones
ont été utilisés dans la couche d'entrée, 8 neurones dans la couche cachée et 1 dans la couche de sortie.
L'algorithme d'apprentissage de Levenberg Marquardt (LM) avec fonction de transfert sigmoide tangente
hyperbolique logarithmique a été utilisé au niveau des couches cachées et de sortie. La comparaison des résultats
obtenus en termes d'erreur quadratique moyenne (RMSE) et de coefficient de corrélation (R) a I'aide des modeles
RNA et MLR a révélé la supériorité du modele (RNA) dans la prédiction de la teneur en sulfate soluble dans
I'eau potable. Pour bicarbonate, I'ensemble de données obtenu a été divisé en deux parties pour former le réseau
de neurones artificiels, ou 70% de I'ensemble de données a été utilisé pour la formation et les 30% restants ont
également été divisés en deux parties égales: une pour les tests et I'autre pour validation du modele. Le modéle
intelligent obtenu a été évalué en fonction du coefficient de corrélation le plus proche de 1 et de I'erreur
quadratique moyenne (RMSE) la plus faible. Un ensemble de 84 points de données a été utilisé dans cette étude.
Pour cela, 18 paramétres dans la couche d'entrée, cing neurones dans la couche cachée et un paramétre utilisé
dans la couche de sortie sont utilisés pour la modélisation RNA. L'algorithme d'apprentissage de Levenberg
Marquardt (LM), le sigmoide logarithmique et la fonction de transfert linéaire ont été utilisés, respectivement
pour la couche cachée et de sortie. Les résultats obtenus au cours de la présente étude ont montré un coefficient

de corrélation de R = 0,99276 avec I'erreur quadratique moyenne RMSE = 11,52613 mg/L.



Abstract: optimize the elimination of organic micro pollutants.

Our first contribution focused on the predilection of the dose of coagulant for the elimination of turbidity
(organic matter) to avoid wasting time and also chemicals. For this, Four different mathematical models were
considered in this study, they are: the response surface methodology (RSM), artificial neural networks (ANN),
the support vector machine (SVM) and the adaptive system of neuro-fuzzy inference (ANFIS). The results
showed that all models accurately fitted the experimental data, even though the ANN model was slightly above
the other models. However, the SVM model led to results almost similar to those of the ANN model; the only
difference was in the validation phase, because the correlation coefficient was very high and the statistical
indicators very small for the ANN model compared to the SVM model. However, from an economic point of
view, the SVM model was more suitable than the ANN model, since its number of parameters was 22, which is
almost half the number of parameters of the ANN model (43 parameters), while the results were almost similar
throughout the data phase. To further reduce the economic costs, the RSM model can also be used which has
remained very useful due to its high coefficients if it is related to the number of parameters, only 13. In addition,
the statistical indicators of the RSM model have remained acceptable. . Our second contribution focused on
finding a source of highly polluted raw water in order to validate the mathematical model and tested the
effectiveness of treatment on the removal of organic matter and other physicochemical parameters of water in
order to make the clean water for consumption in humins. The first results were shown that oued cheffa was very
polluted (period of cholera). The results of the physicochemical analyzes of the treated water showed a very high
efficiency of treatment to remove organic matter and make the water drinkable, which signified the efficiency of
our model. Our third contribution focused on finding a mathematical model for sulfate and bicarbonate as a
function of the physicochemical parameters. For sulfate, a set of 84 data points was used. For ANN, 18 neurons
were used in the input layer, 8 neurons in the hidden layer and 1 in the output layer. The Levenberg Marquardt
(LM) learning algorithm with logarithmic hyperbolic tangent sigmoid transfer function was used at the hidden
and output layers. Comparison of the results obtained in terms of mean squared error (RMSE) and correlation
coefficient (R) using the ANN and MLR models revealed the superiority of the model (ANN) in the prediction
of soluble sulfate content. in drinking water. For bicarbonate, the resulting data set was split into two parts to
train the artificial neural network, where 70% of the data set was used for training and the remaining 30% was
also split into two parts. equal: one for the tests and the other for validation of the model. The resulting
intelligent model was evaluated based on the correlation coefficient closest to 1 and the lowest mean square error
(RMSE). A set of 84 data points was used in this study. For this, 18 parameters in the input layer, five neurons in
the hidden layer and one parameter used in the output layer are used for ANN modeling. The Levenberg
Marquardt (LM) learning algorithm, logarithmic sigmoid and linear transfer function were used, respectively for
the hidden and output layer. The results obtained during the present study showed a correlation coefficient of R =
0.99276 with the root mean square error RMSE = 11.52613 mg / L., 18 neurons were used in the input layer, 8
neurons in the hidden layer and 1 in the output layer. The Levenberg Marquardt (LM) learning algorithm with
logarithmic hyperbolic tangent sigmoid transfer function was used at the hidden and output layers. Comparison
of the results obtained in terms of mean squared error (RMSE) and correlation coefficient (R) using the ANN
and MLR models revealed the superiority of the model (ANN) in the prediction of soluble sulfate content. in
drinking water. For bicarbonate, the resulting data set was split into two parts to train the artificial neural

network, where 70% of the data set was used for training and the remaining 30% was also split into two parts.



equal: one for the tests and the other for validation of the model. The resulting intelligent model was evaluated
based on the correlation coefficient closest to 1 and the lowest mean square error (RMSE). A set of 84 data
points was used in this study. For this, 18 parameters in the input layer, five neurons in the hidden layer and one
parameter used in the output layer are used for ANN modeling. The Levenberg Marquardt (LM) learning
algorithm, logarithmic sigmoid and linear transfer function were used, respectively for the hidden and output
layer. The results obtained during the present study showed a correlation coefficient of R = 0.99276 with the root
mean square error RMSE = 11.52613 mg / L.
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Introduction générale
L’eau est a I’origine de la vie sur terre. Elle est indispensable a la survie des étres vivant et les
plantes dans la nature. Depuis longtemps, notre environnement et directement influencé le
mode de vie des étres humains.
Les trois quarts de la surface de notre planéte sont recouvert par de I'eau. Aussi, elle se trouve
sous multiples formes : pluies, mers, océans, lacs, nappes souterraines,...etc.
L’Algérie comme d'autres pays sont confrontés a la problématique de 1’eau potable. La
surcharge du littoral, les disparités entre zones rurales et urbaines, les périodes de secheresse
et I’accroissement de la pollution, sont autant de facteurs qui déstabilisent 1’équilibre déja
précaire de I’environnement. Notre pays dispose de ressources en eau trés limité est tout au
moins au nord ou vivent les trois quarts de la population. En plus de cette rareté d’eau et la
grande disparité entre le nord qui est arrosé et le sud qui est aride, s’ajoute le probléme de la
dureté des eaux. En effet, les eaux du sud algériens ont fortement chargées en sels minéraux,
ce qui conduit & une dureté tres élevee [1].
L'eau potable est un bien des plus précieux que nous devons nous servir quotidiennement dans
le présent a l'aide d'un robinet. Plusieurs communes de la wilaya de Médéa sont confrontées
ces dernieres années a de grandes perturbations dans I’alimentation en eau potable. Cela est
dd a une croissance assez importante de la population. Afin de subvenir aux besoins de la
population et mettre fin a ce manque d’eau. Une autre source de production en eau potable est
mise en service ces derniers temps sis au barrage de Koudiet-Acerdoune de Bouira.
Cependant, pour protéger et répondre aux besoins des consommateurs d'eau potable pour les
personnes et aux échelles industrielles, il est fortement demandé d'exploiter la purification des
eaux ainsi que les rendre buvables. Pour cette raison, dans ce travail nous allons se focaliser a
étudier la qualité physico-chimique et d'autres parametres via le service du laboratoire de
I'Algérienne des eaux "ADE" de différentes sources dans les régions de Médéa.
D’autre part, la matiere organique pose actuellement un probléme aux stations de traitement
des eaux potables. En effet, les principaux probléemes engendrés sont globalement la
détérioration de la qualité organoleptique, un développement bactérien dans les conduites du
réseau de distribution et par suite aggravation de la corrosion, et aussi une consommation
importante du chlore lors de la désinfection [2].
L'objectif géneral de ce travail est d'éliminer la matiére organique naturelle de I'eau de surface
lors de son traitement par les méthodes conventionnelles d'eau potable. L'étude examinera

I'efficacité du traitement de coagulation-floculation pour éliminer la matiére organique et
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rendre l'eau potable pour la consommation humaine. Le coagulant utilisé est le sulfate
d'aluminium. Les tests porteront sur des échantillons d'eau brute les plus pollués de chafa.
Pour cela, une étude préliminaire a eté lancée afin de voir les interactions des doses de
coagulant avec certains parametres physico-chimiques et de créer un modele mathématique
afin de réduire le temps d'optimisation des doses de coagulant et de gagner du temps. Ce
modele mathématique a été appliqué a l'eau brute d'une station de traitement chafa afin
d'évaluer I'efficacité de notre modele par les analyses physico-chimiques de l'eau traitée,
notamment pour lI'analyse des parameétres de la matiere organique.

L’étude s’organise en trois chapitres: un chapitre, regroupe une synthese
bibliographique relative a la généralité sur 1’eau, matiére organique, coagulation-floculation,
intelligence artificiel. Dans le second chapitre, on aborde les méthodes et materiel utilisé
dans notre travail tel que : les protocoles de I’analyse des paramétres physicochimique, la
modélisation ... . Le troisieme chapitre, concerne le résultat. L’étude se termine par une

conclusion générale qui rassemble les principaux résultats obtenus durant cette étude.
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I.1. Introduction

Une eau de surface est un milieu trés dilué et complexe, contenant des matieres minérales et
organiques diverses en suspension ou en solution. Les matiéres dissoutes et colloidales
constituent a elles seules 60 a 80% de la charge organique d’une eau : a cté des argiles et des
hydroxydes métalliques, on trouve des acides humiques, fulviques, lignosulfoniques[1]. Cette
composition de I’eau que nous venons de décrire brievement n’est pas stable mais varie
qualitativement et quantitativement dans 1’espace et dans le temps.

Dans le milieu naturel, la matiére organique aquatique est composée principalement de
macromolécules (acides fulviques et humiques), associée a de petites molécules organiques.
Ces derniéres peuvent interagir avec les substances humiques par différentes interactions
(Forces Van Der Waals, compléxation, ...) et modifier leur comportement. De méme, toutes
ces substances organiques peuvent complexer diverses substances de nature minérale et
notamment métallique.

Au cours de ce chapitre, nous décrirons quelques notions sur la matiere organique naturelle.
Nous présentons également son origine, formes, caractéristiques et sa présence dans les eaux
de surface. Nous nous sommes aussi donc intéressés a I’interaction de la matiére organique
naturelle avec les constituants minéraux et organiques de ’eau, ainsi qu’a leurs réactivités
avec les réactifs de traitement des eaux, et I’influence de la structure de ces composés sur les
mécanismes de la réactivité.

I.2. La matiére organique dans les eaux de surface

La matiére organique naturelle est un ensemble de macromolécules provenant de la
dégradation de débris animaux et végétaux ainsi que de la production primaire du
phytoplancton dans les eaux naturelles.

Les eaux de surface contiennent généralement de 2 a 10 mg/l de carbone organique total
(COT) mais certaines valeurs plus élevées (jusqu’a 30 mg/l de COT) peuvent étre rencontrées
dans les eaux retenues (barrages, lacs)[2].

En moyenne, le COT inclut moins de 10% de 90% de carbone organique particulaire (COP).
Le carbone organique dissous (COD) est essentiellement issu des processus de dégradation
des végétaux et des détritus animaux[3]. Certains micropolluants provenant de 1’activité
agricole, des rejets industriels et urbains y sont également présents, mais a des concentrations
faibles, de 1’ordre du pg/l, voire du ng/l [2]. Le carbone organique particulaire est
principalement composé de sediments, zooplancton, phytoplancton et bactéries. La figure 1.1
représente 1’ordre de grandeur des pourcentages en ces deux types de matiére organique dans

différents types d’eaux.




Revue bibliographique Matiere organique

Une eau de surface est un milieu trés dilué et complexe, contenant des matieres minérales et
organiques diverses en suspension ou en solution. Les matiéres dissoutes et colloidales
constituent a elles seules 60 a 80% de la charge organique d’une eau : a coté des argiles et des
hydroxydes métalliques, on trouve des acides humiques, fulviques, lignosulfoniques[4]. Cette
composition de I’eau que nous venons de décrire brievement n’est pas stable mais varie

qualitativement et quantitativement dans 1’espace et dans le temps.

g
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Figure 1.1. Concentration approximatives en carbone organique dissous et particulaire des
eaux naturelles[3].

Selon Jadas-Hécart (1989), on peut considérer que la matiére organique est constituée par[5]

e Des substances humiques (30 a 50% du COD).

e Des acides hydrophiles (environ 30% du COD).

e Des acides carboxyliques (5 a 8% du COD).

e Des acides aminés libres et combinés (2 a 3% du COD).

e Des hydrates de carbone (5 a 10% du COD).

e Un ensemble complexe de composés a I’état de traces.
Les molécules simples (acides aminés, sucres...) représentent environ seulement 20 % de la
matiere organique aquatique et que les 80 % restants sont des macromolécules complexes
difficilement analysables. La MOD présente dans les eaux douces est constituée en moyenne
de 80 % d‘acides hydrophobes ou hydrophiles, le reste étant des molécules neutres ou
basiques [6].
La majeure partie des acides hydrophobes, en tout cas pour les eaux douces, est composée
d‘acides humiques (insolubles a pH < 2, minoritaires) et d‘acides fulviques (solubles a tous

les pH, majoritaires), regroupés sous le terme de substances humiques. Ces composés sont des
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macromolécules amphiphiles de poids moléculaire supérieur a 500 Da (1 Dalton (Da) = 1
g.mol-1) présents sous forme de mélange hétérogeéne.

Les substances humiques sont souvent considérées comme la portion de la MOD la plus
influente sur le transport et le comportement des polluants organiques et inorganiques [7], et
représentent dont la fraction la plus importante de la matiere organique, elles peuvent
constituer jusqu’a 90% du COD dans certaines eaux tres colorées[2,3].

1.2.1. Origines des matiéres organiques dans les eaux de surface

L‘¢état dynamique de la mati¢re organique rend son étude difficile du fait qu‘elle subit sans
cesse des cycles de synthese biologique, métabolisation et décomposition. Dans
I‘environnement aquatique, la matiére organique est majoritairement synthétisée par le
phytoplancton puis utilisée comme nutriments par d‘autres especes qui peuvent la métaboliser
puis l‘excréter sous une autre forme (Figure 1.2). Dans les eaux profondes ou plus
généralement dans les zones aphotiques, la production par les bactéries devient majoritaire
[8]. Une troisieme zone de production de la matiere organique dans les eaux naturelles est
l‘interface eau-sédiment ou elle subit des transformations biologiques ou chimiques lentes[8].
La matiére organique est également émise par dégradation des organismes animaux ou
végétaux, que ce soit dans les milieux aquatiques ou terrestres. La matiére organique
fraichement produite par la matiére vivante (phytoplancton, bactéries, micro-organismes...)
est généralement appelée matiere organique récente en opposition a la matiére organique plus

humifiée (ancienne) issue de multiples étapes de dégradation de cette matiere organique.
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Figure 1.2. Schéma du cycle de la matiere organique et des transferts de carbone[9].
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On peut regrouper les sources de matiéres organiques en grands ensembles suivants qu’elles
soient d’origine diffuse ou ponctuelle ou qu’elles soient d’origines endogéne ou exogeéne au
milieu aquatique.

La partie importante de la matiére organique de 1’eau générée dans le milieu aquatique est dite
endogéne par opposition a celle qui vient des versants qui est dite exogéne. Participent a la
matiere organique endogéne les cellules et organismes vivants (macro et micro algues, autres
microorganismes aquatiques) ainsi que les molécules issues directement de leurs
métabolismes, mais aussi la matiére organique « morte » provenant de la dégradation des
végétaux par les organismes aquatiques vivants[10].

Les quantités de matiére organique endogeéne produites dans les retenues d’eau eutrophies
peuvent étre extrémement importantes.

La matiere organique exogéne provient des bassins versants, de maniére diffuse ou
ponctuelle. Les sources diffuses sont associées aux sols. Ceux-ci stockant une quantité tres
importante de matiére organique, les formes de MO présentes dans les sols peuvent se
retrouver dans les eaux. On distingue particulierement quatre groupes:

e La matiére organique vivante, végetale et animale, qui englobe la totalité de la
biomasse en activité.

e Les débris d’origine végétale (résidus végétaux, exsudats) et d’origine animale
(déjections et cadavres) qui sont regroupés sous le terme de matiere organique fraiche.

e La nature de cette matiere organique fraiche est directement liée aux activités de
surface et en premier lieu au couvert végétal (foret, prairie, cultures). Elle est donc en
majorité composée de MO végétale (cellulose, lignines, pectines, algines, etc.).

e Des composes organiques intermédiaires, encore appelés produits transitoires ou

e matiere organique transitoire, qui est les matieres organiques en cours d’évolution

e entre la MO fraiche et les composés finaux : les matiéres humiques (humus).

e Les composés organiques stabilisés ; les matieres humiques, avec une fraction
extractible par les solvants alcalins (acide fulviques et acides humiques) et une
fraction non extractible par ces solvants (I’humine).

e Une autre source de MO des versants peut potentiellement avoir une origine
anthropique correspond a la matiere organique apportée sur les sols sous la forme
d’amendements organique de type fumier et lisier. Une partie de cette MO est

incorporée dans les sols et se décompose suivant ce qui est présenté ci-dessus. Une
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autre partie peut potentiellement étre transportée, par ruissellement de surface et apres
percolation dans les sols, et rejoindre de facon diffuse le milieu aquatique[10].
1.2.2. Formes des matiéres organiques dans les eaux de surface
A la multiplicité des sources, correspond une multiplicité des formes que prend la matiére
organique dans les eaux brutes (Figure 1.3). Pour des raisons analytiques, on distingue les
formes dissoutes et particulaires [10]:
A. Solubles et colloidales (carbone organique dissous COD)
e Les acides humiques et fulviques.
e Lacellulose.
e Les hydrocarbures.
e Les acides aminés, lipides et sucres (hydrate de carbone).
e Les sécrétions animales ou végétales, autolyse des organismes aquatiques, virus.
B. Particulaire (carbone organique particulaire COP)
e Les micro-organismes tels que les algues (phytoplancton), le zooplancton, les
champignons et les bactéries ;
e Les substances humiques fixées aux argiles (complexe argilo-humique) ;

e Les débris divers issus de la fragmentation (feuilles mortes a 1’automne, résidus de
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Le terme CS se rapporte aux composés simples comme les carbohydrates, les glucides et les
lipides[11].
1.2.3. Catégories de la matiére organique naturelle
Les matiéres organiques naturelles constituent un mélange trés complexe de biopolymeres et
de monomeres générés par I’activité biologique sur un bassin versant et dans les ressources
elles-mémes. Les polyméres les plus abondants sont les acides humiques, les polysaccharides
et les protéines, alors que les monomeéres, moins abondants car facilement biodégradables,
sont principalement représentés par les sucres aminés et les acides aminés. L’origine de ces
biopolyméres est présentée dans le tableau 1.1 [12].

Tableau 1.1. Origine des polymeres présentent dans les ressources en eaux[12,13]

Types de biopolyméres Origines
Polysaccharides Aquatique (algues et bactéries)
(stockeés sous forme d’amidon, ou structurel sous Sol (résidus de plantes)

forme de cellulose)

Protéines Agquatique (algues et phytoplancton)

Sucre aminés Parois cellulaires des bactéries et

champignons)

Polyhydroxyaromatiques (PHA) Plantes (lignine)
aquatiques (algues, diatomées,

animaux)

1.3. Caractérisation de la matiére organique naturelle

Une classification simple des composants organiques aquatiques naturels n’est pas aisée.
Toutefois, une distinction peut étre faite entre différentes classes de composants par des
méthodes d’isolation[14]. La matiére organique naturelle a un caractére hétérogéne, et se
compose de carbone dissous (COD), colloidal (COC) et de carbone organique sous forme
particulaire (COP). Les fractions de COD sont généralement plus importantes que les
fractions de COP. La détermination de la fraction de carbone organique particulaire se fait par
filtration dans un filtre de 0,45 pum. Quant aux particules de dimension supérieure a 0,45 pum,
elles peuvent généralement étre classifiées en deux groupes, c'est-a-dire en substances non
humiques et humiques. Les substances non humiques de ce groupe sont non solubles en
milieu acide, c’est-a-dire de pH<2 et le deviennent a des valeurs de pH plus élevees. Les

substances humiques restent non solubles, quelles que soient les valeurs de pH [15].
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La fraction colloidale est constituée de solides en suspension et se compose d’organismes
vivants, d’exsudats cellulaires et de matiéres dégradées pouvant tous étre associés a des
phases minérales. La fraction COD répond a différentes dénominations telles que substances
humiques, acides humiques et acides fulviques. Elle est généralement déterminée
analytiquement en tant que carbone organique dissous.
Owen et al. (1993) suggérent le protocole analytique suivant pour la caractérisation de la
MON [16]:

e MON « Bulk » et diverses fractions de MON.

e En fonction de la taille; matiére organique dissoute (MOD), colloidale (MOC) ou

particulaire (MOP) par utilisation d’une filtration membranaire séquentielle.

Une caractérisation ultérieure de la MOD par fractionnement est également possible via le
poids moléculaire apparent en utilisant 1’ultrafiltration et la chromatographie a perméation de
gel et, selon le caractére humique et non humique, en utilisant la chromatographie
d’adsorption par isolation de la résine XAD-8. La caractérisation de la fraction humique
requiert également que 1’on établisse la teneur en groupe fonctionnel acide (carboxylique et
phénolique) par titration potentiométrique, la polarité relative par chromatographie liquide a
haute pression en phase inversée et la capacité de liaison aluminium par extinction de
fluorescence[16].
Le Centre de Recherche Coopératif sur la Qualité et le Traitement de 1I’Eau a réalisé une étude
approfondie sur la MON dans le but de comprendre et de limiter I’impact sur la qualité et les
procédés de traitement de 1’eau en Australie[17]. L’étude a suggéré différents outils
analytiques destinés a caracteériser différents parametres, comme il ressort du (Tableau 1.2).

Tableau 1.2. Outils analytique utilisés pour caractériser la MON

Parameétres Outils analytique

Couleur Spectrophotométrie visible

Comparateurs visuels

Aromaticité (absorbance UV) Spectrophotométrie UV

Carbone organique Total Analyseur (COA)

Carbone organique Dissous (COD)

Carbone organique biodégradable (COBD)

Carbone organique assimilable (COA) Potentiel de Recroissance Bactérienne
(PRB)
Groupes fonctionnels (Aliphatique, Chromatographie gazeuse- spectroscopie de
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Aromatique, Contenant de I’azote) Masse (CG-SM)

Spectroscopie Infrarouge (FT-IR)

Résonnance Magnétique Nucléaire (RMN)

DBO DBO meétre

DCO Kits Dr Lange LCK 414 de5a60mg /1O

CoT Kits Dr Lange LCK 385de 3a30mg /|
Absorbance en UV Spectrophotométre Hach

I.4. Interactions de la matiére organique naturelle avec les réactifs de traitement des
eaux

1.4.1. Interaction de la matiére organique naturelle avec les métaux dans la nature

La charge des substances humiques est toujours négative ou nulle, d’intensité variable
suivant le pH du milieu et provient de la dissolution des groupements fonctionnels. La nature
de ces groupements fonctionnels est relativement bien connue car elle a fait I’objet de
nombreuses études en raison de leur implication dans la complexation des cations métalliques.
Les substances humiques possédent un grand nombre de groupements fonctionnels
hydrophiles : carboxyles (COOH), phénolique et/ou alcooliques (OH), carbonyles (C=0) ainsi
que des groupements amines (NH>). Les groupes acides COOH et OH contribuent en majorité
a la nature acide des substances humiques, avec les groupements COOH dont la proportion est
le plus souvent supérieure a 50%. La concentration en groupements fonctionnels acides dans
les substances humiques exprimée en moles de groupements titrables rapportés au carbone
organique, est généralement comprise entre 4,1 et 10 umol H+ / mg COT (carbone organique
total) [18].

Des résultats en spectroscopie infra-rouge ont confirmé que les groupes COOH ou plus
précisement carboxylates (COO") jouent un rdle prédominant dans la complexation des
métaux par les substances humiques. Les AF du fait de leur charge importante sont les plus
réactives vis-a-vis des métaux. L’affinité des métaux pour les substances humiques suit dans
la plupart des travaux, 1’ordre décroissant suivant : Cu?*> Pb?*>Zn?*>Cd?* [19].

Les substances humiques peuvent former avec les métaux différents types d’association
suivant la concentration en métal et le métal impliqué[19-21]:

1. Réaction d’un COOH avec le métal pour former un complexe monodenté.

2. Réaction entre deux groupes COOH voisins pour former des complexes types phatale.
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3. Réaction entre un groupe COOH et un groupe OH voisin pour former des complexes type
salicylate.

4. Attraction électrostatique et formation d’une liaison hydrogéne entre 1’ion métallique
hydraté et un groupe OH.

Les différents complexes peuvent se former entre groupes appartenant au méme polymeére ou
entre groupes appartenant a des polymeéres différents pour former des liaisons
intermoléculaires qui peuvent conduire a 1’agrégation des polycondensats [22]. Ces réactions
peuvent avoir lieu simultanément. La reaction (1.4) conduit a la formation de complexes de
sphére externe. Les réactions (1.2) et (1.3) décrivent la formation de complexes de sphére
interne qui sont plus stables que les complexes de sphére externe.

De nombreux travaux ont montré que la sélectivité et la force de liaison des métaux par les
substances humiques dépendent en partie de la quantité de métal disponible pour la liaison et
de la quantité de métal complexé. Par exemple, différentes études ont montré que la force de
liaison des métaux par les groupes fonctionnels des substances humiques diminuait lorsque la
concentration en métal complexé augmentait[23,24].

Les études utilisant la spectrophotométrie ESR ont permis de montrer I’existence de deux
niveaux de liaison des métaux. Lorsque la teneur en métal est faible, les liaisons covalentes
sont préférentiellement former pour donner des complexes bidentés ou monodentés alors qu’a
des concentrations plus élevées, les liaisons deviennent de plus en plus ioniques[25]. Par
ailleurs, le type de complexes formés et/ou la force de liaison avec laquelle les métaux vont
étre complexés par les groupes fonctionnels des substances humiques dépendent de I’état
électronique des sites de complexation, des chaines aliphatiques associées, et de la présence
éventuelle d’un noyau aromatique et, de la géométrie du site fonctionnel. Le pH et la force
ionique du milieu vont aussi affecter les processus de complexation.

Les substances humiques jouent un réle important dans la biodisponibilité et le transport de
I’aluminium sous forme de composés stables et plus ou moins solubles. De nombreuses
études ont été menées sur la complexation de D’aluminium par les substances
humiques[26,27]. Plus particuliérement avec 1’acide fulvique de masse molaire plus faible et
de structure un peu moins complexe que 1’acide humique.

La disponibilité de I’ion AI®* et de ses monomére hydratés (AI(OH)?*), pour les plantes
diminue lorsque les ions sont complexés par les substances humiques. Cela est d’autant plus
vrai que le complexe métallo-organique a une faible solubilité en milieu aqueux.

Malgré la rétention de A" par les acides humiques, une certaine quantité d’aluminium reste

toujours disponibles dans le sol et est susceptible de former, avec d’autres composés
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organiques et inorganiques de petite tailles et par conséquent plus mobiles[28], des composés
solubles et donc transportable vers d’autres environnement.

Les différents sites de complexation que 1’on peut rencontrer dans les acides humiques n’ont
pas le méme pouvoir complexant vis-a-vis de I’aluminium. L’affinité de ces ligands pour I’ion
métallique augmente avec la basicit¢ du groupe donneur : d’une mani¢re générale les
groupements ayant le plus grand pKa auront donc la plus grande affinité pour ’ion AI3*
Parmi les principaux groupements chélateurs de 1’acide humique, on retrouve la fonction
acide carboxylique, le groupement catéchol et le groupement hydroxy carbonyle. Chacun de
ces sites de chélation piége le métal en formant une pince autour de lui. Ces pinces sont plus
ou moins grandes suivant le type de site et donc ne peuvent pas chélater tous les métaux, tout
dépendra de leur taille et de leur environnement é€lectronique. Par exemple, I’aluminium qui
est de petite taille peut se fixer sur tous les sites.

Le pouvoir complexant de 1’acide humique est trés important, il peut non seulement
facilement fixer les ions métalliques mais aussi complexer de petites molécules. Si I’acide
humique est un bon complexant pour les métaux nécessaires au développement des plantes, il
I’est aussi pour certains métaux issus de I’activité humaine (aluminium, plomb, zinc,
cadmium, mercure...).

1.4.2. Interaction de la matiére organique naturelle avec les composés organiques

Les substances humiques (SH), constituant 25 a 50 % du carbone organique dissous (COD)
des eaux de surface[3], sont aussi présentes dans les sédiments. Ces acides
polyélectrolytiques, qualifiés d’humiques ou fulviques selon leur solubilit¢ aqueuse a pH
inférieur a 2, sont produits par la décomposition des molécules organiques d’origine animale
et végétale contenue dans les eaux. Leur structure macromoléculaire polyfonctionnelle varie
selon leur origine biologique et leur processus de formation mais présente toujours des
capacités complexantes a 1’égard des métaux[29] et des propriétés amphiphiles leur conférant
un réle important dans le transport des micropolluants aromatiques[30,31] La matiere
humique présente en effet des propriétés hydrophobes rendant possible les interactions soluté
avec des composés organiques non ioniques[32].

Les hydrocarbures aromatiques polycycliques (HAP) interagissent avec les substances
humiques dissoutes ou fixées sur les colloides et sédiments, les substances humiques
amphiphiles aussi peuvent recouvrir les colloides minéraux (argileux ou siliceux) avec une
affinité dépendante de leur poids moléculaires apparent[33], de la nature du minéral et du pH
de la solution[34]. La nature et la quantité de matériel humique fixé au minéral peuvent alors

perturber I’adsorption des hydrocarbures aromatiques polycycliques (HAP) sur le solide. Les
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différentes interactions entre les solutés (HAP 4 et SH q) et le solide peuvent se résumer par

les équilibres suivants :

(HAP) 4 + (SH) ¢ «—» (HAP-SH) 4 (1.1)
(SH) 4 +solide «<—— (H)-solide (1.2)
(HAP) 4 + solide «—» HAP-solide (1.3)

(HAP)q + (SH)q + solide «—— (HAP-SH)4 +(SH)-solide + HAP-solide-SH (1.4)
L’¢équilibre (04) représente globalement les interactions des solutés humiques et aromatiques
polycycliques en phase liquide et avec solide. La nature et la concentration de composés
humiques en solution peuvent ainsi influencer la thermodynamique ou la cinétique de
désorption des hydrocarbures aromatiques polycycliques du solide.

Les colloides naturels sont dans la majorité des cas revétus d’un film de substances humiques
[34]. Cette gangue organique est alors susceptible de modifier les phénomeénes de sorption des
HAP sur le solide.

Des essais de sorption du pyréne ont été menés a pH et force ionique identique, en solution
aqueuse dépourvue d’AH, sur de la kaolinite préalablement mise en contact avec une solution
aqueuse d’acide humique; lorsque la surface de la kaolinite est recouverte de composés
humiques, sa capacité a fixer le pyréne est fortement modifiée. La quantité de pyréne adsorbé
différent de celle fixée sur la kaolinite pure. Les molécules d’acide humique a la surface de
I’argile semblent alors perturber la formation de microcristaux de pyréne. Les pesticides,
provenant de 1’activité agricole et des rejets industriels et urbains recouvrent un ensemble de
substances chimiques (naturelle ou synthétiques) utilisées pour détruire diverses especes
animales ou végétales considérées comme nuisibles. Ces composées étant peu solubles dans
les eaux, les risques de pollution par ruissellement ou drainage sont donc limités. Leurs
associations avec les substances humiques[35] peut cependant modifier leur activité
entrainant notamment une augmentation de leur solubilité et donc de la pollution des
eaux[36].

Toutefois ces associations ne dépendant pas seulement de la nature du pesticide, mais sont
fortement influencées par 1’origine méme des substances humiques [36].

Ayele et al., 1989, ont montré I’influence des substances humiques sur 1’adsorption de
I’atrazine sur CAP ; les substances humiques sont utilisées a des concentrations de 0 a 30 mg/I
en mélange avec I’atrazine (5mg/l) sur CAP (20 mg/l) pour des pH de 5,6 ; 7,0 et 8,8. La
vitesse d’adsorption de ’atrazine a pH acide est plus importante en présence de substances
humiques[36]. La figure 1.4 montre I’influence des acides humique et des acides fulviques sur

I’adsorption de I’atrazine.
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Figure 1.4. Influence des acides humiques et fulviques sur 1’adsorption de 1’atrazine (5 mg/1)
sur CAP (20 mg/1)[36]

I.5. Interactions de la matiére organique naturelle avec les réactifs de traitement des
eaux

1.5.1. Interaction de la matiére organique naturelle avec les métaux de coagulants

Le développement du théme agrégation s’est effectué initialement autour du procédé de
coagulation-floculation utilisé dans la production d’eau potable. Au cours de cette opération,
une quantité suffisante d’un sel métallique hydrolysable est ajoutée a une eau de surface dans
un réacteur sous agitation contr6lée afin de rassemblé les matiéres colloidales organique et
minérales qu’elle contient sous la forme d’agrégats sédimentable. Les phénoménes mise en
jeu sont particulierement complexes et sont a la fois d’origine physico-chimique (hydrolyse
du coagulant, interaction avec les surfaces des colloides naturels, structuration des agrégats
...) et d’origine hydrodynamique (dispersion du coagulant, croissance/rupture des agrégats en
fonction des gradients de vitesse locaux...).

Méme lorsqu’elle s’effectue dans des conditions contrdlées en laboratoire, 1’hydrolyse des
sels d’aluminium et de fer conduit a la formation d’especes hydrolysées dont les précurseurs
ne sont pas toujours identifiés de maniére certaine. C’est le cas du polycation AI*3, formé d’un
aluminium central en position tétraédrique et entouré de douze aluminiums en coordinence
octaédrique, pour lequel les trimeéres d’aluminium proposés pour rendre compte de sa

formation, n’ont pas encore été expérimentalement isolés.
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Un cas particulierement intéressant concerne la matiére organique naturelle dont les
rendements d’élimination dépassent rarement les 50 — 60% en milieu industriel. Dans la
filiére de potabilisation, cette mati¢re organique est a 1’origine de la production de produits
potentiellement cancérigeénes lors de 1’étape de désinfection, et contribue a la prolifération
bactérienne dans les réseaux de distribution. En utilisant un modéle de substance humique
synthétisé a partir de I’oxydation d’un mélange catéchol-glycine, Bihannic et al., (2003)
[37]ont pu montrer en croisant les résultats obtenu par RMN de 27Al et RMN-PC de 3C, que
le mécanisme de déstabilisation de 1’acide humique synthétisé ne dépond pas du pH et de la
concentration en coagulant (polycations AI'®). La seule modification majeure observée en
fonction du pH correspond a 1’ordre d’interaction des espéces coagulantes avec les
groupements fonctionnels ionisés de 1’acide humique modele. Ainsi, a pH faiblement acide,
ce sont les groupements carboxyliques qui fixent les polycations AI* ; cependant, aux
concentrations en coagulant plus élevés, il semble que la présence des polycations induise la
déprotonation des sites phénoliques qui s’associent alors a leur tour avec les espéces
coagulantes. A pH 8, I’ordre d’interaction est inverse : ce sont les groupements phénoliques
qui s’associent en premier avec les polycations, les groupements carboxyliques participant
plus tardivement a I’agrégation.

Un autre aspect de [Iinteraction espéce coagulant-matiére organique concerne la
reconformation des macromolécules humiques. En effet, comme les espéces coagulantes sont
fortement chargées positivement et que la matiére organique humique peut étre assimilée a
des polymeres anioniques, une telle reconformation est susceptible de se produire au cours de
I’agrégation. La spectroscopie de fluorescence utilisant la molécule de pyréne comme sonde a
effectivement permis de montrer que les chaines de macromolécules humiques se réarrange
au cours de 1’agrégation en présence de polycations Al*3. A faible concentration en coagulant,
des pseudo-micelles intra ou intermoléculaire apparaissent. Au-dela d’une certaine
concentration, la tendance s’inverse et la structure initiale semble restaurée dans une certaine
mesure (figure 1.5).

La mise en évidence de ce phénomene de reconformation permet alors de rediscuter du
probleme de rendement d’élimination de la matieére organique naturelle lors de la coagulation
floculation des eaux de surface. En effet, les jar-tests montrent qu’a 1’optimum de
coagulation, les espéces coagulantes neutralisent la totalité des groupements carboxyliques de
la matieére organique a pH 6, alors qu’a pH 8, la charge des macromolécules n’est que
partiellement compenseée. Cette equivalence des charges cationiques et anioniques a pH 6

s’explique aisément si I’on considére qu’une reconformation des polymeéres d’acide humique
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se produit au fur et a mesure de la fixation des polycations sur les macromolécules, ce qui
facilite alors ’accés des sites ionisés aux especes coagulantes. En revanche, a pH 8, il est
probable que les clusters d’Al'® moins chargés, déterminent un réarrangement plus lent des
polyméres d’acide humique, ce qui conduit a une neutralisation partielle des macromolécules.
Ce méme raisonnement étendu a une distribution en taille des macromolécules suggére que
les polyméres de grande taille se réarrangeant lentement sont neutralisés avant les polyméres
de plus petite taille se reconformant plus rapidement. Un tel phénoméne pourrait expliquer
que les acides humiques soient plus facilement éliminés que les acides fulviques dans les eaux

de surface.

Fakhie concentration em Al

Forte concentration en Al

o Functional group
© Atome de carbone of HA

O AL, palycation w pyrene

Figure 1.5. Diagramme schématique montrant la reconformation des macromolécules
humiques avec 1’addition de polycations Al*® [37] ;
Les essais de coagulation-floculation sont conduits sur des solutions synthétiques de
composés organiques dissous a raison de 5mg/l en eau distillée (phloroglucinol) (tableau 1.3).

Des doses croissantes de sulfate d’aluminium sont introduites dans les différentes solutions.
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Les résultats présentés sur la figure 1.6 montrent que les rendements d’élimination des
molécules organiques évoluent difféeremment selon la structure chimique des composés[38].
Nous pouvons ainsi distinguer que lepourcentage d’abattement du phloroglucinol est faible.
Ce composé présente un léger optimum pour 10 et 30 mg/l en sulfate d’aluminium. Par
ailleurs, la catégorie des composeées de type acide gallique et pyrogallol sont bien éliminés. A
I’optimum, 1’¢limination de I’acide gallique atteint 72,58% alors que celle du pyrogallol
atteint 53,58%. Ces rendements sont observés respectivement pour une dose de 90 mg/l et 5
mg/l en sulfate d’aluminium. De plus il faut remarquer que le pourcentage d‘abattement de
I’acide gallique se stabilise au-dela de I’optimum.
Tableau 1.3. Structures des composés organiques étudiées [38]

En se référant aux données bibliographique[2,39],

acide gallique Pyrogallol Ph[uruglucinul
COOH OH
OH OH OH OH i
OH OH OH OH
Masse molaire = 172.12¢g Masse molaire = 126.11g Masse molaire = 162.14g

En se référant aux données bibliographique[2,39], les composés aromatiques présentent une
seule fonction acide ou deux ou trois fonction non contigiies (fonction en position méta ou
para) ne sont pas bien éliminés. C’est le cas du phloroglucinol[38] Par ailleurs, 1I’¢limination
importante obtenus dans le cas de I’acide gallique et du pyrogallol confirment que la présence
de deux fois deux groupements acides en contigiies (COOH ou OH) facilite 1’élimination des

molécules organiques par coagulation floculation.
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Figure 1.6. Influence de la dose de coagulant sur 1’élimination d’acides organiques
(5mg/)[38].

Deux grands types de mécanismes se distinguent[2,40] pour expliquer les interactions entre la
matiere organique et les oxo-hydroxy-métalliques solides. Il s’agit pour ce dernier mécanisme
du phénomene d’adsorption qui pourra s’établir par différents types de réactions.

Le second mécanisme envisage des réactions entre la matiére organique et les formes solubles
hydrolysées métalliques.

La coagulation du phénol et du catéchol (20 mg/l) en eau distillée par les doses de sulfate
d’aluminium introduites correspondant a I’optimum de leur élimination a été réalisée pour une
gamme de pH entre de 2 et 11[41]. L’ajustement du pH a été réalisé durant la phase rapide de
I’agitation. Il faut remarquer qu’a pH optimal, I’amélioration rendements est appréciable,
surtout pour le catéchol. Ainsi les valeurs des rendements optima passent de 13,54% et
26,70% a pH non ajusté a 14,35% et 39,56% a pH = 7 et 9 respectivement pour le phénol et le
catéchol. L’étude du parametre pH s’avére importante du fait qu’il conditionne d’une part la
dissociation des groupements fonctionnels existant dans la structure des composés organiques
en fonction de leur pKa et d’autre part la spéciation du coagulant (forme solubles ou

insolubles, chargées ou natures). Les résultats obtenus confirment les données
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bibliographiques[38,42,43] concernant 1’élimination de molécules organiques pour des pH se
situent globalement entre 5 et 7 selon la structure du composé ainsi que la nature du
coagulant.

1.5.2. Interactions de la matiere organique naturelle avec les oxydants

L’emploi de I’oxydant est fondamental aussi bien dans le traitement des eaux souterraines que
des eaux de surface. Les criteres bactériologiques constituent encore un des objectifs de la
chaine de traitement d’une eau destinée a la consommation. Cependant, certains oxydants
chimiques et notamment le chlore peuvent intervenir sur les substances minérales et
organiques des eaux[44].

Depuis une trentaine d’années, il a été établi par certains auteurs qu’une faible fraction de
chlore introduit dans une eau de surface en vue de leur préoxydation ou de leur désinfection
conduit a la formation des composeés organohalogénés volatils et non volatils [44,45].
L’évolution globale de la mati¢re organique en cours de la chloration présente un abattement
tres faible en carbone organique total (COT) inférieur & (5 a 10%), car peu de molécules
subissent une oxydation totale jusqu’au stade de CO2. (MERLET, 1986 ; CROUE, 1987) En
solution aqueuse, le chlore réagit sur de nombreux composés organiques, suivant des
réactions d’addition, de substitution et d’oxydation pour conduire a des produits de structures
tres variables (DORE, 1989 ; ACHOUR, 2001 ; BACHA et al, 2006). Avec les composés
aromatiques, il peut conduire a des réactions de substitution €lectrophiles, d’hydroxylation, de
décarboxylation, de polycondensation, d’addition sur les doubles liaisons (DORE, 1989). Ces
réactions conduisent a la formation des produits organohalogénés de structures tres variables
et en particulier les trihalométhanes (THM)[46]. La formation de THM dépend de la quantité
de matiéres organiques présentes dans les eaux et les teneurs de ces différents composés sont
tres variables et dépendent essentiellement de la nature des eaux et des conditions de
chloration : pH, taux de chloration, temps de contact et la température[45,46]. En solutions
synthétiques et en absence de tout composé réducteur, les substances humiques présentent des
consommations en chlore suffisamment importantes, de 1’ordre de 0,6 a 0,8 mg Clo/mgSH
[47].

Les consommations en chlore mesurees sur des solutions synthétiques de composes
organiques simples a pH = 7, indiquent que la réactivité des composes aliphatiques, méme
avec des fonctions oxygénées (alcools, acides carboxyliques, cétones,...) reste limitée. Des
consommations inférieures a 0,1 mole de chlore par mole de produit organique sont
observées[48,49].
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Cependant, certaines structures ayant des groupements fonctionnels azotés (amines, acides
aminés) peuvent réagir rapidement avec le chlore en formant des chloramines organiques plus
ou moins stables selon le composé et le pH du milieu[50,51]. Ainsi, les demandes en chlore
indiquent des valeurs de 2 moles par fonction NH» présente dans la structure des acides
aminés aliphatiques (alanine, aspargine)[44].

Les plus fortes demandes sont obtenues dans le cas de la tyrosine qui présente un cycle
aromatique activé par un groupement donneur hydroxylé [49]. En effet, de nombreuses
recherches effectuées ces derniéres années confirment 1’influence des substituants sur la
réactivité des dérivés aromatiques [45,48,49]. Les plus forts consommateurs de chlore sont
ainsi des composés aromatiques possédant des groupements actives (OH, NHz, NRa,...) tels
que le phénol, I’aniline et leurs dérivés (5 a 12 moles de Cl» par mole de composé
organique)[47,49].

Des travaux de coagulation-floculation sur des solutions synthétiques pour 1’élimination des
substances humiques en présence d’une étape préalable de chloration[52] montrent I’action
oxydative du chlore sur les substances humiques produit ainsi des dérivés chlorés ou non
chlorés tels les trinalométhanes (THM), des acides, des acides aromatiques ou aliphatiques.
Les forts taux de chloration et le temps de réaction plus ou moins longs produisent en effet un
clivage des polymeéres organiques en molécules plus petites ; les monomeéres formeés peuvent
étre ensuite oxydés en acides mono ou dicarboxyliques. La réduction de I’efficacité de la
floculation des substances humiques pourrait alors s’expliquer par la difficulté d’une partie
des ions aluminium du coagulant a former des hydroxydes ou des humates d’aluminium
insolubles. Il y’aurait donc une augmentation de la formation de complexes
organoaluminiques solubles. La polarit¢ des produits de la chloration des substances
humiques pourrait également expliquer le fait que ces substances soient plus difficilement
éliminables que les substances humiques dont ils dérivent. Par ailleurs, les dosages plus
importants en coagulant aprés 24 heures de préchloration s’expliqueraient par une
augmentation de la teneur en groupements carboxyliques.

Des travaux (VAN BREEMEN et al, 1979 ; LEVEBVRE et LEGUBE, 1990) [53] avaient
montré en effet le role des groupements COOH dans la stoechiométrie de la réaction de
coagulation des substances humiques par le fer ferrique ou 1I’aluminium.

En fait I’action du chlore ou de I’0zone conduit a une diminution des masses moléculaires de

la matiere organique aquatique [54].




Revue bibliographique Matiere organique

1.6. Conclusion

La matiére organique contenue dans les eaux de surface regroupe un nombre important de
composés appartenant a des familles chimiques tres variées. Les substances humiques
représentent la fraction organique la plus importante. Ces substances sont définies comme un
mélange complexe de matieres organiques naturelles qui incluent dans leurs structures des
chaines aliphatiques et aromatiques portant des substituants oxygénés (COOH, OH). La
présence des matiéres organiques d’origine naturelle est la caractéristique essentielle des eaux
de surface. Les substances humiques (acide humiques et fulviques) constituent généralement
la catégorie la plus importante dans ces eaux et a des concentrations supérieures a 1 mg/l. Les
substances humiques représentent en moyenne 30 a 50 % du carbone organique dissous
(COD) et parfois 90% dans certaines eaux colorées. Leur présence dans les eaux est génante.
Elles peuvent détériorer la qualité organoleptique de 1’eau et conduisant par chloration a des
composés organohalogénés souvent toxique.

La matiere organique des eaux de surface constitue un milieu trés hétérogéne, comprenant des
molécules a structure trés complexe de masse moléculaire élevée mais aussi des composées
organique simples.

La matiére organique qui se trouve dans les eaux de surface est principalement constituée de
macromolécules (acides humiques et fulviques) complexes possédant de nombreuses
fonctions carboxyles (COOH), phénoliques et ou alcooliques (OH), carbonyles (C=0) ainsi
que des groupements amines (NH.), pouvant complexer les éléments minéraux.

Les processus de coagulation-floculation a fait apparaitre divers mécanismes, souvent
complexes et dépendant fortement du pH de 1’eau a traiter, les réactions intervenant entre des
molécules organiques, micropolluant organique ou minérale et des cations utilisés en
coagulation floculation, entrainent la formation de complexes moléculaires, ces complexes,

une fois formés, auront un comportement différent de celui de la molécule seule.




Coagulation et floculation

Partie 11 :
Coagulation et

floculation



Revue bibliographique Coagulation et floculation

11.1. Introduction:

Le mot coagulation vient du Latin "coagulare” qui signifie "agglomérer”. La couleur et la
turbidité d'une eau de surface sont dues a la présence de particules de tres faible diametre (les
colloides). Leur élimination ne peut se baser sur la simple décantation. En effet, leur vitesse
de sédimentation est extrémement faible (figure 11.1). Le temps nécessaire pour parcourir 1 m
en chute libre peut étre de plusieurs années.

La coagulation et la floculation sont les processus qui permettent I'élimination des colloides.
La coagulation consiste a les déstabiliser. 1l s'agit de neutraliser leurs charges électrostatiques
de répulsion pour permettre leur rencontre. La floculation rend compte de leur agglomération

en agrégats éliminés par décantation et/ou filtration[55].
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Figure I11.1. Temps de décantation des particules.

11.2. But de la coagulation floculation:
L'opération de coagulation floculation a pour but la croissance des particules (qui sont
essentiellement colloidales) par déstabilisation des particules en suspension puis formation de

flocs qui seront décantés et filtrés par la suite. Le principe de la coagulation est présenté dans

la figure suivante[56].
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Figure 11.2. La coagulation floculation.
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Les principaux objectifs de la coagulation sont[57]:

Obtention d'une turbidité minimale: Les normes OMS et Algériennes fixent la valeur
maximale a 5 NTU pour les eaux désinfectées;

Obtention d'une couleur minimale: La couleur ne peut étre complétement éliminée par
coagulation floculation. La valeur maximale fixée par 'OMS et Algérienne est de 15
UH (unité Hazen);

Désinfection finale efficace: Elle est liée a I'enléevement de la turbidité et a la valeur du
pH de l'eau;

Obtention d'un floc de bonne qualité: Le floc doit étre resistant et facilement
décantable. Le dosage doit étre tel que la quantité de floc soit limitée de fagon a éviter
une surproduction de boues et un encrassage rapide du filtre;

Obtention d'un pH final optimal: Le pH final doit étre proche de la valeur d'équilibre
ou l'eau n'est ni agressive ni corrosive de maniére a éliminer I'ajout de correctif;
Teneur en carbone organique total (COT) minimale et élimination des précurseurs de
THM (trihalométhane): Etant donne la baisse constante de la qualité des eaux brutes
qui contiennent de plus en plus de micropolluants organiques, le traitement doit étre
aussi efficace que possible pour les éliminer et éviter, lors de la chloration, la
formation de trihalométhane. Or, les substances humiques sont reconnues pour étre
des précurseurs de THM. La couleur ne constitue pas un bon indice de cette tendance.
Par contre, la mesure du COT et I'absorption en UV refletent la présence des acides
humiques. Le COT dissous est plus difficile a éliminer. Par contre une coagulation
préalable au sulfate d'aluminium améliore sensiblement l'absorption des matiéres
organiques en solution sur charbon actif;

Efficacité a basse température: Une simple diminution de température de 0.5 °C (entre
45 et 4 °C) entraine aussi bien avec l'alun qu'avec le chlorure ferrique une
augmentation notable de la turbidité de I'effluent. Si l'on augmente la dose de
coagulant, une sursaturation de I'hydroxyde de métal importante, entraine une
augmentation du métal résiduel. Ceci est due a la quantité de particules de taille
inférieure qui augmente a basse temperature, et exige un temps de compléte du sel de
métal;

Autres applications: Nous avons insisté surtout sur la coagulation appliquée a la
préparation de I'eau potable. Rappelons que les dérivés de I'Al et du fer sont également

employeés dans le traitement physico-chimique des eaux usées ou les mecanismes sont
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similaires avec des problemes moins liés a la turbidité ou l'alcalinité disponibles qu'a
la qualité et au volume des boues produites. Certains procédés industriels nécessitent
également une coagulation efficace, en particulier dans le domaine des pates et
papiers.

e Teneur en aluminium ou en fer résiduel minimale: Dans la grande majorité des usines,
le traitement s'accompagne d'une hausse de la teneur en aluminium total qui peut étre
de 6 a 1500 pg/l. Or, certaines études relieraient 1'absorption d'une quantité importante
d'aluminium dans l'organisme humain a l'apparition de désordres neurologiques tel
que la maladie d'Alzheimer, dialysis encéphalopathie, insuffisance rénale. La quantité
d'aluminium ingérée chaque jour par I'homme est de l'ordre de 20 mg et la
contribution de l'eau potable est inférieure a 5 %. L'aluminium résiduel doit étre
maintenu a une valeur minimale, évitant du méme coup les post-précipitations
éventuelles.

e Le pH est le facteur principal qui influence I'aluminium résiduel: La quantité
d'aluminium varie 100 fois pour une variation d'une unité de pH. La solubilité
d'aluminium a pH (6.5-7) est de (0.025-0.075 mg/l) comparée a la solubilité
d'aluminium a pH 8 qui est de 0.5 mg/l;

e La température: Une basse température peut favoriser la solubilité de I'aluminium en
ralentissant les cinétiques des réactions;

e La présence de ligand (F, SO4%, PO+, substances humiques) favorise la formation de
complexes d'aluminium solubles non éliminables par filtration;

e Le fer n'est pas un élément nuisible pour la santé. Au contraire c'est méme un élément
nutritif essentiel. On doit cependant en contréler les concentrations, et ce pour des
raisons d'esthétique. En effet la présence d'une certaine quantité de fer dans I'eau peut
entrainer certains inconvénients. Cela peut:

e Donner a I'eau un goGt métallique désagréable;

e Tacher les tissus lors de la lessive (taches qui vont du jaune au brun);

e Tacher les équipements sanitaires (baignoires...);

e Former un précipité dans les conduites, ce qui favorise la croissance des bactéries
ferrugineuses.

11.3. La coagulation:
La turbidité et la couleur d'une eau sont principalement causées par les particules colloidales.

Ces particules, qui peuvent rester en suspension dans I'eau durant de trés longues périodes,
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peuvent méme traverser un filtre trés fin[58]. Par ailleurs, du fait de leur grande stabilité
(portant des charges négatives sur leur surface, elles ont tendance a se repousser). Pour
éliminer ces particules, on a recours aux procédés de coagulation et de floculation[58].

La coagulation a pour but principal de déstabiliser les particules en suspension, c'est-a-dire
faciliter leur agglomération, donc deéstabiliser les colloides en diminuant les forces de
répulsion électrostatiques[58]: En pratique ce procédé est caractérisé par la neutralisation des
charges négatives en ajoutant un réactif de charge positive ou coagulant.

C'est aussi l'agglomération des particules fines colloidales en suspension et aussi des
précipités obtenus par la réaction chimique des ions ferriques Fe3* avec les substances

dissoutes dans I'eau. Les principales réactions chimiques en causes sont les suivantes[58]:u

Fez (SO4)s + 6H20 ——» 2Fe (OH) + 3H2S04 (1.1)
3Ca (HCOs) + 3H,S0s ——3 CaSO4 + 6CO; + 6H20 (11.2)
2Fe; (SO4)3 + 6 Ca (HCO3); ——»4Fe (OH) 3 + 6CaSO4 +12 CO; (11.3)

11.3.1. Principe de la coagulation:

Considérons deux particules colloidales A et B. Entre ces deux particules, il existe des forces
de répulsion électrostatiques, dues a la charge de surface, et des forces d'attraction
intermoléculaires, dues aux interactions de Van der Walls. L'énergie potentielle de A et B

varie donc en fonction de la distance les séparant [59-61].

Wt 4

Figure 11.3. La barriére énergétique.
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Tableau I1.1. Interaction entre deux particules en fonction de la distance les séparant.

Distance interparticulaire

Distance interpaticulaire Interprétation
d>ds Aucune interaction
da<d<d: Attraction faible
do<d<d: Répulsion
d<d: Attraction forte, adhésion

Dans un premier temps, la coagulation, par un ajout de sels métalliques (généralement de fer

ou d'aluminium), permet de supprimer les répulsions intercolloidales: les cations métalliques

(AP* et Fe*) se lient aux colloides et les neutralisent. Les particules colloidales peuvent

désormais se rencontrer.[61]
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Figure 11.4. Potentiels électrostatiques[52].
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Il existe entre ces deux couches un potentiel électrostatique ou de NERNST, qui varie en
fonction de la distance par rapport a la surface du colloide.

Dans la couche liée, le potentiel de NERNST décroit linéairement car les cations constitutifs
sont empilés uniformément. En revanche, dans la couche de GOUY, le potentiel
électrostatique varie de maniére non linéaire, étant donné que la répartition ionique résulte
d'un mélange aléatoire de cations et d'anions (la valeur du potentiel a la surface de la couche
de NERNST est appelée potentiel zéta). Les colloides étant chargés négativement, ce potentiel
est négatif. Dans les eaux naturelles, sa valeur varie de -30 & -35 mV[57].

On en deduit donc que I'élimination des colloides passe par I'annulation du potentiel zéta afin
d'annuler les forces de répulsion.[62]

11.3.2. Réactifs coagulants:

L'efficacité des coagulants est directement liée a la valence des cations utilisés. Les ions
monovalents sont moins efficaces que les bi ou trivalents. Il est évident que les doses de
coagulant a mettre en ceuvre sont fonction de leur efficacité relative[63]. Dans le cas des ions
monovalents la quantité nécessaire est de 100 pour une dose de 1 pour les ions trivalents. En
conséquence, les coagulants utilisés sont des sels cationiques trivalents[63].

La mise en solution d'un coagulant se déroule en deux étapes. Le cas de sulfate d'alumine est

tres significatif. Les réactions peuvent étre représentées de la facon suivante[62]

Al (SO4)3 » Al (OH)y (SO4); » Al(OH);
Etape 1 Intermediaries Etape 2 Précipité
Polychargés

L'étape 1: est une phase d'hydrolyse. Des intermédiaires poly chargés positifs se forment. Ces
composes assez fugaces présentent un atome d'aluminium dont le nombre d'oxydation est trés
Conformément a la regle de SCHULZE-HARDY, ces intermédiaires poly chargés positifs
sont trés efficaces pour neutraliser la charge primaire négative des colloides. Il s'agit de la
véritable forme coagulante qui déstabilise les particules chargées négativement.

L'étapel dépend de la température et nécessite un PH compatible avec I'existence de ces
intermédiaires poly chargés. Le temps de formation de ces composés est de I'ordre de 0.1
seconde.

L'etape 2 permet la formation de précipites Al(OH)s. cette réaction dépend de I'agitation du
milieu.

Ce précipité est I'élément qui assure le pontage et la coalescence entre les colloides

déstabilisés: c'est la forme floculant. Tout coagulant présente successivement les deux formes
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actives coagulantes et floculant. Le maintien de cette derniére dépend du PH du milieu. Cette
notion de PH permet de définir les zones optimales de coagulation floculation[63].

La gamme optimale de PH pour l'utilisation du sulfate d'alumine est conditionnée par
I'obtention et la persistance de la forme précipitée Al(OH)s. il s'agit ici de la fourchette 5.8 a
7.2, entre ces deux valeurs le précipité est prédominent. De plus, la forme dissoute AI®* est
inexistante. Toute fuite de cet ion au niveau d'une filiére de traitement est problématique. En
effet, I'ajout d'un adjuvant de floculation pour obtenir un floc cohérent est recommandé dans
le cas de fuite chronique aprés vérification de PH[56].

Le chlorure ferrique posséde une fourchette plus large comprise entre 5.5 et 8.3 toute fuite de
Fe3* peut entrainer une coloration rouge de I'eau et une corrosion sur le réseau de distribution
de fait de I'existence des Ferro bactéries et des phénomenes d'oxydoréduction[64].
L'utilisation de formes polymérisées de type WAC permet de s'affranchir de la premiere
étape. Leur formule chimique est identique aux intermédiaires poly chargés. Leur prix est
évidemment beaucoup plus élevé. En contrepartie, les difficultés de coagulation en hiver sont
résolues.

Une autre particularité de I'addition de coagulant dans I'eau est a examiner. Tout coagulant
mis en solution consomme de l'alcalinité. Cette perte de TAC est fonction de la nature et de la
concentration du composé mis en jeu. L'équation d'’hydrolyse du sulfate d'alumine permet
d'expliquer ce phénomene[63].

Al2 (SOq4) 3, 18 H20 + 3Ca (HCOs3)>——» 18 H20 + 3Ca SO4 +2Al (OH)3 +6CO2  (11.4)
La consommation du TAC par le coagulant et la production de CO: sont les éléments
importants de cette réaction. Cette perte d'alcalinité se traduit par une chute de PH, donc par
une acidification de l'eau, sauf si en méme temps, on a un dégazage de CO,. Le précipité
d'hydroxy d'alumine se forme aux dépens de la dureté temporaire (Ca(HCOz)2) qui se
transforme en dureté permanente sous forme de sulfate de calcium. Ce composé peut
précipiter et donner le gypse[65].

L'acidification de I'eau qui en découle peut perturber la réaction d'hydrolyse du coagulant. La
correction de PH par addition de soude, de chaux ou de calcaire dans le cas d'eaux acides et
d'acide sulfurique ou de CO- pour les eaux incrustantes est quelquefois necessaire. L'acidité
est a vérifier avant et aprés la coagulation. Il s'agit de probléme de I'équilibre cal co-

carbonique[62].
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Tableau 11.2. Perte d'alcalinité et production de CO de quelques coagulants. Les valeurs sont

données pour 100g de produit commercial et dépendent de la qualité de I'eau brute. La perte

d'alcalinité mesurée en °F[44].

Nom commercial Perte d’alcalinité | Perte de TAC en °F | Production de COz2
En g de CaO eng
Sulfate d’aluminium 25 4.5 40
WAC 5.4 1 8.6
Aqualence 5 9 8
Chlorure ferrique 21.1 3.8 33.8
Clairtan 20.1 3.6 31.6

11.3.3. Principaux réactifs coagulants:
Le sulfate daluminium, le chlorure ferrique et le polychlorure daluminium sont les
principaux produits chimiques utilises pour le traitement de l'eau potable. Ces produits
agissent en neutralisant la charge négative des composés dissous et des particules en
suspension dans I'eau au moyen de la charge positive de I'aluminium ou du fer[66].
11.3.3.1. Les coagulants minéraux:
Les sels d'aluminium 111 et de fer 111 sont largement utilisés. Les plus courants sont [62]:

e Les sulfates d'aluminium et de fer I : Al2(SO4)s et Fe2(SO4)s.

e Les chlorures d'aluminium et de fer 11 : AICIs et FeCla.

e Les mélanges de sulfates et de chaux : M2(SO4)3 + Ca(OH)a.

e Les produits mixtes AI**/Fe®*
La réaction de base lors de la mise en solution des coagulants minéraux est une hydrolyse qui
modifie les caractéristiques physico-chimiques de I'eau a traiter (pH, conductivité)[63].
M3z* + 3H,0<=> M(OH)sPrecip + 3H"
Le probléme posé par les coagulants minéraux vient de la formation d’hydroxydes précipités
qui entraine la production d'un volume de boue important. Ces boues doivent étre éliminées
ultérieurement dans le processus de séparation liquide-solide[67].
11.3.3.2. Les coagulants organiques de synthese:
Ce sont des molécules organiques de synthése a caractére cationique. Ces produits
neutralisent les colloides négatifs et sont utilisables directement, en remplacement total ou
partiel d'un coagulant minéral[62].
Ils présentent I'avantage de réduire considérablement le volume de boue produite. Mais, dans

certains cas, ils sont moins efficaces. Donc, l'utilisation conjointe des deux types de coagulant
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permet une tres nette diminution de la quantité de coagulant minéral nécessaire (40 a 80 %)
tout en assurant un moindre volume de boue produite[68].
11.3.4. Avantages et inconvénients de divers coagulants chimiques:

Tableau 11.3. Avantages et inconvenients de divers coagulants chimiques[69].

Produits Avantages Inconvénients
Chlorure ferrique | - Le meilleur pour éliminer | - Un mauvais dosage produits une
ou sulfate ferrique les matiéres organiques. coloration  rougeédtre et une
- Basprix. concentration élevée de résidus de
- N’ajoute pas d’aluminium fer.
a I’eau. - La forte concentration de résidus de
- Les concentrations fer risque de boucher les filtres et de
élevées de résidus de fer tacher la lessive.
sont faciles a détecter. - Tres acide (la porte d’un équipement

- de protection complet est de rigueur)

- boue inesthétique (brune)

Sulfate - relativement peu couteux | -Elimination du COD réduite.
d’aluminum - moins acide (il faut quand | -les erreurs de dosage produisent une
méme porter un | grande quantité de résidus d’aluminium.

équipement de protection) | posant un risque potentiel pour la santé.

Polychlorure - Taux de résidus plus|- Coute trois fois plus cher que les
d’aluminium faible que le sulfate autres coagulants.

d’aluminium.
- Moins d’impact sur le pH

et ’alcalinité.

11.4. La floculation:

Apres avoir été déstabilisées, les particules colloidales ont tendance a s'agglomérer
lorsqu'elles entrent en contact les unes avec les autres. Le taux d'agglomération des particules
dépend de la probabilité des contacts et de I'efficacité de ces derniers. La floculation a
justement pour but d'augmenter la probabilité de rencontre entre les particules grace a
I'agitation lente du fluide (accroitre le volume, le poids et la cohésion du floc)[70].

La floculation consiste a alourdir les flocs déja formés par coagulation qu'on pourra

facilement les éliminer par décantation. Le réactif, floculant, ou adjuvant de floculation,




Revue bibliographique Coagulation et floculation

injecté pour former des " ponts” entre les flocs. Le floculant est en général un polymere
d'origine naturelle, minérale (silice activée) ou organique (alginates ou amidon). Cette étape
qui se place donc apres la coagulation, nécessite un milieu ou l'agitation est tres faible pour ne
pas casser les flocs[71].

11.4.1. Types de Floculation:

11.4.1.1. Floculation péricinétique:

Durant ce type de floculation, le mouvement brownien des particules est fonction de la
température de I'eau. Lorsqu'elles entrent en contact, les particules ont tendance a s'agglutiner
les unes aux autres. Le nombre total de particules varie donc selon I'équation suivante[72]:

d_N:_ rkO(N)? (“ 5)
dt 3n .
Oou:

N: nombre de particules par m®.

I': facteur tenant en compte l'efficacité des collisions.

K: constante de Boltzmann (1.38x10-23 J*k-1)

0: température (k).

n: viscosité dynamique de I'eau (Pa*s).

Le taux de variation du nombre de particules, lors de la floculation péricinétique est important
lorsque la taille des particules est inférieure a 1 micron. Au-dela de cette taille, d'autres
mécanismes doivent étre utilisés afin d'assurer un statut d'agrégation des particules
raisonnable.

I1. 4.1.2.Floculation orthocinétique:

Ce type de floculation est fonction de I'énergie dissipée dans le fluide. Elle est donc causée
par le brassage de I'eau qui permet d'augmenter les chances de contacts entre les particules. La
vitesse du fluide varie dans I'espace et dans le temps et elle est caractérisée par le gradient de
vitesse G. L'efficacité du processus est exprimée selon I'équation suivante lorsque le régime
est turbulent [73]:

Z—’;’:—g r'Gd*N? (11.6)
Ou:

G: gradient de vitesse (s™).
d: diamétre des particules (m).

Le gradient de vitesse est défini selon I'équation [74]:
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c= |~ (11.7)

Ou:

P: puissance réellement dissipéee (w).

V: volume du bassin (m®).

u: viscosité dynamique de 1'eau (kg/m*s).

Selon le degré de floculation désiré, une agitation plus ou moins énergétique doit étre
effectuee[60].

11.4.2. Les adjuvants de floculation ou floculants:

Le floc qui se forme par I'agglomération de plusieurs colloides peut ne pas étre suffisamment
large pour se décanter ou pour se déshydrater a la vitesse souhaitée. L'utilisation d'un
floculant est alors nécessaire[75]. Il rassemble toutes les particules de floc dans un filet,
construisant un pont d'une surface a l'autre et liant chaque particule pour former de vastes
agglomeérats.

Le temps a respecter entre les ajouts de coagulant et de floculant est primordial. En effet, un
floculant n'est en général efficace que lorsque la phase de coagulation est achevée. Pour
choisir les floculants, il faut considérer la taille, la cohésion et la vitesse de décantation du
floc[76]. Comme pour les coagulants, le taux de traitement a mettre en ceuvre est donné par
un essai de floculation.

On utilise[77]:

e Des polyméres minéraux tels que la silice activée (SiO2), généralement associée au
sulfate d'aluminium en eau froide;

e Des polymeres naturels extraits de substances animales ou végétales: amidons,
alginates (obtenus a partir d'algues marines);

e Des polyméres de synthese apparus plus récemment qui ont fait évoluer
considérablement les performances de la floculation. Ils conduisent souvent a un
volume de boue tres inférieur.

11.4. Effet de la coagulation sur les parametres de |'eau:

1) La turbidité:

L'élimination de la turbidité est trés importante. L'élimination de gros colloides minéraux,
ceux-la méme qui sont responsables de la turbidité est le domaine de prédilection de la

coagulation[76].
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2) Lacouleur:
La coagulation est aussi I'élimination de la couleur, c'est-a-dire des matiéres organiques a
I'état colloidal et dissous et les micropolluants organiques[78].

3) La résistivité:
Elle baisse légerement a cause des ions sulfatés ajoutés avec lI'aluminium dans le cas du
traitement avec le sulfate d'aluminium et des polymeres d'aluminium (sulfates)[70].

4) LepH:
Le pH est plus ou moins affecté selon le type de coagulant utilisé et sa concentration. Quand
le sulfate d'aluminium Al2(SOs)s est utilise comme coagulant et est additionné a I'eau, il se
déclenche une hydrolyse qui entraine une baisse sensible du pH. Généralement, chaque Al3+
nécessite pour passer a l'état de I'hydroxyde d'aluminium (AI(OH)3), 30H" provenant des
bicarbonates et de I'eau elle-méme. Les protons H* sont ainsi libérés[44]. Le T.A.C baisse
donc également. Par contre, l'utilisation des polymeres basiques daluminium comme
coagulant n'entraine qu'une trés faible variation du pH qui n'affecte en rien la
déstabilisation[62].

5) Lasilice, les phosphates et le fluor:
La coagulation élimine, en partie, la silice par suite de la formation de silicates due a I'affinité
de la silice pour lI'aluminium. Les phosphates et le fluor sont considérablement diminués par
suite de la forte attirance qu'ils ont pour I'aluminium[72].
I1.5. Facteurs intervenant dans la coagulation des particules en suspension:
A/ La valence des colloides:
Selon la nature des particules colloidales et leur interaction vers le milieu aqueux, c'est-a-dire
leur faculté d'échange des cations périphériques selon qu'elle s'avére forte ou faible, elle
favorise plus ou moins le processus de coagulation[76].
B/ Le potentiel Zéta:
Certaines forces attractives existent entre tous les types de particules colloidales quelles que
soit leur nature chimique. Ces forces attractives (forces de Van der Waals), sont responsables
de l'agrégation de beaucoup de systemes colloidaux. Leur ampleur dépend de la nature des
atomes qui forment les particules colloidales et de leur densite[44]. Ces forces attractives
diminuent avec l'augmentation de la distance séparant les particules, ainsi que I'énergie
potentielle attractive qui en résulte. Les effets de charge sur la stabilité apparente des colloides
irréversibles doivent étre déterminés par la somme des énergies attractives et repulsives de
I'interaction. Cette nette répulsion peut étre considérée comme une barriere d'énergie

d'activation qui doit étre surmontée pour que l'agrégation ait lieu[62]. Ses amplitudes
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dépendant de la charge sur les particules et de la composition ionique de la solution. A des
forces ioniques élevées, cette barriere d'énergie peut disparaitre. Le taux de coagulation
dépend de la grandeur de la barriere d'énergie et de I'énergie cinétique qui anime les particules
colloidales. Les systemes colloidaux qui ont une haute énergie d'activation et une faible
énergie cinétique coagulent trés lentement (colloides persistants) par contre les colloides avec
une faibles énergie d'activation et/ou une haute énergie cinétique coagulent rapidement
(systémes caducs)[76].

C/ Grosseurs et concentration des particules colloidales:

Il existe un seul propice, pour la coagulation, du point de vue dimensionnel. Pour les
particules dont les dimensions sont inférieures au micron, les forces de surface deviennent
prépondérantes vis-a-vis des forces de masse. Dans ces conditions, on constate un état de
dispersion stable d0 aux effets conjugués du mouvement brownien[62]. De méme, il s'avére
que la concentration des particules, c'est-a-dire le nombre de charges électriques a mettre en
jeu pour rompre le potentiel Zéta a une grande influence sur la coagulation. Cette coagulation
est tres difficile quand la concentration colloidale est basse, du moment que le taux de contact
interparticulaire se trouve probablement baissé[71].

D/ L'état d'hydratation:

L'hydratation est un phénomene complexe dont les effets se répercutent sur le taux
d'agrégation des colloides[44]. Dans une solution aqueuse, les particules microscopiques
s'hydratent et s'enveloppent de liquide inter-micellaire. Cette monocouche d'eau absorbée
chimiquement sur les surfaces des particules (ex: les oxydes métalliques, les argiles et le
quartz) produit I'effet d'une gaine isolante protectrice, s'opposant a l'agrégation des particules,
par réduction de la tension superficielle a l'interface particule-liquide. Par conséquent, la
stabilité¢ des colloides se trouve renforcée[62]. Ce phénoméne peut étre contrarié par
l'augmentation de la quantité de coagulant et le prolongement de I'opération[63].

E/ Electrisation des particules:

Comme il a été souligné précédemment, toutes les particules sont ionisées. Cette électrisation
est due soit aux constituants superficiels par adsorption préférentielle soit par combinaison de
la particule avec le solvant suivie d'une dissociation de cette combinaison. La charge
électrique agit par modification de la tension superficielle. Si cette tension est positive, les
particules se dispersent[62]. En réalité, I'électrisation n'est pas la seule cause de dispersion et
ne fait que superposer son effet a ceux des autres agents. Mais elle s'avere un facteur
prépondérant du moment que son abaissement au-dessous d'un certain point critique provoque

ou du moins accélére la coagulation[71].
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F/ Concentration du coagulant:

La détermination de la concentration du coagulant est un parametre essentiel pour la
déstabilisation des colloides. Une surdose du polymere produit inévitablement une
restabilisation des particules colloidales qui sont susceptibles de changer de charge de surface.
Aussi les sites d'adsorption des particules colloidales ne seraient plus disponibles pour la
formation des ponts interparticulaires[69]. Un traitement de coagulation mal ajusté peut donc
conduire a une dégradation rapide de la qualité de I'eau et a des dépenses d'exploitation non
justifiees. Bien souvent, la dose de coagulant conditionne le fonctionnement des ouvrages de
séparation et il se trouve tout simplement impossible de réaliser la clarification si cette dose
est mal ajustée[72].

G/-Vitesse et temps d'agitation:

Lors de l'introduction du coagulant dans I'eau, on procede a une agitation rapide pour la
dispersion et I'nomogénéisation de la solution. Mais une agitation intense empéche
I'agrégation des particules, tandis qu'une agitation prolongée conduit systématiquement a la
restabilisation du systeme agrégé, I'effraction des liaisons entre coagulant et la surface des
particules, et le rabattement ultérieur des segments étendus sur la surface des particules[79].
H/ La température:

La température est un facteur physique important, vu ses effets sur la coagulation et son role
sur la floculation. Toute diminution de la température suivie d'une augmentation de la
viscosité et par conséquent le taux de formation des flocs se trouve réduit. Aussi il est bien
connu qu'en hiver le floc est plus fragile et moins dense[79].

De plus, la température joue probablement un réle dans la diminution du taux de réaction
chimique. De méme, la valeur du pH décroit avec la diminution de la température et ce
changement devient plus important avec les petites doses de coagulant. Ces difficultés dues
aux basses températures peuvent étre généralement vaincues par une conduite de la
coagulation a un pH voisin, autant que possible du pH optimum. Ceci peut étre obtenu par
l'augmentation de la dose de coagulant, qui non seulement accroit la probabilité de collision
des particules mais réduit I'effet du changement du pH optimum{[80].

I/ Le potentiel d"hydrogene pH:

Le pH est I'un des parametres les plus importants qu'il faut noter du fait qu'il joue un réle
déterminant dans la coagulation. Il influence le signe de I'électrisation des colloides suivant
qu'il est acide ou basique. Les flocons d’hydroxyde de fer se forment dans des limites de pH

assez larges entre 4 et 11. Pour les hydroxydes d'aluminium, les limites sont plus étroites.
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En pratique, le pH optimum dépend en premier lieu des colloides a éliminer. Les matiéres
organiques acides sont mieux éliminées a un pH bas, tandis que les substances basiques sont
mieux coagulées a un pH élevé[79,80].
J/ Role des bicarbonates dans I'eau:
Pendant la coagulation, il est important que les bicarbonates soient en proportion suffisante
dans I'eau pour que les sels d'aluminium s'exercent de fagcon optimum en formant des hydrates
d'aluminium sous forme colloidale[62,81]. La formation d'ions complexes mobilise un certain
nombre d'ions hydroxydes OH" et fait entrer en jeu I'effet tampon des bicarbonates présents.
L'ydrolyse conduit donc a un abaissement de I'alcalinité. L'effet tampon ne peut par nature
méme neutraliser entierement le phénomeéne qui la déclenche, il y a également un abaissement
du pH et une augmentation de la teneur en gaz carbonique dissous[62,81].

H,0 &——F H +O0H

CO;H+2H =—= C0,+H,0

(11.8)

L'alcalinité bicarbonatée peut étre corrigée par neutralisation et addition de CaO mais il faut
se garder d'un excés de CaO qui provoquerait ou renforcerait les charges négatives[65].

I1.5. Parametres influengant la coagulation floculation:

Le processus de coagulation est complexe et peut étre influencé par plusieurs facteurs.
Certains sont liés a la qualité de I'eau brute et d'autres au traitement lui-méme.

11.5.1. Facteurs liés a la qualité de I'eau brute:

11.5.1.1. La nature de la couleur et de la turbidité et leur proportion relative dans I'eau
brute:

Rappelons gu'il n'y a pas de solution de continuité entre les mesures de couleur et de turbidité
des eaux, et que seules les tailles des particules et dans une certaine mesure leur nature,
permettent d'établir une classification arbitraire[82].

Les particules de grande taille et de nature généralement minérale (argiles) constituent la
turbidité. Les petites particules et certains composés solubles de nature généralement
organique sont responsables de la couleur[81].

La floculation des acides humiques exige des doses élevées de coagulant approximativement
proportionnelles a leur concentration dans I'eau. Au contraire, les colloides minéraux sont
facilement floculés par de faibles doses de coagulant, sans rapport avec l'intensité de la
turbidité[82,83].

Des études réalisées sur la coagulation floculation de suspensions colloidales affirment
que[84]:
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La nature de la suspension influe sur la turbidité résiduelle et le taux de sulfate
d'aluminium a I'optimum de floculation, aussi il existe une relation stoechiométrique
entre la quantité des colloides organiques et la dose du coagulant consommeé;

L'ajout d'une faible quantité d'argile permet d'améliorer le rendement d'élimination des
substances humiques;

La structure minéralogique et les propriétés surfaciques des particules affectent la dose
du coagulant;

L'élimination de la matiere organique est liée directement a son poids moléculaire, aux
nombre et degré d'ionisation du groupement fonctionnel;

Dans le cas de la déstabilisation par neutralisation de charge, la dose du coagulant est
lige a:

La solubilité de I'hydroxyde de I'aluminium;

La densité de charge des particules primaires;

La surface spécifique des particules primaires.

11.5.1.2. La température:

Des études realisées sur l'influence de la température sur le processus de coagulation

floculation montrent que I'abaissement de la température entraine[85]:

Une augmentation de la concentration en sulfate d'aluminium a l'optimum de
floculation;

Une décroissance de la taille des flocs;

Un déplacement du pH optimum de floculation vers les pH basiques;

Une inhibition des mécanismes de floculation pour des températures inférieures a

10°C, en particulier, pour les eaux peu turbides.

DESJARDINS (1996), montre que la température affecte de maniere significative

I'abattement de la matiére organique par le sulfate d'aluminium[83].

Comme toute réaction chimique, la floculation est accélérée par I'élévation de la température.

La floculation des eaux froides est donc plus lente et moins complete que celle des eaux

chaudes.

D'autre part, la rapide augmentation de la viscosité de I'eau lorsque la température s'abaisse (la

valeur de la viscosité passe de 1 a 2 entre 25 et 0 °C), joue contre la fréquence des rencontres

des particules dans la phase de floculation orthocinétique et diminue le nombre de chocs

efficaces. Enfin, cette viscosité entrave le phénomene de décantation[83,86]. Nous savons

qu'une baisse de la température ralentit la cinétique des réactions chimiques. Les premieres
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études sur la coagulation floculation en eau froide remontent a plusieurs annees. En effet,
Camp et al (1940) expliquent le probléeme en eau froide de deux facons[87] :

1) La solubilité des coagulants est plus faible;

2) L'augmentation de la viscosité de I'eau freine la décantation des flocs.

Des études ont été faites afin de déterminer le coagulant qui est le moins affecté par une
baisse de la température. Morris et Knocke (1984) comparent I'effet de la température sur les
performances du chlorure ferrique FeCls et du chlorure d'aluminium AICI3[88].

L'évaluation des produits est basée sur la cinétique des réactions, les caractéristiques des flocs
formés et I'enlevement de la turbidité. Ils concluent que les cinétiques de réaction sont plus
faibles en eaux froides et que leur meilleur enlevement de la turbidité est réalisé par le FeCls
comparé au AIClz. De plus, ils remarquent que les flocs formés a partir du chlorure
d'aluminium sont plus petits et plus difficilement décantables[88]. Par contre, le taux de
précipitation n'est pas affecté par la température. Ils ont donc proposé d'utiliser le chlorure
ferriqgue FeClz comme coagulant primaire ou aide-coagulant. Il est a noter que les conditions
des tests au laboratoire simulent une coagulation floculation classique avec un mélange rapide
de 1 minute suivie d'un mélange lent de 20 minutes et d'une période de décantation d'une
heure[89].

Une étude approfondie de I'effet de la température sur la floculation a été faite par Mohtadi et
Rao (1973). Les variations du potentiel Zé&ta sont analysées de méme que les taux de
formation de flocs, les doses des produits chimiques ainsi que les pH optimaux[90].

Dans cette étude, les coagulants utilisés sont I'alun et des polyélectrolytes cationiques
(Purifloc 32-C), non ioniques (Magnifloc 900N) et anioniques (Magnifloc 870A). Les
résultats montrent que dans les conditions des essais (glaises kaolines et bentonite a des
températures entre 1°C et 20°C) les potentiels zéta ne varient pas avec la température[90].
Pour l'alun, I'impact d'une baisse de la température est compensé par une augmentation de la
dose d'alun ou par une augmentation du pH (nouvelle zone optimale de pH 6,6 a 6,8). Les
résultats montrent également que le taux de formation des flocs est dépendant de la
température dans le cas de l'alun, par contre lors de l'utilisation d'un polyélectrolyte
cationique, la température n'a pas d'effet sur le taux de formation des flocs. Les auteurs
montrent aussi que les polyélectrolytes anioniques et nonioniques ne réussissent pas a
provoquer une floculation des particules chargées négativement. Ce résultat va a I'encontre de
ce qu'ont démontre Gan et al. (1991)[91].

Une étude (Kank et al, 1995) tente de déterminer les effets de la température sur la

coagulation et la floculation d'une glaise kaoline par le nitrate ferrique. Il a d'abord été montré
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que l'augmentation du pH de 6 a 8 fait augmenter le taux de floculation. Ce taux peut aussi
étre amélioré en augmentant l'intensité du mélange lent. L'effet de la température sur le pH
optimal est bien illustré. Ce dernier passe de 6,8 a 23°C a 7,5 a 5°C afin que le nombre d'ions
OH- soit maintenu[58].

Le gradient de vitesse, donné par la relation ci-aprés, est I’un des paramétres agissant sur la
probabilité de rencontre des particules dans le processus de floculation. 1l dépend de la

viscosité dynamique de I’eau, et donc de sa température[58].

Gz\/% (11.9)

G: Gradient de vitesse (s).

P: Puissance dissipée (Watt).
V: Volume du bassin (m3).
n: Viscosité dynamique (Pa.s).

11.5.1.3. L'influence du pH:

Le role du pH est particulierement important dans la mesure ou il détermine a la fois la charge
des colloides et la nature des espéces qui naissent de sels minéraux d’Al et de Fe. Pour chaque
eau il existe une plage de pH pour laquelle la coagulation a lieu rapidement, plage qui est
fonction du coagulant utilisé, de sa concentration et de la composition de I'eau a traiter[83].
Les coagulants inorganiques changent les propriétés physico-chimiques (pH, conductivité,..)
de I'eau a traiter en raison de leur hydrolyse.

M3* + 3H20 <=> M (OH)s3 + 3H* (11.10)
Le pH nécessaire pour la coagulation peut étre ajusté en ajoutant une base ou un acide.

Tableau I1.4. pH optimum pour la coagulation floculation[62].

Cation | pH optimum pour la coagulation folculation
AL 6.0-74

FeZ >5

Le pH est I'un des parametres qui affecte le plus la coagulation floculation. Son contréle est
donc suggéré. Selon les caractéristiques d'une eau, il existe un pH optimal permettant la
meilleure coagulation (Julien, 1983). Ce pH se situe souvent dans la plage ou la solubilité du
coagulant utilisé est minimale, ce qui permet une meilleure précipitation. Le contrdle du pH
permet aussi d'améliorer la coagulation lorsque la température de I'eau est faible[61]. Dans la
plupart des usines au Québec on utilise plutdt un sel d'aluminium (I'alun). A pH élevé, les

concentrations d'aluminium dissout augmentent considérablement dans I'eau du robinet, ce
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qui est incompatible avec de l'eau potable. Le sulfate ferrique travaille trés bien a des pH
variant de 5,5 a 11,5. Le sel de fer offre définitivement plus de flexibilité. 1l réagit beaucoup
mieux et I'hydroxyde de fer produit est quasi insensible aux variations de pH dans la plage de
pH utilisée. Méme en ajoutant 5 & 7 mg/l de fer en provenance du sulfate ferrique, on obtient
une eau traitée ayant des teneurs inférieures a 0,1 mg/l de fer, la norme esthétique maximale
étant plus petite ou égale a 0,3 mg/I[79].

Aux valeurs habituelles de pH rencontrées dans les eaux naturelles, les ions OH" libres
n'existant pas, ils résulteront de la décomposition des bicarbonates (HCO3") par le floculant (et
formation de gaz carbonique CO2)[81]:

HCO3 —» CO2+ OH" (1. 12)
Réaction a laquelle se superpose celle de I'équilibre du bicarbonate de calcium avec ses
produits de dissociation. L'équation globale type de coagulation peut donc s'écrire [81]:

X3 + 3HCO3——— X(OH)s+ 3CO2 (11.12)
Donc, précipitation d'une hydroxyde métallique X(OH)3 et formation de CO2[65].

Rappelons que

CO2 + H2O «—> H2COs3 (acide carbonique) (11.13)
L'apparition d'acide carbonique et la diminution subséquente de l'alcalinité bicarbonatee
conduit a un abaissement du pH du milieu, dont l'ampleur dépend du pouvoir tampon
(alcalinité initiale et force ionique) et de la dose de coagulant introduite. C'est pour cette
raison qu'il est essentiel de tenir compte du pH, de l'alcalinité et de la minéralisation de I'eau
brute pour la définition du procédé de coagulation floculation[65].

Et voici un exemple avec l'utilisation de I'aluminium comme coagulant[62]:

Al (mgfl)
0.7 ="

A6 | pemtes G S oy

T e TAU 5B
~0- TAC | 14.7°F

0.5

BEE
i e

Figure I11.5. Solubilité d’Al en fonction du pH et du TAC (apreés filtration sur 0.2 micron).
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Il peut étre nécessaire, pour obtenir une floculation correcte, d'ajuster le pH de l'eau en y

ajoutant soit un acide, soit une base (soude, chaux, carbonate de sodium).
11.5.1.4. Effets de I'alcalinité:
La capacité de l'eau a neutraliser des acides. Cette propriété dépend entre autres de la

concentration en carbonate, bicarbonate et hydroxydes de I'eau. L'alcalinité se mesure en

milligramme par litre équivalent carbonate de calcium (mg/l CaCO3)[89].

L'alcalinité naturelle de I'eau réagit avec l'alun pour former le précipite dhydroxyde

d'aluminium. Il faut donc un minimum d'alcalinité pour que I'alun agisse correctement.

Ce minimum permet aussi de stabiliser le pH dans la plage optimale au cours de la

coagulation (Julien, 1983). Dans les eaux de faibles alcalinités, des coagulants préhydrolisés

peuvent s'avérer avantageux car ils en consomment moins[92].
11.5.1.5. Effets des sels dissous:

Les sels dissous dans une eau exercent les influences suivantes sur la coagulation
floculation[84] :

Modification de la plage de pH optimal;
Modification du temps requis pour la floculation;
Modification de la quantité de coagulant requis;

Modification de la quantité résiduelle de coagulant dans I'effluent.

La coagulation a l'aide des sels d'aluminium ou de fer est davantage affectée par les anions

que par les cations. Exemple: SO4%, PO4>. Les cations Na*, Mg?*, Ca?* exercent une

influence minime sur la coagulation.

11.5.1.6. L'influence de la minéralisation:

L'influence de la minéralisation totale ou de teneur en certains cations ou anions a été abordée

par différents auteurs, il en résulte que[81]:

Les anions et cations ont une double action[81]:

Sur I'environnement des colloides: L'augmentation de la teneur en ions entraine une
diminution des forces de répulsion interparticulaire par compression de la double
couche;

Sur la formation des produits d'hydrolyse des sels de fer ou d'aluminium.

L'addition des ions sulfates (SO4?) élargissait la plage de pH optimal vers l'acidité et
favorise la formation de composés neutres ou chargés négativement, alors que

l'addition d'ions phosphates (PO4>) déplagait sans élargir la plage de pH optimal et
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que les ions bicarbonates avaient un effet sur la précipitation des hydroxydes
d'aluminium.
ZOUGRANA (1993), montre que l'alcalinité de I'eau brute joue un réle important dans le
processus de coagulation floculation et I'enléevement du carbone organique total (COT)[11].
PENG (1994), a mis en évidence que les sels de calcium et ceux d'aluminium affectent la
floculation de suspension de kaolin avec du polymeére anionique[83].
11.5.2. Facteurs liés au traitement:
11.5.2.1. La nature et le dosage du coagulant:
Méme si I'alun est le coagulant le plus utilise, il peut étre avantageux de le remplacer par un
sel de fer ou par des P.A.C ou P.A.S selon les caractéristiques de I'eau a traiter. On ne peut
choisir un coagulant et en déterminer la concentration optimale qu'apres essai au laboratoire
vu la complexité du phénomeéne[93].
11.5.2.2. Les conditions d'agitation:
Le processus de coagulation floculation se déroule généralement en deux étapes:

e Une étape de mise en contact entre I'eau a traiter et le coagulant. Cette étape se déroule
généralement sous une agitation rapide. Son but est également de permettre la
neutralisation de la charge des particules et d'amorcer le processus de floculation par
la formation de microflocs. LETTERMAN (1973), montre que la turbidité résiduelle
dépend du temps de mélange rapide et pour chaque combinaison de gradient de vitesse
et dose du coagulant injecté; il existe un temps de mélange rapide associé au minimum
de turbidité[94]. FRANCESHI (1991), indique qu'il existe une valeur optimale de
gradient de vitesse lors de la phase d'agitation rapide pour laquelle la turbidité
résiduelle est minimale;

e Une étape d'agitation lente qui assure la mise en contact et la croissance des flocs,
CAMP et STEIN proposent que le critere GT (dit critere de Camp) soit retenu pour le
bon contrdle du bon fonctionnement d'un floculateur avec 20<G<40 s, MLYANAMI
(1982), confirme ce résultat dans le cas d'agitation par rotation et par vibration.
KELLIL (1989), a montré qu'il existe un maximum pour la taille de floc de l'ordre de

500 xmaqui correspond a une valeur de GT=104:
e Pour les faibles valeurs de GT, le mécanisme de croissance prédomine;
e Pour GT>104 le mécanisme de cassage de flocs est plus important;

e Plus lavaleur de GT est grande plus le cassage du floc est important.
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L'injection du coagulant doit étre extrémement énergetique pour qu'il se disperse rapidement
et uniformément dans toute la masse d'eau. Ceci est d0 a:

-L'importance du contact entre les particules et le coagulant évitant la déperdition de ce
dernier dans l'eau.

-L'instabilité de certaines espéces (en particulier les especes polycationiques). Les usines de
traitement doivent étre dotées de veritables mélangeurs rapides.

11.5.2.3. La nature et le dosage de I'aide coagulant:

L'introduction des adjuvants pour améliorer la coagulation se fait surtout dans les cas
suivants[55,95]:

e Eau de faible turbidité.

e Eau de faible alcalinité.

e Eau froide.

Ces adjuvants doivent étre injectés sous mélange énergétique avant ou apres le coagulant. On
peut citer: I'aluminate de sodium (pour une eau de faible alcalinité), la silice activée et les
polyélectrolytes synthétiques.

11.6. Conclusion:

La coagulation est une opération essentielle dans 1’étape de clarification des eaux de surface.
Une méthode de traitement de I'eau sdre et efficace, qui améliore la qualité de I'eau en
abaissant la teneur en composés organiques, en phosphore dissous, en fer et en particules en
suspension et en diminuant la coloration de I'eau. Elle est aussi tres complexe car elle dépend
de nombreux facteurs afin d’obtenir une eau préte a étre distribuée au consommateur. Pour
cela les opérateurs d’usines doivent en particulier:

e Surveiller en continu les évolutions des caractéristiques physico-chimiques de 1’eau
brute, et donc posséder des équipements de mesure et d’analyse des différents
parameétres influencant sur la coagulation;

e Conduire des tests (Jar Test) suivant une procédure rigoureuse et maitrisée, en
particulier au niveau du maintien de la température a la valeur de celle de I’eau brute a
tester, de 1’¢limination des risques de contamination des échantillons par contact avec
des accessoires en aluminium, de la conservation des échantillons ... ;

e Disposer des installations de préparation et d’injection de réactifs souples permettant
de remplacer le sulfate d’aluminium par un autre coagulant, tout au moins durant
certaines périodes critiques, le sulfate d’aluminium restant le réactif le plus

¢conomique d’utilisation.
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Introduction:

Le présent chapitre est consacré a la description des méthodes et des moyens expérimentaux
utilisés durant notre travail.

La 1°™ partie a été consisté a étudier 1’élimination des micropolluants organiques par
coagulation basant sur turbidité et étudié les interactions physicochimiques avec la dose de
coagulant. Pour cela, nous avons utilisées la méthode de plan d’expérience pour étudier les
interactions physicochimiques avec les doses de coagulant et aussi trouver un modele
mathématique afin de faciliter notre travail. Alors, nous avons optimisé trois méthodes (RNA,
SVM, ANFIS) a base des données construites par réponse de surface méthodologie (RSM).

La 2™ partie consistait en les caractérisations des propriétés physico-chimiques et autres
éléments principaux de I'eau brute aprés une premiere caractérisation pour trouver un site tres
pollué des différentes sources de Médéa. Pour cela, les eaux brutes ont été caractérisées par
difféerentes méthodes d'analyse. Apreés, nous avons appliqué le modéle mathématique de la
partie 1 dans la station ADE afin de fixer les doses de coagulant. A la fin, nous avons caractérise
I'eau traitée afin de la comparer avec I'eau brute et voir I'efficacité de notre modélisation

Dans la 3™ partie a été consisté aux caractérisations des propriétés physico-chimiques et autres
éléments principaux dans les eaux traitées des différentes sources de Médéa et aussi créer un
modele mathématique pour sulfate et bicarbonate. Vu que ces deux parameétres influent sur

coagulation et ils ne sont pas stable a leurs analyses.
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I. Coagulation
I.1. Travail au laboratoire:
1.1.1. Principe:
A des volumes identiques d’eau a traiter, on injecte des quantités croissantes de coagulant de
facon a déterminer la dose permettant d’obtenir une eau traitée de meilleure qualité possible.
La méme opération est répétée pour différents types de coagulant. Les résultats permettent de
choisir la nature et la dose de coagulant[62].
1.1.2. Réactifs:
- Solution mere de coagulant (100 g/l de sel d'aluminium exprimée en produit commercial.
- Solution fille (10 g/) préparée le jour de 1’essai.
1.1.3. Appareillage:
- Un chronomeétre;
- Une éprouvette de un litre;
- Un floculateur de laboratoire avec six béchers de floculation;
- Un siphon (d ~0,5 mm) recourbe vers le haut pour éviter I'aspiration des boues;
- 7 vases de 0,5 litre pour récupérer les échantillons;
- 1 pipette graduée de 10 ml;
- 1 pH meétre;
- 1 turbidimétre;
-Le jar test: Equipement de laboratoire pour tester des différents produits chimiques a utiliser
ultérieurement dans le traitement physico-chimique. Cet équipement est composé de 6 postes
avec régulation de vitesse d’agitation et programmation du temps d’essai.
L'origine du jar test est difficile a retracer, son utilisation remonte a plusieurs décennies. Les
avantages du jar test sont importants, en voici quelques-uns:
e Déterminer les doses optimales de produits chimiques (coagulants et aides-coagulants);
e Déterminer le pH optimal de coagulation;
e Déterminer la solidité des flocs formés;

e Déterminer les intensités de mélange optimal.

s
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Figure I.1. Jar test

1.1.4. Préparation et conservation des échantillons:

Le sel d'aluminium a éte utilisé dans cette étude comme coagulant. Les tests en pots ont
été réalisés a l'aide de béchers remplis d'1 L d'eau, a savoir des eaux brutes collectées
dans différentes localités de la région de Médéa, avec différents niveaux de turbidité
ajustés par l'acide humique. Parce que les eaux acides et oligotrophes ont souvent une
teinte "thé" brune a jaune, notamment due aux acides humiques (les acides humiques
sont l'une des fractions les plus importantes de I'humus. ... Grace a leurs fonctions
hydrophiles de type acide carboxylique), ils peuvent retenir une quinzaine de fois leur
poids en eau et jouer ainsi un rdle fondamental dans la rétention d'eau et la réserve d'eau
utile d'un sol. Ainsi, aprés avoir créé de la turbidité par I'acide humique, I'eau prend une
teinte "thé", et sans oublier que la turbidité contient diverses matiéres minérales et
organiques en suspension ou en solution. Les matiéres dissoutes et colloidales
constituent a elles seules 60 a 80% de la charge organique (acides humiques). Si nous
parvenons a eliminer la turbidité, nous pouvons dire que nous avons éliminé les matieres
organiques et minérales (par complexation). En raison que, I'élimination de la couleur,
c'est-a-dire 1’élimination des matiéres organiques a I'état colloidal et dissous et les

micropolluants organiques[78]

1.1.5. Mode opératoire[96]:

Placer les béchers sur le floculateur et mettre les pales d'agitation en place.

46
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e Démarrer l'agitation a la vitesse de 180 tours/min. Les pales et leur vitesse de rotation
doivent étre identiques dans tous les béchers.

e Noter la température de I'eau.

e A l'aide d'une pipette graduée, ajouté le coagulant le plus rapidement possible et de
maniere reproductible dans chaque bécher. - Les doses appliquées dans chaque bécher
sont croissantes de facon a "encadrer” la dose optimale présumee.

e Déclencher le chronometre (t = 0).

e Aprés 2 min (t = 2 min) de mélange rapide (dispersion du réactif, coagulation), réduire
la vitesse de rotation des pales a 40 tours/min (agitation lente, floculation).

e Noter le temps d'apparition du floc aprés introduction du coagulant.

e Autempst=10minett=20 min, noter I'aspect de la floculation exprimée par une note.

e Autempst=20 min, relever (doucement en prenant soin de ne pas casser le floc formé)
les pales des agitateurs en respectant un décalage de 15 a 30 s entre chaque relevé.

e Attendre 45 min de décantation puis prélevé, a l'aide d'un siphon, 0,5 litre dans chaque
bécher suivant le schéma suivant en veillant & ne pas siphonner la surface de I'eau:

e Apreés 45 min de décantation, le surnageant de chaque pot a éteé retiré de I'échantillon de
port et analysé pour le pH, la température, la turbidité, la conductivité et le titre métrique
total alcalin (TAC). Le pH, la conductivité, la température et la turbidité ont été mesures
au moyen d'un pH-métre, d'un conductimétre, d'un thermometre et d'un turbidimeétre,
respectivement. Le TAC a été analysé immédiatement suivant la méthode de dosage
décrite dans partie 1 [29].

1.2. Méthodes de prédiction

Plusieurs méthodes ont été appliquées pour résoudre des problémes liés a la prédiction et a la
modélisation de systémes non linéaires complexes. Ces méthodes sont particulierement utiles
lorsque de tels systemes sont difficiles & modéliser a I'aide de méthodes conventionnelles[97].
Dans cette étude, quatre méthodes ont été testées pour prédire les doses de coagulant a partir
des parametres physico-chimiques de I'eau, a savoir RSM, RNA, SVM et ANFIS.

Apres avoir construit la base de données selon RSM, la base de données a été normalisée dans
I'intervalle [-1, + 1] selon la méthode RSM en utilisant la fonction mapminmax du logiciel
Matlab[98]; il a également été divisé en deux parties pour les trois autres modeles (RNA, SVM,
ANFIS): 70% du jeu de données pour la formation. Les 30% restants des échantillons, qui n‘ont
pas participé a l'apprentissage du modele, ont eté utilisés pour les performances de validation
et de prediction des modéles [99,100]

o
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Ou xN est la valeur des données apres normalisation, X max et x min désignent respectivement
le maximum et le minimum des données; y max et y min sont pris comme -1 et 1; x les valeurs
d'origine.

X—X_.
XN :(ymax _ymin)[ﬁ)_'_ymin ' (Il)

Le coefficient de corrélation (R), le coefficient de détermination (R?), le coefficient ajusté
(R?adj), l'erreur quadratique moyenne (RMSE), I'erreur quadratique moyenne (MSE), I'erreur
absolue moyenne (MAE), la prédiction standard d'erreur (ESP), la prédiction d'erreur Des
modeles (EPM) ont été utilisés pour estimer les performances de chaque modele. Les valeurs
correspondantes ont été calculées a l'aide des équations suivantes [100-102]

N -
D (oo = Yeup ) (Yorea = Yiora )
R=T5= — - (1.2)
(e =5e) 3 s~

RZ =1—
o N-K-1

RMSE = JNJ[ (Yoo — ypred)j (1.4)
(ij(z yexp ypred j (I5)

1 N
(W]z Yexp = Ypred (1.6)

=1

(1.3)

ESP(%) = ———x100 (1.7)

(yexp _ypred)| (1.8)
Yoo |

Ou N est le nombre de données; K est le nombre de variables (entrées); yexp et ypred sont

respectivement les valeurs expérimentales et predites, fxpet Yorea SONt respectivement les

valeurs moyennes des valeurs expérimentales et prédites[103-105].

@
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1.2.1. Plan d’expérience (surface de réponse)
Le Centre Compose Design a été sélectionné pour étre utilisé dans cette étude [106]. Deux
niveaux, une valeur de a = 1 et 5 répétitions au point central ont été considérés. Enfin, les

variables d'entrée ont été codées par intervalles [-1, +1] (tableau 1).

Tableau I.1. Codage et niveaux réels pour le modele CCD.

Variables Symbole Unité Niveaux de facteur de code

-1 0 +1
pH X1 - 7.25 8.02 8.78
Tempeérature X2 °C 10.65 19.48 28.30
Conductivité X3 Us/cm 106 988 1871
Turbidité X4 NTU 0.86 519.93 1039
Tac X5 °F 12.00 1820 244

Le nombre d'expériences est déterminé selon I'équation. (1.9) [107].
N=2+2k+c (1.9)

Nous avons appliqué la méthode des plans d’expériences (surface de réponse) sur les résultats
obtenus de la station de traitement de Médéa. Le choix du modéle est porté sur un modéle

polynomial de degré 2 de la forme [107]:
k k k

Y =B, + Y BX;+ Y B;X*+ > B, XX, +E Y =a0 + Zai xi + Zaij xi xj + Zaii xi2 (1.10)
i i ij

Rappelons que les facteurs retenus dans cette modélisation sont les suivants :

- La température (T).

- Le pH (P).

- La conductivité de I’eau (C).

- La turbidite (TU).

- Le titre alcalimétrique (TA).

La présentation des plans d’expériences s’est fait manuellement. Les résultats de cette

présentation sont donnés dans le tableau suivant.

Le nombre d'expériences est déterminé selon I'équation. (1.9) [107].

Ou k est le nombre de variables indépendantes, 2“ est le facteur de points, 2k est les points a
Xi aux et ¢ est le nombre d'experiences au centre[108]. Le modéle utilisé pour prédire les

e
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réponses et décrit la relation entre les variables indépendantes était I'équation polynomiale du
second ordre [107].

Y:B0+Zk:BiXi+Zk:BiiX2+Zk:Binin+E (1.12)
i i i
1.2.2. réseau neurone

Afin de relier les doses de coagulation avec le pH, température, conductivité et turbidité, on a
construit un modele prédictif a base de RN type feed-forward (RNFF). Le RNFF proposé
renferme trois couches: une couche d'entrée avec quatre nceuds représentant les facteurs étudiés,
une seule couche cachée (une seule couche cachée est jugée suffisante vue le nombre limité des
points expérimentaux) et une couche de sortie avec un neurone générant la valeur estimée des
doses de coagulant[109].

Afin de rendre 1’apprentissage du RNFF plus efficace en empéchant la fonction de transfert de
devenir saturé et rendre 1’apprentissage tres rapide, toutes les variables d’entrée et de sortie ont
été normalisées dans l'intervalle (IN) -1 & 1 en utilisant I'équation (1.1) de normalisation.

La fonction de transfert linéaire "logsig et tansig" ont ¢été attribuée a la couche de I’entrée et
"purelin et tansig" ont été attribuée a la couche de sortie[100].

L'algorithme LM est utilis¢ dans I’apprentissage du réseau de neurones. Cette méthode
d’apprentissage recherche le nombre de neurones dans la couche cachée qui produisent de
bonnes qualités de prédictions par optimisation des poids et des biais L’algorithme de LM (fait
partie des méthodes[100]. Le nombre d’itérations est nettement plus faible et les temps de calcul
réduits d’autant. Vue le nombre limité des points expérimentaux, la base de données a eté
aléatoirement répartie en deux sous-ensembles, en réservant 70 % des données pour la phase
d’apprentissage et 30 % pour la phase de validation. Afin d’optimiser 1’architecture du RN, une
procédure d’essai et erreur a été exécutée. Le nombre de neurones (N) dans la couche cachée a
été varié de 3 a 10[100].

Dans ce travail, I'optimisation de l'architecture RNA a l'aide du logiciel MATLAB R2013a est

décrite par un organigramme représenté sur la figure 1.2 [100];

e
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Analysis of physicochemical parameters
Normalization database
Choice of neural network parameters

( Neural network feed-forword backprop >

I ] I ]

Activation The activation

Database Training Neurons in functions in function in the
division into two function the hidden the hidden output layer
subassemblies (LM) layer (3:10) layer (logsig (purelin and

and tansig) tansig)

A 4

save the parameters of the artificial neural network

Figure 1.2. Organigramme pour le développement et I'optimisation de I'architecture RNA
1.2.3. Support vector machine
Dans ce travail, SVM est utilisé pour la modélisation non lineaire utilisant les différentes
fonctions du noyau, car il n'y a aucune garantie gu'un noyau donné apparaitra plus efficace
gu'un autre concent des données spécifiques. A partir de 13, il est nécessaire d'optimiser les
différentes fonctions du noyau et de tester leurs performances. Ces fonctions du noyau se
trouvent dans la boite a outils Matlab R 2018a[110].
Les fonctions du noyau qui ont été sélectionnées dans ce travail sont les suivantes [110]:

e Poly (polynomial)

k(X;,X;)=(ax" +c)’ (1.12)
e Linear
k(X X;)=x"y+c (1.13)
e Gaussian
1 —X. —X?2
k(xi,xj):a Zﬂexp{?} (1.14)

a
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Avec C= BOxConstraint, ¢ =epsilon, d= PolynomialOrder et &°= sigma

Ou d, c, eto? sont des parameétres du noyau définis par I'utilisateur

Analysis of physicochemical parameters
Normalization database
Choice of SVM parameters
( v D

| ! }

Database Kernel function
division into (Linear, BOx EPsilon and Polynomial
two polynomialand | |Constraint sigma Order
subassemblies gaussian)

Figure 1.3. Organigramme pour le développement et I'optimisation du modele SVM
1.2.4. Systeme d'inférence neuro floue adaptatif
Dans ce travail, nous avons optimiseé les algorithmes de pondération, les fonctions (trimf,
trapmf, gbellmf, gaussmf, gauss2mf, pimf, dsigmf et psigmf) pour I'entrée et (constante et
linéaire) pour la sortie et aussi de nombreux nceuds pour chacun entrée pour obtenir le résultat
le plus preécis; il est a noter que ces algorithmes et fonctions se trouvent dans la boite a outils de
Matlab R 2013[111].
Comme décrit ci-dessus, deux étapes ont été suivies pour la modélisation ANFIS, ou deux
ensembles de données ont été utilisés, respectivement les données d'apprentissage et de
vérification. Tout d'abord, la formation a été effectuée a lI'aide de I'ensemble de données de
formation. Deuxiémement, la vérification de I'ensemble de données a été envisagée pour
verifier I'exactitude et I'efficacité du modele ANFIS[111].
Deux critéres ont été retenus pour optimiser le modéle ANFIS: le nombre de fonctions
d'appartenance affectées aux entrées et sorties et la valeur RMSE. En outre, les quatre aspects
suivants ont été pris en compte pour la phase d'apprentissage de I'ANFIS, a savoir le nombre de
fonctions d'appartenance utilisées, le type de fonctions d'appartenance, le surajustement et les

options de formation.
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I1. Caractérisation des eaux brutes et traitées

Dans notre travail, nous nous sommes basés sur le site le plus pollué afin d'appliquer et de tester

I'efficacité du coagulant par le modéle mathématique qui a été créé dans la lere partie sur

I'élimination de la matiere organique et d'autres parameétres physico-chimiques afin de rendre

I'eau potable

La 2°™ partie consistait en les caractérisations des propriétés physico-chimiques et autres

éléments principaux de I'eau brute apres une premiere étude pour trouver un site trés pollué

dans la région de Médéa. Pour cela, les eaux brutes ont été caractérisées par différentes

méthodes d'analyse. Apres, nous avons appliqué le modele mathématique de la partie 1 dans la

station ADE afin de fixer les doses de coagulant. A la fin, nous avons caractérisé I'eau traitée

afin de la comparer avec I'eau brute et voir I'efficacité de notre modélisation

I1.1. Mode de prélévement

Les échantillons d’eau sont recueillis dans des flacons en verre bien lavés. Les prélevements se

font a une profondeur de 15 a 30 cm de la surface de I’eau, en évitant la pénétration de I’air. Le

transport des échantillons depuis le point de préléevement jusqu'au laboratoire a été effectué dans

une glaciére a 4 °C. Avant de procéder aux opérations analytiques, il est essentiel que toutes les

dispositions soient prises, telles que I’homogénéisation au moment du dosage.

I1.2. Matieres utilisées

Le tableau ci-dessous nous présentons les différents produits utilisés lors de notre étude.
Tableau 11.1.Types de solution et produite utilisés pour les différents analyses.

Parameétres mesurés Types de solutions et produits
Chlorures Chromate de potassium, Nitrates d’argent
TAet TAC Phénolphtaléine et méthyle d’orange HCI

Ca*et Dureté Totale NaOH, Murexide, solution Tampon pH=10,

Noir eriochrome(NET) et EDTA

Matiére Organique Acide sulfurique,
Permanganate de potassium et sulfate

ferreux ammoniacal
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11.3. Matériels utilisés
Le tableau ci-dessous nous présentons les différents appareils utilisés lors de notre étude.
Tableau 11.2. Les différents matériels utilisés pour les différentes analyses.

Parametre mesurés Types d’appareils
Température
TDS Multi-parametre
Salinité (%) WTW
Conductivité (us / cm)
Turbidité Turbidimetre de laboratoire modéle
2100N HACH a 4000NTU
PH PH-métre
Ca®", K*,Na* La photométrie d'émission atomique
La densité optique Spectrométre

|.4. Méthodes d’analyse physico-chimique

Les préelevements des échantillons pour 1’analyse physico-chimique ont été mis dans des flacons
en verre puis acheminés au laboratoire pour ’analyse. Les analyses physico-chimiques ont
concerné les parametres suivants : T°C, PH, Conductivité électrique, Dureté totale,
Chlorures......... etc.

Les méthodes analytiques utilisées sont décrites par[5] :

11.4.1. Analyse physique

a) Température, salinité, Total solides dissous, et conductivité

Ces parametres sont mesurés a 1’aide d’un Multi-parameétre WTW.

b) Turbidité

La turbidité est mesurée au laboratoire a 1’aide d’un turbidimetre « Hach » a cellule photo-
électrique, par la méthode néphélémétrique. Les résultats sont exprimés en unité de turbidité
néphélémétrique (NTU).

c) PH

La mesure de pH est effectuée couramment par la méthode potentiométrique avec électrode de

verre plus.
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e Principe
La différence de potentiel existant entre une électrode de verre et une électrode de référence
(calomel-KCI saturé) plongeant dans une méme solution, est une fonction linéaire du pH de
celle-ci. Selon I’expression de NERNST, le potentiel de I’¢lectrode est 1i¢ a I’activité des ions
H™
11.4.2. Analyse chimique
a) Dureté Totale

e Principe
Dureté totale par méthode titrimétric 8 ’EDTA permet de doser rapidement les ions calcium et
magnésium, avec certaines précautions, elle est appropriée a la plupart des types d’eaux.
La dureteé totale détermine la concentration en calcium et du magnésium dissous. Les alcalino-
terreux présents dans l'eau sont amenés a former un complexe de type chélate par le sel di
sodique de I'Acide Ethyléne Diamine tétra acétique (EDTA).
b) Dosage des chlorures par la méthode de « MOHR »

e Principe de la méthode
Réaction des ions chlorures avec des ions argent pour former du chlorure d'argent insoluble qui
est précipité quantitativement .Addition d'un petit exces d'ions argent et formation du chromate
d'argent brun-rouge avec des ions chromates qui ont été ajoutés comme indicateur. Cette
réaction est utilisée pour Il'indication du virage. Durant le titrage, le pH est maintenu entre 5 et
9.5 afin de permettre la précipitation.
c) Dosage des nitrites (Méthode au réactif de ZEMBELLI)

e Principe de la méthode
Réaction des ions nitrites présents dans une prise d’essai avec le réactif amino-4 benzéne
sulfonamide en présence d’aide ortho phosphorique pour former un sel diazoique qui forme un
complexe de coloration rose avec le dichlor-hydrate de N-(naphtyl-1)diamino-1,2 éthane
(ajouter avec le réactif amino-4 benzéne sulfonamide) .
d) Dosage des nitrates (Méthode au salicylate de sodium)

e Principe de la méthode
En présence de salicylate de sodium, les nitrates donnent du paranitrosalisylate de sodium,

coloré en jaune susceptible d’un dosage Calorimétrique.
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e) Dosage des phosphates

e Principe de la méthode
Les ions orthophosphates peuvent étre dosés avec précision par colorimétrie. Ils réagissent
avec le molybdate d’ammonium pour donner de I’acide molybdophosphorique. Cet acide donne
lieu a diverses réactions colorées. La réaction au chlorure stanneux ou a I’acide ascorbique
donne du molybdéne qui développe une coloration bleu susceptible d’un dosage
spectrophotométrie a une longueur d’onde de 825 nm.
f) Dosage du Sodium, Potassium et Calcium (Méthode par spectrométrie d’émission de
flamme)

e Principe de la méthode
Le photométre de flamme est principalement utilisé pour le dosage du sodium, du potassium,
du lithium et du calcium. En raison de la facilité et de la rapidité de son utilisation ainsi que du
peu d’interférences. Cette méthode est largement utilisée pour ces ¢léments qui sont difficiles
a doser autrement. Lorsque le cation, préalablement nébulisé, arrive dans la flamme, il est alors
excité. Il se désexcite alors en émettant des photons, c'est-a-dire une émission lumineuse. Cette
intensité émise est proportionnelle a la concentration du composé.

La mise au point d’un dosage par émission de flamme exige un étalonnage de 1’appareil.

Diaphragme
reglable
lentille I
i Cellule .
T , — Amplificateur
l | H photoélectrique '
w, (L. I 0
—2 T T mmne Filtre sélectionnant la
( j
A longueur d’onde
‘_f_’, ! Calculateur et
" '|solution a doser afficheur

Figure 11.1. Schéma du principe d’un photométre de flamme [53].
g) Dosage de la matiere organique (Méthode a chaud)
e Principe
L’indice de permanganate d une eau est la concentration en masse d’oxygene équivalente
a la quantité d’ions permanganates consommée quand un échantillon d’eau est traité par le
permanganate dans les conditions définies. L’échantillon d’eau est en présence d’une quantité

connue de permanganate de potassium et d’acide sulfurique pendant une période donnée (10
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minutes). Une partie du permanganate est réduite par les matiéres oxydables de 1’échantillon.
L’exces de permanganate est déterminé par addition d’un exces d’oxalate, suivie par un titrage
de I’oxalate en exces par du permanganate (principe du titrage en retour).
h) Résidu sec

e Principe
Une certaine quantité d’eau bien mélangée est évaporée dans une capsule tarée. Le résidu
desseché est ensuite pesé.
i) Dosage de L'ammonium (Méthode de Nessler )

e principe
Mesurage spectrométrique de la solution de tartrate de potassium et de citrate de sodium ajoutée
a I'échantillon afin d'éviter la précipitation subséquente d'hydroxydes de calcium et de
magnésium.
Par la suite, I'azote ammoniacal réagit en présence de salicylate, de nitroprussiate de sodium et
de chlore actif pour former un complexe vert dont I'absorbance a 660 nm est proportionnelle a
la concentration d'azote ammoniacal.
J) dosage de calcium (Méthode titremetrique a I'EDTA)

e Principe
Titrage des ions calcium avec une solution aqueuse de ’EDTA a un pH compris entre 12 et 13.
L’indicateur utilisé est le murexide, qui forme un complexe rose avec le calcium. Lors du
titrage, ’EDTA réagit avec les ions calcium, I’indicateur vire alors de la couleur rose a la
couleur violet.
k) Détermination de sulfate

e Principe
Les ions sulfates sont précipités et dosés a I’état de sulfate de baryum suivant la réaction:

BaCly+ SO42 — BaSOa4+ 2CI- (1.1)

I) Détermination d'Aluminium (par spectromeétrie)

e Principe
Réaction de I’aluminium avec 1’ériochrome cyanine a un pH de 5.9 en présence de I’acétate

d’ammonium.
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m) Détermination du Manganese (par spectrométrie)

e Principe

e (’est une réaction des ions manganeses avec une solution d’acide ascorbique, forme un

complexe rouge orangé mesurable a la longueur d’onde de 450 nm dans un domaine de
pH situé entre 9.5 et 10.5.

n) Détermination de I'Alcalinité

e principe
Détermination des volumes successifs d’acide fort en solution diluée nécessaires pour
neutraliser, aux niveaux de pH 8.3 et 4.3, le volume d’eau a analyser. la premiére détermination
sert a calculer le titre alcalimétrique (TA), La seconde a calculer le titre alcalimétrique complet
(TAC).
0) Dosage du fer (par spectrométrie)

e principe
Addition d’une solution de phénantroline-1.10 a une prise d’essai et mesurage photométrique
du complexe rouge-orange a une longueur d’onde de 510 nm. Le complexe fer (II-
phénantroline-1.10 est stable dans I’intervalle de pH de 2.5 a 9 et I’intensité de la coloration est
proportionnelle a la quantité du fer.
1.5. Analyses physico-chimiques
Mesure de Totale des solides dissous (TDS), Potentiel d'hydrogéne (PH), Température (T°),
Oxygene dissous (Oadissous), Conductivité électrique et Salinit¢ a 1’aide d’un multi-

parameétre[5].

Figure 11.2. Image prise d'un multi-parametre utilisé dans la présente étude.

On peut mesurer le PH a l'aide d'un pH-métre.
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Figure 11.3. Image prise d'un PH-métre utilisé dans la présente étude.
11.5.1. Mode opératoire
>Dosage de I’échantillon
*Prendre environ 100 ml d’eau a analyser
*Mettre un agitateur avec une bécher
=Laisser stabilis¢ un moment avec une faible vitesse d’agitateur
*Puis noter le pH, T°, I’oxygene dissous, conductivité ¢électrique et salinité
Les résultats donnés directement en % et mg/1 (oxygéne dissous), pus/cm (conductivité) et en g/l
(salinité).
11.5.2. Turbidité
11.5.2.1. Mode opératoire
Remplir une cuvette de mesure propre et bien essuyer avec du papier hygiénique avec
I’échantillon a analyser bien homogénéisé et effectuer rapidement la mesure, il est nécessaire
de vérifier I’absence de bulle d’air avant la mesure[5].
La mesure est obtenue directement en NTU.
11.5.3. Dosage de Calcium Ca?*
11.5.3.1. Mode opératoire
= Prélever une prise d’essai de 50ml de I’échantillon, ajouter 2ml de la solution
d’hydroxyde NaOH (2N) et une pincée d’indicateur (Murexide), la solution doit se
colorer en rose bien mélanger le tout ;
= Titrer avec la solution d’EDTA, en versant lentement le virage est atteint lorsque la

couleur devient nettement violette ;
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Figure 11.4. Image prise du dosage de calcium par 'EDTA.
= La couleur ne doit plus changer avec 1’ajout d’une goutte supplémentaire de la
solution d’EDTA.
Ca=  (Ci*Va-A)Vo {F:*1000%F } (11.2)
Ou:
C1: concentration exprimée en mole par litre de la solution EDTA soit 0,01.
Vo : est le volume en millilitre de la prise d’essai soit 50ml.
V1 : est le volume en millilitre de la solution d’EDTA utilisé pour le dosage.
A : est la masse atomique du calcium (40,08g).
Fc : facteur de correction du titre.
F : facteur de dilution.
11.5.4. Dureté Totale (TH)
11.5.4.1. Mode opératoire

*Placer 50 ml d’eau a analyser dans un erlenmeyer;

=Ajouter 4 ml de solution Tampon et 3 goutte de solution de noir ériochrome;

=Titrer la solution de ’EDTA rapidement en début puis goutte a goutte jusqu’a virage

bleu;

Figure 11.5. Image prise du résultat de dosage de la dureté par I'EDTA.
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*Noter Vgq de Solution ’EDTA.
TH =1000 * [(C*V1)/V2] (1.3)

TH : C'est le titre hydrométrique en mg/I
C : Concentration en milliéquivalent par litre ’EDTA
V1: Volume ml de solution d'EDTA utilisé pour le titrage
V2: Volume d’échantillon.
11.5.5. Dosage de Chlorure (CI?)
11.5.5.1. Mode opératoire
= Introduire 100 ml de I’échantillon dans une fiole;
= placer sur un fond blanc et ajouter 1 ml d’indicateur de chromate de potassium(b)
= titrer la solution par addition goutte a goutte de solution de nitrate d’Argent jusqu’a ce

que la solution prenne une couleur rougeatre;

Figure 11.6. Image prise du dosage des ins chlore par 'EDTA.
= Apres addition d’une goutte de solution de Chlorure de Sodium cette coloration doit
disparaitre.

11.5.6. Détermination de Magnésium (Mg?*
La différence entre la dureté totale et la dureté calcique donne directement la dureté
magnésienne de 1’eau analysée.
11.5.7. Détermination de Titre Alcalimétrique Complet (TAC) et I’acidité (HCO3)
11.5.7.1. Mode opératoire

* Introduire 100 ml de I’échantillon dans un bécher et noter le pH ;
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= Amener 100 ml d’eau a analyser pH au 4.3 en versant lentement 1’acide

chlorhydrique (HCI) pour obtenir cette valeur a 1’aide d’un disimal ;

o Mt =3

Figure 11.7. Image prise d'un protocole de dosage de TAC de la présente étude.
= Noter le volume de HCI.
TAC=VHc1 *50=mg/L (11.4)
HCO3=VHci*61=mg/I (11.5)
11.5.8. Détermination de Résidu Sec
11.5.8.1. Mode opératoire
*Tracer une capsule préalablement lavée, rincer a I’eau distillée et desséchée;
*Prélever 100 ml d’eau a analyser dans une fiole jaugée et déverser la dans la
capsule;
*Porter cette dernicre a I’étuve a 105 C° pendant 24 heures;
=Laisser refroidir pendant %4 d’heure au dessiccateur ;
*Peser immédiatement et rapidement [5].
R.S= (V2-V1) x2x104 (11.6)
11.5.9. Détermination d’ammoniacal (NH*z)
11.5.9.1. Mode opératoire
* Prendre 40ml d’eau a analyser ;
= Ajouter 2ml du réactif 1(1g Acide dichloroisocyanurique + 16g Hydroxyde de
sodium (NaOH) + eau distillé ) ;
= Ajouter 2ml du réactif 11 (659 Tricitirate de sodium + 16g Salicylate de sodium +
0.485¢g Nitroprussaite de sodium ) et ajuster a 50ml avec H»O distillée et attendre
lheure ;
= L’apparition de la coloration verdatre indique la présence de NH*4;
= faire une lecture spectrométrique a environ 655 nm.
11.5.10. Détermination de nitrites NO~
11.5.10.1. Mode opératoire
= Prendre 50ml d’eau a analyser ;
= Ajouter Iml du réactif mixte (40g Sulfanilamide+ 100 ml Acide phosphorique+ N-
1 Naphtyle éthyléne diamine);
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= Attendre 10mn ;
= L’apparition de la coloration rose indique la présence des NO;
= faire une lecture spectrométrique a environ 543 nm.
11.5.11. Détermination du phosphate PO4*
11.5.11.1. Mode opératoire
= Introduire 40 ml d’échantillon;
= gajouter 1 ml d’acide ascorbique + 2mL de réactif mélange dans une fiole jaugé de 50
ml;
= Compléter le volume;
= porter a I'étuve 80°C pendant 20 min;
= faire une lecture spectrométrique a 825 nm.
11.5.12. Détermination de sulfates SO4>
11.5.12.1. Mode opératoire
= Introduire 40 ml d’échantillon;
= ajouter 5ml solution stabilisante + 2mL de solution de chlorure de baryum dans une
fiole jaugé de 50 ml;
= Compléter le volume;
= faire une lecture spectrométrique a 420 nm.
11.5.13. Détermination de nitrate NO3
11.5.13.1. Mode opératoire
= Introduire 10ml d’eau a analyser ;
= Ajouter 3 gouttes de la solution d’hydroxyde de Sodium a 30% (b) ;
= Ajouter 1 ml de solution de Salicylate de sodium a 0.5 % (a) ;
= Evaporer a sec au bain marie ou a I’étuve 75 - 88°C ;
» Prendre le résidu avec 2 ml d’acide sulfurique concentré (d) ;
= Laisser reposer 10 minutes ;
= Ajouter 15 ml d’eau distillée ;
= Ajouter 15 ml de tartrate double de sodium et de potassium ;

= Faire la lecture au spectrometre UV-Visible a la longueur d’onde de 415 nm.
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L

Figure 11.8. Image prise lors de I'expérience de la détermination de nitrate.

11.5.14. Détermination de fer
11.5.14.1. Mode opératoire
» Prendre comme prise d’essai, 50 ml ;
= Transvaser la solution dans une fiole de 100 ml, ajouter 1 ml de la solution
chlorhydrate hydroxylamine et mélanger soigneusement ;
= Ajouter 2.0 ml de tampon acétate pour obtenir un pH entre 3.5 et 5.5 de préférence
45;
= Ajouter 2.0 ml de la solution phénantroline et conserver pendant 15 min a
I’obscurité ;
= Mesurer I’absorbance a 1’aide d’un spectrophotométre UV VIS a 510 nm en utilisant
une cuve de 10 mm?2,
11.5.15. Détermination du manganése
11.5.15.1. Mode opératoire
= Introduire 40 ml d’échantillon;
= ajouter 1 ml d’acide ascorbique + 2mL de réactif mélange dans une fiole jaugé de 50

ml;

Compléter le volume;
= Une coloration rouge orangé apparaitre;
= Mesurer I’absorbance a I’aide d’un spectrophotometre UV VIS a 450 nm.
11.5.16. Détermination de sodium et de potassium
11.5.16.1. Mode opératoire
Appareil Dr LANGE (JENWAY).
Il faut le suivre étape par étape :

= Allumer I’appareil a ’aide du bouton vert (power) ;
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Ouvrir le robinet de la bouteille du gaz ;

Allumer la flamme a I’aide u bouton noir « IGNITION » sans lacher le doigt
jusqu’a I’affichage « FLM » en rouge sur 1’écran ;

Pipeter de I’eau distillée remplie dans une cuvette ;

Optimiser la flamme si elle est jaune a ’aide du bouton « fuel » jusqu'a ce que la
couleur devienne bleue violacee ;

Optimiser a zéro a I’aide du bouton « Blank » ;

Laisser se stabiliser 5 a 10 minutes ;

Une fois qu’elle se stabiliser a zéro, activer la cuvette d’eau distillée et la remplacer
par une autre cuvette remplie par une solution étalon de Na* ou du K*a10 mg/ ;
Optimiser a 10 mg/1 a I’aide du bouton « FINE » ;

Retirer la cuvette remplie par une solution étalon de Na* ou de K™ a 10 mg/l et la
remplacer par une cuvette remplie d’eau distillée et vérifier si 1’écran affiche zéro
(0.000) ;

Retirer la cuvette remplier par I’eau distillée et la remplacer par une cuvette remplie
par une solution étalon de Na“ ou K*a 10mg/1 et vérifier si ’écran affiche. ;

Retirer la cuvette et la remplacer par une autre cuvette remplie d’eau distillée ;

A la fin passer aux échantillons inconnus jusqu’a ce que la valeur affichée sur I’écran
soit stable (3 essais pour chaque échantillon) ;

A la fin du dosage et par mise de la sécurité, il faut toujours fermer la bouteille de

gaz propane en premier lieu ensuite 1’appareil el la pompe.

I1.5.17. Détermination de I’oxydation au permanganate de potassium :

11.5.17.1. Mode opératoire

Dans un erlenmeyer a col large on introduit 100 ml d’eau a analyser puis on ajoute
10ml d’acide sulfurique %2 N plus quelques grains de Potter et porter a ébullition (1%
bulles) ;

Ajouter 10 ml de permanganate de k* N/80 et porter a ébullition pendant 10 minutes
(2éme ébullition) ;
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Figure 11.9. Image prise pendant la détermination de la matiere organique.

= Refroidir puis ajouter 10ml de sulfate ferreux ammoniacal (N/80) ;

Figure 11.10. Image prise de sulfate ferreux ammoniacal utilisé dans I'expérience.
= Titrer avec KMnO4 jusqu’au virage de la solution rose claire ;
= Faire un témoin avec I’eau distillé.
O=V-Vomg/l (1.7)
11.5.18. Détermination d'Aluminium AI3*
11.5.18.1. Mode opératoire
= Dans une fiole jaugée de 50 ml, introduire a 1’aide d’une pipette, un volume de10 ml de
I'échantillon;
= gjouter 0.5 ml de thiosulfate de sodium 0.028 N avec agitation;
= 1 ml d’acide ascorbique a 1% (c)avec agitation;
* 1 ml d’acide sulfurique a 0.04 N(b);
= 10 ml de la solution tampon pH 5.9;
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= 5 mlde la solution fille d’eriochrome cyanine, réajuster le volume a 50 ml avec de I’eau
distillé et attendre 10 min. Une couleur rouge orange apparaitre en cas de présence
d'aluminium;

= Mesurer enfin, I’absorbance a la longueur d’onde (environ 540 nm).
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L'eau traitée a été récupére par différents sites de Médéa et analysée par différents parametres
physico-chimiques qui ont été écrits dans la 2°™ partie afin de modéliser deux paramétres
(sulfate avec réseau neurone et régression linaire multiple et bicarbonate avec réseau neurone).
I11.1. Modélisation

I11.1.1. Sulfate :

Plusieurs méthodes ont été appliquées pour résoudre les problemes liés a la prédiction et a la
modélisation de systémes non linéaires complexes. Ces méthodes sont particulierement utiles
lorsque ces systémes sont difficiles a modéliser a I'aide de méthodes classiques[97]. Dans cette
étude, nous nous sommes intéresses a l'utilisation et a la comparaison de deux méthodes de
prédiction des teneurs en sulfate soluble a partir des parametres physico-chimiques de I'eau
potable. Ces méthodes sont la régression linéaire multiple et les réseaux de neurones artificiels.
111.1.1.1. Base de données

Les données utilisées pour cette étude ont été obtenues a partir de I'analyse expérimentale
d'échantillons d'eau prélevés a plusieurs reprises au cours de la période 2018 dans la région de
Médea, en Algerie (trois échantillons par semaine provenant de différentes régions).

La variable dépendante était la teneur en sulfate soluble dans I'eau potable. Les variables
indépendantes étaient les parametres physico-chimiques: conductivité, turbidité, potentiel
hydrogene, dureté, calcium, magnésium, chlorures, titre métrique alcalin total (TAC), matiere
organique, dioxyde d'azote, nitrates, sodium, bicarbonate, potassium, métaux lourds (Mn?*,
Fe3* et Al") et résidus secs. Les données sont divisées en trois phases (70% d'apprentissage,
15% de test et 15% de validation) selon le modéle RNA pour comparer les coefficients de
corrélation et les erreurs entre les deux modeles[112].

111.1.1.2. Méthodes de prédiction

111.1.1.2.1. Réseau de neurone

Afin de relier la variable dépendante avec les variables indépendantes, on a construit un modele
prédictif a base de RN type feed-forward (RNFF). Le RNFF proposé renferme trois couches:
une couche d'entrée avec 18 noeuds représentant les facteurs étudiés, une seule couche cachée
(une seule couche cachée est jugée suffisante vue le nombre limité des points expérimentaux)
et une couche de sortie avec un neurone générant la valeur estimée des doses de coagulant.
Afin de rendre I’apprentissage du RNFF plus efficace en empéchant la fonction de transfert de
devenir saturé et rendre 1’apprentissage tres rapide, toutes les variables d’entrée et de sortie ont
été normalisées dans l'intervalle (IN) -1 a 1 en utilisant I'équation (1.1) de normalisation.

La fonction de transfert linéaire "logsig et tansig" ont été attribuée a la couche de I’entrée et

"purelin et tansig" ont été attribuée a la couche de sortie.
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L'algorithme LM est utilis¢é dans 1’apprentissage du réseau de neurones. Cette méthode
d’apprentissage recherche le nombre de neurones dans la couche cachée qui produisent de
bonnes qualités de prédictions par optimisation des poids et des biais L’algorithme de LM
(Press et al. 1988) fait partie des méthodes d’optimisation. Le nombre d’itérations est nettement
plus faible et les temps de calcul réduits d’autant. Vue le nombre limité des points
expérimentaux, la couche cachée a été varié de 3 a 10.

Dans ce travail, I'optimisation de I'architecture RNA a l'aide du logiciel MATLAB R2013a est
décrite par un organigramme représenté sur la Figure 1.2[100].

111.1.1.2.2. Régressions linéaires multiples

La régression linéaire multiple consiste a décrire les relations entre une variable dépendante et
plusieurs variables appelées variables indépendantes, ou n est le nombre de variables
indépendantes. En effet, la régression linéaire multiple, qui est une méthode d'analyse de
données, est couramment utilisée pour établir des modeles prédictifs des phénomeénes observés
en milieu aquatique [113]. Cette méthode permet de dessiner une fonction polynomiale
décrivant la relation entre les variables dépendantes et indépendantes et permet de déterminer
les variables d'entrée les plus significatives. Le modéle peut étre écrit comme dans I'équation
(1n.2).

Y =Bo+BX, + By, -+ B o+ B, +E(0) (1.1)

Avec :

n : number of independent variables;

g(x) : random noise (error term or regression residual);

y: dependent variable;
"X, X%, %, X, - Independent variables;
= 3, - estimated ordinate at the origin;

" B,.By, BB, - model coefficients.

111.1.1.3. critéres d'évaluation statistique

Le coefficient de corrélation (R), le coefficient ajusté, I'erreur quadratique moyenne (RMSE),
I'erreur quadratiqgue moyenne (MSE) et I'erreur absolue moyenne (MAE) ont été utilisés pour
estimer les performances du modele. Les valeurs correspondantes sont calculées a l'aide des

équations (1.2 jusqu'a 1.8) qui ont été décrites dans la partie (1) [101,102].
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111.1.2. Bicarbonate

Dans cette partie, nous n’avons utilisé que réseau neurone pour prédiction des teneurs du
bicarbonate

111.1.2.1. Base de données

Les données utilisées pour cette étude ont été obtenues a partir de lI'analyse expérimentale
d'échantillons d'eau prélevés a plusieurs reprises au cours de la période 2018 dans la région de
Médéa, en Algérie (trois échantillons par semaine provenant de différentes régions).

Variables indépendantes sont les parametres physico-chimiques qui sont a savoir: conductivite,
turbidité, pH, dureté, calcium, magnésium, chlorures, titre d'alcalinité totale (TAC), matiére
organique, dioxyde d'azote, nitrates, sodium, sulfates, potassium, métaux lourds (Mn?*, Fe3* et
Al ™) et les résidus secs.

Afin de relier la variable dépendante avec les variables indépendantes, on a construit un modele
prédictif a base de RN type feed-forward (RNFF). Le RNFF proposé renferme trois couches:
une couche d'entrée avec 18 noeuds représentant les facteurs étudiés, une seule couche cachée
(une seule couche cachée est jugée suffisante vue le nombre limité des points expérimentaux)
et une couche de sortie avec un neurone générant la valeur estimée des doses de coagulant.
Afin de rendre 1’apprentissage du RNFF plus efficace en empéchant la fonction de transfert de
devenir saturé et rendre 1’apprentissage tres rapide, toutes les variables d’entrée et de sortie ont
été normalisées dans l'intervalle (IN) -1 & 1 en utilisant I'équation (1.1) de normalisation[100].
La fonction de transfert lin€aire "logsig et tansig" ont été attribuée a la couche de I’entrée et
"purelin et tansig" ont été attribuée a la couche de sortie[100].

L'algorithme LM est utilis¢ dans I’apprentissage du réseau de neurones. Cette méthode
d’apprentissage recherche le nombre de neurones dans la couche cachée qui produisent de
bonnes qualités de prédictions par optimisation des poids et des biais L’algorithme de LM fait
partie des méthodes d’optimisation. Le nombre d’itérations est nettement plus faible et les
temps de calcul réduits d’autant. Vue le nombre limité des points expérimentaux, la couche
cachée a été varie de 3 a 10.

Dans ce travail, l'optimisation de I'architecture RNA a l'aide du logiciel MATLAB R2013a est
décrite par un organigramme représenté sur la Figure 1.2[100]

111.1.2.2. critéres d'évaluation statistique

Dans cette étude, nous présentons les différents parameétres statistiques utilisés pour évaluer
I'efficacité de chaque réseau et sa capacité a faire des prédictions preécises.

Le coefficient de corrélation (R), I'erreur quadratique moyenne (RMSE), I'erreur quadratique

moyenne (MSE), I'erreur absolue moyenne (MAE), I'erreur de prédication standard (ESP) et

S
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I'erreur de prédiction d'erreur de modele (EPM) ont été utilisés pour estimer les performances
du modeéle. Ces parametres statistiques sont calculés a I'aide des équations ((1.2 jusqu'a 1.8)) qui
ont été décrites dans la partie (11)[100]
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I. Prédiction des doses de coagulation

RSM, RNA, SVM et ANFIS sont les quatre approches qui ont été utilisées pour la prédiction
de la dose de coagulant a partir des parameétres physico-chimiques de I'eau. Les quatre méthodes
ont été realisees, évaluéees et comparees.

I.1. RSM

Une analyse statistique par RSM a été réalisée a l'aide du logiciel "JMP 13" sur I'ensemble du
logiciel de base de donneées. Cette méthode a permis de trouver la relation mathématique (Eq.l.
1) entre les doses de coagulant et les variables indépendantes qui correspondaient aux
parametres physico-chimiques. Premiérement, I'équation a pris en compte les 5 variables
(tableau 1.1), méme celles qui ne semblaient pas avoir un impact significatif sur la variable

dépendante. La relation obtenue a donc été évaluée afin de ne conserver que les variables

indépendantes caractérisées par une valeur de probabilité élevée (tableau 1.1).

Tableau 1.1. Valeurs de 3., Xi i et caractérisation des variables indépendantes du RSM.

i Terme Jit Erreur Std | t Rapport | Prob>|t|
0 Intercepter | 29.44685 |2.01046 |14.64676 |4.40E-08
1 X1 -3.88888 |1.58898 |-2.44740 [0.03441
2 X2 -2.55555 1.58898 |-1.60829 |0.13884
3 X3 -11.94440 |1.58898 |-7.51703 |2.02E-05
4 X4 16.38888 |1.58898 |10.31406 |1.20E-06
5 X5 416666 |1.58898 |2.62222 |0.02550
6 X1*X2 5.81250 |1.68537 |3.44879 [0.00623
7 X1*X3 6.68750 |1.68537 |3.96796 |0.00265
8 X2*X3 -7.56250 |1.68537 |-4.48713 |0.00116
9 X1*X4 2.06250 |1.68537 |1.22376 [0.24909
10 X2*X4 -14.18750 |1.68537 -8.41802 |7.52E-06
11 X3*X4 -1.31250 |1.68537 |-0.77875 |0.45415
12 X1*X5 468750 |1.68537 |2.78128 |0.01940
13 X2*X5 -2.56250 |1.68537 |-1.52043 [0.15936
14 X3*X5 156250 |1.68537 [0.92709 |0.37571
15 X4*X5 6.18750 |1.68537 |3.67129 |0.00430
16 X1*X1 3.02386 |4.29938 |0.70332 |0.49790
17 X2*X2 -5.97613 |4.29938 |-1.38999 [0.19469
18 X3*X3 20.52386 |4.29938 |4.77367 |0.00075
19 X4*X4 8.52386 |4.29938 |1.98257 |0.07554
20 X5*X5 -13.47613 |4.29938 |-3.13443 [0.01061

Y = B+ B X+ By Xy + By Xy B Xy + BuXo B X Xy + B X Xy
+ By Xy Xy + By X Xy + Bio Xp X + By X5 Xy + By X X + By X, X5

+ﬁm-xerxs +,815.X4.X5 +ﬂ16'xlz +1817'x22 +ﬂ18.X32 +ﬂ19'xf +:820'X52

(1.1)
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Ensuite, seules 13 variables indépendantes qui ont un pouvoir explicatif élevé pour la variable
dépendante ont été retenues (Pr <0,05); ainsi la relation peut étre réduite a Eq (1.2):
Y =B+ B X+ Lo Xy + B X+ B X+ . X . X, + B X X +
By Xy Xy + B Xy Xy + B Xy Xe + Bs Xy X + Big X2+ oy XE

La valeur du coefficient de détermination a légérement diminué, mais I'équation est devenue

(12)

plus simple apres la suppression des variables avec peu de pouvoir explicatif de la variable
dépendante. Ce coefficient R = 0,98691 signifie que la corrélation du modéle était modérément
positive (figure 1.2). La probabilité (Pr <.0001) était strictement inférieure a 0,5%, confirmant
que le modele était significatif.

La valeur du niveau de signification p et la valeur du rapport F, qui fournissent une mesure de
la signification statistique du modéle de régression, ont également été déterminées. Une valeur
élevée de F avec une valeur minimale de p signifie que I'équation est significative [114].
L'effet des facteurs (Xi), leurs interactions et leurs effets quadratiques peuvent étre déduits
simultanément par le modéle proposé. En effet, le tableau 1.1 montre les effets de chaque facteur
indépendant, son interaction avec les autres facteurs et son effet quadratique sur la dose de
coagulant (Y).

En effet, les coefficients de chaque facteur dans le modele permettent d'évaluer I'impact de
chaque facteur sur la réponse [115]. Ainsi, il est évident que les changements de turbidité et de
TAC dans l'effluent traité ont augmenté la dose de coagulant (figure 1.1). En revanche, les
changements de pH et de conductivité ont eu un effet négatif sur la dose de coagulant (figure
1.1).

Les interactions et effets quadratiques des facteurs montrent que la relation entre la réponse et
les facteurs n'est pas toujours linéaire [115]. Utilisé a différents niveaux dans le processus de
coagulation et lorsque plusieurs facteurs sont modifiés simultanément, un facteur peut produire
différents degrés de réponse. Ainsi, les interactions entre facteurs (pH - Température, pH -
Conductivité, pH -TAC et Turbidité -TAC) ont montré des effets positifs sur les doses de
coagulant (Figure 1.1), alors que les interactions entre facteurs (Température - Conductivité et
Température - Turbidité) ont eu des effets négatifs sur doses de coagulant (Figure 1.1). De plus,
les résultats ont montré deux facteurs avec des effets quadratiques intéressants, a savoir la
conductivité et le TAC, indiquant respectivement des effets quadratiques positifs et négatifs
(Figure 1.1).
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Figure 1.1. Effets des facteurs de fonctionnement et de leurs interactions.

Au vu des résultats obtenus, il apparait qu'a chaque augmentation du pH (7,25 a 8,78) et de la
température (10,65 a 28,3 ° C), la dose de coagulant utilisé pour le traitement est passée de
109,51 mg/1a 83,15 mg/ | pour pH et de 109,15 mg /1 a 78,28 mg /| pour la température. La
dose de coagulant a également diminué (de 109,51 mg / | a 75,24 mg / ) avec I'augmentation
de la conductivité (de 106 pus/cm a 1243,54 ps / cm), puis a augmenté a 85,51 mg /| pour 1871
ps / cm. En revanche, les résultats obtenus montrent une augmentation de la dose de coagulant
(de 47,16 mg / I a 109,51 mg / I) lorsque la turbidité augmente (de 0,86 NTU a 1039 NTU).
Enfin, on peut noter que I'effet du TAC sur la dose de coagulant n'était pas linéaire. Ainsi, la
dose de coagulant utilisé pour le traitement des effluents a augmenté (de 88,55 mg/1a 109,51
mg / 1) pour des valeurs de TAC allant de 88,55 ° F a 19,71 ° F; puis diminué (101,88 g / I)
pendant 24,4 ° F. Ces resultats confirment I'effet des facteurs de cette étude, a savoir le pH, la
température, la conductivité, la turbidité et le TAC pendant le processus de coagulation
[58,76,80,83].

Pour une dose optimale de coagulant choisie égale a 109,50 mg / |, une eau ayant les propriétés
suivantes: pH 7,25, température 10,65 ° C, cond 106 us / cm, turbidité 1039 NTU et TAC =

19,71 ° F a fourni un traitement efficace a 99,96%.
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Figure 1.2. Relation entre la dose observée de coagulant et celles estimées par le modéle
RSM
Les résultats des performances du RSM en termes de toutes les erreurs et en termes de valeurs
de vecteur d'accord (R, pente: a et intersection: ) sont donnés dans le tableau 1.2.

Tableau 1.2. RSM performances

RMSE MSE MAE
ESP (%) EPM (%) R A B
(mg/1) (mg/1) (mg/)

Tous 3.82890  14.66053 10.41194 1.47823 3.82890 0.98691 0.97399 0.95615

1.2. RNA

Dans cette partie, nous avons optimisé 3 fonctions d'activation avec le nombre de neurones
cachés (de 3 a 10). Les résultats de ces tests sont présentés dans le tableau 1.3.

Le tableau 1.3 présente les meilleures architectures trouvées. 1l montre les coefficients de
corrélation et I'erreur pour chaque apprentissage et validation en fonction du nombre de
neurones dans la couche cachée et de la topologie du réseau. Il montre également les fonctions
d'activation de la couche cachée et de la couche de sortie. L'architecture 1 (tableau 1.3) semble
étre le modele RNA le plus pertinent pour predire les doses de coagulant. Le coefficient de
corrélation et le RMSE étant quasiment égaux entre les architectures 1 et 3, le plus petit nombre




de neurones de la couche cachée a été choisi afin d'avoir le plus petit nombre de paramétres

possible.

Tableau 1.3. Performances des différentes architectures RNA testées

Fonction Coefficients de RMSE
RNA )
d’activation correlation
Nbr Neurones / | Couche Couche Totale Totale
couche cachée sortie

1 [5-6-1] logsig Purelin 0.9975 1.7954
2 [5-9-1] tansig Purelin 0.99744 1.8132
3 [5-10-1] tansig Tansig 0.99751 1.7908
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Une fois l'architecture de RNA synthétisee, elle a été validée; les valeurs prédites (valeurs
estimées) ont été comparées aux valeurs expérimentales dans les deux étapes des phases
d'apprentissage et de validation, et les résultats correspondants sont donnés dans la figure 1.3.

Les résultats ont été dénormalisés en valeurs réelles en vue de la comparaison avec les autres
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Figure 1.3. Relation entre la dose observée de coagulant et celles estimées par le modéle

RNA.

Les résultats de la performance RNA en termes de toutes les erreurs et en termes de valeurs de

vecteur d'accord (R, pente: a et ordonnée a l'origine: ) sont donnés dans le tableau I.4.

Tableau 1.4. Performances de la prédiction utilisant RNA

RMSE MSE EPM  MAE
ESP (%) R a B
(mg/l) (mg/l) (%) (mg/l)
Tous 179535 3.22331 4.83966 0.28386 0.67928 0.99750 0.99403 0.20004

Formation 2.12626 4.521011 6.25372 0.19098 0.91414 0.99612 0.99011 0.24250

Validation 0.22616

0.05115

0.50634 0.00428 0.10519 0.99978 0.99317 0.18521

1.3. SVM

Dans cette partie, nous avons optimisé 3 fonctions du noyau, chaque noyau synthétisé par des

parameétres qui doivent également étre optimisés:

La fonction linéaire synthétisée par Box Constraint, epsilon et sigma, la fonction gaussienne

synthétisée par Box Constraint, epsilon et sigma; la fonction polynomiale synthétisée par Box
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Constraint, epsilon et Polynomial Order, sachant que le PolynomialOrder a été optimisé de 2 a

5.

Une fois le résultat de la phase d'apprentissage obtenu, il a été validé par la base de données de
validation. Les résultats obtenus (valeurs prédites) ont été comparés aux valeurs expérimentales
dans les deux étapes (la phase dapprentissage et la phase de validation) afin d'avoir le
coefficient de corrélation et RMSE. Les résultats de ces tests sont présentés dans le tableau I.5.

Il convient de noter que les résultats ont été dénormalisés aux valeurs réelles pour les comparer

aux autres modeles.

Coagulation

Tableau 1.5. Performances des différentes fonctions du noyau SVM testées

Function de Quantité de vecteurs Coefficients de
Noyau C g o d de support corrélation RMSE
Total Total

Linear 846 0.0032 / / 22 0.66564 19.04920
Gaussian 479.0010 2.5551e-04 2.3000 / 22 0.99668 2.08927
Polynomial 816 0.0052 / 2 22 0.92786 9.54540
Polynomial 23 0.0035 / 2.5 22 0.93081 9.3885
Polynomial 102 0.0012 / 3 22 0.98170 4.87540
Polynomial 614 0.0013 / 3.5 22 0.98311 4.67220
Polynomial 623 0.001 / 4 22 0.98672 4.17170
Polynomial 731 5.8782e-04 / 4.5 22 0.99272 3.16830
Polynomial 855 4.3554e-04 / 5 22 0.99474 0.9947

Il est évident que la fonction gaussienne donne un meilleur résultat en termes de coefficient de

corrélation et de RMSE; ce résultat a été schématisé graphiquement par la figure 1.4.
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Figure 1.4. Relation entre la dose observée de coagulant et celles estimées par le modéle
SVM
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Les résultats de la performance SVM en termes de toutes les erreurs et en termes de valeurs de
vecteur d'accord (R, pente: a et intersection: ) sont donnés dans le tableau 1.6.
Tableau 1.6. Performances de la prédiction a l'aide de SVM

RMSE MSE MAE
ESP (%) EPM (%) R a B
(mg/l) (mg/l) (mghl
Tous 2.08927 4.36505 5.63194 0.58983  0.98625 0.99668  0.99017 0.68643

Formation 0.06292 0.00395 0.15571  0.01155 0.05477 0.99999  1.00050 -0.01719

Validation 3.87627 15.02550 13.36646 0.16488 3.26318 0.96448  0.92988 3.13381

1.4. ANFIS
Dans ce travail, nous avons optimisé les algorithmes de pondération, les fonctions (trimf,
trapmf, gbellmf, gaussmf, gauss2mf, pimf, dsigmf et psigmf) pour I'entrée et (constante et
linéaire) pour la sortie et aussi de nombreux nceuds pour chacun entrée pour obtenir le
résultat le plus précis; il est a noter que ces algorithmes et fonctions se trouvent dans la boite
a outils de Matlab R 2013.
Comme décrit ci-dessus, deux étapes ont été suivies pour la modélisation ANFIS, ou deux
ensembles de données ont été utilisés, respectivement les données d'apprentissage et de
vérification. Tout d'abord, la formation a été effectuee a I'aide de I'ensemble de données de
formation. Deuxiémement, la vérification de I'ensemble de données a été envisagée pour
verifier I'exactitude et I'efficacité du modéle ANFIS.
Deux critéres ont été retenus pour optimiser le modeéle ANFIS: le nombre de fonctions
d'appartenance affectées aux entrées et sorties et la valeur RMSE. En outre, les quatre
aspects suivants ont été pris en compte pour la phase d'apprentissage de I'ANFIS, a savoir
le nombre de fonctions d'appartenance utilisées, le type de fonctions d'appartenance, le
surapprentissage et les options de formation.
Les résultats de ces tests sont présentés dans le tableau 1.7.

Tableau 1.7. Performances des différentes architectures ANFIS testées

Train FIS Coefficients des RMSE

ANFIS Type MF o
corrélations
) _ Méthode
Nbr Nombre de MF  Entrée Sortie o Totale Totale
d'optimisation
1 [22222] trimf linéaire hybride 0.93691 9.24210
2 [22222] trapmf linéaire Hybride 0.95284 7.83380

3 [22222] gbellmf _ linéaire Hybride 0.97137 6.14477
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4 [22222] gaussmf  linéaire Hybride 0.96934 6.35520
5 [22222] gauss2mf linéaire Hybride 0.96842 6.45090
6 [22222] pimf linéaire Hybride 0.96839 6.45360
7 [22222] dsigmf linéaire Hybride 0.96875 6.42420
8 [22222] psigmf linéaire Hybride 0.96875 6.42420

Les meilleurs résultats obtenus sont rassemblés dans le tableau 1.7; ils sont illustrés sur la figure

I.5. en dénormalisant les valeurs en valeurs réelles.
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Les résultats des performances de I'ANFIS en termes de toutes les erreurs et en termes de
valeurs de vecteur d'accord (R, pente: o et intersection: ) sont donnés dans le tableau 1.8.
Tableau 1.8. Performances de la prédiction a l'aide de SVM

RMSE MSE EPM MAE
ESP (%) R o B
(mg/l) (mg/l) (%) (mg/)l
Tous 6.14477  37.75828 16.56418 2.81801 2.71994 0.97137 0.93672 3.53417

Apprentissage  1.29246 1.67045 4.03893 0.09475 0.05000 0.99809 0.99618 0.12218

I.5. Comparaison des modeles

La comparaison des coefficients de corrélation, de détermination, d'ajustement et d'indicateurs
statistiques (RMSE, MSE, ESP, EPM et MAE) obtenus par les quatre modéles, RSM, RNA,
SVM et ANFIS, pour I'ensemble des données est présentée dans le tableau 1.9. Les coefficients
du modele RNA étaient légérement supérieurs a ceux obtenus par le modéle SVM et
significativement supérieurs a ceux obtenus par les modéles RSM et ANFIS. Ces résultats ont
également éeté confirmés par les indicateurs statistiques, puisque ceux donnés par le modele
RNA étaient lIégérement inférieurs a ceux obtenus par le modéle SVM, suivi du modele RSM
et enfin du modéle ANFIS.

Tableau 1.9. Comparaison des performances prédictives des modéles RSM, RNA, SVM et
ANFIS pour toutes les données

RMSE MSE MAE Nbre de
Model ESP (%)  EPM (%) R A B R2 R adj

(mg/l) (mg/l) (mg/l) parameters
RSM 3.82890 14.66053  10.41194 147823 3.82890 0.98691 0.97399 0.95615 0.97399 0.96878 13
RNA 179535  3.22331 4.83966 0.28386  0.67928 0.99750 0.99403 0.20004 0.99500 0.99400 43
SVM 2.08927  4.36505 5.63194 0.58983  0.98625 0.99668 0.99017 0.68643 0.99337 0.99204 22
ANFIS  6.14477 37.75828 16.56418 2.81801 2.71994 0.97137 0.93672 3.53417 0.94355 0.93227 309

La comparaison des différents modeles est illustrée sur la figure 1.6, confirmant la supériorité
du modéle RNA et SVM sur les autres modeles (RSM, ANFIS) avec une trés bonne
superposition des valeurs expérimentales et celles données par les modéles. Bien que les
modeéles RNA et SVM soient presque égaux, le modéle RNA était Iégerement supeérieur. Le
coefficient de corrélation et les indicateurs statistiques de la phase d'apprentissage du modéle
RNA étaient presque égaux a ceux donnés par le modeéle SVM avec une Iégére supériorité du
modeéle SVM (tableaux 1.4 et 1.6). Cependant, dans la phase de validation, le coefficient de

corrélation était trés élevé et les indicateurs statistiques étaient trés petits pour le modele RNA
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(R =0,99978, RMSE = 0,22616, MSE = 0,05115, ESP = 0,50634, EPM = 0,00428 et MAE =
0,10519) par rapport & le modele SVM (R = 0,96448, RMSE = 3,87627, MSE = 15,02550, ESP
= 13,36646, EPM = 0,16488 et MAE = 3,26318) (tableaux 1.5 et 1.7). Mais, en termes de
réduction des codts économiques, le modele SVM était supérieur, puisque le nombre de
parametres de ce modele était de 22, soit presque la moitié du nombre de paramétres du modeéle
RNA (43 paramétres). Pour réduire encore les colits économiques, on peut également utiliser le
modele RSM qui reste trés utile du fait de ses coefficients élevés (R = 0,98691, R? = 0,97399,
R?adj = 0,96878) par rapport au nombre de paramétres, a savoir 13. De plus, le les indicateurs
statistiques sont restés acceptables pour le modele RSM (RMSE = 3,82890, MSE = 14,66053,
ESP =10,441194, EPM = 1,47823 et MAE = 3,82890) s'ils sont liés au nombre de parameétres
du modele.

Enfin, le modéle ANFIS qui était acceptable du point de vue des coefficients et des indicateurs
statistiques (R = 0.97137, R? = 0.94355, R?adj = 0.93227, RMSE = 6.14477, MSE = 37.75828,
ESP = 16.56418, EPM = 2.81801 et MAE = 2.71994 ), est apparu trés colteux car le nombre
de parameétres était tres élevé (309 parametres) et les résultats moins précis par rapport aux
autres modéles.

=== Experimental data === Experimental data

Predicted data

P e
O
AL T

vy ! V
0 0 10 20 30
20

10 30 40 Samples

RNA Model

Predicted data

———
———

Predicted data (mg/l)
Experimental data (mg/l)

Samples

RSM Model

80

60

40

20

Predicted data (mg/l)



Experimental data (mg/l)

100

80

60

40

20

Résultats et discussion Coagulation

=== Experimental data === Experimental data

Predicted data ——— Predicted data

| PR (.
|

1 i, "
W FEY Y

-

Experimental data (mg/l)
S
i

——
—
8

Predicted data (mg/l)

0 0
10 20 30 40 0 10 20 30
Samples Samples
SVM Model ANFIS Model

Figure 1.6. Relation entre les données expérimentales et les données prédites a l'aide de la
modélisation RSM, RNA, SVM et ANFIS

1.6. résidus

L'analyse des résidus est un moyen efficace de révéler les performances du modeéle optimisé; il
consiste en la mesure de I'erreur absolue ou relative entre les valeurs expérimentales et prédites
[116]. Les méthodes d'analyse des résidus sont principalement des méthodes d'analyse
graphique. La figure 1.7 montre les résidus liés a chaque modéle (RSM, RNA, SVM et ANFIS).
Cette figure montre que les résidus obtenus par la méthode des réseaux de neurones étaient
moins disperses (proches de zéro) par rapport a ceux obtenus par les autres modeles. La encore,
ce résultat montre la précision et la robustesse du modele RNA par rapport aux autres modeéles

et justifie I'utilisation de I'approche RNA dans la prédiction des doses de coagulant.
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A partir de la Figure 11.2, nous voyons que les valeurs de la conductivité électrique de les eaux
brutes varient entre 2870 et 3410 uS / cm. Ces valeurs sont supérieures a la norme de 'OMS
(valeur maximale de 2800 uS / cm). Nous avons remarqué aussi que les valeurs obtenues dans
la figure I1.2 (B) pour 1’eau traitée sont inférieures a celles de 1’eau brute.

D’aprés Rodier et al (2009), une conductivité supérieure a 600 pS/cm implique une
minéralisation importante des eaux. Ce qui est le cas de 1’eau traité[81].

Lorsque la concentration des sels dissous (sels de sodium, de calcium et de magnésium, des
bicarbonates, des chlorures) augmente dans [’eau, la conductivité électrique augmente
également[119]. Cette augmentation du a I’injection de différents produits durant le traitement
par ’hypochlorite de calcium.

D’aprés USEPA (2003), la conductivité restera relativement constante tout au long d’un
systéme de distribution aussi longtemps que 1’eau est en équilibre avec le matériau de la
conduite. Des changements de conductivité peuvent indiquer des problémes de corrosion[120].
11.1.1.3. Turbidité

Variation de la turbidité est illustrée dans la figure 11.3.

NTU
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Figure 11.3. Variation des moyennes de la turbidité (NTU) en fonctions du temps (mois) des

eaux brutes (A) et traitées (B)
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A partir de la Figure 11.3, nous voyons que les valeurs de la turbidité de I'eau les brutes varient
entre 1,59 et 9,26 NTU. Ces valeurs sont supérieures a la norme de I'OMS (valeur maximale de
Les valeurs retrouvées dans les eaux traitées sont inférieures a 2 NTU. Ces valeurs restent en

NTU).

(<5NTU)

éré

3

deca du seuil tol

La turbidité est causé par les particules en suspension dans 1’eau (débris organique : argile,

organismes microscopiques...

I, les valeurs augmentent fortement pendent et apr

énéra

7

Eng

peut étre également a 1’origine d’une augmentation de la température de I’eau et d’une

Variation de matiere organique est illustrée dans la figure 11.4.

diminution de 1’oxygéne dissous[123]

11.1.2. Parametres de pollution
11.1.2.1. Matiere organique

Figure 11.4. Variation des moyennes mensuelles de matiére organique (mg/l) en fonction du
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Les valeurs indiquées a la Figure. 11.4 montrent des teneurs élevées en matiere organique dans

I'eau brute. Ces valeurs varient entre 20,5 et 29,2 mg / L, ce qui donne une incertitude aux
11.1.2.2. Ammonium

Ces valeurs diminuent dans les eaux traitees, par le procédé de coagulation-floculation au

sulfate d’alumine [124] .
et de chlore induit la formation de sous-produits de chloration parmi lesquels le chloroforme

D’apres Harrat et Achour (2010). Le contact entre la matiére organique des eaux de surface

dont les risques toxiques a long terme doivent étre pris en considération[125].

normes algériennes.

A partir de la figure 11.5, nous remarquons que I'eau brute ne répond pas aux normes d'eau

potable. Par contre, les eaux traitées sont conformes aux normes de potabilité. Car, aucune
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Figure 11.5. Variation des moyennes mensuelles d’ammonium (mg/1) en fonction du temps

(mois) des eaux brutes (A)
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L’azote ammoniacal des eaux superficielles peut avoir pour origine la mati

r

urée par

89

cours d’eau, la matieére organique animale ou humaine (I’homme élimine 15 a 30 gd’

D’aprés Rodier et al,(2009), I’oxydation par le chlore permet d’éliminer 1’azote ammoniacal
dans I’eau. Selon Rodier et al,(2009), I’oxydation biologique et I’ammoniaque peut développer
des zones anaérobies des certaines parties des réseaux de distribution et entériner ainsi des gouts

désagréables en provoquant la corrosion des conduite[81]

jour), les rejets industriels, les engrais, etc[81]
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11.1.2.3. Phosphate
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La variation des concentrations de nitrate montre une grande différence dans les concentrations
de nitrate d'eau brute variant entre 96,977 mg / | et 55 mg / . Nous avons remarqué que les
valeurs obtenues sont supérieures aux normes de I'eau algériennes. Par contre, dans 1’eau traitée
aucune concentration n’a été remarquée.

L’OMS recommande pour les eaux destinées a la consommation humaine une valeur limite de
50 mg/L (NO3)[81].

D’aprés Rodier et al, (2005), les nitrates proviennent de la décomposition naturelle, par des
micro-organismes azotés tels que les protéines des végétaux, des animaux et des extra
d’animaux. Ainsi, les eaux de pluies peuvent contenir des nitrates en provenance des oxydes
d’azote et de I’ammoniac présents dans 1’atmosphére. Elles peuvent également étre liées a
I’oxydation bactérienne de I’ammoniac[126].

La concentration des eaux ayant des teneurs élevées en nitrate provoque l’irritation des
muqueuses, des nausées, des vomissements, des selles sanguinolentes et des
hypertensions[127].

11.1.2.5. Nitrite

La figure 11.8 montre la présence réduite de nitrite. Selon (Kurnaz, 2004), les nitrites se trouvent
souvent a de faibles niveaux dans les eaux naturelles. Cependant, il faut noter que malgré ces
valeurs faibles, elles restent néanmoins supérieures aux normes OMS et algériennes (valeur

maximale 0,1 mg/ L). Par contre, dans I’eau traitée aucune concentration n’a été remarquée.
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Figure 11.8. Variation des moyennes mensuelles de nitrite (mg/l) en fonction de temps (mois)
des eaux brutes (A).

L’origine des nitrites dans les eaux brutes peut étre :
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Figure 11.11. Variation des moyennes mensuelles du la dureté (F°) en fonction du temps
(Mois) des eaux brutes (A) et traitées (B).

On peut voir sur la figure 11.9 que la teneur en calcium de I'eau brute varie entre 240,3 et 276,35
mg / I. En revanche, les concentrations mensuelles moyennes de magnésium de figure 11.10
dans l'eau brute varient entre 168,04 et 202,1 mg / I. on remarque ces deux parametres ne
corresponde aux normes MSO et l'algériennes pour les eaux. Nous remarquons aussi que les
concentrations en calcium et magnésium dans les eaux traitées ont des valeurs un peu élevées.
Cela est di a I’injection de I’hypochlorite de calcium (Ca(ClO)2) durant 1’étape de pré
chloration. IL est impératif de constater que malgré ces valeurs soient un peu élevées, elles
restent cependant Inférieures a la norme de I’OMS.
D’aprés Rodier et al.,(2009),la productivité des eaux douces est assez nettement liée a la teneur
en sels de calcium et de magnésium ; son maximum correspondrait a une alcalinité totale en
calcium de 25 mg/L[81].
Nous savons que la dureté est la somme du calcium et du magnésium. D'apres les résultats tres
élevés qui ont été enregistrés avec le calcium et le magnésium, il est évident que l'eau est trés
dure, c'est ce qui a été confirmé par la figure 11.11. Ces valeurs ont été démunies apres
traitement. Mais ont resté un peu ¢élevées a cause de I’injection de I’hypochlorite de calcium.
Malgré cette augmentation. Cependant, ces valeurs restent conforment aux normes
recommandées par (JORA, 2011) (200°f)[121]
Selon Rodier (2009), il n’est pas facile de définir un niveau entre ce qui constitue une eau dure
et une eau douce. Cependant, on peut considérer qu’une eau ayant une teneur inférieure a 75
mg/L de CaCOz (c’est-a-dire 7,5 ° de TH calcique) ou a 30 mg/L de Ca est une eau douce et

qu’au-dessus, il s’agit d’une eau dure[81].
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La dureté¢ de I’eau est attribué¢ a la présence d’ions calcium et magnésium. L’eau dure est
généralement moins corrosive que 1I’eau douce en raison de I’augmentation des concentrations
de calcium. Selon le pH de I’eau et la concentration d’alcalinité, le calcium va se combiner avec
les carbonates pour former une couche protectrice sur la paroi du tube ce qui peut retard la
corrosion [129,130].

11.1.3.2. Chlorure

Variation de chlorure est représentée dans la figure 11.12

La variation des concentrations des chlorures montre une différence dans les teneurs des
chlorures dans les eaux brutes, varient entre 510 mg/l et 562,52 mg/l, ces valeurs ne
corresponde pas aux normes MSO et l'algériennes pour les eaux. Ces valeurs ont été bien
diminuées aprés le traitement a des valeurs inférieur a 90 mg/I sauf pour le mois novembre qui
a été enregistré a une valeur de 124 mg/l. Cependant, cette valeur reste conforment aux normes
recommandées par (JORA, 2011)[121].
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Figure 11.12. Variation des moyennes mensuelles du chlorure (mg/l) en fonction de temps
(mois) des eaux brutes (A) et traitees (B).
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Résultats et discussion Caractérisation des eaux brutes et traitées

Les eaux brutes contiennent des concentrations trés élevée en sulfates dépassent 540 mg/l, ne
corresponde pas aux normes MSO et I'algériennes pour les eaux.

La concentration des sulfates dans 1’eau traitée est un peu élevée. Mais, Elles sont conforment
aux normes recommandees par JORA, 2011 (<400mg/l).

D’prés Rodier et al.,(2009),I’emploi de sulfate d’aluminium pour le traitement de coagulation
des eaux peut contribuer a une ¢lévation de la teneur en sulfates ce qui s’accorde aux résultats.
Des teneurs en sulfates en exces peuvent donner a 1’eau un gout amer et avoir un effet laxatif
sur les personnes n’étant pas habituées a cette eau[81].

11.1.4. Parametres indésirables

1.1.4.1. Fer

Variation de sulfate est illustrée dans la figure 11.15.

Les concentrations de fer dans les eaux brutes et traitées sont négligeables, elles sont a 1’état
de traces (<0.3mg/l).[121]
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Figure 11.15 variation des moyennes mensuelles du fer (mg/l) en fonction du temps (mois)

des eaux brutes (A) et traitées (B).
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D’apres Rodier et al., (2009),une saveur désagréable pouvant étre percue a partir de 0,05 mg/L,
le fer développe dans I’eau une turbidité rougeatre peu engageante pour le consommateur.
L’¢élimination du fer peut se faire par oxydation-aération suivie d’une filtration ou par oxydation
biologique[81]

D’apres Friedman et al., (2004), la corrosion peut entrainer le rejet de contaminants, tels que
le fer, dans le systéeme de distribution. En effet il a été démontré que les conduites en fonte
peuvent étre une source de fer dans le systéme de distribution d’eau.

L’accumulation de fer dans le systéme de distribution peut étre également le résultat de
I’oxydation et de la décantation de fer[132]

11.1.4.2. Manganése

D’apres la figure 11.16, il en ressort que les concentrations de manganéese dans les eaux brutes

et traitées sont négligeables, elles sont a 1’état de traces (<0.05mg/1).
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Figure 11.16. Variation des moyennes mensuelles du manganése (mg/l) en fonction du temps

(mois) des eaux brutes (A) et traitées (B).
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En effet la présence de manganese dans les eaux superficielles provient essentiellement des
industries et des usines d’engrais[81]

Dans les eaux de surface, le manganése se trouve en général a I’état oxydé¢ et précipité, il est
donc éliminé par traitements classique de clarification[133].

Au point de vue gustatif, le manganése peut donner un golt désagréable a 1’eau. Par ailleurs,
méme a des doses faibles (0,02 mg/L), il est susceptible de former une couche noire sur les
canalisations qui lorsqu’elle se détache donne un aspect peu engageant a 1’eau[81].

11.1.4.3. Aluminium

Les résultats de I'analyse de I'eau brute montrent que I'aluminium est nul
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Figure 11.17. Variation des moyennes mensuelles du I'aluminium en fonction du temps (mois)
des eaux traitées (B)

Apres traitement et du fait de l’utilisation de sulfates d’alumine dans les traitements de

potabilisation il apparait a des teneurs négligeable qui ont acceptables par les normes dans les

eaux traitées

Une station de traitement en bon état de fonctionnement devrait aboutir & une concentration

en aluminium inférieure a 50 « g/L dans I’eau distribuée[81]. La présence d’aluminium dans

les eaux de consommation est da a I’utilisation de sulfate d’alumine[134].

Le sulfate d’alumine est utilis¢ comme coagulant pour le traitement de 1’eau. Il y a une

probabilité de 50 % que cela puisse conduire a des concentrations accrues d’aluminium dans

I’eau traitée par rapport a 1’eau brute[135].
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A partir de la figure 11.18, nous remarquons que I'eau brute ne répond pas aux normes d'eau
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Figure 11.20. Variation des moyennes mensuelles du TAC (mg/L de CaCO3) en fonction du
temps (mois) des eaux brutes (A) et traitées (B).
A P’inverse de I’acidité, I’alcalinité d’une eau correspond a la présence de bases et de sels
d’acides faibles. Dans les eaux naturelles, I’alcalinité résulte le plus généralement a la présence
d’hydrogénocarbonates, carbonates et hydroxydes. D’autres sels d’acides faibles peuvent aussi
étre dosés et interferent dans la mesure : acides humiques, phosphates, citrates, tartrates... La

silice ionique peut aussi interférer notamment lorsque le pH est supérieur a 8,5.[81]
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En effet a 100-105 °C, une partie ou la totalité tant de 1’cau interstiticlle que de 1’eau de

cristallisation de certains sels peut s’évaporer. Vers 105-110 °C, les hydrogénocarbonates se
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transforment en carbonates, ce qui entraine une perte d’anhydride carbonique. Entre 105 et 180
°C, en plus de I’eau de cristallisation, il peut y avoir : perte d’ammoniaque a partir des
combinaisons ammoniacales, d’acide sulfhydrique a partir de sulfures alcalins, de maticres
organiques a partir de composés organiques. En outre le chlorure de magnésium peut
s’hydrolyser et précipiter sous forme d’hydroxyde. Le résidu sec déterminé a 180 °C est celui
qui se rapprocherait le plus de la somme des différents résultats d’analyses, il est pratiquement
exempt d’eau de cristallisation. Le résidu a 525 °C permet d’estimer (par différence avec le
résidu a 105 °C) la teneur en matiéres organiques. Enfin le résidu sulfaté permet, en particulier,

pour les eaux fortement minéralisées d’obtenir des résultats plus stables[81].
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I11.1. Modélisation de sulfate

Le réseau de neurones artificiels et la régression linéaire multiple sont les deux approches
utilisées pour la prédiction de la concentration de sulfate soluble & partir des parametres
physico-chimiques de I'eau potable. Les deux meéthodes ont été réalisees et évaluées puis
comparees.

I11.1.1 Multiple Linaire Régression

Une analyse statistique par la méthode de régression linéaire multiple a été réalisée a I'aide du
logiciel «XXLSTAT 2016» sur la base de données. Cette méthode permet de trouver la relation
polynomiale mathématique (Eq.l11.1) entre la teneur en sulfate soluble et les variables
indépendantes, qui correspondaient aux parameétres physico-chimiques de 84 échantillons
expérimentaux. Premiérement, I'équation prend en compte les 18 variables (tableau I11.1),
méme celles qui ne semblent pas avoir d'impact significatif sur la variable dépendante. La
relation obtenue a donc été évaluée afin de ne conserver que les variables indépendantes

caractérisées par une valeur de probabilité élevée (tableau I11.1).
18

yZBO+ZBiXi (1.1)
i=1

Oup, etx, sontdonnés dans le tableau I11.1.

Tableau I11.1. Valeurs de, xi et caractérisation des variables indépendantes du RLM.

i X B Erreur T Prob.>
Standarde rapport |

0 Constant 245.4060 435.0382 0.56 0.5746
1 Conductivity (Cond) —0.0576 0.0676 -0.85 0.3976
2 Turbidity (NTU) 4.3994 4.8354 0.91 0.3663
3 Potential hydrogen (PH) —28.6495 55.9304 -0.51 0.6102
4 Hardness (TH) 0.0700 2.4603 0.03 0.9774
5 Calcium (Ca) 1.7242 0.8677 1.99 0.0511
6 Magnesium (Mg) 4.1885 1.2180 3.44 0.0010°
7 Chlorides (CI) —1.1275 0.1141 -9.88 | <0.0001"
8 Total Alkalimetric Titer —0.7729 0.2281 -3.39 0.0012
9 Organic Materials (MO) 0.4933 0.4757 1.04 0.3035
10 Nitrogen dioxide (NO-) —3722.542 1532.262 -2.43 0.0179"
11 Nitrates (NO3) 0.2332 2.4743 0.09 0.9252
12 Sodium (Na) 1.8031 0.2533 7.12 <0.0001
13 Potassium (K) —3.3927 4.1309 —-0.82 0.4145
14 Manganese (Mn) -5154.41 19918.46 —-0.26 0.7966
15 Iron (Fe) 135558.938 18425.29 0.74 0.4644
16 Aluminum (Al) 213.5702 447.0937 0.48 0.6345
17 Dry residues (Rs) 0.0828 0.0713 1.16 0.2500
18 Bicarbonate (HCO) —0.6784 0.1533 —4.42 <0.0001"
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Ensuite, seules 6 variables indépendantes qui ont un pouvoir d'explication élevé pour la variable

dépendante ont été retenues (Pr <0,05); ainsi la relation peut étre réduite a I'équation (111.2)

18
y=B,+ > B, xx fori=6,7,810,12and18only (11.2)
i=6

En effet, les coefficients de chaque facteur dans le modéle permettent d'évaluer I'impact de
chaque facteur sur la réponse [115]. D'aprés I'équation (111.2), il est évident que les changements
de magnésium et de sodium dans I'eau potable augmentent la dose de sulfate. D'autre part, les
changements dans les chlorures, le titre alcalimétrique total, le dioxyde d'azote et le bicarbonate
dominent la dose de sulfate.

La valeur du coefficient de détermination a légérement diminué, mais I'équation est devenue
plus simple aprés I'élimination des variables peu explicatives de la variable dépendante. Le
résultat de la phase d'apprentissage montre une efficacité acceptable, via leur coefficient de
corrélation (figure I11.1) (R = 0,93795), mais mediocre en termes d'erreur quadratique moyenne
(RMSE = 84,0254 mg / I) et d'erreur absolue moyenne (MAE = 48,6575 mg / I) (tableau I11.2).
Le résultat de la phase d'apprentissage a été testé et validé par deux bases de donnees, I'une pour
le test et l'autre pour la validation. Les résultats ont montré un coefficient de corrélation
acceptable pour la phase de test (figure 111.1) (R = 0,92066) et un coefficient de corrélation
élevé pour la phase de validation (figure 111.1) (R = 0,97100). Cependant, en termes d'erreur
quadratique moyenne (RMSE = 117,933 et 70,5674 mg / |) et d'erreur absolue moyenne (MAE
= 61,8972 et 46,6106 mg / I), ils sont toujours restés mauvais pour le test et la phase de
validation respectivement (tableau I11.2). Les trois étapes ont été combinées pour I'évaluation
finale de ce modele qui a donné un coefficient de corrélation acceptable (R = 0,941) (figure
I11.1), mais médiocre en termes d'erreur quadratique moyenne (RMSE = 88,3068 mg / I) et
d'erreur absolue moyenne (MAE = 42,3274 mg / I) (tableau 111.2). Au vu des résultats obtenus,
on peut considérer que la corrélation du modele était un peu positive via le coefficient de
corrélation acceptable; tandis que les critéres d'évaluation statistique sont restés élevés. La
probabilité (Pr <0,0001) était strictement inférieure a 0,5% ce qui confirme que le modéle était
significatif [114,136].
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Figure I111.1. Comparaison entre les valeurs expérimentales et calculées
Les résultats des performances MLR en termes de toutes les erreurs et en termes de valeurs du

vecteur d'accord (R, pente: a et ordonnée a l'origine: ) sont donnés dans le tableau I11.2.
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Tableau I11.2. Performances de la prédiction utilisant MLR

RMSE MAE
a p
(mg/l) (mg/)l
Tous 88.3068 42.3274 0.941 0.8859 46.480
Apprentissage 84.0254  48.6575 0.93795 0.9211 27.6758
Teste 117.9331 61.8972 0.92066 0.7820 110.3162
Validation 70.5674  46.6106 0.97100 0.8464 77.2335

111.1.2. Modélisation par RNA

Des tests préliminaires ont montré que pour améliorer les performances d'un modéle établi par
RNA, il est nécessaire de modifier I'architecture du réseau, en changeant principalement le
nombre de couches cachees, le nombre de neurones cachés et / ou le nombre de cycles
d'apprentissage (nombre des itérations). Pour cela, nous avons successivement changé le
nombre de neurones cacheés (de 3 a 15). Les résultats de ces tests sont présentés dans le tableau
I1.3.

Tableau I11.3. Performances des différentes architectures RNA testees

Function o o
RNA Coefficients de corrélation MSE
d’activation
Nb | Neurons/ | caché sortie | APP  Test Val Total APP Test Val
1 [18-9-1] tansig purelin 0.99809 0.99964 0.99965 0.99863 2.34x104 6.12x105 7.15x10°5
2 [18-13-1] logsig purelin 0.99961 0.99618 0.99723 0.99873 5.47x105 5.27x104 3.32x104
3 [18-8-1] tansig  tansig | 0.99953 0.99978  0.99992 0.9996 | 7.36x10°  2.55x10°  9.79x10%

Le tableau 111.3 présente les meilleures architectures trouvées. Il montre les coefficients de
corrélation et I'erreur pour chaque apprentissage, test et validation en fonction du nombre de
neurones dans la couche cachée et de la topologie du réseau. Il indique également les fonctions
d'activation pour la couche cachée et la couche de sortie. L'architecture 3 (tableau I11.3) semble
étre le modéle RNA le plus pertinent pour prédire la teneur en sulfate soluble.

Le réseau a été conduit jusqu'a atteindre le surapprentissage; ce phénomeéne a été rencontré
apres 1000 itérations. La phase de surapprentissage n'étant pas encore atteinte, il était donc
intéressant de continuer a apprendre jusqu'a atteindre cette phase de test afin de diminuer encore
le gradient et ainsi améliorer la précision de RNA. En utilisant la troisiéme architecture du

tableau 111.3, les trois courbes liées a I'évolution de l'erreur quadratique moyenne (MSE)
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correspondant aux trois phases d'apprentissage ont été obtenues (apprentissage, validation et

test) ou elles convergent correctement vers un minimum satisfaisant (figure 111.2)

o oo R
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Figure 111.2. Evolution du MSE correspondant aux trois phases d'apprentissage

Une fois l'architecture de RNA synthétisée, elle est testée et les valeurs prédites (valeurs

estimées) sont comparées aux Valeurs expérimentales dans les trois étapes des phases

d'apprentissage; les résultats correspondants sont donnés a la figure I11.1.
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Figure 111.3. Comparaison entre les valeurs expérimentales normalisées et calculées

La relation entre les valeurs observées et les valeurs estimées montre les performances et
I'efficacité du modele RNA développé. La pertinence du modele a été confirmée par le
coefficient de détermination obtenu R = 0,9996 pour I'ensemble des données.

111.1.3. Performances de prédiction

Le résultat de la phase d'apprentissage montre une excellente efficacité, via leur coefficient de
corrélation tres élevé (figure 111.4) (R = 0,99963), également des valeurs trés faibles en termes
d'erreur quadratiqgue moyenne (RMSE = 6,5382 mg / | et I'erreur absolue moyenne ( MAE =
4,2437 mg / 1) (tableau 111.4). Le résultat de la phase d'apprentissage a été testé et validé par
deux bases de données, I'une pour le test et I'autre pour la validation; le résultat a montré un
coefficient de corrélation trés élevé (R = 0,9998, 0.9999) pour les deux phases (test et
validation) respectivement (figure 111.4), également des valeurs tres faibles en termes d'erreur
quadratique moyenne (RMSE = 5,4650 et 3,1826 mg / I) et d'erreur absolue moyenne (MAE =
3,5362 et 1,9667 mg /| ) pour les phases de test et de validation respectivement (tableau I11. 4).
Les trois étapes ont été réunies pour I'évaluation finale de ce modele qui a donné un coefficient
de corrélation tres élevé (R = 0,99973) (figure 111.4), et a également conduit a des valeurs en
termes d'erreur quadratiqgue moyenne (RMSE = 5,9755 mg / I) et d'erreur absolue moyenne
(MA E = 3,1767 mg / ) (tableau I11.4). Au vu des résultats obtenus, nous pouvons considérer

que la corrélation du modeéle était tres positive, montrant I'efficacité du modeéle.
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Figure I111.4. Comparaison entre les valeurs expérimentales normalisées et calculées

Tableau I11.4. Performances de la prédiction utilisant RNA

RMSE  MAE

a B

(mg/l) (mg/)l

Tous 59755  3.1767 0.99973 1.0005
0.1145

Apprentissage  6.5382 4.2437 0.99963 1.0018 ]
0.3500
Teste 54650 35362 0.9998 09969 1.4545

validation  3.1826  1.9667  0.9999 1.0024
21524

1000
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111.1.4. Performances d'interpolation

Afin de tester la précision du modéle RNA précédemment développé et optimisé, une
interpolation a été réalisée. A cet effet, une base de données a été construite en 2019 contenant
un ensemble de points de donneées localisés aux points expérimentaux. Les résultats montrant
la courbe de régression entre les valeurs prédites et experimentales et les performances de

I'interpolation en termes d'erreur et de coefficient de corrélation sont présentés a la figure I11.5.
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Figure 111.5. Comparaison entre les valeurs expérimentales et calculées

Ces resultats montrent une bonne corrélation entre RNA prédit et les valeurs expérimentales
avec un coefficient de corrélation tres élevé (figure 111.5) (R = 0,99918) et avec une erreur
quadratique minimale (RMSE = 9,3595 mg / 1) et une erreur absolue (MAE = 6,7598 mg / I)
(tableau I11.5). Ce résultat confirme a nouveau l'efficacité du modele en utilisant de nouvelles
données dans la plage de prédiction.

Les résultats des performances d'interpolation en termes de toutes les erreurs et en termes de
valeurs du vecteur d'accord [R (coefficient de corrélation), a = (pente) et B (ordonnée a

I'origine)] sont résumés dans le tableau I11.5.
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Tableau 111.5. Performances de l'interpolation

RMSE MAE R a B
9.3595 6.7598 0.99918 1.001  -7.027

111.1.5. Performances d'extrapolation

Une prédiction a également été réalisée pour tester la précision du réseau de neurones artificiels
développé. L'idée était de tester des données expérimentales sur la teneur en sulfate soluble, qui
n'ont pas été utilisées lors de la formation de notre réseau; cette base de données a été construite
en 2019. Les résultats de la figure 111.6 montrent un coefficient tres élevé (R = 0,9989), ainsi
que des valeurs trés faibles en termes d'erreur quadratique moyenne (RMSE = 12,2587 mg / I)
et d'erreur absolue moyenne (MAE = 10,9054 mg / I) (tableau I11.6). Une extrapolation d'une
base de données a également été réalisée pour Vérifier I'exactitude de notre modéle RNA
optimisé. L'idée était de tester un ensemble de données expérimentales jamais exploité pendant
les phases d'apprentissage et de test. L'ensemble de données expérimentales de ce systeme
exploité dans notre base de données principale a été obtenu par analyse d'échantillons d'eau
prélevés lors de plusieurs campagnes menées dans la région de Médéa. Les résultats des
performances d'extrapolation en termes de toutes les erreurs et en termes de valeurs du vecteur
d'accord [R (coefficient de corrélation), a = (pente) et B (ordonnée a l'origine)] sont résumés
dans le tableau I11.6. La qualité d'ajustement des données d'extrapolation l'ensemble est
représenté sur la figure 111.6. Les résultats ont montré un bon vecteur d'accord [R, a, B] entre
les données expérimentales et les résultats prédits par RNA avec I'erreur quadratique moyenne
acceptée. On peut observer que pour notre cas d'extrapolation, les résultats ont montré une
bonne capacité prédictive de RNA a la fois dans le modéle développé et optimisé. Cela montre

une bonne convergence entre la sortie expérimentale et la sortie prévue par RNA.
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Figure 111.6. Comparaison entre les valeurs expérimentales et calculées
Tableau I11.6. Performances de I'extrapolation
RMSE MAE 5

R A
(mg/1) (mg/l)
122587  10.9054  0.9989 10022 -4.6989

I11.1.6. Comparaison de MLR et RNA pour prédire les concentrations de sulfate soluble
Afin d'évaluer les deux prédicteurs développés, toutes les données de MLR et RNA ont été
comparées (tableau I11.7). Les résultats présentés dans le tableau 111.7 montrent la comparaison
des coefficients de corrélation et des indicateurs statistiques obtenus par les deux modeéles. Le
coefficient de corrélation calculé par RNA était significativement plus élevé avec (R =0,99973)
tandis que celui donné par le MLR était moins faible (R = 0,941). De plus, les RMSE et MAE
donnés par le modéle RNA (RMSE = 88,3068 mg / | et MAE = 42,3274 mg / |) étaient trés
faibles par rapport a celui du modéle MLR (RMSE =5,9755 mg /), (MAE = 3,1767 mg / 1).
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Tableau I11.7. Comparaison des performances entre les modeles de prédiction MLR et RNA

RMSE MAE
Modele A B R? o
(mg/l) (mg/l)
RNA 5.9755 3.1767 0.99973 1.0005 ) 0.9996
MLR 88.3068 42.3274 0.941 0.8859 46.480 0.924

La figure 111.7 confirme a nouveau la supériorité du modéle RNA par rapport au modele MLR

avec une trés bonne superposition des courbes mesurées expérimentalement et celles estimées

par le modele RNA.

Les résultats obtenus montrent une trés bonne concordance pour le modele RNA, expliquée par

un coefficient de corrélation élevé et de petites erreurs d'indicateurs statistiques pour la phase

d'apprentissage, la phase de test et la phase de validation.
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Figure I111.7. Distribution des résidus pour les modeles RNA et MLR.
111.1.7 Etude des résidus
L'erreur commise par les modeéles établis pour chaque méthode sur un individu de I'échantillon
de construction du modéle est appelée résiduelle [137]. Ainsi, I'étude de la relation entre les
niveaux estimés de la teneur en sulfate soluble par les modéles mathématiques et leurs résidus
permet d'assurer la performance du modeéle et de vérifier empiriquement entre eux, la validité
des hypotheses des modeéles.
Les méthodes d'analyse pour analyser les résidus sont principalement des méthodes d'analyse
graphique. La figure 111.8 montre les résidus lies au modéle établi par les réseaux de neurones
artificiels et ceux liés au modeéle établi par régression linéaire multiple basée sur les valeurs
estimees.
Cette figure montre que les résidus obtenus par la méthode des réseaux de neurones étaient

moins dispersés (proches de zéro) par rapport a ceux obtenus a partir de la régression linéaire
multiple.
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Figure 111.8. Résidus relatifs aux modeles établis par régression linéaire multiple et réseau de
neurones artificiels en fonction des valeurs estimées.

D'une maniére générale, les résultats obtenus sont trés satisfaisants et justifient I'utilisation de

I'approche par réseau de neurones dans la prédiction des teneurs en sulfate soluble de la région

de Médéa. Cela concorde avec les résultats de certaines études récentes qui ont montré que les
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modeles de régression linéaire multiples fonctionnent mal par rapport a ceux établis par les
modéles de réseaux de neurones artificiels [99,112,138].

111.2. Modélisation de bicarbonate

Des tests préliminaires ont montré que pour améliorer les performances d'un modele établi par
RNA, il est nécessaire de modifier I'architecture du réseau, en jouant principalement sur le
nombre de couches cachees, ou sur le nombre de couches cachées, de neurones cachés et / ou
le nombre de cycles d'apprentissage (nombre d'itérations). Pour cela, nous avons
successivement modifié le nombre de neurones cachés (NH = 3-15). Les résultats de ces tests
sont présentés dans le tableau 111.8. On remarque que le minimum de la MSE, le nombre
d'itérations et le coefficient de corrélation maximum sont atteints lorsque NH = 5. L'architecture
optimale d'acquittements obtenue a partir d'RNA a une topologie de 18 -5-1 (tableau 111.8) et
ou l'architecture est illustrée dans les Figure 111.9 et I111.10. On peut donc choisir cing neurones
de la couche cachée du réseau dans la présente étude, afin de prédire les concentrations de
bicarbonate.

Tableau I11.8. Structure des réseaux de neurones

Couche ] )
Couche cachée Couche de sortie
Type ] d’entrée
Algorithme
du Nombre | Nombre ) Nombre )
) d’apprentissage Fonction Fonction
réseau de de de
d’activation d’activation
neurones | neurones neurones
RNA LM 18 5 Sigmoid 1 Linear
Hidden Layer Output Layer
Input

18

Figure 111.9. Représentation schématique du modéle RNA
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Figure 111.10. Représentation schématique du modele neuronal RNA

La Figure 111.11 décrit les résultats de la phase de formation RNA. Il a montré qu'aprés 236
itérations, le résultat souhaité est atteint avec 5 neurones dans la couche cachée, les trois courbes
lices a I'évolution de l'erreur des trois phases convergentes correctement vers une MSE

acceptable.
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] Validatior
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1E-20 4
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1E-28 L

1E-32 T T T T 1
0 50 100 150 200 250

236 Epochs

Mean Squared Error (mse)

Figure 111.11. Evolution du MSE
Les résultats obtenus (Figure 111.12) permettent de tracer les différentes valeurs relatives aux
parametres d'apprentissage:
* Nombre maximum d'itérations (époques) = 236.
» Taux d'apprentissage (n) = 0,001.
* Pente minimale = §,2405¢-16.
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Figure 111.12. Variations de gradient d'erreur, de taux d'apprentissage et d'erreur de validation
en fonction du nombre d'itérations

Une fois l'architecture du modeéle de réseau neuronal obtenue, le modéle doit étre validé en

comparant ses résultats avec les données expérimentales obtenues en laboratoire. Les résultats

donnés par la Figure 111.13 montrent les performances et I'efficacité du modele RNA développeé.

La pertinence du modele a été confirmée par le coefficient de corrélation obtenu R = 0,99839

avec l'erreur quadratiqgue moyenne RMSE = 0,01402 pour I'ensemble de données.
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Figure 111.13. Relation entre les niveaux de bicarbonate observés et ceux estimés par le
modele RNA

111.2.1. Performances de prédiction

Afin de tester la précision du modéle RNA précédemment développé et optimisé, une
interpolation a été réalisée. Pour cela, une base de données a été construite contenant un
ensemble de points de données situés au milieu entre les points expérimentaux de bicarbonate
de I'eau potable dans la région de Médéa. Les résultats montrant la régression du bicarbonate
entre les valeurs prédites et expérimentales et la performance de l'interpolation en termes

d'erreur et de coefficient de corrélation sont présentés sur la Figure 111.14.
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Figure 111.14. Comparaison entre les données expérimentales et prédites estimées par le
modele RNA
Les résultats des performances de prédiction en termes de toutes les erreurs et en termes de
valeurs du vecteur d'accord [a = (pente), B (ordonnée a 1'origine), R (coefficient de corrélation)]
sont résumés dans le tableau 111.9.
Tableau I111.9. Résultats des performances de prédiction en termes de toutes les erreurs et

vecteur d'accord [a, B, R]

Y =0.9880565721 * X + 0.5073722081

RMSE / MSE / MAE /

mgdm™3 mgdm™3 ESP/% EPM/% mgdm> R a
Apprentissage 9.68913055 93.8792508 4.3826748 1.31881052 6.54764823 0.99523 0.9835336 3.6139936
Teste 15.734532  247.575496 8.28240564 0.09771214 10.9639556 0.9721 0.9592193 -2.950842
Validation 14.0333691 196.935448 6.44782517 0.09058195 12.0114691 0.99106 0.9868746 0 .2635232
Tous 11.526138 132.85185 5.3433443 3.13764295 8.02930904 0.99276 0.9880565 0.5073722

Ces résultats montrent une

bonne corrélation entre les valeurs prédit et les valeurs

expérimentales avec un coefficient de corrélation élevé (R = 0,99276).

La Figure I11.15 montre a nouveau les performances de la configuration RNA [18-5-1] avec
une meilleure superposition des courbes tracées experimentalement et celles prédites par le
modele déduit lors de notre étude. Les résultats obtenus par cette étude montrent une bonne
concordance expliquée par un coefficient de corrélation élevé, qui a une valeur proche de I'unité.
De plus, les valeurs des erreurs y compris (MSE, RMSE, ESP, EPM, MAE) sont trés faibles.
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Figure 111.15. Relation entre les données expérimentales et les données prédites

d'échantillons a I'aide de la modélisation RNA: (1) formation, (2) test, (3) validation et (4)

toutes les données

111.2.2 Etude des résidus

Les erreurs faites par le modele des réseaux de neurones artificiels sur les échantillons qui ont

¢été utilisés dans cette étude sont appelées résidus30. Ainsi, I’étude de la relation entre les teneurs

estimées en bicarbonate par les modéles mathématiques et leurs résidus (yexp - ypred) nous a

permis d'assurer les performances du modeéle et de les vérifier expérimentalement.

Predicted data (mg dm)

Predicted data (mg dm)
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La Figure 111.16 montre les relations entre les niveaux estimés de bicarbonate dans I'eau de la
région de Médéa et leurs résidus obtenus a l'aide de réseaux de neurones (RNA),
respectivement. 1l montre que les résidus obtenus par les réseaux de neurones sont beaucoup
moins dispersés (plus proches de zéro) et une nette amélioration de la distribution des résidus
en fonction de la nature des échantillons.

Cette distribution prouve le pouvoir prédictif de ce modéle établi par les réseaux de neurones
dans la prédiction des teneurs en bicarbonate a partir des parametres environnementaux. En
général, le résultat obtenu est trés satisfaisant et justifie I'utilisation de I'approche par réseau de

neurones dans la prédiction des teneurs en bicarbonate dans la région de Médéa.
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Figure 111.16. Résidus relatifs aux modéles établis par le réseau de neurones artificiels en

fonction de valeurs estimées
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Conclusion générale :

Dans cette étude, quatre modeles mathématiques (RSM, RNA, SVM et ANFIS) ont
été utilisés pour construire des modéles pour prédire la dose de coagulant dans le but
d'éliminer les composants organiques et la turbidité. Aussi, afin de réduire le
gaspillage de produits chimiques colteux et les colts d'exploitation et d'atteindre les
objectifs de qualité de I'eau potable.

Les conclusions suivantes peuvent étre tirées des résultats obtenus:

Les modeéles RSM, RNA, SVM et ANFIS se sont avérés étre des modeéles utiles et
efficaces pour prédire les doses de coagulants du point de vue des coefficients et des
indicateurs statistiques. Cependant, le modéle RNA semble étre le modele le plus
efficace, car il conduit aux coefficients les plus élevés (R = 0,9975, R? = 0,99500, R?
adj = 0,99400) et aux indicateurs d'erreur les plus faibles (RMSE = 1,79535, MSE =
3,22331, ESP = 4,83966) , EPM = 0,28386 et MAE = 0,67928) par rapport aux autres
modeles. Suivi du modéle SVM (R = 0.99668, R? = 0.99337, R%adj = 0.99204, RMSE
= 2.08927, MSE = 4.36505, ESP = 5.63194, EPM = 0.58983 et MAE = 0.98625), le
modeéle RSM (R = 0.98691, R? = 0.97399 , R?adj = 0.96878, RMSE = 3.82890, MSE
=14.66053, ESP = 10.441194, EPM = 1.47823 et MAE = 3.82890) et enfin le modéle
ANFIS (R = 0.97137, R? = 0.94355, R? adj = 0.93227, RMSE = 6.14477, MSE =
37.75828 , ESP = 16,56418, EPM = 2,81801 et MAE = 2,71994) .En outre, d'un point
de vue économique, seuls trois modéles semblaient pertinents, le modéle RNA qui
impliquait 43, le modele SVM qui était presque similaire au modele RNA en termes
de coefficients et d'indicateurs statistiques mais n'impliquait que 22 parametres, et
enfin le modéle RSM, qui reste trés utile en termes de réduction des codts
économiques du fait de ses coefficients élevés (R = 0,98691, R2 = 0,97399, R? adj =
0,96878) s'il est lié au nombre de parameétres, seulement 13. En outre, cela a conduit a
des indicateurs statistiques acceptables. Au contraire, le modele ANFIS a été jugé
inacceptable, en raison du nombre tres élevé de parametres, 309.laborieuse.

Le modele des doses de coagulation a été donné des résultats extraordinaires. Car, les
doses qui ont injecté ont été éliminé les matiéres organiques parfaitement et aussi les
autres parametres physicochimiques de I’eau.

Ce document a souligné I'importance de la modélisation de la qualité de I'eau potable
basée sur la teneur en sulfate soluble dans le parametre de I'eau potable. Dans cette

étude, dans un premier temps, des échantillons ont été collectés en différents points de
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la région de Meédéa, en Algérie. Elle a été suivie d'une deuxieme étape, qui a été
consacrée a l'analyse de ces échantillons en laboratoire afin d'avoir les paramétres
physico-chimiques (sulfate, conductivité, turbidité, potentiel hydrogene, dureté,
calcium, magnesium, chlorures, alcali total métrique) titre (TAC), matiére organique,
dioxyde d'azote, nitrates, sodium, bicarbonate, potassium, métaux lourds (Mn?*, Fe%*
et Al") et résidus secs). Ensuite, la base de données a été construite; une analyse
statistique a été appliquée sur les parametres physico-chimiques pour la prédiction de
la teneur en sulfate soluble dans I'eau potable de la région de Médéa a I'aide de deux
méthodes de modélisation: la régression linéaire multiple et les réseaux de neurones
pour la prédiction de la teneur en sulfate soluble dans l'eau potable afin de les
comparer. . De plus, l'erreur quadratigue moyenne (RMSE) et I'erreur absolue
moyenne (MAE) ont été utilisées pour évaluer I'efficacité de ces deux modeles.

Les résultats ont montré que le modéle prédictif basé sur des réseaux de neurones
artificiels de configuration [18-8-1] avec des fonctions de transfert de tangente
hyperbolique dans la couche cachée et dans la couche de sortie et I'algorithme
d'apprentissage de type Levenberg Marquardt étaient meilleurs que ceux établis par
plusieurs régression linéaire. En effet, le coefficient de corrélation du modele RNA
était tres élevé (R = 0. 99973) par rapport au modele MLR. En outre, l'errLeur
quadratique moyenne, l'erreur quadratique moyenne et I'erreur absolue moyenne du
modele RNA étaient inférieures a celles établies par régression linéaire multiple,
5,9755 et 88,3068 mg / | pour RMSE, 35,7067 et 7798,0935 mg / | pour MSE, et
3,1767 et 42,3274 mg / | pour le MAE, respectivement.

le modele RNA a été retesté en considérant deux bases de données pour
I'interpolation et I'extrapolation pour évaluer son efficacité. Les résultats de
I'interpolation et de I'extrapolation ont montré une efficacité élevée, en raison de leur
coefficient de corrélation trés élevé et des faibles valeurs de I'erreur quadratique
moyenne (RMSE), de l'erreur quadratique moyenne (MSE) et de I'erreur moyenne
absolue (MAE). Par conséquent, l'efficacité de notre modele est confirmée. Les
résultats de l'interpolation et de I'extrapolation étaient les suivants: coefficient de
corrélation R = 0. 0,99918 et R = 0,9989, I'erreur quadratique moyenne (RMSE =
9,3595mg /| et 12,2587 mg / 1), I'erreur quadratique moyenne (MSE = 87,6019 mg / |
et 150,2771 mg /1) et I'erreur absolue moyenne (MAE = 6,7598 mg / | et 10,9054 mg

/'), respectivement.
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Cette performance semble étre due au fait que la teneur en sulfate soluble était liee
aux caractéristiques physico-chimiques de I'environnement avec des relations non
lineaires. De plus, les graphiques de résidus ont montré la puissance des réseaux de
neurones dans la modélisation des données.

la prédiction des concentrations de bicarbonate dans I'eau potable de la région de
Médéa a été obtenue a l'aide de réseaux de neurones artificiels (RNA) avec
apprentissage supervise, impliquant l'algorithme "Levenberg-Marquardt”. Cet
algorithme donne de meilleurs résultats en termes de vitesse, de convergence et de
génération de performances. Les résultats ont montré une capacité d'apprentissage et
de prédiction élevée pour les concentrations de bicarbonate avec un coefficient de
corrélation tres élevé de 0,99276 et une erreur quadratique moyenne tres faible
(11,52613 mg dm-3) pour lI'ensemble de la base de données. De plus, ils ont montré
un meilleur choix dalgorithme d'apprentissage, de fonctions d'activation et
d'architecture de réseau [18-5-1] obtenu en appliquant des indicateurs statistiques de
robustesse. De plus, la prédiction par les réseaux de neurones artificiels montre une
bonne corrélation entre les valeurs expérimentales et prédites, ce qui signifie que le
modele RNA a un meilleur pouvoir prédictif. Cette performance semble étre due au
fait que les concentrations de bicarbonates dans I'eau potable de la région de Médéa,
sont liées aux caracteéristiques physico-chimiques de I'environnement par des relations
non linéaires. Cela nous encourage a envisager de développer d'autres aspects de cette

étude liés a I'avenir pour utiliser plus de parameétres et prédire d'autres propriétés.
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Abstract

The aim of this work was to use Artificial Neural Networks (ANN) and multiple linear regressions (MLR)
models to predict the soluble sulfate content in drinking water. A set of 84 data points were used. For the
ANN, 18 neurons were used in the input layer, 8 neurons at hidden layer and 1 was used in the output
layer. Levenberg Marquardt learning (LM) algorithm with Hyperbolic tangent sigmoid transfer function
logarithmic was used at the hidden and output layer. The comparison of the obtained results in term of
root mean square error (RMSE) and correlation coefficient (R) using the ANN and MLR models revealed
the superiority of the (ANN) model in predicting the soluble sulfate content in drinking water. Indeed, the
statistical results showed a correlation coefficient R = 0.99973 with root mean square error RMSE =5.9755
for the ANN model and R = 0.941 with RMSE = 88.3068 for the MLR model. A nonlinear relationship
between the soluble sulfate content and the physico-chemical characteristics of drinking water
(conductivity, turbidity, potential hydrogen, hardness, calcium, magnesium, chlorides, total alkali metric
titre (TAC), material Organic, Nitrogen dioxide, nitrates, sodium, bicarbonate, potassium, heavy metals
(Mn?*, Fe®* and Al') and dry residues) was demonstrated, showing that the soluble sulfate content
concentration can be predicted.

Keywords: Drinking water, Physico-chemical parameters, Sulfate, Modelling, Artificial Neural Networks,
multiple linear regressions.

1. Introduction

Water is a basic element for the sustainable development of the city. Drinking water is essential for human
survival and regional stability[1]. Thus, water quality is an extremely important environmental factor as it
affects human beings and their economic activities[2]. The main factor that affects the physical
appearance such as the colour of the water is the concentration and distribution of suspended fine
components and dissolved matter[2]. Industrial, agricultural and urban development is altering water
quality and making it unsafe. This is the case of the Medea region, which is subject to various types of
pollution and an increase in the quantity of pollutants released into the aquatic environment without
treatment. Depending on the origin of the waste, the pollution can be of a chemical nature. Water quality
tends to degenerate progressively with human interventions, such as hydrological alterations[3], land use
changes[4], inputs of toxic chemicals and nutrients[5] and changes in other physico-chemical properties
of water[6] this causes a range of environmental problems, such as the soluble sulfate content in drinking
water levels. the soluble sulfate content in drinking water is ubiquitous and can be found not only in
natural waters, but also in industrial wastewater[7,8]. Although the soluble sulfate content in drinking
water is generally not considered a health problem, concentrations of soluble sulfate content in drinking
water can cause a bitter taste and can cause diarrhoea when its concentration exceeds 600 mg/I[9]. The
release of high levels of sulfate can significantly affect the water supply by causing corrosion and/or scaling
of pipes and equipment. In addition, hydrogen sulphide (H.S), which is toxic to the ecosystem, could be
produced by sulfate reduction by sulfate-reducing bacteria under anaerobic conditions[10]. Because of
these adverse effects on human health and the environment, many countries have set maximum soluble
sulfate content in drinking water concentration values ranging from 250 mg/l to 500 mg/I, depending on
the end use of the water source[8]. Traditional methods of measuring and studying water quality are both
time-consuming and costly compared to numerical modelling techniques, especially if they deal with large
areas. Recently, many authors have studied parameters affecting water quality using artificial intelligence.
Several works have found great success in the simulation and prediction of environmental parameters
[11] such as the prediction of several environmental parameters dealing with water quality in rivers of
different countries [12-18], the prediction of the indicators of quality water for urban source
management [19], analysis of surface water quality and identification of key water parameters [20],
prediction of water quality via Escherichia coli levels [21], prediction of soil hard-setting and physical
quality using water retention data [22] and the prediction of phosphorus and total nitrogen for lake in
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Egypt [23].In particular, artificial neural networks (ANNs) are a method for approximating complex
systems, especially useful when these systems are difficult to model using classical statistical
methods[24]. ANNs provide interesting results due to their learning capability[25], their parallelism and
their ability to solve many non-linear system problems[26]. Over the last decade, ANN research has been
applied in the fields of hydrology, ecology and environment. ANN models have been shown to perform
better than other models, the prediction of water quality [27]. ANN models have been requested for a
variety of purposes; for example: for variations in water quality attributes [28], for prediction of water
quality parameters [29-33], for prediction of water quality indices [34], for estimation of lake water
quality using satellite images [35], to study water quality parameters of the Axios River in Northern Greece
[36], to model nitrate concentrations in rivers [37], prediction of annual drinking water quality reduction
based on Groundwater Resource Index [38], prediction of the groundwater remediation costs for drinking
use based on the quality of water Resources [39], In addition, the evaluation of multivariate linear
regression and artificial neural networks for predicting water quality parameters were examined [40].

The main objective of this research was therefore to conduct a comparative study between multiple linear
regression (MLR) and artificial neural networks (ANN) for the prediction of soluble sulfate content in
drinking water in the Médéa region in Algeria.

2. Materials and methods

2.1 Database

The data used for this study were obtained from the experimental analysis of water samples taken during
several sampling times during the period 2018 in the region of Médéa, Algeria (three samples per week
from different regions). Analyses were done according to the Jean Rodier's book of water analysis 9th
edition[41].

The dependent variable was the soluble sulfate content in drinking water. The independent variables were
the physicochemical parameters: conductivity, turbidity, potential hydrogen, hardness, calcium,
magnesium, chlorides, total alkali metric titre (TAC), Organic material, Nitrogen dioxide, nitrates, sodium,
bicarbonate, potassium, heavy metals (Mn?*, Fe3* and Al*) and dry residues.

2.2. Prediction Methods

Several methods were applied to address problems related to prediction and modelling of complex
nonlinear systems. These methods are particularly useful when these systems are difficult to model using
classical methods[42]. In this study, we were interested in the use and the comparison of two methods
for predicting the soluble sulfate content levels from the physicochemical parameters in drinking water.
These methods are multiple linear regression and artificial neural networks.

The data are divided into three phases (70% learning, 15% testing and 15% validation) according to the
ANN model to compare the correlation coefficients and the errors between the two models[43].

2.2.1 Multiple Linear Regressions

Multiple linear regression consists in describing the relationships between a dependent variable y and

several variables called independent variables X, X,,-**, X;,**+, X, , where n is the number of independent

n?’
variables. Indeed, the multiple linear regression, which is a data analysis method, is commonly used for
establishing predictive models to the phenomena observed in the aquatic environment [44]. This method

allows to draw a polynomial function describing the relationship between the dependant and the



120
121

122

123
124

125
126
127
128
129

130

131
132

133
134

135
136
137

138
139

140

141

142

143

144
145
146

independent variables and allows to determine the most significant input variables. The model can be
written as in Eq.(1).

Y =Bo +BuX +BoX, + o+ B+ + B X, +e(X) (1)

With
= N : number of independent variables;
= g(X) : random noise (error term or regression residual);

= y:dependent variable;

" X, X500, X, 00, X, s independent variables;

= [3, : estimated ordinate at the origin;

* By,Bys+,Bise e+, By, : model coefficients.

2.2.2 Artificial Neural Network (ANN) Model

Artificial neural networks provide an alternative to mathematical modelling and they can be classified as
nonparametric nonlinear models [45,46].

The neuron is the fundamental cell of an artificial neural network, which can be considered as an
elementary parallel operating processor. It is a computation unit which receives a number of inputs ( X; )
directly from the environment or upstream neurons (Figure 1). When information comes from a neuron,
a weight is given to this latter which represents the ability of the neuron upstream to excite or inhibit the
neuron downstream through its unique output passing by the activation function [47,48].

Weight
I . “'
X = W, ,\\
\\
T | ™
X, — w, L. \\ i . Activation
| | "~\\ \(./’ Z "-\.\.\_\\_
) S=S (TR P Y=
. 72 — £ T=/)
-~ e— e
- g - QOutpaut layer
= i = Hidden layver
X ::\JI Al ‘5.- :/
Input layer
Figure 1: Artificial neuron model
The neuron's output is calculated using relation Eqg. (2).
_ N
S =f( X, wyXi+b (2)

Where W,

i » is @ synaptic weight, bj is the biasinputand Xi the i input. f is the activation function which

can usually be sigmoid or hyperbolic tangent [24].
Neurons can be connected together in a way to form a multilayer artificial neural network. This latter is

composed of an input layer, an output layer and one or more hidden layers. All the neurons of a layer are
connected to the all neurons of the following layer through synaptic weights [49,50]. In figure 2, an
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example of an ANN with one hidden layer is given where each neuron (See Figure 1) is represented by a
circle.

X

X3

V.
IO O »
, utput layer
Ok
Input layer
Figure 2: Multilayer neural network

Xn

The goalis introduce to the input and output data of the ANN and make it learns the relationship between
them by a process called learning using specific algorithms like backpropagation or Levenberg-Marquardt
[51]. The goal is to minimize the error between the model output and the desired output by adjustment
of synaptic weights.

To obtain the optimal structure of neural network, we implement a strategy based on the design and
optimization of the architecture of neural network.

The development of the neural network model entails the following stages[24,52]:

1: Collecting the experimental data.

2: Define the input variables and corresponding output variables.

3: Pre-treatment and analysis of the data.

4: Scaling and splitting of data for the phases of learning (with or without test) and validation.

5: Selection of a Neural Network model:

The selection of the ANN model is affected by four major factors:

5-1: Network type (recurrent networks, feed forward back propagation, wavelet neural network, radial
basis functions, etc.). In our work we use the feed forward back propagation neural network.

5-2: Network structure (number of hidden layers, number of neurons per hidden layer).

5-3: Activation functions.

5- 4: learning algorithm. In our work we use Levenberg Marquardt learning (LM) algorithm.

First, transformation must be done in order to modify the distribution of input variables so that they can
better match outputs. Before learning and validation, the inputs and targets are scaled using a normalized
equation (Eqg. 3) such that the data always fall within the interval [-1, 1][53].

max mi

X=X .
XN = (ymax - ymin)(x—mmJ + ymin (3)

Where X, is the data value after normalization, X,,, and X, denote the maximum and the minimum

aX

of the data respectively; Y ., and Y ., are taken as 1 and -1; x denotes the data in question.
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Data modelling was carried out by an ANN, 70 % of the dataset, chosen randomly among the totality of
the samples, were used for the learning phase. The remaining 30%, which did not participate in model
learning, were divided into two parts (15% for the test and 15% for the validation) to examine the validity
and performance of the prediction of these models.[54].

2.3. statistical evaluation criteria

The correlation coefficient (R), the adjusted coefficient RZ., The root mean square error (RMSE), the

adj /
mean square error (MSE) and the Mean Absolute Error (MAE) were used out to estimate the performance
of the model. The corresponding values are calculated using the equations [55,56]:

N
2( yexp - Vexp )( ypred - ypred )

R - Nl=l _ 2 N _ 2
JZ(yexp - yexp) Z(ypred - ypred )
(@)
— 2 p—
R% 1 (1-R*)(N-1)
N-K-1 (5)

RMSE = \/( 5 j(lel[( Yoo~ Vore )Tj
e {3800

1 N
MAE = (Wj z yexp - ypred

i-1 (8)

Where N is the number of data; K is the number of variables (inputs); Y, and Ypr are the experimental
and the predicted values respectively; y,,and Vpr are respectively the average values of the experimental

and the predicted values[57-59].

The significance level value p and the F ratio value which provide a measure of the statistical significance
of the regression model were also determined. A high value of F with a minimum value of p means that
the equation is significant[43].

3. Results and discussion

Artificial neural network and multiple linear regression are the two approaches, which were used for the
prediction of the soluble sulfate concentration from the physicochemical parameters of drinking water.
The two methods were performed and evaluated and then compared.

3.1 Multiple Linear Regression
A statistical analysis by the multiple linear regression method was performed using the “XLSTAT 2016”
software on the database set. This method makes it possible to find the mathematical polynomial relation
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(Eq. (9)) between the soluble sulfate content and the independent variables, which corresponded to the
physico-chemical parameters from 84 experimental samples. First, the equation takes into account all 18
variables (Table 1), even those that do not seem to have a significant impact on the dependent variable.
The relation obtained was therefore evaluated in order to keep only the independent variables which

18
were characterized by a high probability value (Table 1). y =3, + Zﬁixi

Where f3; and X; are given in Table 1.

i=1

Table 1: Values of B;, x; and characterization of independent variables of the RLM.

| X B; Standard Error | T ratio | Prob.> |t|
0 | Constant 245.4060 435.0382 0.56 0.5746

1 | Conductivity (Cond) —0.0576 0.0676 —-0.85 | 0.3976

2 | Turbidity (NTU) 43994 4.8354 0.91 | 0.3663

3 | Potential hydrogen (PH) —28.6495 55.9304 —-0.51 | 0.6102

4 | Hardness (TH) 0.0700 2.4603 0.03 0.9774

5 | Calcium (Ca) 1.7242 0.8677 1.99 0.0511

6 | Magnesium (Mg) 4.1885 1.2180 3.44 0.0010°
7 | Chlorides (CI) -1.1275 0.1141 -9.88 | <0.0001°
8 | Total Alkalimetric Titer (TAC) —0.7729 0.2281 -3.39 | 0.0012°

9 | Organic Materials (MO) 0.4933 0.4757 1.04 0.3035
10 | Nitrogen dioxide (NO) —3722.542 | 1532.262 -2.43 | 0.0179"
11 | Nitrates (NOs) 0.2332 2.4743 0.09 0.9252
12 | Sodium (Na) 1.8031 0.2533 7.12 <0.0001"
13 | Potassium (K) —3.3927 4.1309 -0.82 | 0.4145
14 | Manganese (Mn) -5154.41 19918.46 —0.26 | 0.7966
15 | Iron (Fe) 135558.938 | 18425.29 0.74 0.4644
16 | Aluminum (Al) 213.5702 447.0937 0.48 0.6345
17 | Dry residues (Rs) 0.0828 0.0713 1.16 | 0.2500
18 | Bicarbonate (HCO) —0.6784 0.1533 -4.42 | <0.0001"

Then, only 6 independent variables which have a high power of explanation for the dependent variable

were taken (Pr<0.05); thus the relation can be reduced to Eq.(10):

18
y=B,+> B xx fori=6,7,810,12and18only
i=6

(10)

Indeed, the coefficients of each factor in the model make it possible to assess the impact of each factor
on the response[60].From equation (10), it is evident that changes in Magnesium and Sodium in drinking
water increase the dose of sulfate. On the other hand, changes in Chlorides, Total Alkalimetric Titer,

Nitrogen dioxide and Bicarbonate dominate the sulfate dose.

The value of the coefficient of determination decreased slightly, but the equation became more simple
after the elimination of low-explanatory variables from the dependent variable. The result of the learning
phase shows an acceptable efficiency, via their correlation coefficient (figure 3) (R = 0.93795), but poor in
terms of mean square error (RMSE = 84.0254 mg/l) and mean absolute error (MAE = 48.6575 mg/ |) (Table
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224 2). The result of the learning phase was tested and validated by two databases, one for the test and the
225 other for the validation. The results showed an acceptable correlation coefficient for the test phase (figure
226 3) (R = 0.92066) and a high correlation coefficient for the validation phase (figure 3) (R = 0.97100).
227 However, in terms of root mean square error (RMSE = 117.933 and 70.5674 mg/l) and absolute error
228 mean (MAE = 61.8972 and 46.6106 mg/l), they always remained bad for the test and the validation phase
229 respectively (Table 2). The three steps were combined for the final evaluation of this model which gave
230 an acceptable correlation coefficient (R = 0.941) (figure 3), but poor in terms of root mean square error
231 (RMSE = 88.3068 mg/l) and mean absolute error (MAE = 42.3274 mg/l) (Table 2). In view of the obtained
232 results, we can consider that the correlation of the model was a little positive via the acceptable
233 correlation coefficient; while the statistical evaluation criteria remained high. The probability (Pr<0.0001)
234 was strictly less than 0.5% which confirms that the model was significant [11,43].
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Figure 3: Comparison between experimental and calculated values

Results of MLR performances in terms of all errors and in terms of the agreement vector values (R,
slope: a and y intercept: B) are given in Table 2.

Table 2: Performances of the prediction using MLR

RMSE MAE R o 8
(mg/l) (mg/)l
All 88.3068 42.3274 0.941 0.8859 46.480

Training 84.0254  48.6575 0.93795 0.9211 27.6758
Test 1179331 61.8972 0.92066 0.7820 110.3162
Validation ~ 70.5674  46.6106 0.97100 0.8464 77.2335

3.2 ANN Modelling
Preliminary tests showed that to improve the performance of a model established by ANN, it is necessary
to modify the architecture of the network, by changing mainly the number of hidden layers, the number
of hidden neurons and/or the number of learning cycles (number of iterations). For this, we successively
changed the number of hidden neurons (from 3 to 15). The results of these tests are shown in Table 3.

Table 3: Performances of the different tested ANN architectures

OOO Data points OOQO Data points
Best linear fit Best linear fit
1200
Validation o 1000 All
R =0.57100 o R = 0.94126 o

800
O —~

O o Eﬂ 600
]
=

= 400
T
9 £

a O -§ 200
Y =0.8464703683 * X + 77.23354312 ~

o 0o o Y = 0.8859775888 * X + 46.48422221
O
200
100 300 500 700 900 400 100 300 500 700 900
200 400 600 800 1000 0 200 400 600 800 1000
Experimental data (mg/l) Experimental data (mg/l)

ANN Activation function Coefficients of correlation MSE
Nbr N/el-:;(;r;s I-lliad:eern ﬂ:tgrjt learning Test Validation Total Learning Test Validation
1 [18-9-1] tansig purelin 0.99809 0.99964 0.99965 0.99863 2.34x104  6.12x105  7.15x10°
2 [18-13- logsig purelin | 0.99961 0.99618  0.99723 0.99873 | 5.47x105  5.27x10%  3.32x104
3 [18-8-1] tansig tansig 0.99953 0.99978 0.99992 0.9996 7.36x10°  2.55x10°5  9.79x10°6
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Table 3 presents the best architectures found. It shows the correlation coefficients and the error for each
learning, test and validation according to the number of neurons in the hidden layer and the network
topology. It also indicates the activation functions for the hidden layer and the output layer. The
architecture 3 (Table 3) appears to be the most relevant ANN model to predict the soluble sulfate content.

The network was driven until reaching over-learning; this phenomenon was met after 1000 iterations. The
over-learning phase was not yet reached, so it was interesting to continue learning until reaching this
phase for the test in order to decrease the gradient further and thus improve the precision of the ANN.
Using the third architecture of Table 3, the three curves related to the evolution of the the mean square
error (MSE) corresponding to the three learning phases were obtained (train, validation and test) where
they converge correctly towards a satisfactory minimum (Figure 4).

6\ 0,01 £
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~ 1E-4 . .
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|-
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©
8 1E-8 -
©
>
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©
g 1E-12 1

T T T T T T T T T 1
0 200 400 600 800 1000

Epochs 1000

Figure 4: Evolution of the MSE corresponding to the three learning phases

Once the architecture of the ANN is synthesized, it is tested and the predicted values (estimated values)
are compared to the experimental values in the three steps of learning phases; the corresponding results
are given in Figure 5.

10
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Figure 5: Comparison between normalized experimental and calculated values

The relation between the observed values and the estimated values shows the performance and the
efficiency of the developed ANN model. The relevance of the model was confirmed by the obtained
coefficient of determination R=0.9996 for the total data set.

3.3 Prediction performances
The result of the learning phase shows excellent efficiency, via their very high correlation coefficient
(figure 6) (R =0.99963), also very low values in terms of the mean square error (RMSE = 6.5382 mg/l and
the mean absolute error (MAE = 4.2437 mg/l) (Table 4). The result of the learning phase was tested and
validated by two databases, one for the test and the other for the validation; the result showed a very
high correlation coefficient (R = 0.9998, 0.9999 ) for both phases (test and validation) respectively (figure
6), also very low values in terms of root mean square error (RMSE = 5.4650 and 3.1826 mg/I) and mean
absolute error (MAE = 3.5362 and 1.9667 mg/I) for the test and the validation phases respectively (Table
4). The three steps were brought together for the final evaluation of this model which gave a very high
correlation coefficient (R = 0.99973) (figure 6), and also led to very low values in terms of mean squared
error (RMSE = 5.9755 mg / I) and mean absolute error (MAE = 3.1767mg / |) (Table 4). In view of the

11
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3.4 Interpolation performance
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Figure 6: Comparison between experimental and calculated values

Table 4: Performances of the prediction using ANN

700

RMSE (mg/l) MAE (mg/)! R a B
All 5.9755 3.1767 0.99973 1.0005 -0.1145
Training 6.5382 4.2437 0.99963 1.0018 -0.3500
Test 5.4650 3.5362 0.9998 0.9969 1.4545
Validation 3.1826 1.9667 0.9999 1.0024 -2.1524
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Y =0.9969028662 * X + 1.454542007
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In order to test the precision of the ANN model previously developed and optimized, an interpolation was
performed. For this purpose, a data base was constructed in 2019 containing a set of data points located
at the experimental points. The results showing the regression curve between the predicted and
experimental values and the performance of the interpolation in terms of error and correlation coefficient
are shown in Figure 7.
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= Best linear fit
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300 500 700 900
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Experimental data (mg/l)

Figure 7: Comparison between experimental and calculated values

These results show a good correlation between the predicted ANN and the experimental values with a
very high correlation coefficient (Figure 7) (R =0.99918) and with a minimum squared error (RMSE =
9.3595 mg/l) and absolute error (MAE = 6.7598 mg/I) (Table 5). This result confirms again model efficiency
using new data in the prediction range.

Results of interpolation performances in terms of all errors and in terms of the agreement vector values
[R (correlation coefficient), a= (slope) and B (y intercept)] are summarized in Table 5.

Table 5: Performances of the Interpolation

RMSE (mg/l)  MAE (mg/l) R o 8
9.3595 6.7598 0.99918 1.001 -7.027
3.5 Extrapolation performance

Prediction was also performed to test the accuracy of the artificial neural network developed. The idea
was to test experimental data of the soluble sulfate content, which were not used during the training of
our network; this database was built in 2019. The results in Figure8 show a very high coefficient (R=
0.9989), as well as very low values in terms of mean squared error (RMSE = 12.2587 mg/l) and mean
absolute error (MAE = 10.9054 mg/l) (Table 6). Extrapolation of a database was also achieved to check
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the accuracy of our optimized ANN model. The idea was testing an experimental data sets never exploited
during the learning and the test phases. The experimental data set of this system exploited in our principal
database was obtained by analysis of water samples collected during several campaigns carried out in the
Médéa region. Results of extrapolation performances in terms of all error and in terms of the agreement
vector values [R (correlation coefficient), a= (slope) and B (y intercept)] are summarized in Table 6. The
quality of fit of the extrapolation data set is depicted in Figure8. The results showed a good agreement
vector [R, a, B] between experimental data and the ANN predicted results with accepted root mean
square error. It can be observed that for our extrapolation case, the results showed a good predictive
ability of the ANN in both developed and optimized model. This shows a good convergence between the
experimental output and the output predicted by the ANN.
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Figure 8: Comparison between experimental and calculated

Table 6: Performances of the extrapolation

RMSE (mg/l) MAE (mg/) R A 6

12.2587 10.9054  0.9989 1.0022  -4.6989

3.6 Comparison of MLR and ANN for predicting soluble sulfate concentrations
In order to evaluate the two developed predictors, all data for MLR and ANN were compared (Table 7).
The results depicted in Table 7 show the comparison of correlation coefficients and statistical indicators
obtained by the two models. The correlation coefficient calculated by the ANN was significantly higher
with (R=0.99973) while that given by the MLR was less low (R=0.941). In addition, the RMSE and MAE
given by the ANN model (RMSE= 88.3068 mg/l and MAE= 42.3274 mg/|) were very low compared to that
of the MLR model (RMSE= 5.9755 mg/I), (MAE=3.1767 mg/I).
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328
329 Table 7: Performance comparison between MLR and ANN prediction Models
330
Model RMSE (mg/l) MAE (mg/l) R A B R? aq;
ANN 5.9755 3.1767 0.99973 1.0005 -0.1145 0.9996
MLR 88.3068 42.3274 0.941 0.8859 46.480 0.924
331
332 Figure 9 confirms again the superiority of the ANN model if compared to the MLR model with a very good
333 superposition of the curves measured experimentally and those estimated by the ANN model.
334  The results obtained show a very good agreement for the ANN model, explained by a high correlation
335 coefficient and small statistical indicators errors for the learning phase, the test phase and the validation
336 phase.
337 ANN Model MLR Model
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Figure 9: Relationship between experimental data and the predicted data of samples using
multiple linear regression and artificial neural network modeling: (1) Training, (2) Test, (3)
Validation and (4) All data.

3.7 Residues Study

The error made by the models established for each method on an individual of the model's construction
sample is called residual [61]. Thus, the study of the relationship between the estimated levels of the

soluble sulfate content by the mathematical models and their residuals (yexp ~ Yored ) makes it possible

to ensure the performance of the model and to verify empirically inter them, the validity of the

hypotheses of the models.

The analytical methods to analyze the residues are mainly graphical analysis methods. Figure 10 shows
the residuals related to the model established by artificial neural networks and those related to the model

established by multiple linear regression based on the estimated values.

This figure shows that the residues obtained by the neural network method were less dispersed (close to

zero) if compared to those obtained from the multiple linear regression.
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Figure 10: Residues relating to the models established by multiple linear regression and
artificial neural network depending of estimated values.

In general, the results obtained were very satisfactory and justify the use of the neural network approach
in the prediction of the soluble sulfate content levels of the Médéa region. It is consistent with the results
of some recent studies that showed that multiple linear regression models perform poorly compared to
those established by artificial neural network models [48,54,62].

4. Conclusion

This document highlighted the importance of drinking water quality modelling based on the soluble
sulfate content in drinking water parameter. In this study, in a first stage, samples were collected at
different points in the Medea region, Algeria. This was followed by a second stage, which was devoted to
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the analysis of these samples in the laboratory in order to have the physico-chemical parameters (sulfate,
conductivity, turbidity, potential hydrogen, hardness, calcium, magnesium, chlorides, total alkali metric
titre (TAC), material Organic, Nitrogen dioxide, nitrates, sodium, bicarbonate, potassium, heavy metals
(Mn2+, Fe3+ and Al+) and dry residues). Then the database was constructed; statistical analysis was
applied on physico-chemical parameters for the prediction of soluble sulfate content in drinking water in
the Medea region using two modelling methods: multiple linear regression and neural networks for
prediction of the soluble sulfate contentin drinking water in order to compare between them. In addition,
the root mean square error (RMSE) and the Mean Absolute Error (MAE) were used to evaluate the
effectiveness of these two models.

The results showed that the predictive model based on artificial neural networks of configuration [18-8-
1] with hyperbolic tangent transfer functions in the hidden layer and in the output layer and the
Levenberg-type learning algorithm Marquardt were better than those established by multiple linear
regression. Indeed, the correlation coefficient of the ANN model was very high (R = 0. 99973) compared
to the MLR model. Also, the root mean square error, the root mean square error and the mean absolute
error of the ANN model were less than those established by multiple linear regression, 5.9755 and
88.3068 mg/| for RMSE, 35.7067 and 7798.0935 mg/| for MSE, and 3.1767 and 42.3274 mg/| for MAE,
respectively..

the ANN model was re-tested considering two databases for interpolation and extrapolation to evaluate
its efficiency. The results of the interpolation and extrapolation showed high efficiency, owing to their
very high correlation coefficient and low values of the root mean square error (RMSE ), the mean square
error (MSE=) and the Mean Absolute Error (MAE). Consequently, the effectiveness of our model is
confirmed. The results of for interpolation and extrapolation were as follows: correlation coefficient R=0.
0.99918 and R=0.9989, the root mean square error (RMSE=9.3595 mg/l and 12.2587 mg/l), the mean
square error (MSE= 87.6019 mg/l and 150.2771 mg/l) and the Mean Absolute Error (MAE= 6.7598 mg/I
and 10.9054 mg/l), respectively.

This performance seems to be due to the fact that the soluble sulfate content was linked to the physico-
chemical characteristics of the environment with non-linear relationships. In addition, the residue graphs
showed the power of neural networks in the modelling of the data.
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Abstract

In this study, four different mathematical models were considered to predict the coagulant dose
in view of turbidity removal: response surface methodology (RSM), artificial neural networks
(ANN), support vector machine (SVM), and adaptive neuro-fuzzy inference system (ANFIS).
The results showed that all models accurately fitted the experimental data, even if the ANN
model was slightly above the other models. The SVM model led to almost similar results as the
ANN model; the only difference was in the validation phase, since the correlation coefficient
was very high and the statistical indicators were very low for the ANN model compared to the
SVM model. However, from an economic point of view, the SVM model was more appropriate
than the ANN model, since its number of parameters was 22, i.e. almost half the number of
parameters of the ANN model (43 parameters), while the results were almost similar in all the
data phase. To further reduce the economic costs, the RSM model can also be used which
remained very useful due to its high coefficients related to the number of parameters — only 13.

In addition, the statistical indicators of the RSM model remained acceptable.

Keywords
Coagulation, physicochemical analysis, response surface methodology, artificial neural

networks, support vector machine, adaptive neuro-fuzzy inference system
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1. Introduction
Water treatment is very essential owing to the unavailability of drinking water and its lack in
developing countries in Africa, which is mainly due to human and industrial pollution. Water
treatment requires specific attention to be in agreement with the standards of consumption.? It
includes several methods such as coagulation-flocculation, sedimentation or flotation, filtration
and disinfection, etc.? Among these processes, coagulation-flocculation has been classified as
the best available technology for large-scale drinking water production.® It has played and will
continue to play an important role, directly or indirectly, in the control of particles,
microorganisms, natural organic matter (NOM), synthetic organic carbon, disinfection by-
product precursors (DBP), and certain inorganic ions and metals, and finally, in the control of
drinking water quality.* Coagulation is a process of destabilisation of particles in water by
neutralising the negative charge on the particle surface, followed by agglomeration of the
neutralised micro-flakes to form settleable and filterable macro-flocculants.>® The coagulation
process is primarily used to remove turbidity in a water treatment plant.” It is used in more than
half of the water purification plants in Algeria. Coagulation efficiency depends on the water
characteristics, such as® colour, turbidity, temperature, pH, alkalinity, dissolved salts without
forgetting the influence of mineralization. It also depends on the treatment itself, such as the
nature and dosage of coagulant, the conditions of agitation, as well as on the treatment
conditions.® Jar tests are generally conducted to determine optimal coagulant doses,'®! with
the goal of reducing costly chemical wastage and operating costs and achieving drinking water
quality objectives.*? However, to date, this process poses a difficult control problem because it
is non-linear and complex. Several studies have been conducted to apply different control
strategies to the coagulation process.’*° In recent years, mathematical models have emerged
as a viable method to model complex processes of water treatment.® These models have been
very successful in modelling and predicting environmental parameters and in predicting
coagulant quantity as a function of many physicochemical parameters.t” For example, a study
was focused on the use of Moringa oleifera seed as a coagulant for the treatment of surface
water using response surface methodology (RSM).*® Four parameters were varied viz.
stabilization time, stirring time, stirring speed, and Moringa oleifera seed extract (MOSE)
concentration. The model predicts the lowest turbidity of 5.49 NTU with optimal conditions of
120 min settling time, stirring speed of 100 rpm, 10 min stirring time, and 3 g I"* concentration
by MOSE. The condition was verified in aftershocks and a turbidity of 5.51 NTU was

obtained.'®



Other work reported the effectiveness of three coagulants CuSO4, FeCls, and CuSO4 + FeCls
(the two salts mixed in 1:1 ratio (v/v)) for the treatment of wastewater from the effluent
treatment plant of an oil refinery by coagulation and flocculation process.’® Independent
parameters such as pH and coagulant dosage were optimised using the response surface
methodology with central composite design technique considering final pH, COD reduction,
turbidity, TDS, and colour as dependent variables.® Results showed that the mixed coagulant
CuSOg + FeCls gave better results than CuSO4 and FeCls individually. CuSQO4 + FeCls along
with adsorption and sweep flocculation, forms tribasic copper chloride (TBCC) as an
intermediate in the pH range 5 to 7. TBCC formation improved flocculation by destabilising
colloidal and suspended particles due to its structural catalytic, bleaching, and octahedral
properties. A maximum reduction in COD (76.77 %), turbidity (89.47 %), TDS (94.16 %) and
colour (95.29 %) were observed at pH 7.12 and dosage 0.20 g L ! of CuSO4 + FeCl; coagulant.
The final pH of the solution under optimal conditions for all three coagulants was below the
removal limits.*°

Another application by the response surface method (RSM) was to find the optimal combination
of coagulant dose and pH relative to the highest removal efficiency of turbidity and dissolved
organic carbon (COD).2° The results obtained with polyaluminum chloride (PACI) were
compared with those obtained using a conventional coagulant such as alum. Quadratic models
developed for both responses (turbidity removal and DOC removal) indicated that the optimal
conditions for a PAC1 concentration of 0.11 mM at pH 7.4 and alum concentration of 0.15 mM
at pH 6.6. The compromise to optimise both responses simultaneously resulted in 91.4 %
turbidity removal and 31.2 % DOC removal using PACI while 86.3 % turbidity and 34.3 %
DOC. CODs were removed using alum.?

Another study was done to predict both turbidity and removal of dissolved organic matter
(DOM) during the coagulation process at Akron Water Treatment Plant (Akron, Ohio, USA)
by four different neural network models.? DOM was monitored and characterised using
fluorescence spectroscopy and parallel factor analysis (PARAFAC), building on previous
research that identified three fluorescence components (C1, C2, and C3). Neural network
models were constructed using operational data to predict each of the components of
fluorescence and turbidity after coagulation as a function of variable raw water quality and
chemical doses. Correlation coefficients between measured and model predicted values for final
turbidity models, C1, C2 and C3 on an invisible test data set were 0.91, 0.95, 0.97, and 0.51,

respectively.?



Other researchers used extreme machine learning (ELM) coupled with radial base function
(RBF) neural networks to predict coagulation doses.?? The coagulation data was divided into
two categories based on low and high turbidity. The optimal number of input parameters for
low turbidity water coagulation modelling was found to be 3, while the optimal number of input
parameters for turbidity water coagulation modelling were found to be 4. Re-selection of the
number of input parameters were necessary, since the alkalinity of the raw water was an
important factor in improving the performance of the high turbidity model. The low turbidity
model was able to predict coagulant dosage with a correlation coefficient greater than 0.97.22
The high turbidity model was able to predict coagulation dosage with a reasonably acceptable
correlation coefficient of at least 0.80.%

Another study was done by a hybrid of k-signifies an adaptive neuro-fuzzy inference system
(kmeans-ANFIS) for the turbidity of settled water prediction and optimal determination of the
coagulant dose using historical data at large scale.?® To construct a well adaptive model to
different states of inflow water process, raw water quality data was classified into four groups
according to its properties by a k-means clustering technique. The sub-models are developed
individually based on each clustered data set. The results revealed that the sub-models
constructed by a k-means-ANFIS hybrid perform better that not only a single ANFIS model,
but also seasonal artificial neural network (ANN) models. The finally completed model
composed of sub-models shows more precise and consistent prediction capacity than a single
ANFIS model and a single ANN model based on all five evaluation indices.?

In another report, they used artificial neural network (ANN) and adaptive network-based fuzzy
inference system (ANFIS) models were used to model the dosage of polyaluminum chloride
(PAC), of surface water in northern Taiwan.?* Each of them was built on the basis of 819 data
sets controlled by the processes. Input parameters include yesterday's PAC dosage, the day
before yesterday's PAC dosage, and temperature, turbidity, colour, pH in each of raw water,
flocculation, sedimentation, and treated water.?* The ANN model was better than the ANFIS
model to be used to achieve the optimal prediction model for the optimal dosage of PAC in real
time when stormwater brought high turbidity to the source water.?*

In this work, response surface methodology (RSM), artificial neural networks (ANN), machine
vector support (SVM), and adaptive neuro fuzzy inference system (ANFIS) were selected to
predict coagulant doses as a function of physical and chemical parameters and to compare them
to select the most efficient one. Indeed, to our knowledge, the ANN, SVM, and ANFIS models
have never been used in this kind of data-based study built from RSM. In addition, such a

comparison has not been made before.



2. Materials and methods

2.1. Data preparation

2.1.1. Jar test

Aluminum salt was used in this study as coagulant. The jar tests were carried out using beakers
that were filled with 1 L of water, namely raw waters collected in different localities of the
Médea region, with various turbidity levels which were adjusted by the humic acid. Considering
that acidic and oligotrophic waters often have a brown to yellow “tea” tint,?® in particular due
to humic acids (humic acids are one of the most important fractions of humus, thanks to their
hydrophilic functions of the carboxylic acid type), they can retain about fifteen times their
weight in water and thus play a fundamental role in water retention and the useful water reserve
of a soil.?®

Thus, after having created turbidity by humic acid, the water takes a “tea” hue, and without
forgetting that the turbidity contains various mineral and organic matter in suspension or in
solution. Dissolved and colloidal matter alone constitutes 60 to 80 % of the organic load (humic
acids). If we manage to remove turbidity, we can say that we have removed organic and mineral
matter (complexation),?’~?° because the removal of the colour created by humic acid means the
removal of organic and dissolved colloidal organics and micropollutants.°

The samples were mixed at 180 rpm for 2 min after addition of coagulant to provide mixing;
then the speed was reduced to 40 rpm for 30 min to ensure flocculation®t. The time and speed
of mixing were set with an automatic controller. After 45 min of settling, the supernatant from
each pot was removed from the port sample and analysed for pH, temperature, turbidity,
conductivity, and total alkali metric titre (TAC). pH, conductivity, temperature, and turbidity
were measured by means of pH meter, conductivity meter, thermometer, and turbidimeter,
respectively. TAC was analysed immediately following the assay method described by J.

Rodier.3?

2.2 Database

The data used in this study were those obtained from the analysis of samples purified with
different doses of coagulant that were collected during several campaigns conducted in the
Médéa region. The database that was built by RSM was used for the other models (ANN, SVM,

and ANFIS), in order to be able to compare them.



The dependent variable was the coagulant dose. The independent variables were the
physicochemical parameters: pH, temperature, conductivity, turbidity, and total alkalinity titre
(TAC).

2.3 Prediction methods

Several methods have been applied to solve the problems related to the prediction and
modelling of complex non-linear systems. These methods are particularly useful when such
systems are difficult to model using the conventional methods.®® In this study, four methods
were tested for predicting coagulant doses from physicochemical water parameters, namely
RSM, ANN, SVM, and ANFIS.

After constructing the database according to RSM, the database was normalised in the interval
[-1,+1] according to the RSM method by using the mapminmax function (Eg. 1) of MATLAB
software.®* It was also divided in two parts for the three other models (ANN, SVM, ANFIS):
70 % of the dataset for training and the remaining 30 % of the samples, which did not participate

in model learning, were used for validation and prediction performances of the models:*>%

—X

X )
—mm] + ymin (1)
X in

XN Z(ymax_ymin)( .
max ~ Xm
where xn is the data value after normalization, Xmax and Xmin denote the maximum and the
minimum of the data, respectively; ymax and ymin are taken as —1 and 1; x represents the original
values.
The correlation coefficient (R), determination coefficient (R?), adjusted coefficient (R%gj), root
mean square error (RMSE), mean square error (MSE), mean absolute error (MAE), error
standard prediction (ESP), error prediction model (EPM) were used to estimate the

performances of each model 264

2.3.1 RSM

The principle of RSM has been described by Khuri and Cornell (1996) as a set of mathematical
and statistical methods for evaluating the relationships between a group of independent
variables and one or more responses.*> To obtain adequate and reliable measures of the
responses of interest, the design of the experiment is necessary. Normally, the relationship
between the response and the independent variables cannot be well modelled by a linear

function.?®



A model that incorporates curvature is generally necessary to approximate the response in the
region close to optimal, and in most cases a second-order model is adequate.** A central
composite design (CCD) is considered, which is a very effective design tool for fitting second-
order models.*® This technique is generally used when there are several input parameters
affecting the output (response). CCD was selected for use in this study.*® Two levels, a value
of a =1 and 5 repetitions at the centre point were considered. Finally, the input variables were
coded in intervals [-1, +1] (Table 1).

The number of experiments is determined according to the Eq. (2):%

N=2+2k+c (2)
where k is the number of independent variables, 2“is the points factor, 2k is the axial points,
and c is the number of experiments in the centre points.** The model used to predict the
responses and to describe the relationship between the independent variables was the second-
order polynomial equation:*?

Y:BO+Zk:BiXi+Zk:B”X2+Zk:B”Xin+E (3)
i i i
where, Y represents the response functions (in our case, it is force compression): Bo is a constant
coefficient; Bi, Bii, and Bij are the coefficients of the linear, quadratic, and interactive terms,

respectively.*

Table 1 — Coding and real levels for CCD model

Variables Symbol Unit Code factor Levels
-1 0 +1
pH X1 - 7.25 8.02 8.78
temperature X2 °C 10.65 19.48 28.30
conductivity X3 uScm! 106 988 1871
turbidity X4 NTU 0.86 519.93 1039
TAC Xs °F 12.00 18.20 24.4

2.3.2. Artificial neural network
In this work, the optimisation of the ANN architecture using MATLAB R2013a software is

described by a flowchart shown in Fig. 1.364647
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Fig. 1 — Organization chart for the development and optimisation of the ANN architecture

2.3.3 Support vector machine
Support vector machine was developed by Vapnik in the 1990s and is based on the statistical
learning theory (SLT) tools and structural risk minimisation (SRM) theory.*® It was mainly used
for non-linear classification and regression analysis.*® In this approach, a training data set of N
points (Xi, Yi) is considered, with i =1,..., N. X represents the inputs of the model and Y its
output. A SVM model takes the form:
y(X)=o'¢(x)+b (4)

where ¢(.): R" — R™ is a non-linear function that maps the finite dimensional space entry into
a higher dimensional space that is implicitly created, w is a weight vector, and b is the bias.°!
SVM problems are solved using quadratic programming techniques, which however show some
drawbacks:>2

1. They are practically difficult to use.

2. They are time consuming.

3. They require large memory and CPU time.
In this article, SVM is used for non-linear modelling using the different functions of the kernel,

since there is no guarantee that a given kernel appears more efficient than another one regarding



the specific data. From this, it is necessary to optimise different kernel functions and test their
performances. These kernel functions can be found in the MATLAB Toolbox R 2018a.>
The kernel functions that have been selected in this article are as follows:>

e Poly (polynomial)

k(X;,X;)=(ax" +c)’ (5)
e Linear
k(Xi,Xj)=xTy+c (6)
e Gaussian
k(XX )= exp{_x‘—_zx"z} ™
o\2r 20

with C = BOxConstraint, ¢ = epsilon, d = Polynomial Order, and &% = sigma
where d, ¢, ¢, and & are user-defined kernel parameters.

Analysis of physicochemical parameters
Normalization database
Choice of SVM parameters
< SVM >

! ! ! |

Database Kernel function
division into (Linear, BOx EPsilon and Polynomial
two polynomialand | |Constraint sigma Order
subassemblies gaussian)

Fig. 2 — Organization chart for the development and optimisation of the SVM model

2.3.4 Adaptive Neuro Fuzzy Inference System

The adaptive ANFIS was developed by Jang.>* The architecture of ANFIS is shown in Fig. 3.
It consists of six key components: input and output data, data division unit, algorithm unit, fuzzy
generating system, fuzzy inference system, and adaptive network neuron representing the fuzzy

system. After dividing the processing data, each set of training and validation data is assigned



to the clusters formed by the algorithm.?*2* Each algorithm is formed independently with
training and validation together by ANFIS to obtain the optimal fuzzy inference system.?® In
addition, ANFIS is composed of 5 layers — each layer can include different nodes.>®
Layer 1: Each neuron calculates the degree to which X and Y inputs belong to the different fuzzy
sets (Egs. 8 and 9) .%®
The parameters inherent to these sets are called premise network parameters. For this system,
we have:
X1k = tagy (X) fork=1and 2 (8)
Xik = Mgz (Y) fork=3and 4 9)
Layer 2: is used to calculate the degree of activation of the premises. Each neuron in this layer
receives the outputs of the previous fuzzification neurons and calculates its activation. The

conjunction of the antecedents is performed with the product operator, which uses the

derivability constraint to deploy the learning algorithms. Each node performs a fuzzy T-norm.

Xy =T jeAnt(2,k)(X) (10)

or, Ant (2,k) indicating the antecedent nodes of node (2,k).
Layer 3: Each neuron calculates the normalized degree of truth of a given fuzzy rule. The
value obtained represents the contribution of the fuzzy rule to the final result.

X
Xak = ; = Xy
T (2 eAnt(2,k)

Layer 4: Each i neuron of this layer is connected to a normalization neuron corresponding to

(11)

the initial inputs of the network. The link in this layer fulfils the role of the consequence part of
the rules; each node calculates the standard degree of truth of a given fuzzy rule. The value

obtained represents the contribution of the fuzzy rule to the final result.

Xax = Xa [Meg + M. X +m,, Y] (12)

where the parameters mgo, Mk and mge, are called neural fuzzy-system consequential
parameters.
Layer 5: This is the output layer comprising a single neuron that provides the output of ANFIS

by calculating the sum of the outputs of all output neurons.

X = Xqy [mkO +m. X + mkz.Y] (13)

10
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Fig. 3 — The structure of ANFIS

3 Results and discussion
RSM, ANN, SVM, and ANFIS are the four approaches that were used for the prediction of
coagulant dose from physicochemical water parameters. All four methods were performed,

evaluated, and compared.

3.1 RSM

A statistical analysis by RSM was performed using the “JMP 13” software on the entire
database software. This method allowed finding the mathematical relationship (Eq. (14))
between the coagulant doses and the independent variables that corresponded to the
physicochemical parameters. Firstly, the equation took into account all 5 variables (Table 2),
even those that did not seem to have a significant impact on the dependent variable. The
relationship obtained was, therefore, evaluated in order to keep only the independent variables

characterised by a high probability value (Table 2).
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Table 2: Values of fi, xi and characterization of independent variables of the RSM

i Term i Std Error | t Ratio Prob > |t|
0 Intercept | 29.44685 | 2.01046 | 14.64676 | 4.40E-08
1 X1 —3.88888 | 1.58898 | —2.44740 | 0.03441
2 X2 —2.55555 | 1.58898 | —1.60829 | 0.13884
3 X3 —11.94440| 1.58898 | —7.51703 | 2.02E-05
4 X4 16.38888 | 1.58898 | 10.31406 | 1.20E-06
5 Xs 4.16666 | 1.58898 | 2.62222 0.02550
6 X1*Xo 5.81250 | 1.68537 | 3.44879 0.00623
7 X1*X3 6.68750 | 1.68537 | 3.96796 0.00265
8 Xo*Xs | —7.56250 | 1.68537 | —4.48713 | 0.00116
9 X1*Xq 2.06250 | 1.68537 | 1.22376 0.24909
10 Xo*Xs |—14.18750| 1.68537 | —8.41802 | 7.52E-06
11 X3*Xs | —1.31250 | 1.68537 | —0.77875 | 0.45415
12 X1*Xs 4.68750 | 1.68537 | 2.78128 0.01940
13 Xo*Xs | —2.56250 | 1.68537 | —1.52043 | 0.15936
14 X3*Xs 1.56250 | 1.68537 | 0.92709 0.37571
15 X4*Xs 6.18750 | 1.68537 | 3.67129 0.00430
16 X1*X1 3.02386 | 4.29938 | 0.70332 0.49790
17 Xo*X2 | —=5.97613 | 4.29938 | —1.38999 | 0.19469
18 X3*X3 20.52386 | 4.29938 | 4.77367 0.00075
19 X4*Xq 8.52386 | 4.29938 | 1.98257 0.07554
20 Xs*Xs | —13.47613| 4.29938 | —3.13443 | 0.01061

Y = fo+ X+ Po Xy + By Xy + 1. Xy + 5. Xg + o Xy Xy + 7. X Xy
+ 3 Xy X+ By Xy Xy + Pio- X Xy + By Xy Xy + B Xy X + 3. X 5. X5

+,[)’l4.X3.X5 +,B15.X4.X5 +ﬂ16'x12 +ﬁ17'X22 +ﬁ18'x32 +ﬂ19'xf +ﬂ20'x52

Next, only 13 independent variables that have a high explanatory power for the dependent

(14)

variable were taken (Pr < 0.05); so the relationship can be reduced to Eq. (15):
Y =B+ B X+ B X+ B, X+ B Xo + B XX, + 5. X X +
ﬁB'XZ'XS +ﬂlO'X2'X4 +ﬁ12.X1.X5 +,815.X4.X5 +ﬁ19'xj +ﬂ20.X52

The value of the coefficient of determination decreased slightly, but the equation became

(15)

simpler after the removal of the variables with little explanatory power from the dependent
variable. This coefficient R =0.98691 means that the model's correlation was moderately
positive (Fig. 5). The probability (Pr < 0001) was strictly less than 0.5 %, confirming that the
model was significant.

The significance level value p and the F ratio value, which provide a measure of the statistical
significance of the regression model, were also determined. A high value of F with a minimum

value of p means that the equation is significant.>’
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The proposed model can infer the effect of the factors (Xi), their interactions and their quadratic
effects simultaneously. Indeed, Table 2 shows the effects of each independent factor, its
interaction with the other factors and its quadratic effect on the coagulant dose (Y).

Indeed, the coefficients of each factor in the model allow to assess the impact of each factor on
the response.>® Thus, it is evident that changes in turbidity and TAC in the treated effluent
increased the dose of the coagulant (Fig. 4). On the other hand, changes in pH and conductivity
had a negative effect on the dose of coagulant (Fig. 4).

The interactions and quadratic effects of the factors show that the relationship between the
response and the factors is not always linear.®® Used at different levels in the coagulation
process and when several factors are modified simultaneously, one factor can produce different
degrees of response. Thus, interactions between the factors (pH — temperature, pH —
conductivity, pH — TAC and turbidity — TAC) showed positive effects on coagulant doses
(Fig. 4), whereas the interactions between factors (temperature — conductivity and temperature
—turbidity) had negative effects on coagulant doses (Fig. 4). In addition, the results showed two
factors with interesting quadratic effects, namely conductivity and TAC, indicating positive and

negative quadratic effects, respectively (Fig. 4).

X4
x| |
X3 |
K33 |
K23 |
K103 |
K4#E |
K12 |
KE#E |
K1#X5 {
X5

X1 |
X42X4

X2

X2*5

X2*%2

X144

X35

X3*X4 [
X121 I

Fig. 4 — Effects of the operating factors and their interactions.

In the light of the obtained results, it appears that with each increase in pH (7.25 to 8.78) and

temperature (10.65 to 28.3 °C), the dose of coagulant used for treatment decreased from

13



109.51 mg I to 83.15 mg I"* for pH and from 109.15 mg I"! to 78.28 mg ™! for temperature.
The dose of coagulant also decreased (from 109.51 mg I to 75.24 mg I'?) with increasing
conductivity (from 106 pScm! to 1243.54 uScm?) and then increased to 85.51 mg I for
1871 pS cm™t. On the other hand, the results obtained show an increase in the dose of coagulant
(from 47.16 to 109.51 mgI™t) when the turbidity increases (from 0.86 NTU to 1039 NTU).
Finally, it can be noted that the effect of TAC on the coagulant dose was not linear. Thus, the
dose of coagulant used for effluent treatment increased (from 88.55 to 109.51 mg I') for TAC
values ranging from 88.55 °F to 19.71 °F; then decreased (101.88 gI) for 24.4 °F. These
results confirm the effect of the factors in this study, namely pH, temperature, conductivity,
turbidity, and TAC during the coagulation process.8>%-5!

For an optimal chosen coagulant dose equal to 109.50 mg I, water with the following
properties: pH 7.25, temperature 10.65 °C, conductivity 106 uS cm™?, turbidity 1039 NTU, and
TAC =19.71 °F provided a 99.96 % effective treatment.

(OO Data points

Best linear fit
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100 R =0.98691 o
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40
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Y =0.9739993244 * X + 0.9561538889

° OO 10 20 30 40 50 60 70 80 90 100
Experimental data (mg/l)
Fig. 5 — Relation between the observed dose of coagulant and those estimated by the RSM

model

The results of the RSM performance in terms of all errors and in terms of agreement vector

values (R, slope: a, and intercept: ) are given in Table 3.

14



Table 3 — RSM performances

RMSE/ MSE / MAE /
ESP/% EPM/% R o B
mg It mg I mg It

all  3.82890 14.66053 10.41194  1.47823 3.82890  0.98691 0.97399 0.95615

3.2. ANN

In this part, we have optimised 3 activation functions with the number of hidden neurons (from
3to 10). The results of these tests are presented in Table 4.

Table 4 presents the best architectures found. It shows the correlation coefficients and the error
for each learning and validation according to the number of neurons in the hidden layer and the
network topology. It also shows the activation functions of the hidden layer and the output
layer. Architecture 1 (Table 4) seems to be the most relevant ANN model for predicting
coagulant doses. Since the correlation coefficient and RMSE were almost equal between
architectures 1 and 3, the lowest number of neurons of the hidden layer was chosen in order to

have the lowest possible number of parameters.

Table 4 — Performances of the different tested ANN architectures

o ) Coefficients of RMSE
ANN Activation function ]
correlation
Nbr | Neurons/Layer | Hidden  Output layer Total Total
1 [5-6-1] logsig purelin 0.9975 1.7954
2 [5-9-1] tansig purelin 0.99744 1.8132
3 [5-10-1] tansig tansig 0.99751 1.7908

Once the architecture of the ANN was synthesized, it was validated. The predicted values
(estimated values) were compared to the experimental ones in the two stages of the learning
and validation phases, and the corresponding results are given in Fig. 6. The results were

denormalized to actual values in view of comparison with the other models.
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Fig. 6 — Relation between the observed dose of coagulant and those estimated by the ANN

model

The results of the ANN performance in terms of all errors and in terms of agreement vector

values (R, slope: a and y-intercept: ) are given in Table 5.

Table 5: Performances of the prediction using ANN
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RMSE/ MSE/

EPM/ MAE/

gl gl ESP/% % gl R o} B
all 1.79535  3.22331 4.83966 0.28386 0.67928 0.99750 0.99403 0.20004
training  2.12626 4.521011 6.25372 0.19098 0.91414 0.99612 0.99011 0.24250
validation 0.22616  0.05115 0.50634 0.00428 0.10519 0.99978 0.99317 0.18521
3.3.SVM

In this part, we have optimised 3 kernel functions, each kernel synthesised by parameters that

must also be optimised:

The linear function synthesised by BOxConstraint, epsilon and sigma; the Gaussian function

synthesized by BOxConstraint, epsilon and sigma; the polynomial function synthesized by

BOxConstraint, epsilon and PolynomialOrder, knowing that the PolynomialOrder was

optimised from21t0 5.

Once the result of the learning phase was obtained, it was validated by the validation database.

The obtained results (predicted values) were compared with the experimental values in the two

stages (the learning phase and the validation phase) in order to have the correlation coefficient
and RMSE. The results of these tests are shown in Table 6. It should be noted that the results

have been denormalized to the actual values to compare to the other models.

Table 6 — Performances of the different tested SVM Kernel function

Quantity of support o ]

Kernel function c ) 2 ’ Vectors Coefficients of correlation RMSE

Total Total
Linear 846 0.0032 / / 22 0.66564 19.04920
Gaussian 479.0010 2.5551e-04 2.3000 / 22 0.99668 2.08927
Polynomial 816 0.0052 / 2 22 0.92786 9.54540

Polynomial 23 0.0035 / 2.5 22 0.93081 9.3885
Polynomial 102 0.0012 / 3 22 0.98170 4.87540
Polynomial 614 0.0013 / 3.5 22 0.98311 4.67220
Polynomial 623 0.001 / 4 22 0.98672 4.17170
Polynomial 731  5.8782e-04 / 4.5 22 0.99272 3.16830

Polynomial 855  4.3554e-04 / 5 22 0.99474 0.9947
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Fig. 7 — Relation between the observed dose of coagulant and those estimated by the SVM
model

The results of the SVM performance in terms of all errors and in terms of agreement vector
values (R, slope: o and intercept: ) are given in Table 7.

Table 7 — Performances of the prediction using SVM

RMSE/ MSE/ MAE /
ESP/% EPM/% R o B
mg I mg I mg I
all 2.08927 436505 5.63194 0.58983  0.98625 0.99668  0.99017 0.68643

training 0.06292 0.00395  0.15571 0.01155  0.05477  0.99999  1.00050 —0.01719

validation ~ 3.87627 15.02550 13.36646 0.16488  3.26318  0.96448  0.92988  3.13381

3.4. ANFIS

In this work, we have optimised the weighting algorithms, the functions (trimf, trapmf, gbellmf,
gaussmf, gauss2mf, pimf, dsigmf and psigmf) for the input and (constant and linear) for the
output and many of the nodes for each input to obtain the most accurate result. It should be
noted that these algorithms and functions could be found in the toolbox of Matlab R 2013.

As described above, two steps were followed for the ANFIS modelling, where two sets of data
were used, the training and verification data, respectively. First, the training was done using the
training data set. Secondly, verification of the data set was considered to check the accuracy
and effectiveness of the ANFIS model.

Two criteria were adopted for optimising the ANFIS model: the number of membership
functions assigned to the inputs and output and the RMSE value. In addition, the following four
aspects were considered for the ANFIS learning phase, which were the number of used
membership functions, the membership functions type, the overfitting and the training options.

The results of these tests are presented in Table 8.

Table 8 — Performances of the different tested ANFIS architectures

Train FIS Coefficients of RMSE
ANFIS MF Type _
correlation
Number of o
Nbr ME Input Output Optimisation method Total Total
S
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Experimental data (mg/l)

1 [222272] trimf linear hybrid 0.93691 9.24210
2 [222272] trapmf linear hybrid 0.95284 7.83380
3 [222272] gbellmf linear hybrid 0.97137 6.14477
4 [222272] gaussmf linear hybrid 0.96934 6.35520
5 [222272] gauss2mf linear hybrid 0.96842 6.45090
6 [22222] pimf linear hybrid 0.96839 6.45360
7 [222272] dsigmf linear hybrid 0.96875 6.42420
8 [222272] psigmf linear hybrid 0.96875 6.42420
The best results obtained are gathered in Table 8 and they are illustrated in Fig. 8 by
denormalizing the values to the actual values.
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Fig. 8 — Relation between the observed dose of coagulant and those estimated by the ANFIS

model
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The results of the ANFIS performances in terms of all errors and in terms of agreement vector

values (R, slope: a and intercept: ) are given in Table 9.

Table 9: Performances of the prediction using SVM

RMSE / MSE/ MAE /
ESP/% EPM/% R o B
mg I mg I mg I
all 6.14477 37.75828 16.56418 2.81801 2.71994 0.97137 0.93672 3.53417
training 1.29246 1.67045 4.03893 0.09475 0.05000 0.99809 0.99618 0.12218
validation  11.22376  125.97298 22.64886 0.77937 8.14644 0.94454 0.79847  14.07516

3.5. Comparison of the models

The comparison of the coefficients of correlation, determination, adjustment and statistical
indicators (RMSE, MSE, ESP, EPM and MAE) obtained by the four models, RSM, ANN, SVM
and ANFIS, for all data is presented in table 10. The calculated coefficients by the model ANN

was slightly higher than those obtained by the SVM model and significantly higher than those

obtained by the RSM and the ANFIS models. These results were also confirmed by the
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statistical indicators, since those given by the ANN model were slightly lower than those
obtained by the SVM model, followed by the RSM model and finally the ANFIS model.

Table 10: Comparison of the predictive performance of the RSM, ANN, SVM and ANFIS
Models for all data

RMSE/ MSE/ EPM/ MAE/ No. of
Model ESP/% A B R? R4

mglt  mgl? % mg ! parameters
RSM  3.82890 14.66053 10.41194 1.47823 3.82890 0.98691 0.97399 0.95615 0.97399 0.96878 13
ANN 1.79535 3.22331 4.83966 0.28386 0.67928 0.99750 0.99403 0.20004 0.99500 0.99400 43
SVM 2.08927 4.36505 5.63194 0.58983 0.98625 0.99668 0.99017 0.68643 0.99337 0.99204 22
ANFIS 6.14477 37.75828 16.56418 2.81801 2.71994 0.97137 0.93672 3.53417 0.94355 0.93227 309

The comparison of the different models is illustrated in Fig. 9, confirming the superiority of the
ANN and SVM model over the other models (RSM, ANFIS) with a very good superposition of
the experimental values and those given by the models. Despite the ANN and SVM models
were almost equal, the ANN model was slightly superior. The correlation coefficient and the
statistical indicators of the apprenticeship phase of the ANN model were almost equal to those
given by the SVM model with slight superiority of the SVM model (Tables 5 and 7). However,
in the validation phase the correlation coefficient was very high and the statistical indicators
were very small for the ANN model (R =0.99978, RMSE =0.22616, MSE =0.05115,
ESP =0.50634, EPM =0.00428 and MAE =0.10519) compared to the SVM model
(R =0.96448, RMSE = 3.87627, MSE =15.02550, ESP =13.36646, EPM =0.16488, and
MAE = 3.26318) (Tables 5 and 7). However, in terms of reducing economic costs, the SVM
model was superior, since the number of parameters of this model was 22, which is almost half
of the number of parameters of the ANN model (43 parameters). To further reduce the economic
costs, we can also use the RSM model which remains very useful because of its high coefficients
(R =0.98691, R? = 0.97399, R%g; = 0.96878) compared to the number of parameters, namely
13. In addition, the statistic indicators remained acceptable for the RSM model
(RMSE = 3.82890, MSE = 14.66053, ESP = 10.441194, EPM = 1.47823 and MAE = 3.82890)
if related to the number of model parameters.

Finally, the ANFIS model which was acceptable from the point of view of coefficients and
statistical indicators (R =0.97137, R?=0.94355, R%g=0.93227, RMSE = 6.14477,
MSE = 37.75828, ESP =16.56418, EPM =2.81801 and MAE =2.71994), appeared very
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Fig. 9 — Relationship between experimental data and the predicted data of samples using
RSM, ANN, SVM, and ANFIS modelling

3.6 Residues study

Residue analysis is an efficient way to reveal the performances of the optimised model. It
consists in the measurement of the absolute or relative error between experimental and
predicted values.®® Residue analysis methods are mainly graphical analysis methods. Fig. 10
shows the residuals related to each model (RSM, ANN, SVM, and ANFIS). This figure shows
that the residuals obtained by the neural network method were less scattered (close to zero)
compared to those obtained by the other models. Again, this result shows the accuracy and
robustness of the ANN model compared to the other models and justifies the use of the ANN

approach in the prediction of coagulant doses.

10 1 RSM Model

O

Residues
H N
1 1
/O’_
O—|
cn/O
O
o/
\.
/]
O
o—"=
O
a -
> <
/
B~
///O__
C
N
[é)]
O

Estimated

(a)

24



] ANN Model o
6
4 -
2 4 o}
o
S 0 /N O N /
S T T T ¥ T A4 T T
‘5 10 159 20 25 0
(5}
X -2-
]
-4
-6 ¢
N Estimated
(b)
819 SVM Model
O
6 -
4 -
2 O
g ] N
3 0 O-01=0-0-0-0v0-Or0-0vO-0-0-0-CrO-0-0-0-0 L B
s 0 10 15 20 %5 0 35
(5}
o -2 Q /
\O
O
-4
O
-6 J
8- Residues
(c)

25



20 + ANFIS Model
15 -

10

m -
-g O ; O-0xO T O' T T O Q O 1
3 ¢ 5 10 15 20\/ O b5 30 35
X 5- ©

_10 -

-15 - O\

. O
-20 Residues ©

(d)

Fig. 10 — Distribution of residuals for the RSM (a), ANN (b), SVM (c), and ANFIS (d)
models for all the data.

4 Conclusion

In this study, four mathematical models (RSM, ANN, SVM, and ANFIS) were used to build
models to predict the dose of coagulant for removing organic components and turbidity and
also to reduce the waste of expensive chemicals and operating costs and achieve drinking water
quality objectives. The results obtained from the RSM, ANN, SVM, and ANFIS models proved
to be useful and effective models for predicting the coagulant doses from the point of view of
coefficients and statistical indicators. However, the ANN model appeared to be the most
effective model, as it leads to the highest coefficient (R%g = 0.99400) and the lowest error
indicator (RMSE = 1.79535) compared to the other models. Followed by the SVM model
(R%gj = 0.99204, RMSE = 2.08927), the RSM model (R%qj = 0.96878, RMSE = 3.82890) and
finally the ANFIS model (R%gj = 0.93227, RMSE = 6.14477). Furthermore, from an economic
point of view, only three models appeared relevant: the ANN model which involved 43, the
SVM model which was almost similar to the ANN model in terms of coefficients and statistical

indicators but involved only 22 parameters, and finally the RSM model, which remains very

26



useful in terms of reducing economic costs due to its high coefficient (R%q = 0.96878) if related

to the number of parameters, only 13. In addition, it led to the acceptable statistical indicators.

Contrarily, the ANFIS model was considered unacceptable, owing to the very high number of

parameters, 309.
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Abstract

The region of Médéa (Algeria) located in an agricultural site requires a large amount of drinking water. For this purpose, the
water analyses in question are imperative. To examine the evolution of the drinking water quality in this region, firstly, an
experimental protocol was done in order to obtain a dataset by taking into account several physicochemical parameters. Sec-
ondly, the obtained data set was divided into two parts to form the artificial neural network, where 70 % of the data set was
used for training, and the remaining 30 % was also divided into two equal parts: one for testing and the other for validation of
the model. The intelligent model obtained was evaluated as a function of the correlation coefficient nearest to 1 and lowest
mean square error (RMSE). A set of 84 data points were used in this study. Eighteen parameters in the input layer, five neurons
in the hidden layer, and one parameter in the output layer were used for the ANN modelling. Levenberg Marquardt learning
(LM) algorithm, logarithmic sigmoid, and linear transfer function were used, respectively, for the hidden and the output layers.
The results obtained during the present study showed a correlation coefficient of R = 0.99276 with root mean square error
RMSE = 11.52613 mgdm~>. These results show that obtained ANN model gave far better and more significant results. It is
obviously more accurate since its relative error is small with a correlation coefficient close to unity. Finally, it can be concluded

Keywords

that obtained model can effectively predict the rate of soluble bicarbonate in drinking water in the Médéa region.

Drinking water, physicochemical parameters, bicarbonate, modelling, artificial neural networks

1 Introduction

Industrial, agricultural, and urban development alters the
quality of water and makes it unsafe. This is the case in
Médéa region, which is subjected to diversification and in-
crease in the quantity of pollutants released in the aquatic
environment without treatment. Depending on the origin
of the waste, the pollution may be of a chemical nature,
especially heavy metals. To predict the amount of a pol-
lutant, depending on many physicochemical parameters,
we refer to methods based on mathematical and artificial
intelligence models, such as linear regression (RLM) and
artificial neural networks (ANN)."2 Neural networks have
been highly successful in modelling and predicting envi-
ronmental parameters.’> They have been applied for vari-
ous purposes, e.g.: prediction of groundwater remediation
costs for drinking use based on quality of water resource;*
modelling for nitrate concentration in groundwater;> pre-
diction of groundwater suitability for irrigation;® modelling
of contaminated water treatment processes by homogene-
ous and heterogeneous nanocatalysis;” prediction of the
quality of public water supply;® modelling of TDS concen-
trations in river water;? prediction of aluminium pitting in
natural waters;' prediction of fluoride concentration;"
prediction of bromate removal in drinking water;"* esti-
mating rainfall relationship with river pollution;'* model-

" Corresponding author: Dr Abd-Elmouneim Belhadj
Email: belhadj_1@yahoo.fr

ling of total dissolved solids;'* forecasting nitrate concen-
tration in groundwater;' effect of drought on pollution of
river station by ANN;' and prediction of heavy metal con-
centrations."” All these works are linked to different physic-
ochemical parameters of water.

In this work, we propose the use of ANN for the predic-
tion of bicarbonate content of surface waters based on the
physicochemical parameters.

2 Artificial neural network

Artificial neural network (ANN) represents a set of algo-
rithms, the design of derives from and is schematically in-
spired by the functioning of biological neurons. ANNs are
now used as a very powerful tool in modelling and analys-
ing processes, as well as in predicting the behaviour of a
given system.'®

The ANN structure consists essentially of an input layer
(independent variables), a number of hidden layers, and
an output layer. Each of these layers consists of a number
of interconnected processing units called neurons. These
neurons interact by sending signals, and they are connect-
ed to all the neurons in the previous and next layers by
links called weights and links." The architecture of the
ANN model is shown in Fig. 1.
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activation
function

input
values

Fig. 1 - Presentation of a multilayer neural network

3 Materials and methods

In this work, a procedure based on the development and
optimisation of the architecture of an ANN using software
MATLAB R2013a, is described by a flowchart presented in
Fig. 2.2021

3.1 Database

The data used for this study were obtained from the ex-
perimental analysis of several water samples carried out
for 84 different days in all seasons in the period from 2018
to 2019 at Médéa region, Algeria. Analyses were done ac-
cording to the Jean Rodier’s book of water analysis 9* Ed.??

The dependent variables are the contents of bicarbonate
(HCO;") soluble in water. The independent variables are
the physicochemical parameters as follows: conductivity,
turbidity, pH, hardness, calcium, magnesium, chlorides,

Analysis of physicochemical parameters
Normalisation database
Choice of neural network parameters
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total alkalinity titer (TAC), organic matter, nitrogen diox-
ide, nitrates, sodium, sulphates, potassium, heavy metals
(Mn**, Fe**, and Al*), and dry residues.

3.2 Normalisation and data pre-processing

The primary purpose of the data transformation is to modi-
fy the distribution of input variables so that they can better
match outputs. Before training and validation, we scaled
the inputs and targets using a normalised equation where
the data always fall within a specified range:

X=X .
min
] + ymin
Xmax - Xmin

The experimental data were normalised in the interval
[—1,1] using the mapminmax function,? where xy is the
data value after normalisation, x,,,, and x,,, denote the
maximum and minimum of the data, respectively, y.... and
Ymin are taken as —1 and 1; and x represents the original
values.

XN :(ymax_ymin)[ (1)

3.3 Data modelling techniques

Data modelling was carried out by ANNs that made it
possible to justify the predictive quality of the models, by
applying the same techniques on a set of data relating to
70 % of the samples, chosen at random, among the totality
of the samples, which constituted the group for learning a
predictive model of the dependent variable. The remaining
30 % of the samples, which did not participate in model
learning, were divided in two (15 % for the test, and 15 %
for the validation) to examine the validity and performance
of the prediction of these models.?*

<Neural network feed-forward backprop>

! l

!

! }

Database . . Actl\{atlor? The activation
division info Training Neurons in functions in function in the
function the hidden the hidden

three (LM) layer (3:15) layer (logsi output layer
subassemblies yerts: Y 815 (purelin)
and tansig)

Save the parameters of the artificial neural network

Fig. 2 - Organisation chart for the development and optimisation of the RNFF architecture
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Table T — Structure of neural networks
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Type of  Learning Input layer Hidden layer Output layer
network  algorithm | Number of neurons ' Number of neurons | Activation function| Number of neurons | Activation function
ANN LM 18 5 Sigmoid 1 Linear

3.4 Modelling performance

In the current study, we present the different statistical pa-
rameters used in order to evaluate the effectiveness of each
network and its ability to make precise predictions.?>-?

The correlation coefficient (R), root mean square error
(RMSE), mean square error (MSE), mean absolute error
(MAE), standard preaching error (ESP), and error of pre-
diction error model (EPM) were used to estimate the per-
formance of the model. These statistical parameters were
calculated using the following equations: 242

i(yexp - ;exp )(ypred - ;pred)
R = i=1
N _ 2 N _ 2 (2)
\/Z(yexp - yexp) Z(ypred - ypred)

i=1 i=1

RMSE = \/(%][i[(yp - ypred)m 3)

i=1

MSE = (%J(i(yp Yo )2j )

i=1

1 N
MAE = (sz Ve = Yo (5)
i=1
ESP(%) = %-mo ©6)
yexp
o 100 N (yexp _ypred)
EPM(%)ZTZ— (7)

i=1 yexp

N is the number of data; y,,, and y,,.q are the experimental
and the predicted values, respectively, and y, and y
are the average values of the experimental and the predict-

ed values, respectively.

4 Results and discussion

Preliminary tests have shown that, in order to improve
the performance of a model established by ANN, it is

necessary to modify the architecture of the network, by
playing mainly on the number of hidden layers, or on
the number of hidden layers, hidden neurons and/or the
number of training cycles (number of iterations). For this,
we successively changed the number of hidden neurons
(NH = 3-15). The results of these tests are shown in Ta-
ble 1. It was observed that the minimum of the MSE, the
number of iterations, and the maximum correlation co-
efficient had been reached when NH = 5. The optimal
acknowledgements architecture obtained from ANN has
a topology of 18-5-1 (Table 1), and its architecture is il-
lustrated in Figs. 3 and 4. We could therefore choose five
neurons of the hidden layer of the network in the present
study, in order to predict the bicarbonate concentrations.

Hidden layer Output layer

5

Fig. 3 — Schematic representation of the ANN model

Fig. 5 describes the results of the ANN training phase. It
showed that, after 236 iterations, the desired result had
been achieved with 5 neurons in the hidden layer, the
three curves related to the evolution of the error of the
three phases converged correctly towards an acceptable
MSE.

The results obtained (Fig. 6) enabled extraction of the dif-
ferent values relating to the learning parameters:

* maximum number of iterations (Epochs) = 236,
* learning rate () = 0.001,
* minimum gradient = 8.2405e"°.

Once the architecture of the neural network model is ob-
tained, the model should be validated by comparing its re-
sults with the experimental data obtained in the laboratory.
The results given in Fig. 7 show the performance and the
efficiency of the developed ANN model. The relevance

bl by
X 1 Z ; Y
— f(a) = logsig(a) = - fo@) = purelin@) = a }—»
w/ T are™ wil

Fig. 4 — Schematic representation of the ANN neuronal model
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Fig. 6 — Gradient variations of error, learning rate, and validation
error as a function of number of iterations
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Fig. 8 — Comparison between experimental and predicted data estimated by ANN model

of the model was confirmed by the obtained coefficient
of correlation R = 0.99839 with root mean square error
RMSE = 0.01402 for the total data set.

4.1 Prediction performance

In order to test the precision of the previously developed
and optimised ANN model, an interpolation was per-
formed. For this purpose, a database was constructed con-
taining a set of data points located in the middle between
the experimental points of bicarbonate from drinking wa-
ter in Médéa region. The results showing the regression
bicarbonate between the predicted and experimental val-
ues, and the performance of the interpolation in terms of
error and correlation coefficient are shown in Fig. 8.

Results of the prediction performances in terms of all errors
and in terms of the agreement vector values [a = (slope),
B (v intercept), R (correlation coefficient)] are summarised
in Table 2.

These results show a good correlation between the pre-
dicted ANN and the experimental values with a high cor-
relation coefficient (R = 0.99276).

Fig. 9 again shows the performance of the ANN configu-
ration [18-5—1] with a better superposition of the curves
plotted experimentally and those predicted by the mod-
el deduced during our study. The results obtained by this
study show a good agreement explained by a high coef-
ficient of correlation, which has a value close to unity. In
addition, the values of errors including (MSE, RMSE, ESP,
EPM, MAE) are very low.



600

Table 2 - Prediction performance results in terms of all errors and agreement vector [e, §, R]
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RMSE/mgdm™  MSE/mgdm= ESP/% EPM/%  MAE/mgdm™? R a B
Training 9.68913055 93.8792508 | 4.3826748 ' 1.31881052 6.54764823 | 0.99523 | 0.9835336 3.6139936
Test 15.734532 247.575496 8.28240564 0.09771214 ' 10.9639556 0.9721 0.9592193 | —2.950842
Validation 14.0333691 196.935448 6.44782517 0.09058195 | 12.0114691 0.99106 | 0.9868746 0.2635232
All 11.526138 132.85185 5.3433443 | 3.13764295 8.02930904| 0.99276 | 0.9880565 0.5073722
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Fig. 9 —Relationship between experimental data and the predicted data of samples using ANN modelling: (a) training, (b) test, (c)

validation, and (d) all data

4.2 Residues study

Errors made by the artificial neuron networks model on the
samples that were used in this study are named residues.*
Thus, the study of the relationship between the estimated
contents of bicarbonate by the mathematical models and
their residues (yey, — ¥pred) allowed us to ensure the perfor-
mance of the model and verify them experimentally.

Fig. 10 shows the relationships between the estimated lev-
els of bicarbonate in the water of Médéa region and their
residues obtained using neural networks (ANN), respec-
tively. It shows that the residues obtained by neural net-
works are much less dispersed (closer to zero), and a clear
improvement in the distribution of residues depending on
the nature of the samples.
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This distribution proves the predictive power of this model
established by the neural networks in the prediction of the
contents of bicarbonate from the environmental parame-
ters. In general, the result obtained is very satisfactory and
justifies the use of the neural network approach in the pre-
diction of bicarbonate contents in Médéa region.
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Fig. 10 — Residues relating to the models established by the ar-
tificial neural network depending on estimated values

5 Conclusion

In the present study, the prediction of bicarbonate con-
centrations in drinking water in the Médéa region was
obtained using artificial neural networks (ANN) with su-
pervised learning, involving the “Levenberg-Marquardt”
algorithm. This algorithm gives better results in terms of
speed, convergence, and generation of performance. The
results showed a high learning and predictive capacity for
bicarbonate concentrations with a very high correlation
coefficient of 0.99276 and a very low mean square error
(11.52613 mgdm™3) for the whole database. In addition,
they showed a better choice of learning algorithm, acti-
vation functions, and network architecture [18-5-1] ob-
tained by applying statistical indicators of robustness. The
prediction by artificial neural networks also shows a good
correlation between the experimental and predicted val-
ues, meaning that the ANN model has better predictive
power. This performance seems to be due to the fact that
the concentrations of bicarbonates in drinking water in
Médéa region are linked to the physicochemical charac-
teristics of the environment by non-linear relationships.

This encourages us to consider in future the development
of other aspects of this study related to the use of more
parameters and prediction of other properties.
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SAZETAK

Predvidanje kolicine bikarbonata u pitkoj vodi regije Médéa
modeliranjem umjetnom neuronskom mrezom
Hichem Tahraoui,? Abd-Elmouneim Belhadj?" and Adhya-Eddine Hamitouche®

Regija Médéa (Alzir) smjestena na poljoprivrednom zemljistu zahtijeva veliku kolicinu pitke vode
te je stoga analiza vode od iznimne vaznosti. Da bi se ispitao razvoj kvalitete pitke vode u toj regiji,
najprije je napravljen eksperimentalni protokol za dobivanje skupa podataka uzimajuci u obzir
nekoliko fizikalno-kemijskih parametara. Zatim je dobiveni skup podataka podijeljen na dva dijela
za stvaranje umjetne neuronske mreze, gdje je 70 % skupova podataka upotrijebljeno za trening,
a preostalih 30 % dodatno je podijeljeno na dva jednaka dijela: jedan za testiranje, a drugi za vali-
daciju modela. Dobiveni inteligentni model procijenjen je kao funkcija koeficijenta korelacije naj-
blizeg 1 i najnizeg korijena srednje kvadratne pogreske (RMSE). U ovom istrazivanju upotrijebljen
je skup od 84 podatkovnih toc¢aka. Za modeliranje ANN-a upotrijebljeno je osamnaest parameta-
ra u ulaznom sloju, pet neurona u skrivenom sloju i jedan parametar u izlaznom sloju. Za skriveni
i izlazni sloj upotrijebljeni su algoritam ucenja Levenberg Marquardt (LM), logaritamski sigmoid i
funkcija linearnog prijenosa. Rezultati dobiveni tijekom ovog istrazivanja pokazali su koeficijent
korelacije R = 0,99276 s korijenom srednje kvadratne pogreske RMSE = 11,52613 mgdm™. Ti
rezultati pokazuju da je dobiveni model neuronske mreze dao daleko bolje rezultate, jer je tocniji
a njegova relativna pogreska je mala s koeficijentom korelacije blizu 1. Konacno, zakljuceno je da
taj model moze ucinkovito predvidjeti brzinu topljivosti bikarbonata u vodi za pice u regiji Médéa.
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