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La modélisation de la solubilité de quelque soluté solide dans le dioxyde de carbone
supercritique avec la méthode de RNA et SVM
Résumé :

L'objectif principal de cette étude est d'évaluer le potentiel des modeles basés sur
l'intelligence artificielle pour modéliser la solubilit¢ de certains solutés solides dans le
dioxyde de carbone supercritique en utilisant. Cette étude propose deux nouveaux algorithmes
de modélisation, a savoir les réseaux neuronaux artificiels (RNA) et Support Vecteur Machine
(SVM), pour une prédiction précise de la solubilité de 25 systémes utilisant différentes
combinaisons de parameétres opérationnels couramment disponibles et deux types de
descripteurs. Dans ce travail,la base de données a été recueillie a partir de documents
scientifiques, qui contiennent la solubilité de divers systémes.

Ces approches ont été programmées en utilisant le logiciel Matlab. Le RNA congu a été
obtenu avec l'architecture de neurones {10, 16, 1} dans l'entrée, la couche cachée et la couche
de sortie respectivement. Ce dernier a été optimisé et testé pour prédire la solubilité avec
{0.0472 , 0.99692} en termes de MSE(test) (%) et R? respectivement. En comparant avec le
modele ANN, l'algorithme SVM, cette comparaison montre une plus grande précision pour la
phase de test avec {0.174 , 0.910806} en termes de MSE(test) (%) et R? respectivement. Les
résultats confirment que le modele RNA était plus précis, stable et rapide que la méthode
SVM.

En considérant la précision de la prédiction, la stabilité du modele et l'efficacité de
calcul, le modele SVM est fortement recommandé pour estimer la solubilité du soluté solide
sélectionné dans le dioxyde de carbone supercritique.



Les mots de clés : solubilité, soluté solide, fluides supercritique, réseaux neuronaux
artificiels, support vecteurs machines.

Solubility of some solid solute in supercritical carbon dioxide modeling using ANN and
SVM approach

Abstract:

The main objective of this study is to evaluate the potential of artificial intelligence-
based models to model the solubility of some solid solute in supercritical carbon dioxide
using. This study proposes two novel modeling algorithms, i.e. Artificial Neural Networks
(ANN) and Support Vector Machine (SVM), for accurate prediction of the solubility of 25
systems using different combinations of commonly available operational parameters and two
type of descriptors. In this work database has been collected from scientific papers, which
contains the solubility of various systems.

These approaches were programmed using Matlab software. The designed ANN was
obtained with the architecture of {10, 16, 1} neurons in the input, hidden and the output layer
respectively.

This latter was optimized and tested to predict the solubility with {0.0472 , 0.99692} in
terms of MSE(test) (%) and R? respectively. Comparing with the ANN model, the SVM
algorithm show higher accuracy for test phase with {0.174 , 0.910806} in terms of MSE(test)
(%) and R? respectively. Results confirm that the SVM model was more accurate, stable and
rapid than the ANN method.

By considering the prediction accuracy, model stability and computational efficiency,
the SVM model is highly recommended to estimate the solubility of the selected solid solute
in supercritical carbon dioxide.

Keywords: Solubility, solid solute, supercritical fluids, artificial neural networks, support

vector machine.
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% Introduction générale

Avant qu'un médicament soit disponible a ses récepteurs, il doit étre dissoute dans le

liquide biologique entourant la solubilité des récepteurs et par conséquent, est un sujet important
en sciences pharmaceutiques. Il y a un probléme de solubilité avec pres de 40 % des candidats
médicaments, et toute tentative de prédire la solubilité est trés important dans le processus de
découverte de médicaments d'enquétes. La plus ancienne régle pour la prédiction de la solubilité
est "comme se dissout comme". Cette régle est appliquée a toutes équations de solubilité,
(Jouyban, 2010). La solubilité est définie comme la quantité maximale d'un médicament dissous
dans un volume donné d'un solvant/solution.

La technologie d'extraction de fluide supercritique (SFET) a attiré¢ beaucoup d'attention
dans la séparation et la purification des substances naturelles. En particulier, le CO2 supercritique
(scCOy) offre des caractéristiques intéressantes en tant que solvant non toxique, non inflammable,
a faible cott et facile a traiter, avec des propriétés critiques modérées, (Zabihi ef al., 2010; Zhu et
al., 2015). Afin de développer un systéme efficace d'extraction ou de purification supercritique, il
est nécessaire d'avoir une idée approfondie du comportement de la phase et des propriétés

d'équilibre de la substance cible dans les milieux supercritiques, (Ismadji et al., 2011).

1600
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Figure 1. Histogramme des publications scientifiques par ans de la solubilité dans les
fluides supercritique, d’apres le site web sciencedirect (ScienceDirect.coms., 2017)
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Le principe des méthodes QSAR (Quantitative Structure Activity Relationship) consiste

comme leurs noms I’indiquent a mettre en place une relation mathématique a I’aide de méthodes
d’analyse de données, reliant des propriétés moléculaires microscopiques appelées descripteurs, a
un effet expérimental (activité biologique, toxicité, affinité pour un récepteur), pour une série de
composés chimiques similaires. Le point de départ de telles méthodes se construit sur la
définition des descripteurs moléculaires empiriques ou théoriques. Ces derniéres prennent en
compte des informations sur la structure et les caractéristiques physico-chimiques des molécules,
comme dans ce cas présent, les perturbateurs endocriniens.

Les descripteurs théoriques se déclinent eux-mémes en sous-classes de descripteurs : les
constitutionnels, basés sur la composition chimique de la molécule, les topologiques, obtenus a
partir de la structure bidimensionnelle (table de connectivité des atomes de la molécule), les
géométriques, évalués a partir de la structure tridimensionnelle et les quantiques, issus de la
structure ¢électronique de la molécule. Les détails concernant les descripteurs quantiques sont

disponibles dans I’ouvrage de Karelson, (Karelson, 2000).

160

—
=
=

-
2
=

[
=
=

80

Number of publications

Figure 2. Histogramme des publications scientifiques par ans de ’utilisation de la
méthode QSAR/QSPR, d’apres le site sciencedirect (ScienceDirect.com., 2017)
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Enfin, le lien entre les descripteurs et la base de données est déterminé grace a des outils
d’analyse comme les régressions linéaires multiple (MLR), les régressions aux moindres carrés
partiels (PLS), les arbres de décisions, les réseaux de neurones, et les algorithmes génétiques.

L'apprentissage connexionniste est une discipline scientifique qui recouvre plusieurs
aspects d'études mathématiques, statistiques et algorithmiques. Les systémes d'apprentissage
connexionnistes (ou réseaux de neurones artificiels [RNA] sont des systémes numériques
permettant la modélisation de processus généraux par 1'établissement de modeles fonctionnels.
Ceux-ci sont identifiés a partir des entrées-sorties du processus par des algorithmes dits
"d'apprentissage" qui s'apparentent a des techniques d'estimation statistiques. Nés en
informatique dans le domaine de l'intelligence artificielle, ils ont connu depuis le début des
années 80 un développement intensif dii au succeés rencontré dans une trés large gamme
d'applications. Les réseaux de neurones artificiels offrent une panoplie de techniques adaptatives
pour de nombreux problémes génériques : la classification, le classement, la modélisation, la
prévision. Parmi les domaines ou ils ont été utilisés, on peut citer le traitement du signal, de
I'image, de la parole, le contrdle, la prévision, I'optimisation combinatoire, le diagnostic, la fouille
de données, ...etc. Il s'agit donc d'un outil général pouvant étre utilisé dans des cadres différents
avec une grande souplesse. Les modeles RNAs apparaissent comme une alternative ou plus
souvent comme un complément aux techniques classiques. Les recherches dans le domaine sont
extrémement actives actuellement. Plusieurs laboratoires tant industriels ou universitaires
participent a cette recherche en Europe, Etats-Unis et au Japon. Différentes voies ont déja été
explorées et les réseaux de neurones artificiels sont devenus un outil incorporé dans différents
logiciels commercialisés pour les statistiques, la fouille de données, le traitement du signal et
l'identification de systémes.

L'objectif du présent mémoire est de développer deux méthodologies pour prédire la
solubilité¢ des solutés solides dans le dioxyde de carbone supercritique, la premicre c’est de
développer un modele basé sur la théorie des réseaux de neurones artificiels ou on a utilisé les
propriétés thermodynamique et les descripteurs moléculaires comme des entrées et la deuxieme
c’est de développer un modele basé sur la théorie de support vecteur machine.

Dans ce contexte notre travail est organisé¢ en trois chapitres suivis d'une synthése

bibliographique aussi exhaustive que possible:
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Dans le premier chapitre, apres une introduction générale, nous rappelons les notations de
la solubilité, les fluides supercritiques et les modeles de prédiction de la solubilité.

Dans le deuxiéme chapitre, nous parlons brievement sur le réseau de neurones artificiel,
les étapes de I’utilisation d’un réseau neuronale.

Dans le troisieme chapitre, nous attaquons le but de ce travail qui est la modélisation, et
nous avons divisé ce chapitre en 2 contributions. La premicre contribution vise la modélisation
neuronale, et la deuxiéme contribution vise la modélisation par support vecteur machine pour
prédire la solubilité des solutés solides dans les fluides supercritiques.

Pour chaque systéme, une comparaison, d'une part entre les valeurs des mode¢les introduits
dans ce travail, de réseau de neurones Artificiel (RNA) et les données expérimentales est réalisée
en termes d'erreurs.

Enfin une conclusion générale qui rassemble les résultats obtenus dans cette étude et des

perspectives qui peuvent étre envisagées pour le futur.
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Chapitre I : Modéles de prédiction de la solubilité des solutés solides dans les fluides supercritiques.

I.1 Introduction

La technologie des fluides supercritiques a attiré l'attention des scientifiques et des

chercheurs. En 20 derniéres années ou ainsi, les applications de la technologie supercritique
ont été¢ principalement en extraction et chromatographie. Expérimental étendu et des
investigations théoriques ont été visées vers une compréhension des propriétés des systémes
des fluides supercritiques, en particulier interactions intermoléculaires (soluté—solvant, solvant —
soluté, et soluté — soluté) dans ces derniers. Cependant, le progres significatif a été¢ accompli
dans l'utilisation de fluides et mélanges supercritiques comme médias de réaction pour des
synthéses chimiques et préparations de polymére et en tant que systémes dissolvants
alternatifs pour le traitement de matériaux ainsi que pour de nombreux des substances a
intérét pharmaceutique.
L’industrie chimique a connu un développement étonnant dans ces derniéres années
notamment dans ces procédés de point de vue technologique et ¢a se voie dans la qualité
d’équipements mis en ceuvre ainsi que 1’utilisation de 1’outil informatique dans les différentes
étapes de 1’étude (simulation, modélisation, ...).

L’industrie pharmaceutique ne sorte pas de cette régle et on peut la définir comme un
ensemble des procédés qui visent a transformer les matiéres premicres aux produits finis c'est-
a-dire des médicaments qui doivent étre de bonnes qualité, efficaces et compétents lorsqu’on
les met sur marché, ceci signifié qu’il faut avoir un bon procédé de production c’est a dire
maitriser et optimiser tous les parametres qu’ils peuvent étre trouvés, y compris la solubilité
des soluté solides dans les fluides plus précisément les fluides supercritiques qui possedent
beaucoup d’avantages qu’on a déja détaillé dans le chapitre précédent, le présent chapitre va

détailler les différentes méthodes de prédiction de ce paramétre, [Abdallah El Hadj, 2009].

1.2 Historique

L’existence d’un état supercritique fut découverte par Cagniard en 1822. 11 constata la
disparition de la frontiére gaz -liquide de certaines substances chauffées en milieu fermé.

En 1879, le pouvoir solvant des fluides supercritiques fut décrit par Hannay et
Hogarth. Ils observerent la solubilité ¢€levée de 1’iodure de potassium dans 1’éthanol
supercritique (T. = 243°C et P.= 63 atm) et montrérent que la réduction de la pression provoquait
la précipitation du sel a partir du fluide homogéne [Hannay et al, 1879].

IIs étudierent ensuite le pouvoir solvant des fluides supercritiques avec d’autres sels

(chlorure de cobalt (IT), chlorure ferrique et le bromure de potassium). Une des applications les plus
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connues au niveau industriel de I’extraction par fluide supercritique (EFSC) fut la
décaféinisassions de grains de café¢ en 1971.

En 1989, I’agence américaine de protection de 1’environnement langa un programme
de développement des méthodes EFSC en vue de diminuer de 95% la consommation de
solvants organiques chlorés. La technologie utilisant les fluides supercritiques suscite
actuellement beaucoup d’intérét dans différents domaines : industriel, pharmaceutique et
agroalimentaire.

1.3 Principe

Le diagramme d’un corps pur présente les différents états de la matiere (solide, liquide
et gazeux) en fonction de la pression et de la température (Figure I-1). Les domaines
d’existence de ces trois états sont délimités par les courbes d’équilibre (solide-gazeux, solide-
liquide et liquide-gazeux). Par définition, 1’état supercritique est caractérisé par la disparition de
I’interface séparant 1’état liquide et 1’état gazeux au-dessus d’une certaine température et
d’une certaine pression. Si seulement I'un de ces deux paramétres satisfait a cette définition,

on parle de 1’état surcritique.

Pression [bar] AN
i /% Etat %
% SUPEFCFI“QU%
- 27777
o
60 7 2 S: état solide
S @ L: état liquide
40 - G: état gazeux
G C: point critique
20 1 T: point triple
| &8 ) 1 .
-100  -50 0 50

Température [°C]

Figure I.1 : Représentation bidimensionnelle (Pression, Température) du diagramme de
phases d’un corps pur, [Ziemons ,2006].

1.4 Etat supercritique

Les corps purs peuvent se trouver soit a I’état solide, soit a 1’état liquide, soit a 1’état
gazeux ; dans le diagramme température- pression (figure 1.1), les régions correspondant a ces
trois €tats sont séparées par les courbes de changement d’état concourantes au point triple. Il

se trouve que la courbe de vaporisation (liquide -gaz) présente un point d’arrét dit point
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critique (PC) correspondant a un couple de pression -température (Pc, Tc) assez facile a
atteindre pour la plupart des composés organiques simples. Au-dela de ce point critique (PC),
un seul état existe : le fluide est dit supercritique et présente des propriétés trés particulieres
sur lesquelles vont reposer les procédés de mise en ceuvre. En effet, les fluides supercritiques
et les liquides « surcritiques » sont généralement utilisés dans un domaine de pression allant de
0,9 a 1,2 Tc, ou ils ont une masse volumique voisine de celle des liquides, une viscosité a
peine supérieure a celle des gaz, une diffusivité comprise entre celle des liquides et celle des
gaz comme le montre le tableau I.1. De plus, on peut facilement faire varier trés fortement
leur masse volumique et leur pouvoir solvant.

Ainsi on peut citer, a titre d’exemple, la solubilit¢ du naphtaléne dans le CO», qui varie
considérablement avec la masse volumique du fluide, c’est-a-dire, a température constante,

avec sa pression comme présenté sur la figure 1.2.

Fraction molaire de naphtaléne (x 104

T=EE"C
F1Rl by
400
!
300 ST =45*C
2004
T T ~ T

T T T T T T
a 100 300 E00 Fao =Tule]
200 00 00 S00
Massa volumigque du 05 kg . m-3

Figure 1.2. Solubilité¢ du naphtaléne dans le dioxyde de carbone, [MCHugh et Krukonis,
1986].

1.4.1 Propriétés des fluides supercritiques

Les propriétés des fluides supercritiques sont intermédiaires entre celles des liquides et
celles des gaz. Le fluide supercritique présente une viscosité faible et une diffusivité élevée
comme les gaz et une masse volumique se rapprochant de celle d’un liquide. Un ordre de
grandeur de la masse volumique, de la viscosité et de la diffusivité pour les gaz, les fluides

supercritiques et les liquides est repris dans le tableau I-1.
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Tableau I.1 : Propriétés physiques pour les gaz, le CO; supercritique et les liquides, [De
Castro, 1994].

P 444 Gaz CO, SC Liquide
roprictes (30°Cet 1 atm) | (TcetP:) | (30°C et 1 atm)
Masse volumique, p (g/cm3) 1073 0.47 0,6-1,6
Diffusivité, D (cm2/s) 107! 103 5 106
Viscosité, n (g/cm s) 104 10 102

Comme la montre le tableau I-2, les parameétres critiques (pression et température) varient

fortement suivant le choix du fluide supercritique.

Tableau 1.2 : Paramétres critiques des fluides a 1’état supercritique [De Castro, 1994].

Constantes critiques
Fluide Pression (atm) | Température (°C) | MV (g/cm?®)
Dioxyde de carbone 73,8 31.1 0,468
Ethane 48,8 32.2 0.203
Ethyléne 50,4 9.3 0.200
Propane 42,5 96.7 0.220
Propyléne 46,2 91.9 0.230
Benzéne 48,9 289 0.302
Toluéne 41,1 318.6 0.290
Chlorotrifluorométhane 39,2 28.9 0.580
Trichlorofluorométhane 44,1 196.6 0.554
Protoxyde d’azote 71,0 36.5 0.457
Ammoniac 112.8 132.5 0.240
Eau 220.5 374.2 0.272

I.5 Le CO: supercritique

Le dioxyde de carbone présente de multiples avantages qui en font de loin le fluide le
plus utilisé. 1l est peu coliteux, peu toxique, ininflammable et chimiquement inerte. Sa
température critique et pression critique facilement accessibles sont compatibles avec les
composés thermiquement instables. En outre, son état gazeux a pression atmosphérique
permet de le séparer spontanément du produit final et d’éviter ainsi la présence de solvants

résiduels.

I.5.1 Le pouvoir solvant a géométrie variable
La solubilité¢ d'une substance dans le CO» supercritique dépend de la masse volumique
du fluide. Compte tenu de la compressibilité du SC-CO,, la température et la pression de

travail influencent la masse volumique et par conséquent la solubilité des composés. Ce
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changement de masse volumique du fluide supercritique est a 1’origine du pouvoir solvant "a
géométrie variable" [Knutson et al, 1996].

Dans des conditions isothermes, il y a une relation proportionnelle entre la pression et la
masse volumique de fluide supercritique c’est a dire une augmentation de la pression
provoque une augmentation de la masse volumique (Figure 1.3), et donc une augmentation du
pouvoir solvant. L’augmentation de la solubilité d’un soluté ne sera effective qu’au-dessus
d’une valeur précise de la pression qui a comme nom la "pression seuil".

Celle-ci est définie comme la pression a partir de laquelle le soluté commence a se solubiliser
dans le fluide supercritique. Le tableau I-3 donne la pression seuil de certains stéroides

diversement substitués [Stahl, 1983].

I.5.2 Polarité du CO: supercritique

La polarit¢ du CO; supercritique est estimée par le parametre de solubilité
d’Hildebrand. Ce parametre, calculé a partir de 1’équation de Giddings, est fonction de la
pression critique du fluide et du rapport des masses volumiques du fluide a 1’état supercritique
et a I’¢tat liquide [Giddings, 1968].

5= —f_l'”f'ﬂ s (I-1)
lig

Ou Pc est la pression critique du fluide, ps la masse volumique du fluide a 1'état supercritique
et piiq la masse volumique a 1'état liquide. La polarité du CO. supercritique varie entre celle
d’un alcane et celle de la pyridine (Figure I-3). Par conséquent, le pouvoir solvant est limité
aux composés apolaires ou peu polaires. Il est toutefois possible de remédier a cet
inconvénient en ajoutant un Co-solvant (modificateur ou entraineur) en faibles quantités (5 a

15%) qui va conférer au mélange les propriétés idoines pour la molécule visée.
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Figure I-3: Paramétres de solubilité de différents liquides et fluides supercritiques [De
Castro, 1994].
1.6 Nature d’équilibre

L'équilibre est une condition statique ou les propriétés macroscopiques ne subissent
aucune variation avec le temps. Ceci implique un équilibre de tous les potentiels ou gradients,
qui pourraient causer leur variation.

Cependant, a I'échelle microscopique, les conditions ne sont pas statiques, les molécules
qui forment une phase a un instant donné ne sont plus les méme a un autre instant, les
molécules ayant des vitesses ¢€levées et qui sont prés de l'interface arrivent a vaincre les
tensions superficielles et passent a I'autre phase. Cependant le taux de passage dans les deux

directions est le méme.

1.7 Condition thermodynamique des équilibres
La plus grande partie du domaine de 1’équilibre des phases est régie par deux relations

théoriques fondamentales : La premicre est la régle de phase, qui définit I’allure générale du

10
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diagramme des phases, la seconde est la formule de Clapeyron qui détermine la pente des

courbes de ce diagramme.

1.7.1 Degré de liberté

Il est nécessaire, pour définir complétement un systéme, d’indiquer les valeurs
numériques d’un certain nombre de variables, que 1’on choisit par exemple parmi la pression,
la température, 1’énergie interne, 1’entropie et les concentrations des différentes phases.
Parmi les variables, on distingue les variables extensives (qui dépendent de la masse) et les
variables intensives dites variables d’état.

Un équilibre entre phase ne dépendant pas des quantités réelles des diverses phases en
présence, on ne tiendra compte que des variables intensives, comme la température, la
pression et la concentration pour le décrire.

On peut faire varier un certain nombre de ces variables de manicre indépendante, mais les
valeurs des autres sont déterminées par les valeurs choisies et par les conditions
thermodynamiques d’équilibre. Alors, le degré de liberté ou variance du systeme est défini
par le nombre de variables d’état qu’on peut faire varier de maniére indépendante sans

modifier le nombre de phase, [Hadj-Kali, 2004].

1.7.2 Régle de phase

La regle de phase proposée par Gibbs fournit une relation générale entre le nombre v de
degré de liberté d’un systéme, le nombre de phase ¢ et le nombre de constituants C. Elle
exprime qu’on a toujours pour un systeme non réactionnel :

v=C+2—-¢ (I-2)

Par exemple, pour un systéme binaire (C = 2) en équilibre solide- fluide (¢ = 2), la régle de
phase indique que la variance est égale a : v =2. Ceci signifie que I’on peut faire varier de
manicre indépendante deux variables d’état sans modifier le nombre de phases. Ces variables

sont en général choisies parmi la température, la pression et la composition.

1.7.3 Condition d’équilibre solide — fluide

Pour chaque constituant i du mélange, la condition d’équilibre thermodynamique entre
phase est donnée par I’égalité des potentiels chimiques des phases qui se réduit, par définition
de la fugacité, a I’égalité des fugacités dans chaque phase pour chaque constituant. Dans le

cas d’un équilibre solide-fluide, [Prausnitz et al, 1999].

11
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,Uis = ﬂif (1-3)

Le probléme fondamental est de relier ces fugacités aux compositions de chacune des
phases. Dans ce qui suit, nous négligeons les effets dus aux forces de surface, gravité, champs
¢lectriques ou magnétiques et membranes semi-perméables. Alors, la fugacit¢ d’un
constituant dans un mélange ne dépend que de la température, de la pression et de la
composition de ce mélange. On exprimera les compositions de solide dans la phase fluide
(dans notre cas : un fluide supercritique) par la fraction molaire, y;. Si la pression est faible et le

mélange idéal (peu d’interactions entre les molécules présentes dans le mélange).

1.8 Fugacité

Cette propriété, qui signifie la tendance d'un systéme a occuper un plus grand volume, ou
bien la tendance a la dispersion a ét¢ introduite par LEWIS pour tenir compte I'écart entre le
comportement du gaz parfait et celui du gaz réel.

Le potentiel chimique d’un gaz idéal (ou parfait) est donné par :

u (T, p) = (1)+ RTIn— (1-4)

Pour simplifier la notation la pression standard (P’ = 1 bar) sera omise dorénavant (il faut
travailler en bar, donc) et les dépendances avec 7 ou P aussi. Dans le cas d’un mélange de gaz

parfaits, pour chaque constituant :

HE = p) +RTIny, p (I-5)
Ou y, p = p, est la pression partielle du constituant i.

Un fluide réel (gaz ou liquide) n’obéit pas a cette relation linéaire entre le potentiel chimique
et le logarithme de la pression, mais il serait convenable de garder une forme équivalente pour
les équations, en remplacant la pression par une fugacité, soit une sorte de pression efficace.

Pour une substance pure, la fugacité f est définie par :

(T, p)=p*(T)+RT1n f (1-6)

p

Ou 4" est le potentiel chimique quand la fugacité vaut 1 bar.
Bien str, la fugacité est fonction de la température et de la pression, car elle prend en compte
la non idéalité du fluide. Le coefficient de fugacité est le rapport entre la fugacité et la

pression, donc une grandeur sans dimension :

12
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S
P

¢

(1-7)

Pour un gaz idéal, f = p et ¢ = 1. Jusqu’ici, un fluide réel a 1’état pur a été considéré, et la non
idéalité introduite sous forme de fugacité concerne les écarts par rapport au gaz idéal sous
effet de la pression et de la température.

Dans la situation plus générale d’un mélange de fluides réels, la composition affecte aussi les

écarts a I’idéalité. La fugacité de chaque constituant i est définie par, [Ashour et al, 2000] :

H; = y;k +RTIn f; (I1-8)

Comme les phases en équilibre sont obligatoirement a la méme température, la condition

d’équilibre de phases, équation (II-2), correspond a une égalité de fugacités :

15 =f5F i= 1, NC, avec NC : nombre des composés

Ou f; est la fugacité du composé i dans le solide(s) et f;*" est la fugacité de (i) dans la phase

supercritique. Cette fugacité peut étre calculée par la relation suivante :

5 =y8""p (1-9)

Ou ¢iSF est | coefficient de fugacité de composé (i) dans la phase supercritique, et P est la

pression du systéme.

Le coefficient de fugacité peut étre calculé par la relation suivante :

RTIng, = [ (a—P] Ry iz (1-10)
|\ TV nj#n; 4

Ou R est la constante des gaz, V' est volume total du systéme, n; et n; sont les nombres de

moles des composés i et j, et Z c’est facteur de compressibilité.

La fugacité du composé i comme une phase solide pure est :

P s
s _ psub gsub V;
Ji =57 exp PL(RT]dP (I-11)

Ou P est la pression de sublimation de solide pure a la température de systéme, v est le

volume molaire de solide pure, @™ est le coefficient de fugacité du solide pure.

1
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Le mot fugacité est li¢ a la tendance du composant de "fuir” la phase en question. Ainsi dans
I’exemple de I’eau liquide en équilibre avec sa vapeur, si la fugacité de 1’eau liquide est égale
a celle de la vapeur, les tendances de fuite sont identiques et le systéme se trouve en équilibre.
Si la fugacité de la vapeur est supérieure a celle de I’eau liquide, alors la vapeur condense ;

dans le cas opposé, I’eau s’évapore.

1.9 La solubilité des solutés dans les fluides
La solubilité du soluté solide n’est que la fraction molaire ou la fraction massique de
ce solide dans la phase supercritique, et elle peut étre calculée a partir de la relation

thermodynamique suivant :

Psub
J’i=[ P J (I-12)

Ou y; est la fraction molaire du solide dans la phase supercritique et c’est la solubilité idéale.

La solubilité réelle est définie comme suit :

sub
Vi =(PP JE (I-13)

Avec E est le facteur de poiyting est donné par la relation suivante :

l

_ I-14
E= = (I-14)
¢

sub Vi sub
. exp| —(P—-P
¢ p RT(

Ce facteur est introduit pour apporter une correction due a la compression du fluide, car la
pression d’équilibre du mélange est en général différente de la pression de saturation qu’aurait

le composant solide pur a la méme température, [Prausnitz et al, 1986].

1.10 Les modéles de prédiction de la solubilité

La solubilit¢ est une information trés importante et cruciale pour le design des
procédés pharmaceutiques, surtout ceux qui comportent des procédures de séparation
(extraction, chromatographie, fractionnement...) et de traitement des solides (micronisation, micro
encapsulation...). La modélisation des données expérimentales de la solubilité dans la phase

supercritique peut aussi apporter une meilleure compréhension de phénomenes de dissolution
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qui peut étre utilisée dans la prédiction de solubilit¢é a des pressions et températures
intéressantes apres la mesure d’un nombre minimum de données expérimentales qui peut
accélérer le développement des procédés des fluides supercritiques.

Lors de la modélisation on devrait maintenir dans l'esprit que la solubilité des systémes peut
étre catégorisée en trois groupe, le premier un seul type du soluté dans un fluide supercritique
le deuxieme un mélange de solutés dans un fluide supercritique et le dernier un soluté dans un

mélanges de fluides supercritiques.

Modgles de prédiction de la

solubilité
A/"\
Modgé¢les semi-empiriques Equations d’état Intelligences artificielles
Equations cubiques Equations non cubiques RNA SVM
A 4 A\ 4 v
e  Chrastile e RK e PAZUKI
e Del Valle - Aguilera e SRK e SAFT
e Bartle e PR e PC-SAFT
e  Mendez-Santiago Teja e PTV o CPA
e  Kumar - Johnston e MPR e BACK

Figure 1.4 : Classification des différents modéles de prédiction de la solubilité des solides
dans les fluides supercritiques.

1.10.1 Les modéles semi empirique

La solubilité des solutés solides dans les phases supercritiques est une propriété
thermo-physique trés importante qui nécessite d’étre modélisée comme un premier pas pour le
développement des technologies supercritiques. La corrélation de solubilité peut étre
conventionnellement mise en ceuvre en utilisant la densité¢ de fluide supercritique, d’ou
beaucoup de modeles semi empiriques appelé autrement les modéles de densité existent, on

cite a titre d’exemple :

1.10.1.1 Modé¢le de Chrastile
Chrastile (1982) a proposé un modele pour la modélisation de solubilité des substances
solides dans les phases supercritiques, ce dernier il relie la solubilité de soluté a la densité de

fluide supercritique avec la supposition que 1’association de soluté (S) avec N molécules de
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fluide (C) donne un complexe solvaté (SCN) qui est en équilibre avec le gaz. L’expression du

modele peut étre donnée, [Chrastile, 1982] :

§=p exp(% + 4y) (1-15)

Ou, A> est le nombre d’association qui représente le nombre moyen des molécules de CO;

dans le complexe solvate, le paramétre a dépend de température de vaporisation et les
enthalpies de solvatation de soluté (4, = - ), tandis que 49 dépend de poids moléculaire de

solut¢ (Ms) et ceux du fluide supercritique (Mscf), la transformation logarithmique de

I’équation donne :

LnS=A4,+ % + A,Lnp (I-16)

Ou les parametres Ay, A; et A> sont des constants qui peuvent étre déterminés a partir des

données expérimentales, [Chrastile, 1982].

1.10.1.2 Modéle de Del Valle et Aguilera
. . . : A
Del valle et Aguilera (1988) ont trouvé que la variation de /, défini comme suit/ = 4, + ?' , en

fonction de (1/7) est linéaire et la pente de cette droite est équivalente a 4; de 1’équation de
Chrastile (1I-16), et pour récompenser le changement de 1’enthalpie en fonction de température

ils ont proposé la modification de 1’équation de Chrastile :

A, A
S=phexp(=2+L -
0 exp(T2 + T + 4,y) (I-17)

1.10.1.3 Modé¢le d’Adachi et Lu

Adachi et Lu (1983) ont modifié 1’équation de Chrastile pour une bonne modélisation de la
solubilité des triglycerides. Notons que les deux modéles de Chrastile et Del Vall ont supposé
que le nombre d’association k& est constant et dépend de la densité et de la température. Ces
deux chercheurs ont donné ce nombre sous forme d’un polyndme de densité de second ordre :
k=ey+ep +erpi (I-18)
D’ou, I’équation d’ Adachi et Lu est de la forme :

C, = pf0+elpl+ezp12 exp(a +§) (1-19)
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1.10.1.4 Modé¢le de Bartle

Un autre modéele empirique proposé, [Bartle et al, 1991] qui décrive la relation entre la
solubilité et la densité, notant qu’il y a une relation peut étre existe entre le facteur de poiyting
(E) et la densité de solvant :

InE=K,+K,p (1-20)

Ou E définie comme E = y:P/P}avec P est la pression de sublimation de soluté, les

parametres Ko, K; peuvent étre obtenus par la régression des données de solubilité
expérimentales. Cette équation permet la corrélation des solubilités des solides a chaque
isotherme. Cependant, cette application est strictement limitée aux systémes ou la pression de

sublimation est disponible. Pour cette raison Bartle et al ont réécris cette expression en

introduisant une pression de référence Pr= 1bar, et une densité de référence py.r = 700kg / m,
. s B, . )
connaissant que P, = A4+ T I’équation (1-20) devient :

m22f

C
P, 0+ Cil(P=Prey) T ( )
Les parametres C;, C> peuvent étre obtenus par la régression des données expérimentales de
y2. A différentes valeurs de température et pression le parametre Cy peut étre utilisé pour

estimer I’enthalpie de vaporisation, [Bartle et al, 1991].

1.10.1.5 Modé¢le de Mendez-Santiago et Teja

C’est le modele de densité le plus utilisé [Santiago et Teja, 1999], cette méthode nécessite la
pression de sublimation de solide. Ils ont proposé un modele basé sur la théorie des solutions
diluées dans lequel le coefficient de poiyting est donné en fonction de densité¢ de solvant.

L’équation du modele :

TlnE:TlnIy)+fZ=A+Bp1 (1-22)
2

Ou T est la température absolue, E facteur de poiyting, y:> est la fraction molaire de soluté, P
est la pression totale du systéme, P est la pression de sublimation du soluté, p, est la
densit¢ de fluide supercritique, 4 et B sont des constantes de régression. Le facteur F
représente le rapport entre la solubilité actuelle (réelle) et idéale, cette derniere est calculée

selon la loi des gaz parfait (P/P***), [prausnitz et al. 1999]. Avantage de ce modéle c’est que les

données expérimentales de solubilité¢ pour différentes isothermes peuvent €tre représentés par
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une seule droite ou la régression donne des constantes 4 et B indépendant de la température.
Dans le plus part des cas la pression de sublimation n’est pas disponible, c’est pour cette
raison que Mendez et Teja ont proposé une modification de leur expression pour I'utilisation
dans le cas ou P’ est inconnue en remplagant ce dernier par les constantes de 1’équation

d’Antoine :

Tiny,P=A +Bp +C7 (1-23)

Avec A , B'et C sont des paramétres de régression, [Santiago et Teja., 1999].

1.10.1.6 Modé¢le de Kumar et Johnston
Kumar et Johnston ont observé qu’il y a une relation linéaire entre le logarithme de solubilité
de soluté solide et la densité de solvant I’expression de modéle [Kumar et Johnston, 1988] est la

suivante :

b
Lny, =by +by+p— (1-24)

Ou les parametres b, (n=1,3) sont des paramétres obtenus par la corrélation des données

expérimentales. Cependant, le paramétre b relatif a 1’enthalpie totale AH

total

=—b,R , [Kumar et

Johnston, 1988].

1.10.2 Les équations d’état

De par leur origine historique et par la prédominance historique de la pétrochimie en
Génie Chimique, les équations d’état jouent un rdle central dans la conception des unités de
Génie des Procédés. Les articles foisonnent dans la littérature et les revues sont nombreuses.
Sans intention d’exhaustivité, cette partie présente le développement d’équations d’état qui
ont le plus marqué la discipline du Génie des Procédés.

L’utilisation d’une équation d’état pour reproduire les propriétés volumétriques et
thermodynamiques des corps purs et des mélanges de corps purs fait I’objet de recherche par
les thermodynamiciens depuis plus d’un siecle. En effet, depuis que Van der Waals en 1873 a
proposé sa tres célébre équation d’état cubique, un nombre trés important de publications a vu
le jour. Avec le développement de I’informatique, 1’utilisation d’expressions analytiques de
plus en plus performantes permet la prédiction des propriétés thermodynamiques avec une
grande précision permettant d’améliorer la conception des procédés de Génie Chimique tels
que la distillation, 1’absorption, ...etc. Néanmoins, ce n’est que pour les gaz qu’on a mis ces

relations sous une forme assez précise, non seulement en partant des données expérimentales
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concernant les paramétres P, V, T, mais aussi grace a des considérations théoriques sur la
constitution des atomes et des molécules et des interactions qui restent faibles dans le cas des
gaz, [Hadj-Kali, 2004].

En général, une équation d’état est développée initialement pour les substances pures et
elle s’écrit sous la forme : f(P, V, X, T) = 0. Ou X représente le vecteur composition (fraction
molaire) ; et X =1 pour un Corps pur.

Toute équation d’état doit vérifier le critére suivant aux coordonnées critiques (c'est-a-dire

pour T=T, P=P.etV=",):
2
() :(6 f;j 0 (1-25)
OV Jrere \OV T=Tc

Ceci est di au fait que I’isotherme critique posséde une pente horizontale et un point

d’inflexion au point critique.

1.10.2.1 Equation d’état du gaz parfait — Loi des états correspondants

La premicre équation d’état reliant les propriétés macroscopiques d’un systéme est la loi
des gaz parfait découlant de la loi de Boyle-Mariotte, [Hadj-Kali, 2004] :
Pv=RT (I-26)
Avec v représentant le volume molaire du gaz.

Nous avons aussi vu que la thermodynamique statistique permet d’établir cette loi en
séparant les contributions cinétiques et potentielles de I’énergie du systéme et en faisant la
simple hypothese que 1’énergie d’interaction entre les molécules est nulle.

Pour un gaz réel, on peut décrire commodément les écarts par rapport a 1’état parfait en
introduisant un facteur de compressibilité Z :

Pv=ZRT 1-27)

Van der Waals a constaté que le facteur de compressibilité pour des fluides simples avec des
molécules sphériques comme les gaz rares et le méthane ne dépend que des paramétres réduits

Tr et Pr définis de la maniére suivante :

T =— Et P -—- (1-28)

Ou T. et P. sont la température critique et la pression critique respectivement.

Alors, toutes les substances ayant les mémes coordonnées réduites (77, Pr) auront forcement le

méme facteur de compressibilité Z : c’est la loi des états correspondants.
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Cependant, pour des molécules non sphériques, on a constaté qu’il y a une déviation par
rapport a la loi des états correspondants, d’ou la nécessité d’introduire un troisieme parametre
qui tient compte de la non sphéricité de la molécule. Plusieurs types de parameétres ont été
proposés dont le facteur de compressibilité critique Z. par Meissner et Seferian et le parameétre
ac proposé par Reidel, mais celui qui a connu le plus grand succes est le facteur acentrique de

Pitzer @ défini par :

sat ¢ psat
®= —(logP, )TC=O.7 =1 Avec P = 5 (1-29)
C
Le facteur de compressibilité s’exprime alors par la relation suivante :
z=29(1,.p)+wz"(1,.F) (1-30)

Le premier terme de cette égalité (Z @) représente le facteur de compressibilité pour une
molécule sphérique, alors que Z exprime la déviation par rapport a la sphéricité idéale de la
molécule. Pitzer et ses collaborateurs ont réparti dans un tableau les valeurs de Z™ et Z@ en
fonction des coordonnées réduites 7 et P, alors qu’Edmister propose les mémes valeurs sous

forme de diagrammes, [Prausnitz, 1999]

11.10.2.2 Equations d’état cubique

L’équation des gaz parfaits n’est utilisable que dans un domaine de pression restreint
(celui de basses pressions), pour cette raison cette équation a été modifiée sous la forme
proposée par Hirn, [Hadj-Kali, 2004] :
(P+7)\v—b)=RT (I-31)

Ou b est appelé covolume représente la part du volume molaire qui n’est pas réellement
disponible a cause de la présence d’autres molécules, et z est un terme correctif de pression di
a ’attraction mutuelle des molécules, appelé pression interne.

La premicre équation d’état a fournir une description quantitative des deux phases vapeur et
liquide et une prédiction de la transition entre phases est celle de Van der Waals en 1873 qui a
établi théoriquement que la pression interne est inversement proportionnelle au carré du
volume molaire, d’ou son équation d’état :

@%j@w);m (-32)  Ou bien: PZ%‘% (1-33)

Dans cette dernicre €quation, le premier terme associ¢ au covolume b caractérise la

répulsion et le second associ¢ a la pression interne 1’attraction. Si cette formule ne représente
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pas parfaitement les isothermes d’un fluide, elle ne conduit pas a des absurdités physiques,
d’ou sa validité et son application pour des calculs approximatifs.

Pour la détermination des parametres de cette €équation (et ceux des autres équations d’état du

méme type), il existe deux alternatives :

1. la premicre consiste a choisir des parameétres qui permettent de reproduire des données
expérimentales, généralement la pression de vapeur et la densité liquide ou vapeur. Avec
I’équation de Van der Waals dont les coefficients ne dépendent pas de la température, une
seule température suffit, pour les autres équations, par contre, ou ces parameétres seront
fonction de la température, il faudra régresser ces parameétres sur un intervalle de température.

2. la deuxiéme procédure, qui reste la plus recommandée, utilise la condition du point critique,
donnée par 1’équation (II-25), pour obtenir les valeurs de ces paramétres aux points critiques
ac et b. ; et ensuite applique une correction qui dépendra de la température (c'est-a-dire a
(T)=ac.xa (T)), égale a I'unité au point critique et ajusté pour permettre de mieux reproduire
tout I’intervalle de température.

Hormis son caractére historique, 1’équation de Van der Waals n’est pas quantitativement
précise. Par exemple, elle prédit que le facteur de compressibilité critique :

_ Pcvc

¢ RT B

(1-34)

Zc est égal a 3/8 = 0,375 pour tous les fluides ; alors que sa valeur pour différents
hydrocarbures varie de 0,24 a 0,29, et cet intervalle est plus grand si d’autres fluides non
hydrocarbures sont considérés. De méme, les pressions de saturation prédites sont incorrectes.
A cause de ces insuffisances, de nombreux chercheurs ont tenté de modifier la forme de
I’équation de Van der Waals afin d’améliorer sa précision.

La deuxieéme alternative, [Hadj-Kali, 2004] est la plus recommandée et utilisée pour la
prédiction de solubilité des solutés solides dans les fluides supercritiques.
Apres cette petite revue sur les origines des équations d’état et les méthodes d’utilisation on
passe maintenant a la description des étapes de calcul de la solubilité¢ des solides a I’aide
d’une équation d’état cubique qui a pour but de prédire le coefficient de fugacité du solide

dans I’autre phase (supercritique) nécessaire dans ce processus.

A. L’équation d’état de Redlich et Kwong (RK)
Dans le but de mieux représenter les propriétés volumétriques des fluides, Redlich et

Kwong ont propos¢ une modification empirique du terme d’attraction de Van der Waals en
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introduisant également une variation du parameétre (a) avec la température. Ceci permet
d’améliorer le calcul de propriétés de corps purs, [Redlich et Kwong, 1949].
RT axa

(N T R Sy (59

-1
(Avec a =T % pour I’équation de Redlich-Kwong)

Exprimée en fonction du facteur acentrique, I’équation de Redlich-Kwong a une forme

cubique en posant :

4=—P Et =Ll .
(RT)? RT
23—22+(A—B—32)2—AB=0 (1-36)

La représentation de cette équation sur un diagramme de corps pur illustre bien les trois
racines de cette équation sur I’isotherme d’équilibre liquide—vapeur : deux racines
correspondent aux points de bulle et de rosée, tandis que la troisieme située dans la région
liquide — vapeur n’a pas de signification physique, [Hadj-Kali, 2004].

Comme le montre également la Figure 5. L’équation de Redlich-Kwong ne s’applique bien

qu’a la phase vapeur.

B. L’équation d’état de Soave Redlich et Kwong (SRK)

Il a été¢ remarqué que les équations d’état cubique a deux parameétres ne peuvent
représenter avec une précision satisfaisante a la fois le comportement volumétrique et les
tensions de vapeur, et qu’il convient de choisir une priorité. C’est ce qu’a compris Soave en
1972 qui a appliqué I’équation d’état de Redlich-Kwong au calcul des tensions de vapeur des
hydrocarbures en modifiant I’expression du paramétre a devenu fonction de la température et
du facteur acentrique de Pitzer o, [Soave, 1972] :

RT a(T) -
=00 v xb) (=37)

Ou les constants des corps pures a(7) et b pour cette équation, [Soave, 1972]:

R21?
a(T) =0.42747 a(Ty,w) (I-38)
C
b=0.08664 1L (1-39)
Avec :
2
a(Tr, w) = [1 + [0,480 +1.5740 — 0. 176w2j x (1 -193 H (I-40)
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Et sous forme cubique :

23—22+[A—B—32)Z—AB=0 (1-41)

L’expression du coefficient de fugacité est donnée en logarithme :

Ing, = 2z ~1) - In(Z - B)——(zr il (1-42)

blﬂ \/_

L’équation de Soave-Redlich-Kwong conserve la méme valeur du facteur de

compressibilité critique (Zc = 0,333) qui reste donc trop élevée par rapport aux valeurs
expérimentales constatées.
C. L’équation d’état de Peng et Robinson (PR)

En 1976, Peng et Robinson apportent en plus de la modification du paramétre o, une
nouvelle expression pour le terme d’attraction. Le progres est sensible pour la tension de
vapeur et surtout pour le calcul des masses volumiques en phase liquide. En outre, le facteur

de compressibilité critique est mieux estimé (Zc = 0,307), [Peng et Robinson, 1976].

RT axa
= — [-43
G—5) Yo tb)+b(v—0) (-43)
2
Avec: a= [1 + (0.37464 +1542200 — 0.26992(1)2) x (1 -193 H (1-44)
Et en termes de facteur de compressibilité :
Z3—(l—B)22+(A—2B—382)Z—(AB—BZ—B3)=O (1-45)
Ou les constants des corps pures a et b pour cette équation :
22
a=0.45724 (T, ,w) (1-46)
(1-47)
Pour I’équation de PR, I’expression de coefficient de fugacité est donnée par :
25‘,%% [-48)
b i By A = b Z+(1+~2)B (
Ing; = b,y (Z-D-InZ-B) 228 a,, b,, i [Z+(1 \/_)B]

Les équations de Peng-Robinson (PR) et de Soave-Redlich-Kwong (SRK) sont largement
utilisées dans I’industrie, particuliecrement pour le raffinage et la simulation des réservoirs.

Leurs avantages résident dans le fait qu’elles suivent un processus de calcul successive pour
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le calcul de coefficient de fugacité mais pour ce faire elles nécessitent les coordonnées
critiques et le facteur acentrique qui sont généralement indisponible pour les nouvelles
substances, un temps de simulation relativement court et surtout qu’elles conduisent a une

bonne estimation [Valderrama, 2003].

D. L’équation d’état de Patel-Teja-Valderrama (PTV)

Abbott (1979), dans une étude comparative des équations d’état cubique, a conclu que
la forme la plus adéquate doit faire intervenir des paramétres supplémentaires. De nouvelles
équations ont été développées, toutes en convergeant vers les équations SRK ou PR lorsque
des valeurs particulieres sont attribuées a ces parametres additionnels.

L’une de ces équations qui contiennent des parametres autres que les deux parametres a et b
est I’équation de Patel-Teja-Valderrama, [Valderrama, 1990] et son expression est donnée ci-

., RT a(T) .
dessous: P= 0 =0) Vs b)+c—b) (I-49)

Ou les constantes des corps purs a, b et ¢ pour cette équation :

R>T?
a=Q,(Z,) PC a(T.,.w,Z,) (I-50)
Avec: Q,(Z,)=0.66121-0.761057.Z, (1-51)
b=Qu(Z,) K (I-52)
P,

Ou: Q,(Z,)=0.02207+.0.20868.Z, (1-53)
c=q (z,) e (I-54)
Avec: ©,(Z.)=0.57765-1.87080.Z, (I-55)

L’expression de la fonction dépendante de la température a(7.,w,Z.)pour cette équation,

[Valderrama, 1990]:
2
(T w,2,) :[1+F><(1—Tr0'5 H (1-56)

EtF =(O.46283+3.58230wzc —8.19417(6025)2) (I-57)
E. L’équation de Peng et Robinson modifiée (MPR)
La fonction alpha (a) de I’équation d’état de Peng et Robinson a été modifiée [Gasem

et al, 2001] pour donner I’expression suivante :
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2
a(Tr) = exp[(Z +0.83677) x (1 -7 H (1-58)

Et :(0.134+0.508w—0.0467w2j (I-59)

Tous les autres paramétres utilisés sont ceux de 1’équation PR (a, b...).

Les équations citées sont les équations d’état cubiques les plus utilisées dans la prédiction de
la solubilité des solutés solides dans les phases supercritiques et d’autres parametres, il existe
d’autres équations mais elles ne sont pas assez robustes pour donner des résultats comparables

a celles données par les équations suscitées.

e Les modifications de a(77)

Les axes de recherches sur les équations d’état cubiques aprés les contributions de
Peng et Robinson et celles de Soave suivis trois voies principales, [Valderrama, 2003] :

(1) Modification de fonction a(77) dans les équations PR et SRK.

(i1) Modification du volume dépend de terme attractif.

(ii1)  L’utilisation de troisiéme parameétre relatif au corps purs (c).
Ces modifications de la fonction dépendante (77) dans le terme attractif des deux équations
(SRK et PR) ont été principalement proposées pour améliorer les capacités de prédiction des
différentes propriétés des corps pures et des mélanges. Le tableau II.1 montre certaines

expressions proposées dans la littérature.
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I’équation d’état.

Tableau 1.3 : Les modeles sélectionnés pour la fonction de terme attractif «(77) dans

Expression de a(Tr)

Référence

1/NTr Redlich et Kwong, 1949
1+ m(Tr=1)2(1=Tr)> Usdin et McAuliffe, 1976
1+m(l=Tr)m+n/Tr)? Soave, 1979
exp[C(1-Tr"™)] Heyen,1983

[1 +m(1—=JTr) — p(1=Tr)(0.7 —Tr)]Z

Raimondi, 1980

exp[CA—Tr")]

Ishikawa et al, 1980

l1+m(— T - n1=T770.7

Boston and Mathias, 1980

ml=m, /Tr+m,/Tr’

Mathias, 1983

[1+m(1—ﬁ—m2(1—m2+m3(1—ﬁ)3]

Mathias et Copman, 1983

[1+m(—~NTr)] / Tr

Bazua, 1983

m +m2/Tr+m3/Trz+m4/T,3

Adachi et Lu, 1984

1+ my (Tr—1)+my(NTr 1)

Gibbons Laughton, 1984

[1+m(1-7")]

Kabadl et Dannaer, 1985

[1 +m(1=\Tr) =n(1-Tr)0.7 —Tr)]Z

Stryjek et Vera, 1986

[1+m(1—\/r7)]z +n(Tr—0.6)°

Adachi et Sugie, 1986

[ m( -7 - pa-1exg-10]

Du et Guo, 1988

{1+ n exp(—k)] 1+ exp(—k T T2 exp[(1—T7")]

Twu, 1988

Melhem et al, 1989

exp[m(1 —T¢) + n(1—Tr)]?

1.10.2.3 Equations d’état non cubique (basée sur la théorie de perturbation)

Les équations de type SAFT (Statistical Associated Fluid Théory) ou, basées sur les
théories de perturbation connaissent un développement important depuis 15 ans [Miiller et
Gubbins, 2001]. Elles évaluent 1’énergie libre de Helmoltz comme la somme de plusieurs
contributions formalisant une représentation des molécules et de leur interaction : contribution
de monomeére, contribution de liaison de ces monomeres pour former une molécule ;
contribution d’association intermoléculaire entre sites d’interaction. Ce formalisme est proche
de celui imaginé en mécanique moléculaire et I'un des atouts de I’approche (SAFT) est le fait
que les prédictions d’une telle équation peuvent étre confrontées a des simulations
moléculaires utilisant le méme formalisme, [Hadj-Kali, 2004]. Cette gamme contient des
équations d’état combinées avec la théorie associatives telle que I’équation d’état de CPA
(Cubic Plus Association) et celle de Pasuki et des équations d’état complexes et non cubiques a
fondement théorique basé sur thermodynamique statistique telles que les équations d’état
SAFT (Statistical Association Fluid Thoery), PC-SAFT (Perturbed Chain Statistical Association
Fluid Thoery), VR-SAFT.
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Dans cette partie on va donner une revue sur ces €quations, ses origines et ses bases
théoriques.

L’équation d’état SAFT [Chapmen et al ,1989] est considérée comme une méthode qui combine
entre la théorie de perturbation thermodynamique de Wertheim, [Wertheim, 1984] pour
I’association des fluides avec 1’idée de formuler une équation d’état. Dés le début, SAFT n’est
pas une équation d’état rigide mais plutot une méthode qui permet I’incorporation I’effet de
I’association dans une théorie donnée. L’équation d’état d’un fluide associatif est une
perturbation [Miiller et Gubbins, 2001] donnée en termes de 1’énergie molaire de Helmholtz
résiduelle définie comme la différence entre 1’énergie molaire de Helmholtz totale et celle

d’un gaz idéal a température et densité constantes :

a’ (T, p) = a(T, p) — a**“ AT, p) (1-60)

SAFT suppose qu’il y a trois types de contributions au potentiel intermoléculaire :
La contribution des segments individuels, la contribution des chaines qui peuvent se former a
partir des segments, la contribution due a la possibilité que certains segments forment des
sites d’associations avec d’autres molécules. La figure II.1 montre les étapes de formations

supposées par SAFT.
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00O

Figure 1.5 : Les étapes de formation de modele moléculaires a partir de théorie associative
SAFT, [Miiller et Gubbins, 2001].
L’énergie molaire de Helmholtz résiduelle est définie comme la somme de ces contributions :

chain assoc

a =a’®+a""+a (I-61)

A. Equation d’état de PAZUKI
Cette nouvelle équation basée sur la théorie de perturbation [Pasuki et al, 2006] posséde deux

termes le terme répulsif et attractif selon la thermodynamique statistique [MacQuarrie, 1976],

elle peut étre écrite en termes de facteur de compressibilité :
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Z=7" 4 zret (1-62)
La forme cubique de cette équation est la suivante :

73 -7 +(A-B*-2B)Z—(4AB+B*)=0 (I-63)
Avec les fonctions alpha et béta pour le calcul des constantes des mélanges :

a(Tr,w) =[1+m (1= Tr) + my(1-Tr)* + my(1-Tr)*]* (1-64)

B(Tr,w) =[1+n(1=Tr)] (I-65)

B. Equation d’état PC-SAFT

L’équation d’état PC-SAFT [Sadowski et Gross, 2000] a été¢ développée a partir de la théorie
de perturbation comme celles citées auparavant ou elle consideére les molécules comme des
chaines linéaires composées des segments sphérique dures (hard chain) qui peuvent générer
des sites d’associations, d’ou le principe est le méme que I’équation d’état SAFT.

L’expression générale de cette équation est donnée par la relation suivante :

A Ahc Apert
= +
NkT  NkT ~ NkT

(1-66)

Ou 4 est I’énergie libre de Helmholtz, N est le nombre total des molécules, £ est la constante
de Boltzmann, T est la température absolue. Dans cette terminologie le premier terme (hc) est
relatif aux chalnes des segments durs dus aux interactions répulsives et la partie de
perturbation signifie la contribution due aux interactions attractives des molécules.

L’expression de cette équation peut étre écrite en termes de facteur de compressibilité :

Z =7 zpert (1-67)
Par exemple dans un mélange de deux substances c'est-a-dire selon PC-SAFT un contact de
deux chaines linéaires composées des spheres ou les interactions intermoléculaires sont régit
par trois types d’interactions : les interactions dispersives, celles attractives entre les chaines

et des forces d’associations entre les sites sur les deux chaines.

Figure 1.6 : Le modéle moléculaire dans un mélange de deux substances selon 1’équation

d’état PC-SAFT. [Tumakak et al, 2005].
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1.10.3 Les réseaux de neurones artificiels

Les réseaux de neurones sont des systémes de traitement de l'information dans la
structure s'inspire du celle du systéme nerveux. Leurs deux grands domaines d'application
sont d'une part la mobilisation biologique, et d'autre part, la réalisation de machines destinées
a effectuer des taches auxquels les ordinateurs et les outils traditionnels semblent mois bien
adapté que étres vivants, telles que des taches perceptives et motrices.

Les applications de réseau de neurones formels a la connaissance de formes et a la
classification ont pris alors une place importante au sein des réalisations industrielles.

Dans le domaine du traitement du signal et de l'automatique et 1’industrie chimique
(thermodynamique), les années 90 ont été marquées par des avances significatives tant du
point de vue fondamental que du point de vue des applications industrielles, signe
incontestable de la maturation de ces outils, [Touzet, 1992]. Vue ainsi les capacités de ces
réseaux a prédire la non linéarité ils peuvent représenter un outil intéressant pour prédire la

solubilité des solutés solides dans les phases supercritiques.

[ Les interactions intermoléculaires ]

A 4

Equation d’état Equation d’état de Equation d’état a

De type Vériel Type VDW base
[Anderko, 1990] _ rep att Moléculaire
2=7"+1 [Wei et Sadus,2000]
Equation Equation Chatines Théorie
d’état d’éta.t non moléculaires associative
cubiaue cubique
\ 4 v v \4
*  Viriel e VDW Carnahan- e PHCT e APACT
*  Beattie- * RK Starling e SPHCT e SAFT
. g&fgem‘“‘ * SRK BACK e PACT e  PCSAFT
Starli ¢ §¥V Heiling-Franck e TPT e CPA
* BWR-Starling * Soave-Quartic e PHSC e PAZUKI

Figure 1.7 : Classification des différents types des équations d’état selon les théories

développées a partir des interactions entre les molécules, [Valderrama, 2003].
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I.11 Régles de mélange

Comme nous ’avons signalé au début de ce chapitre, les équations d’état ont été
développées initialement pour des fluides purs. Puis, leurs utilisations sont prolongées pour
les mélanges. Cette extension nécessite 1’introduction de régles de mélange permettant le
calcul des parametres de mélange en fonction de ceux des corps purs. Cette introduction fait
intervenir a travers ces regles la régression ou 1’ajustement des parametres d’interactions
binaires (dans le cas d’un mélange binaire) a partir des données expérimentales dans le but
d’améliorer la prédiction obtenue par ces équations d’état. Dans ce qui suit on va détailler les

différentes régles de mélanges les plus utilisées dans les processus de calcul.

[.12 Analyse numérique et mathématique

Les mode¢les qu’ils existent, pour estimer les différentes propriétés de corps purs et de
mélanges, sont trés importants pour les analyses de contrdle, de design et de synthése de
procédés chimiques et ceux de production, dans d’autres cas ils sont utilisés dans un rdle de
service. Ce qui concerne I’estimation de la solubilité, le tableau ci-dessous donne le nombre
d’équations, de variables et le processus de calcul par les différentes équations d’état, pour
avoir une idée sur les difficultés rencontrées lors de prédiction de propriétés
thermodynamiques d’un modéele a I’autre, ou NC est le nombre de composés qu’ils forment le
mélange.

Tableau 1.4 : Le nombre des équations, des variables et le processus de calcul par les
différents modéles d’estimation, [Gani et al, 2006]

Cas
E?il,lgtt;:n Nombre d’équations Procc:lscs:ls de Nombre de variables bl\l;g;;e
NE | NV
PR 5+8NC+2NC*NC Successif 10+12NC+3NC*NC 29 | 46
SRK 5+8NC+2NC*NC Successif 10+12NC+3NC*NC 29 | 46
Pazuki | 5+11NC+2NC*NC Successif 10+16NCH+H4NC*NC 35 | 58
iIS\IJFSfNCHNC*NCJerCA S . ééN§27A*NCA+6NC*NC+19N
uccessif et +37+
SAFT | ANCA*NCA+ itératif | 1I9NCNCA*NCA*NC+ 1331279
NCATNCA™NCH NCA*NC*NS+NC3
NCA*NC*NS+NC"3
22+ NC*(3NC+18) +
PC- NC*(3NC+14) Successifet | Nz*(NC+1) + 180 | 170
SAFT +Nz*(NC+1) itératif Ja(NC+4) + J,(NC+4) + NC*
NC
11+9NC+NCA+3NCNA+ Successif et 17+6NCA+3NCNA+14NC+3
CPA 2NC*NC+NS*NCA+3NCA o NC*NC 38 | 64
*NC fteratif | NCA+3NCA*NCA
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1.13 Conclusion

La connaissance de la solubilité des solutés solides dans les phases supercritiques est
importante pour le design des procédés de séparation. De plus la disponibilité des résultats
expérimentaux de solubilit¢ des nouveaux composés intéressants de point de vue
pharmaceutique nous offre I’opportunit¢ de modéliser et voir les capacités des modeles
existants a prédire cette propriété dans des conditions opératoires bien déterminées.

Les modéles de détermination de la solubilit¢ allant de nature semi empirique
jusqu’aux modeles purement théoriques notamment les €quations d’état cubiques, non
cubiques et celles basées sur la théorie de perturbation qui sont malgré la complexité de
processus de calcul et les déviations qui peuvent étre enregistrées restent les meilleurs
modeles de fait qu’elles sont construit sur une base théorique ou la majorité des parameétres a
optimiser ont un sens physique. Ce qui concerne les mélanges 1’utilisation de ces modeles est
assurée par les régles des mélanges.

La tache sera plus compliquée pour les nouvelles substances récemment publiées dont
les propriétés nécessaires pour la prédiction sont inconnues, et c’est 1’objectif du troisiéme
chapitre ou on va estimer les solubilités de ces composés dans le dioxyde de carbone
supercritique par les modeles des équations d’état en faisant une comparaison en terme
d’erreur relative moyenne avec les données expérimentales issue de la littérature, [Abdallah

El Hadj, 2009].

31



Chapitre II : réseau de neurone artificiel RNA.

CHAPITRE 2
LES RESEAUX DE NEURONES



Chapitre II : réseau de neurone artificiel RNA.

II.1 Introduction

Les réseaux de neurones connaissent depuis quelques années un succes croissant dans
divers domaines des sciences de 1’ingénieur, celui du génie des procédés n’échappe pas a cette
régle. Dans ce chapitre, nous nous intéressons a I’application des réseaux de neurones aux
procédés chimiques. Dans un premier temps, nous rappellerons les définitions et notations de
base relatives aux réseaux de neurones. Nous poursuivrons en exposant les types et la
méthodologie d’apprentissage. Nous montrerons en particulier que, les réseaux de neurones ne
sont pas nécessairement des boites noires : en effet, il est parfaitement possible, et méme
vivement recommandé, d’introduire dans le réseau de neurones, dés sa conception, toutes les
connaissances mathématiques disponibles concernant le processus a modéliser ou a
commander. Nous présenterons aussi, d’une manicre générale, les étapes de conception d’un
réseau de neurones : le choix des entrées et sorties, 1’élaboration de la base de données, de la
structure du réseau etc..... Nous terminerons ce chapitre par la présentation de diverses
applications qui sont destinées a montrer que dans le domaine des procédés chimiques, les
réseaux de neurones sont susceptibles d’apporter des solutions efficaces et €légantes notamment

dans la modélisation et simulation des réacteurs et réactions chimiques.

I1.2 Historique sur les réseaux de neurones

Les recherches menées dans le domaine du connexionnisme ont démarré avec la
présentation en 1943 par MCCulloch. W et Pitts. W d’un modele simplifi¢ de neurone
biologique communément appelé neurone formel. Ils montrerent également théoriquement que
des réseaux de neurones formels simples peuvent réaliser des fonctions logiques, arithmétiques
et symboliques complexes. En 1949, Hebb. D initie, dans son ouvrage "The Organization of
Behavior", la notion d'apprentissage. Deux neurones entrant en activité simultanément vont étre
associés (c'est-a- dire que leurs contacts synaptiques vont étre renforcés). On parle de loi de
Hebb et d'associationnisme. En 1958, F. Rosenblatt développe le modéle du Perceptron. C'est
un réseau de neurones inspiré du systéme visuel. Il posséde deux couches de neurones : une
couche de perception (sert a recueillir les entrées) et une couche de décision. C’est le premier
modele pour lequel un processus d’apprentissage a pu étre défini. S’inspirant du perceptron,
Widrow et Hoff, développent, dans la méme période, le modele de I'Adaline (Adaptive Linear
Elément). Ce dernier sera, par la suite, le modele de base des réseaux de neurones multicouches.

En 1969, Les recherches sur les réseaux de neurones ont été pratiquement abandonnées lorsque
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Minsky .M et Papert .S ont publi¢ leur livre « Perceptrons » (1969) et démontré les limites
théoriques du perceptron, en particulier, ’impossibilité de traiter les problémes non linéaires
par ce modele. En 1982, Hopfield développe un modele qui utilise des réseaux totalement
connectés basés sur la régle de Hebb pour définir les notions d'attracteurs et de mémoire
associative. En 1984 c’est la découverte des cartes de Kohonen avec un algorithme non
supervis¢ basé sur l'auto-organisation et suivi une année plus tard par la machine de Boltzman
(1985). Une révolution survient alors dans le domaine des réseaux de neurones artificiels : une
nouvelle génération de réseaux de neurones, capables de traiter avec succeés des phénomenes
non-linéaires : le perceptron multicouche ne possede pas les défauts mis en évidence par
Minsky. Proposé pour la premicre fois par Werbos, le Perceptron Multi-Couche apparait en
1986 introduit par Rumelhart, et, simultanément, sous une appellation voisine, chez Le Cun
(1985). Ces systemes reposent sur la rétropropagation du gradient de 1’erreur dans des systemes
a plusieurs couches, chacune de type Adaline de Bernard Widrow, proche du Perceptron de
Rumelhart. De nos jours, I’utilisation des réseaux de neurones dans divers domaines ne cesse

de croitre. Les applications en sont multiples et variées.

11.3 Les réseaux de neurones
I1.3.1. Principe du neurone artificiel

Chaque neurone artificiel est un processeur élémentaire. Il regoit un nombre variable
d’entrées en provenance de neurones en amont ou des capteurs composant la machine dont il

fait partie.

A chacune de ses entrées est associé un poids représentatif de la force de la connexion.
Chaque processeur ¢élémentaire est doté d’une sortie unique, qui se ramifie ensuite pour
alimenter un nombre variable de neurones en aval. A chaque connexion est associé un poids. Il
est commode de représenter graphiquement un neurone comme indiqué sur la figure 1.1. Cette
représentation est a I’origine de la premiere vague d’intérét pour les neurones formels, dans les

années 1940 a 1970 (Mcculloch et al., 1943), (Minsky et al., 1969).
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b 4 Xa Xa

Figure I1.1. Neurone artificiel.
Le neurone réalise alors trois opérations sur ses entrées :

v Pondération : multiplication de chaque entrée par un paramétre appelé poids de
connexion

v" Sommation : une sommation des entrées pondérées est effectuée

v’ Activation : passage de cette somme dans une fonction, appelée fonction d’activation.

La valeur calculée est la sortie du neurone qui est transmise aux neurones suivants.

& }"| & :I'.| & 1\"|
> - -
ﬂ, ﬂ; EI.,
Fonction a seuil Fonction linéaire par morceaux Fonction de type sigmoide

Figure 11.2. Différents types de fonction de transfert pour le neurone artificiel.

La fonction f est appelée fonction d’activation (figure 2). Elle peut étre une fonction a seuil,
une fonction linéaire ou non linéaire. La fonction sigmoide se présente comme une

approximation continliment dérivable de la fonction d’activation linéaire par morceaux ou de
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la fonction seuil. Elle présente I’avantage d’étre réguliére, monotone, continliment dérivable, et

bornée entre O et 1 :

1
1+e™X

fx) = (IL.1)

La fonction f peut étre paramétrée de maniere quelconque. Deux types de paramétrages

sont fréquemment utilisés :

Les parametres sont attachés aux entrées du neurone : la sortie du neurone est une
fonction non linéaire d’une combinaison des entrées {xi} pondérées par les parametres

{wi}, qui sont alors souvent désignés sous le nom de poids
Y = th{wy + XI5t w; x] (11.2)

Les paramétres sont attachés a la non-linéarité¢ du neurone : ils interviennent directement dans

la fonction y.
11.3.2. Définition

Un réseau de neurones peut €tre considéré comme un modele mathématique de traitement
réparti, composé de plusieurs éléments de calcul non linéaire (neurones), opérant en paralléle

et connectés entre eux par des poids.

Les réseaux de neurones artificiels sont des réseaux fortement connectés de processeurs
¢lémentaires fonctionnant en parallele. Chaque processeur ¢élémentaire calcule une sortie

unique sur la base des informations qu'il regoit.

Les neurones artificiels sont souvent utilisés sous forme de réseaux qui different selon le
type de connections entre les neurones, une cinquantaine de types peut étre dénombrée. En

guise d’exemples nous citons : le perceptron de Rosemblat, les réseaux de Hopfield etc.....

Ces derniers sont les plus utilisés dans le domaine de la modélisation et de la commande
des procédés. Ils sont constitués d’un nombre fini de neurones qui sont arrangés sous forme de

couches. Les neurones de deux couches adjacentes sont interconnectés par des poids.

L’information dans le réseau se propage d’une couche a I’autre, on dit qu’ils sont de type

« feed-forward ». Nous distinguons trois types de couches :

Couche d’entrée : les neurones de cette couche recoivent les valeurs d’entrée du réseau et
les transmettent aux neurones cachés. Chaque neurone recoit une valeur, il ne fait pas donc de

sommation.
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Couches cachées : chaque neurone de cette couche regoit I’information de plusieurs
couches précédentes, effectue la sommation pondérée par les poids, puis la transforme selon sa
fonction d’activation qui est en général une fonction sigmoide. Par la suite, il envoie cette

réponse aux neurones de la couche suivante.

Couche de sortie : elle joue le méme rdle que les couches cachées, la seule différence
entre ces deux types de couches est que la sortie des neurones de la couche de sortie n’est li¢e

a aucun autre neurone.
11.3.3. Architecture des réseaux de neurones

On distingue deux structures de réseau, en fonction du graphe de leurs connexions, c¢’est-
a-dire du graphe dont les nceuds sont les neurones et les arétes les « connexions » entre ceux-
ci:

e Les réseaux de neurones statiques (ou acycliques, ou non bouclés).

® Les réseaux de neurones dynamiques (ou récurrents, ou bouclés).
I1.3.3.1. Les réseaux de neurones non bouclés

Un réseau de neurones non bouclé réalise une (ou plusieurs) fonction algébrique de ses
entrées par composition des fonctions réalisées par chacun de ses neurones. Dans un tel réseau
(figurel.3), le flux d’information circule des entrées vers les sorties sans retour en arriere. Si

’on représente le réseau comme un graphe dont les noeuds sont les neurones et les arétes les «

Tout neurone dont la sortie est une sortie du réseau est appelé « neurone de sortie ». Les

autres, qui effectuent des calculs intermédiaires, sont des « neurones cachés ».

Il existe deux types de réseaux de neurones : les réseaux complétement connectés et les
réseaux a couche. Le réseau de neurones a une couche cachée et une sortie linéaire est un cas

particulier de ce dernier type.
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AA A
Q O O

Ny neurones de sortie

I

N, neurones cachés

C

T

n entrées

Figure I1.3. Réseau de neurones a n entrées, une couche de Nc neurones

Cachés et Ng neurones de sortie.

» Les réseaux de neurones complétement connectés

Dans un réseau complétement connecté, les entrées puis les neurones (cachés et de sortie)

sont numérotés, et, pour chaque neurone :

a) Ses entrées sont toutes les entrées du réseau ainsi que les sorties des neurones de
numéro inférieur.

b) Sa sortie est connectée aux entrées de tous les neurones de numéro supérieur.

> Les réseaux de neurones a couches

Dans une architecture de réseaux a couches, les neurones cachés sont organisés en
couches, les neurones d’une méme couche n’étant pas connectés entre eux. De plus les

connexions entre deux couches de neurones non consécutives sont éliminées.

Une telle architecture est historiquement trés utilisée, surtout en raison de sa pertinence

en classification.
11.3.3.2. Les réseaux de neurones bouclés

L’architecture la plus générale pour un réseau de neurones est le « réseau bouclé », dont
le graphe des connexions est cyclique : lorsqu’on se déplace dans le réseau en suivant le sens

des connexions, il est possible de trouver au moins un chemin qui revient a son point de départ
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(un tel chemin est désigné sous le terme de « cycle »). La sortie d’un neurone du réseau peut

donc étre fonction d’elle-méme ; cela n’est évidemment concevable que si la notion de temps

Ainsi, a chaque connexion d’un réseau de neurones bouclé (ou a chaque aréte de son
graphe) est attaché, outre un poids comme pour les réseaux non bouclés, un retard, multiple
entier (éventuellement nul) de ’unité¢ de temps choisie. Une grandeur, a un instant donné, ne
pouvant pas €tre fonction de sa propre valeur au méme instant, tout cycle du graphe du réseau

doit avoir un retard non nul.

Les connexions récurrentes ramenent l'information en arriére par rapport au sens de
propagation défini dans un réseau multicouche. Ces connexions sont le plus souvent locales.
Pour ¢liminer le probléme de la détermination de 1’état du réseau par bouclage, on introduit sur
chaque connexion « en retour » un retard qui permet de conserver le mode de fonctionnement

séquentiel du réseau (figurel.4).

21 Y1{t-1) o i YY) ’
S Y2(t-1) " O Y2(t) >
X(t-1) = -

Figure 11.4. Réseau de neurone bouclé

Le graphe des connexions de réseaux récurrents est cyclique. Ces réseaux sont décrits par un

systeme d’équations aux différences.

> Forme canonique des réseaux récurrents :

11 a été montré [Nerrand et al., 1993] que tout réseau bouclé peut étre mis sous une forme
particuliére, appelée forme canonique, qui est la représentation d’état minimale de la fonction
réalisée par ce réseau. Cette forme canonique est constituée d’un graphe acyclique, et de
connexions a retard unité reliant certaines sorties de ce graphe a ses entrées. La fonction réalisée
par un réseau de neurones ayant cette structure particuliere est décrite par les équations aux

différences suivantes :
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x(k+1) = o(x(k),u(k + 1)) (IL.3)
y=%(x(k+ 1,ulk+1)) (IL.4)

Ou x(k) est le vecteur d’état a I’instant k, u(k) est le vecteur des variables de commande
exogenes, y(k) le vecteur des sorties, ¥ et @ sont deux fonctions qui dépendent de la structure

de la partie acyclique du réseau.
I1.3.4. Apprentissage des réseaux de neurones

Le point crucial du développement d’un réseau de neurones est son apprentissage. Il s’ agit
d’une procédure adaptative par laquelle les connexions des neurones sont ajustées face a une

source d’information (Hebb, 1949 ; Grossberg, 1982 ; Rumelhart et al., 1986).

Dans le cas des réseaux de neurones artificiels, on ajoute souvent a la description du
modele l'algorithme d'apprentissage. Le modele sans apprentissage présente en effet peu

d'intérét.

Dans la majorité des algorithmes actuels, les variables modifiées pendant 'apprentissage
sont les poids des connexions. L'apprentissage est la modification des poids du réseau dans
I'optique d'accorder la réponse du réseau aux exemples et a l'expérience. Les poids sont
initialisés avec des valeurs aléatoires. Puis des exemples expérimentaux représentatifs du
fonctionnement du procédé dans un domaine donné, sont présentés au réseau de neurones. Ces
exemples sont constitués de couples expérimentaux de vecteurs d’entrée et de sortie. Une
méthode d’optimisation modifie les poids au fur et a mesure des itérations pendant lesquelles
on présente la totalité des exemples, afin de minimiser 1’écart entre les sorties calculées et les
sorties expérimentales. Afin d’éviter les probleémes de surapprentissage, la base d’exemples est
divisée en deux parties : la base d’apprentissage et la base de test. L’optimisation des poids se
fait sur la base d’apprentissage, mais les poids retenus sont ceux pour lesquels I’erreur obtenue
sur la base de test est la plus faible. En effet, si les poids sont optimisés sur tous les exemples
de I’apprentissage, on obtient une précision tres satisfaisante sur ces exemples mais on risque
de ne pas pouvoir généraliser le modele a des données nouvelles. A partir d’un certain nombre
d’itérations, le réseau ne cherche plus I’allure générale de la relation entre les entrées et les
sorties du systeme, mais s’approche trop preés des points et « apprend » le bruit (Pollard et al,

1992).

Sur la figure 1.5 ci-dessous, on peut observer qu’au début de 1’apprentissage, pour les

premicres itérations, I’erreur sur la base d’apprentissage est grande et peut légerement
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augmenter étant donné que les poids initiaux sont choisis aléatoirement. Ensuite, cette erreur
diminue avec le nombre d’itérations. L’erreur sur la base de test diminue puis augmente a partir
d’un certain nombre d’itérations. Les poids retenus sont ceux qui minimisent I’erreur sur la base

de test.

Erreur

Valeur mimimale

Base de test

Base d’apprentissage
>
Nombre d itérations

Figure IL.5. Erreur moyenne sur la base d’apprentissage en fonction du nombre d’itérations.

® Surapprentissage

I1 arrive qu’a faire apprendre un réseau de neurones toujours sur le méme échantillon,
celui-ci devient inapte a reconnaitre autre chose que les éléments présents dans 1’échantillon.
Le réseau ne cherche plus I’allure générale de la relation entre les entrées et les sorties du
systtme, mais cherche a reproduire les allures de I’échantillon. On parle alors de

surapprentissage : le réseau est devenu trop spécialisé et ne généralise plus correctement.

Ce phénomeéne apparait aussi lorsqu’on utilise trop d’unités cachées (de connexions), la
phase d’apprentissage devient alors trop longue (trop de parametres réglables dans le systeme)

et les performances du réseau en généralisation deviennent médiocres.
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11.3.4.1. Type d’apprentissage

I1 existe de nombreux types de reégles d’apprentissage qui peuvent étre regroupées en trois
catégories (Hassoum, 1995) : les régles d’apprentissage supervisé, non supervisé, et renforcé.
Mais 1’objectif fondamental de 1’apprentissage reste le méme : soit la classification,
I’approximation de fonction ou encore la prévision (Weiss et Kulikowski, 1991). Dans I’optique
de la prévision, I’apprentissage consiste a extraire des régularités (a partir des exemples) qui

peuvent Etre transférées a de nouveaux exemples.
» Apprentissage supervisé

Un apprentissage est dit supervis¢ lorsque I’on force le réseau a converger vers un état
final précis, en méme temps qu’on lui présente un motif. Ce genre d’apprentissage est réalisé¢ a
I’aide d’une base d’apprentissage, constituée de plusieurs exemples de type entrées-sorties (les
entrées du réseau et les sorties désirées ou encore les solutions souhaitées pour I’ensemble des

sorties du réseau).

La procédure usuelle dans le cadre de la prévision est 1’apprentissage supervisé (ou a
partir d’exemples) qui consiste a associer une réponse spécifique désirée a chaque signal
d’entrée. La modification des poids s’effectue progressivement jusqu’a ce que 1’erreur (ou

1’€cart) entre les sorties du réseau (ou résultats calculés) et les résultats désirés soient minimisés.

Cet apprentissage n’est possible que si un large jeu de données est disponible et si les

solutions sont connues pour les exemples de la base d’apprentissage.

> Apprentissage renforcé

L’apprentissage renforcé est une technique similaire a I’apprentissage supervisé a la
différence qu’au lieu de fournir des résultats désirés au réseau, on lui accorde plutdt un grade
(ou score) qui est une mesure du degré de performance du réseau apres quelques itérations. Les
algorithmes utilisant la procédure d’apprentissage renforcé sont surtout utilisés dans le domaine

des systemes de controle (White et Sofge, 1992 ; Sutton, 1992).

> Apprentissage non supervisé

L’ apprentissage non supervisé consiste a ajuster les poids a partir d’un seul ensemble
d’apprentissage formé uniquement de données. Aucun résultat désiré n’est fourni au réseau.

Qu’est-ce que le réseau apprend exactement dans ce cas ? L’apprentissage consiste a détecter
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les similarités et les différences dans 1’ensemble d’apprentissage. Les poids et les sorties du
réseau convergent, en théorie, vers les représentations qui capturent les régularités statistiques
des données (Fukushima, 1988 ; Hinton, 1992). Ce type d’apprentissage est également dit
compétitif et (ou) coopératif (Grossberg, 1988). L’avantage de ce type d’apprentissage réside
dans sa grande capacité d’adaptation reconnue comme une autoorganisation, «self-organizing»
(Kohonen, 1987). L’apprentissage non supervisé est surtout utilisé pour le traitement du signal

et ’analyse factorielle.
11.3.4.2. Algorithme d’apprentissage

L’algorithme d’apprentissage est la méthode mathématique qui va modifier les poids de
connexions afin de converger vers une solution qui permettra au réseau d’accomplir la tiche
désirée. L apprentissage est une méthode d’identification paramétrique qui permet d’optimiser
les valeurs des poids du réseau. Plusieurs algorithmes itératifs peuvent étre mis en ceuvre, parmi
lesquels on note : I’algorithme de rétropropagation, la Méthode Quasi-Newton, Algorithme de

BFGS etc...

L’algorithme de rétropropagation (ARP) ou de propagation arriére « backpropagation »
est I’exemple d’apprentissage supervisé le plus utilisé a cause de 1’écho médiatique de certaines
applications spectaculaires telles que la démonstration de Sejnowski et Rosenberg (1987) dans
laquelle I’ARP est utilisé dans un systéme qui apprend a lire un texte. Un autre succés fut la
prédiction des cours du marché boursier (Refenes et al, 1994 ; Lee et al. 1996) et plus
récemment la détection de la fraude dans les opérations par cartes de crédit (Dorronsoro et al,

1997).

La technique de rétropropagation du gradient (Backpropagation en anglais) est une
méthode qui permet de calculer le gradient de l'erreur pour chaque neurone du réseau, de la
derniére couche vers la premiére. L’historique des publications montre que I’ARP a été
découvert indépendamment par différents auteurs mais sous différentes appellations
(Grossberg, 1998). Le principe de la rétropropagation peut étre décrit en trois étapes
fondamentales : acheminement de I’information a travers le réseau ; rétropropagation des
sensibilités et calcul du gradient ; ajustement des parameétres par la régle du gradient approximé.
11 est important de noter que I’ARP souffre des limitations inhérentes a la technique du gradient
a cause du risque d’étre piégé dans un minimum local. Il suffit que les gradients ou leurs
dérivées soient nuls pour que le réseau se retrouve bloqué dans un minimum local. Ajoutons a

cela la lenteur de convergence surtout lorsqu’on traite des réseaux de grande taille (c’est a dire
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pour lesquels le nombre de poids de connexion a déterminer est important). Pour rendre
I’optimisation plus performante, on peut utiliser des méthodes de second ordre telles que les

méthodes dites de Quasi-Newton ou de Newton modifiée.

v Méthodes Quasi-Newton

Dans notre travail nous avons utilisé la technique de Quasi-Newton (Dennis et al., 1983 ;
Thibault et Grandjean, 1991). Cet algorithme nécessite la connaissance des valeurs de la
fonction objectif @ minimiser et du vecteur des dérivées premicres au point solution courant. Le

vecteur des dérivées est évalué analytiquement.
Avec les méthodes Quasi-Newton, on veut généraliser la formule itérative de Newton.
X = xk — a2 F ()] BR") (IL5)

Le principe des méthodes de résolution de type Quasi-Newton est de générer une
séquence de matrices symétriques définies positives qui soient des approximations, toujours

améliorées, de la matrice Hessienne réelle ou de son inverse. Désignons par Hk la suite
d’approximation de I’inverse de la matrice Hessienne [V? f (x¥)]! et par Bk la suite des
estimations de la matrice Hessienne V2 f (x¥).

On recherche une méthode telle que, dans le cas d’un probléme quadratique, la matrice Bk
converge vers la valeur exacte des dérivées secondes (constantes dans ce cas), de sorte qu’en
fin de convergence, on retrouve une convergence de type Newton. Si I’on applique la méthode

a une fonction quelconque, Bk peut étre considéré, a chaque instant, comme une approximation

(définie positive) du Hessien.
v Algorithme de BFGS

L’algorithme de BFGS (du nom de ses inventeurs : Broyden, Fletcher, Goldfarb et
Shanno) (Press et al., 1988) prend implicitement en compte les dérivées secondes et s’avere
donc nettement plus performante que la méthode de rétropropagation. Le nombre d’itérations

est nettement plus faible et les temps de calcul réduits d’autant.
L’algorithme de BFGS est une régle d’ajustement des parameétres qui a I’expression suivante :
0% = 0" + M, HHT) (IL6)

Ou Mk est une approximation, calculée itérativement, de 1'inverse de la matrice Hessienne.
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I1.4. Conception d'un réseau de neurones

e Les réseaux de neurones réalisent des fonctions non linéaires paramétrées. Leurs mises
en ceuvre nécessitent :

e La détermination des entrées et des sorties pertinentes, c’est a dire les grandeurs qui ont
une influence significative sur le phénomene que 1’on cherche a modéliser.

e Lacollecte des données nécessaires a I’apprentissage et a I’évaluation des performances
du réseau de neurones.

e La détermination du nombre de neurones cachés nécessaires pour obtenir une
approximation satisfaisante.

e Laréalisation de I’apprentissage.

e L’¢évaluation des performances du réseau de neurones a I’issue de I’apprentissage.
I1.4.1. Détermination des entrées/sorties du réseau de neurones

Pour toute conception de modele, la sélection des entrées doit prendre en compte deux

points essentiels :

v Premiérement, la dimension intrinséque du vecteur des entrées doit étre aussi petite que
possible, en d’autres termes, la représentation des entrées doit étre la plus compacte
possible, tout en conservant pour I’essentiel la méme quantité d’information, et en
gardant a I’esprit que les différentes entrées doivent étre indépendantes.

v' En second lieu, toutes les informations présentées dans les entrées doivent étre
pertinentes pour la grandeur que 1’on cherche a modéliser : elles doivent donc avoir une

influence réelle sur la valeur de la sortie.
I1.4.2. Choix et préparation des échantillons

Le processus d'élaboration d'un réseau de neurones commence toujours par le choix et la
préparation des échantillons de données. La fagon dont se présente 1'échantillon conditionne le
type de réseau, le nombre de cellules d'entrée, le nombre de cellules de sortie et la fagon dont il
faudra mener l'apprentissage, les tests et la validation (Bishop, 1995). 1l faut donc déterminer

les grandeurs qui ont une influence significative sur le phénomene que I’on cherche a modéliser.

Lorsque la grandeur que ’on veut modéliser dépend de nombreux facteurs, c'est-a-dire
lorsque le modéle possede de nombreuses entrées, il n’est pas possible de réaliser un « pavage
» régulier dans tout le domaine de variation des entrées : il faut donc trouver une méthode

permettant de réaliser uniquement des expériences qui apportent une information significative
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pour I’apprentissage du modele. Cet objectif peut étre obtenu en mettant en ceuvre un plan
d’expériences. Pour les modéles linéaires, 1’¢élaboration de plans d’expériences est bien

maitrisée, par ailleurs, ce n’est pas le cas pour les modeles non linéaires.

Afin de développer une application a base de réseaux de neurones, il est nécessaire de
disposer de deux bases de données, une pour effectuer I’apprentissage et 1’autre pour tester le

réseau obtenu et déterminer ses performances.

Notons qu’il n’y a pas de régle pour déterminer ce partage d’une manicre quantitative,
néanmoins chaque base doit satisfaire aux contraintes de représentativité de chaque classe de
données et doit généralement refléter la distribution réelle, c’est a dire la probabilité

d’occurrence des diverses classes (Nascimento, 2000).
11.4.3. Elaboration de la structure du réseau

La structure du réseau dépend étroitement du type des échantillons. Il faut d'abord choisir
le type de réseau : un perceptron standard, un réseau de Hopfield, un réseau a décalage temporel

(TDNN), un réseau de Kohonen, un ARTMAP etc...

Par exemple, dans le cas du perceptron multicouches, il faudra aussi bien choisir le

nombre de couches cachées que le nombre de neurones dans cette couche.
v Nombre de couches cachées :

Mis a part les couches d'entrée et de sortie, il faut décider du nombre de couches
intermédiaires ou cachées. Sans couche cachée, le réseau n'offre que de faibles possibilités
d'adaptation. Néanmoins, il a été démontré qu’un Perceptron Multicouches avec une seule
couche cachée pourvue d’un nombre suffisant de neurones, peut approximer n’importe quelle

fonction avec la précision souhaitée (Hornik, 1991).

v Nombre de neurones cachés :

Chaque neurone peut prendre en compte des profils spécifiques de neurones d'entrée. Un
nombre plus important permet donc de mieux "coller” aux données présentées mais diminue la
capacité de généralisation du réseau. Il faut alors trouver le nombre adéquat de neurones cachés
nécessaire pour obtenir une approximation satisfaisante. Il n’existe pas, a ce jour, de résultat
théorique permettant de prévoir le nombre de neurones cachés nécessaires pour obtenir une
performance spécifique du modele, compte tenu des modeles disponibles. 11 faut donc

nécessairement mettre en ceuvre une procédure numérique de conception de modele.
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11.4.4. Apprentissage

L’apprentissage est un probléme numérique d’optimisation. Il consiste a calculer les
pondérations optimales des différentes liaisons, en utilisant un échantillon. La méthode la plus
utilisée est la rétropropagation, qui est généralement plus économe que les autres en termes de

nombres d’opérations arithmétiques a effectuer pour évaluer le gradient.

Pour rendre 1’optimisation plus performante, on peut utiliser des méthodes de second
ordre. Le calcul est trés efficace, mais lourd. Elles ont de nombreuses limitations, quant aux
conditions de convergence, sur les dérivées secondes. Des corrections sont proposées pour
éviter ce probléme, et sont prises en compte par les méthodes dites de Quasi-Newton ou de

Newton modifiée.

11 a été observé que les poids calculés par la méthode de rétropropagation sont plus faibles
que ceux obtenus par la technique de Quasi-Newton, ce qui semblerait montrer que la recherche
d’un minimum par rétropropagation est restreinte a un voisinage immeédiat des poids initiaux,
d’ou une dépendance plus forte de cette méthode par rapport a 1’initialisation (Thibault, 1991).
C’est pour ces raisons que I’optimisation par une méthode Quasi-Newton a ¢été largement
utilisée dans certains travaux récents de modélisation de procédés de génie chimique (Piron et

al. 1997 ; Fakhr-Eddine et al, 1999), et a été choisie également dans la suite de nos travaux.
I1.4.5. Validation et Tests

Alors que les tests concernent la vérification des performances d'un réseau de neurones
hors échantillon et sa capacité de généralisation, la validation est parfois utilisée lors de
l'apprentissage. Une fois le réseau de neurones développé, des tests s’impose afin de vérifier la

qualité des prévisions du modele neuronal.

Cette derniere étape doit permettre d’estimer la qualité du réseau obtenu en lui présentant
des exemples qui ne font pas partie de I’ensemble d’apprentissage. Une validation rigoureuse
du modele développé se traduit par une proportion importante de prédictions exactes sur

I’ensemble de la validation.

Si les performances du réseau ne sont pas satisfaisantes, il faudra, soit modifier

I’architecture du réseau, soit modifier la base d’apprentissage.
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Base de données

Base de test et de validation Base d’apprentissage

Construction d"architecture du
= réseau de neurones

Nombre de couches cachées r‘::|

Nombre de neurones caches

Muodéle neuronal optimal

Figure I1.6. Organigramme de conception d’un réseau de neurones.
IL.S. Conclusion

Dans ce chapitre, nous avons introduit les définitions essentielles relatives aux réseaux de
neurones. Nous avons notamment distingué entre les réseaux de neurones non bouclés,
statiques, qui réalisent des fonctions non linéaires et ceux bouclés, dynamiques, qui réalisent

des équations aux différences non linéaires.

Nous avons aussi mis I’accent sur 1’utilisation des réseaux de neurones comme outils de
modélisation par apprentissage. Ces derniers permettent d’ajuster des fonctions non linéaires
trés générales a des ensembles de points. Comme toute méthode qui s’appuie sur des techniques
statistiques, [’utilisation de réseaux de neurones nécessite que 1’on dispose de données

suffisamment nombreuses et représentatives.

Enfin, nous avons présenté les concepts fondamentaux de la modélisation a 1’aide de
réseaux de neurones et une méthodologie complete de conception et de mise en ceuvre de

modéles neuronaux.
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Chapitre I1I : Contribution a I’étude de I’influence des descripteurs sur la solubilité de quelques solutés solides dans
le COz supercritiques

II1.1 Introduction

De nombreux composés pharmaceutiques sont des molécules peu solubles dans 1’eau ce
qui limite trés fortement leurs biodisponibilités (assimilation par le corps humain) et donc leurs
commercialisations. L’industrie pharmaceutique cherche donc a développer de nouveaux
procédés afin d’augmenter cette biodisponibilité.

Les propriétés thermodynamiques du CO» dans les conditions supercritiques et la facilité
de récupération du CO, sont responsables de 'utilisation répandue du solvant CO pour séparer
différents types de substances (Asiabi et al., 2015; Henley et al., 2011)

Etant donné que les corrélations basées sur la densité disponibles et les équations d’états
ne sont pas suffisamment précis pour prédire les données de solubilité de différents solutés dans
le CO; supercritique.

La modélisation thermodynamique concerne plusieurs méthodes parmi ces méthodes on
ala méthode de Van Der Waals c’est une équation d’état mais elle ne peut prétendre représenter
correctement a la fois la zone du point critique et le comportement des phases liquides et elle
suggere pour un corps pure la coexistence des deux phases liquide et gaz sur une certaine plage
de pression pour une méme température. Il y’a aussi Les méthodes semi-empiriques sont des
techniques de résolution de 1'équation de Schrodinger de systémes a plusieurs électrons, elles
utilisent des données ajustées sur des résultats expérimentaux afin de simplifier les calculs mais
elles restent plus difficile a appliquer et insuffisante lorsqu'il s'agit de prévoir la géométrie de
molécules plus complexes , on a la loi empirique c’est une formule issue de faits expérimentaux
mais dont on ne connait pas de base théorique ou qu'on ne peut pas relier a une base théorique
simple, Ce type de loi, bien qu'empirique peut cependant souvent alimenter 1'élaboration
d'une théorie. Pour éviter tous ces problémes on a travaillé sur la modélisation par le RNA et
SVM :

Le RNA en tant que systemes capables d'apprendre, mettent en ceuvre le principe de
l'induction, c¢’est-a-dire I'apprentissage par l'expérience. Par confrontation avec des situations
ponctuelles, ils inférent un systéme de décision intégré dont le caractére générique est fonction
du nombre de cas d'apprentissages rencontrés et de leur complexité par rapport a la complexité
du probléme a résoudre.

La modélisation par la méthode de SVM Lesmachines a vecteurs de
support ou séparateurs a vaste marge sont un ensemble de techniques d'supervisé destinées a
résoudre des problémes de discrimination et de régression. Les SVM sont une généralisation

des classifieurs linéaires.
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Chapitre I1I : Contribution a I’étude de ’influence des descripteurs sur la solubilité de quelques solutés solides dans
le COz supercritiques

Notre travail est basé sur la solubilité des solutés solides dans le CO-, on a choisis le
CO; car c’est un fluide supercritique et un excellent solvant apolaire de plus il est plus sain que
les solvants organiques.

Dans la contribution 1, nous avons construire des mod¢les basés sur le réseau de neurone
artificiel (RNA) sur de larges fissures de température et de pression, on compare l'effet de
l'utilisation de descripteurs moléculaires (la méthode QSAR) comme entrés pour prédire les
valeurs de solubilités de 25 solutés solides dans le dioxyde de carbone supercritique.

Dans la contribution 2, on a étudié¢ notre base de données expérimentale de la solubilité
de 25 médicaments dans le CO» avec la méthode des machines a vecteurs de support.

L’objectif de la modélisation de la solubilité de ces 25 composés pharmaceutiques c’est
de découvrir un modele par les méthodes de RNA et SVM et distinguer le meilleur parmi les

deux apres la comparaison des résultats obtenus a la fin de 1’étude.

CONTRIBUTION 1 : Modélisation par réseaux de neurones artificiels.

I11.2 La modélisation neuronale

Les réseaux neuronaux artificiels sont bien connus pour leurs structures dans lesquelles
une grande quantité d'informations traitées via un réseau interconnecté comprenant plusieurs
nceuds dans des couches successives, (Graupe, 2007).

Le flux d'informations dépend de l'architecture du réseau qui imite celle présente dans
les neurones des corps humains. Sur la base de la structure biologiquement inspirée, la
classification des motifs dans plusieurs domaines, y compris la reconnaissance, 1'optimisation,
le controle et la prédiction, est possible une fois que le modéle de réseau a été¢ formé et testé
bien pour différents ensembles de données. La sélection des facteurs d'influence les plus
importants, la structure du réseau, le processus d'apprentissage et le probléme des minimums
locaux sont responsables du processus de développement du modele. Aprés avoir sélectionné
les variables d'entrée par voie théorique ou semi-empirique, le processus d'apprentissage
accompagné de phases de formation et de test peut étre effectué aprés la normalisation et
I'élimination des valeurs aberrantes des variables d'entrée, (Passino, 2005).

I11.2.1 Méthodologie de travail
La modélisation par RNA regroupe plusieurs procédures sont les suivant :
1. Sélection et collecte des données thermodynamiques.

2. Calcul des descripteurs et prétraitement de la base de données.
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Séparation de la base de données.
Normalisation des données.
Sélection des paramétres de réseau de neurones.
a. Algorithme d’apprentissage.
b. Fonction de transfert de la couche cachée de sortie
c. Optimisation du nombre de neurones dans la couche cachée.
Validation et généralisation.
Exploitation des résultats
a. Nombre de couches cachées
b. Equation du RNA

c. Interprétation des résultats

Phase de recueil et de collecte des données expérimentale et/ou
analytique de Y aussi compléte que possible

v
[ Phase de prétraitement et d'analyse des données ]
v
g
Préparation et normalisation des phases d'apprentissage et de test (généralisation) ]
.
v
/ Phase de choix des paramétres du réseau de neurones
v v v v v v
e
2 " & £ o
2 2 8 g o g
cg 3 5 2 2 g g
o 8 > 8 E Q 3] =.2 o)
5} oS 3 = = =
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S = LS o O 5 oh 8, L
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- 2 /
v
[ Phase d'apprentissage ]
2
[ Phase de généralisation / validation ]
v
[ Recueil de Y calculée par le réseau de neurones ]
v

[ Analyse et comparaison ]

Figure II1.1 : Méthodologie de calcul de la solubilité par les réseaux de neurones.
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Ces ¢tapes sont programmées sous MATLAB. Nous découvrons ensuite les résultats
obtenus de calcul et leurs interprétations.

II1.2.1.1 Sélection et collecte des données thermodynamiques

Dans cette partie concernant la modélisation par RNA, nous avons sélectionné 25

composés pharmaceutiques qui étudie la solubilité dans le CO» supercritique par RNA les

données expérimentales concernent la température (k), la pression (bar), la masse volumique

(kg/m?), la masse molaire (g/mol) et la solubilité du soluté solide (en fraction molaire). Le

tableau III.1 représente les données expérimentales suivantes :

Tableau IIL.1 : Source et domaine des données utilisées pour 1’apprentissage et la validation
du modele de RNA pour le systéme de 25 solutés solides qui sont solubles dans le CO2

supercritiques.

N° | Noms des composés T (K) P (bar) p (Kg/m3) Taill Référence

1 Simvastatin 308-348 121.6-354.6 327-955 45 | Hojjati.M et al.2006

2 Lovastatine 308-348 121,6-354,6 327-955 45 | Hojjati.M et al.2006

3 | Anastrazole 308-348 122-355 327-955 45 | Hojjati.M et al.2009

4 | Letrozole 308-348 122-355 327-955 45 | Hojjati.M et al.2009

5 Exemestane 308-348 122-355 327-955 45 | Hojjati.M et al.2009

6 | Atropine 308-348 122-355 327-955 45 | Yamini.Y et al 2001

7 | Diazepam 308-348 122-355 327-955 45 | YaminiY etal 2001

8 | Codeine 308-348 122-355 327-955 45 | YaminiY etal 2001

9 | Carbamazepine 308-348 122-355 477-955 39 | Yamini.Y et al 2001
10 | Benzocaine 308-348 122-355 327-955 40 | Garmroodi.A et al 2004
11 | Naproxen 308-348 122-355 327-955 40 | Garmroodi.A et al 2004
12 | Metronidazole 308-348 122-355 327-955 40 | Garmroodi.A et al 2004
13 ‘Methylparaben 308-348 122-355 327-955 40 ?Ag(%ilari'KhiaVi-M etal
14 | Bisacodyl 308-348 122-355 396-955 39 ;\:(%ilafi'KhiaVi-M etal
15 | Methimazole 308-348 122-355 396-955 39 | Asghari-Khiavi.M et al
16 | Lamotrigine 318-348 121,6-354,6 327-919 36 El%)iHossei"i-M etal
17 | Clozapine 318-348 121,6-354,6 327-919 27 ?:%Hossei"i-M etal
18 | Zopiclone 313-333 100-250 291,41-880,24 21 Medina.l et al 2001

19 | Nimodipine 313-333 100-250 291,416-880,243 21 Medina.I et al 2001

20 | Acetanalide 308,2-323,2 90-400 383,928-972,039 29 | P.Coelho.J et al 1959-
21 | Propanamide 308,2-323,2 90-400 284,752-972,039 30 ;l;:(ljoelhoj et al 1959-
22 | Butanamide 308,2-323,2 90-400 284,752-972,039 30 | P.Coclho.J etal 1959-
23 | DA 308-348 122-355 327-955 45 nA{;ZabiaH etal 2013
24 | Ketoprofen 312,5-331,9 100-220 404-859 10 {Q](\)/Iﬁacnaughton-s etal
25 | Piroxicam 312,5-331,5 100-220 494-859 9 {.Ql(\)/[ﬁacnaughton.s etal
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I11.2.1.2 Calcul des descripteurs et prétraitement de la base de données

Les produits chimiques sont des ¢éléments essentiels de la civilisation humaine. Les
applications des produits chimiques a 1'ére moderne couvrent une large gamme, des
environnements industriels aux ménages. L'objectif estimé d'un chimiste réside dans le
développement de produits chimiques avec le profil désiré de leur meilleure manifestation
comportementale, c'est-a-dire activité / propriété. En chimie, le chimiste veut améliorer
l'efficacit¢ de la molécule tout en réduisant les effets toxiques exercés. Maintenant, suivant
I'axiome général, le développement d'un nouveau produit chimique peut étre réalisé soit en
concevant une nouvelle entité compléte, soit en modifiant une ancienne. Dans les deux cas, les
chimistes doivent posséder suffisamment de connaissances sur le produit chimique et son
potentiel d'interaction avec le systéme biologique. Il est évident que l'activité biologique (y
compris la toxicité) et les propriétés de tout produit chimique (p. Ex., Médicaments, produits
pharmaceutiques et cancérogénes) dépendent de son interaction avec le systéme biologique
concerné. Par conséquent, I'objectif principal d'un concepteur chimique réside dans
I'établissement d'une explication rationnelle du mécanisme d'action du produit chimique, ce qui
peut conduire a une dérivation théorique et donc a l'adaptation de sa structure. Parfois, le
mangque d'action appropriée pour la drogue limite la dérivation hypothétique. Afin d'établir une
base théorique appropriée pour l'action des produits chimiques, il faudrait avoir un apercu
profond de la chimie fondamentale du systéme qui contréle les comportements physico-
chimiques et structurels (Hansch et al., 1995).

La chimie a ét¢ une science centrale essentielle qui correle et explore différents
problémes de discipline scientifique (Balaban and Klein, 2006).

Compte tenu du nombre important de produits chimiques qui influent sur notre vie du
point de vue de l'application industrielle, de la recherche en laboratoire, et la consommation des
ménages, il sera intéressant de développer une base qui donne une raison appropriée pour
expliquer le comportement des produits chimiques. Une fois que cette base est développée, elle
nous permettra également de modifier le comportement de ces produits chimiques en
incorporant des changements structurels raisonnables. La notion relation activité-structure
(SAR) tente d'établir une relation entre les différentes caractéristiques comportementales des
composés chimiques (a savoir, activité / propriété / toxicité et informations chimiques
dérivables des structures chimiques). Un tel processus implique une connaissance significative
de la chimie et de la physique (définition des composés), des mathématiques (permettant une

analyse de modélisation) et de la biologie (donner des raisons pour le profil d'activité biologique
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des produits chimiques) pour développer une base rationnelle. En d'autres termes, 1'étude SAR
offre une option pour construire une équation mathématique pour un ensemble de produits
chimiques pour leur comportement spécifique d'activité / propriété / toxicité en utilisant des
informations sur leur structure chimique. On peut noter que, étant donné que nous parlons
d'équations mathématiques, cela implique des nombres ou des quantités. Si l'information
comportementale des produits chimiques est exprimée en termes qualitatifs, I'étude est appelée
SAR qualitative, alors que la présence de nombres quantitatifs représentant l'activité des
produits chimiques définit le processus comme une étude QSAR (Todeschini et al., 2009).

Cependant, les études qualitatives et quantitatives sont appelées collectivement QSAR.
QSAR est une étude théorique pour construire des conclusions rationnelles et réduit le fardeau
d'expérimentation pratique ainsi que le temps. Il utilise comparativement moins de composés
pour établir une relation mathématique qui peut étre employée pour caractériser un grand
nombre de produits chimiques appartenant a une classe identique ou différente selon la nature
du modele (local ou global). Cette caractéristique est particulierement importante pour évaluer
l'activité biologique et / ou la toxicité des produits chimiques qui impliquent aux animaux de
laboratoire. La technique QSAR peut conduire a l'utilisation d'une expérimentation moins
animale (puisqu'elle utilise comparativement moins de grandeur de données expérimentales et
peut donner la priorité aux composé€s pour une autre expérimentation), ce qui constitue une
alternative précieuse aux études sur les animaux. Dans la section suivante, nous expliquerons
brievement les principaux objectifs du développement de modeles prédictifs quantitatifs
(Todeschini et al., 2009; Tute MS, 1990).

Les descripteurs moléculaires dont leur utilisation dans la modélisation neuronale
représentent I’originalité de ce travail, jouent un réle fondamental dans la chimie, les sciences
pharmaceutiques, la politique de protection de 1’environnement, et les recherches sur la santé.

Les programmes de calcul de descripteurs acceptent les données d’entrées des molécules
sous forme de code. Différentes formes de codifications de la structure moléculaires existent en
chimio-informatique. La codification (notation) SMILES est la plus utilisée pour sa simplicité.

La représentation numérique de la structure moléculaire a été évaluée en termes de
descripteurs moléculaire. La notion SMILES nécessaire au calcul des descripteurs a été tirée en

ligne par le logiciel « pubchem » a partir du site : https://pubchem.ncbi.nlm.nih.gov.

Le Tableau III.2 suivant représente la formule SMILE des composés.
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PubChem
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o

Try the PubChem Search Beta

Figure I1L.2 : Capteur d’écran du site intitulé pubchem (https://pubchem.ncbi.nlm.nih.gov).

Tableau II1.2 : Les composés et ses formules SMILE

(https://pubchem.ncbi.nlm.nih.gov).

N° | Noms des composés Formule SMILE des composés
1 Simvastatin CCC(O)(C) C(=0) OC1CcC(ec=Cc2Cc1c(c(ec=2) ) cecesceec=0) o3 o)
2 | Lovastatine CCC(O)C(=0) OC1CC(C=C2C1C(C(C=C2) C) cece3ceec(=0)03)0) C
3 | Anastrazole CC(C)(C#N) C1=CC(=CC(=C1) CN2C=NC=N2) C(C)(C) C#N
4 | Letrozole C1=CC(=CC=CIC#N) C(C2=CC=C(C=C2) C#N) N3C=NC=N3
5 | Exemestane CC12CCC3C(C1CCC2=0) CC(=C) C4=CC(=0) C=CC34C
6 | Atropine CN1C2CCCI1CC(C2) OC(=0) C(CO)C3=CC=CC=C3
7 | Diazepam CN1C(=0) CN=C(C2=C1C=CC(=C2) CI) C3=CC=CC=C3
8 | Codeine CN1CCC23C4C1CC5=C2C(=C(C=C5) OC) OC3C(C=C4) O
9 | Carbamazepine C1=CC=C2C(=C1) C=CC3=CC=CC=C3N2C(=0O) N
10 | Benzocaine CCOC(=0) C1=CC=C(C=CI) N
11 | Naproxen CC(C1=CC2=C(C=C1) C=C(C=C2) OC) C(=0) O
12 | Metronidazole benzoate | CC1=NC=C(N1CCOC(=0) C2=CC=CC=C2) [N+] (=0) [O-]
13 | Methylparaben COC(=0) C1=CC=C(C=C1) O
14 | Bisacodyl CC(=0) OC1=CC=C(C=C1) C(C2=CC=C(C=C2) OC(=0) C) C3=CC=CC=N3
15 | Methimazole CN1C=CNCI1=S
16 | Lamotrigine C1=CC(=C(C(=C1) Cl) Cl) C2=C(N=C(N=N2) N) N
17 | Clozapine CNI1CCN(CC1) C2=C3C=CC=CC3=NC4=C(N2) C=C(C=C4) CI
18 | Zopiclone CICN(CCN1) C(=0) OC2C3=NC=CN=C3C(=0) N2C4=NC=C(C=C4) Cl. CI
19 | Nimodipine CC1=C(C(C(=C(N1) C) C(=0) OCCOC) C2=CC(=CC=C2) [N+] (=0) [O-
20 | Acetanalide CC (=0) NC1=CC=CC=C1
21 | Propanamide CCC(=O)N
22 | Butanamide CCCC(=O)N
23 | DA CC(=0) OCC(=0) C1CCC2C1(CCC3C2CCC4=CC(=0) CcCcC340) C
24 | Ketoprofen CC(C1=CC=CC(=C1) C(=0) C2=CC=CC=C2) C(=0) O
25 | Piroxicam CN1C(=C(C2=CC=CC=C2S1(=0) =0) O) C(=0) NC3=CC=CC=N3
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Tous les descripteurs ont ét¢ obtenus par le programme « PaDel Descriptor Calculator »
le programme calcule 1875 descripteurs (1444 :1D&2D descripteurs et 431 :3D descripteurs) a

partir du site : http:/www.scbdd.com/padel desc/index (voir tableau II1.3)

58 PaDEL Descriptor Calculator

A Use SMILES to calculate molecular descriptors

Input your SMILES
E3E3

Select Descriptors:

» Upload file (Formats: *.smi, *.sdf)

Upload your file:

Choisir un fichier | Aucun fichier choisi

Select Descriptors:

1D & 2D descriptors v 3D descriptors .
Convert to 30: Convert to 30:
* @ No No

Yes (use MM2 forcefield)
Yes (use MIMFF94 forcefield)

Coom [ et

Yes (use MM2 forcefield)
- @ Yes (use MMFF94 forcefield)

Coom [ vt

Figure I11.3 : Capteur d’écran du site intitulé¢ PaDel (www.scbdd.com).

Tableau II1.3 : Nombre de descripteurs calculés (www.scbdd.com).

Catégorie de descripteurs Nombre par catégorie
Autocorrelation descriptors 346
Basak descriptors 42
BCUT descripteurs 6
Burden descriptors 96
Connectivity descriptors 56
Constitutional descriptors 120
E-state descriptors 489
Kappa descriptors 3
Molecular property descriptors 15
Quantum chemical descriptors 6
Topological descriptors 265
CPSA descriptors 29
RDF descriptors 210
Geometrical descriptors 21
WHIM descriptors 91
3D Autocorrelation descriptors 80

Total 1875
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Le prétraitement de la base de données a pour objectif d’éliminer les descripteurs qui ne

sont pas pertinents afin d’éviter le phénoméne de sur-apprentissage. Il s’agit alors de la

réduction de la dimension de I’espace des variables (descripteurs) du modele avec 1’élimination

entrées qui n’ont pas ou possedent peu d’influence sur la sortie.

Une procédure basée sur un pré-traitement de la base de données a été utilisée pour la

sélection des descripteurs les plus pertinents suivants les étapes suivantes (Hamdache et al.

2014) :

On calcule le minimum et le maximum pour chaque descripteur, puis on enléve
les descripteurs qui ont le maximum et le minimum égaux.

On ¢limine le descripteur qui posséde la méme valeur de plus de 75% des
échantillons.

On calcule la déviation standard relative (RSD) pour chaque descripteur et on
¢limine ceux ayant des valeurs de RSD inférieure a 0,05.

On obtient alors une matrice qui représente la corrélation entre la fy
(fo=aotXai d;) et les descripteurs retenus.

On classe les descripteurs selon la valeur décroissante du coefficient de
corrélation. On prend le descripteur ayant la plus grande corrélation et on le
compare aux autres descripteurs de matrice. Ceux dont la valeur du coefficient
de corrélation est supérieure a 0,75 sont éliminés a leur tour. On répete la méme
chose avec le descripteur classé juste apres le premier et ainsi de suite.

On utilise un programme pour la sélection des descripteurs les plus pertinents

parmi ceux obtenus a 1’étape 4.

Le tableau II1.4 regroupe les résultats obtenus aprées le prétraitement des descripteurs car

il y’a plusieurs types et des class différents ¢a dépend I’autocorrélation et de la topologie des

descripteurs etc.
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Tableau II1.4: Les descripteurs et leurs types et leurs descriptions (www.scbdd.com).

Descripteur

Type

Description Dimension

Class Entende

1D&2D

GATS5c

Geary
AutocorrelationDescriptor

Geary autocorrelation -
lag 5 / weighted by 2
charges

Autocorrelation descriptors

ATSC2e

Centered Broto-Moreau
Autocorrelation
Descriptor

Centered Broto-
Moreau autocorrelation 2
- lag 2 / weighted by
Sanderson
electronegativities

Autocorrelation descriptors

Zagreb

Zagreb Index Descriptor

Sum of the squares of
atom degree over all 7
heavy atoms I

Topological descriptors

3D

WHIMDescriptor

D total accessibility
index / weighted by 3
relative Sanderson
electronegativities

WHIM descriptors

E3e

WHIMDescriptor

3rd component
accessibility directional
WHIM index / weighted
by relative Sanderson
electronegativities

WHIM descriptors

L2i

WHIMDescriptor

2nd component size
directional WHIM index
/ weighted by relative
first ionization potential

WHIM descriptors

I11.2.1.3 Séparation de la base de données

La base des données expérimentales concernant les 5 parameétres thermodynamiques des

équilibres de phases (Masse volumique p, et moléculaire M, adimensionnelle, Température T

et Pression Pr rquite €t la solubilité Y en fraction molaire) du systéme mais pour améliorer le

model thermodynamique on a utilisées les descripteurs qui influent plus sur la solubilité.

Tableau II1.5 : Les différentes entrées de la matrice.

N Les entrées Descriptions
1 T;

2 P: Propriétés thermodynamique
3 Pa

4 M.

5 GATS5c¢

6 ATSC2e 1D&2D

7 Zagreb

8 De

9 E3e 3D

10 L2i

11 Y Solubilité
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La base de données est réalisée par une matrice rectangulaire répartie de la fagon suivante

e Entrée : ’entrée variable (1 ; 10).
e Sortie : la sortie fixée c’est la solubilit¢ Y (11).

La base de données constituée de I'ensemble des données qui comportent les propriétés
thermodynamiques réduites et les paramétres adimensionnels et les descripteurs. Elle est
divisée en trois sous bases : une base d'apprentissage (60%) ; validation (20%) qui permet
l'optimisation de l'architecture du RNA et une base test (20%). Cette division c’est une division
aléatoire utilisée pour déterminer ses performances prédictives.

Dans cette étude, sept architectures de réseaux neuronaux multicouches sont utilisées
afin d'étudier la performance de chaque modé¢le pour une estimation précise les solubilités sont
cités dans le tableau IIL.6, Par souci de comparaison, on utilise le MAARD (IIL.1) et R? (I11.2)

pour déterminer les performances des réseaux.

MAARD % =+ {;1( ) x 100% (IIL1)
n YViexp
2
Rz =1— 1i1=1 ((Ypred;l Yexp,LZ) ) (HIZ)
(Ypred,i_Ym)

Tableau II1.6 : Les sept différents systémes de réseau de neurones.

Noms Entrées Sortie
RNA 1 Te, Pr, pa, Ma Y
RNA 2 (1ID&2D) Y
RNA 3 3D Y
RNA 4 (1D&2D) +3D Y
RNA 5 | (T;,P:, pa, Ma) + (ID&2D)+3D | Y
RNA 6 (Tr, Pr, pa, Ma) +3D Y
RNA7 |  (Ti,Pr, pa, Ma) + (1D&2D) Y

111.2.1.4 Normalisation des données

Tous les parameétres d’entrée et de sortie ont ét€ normalisés entre -1 et +1 par I’équation
suivante dans le but d’accélérer la convergence du modele neuronal :
2{x, —min(x,)}

" {max(x;) - min(x, )}

(11L.3)

Xin : valeur normalisée
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x; : valeur réelle
La fonction Premnmx de MATLAB réalise la normalisation selon I’équation (I11.1.1), la
fonction inverse de la dénormalisation des données pour la sortie (Xin) est réalisée par la fonction

Postmnmx de MATLAB par I’expression suivante :

X, = 114
5 (11L4)

I11.2.1.5 Sélection des paramétres de réseau de neurones
a. Algorithme d’apprentissage

Pour la modélisation statique, le réseau de neurones le plus employé est de type perception
multicouche, ce dernier est caractérisé par son abtitude a modéliser les phénoménes physique
non linéaire toute un utilisant une couche cachée avec un nombre de neurones minimal et une
fonction de transfert de type "tansig" pour la couche cachée et le "purelin" pour la sortie, ce

réseau est programmé dans Matlab sous le nom "trainlm"
b. Fonction de transfert de la couche cachée de sortie

Comme il n’existe pas de méthode permettant de prévoir a priori quelle sera la fonction de
transfert (d’activation) qui donnera les meilleurs résultats. Plusieurs travaux montrent qu’un
MLP est capable a modélisé n’importe quel phénomene physique non linéaire avec un nombre
minimal de neurones cachée ont utilisant la fonction sigmoide pour les neurones cachées et
généralement une fonction linéaire pour le neurone de la couche sortie.

La relation sigmoide et linéaire définie par les relations suivantes :
1

fOO) ==

fx)=y (11L.6)

(1IL5)

¢. Optimisation du nombre de neurones dans la couche cachée

La performance d’un mode¢le neuronal est généralement mesurée par la régle test-erreur, le

réseau le plus performent correspond a une erreur vers 0 et R vers 1 raison pour laquelle, le
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nombre de neurone cachée a été vari¢ aléatoires de 4 a 40 et chaque architecture a été répétée
30 fois dans le but d’éviter le probléme de sous et sur apprentissage, plusieurs modele ont été
testé avec et sans descripteur et le résultat montre que le RNA 5 est le plus performent avec un

erreur et R optimale (voir le tableau II1.6).

I11.2.1.6 Validation et généralisation

La validation consiste a tester le réseau apreés ou au cours de 1’apprentissage avec des
données proche des données utilisées lors de la phase d’apprentissage. Les résultats de ce test
permettront au modele d’éviter les situations de sous ou de sur apprentissage. En revanche la
généralisation s’effectue avec des données tout a fait nouvelle et différentes de la base de
données de départ. Elle permet de savoir si le réseau a développé une capacité de généralisation

assez performante.

I11.2.1.7 Exploitation des résultats

Nous avons essayé avec une couche cachée, d’apres les résultats un RNA avec une couche
cachée semble meilleur, raison pour laquelle on donne 1’organigramme pour une couche cachée,
le nombre de neurones dans la couche cachée a été sélectionné aléatoirement.

Il n'y a pas de formule magique pour sélectionner le nombre optimal de neurones dans la
couche cachée. Nous avons donc suivi un moyen de trouver le meilleur nombre de neurones
dans la couche cachée en utilisant un algorithme basé sur le langage MATLAB. Nous avons

atteint le nombre de neurones dans la couche cachée comme indiqué dans le tableau I11.7.

Tableau II1.7 : Structure du réseau de neurones optimisé (RNSO).

, Algorithme
g::ll;}(;z 1'“® couche cachée Couche de sortie d'ap]frentissage
Type
o _(Nb.
réseay | Nb.De | Nb. De Fonction Nb. De | Fonction D’itérations)
neurones | neurones | d'activation | neurones | d'activation
{Erreur de
performance
LM+RB
Tangente o
ﬁ];]i 10 16 hyperbolique 1 Ilgier;gte (TRINBR)
TANSIG urine (1000)
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Dans notre travail on exploite la technique de RNA, en utilisant le logiciel MATLAB R2009b
afin de prédire la solubilité.
L'optimisation de l'architecture du RNA consiste a la détermination :
e Du nombre des neurones dans la couche cachée,
e De la fonction d'activation de la couche de sortie,

e De l'algorithme d'apprentissage

Pour comparer la précision de chaque RNA on a calculer deux constantes : MAARD et R? le

tableau illustre les résultats trouvés.

Tableau II1.8 : Architecture des RNA utilisés

Noms Architecture MAARD (%) R? (-)

RNAI De7a10-> 11 7,8363 0,91644
RNA2 Dela3 -> 11 7,8177 0.91605
RNA3 Ded4a6 > 11 7,8731 0,91532
RNA4 Dela6 =2 11 6,2932 0,93627
RNAS Delal0-> 11 1,4223 0,99692
RNAG6 Ded4ald—> 11 1,5429 0,99628
RNA7 | Dela3+7a10)-> 11 1,6687 0,99575

Le tableau montre plusieurs architectures qui contiennent des différents paramétres comme
suit :
- De7a10-> 11 qui contient seulement les propriétés.
- Dela3 = 11 quicontient les descripteurs 2D
- De4a6 > 11 qui contient les descripteurs 3D
- Dela6 = 11 quicontient les descripteurs 2D et 3D
- Delal0-> 11 quicontient les descripteurs 2D et 3D et les propriétés.
- De4al0-> 11 quicontient les descripteurs 3D et les propriétés.
- Dela3+7a10)-> 11 qui contient les descripteurs 2D et les propriétés.

Et montre aussi la gamme des valeurs de MAARD est entre 1.4223% et 7.873% mais quand
nous prendrons les meilleures des MAARD mentionné en gras, nous trouverons une gamme
des valeurs entre 1.4223% et 1.6687% avec une moyenne de 1.5455%. On a remarqué que les
descripteurs 3D jouent un role trés important afin d’assurer une erreur minimale dans la base
des données.

MAARD minimum (1.4223%) est obtenu par le RNAS, et MAARD maximum (7.8731%)
est obtenu par le RNA3.
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La comparaison globale entre la performance des RNA indique que le RNAS a donné la
meilleure corrélation ou de MARRD est 1.4223%. Le second RNA qui a la meilleure corrélation
est le RNA6 ou de MAARD est 1.5429%. Le troisiéme avec une meilleure corrélation est le
RNA7 ou de MAARD est 1.6687%. Ces trois réseaux ensemble représente une meilleure
corrélation des 25 composés considéré.

a. Nombre de couches cachées

Le nombre de neurones dans la couche d’entrée et la couche de sortie est fixé par le
nombre de variables indépendantes et dépendantes respectivement. Il n’y a pas de regles
générales qui fixent le nombre de couches cachées d’un MLP pour un probléme donné. Par
conséquent la stratégie d’essai et erreur est la plus raisonnable. Le nombre de neurones dans
chaque couche cachée est fix¢é par le modélisateur a partir d’un programme Matlab par rapport

a I’erreur qu’on a fixé.
b. Equation du RNA

D’apres la théorie du réseau de neurone artificiel on peut tirer une relation entre la

sortie et les entrés. L’équation représente la relation sortie-entrés du RNAS.

1
Y = Le=1 T werm + bi (IIL6)

Ou : 1, e et n sont I’entré, la sortie, le nombre de neurones dans la couche d’entrée et la

couche cachée 1.
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Tableau II1.9 : les poids et les biais

Wil Wwij2 Wij3 Wi4 Wijs Wi6 Wij7 Wwi8 Wij9 Wj10 B
1 2.0549 -0.4763 -04989 -0.5290 5.0982 | -0.0541 | -1.2980 | 0.2643 -0.1601 0.6545 0.8809
2 -0.8931 0.0458 0.0529 1.2023 -0.4598 | 0.1625 | -0.8505 | 0.3611 -0.2299 0.5485 0.9549
3 2.5994 0.0852 -0.8001 2.9202 -0.7223 | -1.3968 | 0.2575 0.3891 0.0061 1.4363 -0.1781
4 | -1.5625 0.8788 -3.3051 -0.1785 -1.0369 | 0.2192 | 2.7620 0.8177 -0.5354 1.5232 | -0.5755
5 | -5.5106 -0.4214 0.6680 4.1510 1.3817 | -0.5613 | -2.8476 | -0.5998 0.2717 1.8899 | -0.1098
6 -1.0746 -0.9321 -0.2954 -0.2938 -0.5228 | -0.8031 | 0.8528 | -0.3630 1.5031 -0.1612 | -0.1044
7 0.5847 1.7158 -1.2660 0.0483 -2.5245 | 2.2804 | 2.5044 | -0.3756 -0.0927 0.1911 0.5533
8 | -0.6884 -0.3070 -1.7003 1.8755 1.3551 | 1.6931 | 2.4326 | -0.2403 0.1637 -0.5112 | -0.7525
9 -0.2916 -1.4341 2.5214 1.6979 0.7721 | -0.6820 | -2.1381 0.2222 -0.1197 | -0.0624 | -1.0473
10 | 5.0190 -0.3031 -0.7063 -0.9968 2.6377 | 0.8735 | -1.7054 | 0.9345 -0.1308 0.6944 | -0.2475
11 | 0.1633 -1.1071 -1.9244 -1.3208 0.9661 | -0.1551 | 3.1074 | -0.1865 0.2527 -0.5895 | 0.8389
12 | -2.0056 -0.4529 -0.2821 -1.5374 -0.1950 | 0.0369 | 0.7423 | -1.8299 0.3581 -1.6042 0.1160
13 | -0.2054 0.1824 -0.1505 0.2131 -0.0485 | 0.2051 | 1.2797 0.5345 -1.1932 | -0.0969 | 0.7510
14 | 1.4849 -0.2781 -0.0715 2.3052 1.2637 | 2.0228 | -2.2732 | -0.8632 0.2665 -1.1416 | 0.2466
15 | -0.6327 0.4307 2.7286 2.4709 -1.5179 | -3.5777 | 1.1819 0.5604 -0.1437 0.7443 0.4088
16 | -1.6767 -2.6424 4.3895 -0.3064 -4.6227 | 2.3742 | -4.2256 | -0.3071 0.4396 0.1940 | -0.2604
c. Interprétation des résultats

Les résultats de performances du modéle du réseau de neurones établies pour les phases

d’apprentissage, test et validation pour I’architecture de 1 a 10 = 11 est présenté sur la figure

I montre bien que tous les points sont situés sur la premiére bissectrice avec un coefficient de

corrélation approchant I’idéal (0,99692). La figure II montre la courbe de régression linéaire de

I’architecture de 4 a 10 =11 calculée par le RNA avec I’architecture expérimentale que tous

les points sont situés sur la premiére bissectrice avec un coefficient de corrélation approchant

I’idéal (0,99628). La figure III montre le méme calcul pour la troisiéme architecture de 1 a 6+7

al1l0-> 11 avec un vecteur de corrélation linéaire égal (0,99575). Ce qui confirme la robustesse

du RNA.
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Qutputs vs. Targets, R=0.99692
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Figure I11.4 : Régression linéaire de I’architecture de 1 a 10 = 11 calculée par le RNA

optimisé pour les phases d’apprentissage, test et validation.

Outputs vs. Targets, R=0.99628
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Figure IIL.5 : Régression linéaire de I’architecture de 4 a 10 = 11 calculée par le RNA

optimisé pour les phases d’apprentissage, test et validation.
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16

Outputs vs. Targets, R=0.99575
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Figure I11.6 : Régression linéaire de I’architecture de 1 a 3+7 a 10 = 11 calculée par le RNA
optimisé pour les phases d’apprentissage, test et validation.

1-pression

2-temperature
—» 3-masse volumique
4-masse molaire

— | Descripteur (2D)

— | Descripteur (3D)

Figure I11.7

: Réseau de neurones artificiels
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I11.2.1.8 Conclusion

La modélisation neuronale de la solubilité du 25 composés solides dans le CO>
supercritique choisis les descripteurs moléculaires et les variables intensive comme des entrés
a fait sortir les remarques suivantes :

e Les résultats de la modélisation neuronale montrent que les RNA, comme il
¢était montré dans plusieurs études passés peut-étre utilisé avec fiabilité pour
représenter les données expérimentales de la solubilité des solutés solides dans
le CO; supercritique.

e Lamodélisation neuronale par les descripteurs choisi a partir des structures 2D

et 3D donne un meilleur résultat par rapport aux autres.

Les résultats trouvés montrent que les descripteurs moléculaires peuvent influencer sur
les résultats de prédiction de la solubilité. Mais reste que la modélisation neuronale basé sur
les propriétés thermodynamique et descripteur donne un meilleur résultat pour la prédiction

de la solubilité.
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CONTRIBUTION 2 : Modélisation par machines a vecteurs supports.

II1.3 La modélisation par machines a vecteurs supports

Les Support Vecteur Machines souvent traduit par 1’appellation de Séparateur a Vaste
Marge (SVM) sont une classe d’algorithmes d’apprentissage initialement définis pour la
discrimination c’est-a-dire la prévision d’une variable qualitative binaire. Ils ont été ensuite
généralisés a la prévision d’une variable quantitative. Dans le cas de la discrimination d’une
variable dichotomique, ils sont basés sur la recherche de I’hyperplan de marge optimale qui,
lorsque c’est possible, classe ou sépare correctement les données tout en étant le plus éloigné
possible de toutes les observations. Le principe est donc de trouver un classifieur, ou une
fonction de discrimination, dont la capacité de généralisation (qualité de prévision) est le plus
grand possible.

Cette approche découle directement des travaux de Vapnik en théorie de I’apprentissage
a partir de 1995. Elle s’est focalisée sur les propriétés de généralisation (ou prévision) d’un
modele en contrélant sa complexité.

Concernant la dimension de Vapnik Chernovenkis qui est un indicateur du pouvoir
séparateur d’une famille de fonctions associ¢ a un modele et qui en controle la qualité de
prévision. Le principe fondateur des SVM est justement d’intégrer a 1’estimation le contrdle de
la complexité c’est-a-dire le nombre de parameétres qui est associé dans ce cas au nombre de
vecteurs supports. L’autre idée directrice de Vapnik dans ce développement, est d’éviter de
substituer a I’objectif initial : la discrimination, un ou des problémes qui s’aveérent finalement
plus complexes a résoudre comme par exemple I’estimation non-paramétrique de la densité
d’une loi multidimensionnelle en analyse discriminante.

Le principe de base des SVM consiste de ramener le probléme de la discrimination a
celui, linéaire, de la recherche d’un hyperplan optimal. Deux idées ou astuces permettent
d’atteindre cet objectif :

La premicere consiste a définir I’hyperplan comme solution d’un probléme
d’optimisation sous contraintes dont la fonction objective ne s’exprime qu’a ’aide de produits
scalaires entre vecteurs et dans lequel le nombre de contraintes “actives” ou vecteurs supports
controle la complexité du modéle.

_ Le passage a la recherche de surfaces séparatrices non linéaires est obtenu par
I’introduction d’une fonction noyau (kernel) dans le produit scalaire induisant implicitement

une transformation non linéaire des données vers un espace intermédiaire (feature space) de
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plus grande dimension. D’ou I’appellation couramment rencontrée de machine a noyau ou
kernel machine.

Sur le plan théorique, la fonction noyau définit un espace hilbertien, dit auto-reproduisant
et isométrique par la transformation non linéaire de I’espace initial et dans lequel est résolu le
probléme linéaire. Cet outil devient largement utilisé¢ dans de nombreux types d’applications et
s’avere un concurrent sérieux des algorithmes les plus performants (agrégation de modeles).

L’introduction de noyaux, spécifiquement adaptés a une problématique donnée, lui
confére une grande flexibilité pour s’adapter a des situations trés diverses (reconnaissance de
formes, de séquences génomiques, de caractéres, détection de spam, diagnostics...). A noter
que, sur le plan algorithmique, ces algorithmes sont plus pénalisés par le nombre
d’observations, c’est-a-dire le nombre de vecteurs supports potentiels, que par le nombre de

variables. Néanmoins, des versions performantes des algorithmes permettent de prendre en

compte des bases de données volumineuses dans des temps de calcul acceptables (WikiStat).

I11.3.1 Le principe des SVM

L'idée principale des SVM consiste a projeter les données dans un espace de plus grande
dimension appelé, espace de caractéristiques, afin que les données non linéairement séparables
dans I'espace d'entrée deviennent linéairement séparables dans 1'espace de caractéristiques. En
appliquant dans cet espace la technique de construction d'un hyperplan optimal séparant les
deux classes, on obtient une fonction de classification qui dépend d'un produit scalaire des
images des données de I'espace d'entrée dans 1'espace des caractéristiques.

Ce produit scalaire peut étre exprimé, sous certaines conditions, par des fonctions définies
dans l'espace d'entrée, qu'on appelle les noyaux. Ce multiple choix de noyaux rend les SVM
plus intéressantes et surtout plus riches puisqu'on peut toujours chercher de nouveaux noyaux
qui peuvent étre mieux adaptés a la tache qu'on veut accomplir. Les trois noyaux les plus utilisés
sont : le noyau linéaire, le noyau polynomial et le noyau gaussien noté aussi RBF (Radial Basis
Fonction).

Les Support Vecteur Machines (SVM) sont des nouvelles techniques discriminantes dans
la théorie de 1'apprentissage statistique. Elles ont été proposées en 1995 par V. Vapnik dans son
livre _The nature of statistical learning théorie.

Elles permettent d'aborder plusieurs problémes divers et variés comme la régression, la

classification, la fusion etc.

68



Chapitre I1I : Contribution a I’étude de ’influence des descripteurs sur la solubilité de quelques solutés solides dans
le COz supercritiques

Les SVM fournissent une approche trés intéressante de l'approximation statistique.
Souvent, le nombre des exemples pour l'apprentissage est insuffisant pour que les estimateurs
fournissent un mod¢le avec une bonne précision. D'un autre c6té, l'acquisition d'un grand
nombre d'exemples s'avere étre souvent tres coliteuse et peut méme mener a des probléemes de
sur-apprentissage dans le cas ou la capacité du modele est trés complexe. Pour ces deux raisons,
il faut arriver a un compromis entre la taille des échantillons et la précision recherchée. Dans
ces cas spécifiques comme la reconnaissance de formes, il serait intéressant de trouver une
mesure de la fiabilité de 1'apprentissage, et d'avoir une mesure du taux d'erreur qui sera commis
durant la phase de test. Ces nouvelles techniques unifient deux théories : Minimisation du risque
empirique et Capacité d'apprentissage d'une famille de fonctions. C'est la Minimisation du
Risque Structurel. (Kharroubi.2002)

La méthode SVR mappe les données dans une grande dimension 1'espace caractéristique
(F) via un mappage non linéaire (¢), puis la régression linéaire est faite dans cet espace (Vapnik
1995).

La fonction d'estimation SVR générique est: f(x) = (w. ¢(x)) + b ou w < R", b est le
seuil, et ¢ dénote la transformation non-linéaire de R" en dimensionnelle espace. Il est ciblé
pour trouver la valeur de w et b de sorte que les valeurs de x peuvent étre déterminées en

minimisant le risque de régression :

R peff) = Tio C(F () — ) + Allwl|? (1IL7)

Ou l’indique la taille de I'échantillon, C(.) est la fonction de cotlt, A est la constante de
régularisation, et (yi; . . . ; yi) sont les mesures. Equation (IIL.8) peut étre minimisée pour un
grand ensemble de fonctions de colit considérant le probléme comme solvable probléme de

programmation quadratique. Le vecteur w peut étre écrit comme :

w = Yi_i(q; — a}) p(x;) (IIL.8)

Ou o; et a;" sont les solutions de ce qui précéde probléme de programmation quadratique,
etoiet oi peut étre expliqué que les forces poussantes et tirant 1'estimation f(xi) vers les mesures
yi (Vapnik 1995). Le probléme complet peut étre réécrit comme un produit interne dans le bas
de I’espace d’entrée :

f@) = Bimalai — ) (9(x). 9(x)) + b (IIL9)
= Yiz1(a; — a)) k(%) +b
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Dans 1'équation ci-dessus, une fonction du noyau k (Xi; X) est introduit et toute fonction
noyau symétrique satisfaisant la condition de Mercer correspond a un produit intérieur dans
certaines caractéristiques espace. Un noyau commun pour la régression est la base radiale
Fonction (RBF) comme suit :

k(x;,x) = exp{—y|x — x;]*} (111.10)

La fonction de perte e-insensible de Vapnik est un colt largement utilisé fonction (Vapnik

1995) et sa forme peut étre la suivante :

(f — JIf(x)—y|—e for |fix)—ylz=e
{J(f{x) = J"';] e {I’J otherwise

(IIL.11)
Le probléme quadratique correspondant peut étre exprimé comme suit :
1 * *
— 5231=1(0i —a;)(a; = a;)k(x;, x7)
Minimiser : — Y}_; aj(y; — &) — a;(y; + €) (II1.12)
. 1
Sujeta:Y!_,a;—a; =0, q;af € [O’Z] (I11.13)

Pour tous les points seulement si l'exigence |f(x) —y| =€ est remplie, alors les
multiplicateurs de Lagrange peuvent étre des valeurs non nulles et utilis¢é comme vecteurs de
support. Dans cet article, nous avons utilisé I'environnement STATISTICA et le Noyau RBF
défini par : k(xl-, xj) = exp (—y”—xi = Xj ||2), ou vy est un parametre positif défini par
l'utilisateur. Plusieurs essais ont été faits pour sélectionner les paramétres appropriés définis par
l'utilisateur. Nous avons commencé avec € égal a 0,01, et utilisé la recherche de grille pour
sélectionnez les valeurs appropriées pour C et y. Nous avons changé les valeurs de y et C de
sorte que chacun prendra 1'une des valeurs dans la séquence [10-100]. Nous avons sélectionné
paire (y, C) qui a donné la meilleure performance sur la validation des données. Ce processus a
continué pendant quelques cycles jusqu'a ce que les valeurs finales des parameétres (y et C) aient
¢été sélectionnées. Ensuite, nous avons essayé plusieurs valeurs de € dans la plage de [0.01- 0.5],

et sélectionné la valeur qui a fait que SVM effectue le meilleur sur les données de validation

(Bakhashwain.2016).
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Figure IIL.8: Architecture d'une machine de régression construite par le SV
Algorithme. (Bakhashwain.2016).

I11.3.2 Exploitation des résultats (SVM)

Le SVM construit avec la fonction noyau RBF a été appliqué a I'ensemble de données
sélectionné pour prédire la solubilité de quelques soluté solides dans le CO; supercritique par
SVM utiliser I'ensemble des variables comme estimateurs (des parametres d’entrée).

Meéthode de recherche avec une validation croisée décuplée a été utilisée pour dériver
les parameétres du modele SVM.

La totalité ensemble de données composées de 895 analyses sont divisées au hasard en
jeu de données d'apprentissage (671 points de données) et 1'ensemble de données de test (224
points de données) et I'ensemble de données de validation (895 points de données)

Le modele de vecteur de support est évalué sur la base de parametres statistiques et
ensuite comparés avec le modéle MLR.

On peut noter que les valeurs prédites par le modéle de la variable dépendante une forte
corrélation avec les valeurs expérimentales (R? était 0.922 pour I’apprentissage et 0.911, 0.919
pour test et validation).

Les résultats de performances du modele support a vecteur machine établies pour les

phases d’apprentissage, test et validation est présenté sur la figure II1.5. Montre bien que tous
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les points sont situés sur la premicre bissectrice avec un coefficient de corrélation approchant

I’idéal (0.910806) et avec une valeur optimale de ’erreur est 0.024.
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Figure IIL.9 : La régression linéaire de support vecteur machine

I11.3.3 Analyse du modéle de régression de support vecteur machine

Dans cet article, le noyau de la fonction de base radiale (RBF) a été utilisé tel qu'il a été

trouvé pour donner une bonne performance générale et qu'un seul parametre noyau (y) doit

étre ajusté (Zaidi, 2015). La méthodologie de recherche de grille avec validation croisée 10 a

été appliquée pour obtenir les parameétres du modéle optimal, C, €, y. Ces paramétres ont été

variés dans une large gamme comme : C [10, 100], y [0.01, 2.5] et £ [0.01, 0.5].

Tableau 10 : Parameétres du modéle SVM pour la solubilité de quelques solutés solides
dans le CO; supercritique.

Model C Y € Type Kernel Quantité de
vecteurs supports
La 10,000 0,100 0,100 Radial basis 279
solubilité Fonction
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Chapitre III : Contribution a I’étude de I’influence des descripteurs sur la solubilité de quelques solutés solides dans
le COz supercritiques

I11.3.4 Comparaison entre RNA et SVM

Tableau 11 : Evaluation de SVM model par rapport au modéle MLR pour les données de test.

MSE(Train) | MSE(Test) | MSE(val) | R*(Train) | R*(Test) | R?(val)
RNA 0.0476 0.0472 0.0325 0.99571 0.99587 | 0.99709
SVM 0.162 0.174 0.165 0.922 0.911 0.919

Une comparaison a été faite de la performance du modele MLR avec le modéle de
régression de support vecteur machine Tableau 11 présente les parameétres d'évaluation
statistique pertinents pour les deux montre clairement la performance de mode¢le de régression

de réseaux de neurones artificiels. On voit ainsi que le MLR dépasse le modele SVM.

II1.3.5 Conclusion

Dans notre cas, Sur la base des paramétres d'évaluation statistique et de la comparaison avec
Modéle MLR, les résultats prouvent que le modele de calcul de régression de support a vecteur
machine est un mode¢le inferieure au modéle MLR en termes de performance de prédiction, de
précision et capacité de généralisation. Ainsi, SVM peut étre appliqué dans le génie chimique

et ses domaines connexes.
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% Conclusion générale.

La connaissance de la solubilité¢ des solutés solides dans les phases supercritiques est
importante pour le design des procédés de séparation. De plus la disponibilité des résultats
expérimentaux de solubilit¢é des nouveaux composés intéressants de point de vue
pharmaceutique nous offre 1’opportunit¢ de modéliser et voir les capacités des modeles

existants a prédire cette propriété dans des conditions opératoires bien déterminées.

Les réseaux de neurones et support vecteur machine ont été comparés pour la prédiction
de la solubilité de 25 composés différents dans le dioxyde de carbone supercritique. Les SVM
fournissent une approche trés intéressante de I'approximation statistique. Souvent, le nombre
des exemples pour I'apprentissage est insuffisant pour que les estimateurs fournissent un modele
avec une bonne précision. Le réseau neuronal est un puissant modele de données informatiques
capable de capturer et de représenter des relations d'entrées/sorties complexes. La motivation
pour le développement de la technologie des réseaux de neurones découle du désir de
développer un systéme artificiel capable de réaliser des taches « intelligentes » semblables a

celles réalisées par le cerveau humain.

La base de données utilisée dans cette étude a été recueillis a partir de la littérature
publiée au cours des 20 derniers années. La base contient les données expérimentales d’un
ensemble de 25 solutés solides représenté par un ensemble de 895 points expérimentaux. Les
résultats de la modélisation neuronale montrent que les RNA, comme il était montré dans
plusieurs études passés peut-étre utiliser avec fiabilité pour représenter les données

expérimentales de la solubilité des solutés solides dans le CO» supercritique.

Les résultats de la premiére contribution qui a été fait pour déterminer I’effet des
propriétés thermodynamiques avec les descripteurs moléculaire sur la prédiction de la solubilité
montre que les descripteurs ont une influence sur les modeles des réseaux de neurones
artificiels. Le RNA qui comporte les propriétés thermodynamiques avec tous les descripteurs
qu’on ’a cités avant, a donné une meilleure corrélation (R*=0,99692) parmi les sept réseaux

proposés et une meilleure valeur de 1’erreur absolue relative moyenne (MAARD=1,4223%).

Les résultats de la deuxiéme contribution qui a été fait pour la performance du modele de
régression de support vecteur machine. Les résultats prouvent que le modele de calcul de
régression de MLR est un modele supérieur au modele support vecteur machine en termes de
performance de prédiction, de précision et capacité de généralisation. Ainsi, MLR peut étre

appliqué dans le génie chimique et ses domaines connexes.
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