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Résumeé : Prédiction des parameétres Pharmacocinétique des médicaments par
les RNA-QSAR

Les Relations Quantitative Structure Activité (QSAR) sont appelés a jouer un
role important dans le domaine des sciences pharmaceutiques. L'objectif principal de
ce travail a été le développement de quatre modéles QSAR utilisant un réseau de
neurone feed-forward pour la prédiction de la fraction du médicament liée aux
protéines plasmatiques (fb) d'une série de 277 medicaments. Différents types de
descripteurs (1666 au total) ont ete générées a partir des structures des medicaments.
Puis, trois méthodes de sélection ont été utilisées : Deux premieres méthodes de
sélection des descripteurs les plus pertinents appelées ‘Filter’ et ‘“Wrapper’ dans
lesquelles les descripteurs sont sous forme de vecteurs. Cette technique de sélection a
fourni 55 et 15 descripteurs respectivement et une troisieme méthode dans laquelle on
considere ses descripteurs comme €tant des matrices qu’on fait entrer dans un réseau
de neurones a convolution. Ce dernier considére ’entrée comme des pixels d’une
image et nous permet d’extraire automatiquement les caractéristiques les plus
essentiels de cette soi-disant image. Nous avons extrait deux vecteurs de
caractéristiques de la méme dimension que ceux obtenus pour les méthodes Filter et
Wrapper afin de faire une comparaison. Les stratégies et critéeres de validation
disponibles ont éeté utilisés pour valider la nouvelle méthode de sélection. Cette
validation a révéler sa robustesse et fiabilité. Néanmoins, la performance du modele
CN-FC15-FFNN est sensiblement meilleure que celle du modele CN-FC55-FFNN.
IL est évident que cette enquéte a montré que I'extraction de caractéristiques a l'aide
de CNN prend moins de temps en plus de garder toutes les informations contenues
dans les caractéristiques d'origine. Contrairement aux techniques de sélection de
caractéristiques, nous n'avons pas a comprendre quelles caractéristiques sont les

meilleures représentations pour notre modeéle, elles sont apprises pour nous.

Mots clés : Modélisation, RNA, QSAR, f, Descripteur, pharmacocinétique.



Summary: Prediction of pharmacokinetic parameters of drugs by RNA-QSAR

Quantitative Structure Activity Relationship (QSAR) models are expected to play an
important role in the pharmaceutical sciences. The main aim of the present work was
the development of four QSAR model using a feed-forward neural network (FFNN)
for the prediction of fraction bound to plasma proteins (f,) of a series of 277 drugs.
Different kinds of descriptors (1666 in total) were generated from the drug structures.
Then three selection methods were used: Two first methods for selecting the most
relevant descriptors are called 'Filter' and 'Rapper' in which the descriptors are in the
form of vectors. These selection techniques provided 55 and 15 descriptors
respectively and a third method in which the descriptors are considered to be matrices
that are entered as input into a convolutional neural network. The latter considers the
entry as pixels of an image and allows us to automatically extract the most essential
characteristics of this so-called image. We extracted two characteristics vectors of the
same size as those obtained for filter and wrapper methods in order to make a
comparison. The available validation strategies and criteria were used to validate the
new selection method. This validation has revived its robustness and reliability.
However, the performance of the CN-FC15-FFNN model is significantly better than
that of the CN-FC55-FFNN model. It is clear that this investigation has shown that
the extraction of characteristics using CNN takes less time in addition to keeping all
the information contained in the original characteristics. Unlike feature selection
techniques, we do not have to understand which features are the best representations

for our model, they are learned for us.

Keywords: Modélisation, RNA, QSAR, f, Descriptors, pharmacokinetics.
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Prédiction des paramétres Pharmacocinétiques des médicaments par les RNA-QSAR

Introduction générale

La liaison d'un médicament aux protéines plasmatiques, principalement a I'albumine sérique
et a-acide glycoprotéine, est I'un des nombreux facteurs qui influencent I’ADME (Adsorption, dis-
tribution, métabolisme et excrétion) et la toxicité [1]. La liaison d'un médicament aux protéines
plasmatiques réduit la fraction libre du médicament dans la circulation sanguine qui serait autre-
ment disponibles pour la pénétration dans les tissus pour atteindre la cible thérapeutique ou le rein
pour I'élimination. De nombreuses méthodes expérimentales sont disponibles pour mesurer la liai-
son aux protéines plasmatiques (ultrafiltration, ultracentrifugation, dialyse a I'équilibre, I'analyse
frontale haute performance, micro extraction en phase solide (SPME), adsorption sur charbon, et
micro dialyse in vivo) [2-4].

Cependant, ces approches expérimentales pour le développement de nouveaux médicaments
candidats sont assez chéres et prennent du temps. Cela a entrainé un besoin urgent pour la modélisa-
tion computationnelle pour prédire la liaison protéique d'un médicament. Les approches prédictives
comprennent des techniques de modélisation relation quantitatives structure-activité (QSAR), qui
attirent de plus en plus les chimistes et les scientifiques dans I'industrie pharmaceutique. Les mo-

deles QSAR sont expectés a jouer un rdle important dans les sciences pharmaceutiques [5].

L’utilisation de ces méthodes alternatives a 1’expérimentation sont devenue d’un grand inte-
rét et sont méme recommandées dans les nouvelles reglementations afin d’obtenir les données né-
cessaires a l’enregistrement des substances. Les méthodes QSAR prennent de plus en plus
d’importance dans les études de la conception des précurseurs (lead compound). Ce sont des tech-
niques alternatives et complémentaires aux techniques expérimentales in vitro et in vivo dans les
phases tres précoces du développement des médicaments et sont un outil qui permet une prédiction

rapide d’une ou plusieurs propriétés biologique. L’objectif d’une modélisation QSAR est de trouver
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Prédiction des paramétres Pharmacocinétiques des médicaments par les RNA-QSAR

des modeles précis, applicables et robustes afin de trouver une relation entre la structure et I’activité
dans un but de prédiction mais également d’interprétation. La puissance de la prévision de l'activité
biologique utilisant I’outil QSAR I’a rendue indispensable dans les recherches pharmaceutiques. Il
est intéressant de noter que le QSAR a contribuée principalement au succes de plusieurs molécules
mises sur le marché en tant que médicaments. Parmi lesquelles nous citerons [6]: la quinolone car-
boxylic acid (Norfloxacine antibactérien); I’acridines (Anticancéreux); la Cimitidine (antiulcere); le

3-amino-1-benzylpyrazolin-5-one (Muzolimine: diurétique); la Lomerizine (Antimigraine).

Les relations entre les structures des molécules et leurs propriétés ou activités sont généra-
lement établies a I'aide de méthodes de modélisation par apprentissage statistique. Les techniques
usuelles reposent sur la caractérisation des molécules par un ensemble de descripteurs, nombres
réels mesurés ou calculés a partir des structures moléculaires [7, 8]. 1l est alors possible d'établir une
relation entre ces descripteurs et la grandeur modélisée. Ces méthodes présentent cependant plu-
sieurs inconvénients. Elles nécessitent en effet la sélection des descripteurs pertinents ainsi que leur
calcul. De plus, leur représentation par un vecteur de données induit donc une perte d'information,

qui peut avoir une influence sur la qualité des modeles [9].

Dans le cadre de cette thése nous avons mis au point une nouvelle méthode comportant la
représentation des descripteurs par une matrice au lieu du vecteur conventionnel afin d’éviter la
perte d’information. Car la sélection de quelques descripteurs pertinents est une tache difficile et
toutes les idées de sélections sont basées sur le traitement des descripteurs comme étant des vec-
teurs. En ce sens, 1’objectif de ce travail de doctorat est d’étudier la possibilité de trouver un autre

processus de sélection des descripteurs les plus pertinents qui soit moins long et moins complexe.
La présente thése s’organise en trois chapitres :

Le premier chapitre est dédié a la construction de modéles QSAR dans les méthodes de cri-

blage in silico pour la découverte de nouveaux médicaments.

Le deuxiéme chapitre est une présentation de liaisons des médicaments aux proteines circu-

lantes.

Le troisieme chapitre est consacré, quant a lui, a I’élaboration du modele QSAR, on discutera
du volet matériels et méthodes, de la procédure de développement des modeles et des outils statis-

tiques permettant d’analyser leur performance.

La thése se termine par une conclusion générale qui synthétise I’ensemble des résultats ob-

tenus et trace les perspectives de recherche pour la continuité de ce travail.
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Chapitre |

Construction de modeles QSAR
dans les methodes de criblage in
silico pour la découverte de

nouveaux medicaments

I.1. Découverte de nouveaux méedicaments

I.1.1. Historique

Basée sur la capacité a partager les connaissances acquises, la diffusion des savoirs
médicaux ancestraux a été un facteur déterminant dans la découverte et I'utilisation des
médicaments. Longtemps limitée a une diffusion orale, que ce soit par de simples conversations
ou par des histoires et des poemes récités par des bardes, la publication mondiale rapide des
résultats scientifiqgues a contribué en grande partie a de nombreux succés de la recherche
pharmaceutique moderne [1]. On peut distinguer cinq phases dans I’évolution de la découverte des
médicaments. La premiére phase a débuté il y a longtemps par I’utilisation des substances
naturelles, principalement d'origine végétale mais aussi minérale et animale. Ces substances étaient
sélectionnées par I'observation empirique de leurs effets sur le cours des maladies. Quand a la
deuxiéme phase qui a débuté au début du XIXe siécle on peut dire qu’elle a marqué un tournant
historique dans la recherche de nouveaux médicaments grace a l'isolement de principes actifs de
substances naturelles precédemment utilisées dans la médecine traditionnelle. Ainsi, la morphine est
isolée du pavot en 1803 et ses effets sont décrits par Friedrich Wilhelm Adam Satirner quelques
temps plus tard [2] (Figure 1.1). L'essor des médicaments de synthése débute dans le milieu du

XIXe siécle avec la synthése en 1853 de l'acide acétylsalicylique par Charles Gerhardt [3] puis sa
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commercialisation vingt ans plus tard sous le nom de marque « Aspirin » par les Laboratoires Bayer
[4]. Dans la seconde partie de la décennie passe (phase 3), le développement de chimiothéques a
permis la découverte de milliers de nouveaux médicaments qui ont révolutionnés la medecine,
spécialement la thérapie de cancer. Dans cette décennie (phase 4), on est équipé par des banques
génomiques (génothéques) regroupant les fragments d’ADN représentants le génome entier d’une
cellule, cela a permis la découverte de medicaments intelligents qui agissent sur des cibles
spécifiques donc ils réduisent la toxicité (phase 5). En d’autre termes cela nous initialise vers la

médecine 4P : préventive, personnalisée, predictive et participative [5].

¥
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Médecine 4p
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Médicaments intelligents
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Projet du génome humain

1960-2000

. .Développement de chimiothéques avec des
millions de composés ayant une activité

"/ biologique inconnue
.Test in vivo pour étudier ’effet thérapeutique
et la toxicité
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-
—_—
~

1800-1960
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Avant 1800
Utilisation des produits naturels

Figure I.1. Quelques grandes étapes de la découverte de médicaments.
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1.1.2. Processus général de R&D

La conception de nouveaux medicaments nécessite un processus de recherche long et
codteux, largement entrepris par l'industrie pharmaceutique, avec un soutien academique
important. Le délai de découverte d'un nouveau médicament est estimé en moyenne a 12 a 15 ans,
de la premiére phase d'une étude a I'obtention d'une autorisation de mise sur le marché (AMM),
pour un co(t total de 800 millions a 1 milliard € [5, 6]. Afin d’accélérer le développement de
nouveaux medicaments et de réduire les codts associés a chaque étape, les différentes phases du
processus (Figure 1.2) doivent donc étre optimisées. L’usage des méthodes bioinformatiques et
chémoinformatiques est ainsi devenu un standard, celles-ci étant peu colteuses et devenant de plus

en plus efficaces [7].

Identification
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\ézgld;tkl)cl):s . optimisation Iﬁsrflsq%rees clinique Chez ot
HITS des LEADS ’homme Commercialisation
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& o iy [l e
Z g . H—I— W -
«Cherche des «Optimisation «Evaluation «Tolérance et *Préparation et dépot
points de départ des molécules pré-clinique pharmacocinét du dossier
chimiques in vitro chez ique d’enregistrement du
’animal meédicament puis
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des structures
pour améliorer

‘Puissance, nt chimique recherche d’un
« Développement selectivite, *Méthodes effet
des tests administration, analytiques thérapeutique
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«Criblage & haut ; + Stabilité N
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et de/l effet
pharmacociné thérapeutique
tique
«Sécurité
330 millions € environ 460 millions € environ 80 millions €
06 ans 06-08 ans environ 02 ans
Figure 1.2. Etapes du processus de découverte de médicaments.
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1.1.2.1. Identification et validation des cibles

Le processus de R&D s’amorce suite a 1’émergence d’une maladie dans les populations.
Les pathologies les plus répandues, touchant une large partie des populations, sont largement
étudiées puisqu’elles représentent un besoin important en termes de réponse thérapeutique, associé
également & un fort potentiel commercial. Les maladies neurodégénératives, le Syndrome
d’Immunodéficience Acquise (SIDA) et les différents types de cancers font 1’objet d’un effort de
recherche important, largement financé par les gouvernements et 1’industrie pharmaceutique.
Inversement, les maladies dites « orphelines » touchent une faible partie des populations et
représentent un besoin thérapeutique moindre, associé a un faible potentiel commercial, et tendent a
étre délaissées. Cependant, une pathologie pour laquelle il n’existe aucune réponse thérapeutique
représente, économiquement, I’accés a un monopole de marché lorsque le processus de recherche
aboutit a un traitement [8]. Une fois le besoin thérapeutique défini, I’objectif est d’identifier une
cible biologique pertinente dont on pourra moduler 1’activit¢ afin d’enrayer le processus
pathologique. Les cibles thérapeutiques incluent principalement les protéines et plus rarement les
genes (ADN) et les ARNs. Différentes approches permettent d’identifier une cible thérapeutique. Le
processus pathologique comporte généralement plusieurs cascades d’événements, impliquant
chacune plusieurs protéines et autres agents biologiques [9, 10]. L’objectif est donc de comprendre
ces cascades de réactions, de la maniére la plus compléte possible, afin d’identifier des cibles

thérapeutiques potentielles.

La recherche bibliographique et la compilation des résultats scientifiques peuvent aboutir a
I’identification de processus pathologiques et de cibles potentielles. L’exploration de la littérature,
grace aux approches bioinformatiques, permet le tri et I’exploitation de différentes sources de
données par « text-mining » (publications, brevets) ou « data-mining » (données d’expression
génétiques et protéomiques) [10]. L’étude de I’expression des ARNm ou des protéines permet
¢galement I’identification de cibles. Dans ces cas, des cohortes de patients peuvent étre constituées.
Il est possible, par exemple, de constituer un premier groupe de patients atteints par la pathologie
étudiée afin de le comparer a un second groupe de sujets sains [11]. Il est également possible
d’¢établir des échelles de gravité, vitesse de progression, ou résistance a une pathologie, conduisant
ainsi a la définition d’un plus grand nombre de groupes de patients et permettant la mise en ceuvre
de différentes méthodes statistiques [12, 13]. L’étude quantitative de I’expression des entités
biologiques permettra de les corréler, ou non, a I’évolution de la pathologie étudiée. Si une protéine
est identifiée comme surexprimée dans un groupe de patients atteints, par rapport au groupe
contrdle, 1’objectif pourra étre de rétablir un niveau d’expression normal de cette protéine en

agissant sur son processus de synthése. Plus récemment, les études d’association entre les
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polymorphismes génétiques et le développement de pathologies de type GWAS (Genome Wide
Association Studies) [14] et eQTL (expression Quantitative Trait Locus) [15] ont permis d’explorer

de nouveaux processus pathologiques et d’identifier de nouvelles cibles thérapeutiques.

Les différentes méthodes utilisées pour la I’identification et la validation des cibles sont

schématisées dans la figure 1.3.

Approches
génétiques

Marqueurs

Modifications ! .
biologiques

Post-
traductionnelles

Processus
cellulaire

Approches
pharmacologiques

Figure 1.3. Méthodes utilisées pour la I’identification et la validation des cibles.

1.1.2.2. Identification de « hits »

Aprées avoir identifié et choisi la cible thérapeutique, 1’objectif est de moduler son activité
afin d’altérer le processus pathologique. On appelle touches ou « hits » les composes capables de
tels effets. L approche la plus couramment utilisée dans la recherche de « hits » est le criblage (ou «
screening ») de banques de petites molécules (ou chimiotheques). Un criblage peut étre réalise in
vitro grace aux techniques HTS permettant d’estimer I’affinité et activité de milliers de composés
sur la cible d’intérét. Cependant, la mise en ceuvre de HTS n’est pas toujours possible du fait de
leurs colts importants et du temps nécessaire a leur exécution. Les criblages de type HTS et la
validation préclinique des caractéristiques pharmacologiques des composés representeraient 14% du
budget de R&D de I’industrie pharmaceutique. Les techniques de criblage in silico (VHTYS),
analogues virtuels du HTS, tendent a réduire ces problémes par trois avantages principaux : une

KHAOUANE Affaf Page 8



Prédiction des paramétres Pharmacocinétiques des médicaments par les RNA-QSAR

relative facilité dans leur mise en ceuvre, un cotit trés réduit et 1’obtention assez rapide des résultats,
en fonction des moyens de calcul disponibles [8, 16]. Généralement utilisé en amont du HTS, le
criblage virtuel permet un premier filtrage des chimiotheques en réduisant le nombre de composés a
tester expérimentalement et, supposément, en optimisant le potentiel des programmes HTS a
découvrir des « hits » réels [17]. Cependant, les résultats de VHTS restent des prédictions dont la
fiabilité peut étre tres variable en fonction de la cible thérapeutique choisie, des caractéristiques des
chimiothéques, des méthodes VHTS choisies et de nombreux autres facteurs [18]. Les différentes

méthodes d’identification et de validation sont schématisées dans la figure 1.4.

Méthodes
biophysiques

Structure
based et
ligand based
drug design

HTS/VHTS/HCS

Fragments Développements
based drug des Essais in
designs vitro

Figure 1.4. Méthodes utilisées pour la I’identification et la validation HITS.

1.1.2.3. Optimisation de « leads »

Apres avoir identifiés les leads par criblage virtuel, les chimistes médicinaux procéderont a
un processus de modifications chimiques de ces molécules, afin d’optimiser les propriétés et
I’activité des futurs medicaments. Cette étape a pour objectif d’obtenir un nombre limité de
molécules avec une activité importante, des propriétés physico-chimiques, toxicologiques et
biologiques optimales [19]. C’est une étape d’optimisation multi-objective considérée comme la

plus critique et la plus difficile. En effet, elle permet d’optimiser en parallele plusieurs propriétés
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qui feront de ces molécules un médicament fiable et efficace et peu ou non toxique. Plusieurs axes

de recherche ont été orientés dans ce sens, particulierement en chémoinformatique [20].

Pharmacologie
in vitro

Computer aid
drug design

Toxicologie
précoce

Chimie
médicale et
synthétique

Pharmacologie
adaptée in vivo

Figure 1.5. Méthodes utilisées pour la I’optimisation des LEADS.

1.1.2.4. Essais précliniques

Aprés avoir obtenu des « leads » optimisés, les essais précliniques consistent en de
nombreuse ¢études dont I'objectif est de qualifier le candidat médicament sur les plans
pharmacologique, pharmacocinétique et toxicologique. L’usage d’expérimentations animales
rationnelles permettra d’envisager 1’administration du candidat médicament chez I’homme au cours
des essais cliniques suivants. Les études pharmacologiques ont pour objectif de valider le
mécanisme d’action du candidat médicament et de mesurer son activité dans des modéles
expérimentaux de la pathologie, in vitro et in vivo chez I’animal. Les études pharmacocinétiques
permettent de décrire le devenir d’un compose, sa distribution, son absorption et son métabolisme,
puis son ¢limination par 1’organisme. Les études toxicologiques servent a déterminer les doses
toxiques du candidat médicament sur 1’organisme étudié¢ (principalement des souris ou rats, plus
rarement des chats, chiens, porcs, ou primates). Ces données permettront de déterminer les doses a

administrer a I’homme lors des essais cliniques et constituent une premiére approche dans I’étude
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de potentiels effets indésirables du candidat médicament, permettant de suivre ces effets de maniere
proactive. Une partie annexe du développement préclinique consiste également en 1’évaluation du
risque environnemental lié a la mise sur le marché du candidat médicament. Toutes les informations
recueillies lors des essais précliniques seront compilées dans un dossier de demande d’autorisation
de mise sur le marché du candidat médicament. Celui-ci sera étroitement étudié par les autorités de
santé compétentes (en France, il s’agit de I’Agence Nationale de Sécurité¢ du Médicament (ANSM)
et du Comité de Protection des Personnes (CPP)), avant d’autoriser, ou non, 1’entrée du candidat

médicament en phase d’essais cliniques [21].

1.1.2.5. Essais cliniques et commercialisation

C’est une phase de test sur I’homme. C’est 1’étape la plus longue et la plus couteuse du
processus. Elle est marquée par un taux d’échec plus élevé. Elle dure entre 6 et 8 ans, et a comme
but de tester 1’efficacité des médicaments candidats issus de 1’étape d’optimisation sur I’homme.

Trois grandes étapes caractérisent un essai clinique [22] :

e La premiére phase est caractérisée par une étape d’évaluation de la tolérance au
médicament sur un nombre restreint de volontaires sains et malades avec 1’absence

d’effets secondaire frappants.

e La deuxiéme phase est réalisée pour faire une bonne estimation des effets
secondaire, de prédire Defficacité thérapeutique et de déterminer les doses
nécessaires pour avoir 1’effet souhaité. Cette étude est effectuée sur un nombre

croissant de patients malades.

e Une étude sera réalisée a la troisieme phase de cette étude dans le but de faire une
comparaison entre 1’effet du médicament étudié et le traitement de référence. Elle

s’effectue sur plusieurs groupes voir des milliers de patients malades.

Une fois les résultats des essais cliniques du médicament sont positifs. Ils seront soumis aux
autorités de régulation pour officialiser sa commercialisation. Le processus de pharmacovigilance
débute par une surveillance du médicament pour déterminer ses éventuels effets indésirables a court

et/ou a long termes.

1.1.3. Processus de criblage virtuel

1.1.3.1. Intéréts thérapeutiques
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Au fil des années, le processus et les critéres d’acceptation d’un nouveau médicament sont
devenus de plus en plus rigoureux. En effet ’augmentation du coit et de la durée de sa mise au
point. En vue de cela, le rapport de Price Waterhouse Coopers Pharma en 2005 a déclaré que les
industriels pharmaceutiques doivent développer et améliorer I'efficacité des découvertes de
médicaments. Le méme rapport propose des outils qui permettent de conduire rapidement a des
chimiothéques avec une haute valeur ajoutée. Ce sont les méthodes in silico qui deviendront un
outil dominant pour cette découverte. L’intégration des données expérimentales et informatiques,

permet d'initier une pharmacologie in silico assemblant tous les types de données [23].

C’est une utilisation systématique d’un grand nombre d'outils de calcul différents visant a
améliorer les connaissances sur les interactions entre la cible d’intérét thérapeutique et le ligand
(amarrage moléculaire). Cette approche s’appuie sur I’augmentation de la productivité du criblage
(criblage virtuel a haut débit [VHTS]) ou la suggestion de nouveaux candidats principaux potentiels
(fragment-fragment-based ligand design [FBD]). Récemment, des méthodes in silico ont permis
d’activer I’identification et l'optimisation des molécules capables de se fixer sur des cibles d'intérét
thérapeutique, Ils ont donc contribué a la conception et la production d’environ 50 composés qui se

sont plié a des essais cliniques, dont certains d’entre eux sont approuvés par la FDA [24].

1.1.3.2. Méthodes de criblages in silico

Le criblage virtuel, analogue in silico de I'HTS, peut schématiquement étre assimilé a un
entonnoir dans lequel on verse un grand nombre (généralement entre cent mille et dix millions) de
composés, constituant la chimiothéque a cribler, pour obtenir, a I'aide d'un algorithme de criblage,
un plus faible nombre (quelques dizaines a quelques milliers) de composés qui seront ensuite testés
expérimentalement. Le réle des méthodes de criblage est donc d'éliminer les composés supposes
inactifs ou les molécules indésirables tout en priorisant les composeés les plus susceptibles d'étre
actifs. Cependant, tres souvent, la liste des composes proposés n'est pas utilisée en I'état et les
composés a tester expérimentalement sont sélectionnés manuellement par des experts, c'est ce qu'on
appelle le « cherry picking » [25]. Deux grandes familles de méthodes de criblages sont distinguées
et le choix de leur utilisation est basé sur la disponibilité des données au démarrage du projet [18].
Ainsi, lorsque la structure tridimensionnelle de la cible biologique a été résolue (cristallographie
aux rayons X, résonance magnétique nucléaire ou modele de structure), les méthodes basées sur la
structure (ou « structure-based »), évaluent la capacité des ligands a établir des interactions avec le
site de liaison étudié pour sélectionner les molécules capables de se lier a la cible. Les méthodes
basées sur les ligands (ou « ligand-based ») peuvent pour leur part étre mises en ceuvre lorsque les

valeurs d'activité pour la cible étudiée d'un ensemble de ligands sont disponibles. Les relations
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structure-activité de ces molécules sont alors analysées pour découvrir de nouveaux COMpPOSES
susceptibles d'étre actifs [26]. Lorsque ces deux types de données sont disponibles simultanément,
les méthodes « ligand-based » et « structure-based » peuvent toutes deux étre utilisées l'une a la
suite de l'autre [27]. Au sein de ces deux grandes familles, différentes méthodes ont été développées
(Figure 1.6).

Structure 3D de la
Non protéine Oui

ol

Méthodes ‘ligand- Méthodes
based’ ‘structure based’
1 | |
1 i | | | | | | | | |
Recherche de Pharmaco- Pharmaco- . Design de
similarité RSAR REHGI Doking novo

phore phore

Figure 1.6. Classification des méthodes de criblage virtuel « ligand-based »et« structurebased »[28].

Ces différentes méthodes de criblage virtuel peuvent ainsi étre utilisées dans les premiéres
phases de développement de nouveaux médicaments, pour guider la sélection des composes les plus

prometteurs, que ce soit lors des phases d'identification des hits ou d'optimisation des leads.

1.1.3.2.1. Criblage virtuel basé sur la structure

Le VHTS basé sur la structure est considéré comme l'application la plus simple des
algorithmes d'amarrage. Elle consiste a déterminer le mode de liaison de la cible protéique d’intérét
thérapeutique avec une base de données compléte de composés existants ou virtuels. Les composés

les plus prometteurs sont ensuite utilisés pour des tests expérimentaux.

La découverte de médicaments basée sur la structure (SBDD) est actuellement au ceeur des
processus de développement des agents thérapeutiques et de leurs processus métaboliques.
L'utilisation d'ordinateurs pour des méthodes computationnelles dans cette découverte présente
I’avantage de livrer de nouveaux candidats thérapeutiques de maniére plus rapide et plus

économique que la méthode traditionnelle utilisée auparavant. La méthode SBDD utilise
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I'information et la connaissance de la structure tridimensionnelle (3D) de la cible thérapeutique dans
le processus, afin d'étudier les interactions moléculaires impliquées dans la liaison ligand-cible [29].

1.1.3.2.2. Criblage virtuel « ligand-based »

Dans cette méthode, le criblage virtuel basé sur le ligand «ligand-based». Elle est utilisée
lorsqu’au moins un ligand de la molécule cible est connu. Le principe de cette méthode est que les
molécules similaires vont présenter des profils d’activité similaires. Cette similarité est mesurée par
des propriétés communes utilisées par la suite comme descripteurs de similarité. Différentes
méthodes peuvent étre utilisées. Elles varient en fonction du nombre de ligands de la molécule cible
et du type de descripteurs. A savoir le criblage par des pharmaco-phores, la recherche de similarité
et les méthodes QSAR [30].

1.1.4. Limitations et échecs

La recherche sur les médicaments est donc confrontée a des défis importants,
principalement scientifiques, mais aussi financiers et politiques. Le taux de succes des phases
d’essai clinique est d’environ 11%, tous types de pathologies confondues. Aujourd’hui, les
premieres causes d’échec lors des phases d’essai clinique sont le manque d’efficacité des composés
(30%) et leur toxicité (30%). Les échecs liés au manque d’efficacité des composés sont plus
fréquents lorsque les modéles animaux utilisés sont peu prédictifs, notamment pour les pathologies

du systéme nerveux central et les cancers, induisant de forts taux d’échec en phases Il et 111 [31].

1.2. Conception de médicament et la théorie QSAR

Les modeles quantitatifs de la relation structure-activité (QSAR) sont des méthodes de
régression quantitative qui permettent de relier la structure chimique a l'activité biologique [32].
Elles ont été appliquées de maniére extensive dans plusieurs disciplines scientifiques : la chimie, la
biologie et la toxicologie. Les modéles QSAR sont considéres comme un outil scientifiquement
crédible pour prédire et classer les activités biologiques des produits chimiques non testés. Il est
donc devenu trés essentiel dans l'industrie pharmaceutique comme méthode de découverte et

d’optimisation de pointe pour diriger le développement de nouveaux produits [33].

Généralement le processus de conception d'un médicament commence par la découverte
d'un composé principal. Cette découverte sera suivie par une série de tests et de synthese de milliers
de dérivés de la structure de ce composé. Ce qui permet éventuellement de trouver enfin un

médicament utile et efficace [34].
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Le processus de conception est basé sur 1’étude des relations quantitatives structure-activité
(QSAR) pour prédire l'activité de nouvelles molécules. Principalement, 1’étude QSAR qui vise a
identifier les relations entre certains aspects de la structure moléculaire et les propriétés telles que la

toxicologie, la pharmacocinétique et la pharmacodynamique [35].

La nécessité de dériver de nouveaux aspects structurels ou descripteurs moléculaires est une
étape cruciale. Ceci n’est devenu possible que grice a 1’avénement des récents progres
technologiques. En effet ce sont ces progrés qui ont permis I’accélération du processus

d’optimisation et la découverte de médicaments.

1.2.1. QSAR et Descripteurs

L’analyse quantitative des relations existantes entre les structures d’un ensemble de
composés et leurs activités permet d’identifier et d’évaluer 1’impact des propriétés influengant
I’activité biologique. Cette relation peut étre décrite par une équation qui correle mathématiquement
les influences réciproques des parametres concernés. L’extrapolation de ces résultats peut servir de
base a la prédiction de I’activité de nouveaux composés. Lors d’une étude QSAR (Figure 1.7), il
faut calculer a partir de la structure moléculaire de plusieurs actifs tous les descripteurs moléculaires
possibles. Apres €élimination des descripteurs dont la valeur ne varie pas ou peu sur I’ensemble des
molécules, une analyse multi variée suivie d’une évaluation statistique sont menées pour obtenir le
modéle QSAR. Une derniére étape de validation du modele est nécessaire pour s’assurer de sa
fiabilité [36].
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Figure L.7. lllustration du processus de conception de modéles QSAR aboutissant a un modéle
statistique [36].

I1 existe plus de 3000 descripteurs moléculaires pouvant étre utilisés lors d’études QSAR
[37], provenant de différentes théories et approches, et qui peuvent étre obtenus soit directement a
partir de la structure chimique, soit en utilisant des logiciels appropriés. Les descripteurs les plus
utilisés lors des études QSAR peuvent étre des descripteurs topologiques (2D-QSAR), des
descripteurs géométriques ou basés sur des grilles (3D-QSAR). De nouvelles approches plus
récentes, QSAR-4D, -5D et -6D ont été développées pour améliorer les approches QSAR-3D, en
prenant en compte différentes conformations des ligands (4D), et I’adaptation structurale de la cible
au ligand (5D) et les effets de solvants (6D) [38-40].

1.2.2. Réduction de la dimensionnalité

Chercher a réduire la dimensionnalité d'un ensemble de données devient de plus en plus
Indispensable en raison de la multiplication des données. Dans de nombreux domaines, le systéeme
de résolution d'un probleme est fondé sur un ensemble des variables (caractéristiques).

L'augmentation du nombre de ces variables (caractéristiques) qui modélisent le probléme introduit
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des difficultés a plusieurs niveaux comme la complexité, le temps de calcul ainsi que la
détérioration du systeme de résolution en présence de données bruitées. Une méthode de réduction
de la dimensionnalité consiste a trouver une représentation des données initiales dans un espace
plus réduit. On peut dire que c’est une réduction basée sur une sélection de caractéristiques qui
consiste a sélectionner les caractéristiques les plus pertinentes a partir de I'ensemble de données des
variables décrivant le phénomene étudié [41].

1.3. Les algorithmes de sélection des descripteurs les plus pertinents dans le

Modeles de relations quantitatives structure-activité (QSAR)

La sélection des descripteurs les plus pertinents consiste a extraire les meilleures
informations d'une base de données et a évaluer le sous-ensemble de caractéristiques dans les
algorithmes de sélection. Ils peuvent étre classées en trois catégories principales : “Filter”,
”Wrapper” et "Embedded” (Figure 1.8).
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Figure 1.8. Technique de sélection des descripteurs [42].
1.3.1. Filter

Le modéle “Filter” a "été le premier utilisé pour la s"élection de caracteristiques. Dans celui-
ci, le critere d’"évaluation utilise évalue la pertinence d’une caractéristique selon des mesures qui
reposent sur les propriétés des données d’apprentissage. Cette méthode est considérée, davantage
comme une étape de prétraitement (filtrage) avant la phase d’apprentissage. En d’autres termes,
I’évaluation se fait généralement indépendamment d’un classificateur. Les méthodes qui se basent
sur ce modele pour I’évaluation des caractéristiques, utilisent souvent une approche heuristique

comme stratégie de recherche. La procédure du modéle Filter” est illustrée par la figure 1.9 [43].
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Figure 1.9. La procédure du modele ”Filter” [44].

1.3.2. Wrapper

Le principal inconvénient des approches “Filter” sont le fait qu’elles ignorent I’influence des
caractéristiques s’sélectionnées sur la performance du classificateur a utiliser par la suite. Les
méthodes “Wrapper”, appelées aussi méthodes enveloppantes, évaluent un sous-ensemble de
caractéristiques par sa performance de classification en utilisant un algorithme d’apprentissage. La
procédure du modele ”Wrapper” est illustrée par la figure 1.10. L’"évaluation se fait a 1’aide d’un

classificateur qui estime la pertinence d’un sous-ensemble [45].

X, Wrapper
. pp .
*1Xy
I: T P
£ Algonthme "z
3l > de recherche —a  (Classificalen

: t v '

Classificaten X4

k4

Figure 1.10. La procédure du modele wrapper” [44].

Les sous-ensembles de caracteéristiques s’selectionnés par cette méthode sont bien adaptés a
I’algorithme de classification utilisé, mais ils ne sont pas forcément valides si on change le

classificateur. La complexité de I’algorithme d’apprentissage rend les méthodes "Wrapper” trés
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colteuses en temps de calcul. En général, pour diminuer le temps de calcul et pour éviter les
problémes de sur-apprentissage, le mécanisme de validation croisée est fréquemment utilise. Une
meilleure performance des méthodes Wrapper” par rapport a certaines méthodes de filtrage a été
démontré par Kohavi et John [45]. Le probléme de la complexité de cette technique rend impossible
I’utilisation d’une stratégie de recherche exhaustive. Par conséquent, des méthodes de recherche
heuristiques ou aléatoires peuvent étre utilisées. La recherche devient néanmoins, de plus en plus
irrealisable avec 1’augmentation de la taille de ’ensemble initial de caractéristiques. Il existe deux

inconvénients principaux qui limitent ces méthodes [43] :

. La complexité et le temps de calcul nécessaire pour la sélection: Le principal
inconvénient de I’approche ”Wrapper” est le temps nécessaire pour la sélection des caractéristiques,
il est nettement plus long que celui des approches de filtrage et d’autres approches de sélection de
caractéristiques. L’utilisation d’un classificateur pour évaluer les sous-ensembles ainsi que les
techniques d’’évaluation (validation croisée par exemple) rendent les méthodes "Wrapper” tres
colteuses en termes de temps de calcul.

. La dépendance des caractéristiques pertinentes s’sélectionnées par rapport au
classificateur utilisé : La deuxiéme limitation de I’approche ”Wrapper” est que 1’évaluation des
caractéristiques se fait par un seul classificateur lors de la sélection. Chaque classificateur a ses
specificités et ses hypotheses. Ainsi le sous-ensemble sélectionné dépend toujours du classificateur

utilisé.

1.3.3. Embedded

A la différence des méthodes ”Wrapper” et “Filter”, les méthodes "Embedded” (appelées
aussi méthodes intégrées) incorporent la sélection de variables lors du processus d’apprentissage.
Un tel mécanisme intégré pour la sélection des caractéristiques peut étre trouveé, par exemple, dans
les algorithmes de type SVM, AdaBoost, ou dans les arbres de décisions. Dans les méthodes de
sélection de type "Wrapper”, la base d’apprentissage est divisée en deux parties : une base
d’apprentissage et une base de validation pour valider le sous-ensemble de caractéristiques
s’sélectionné. En revanche, les méthodes intégrées peuvent se servir de tous les exemples
d’apprentissage pour établir le systéme. Cela constitue un avantage qui peut améliorer les résultats.
Un autre avantage de ces méthodes est leur plus grande rapidité par rapport aux approches
”Wrapper” parce qu’elles évitent que le classificateur recommence de zéro pour chaque sous-

ensemble de caracteéristiques [46].
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1.4. Construction de modéles QSAR et RNA

De nombreuses méthodes statistiques peuvent étre mises en ceuvre pour la construction de
modeles QSAR, parmi les plus accessibles : les régressions linéaires multiples (Multiple Linear
Regression ou MLR) ou de moindres carrés (Partial Least Squares ou PLS), les arbres de décision,
I’analyse en composantes principales (Principal Component Analysis ou PCA) et la méthode des
plus proches voisins [47]. Les méthodes des foréts aléatoires [48], des machines a vecteurs de
support [49] ou des réseaux de neurones peuvent egalement étre appliquées a ces fins [47]. Plus
récemment, des techniques de « deep learning » ont également été appliquées a la prédiction de la

solubilité de molécules « druglike » [50].

1.4.1. Le réseau de neurone artificiel (RNA)

Un RNA est un ensemble de neurones formels associés en couches et fonctionnant en
paralléle. IlIs ont la capacité de stocker de la connaissance empirique et de la rendre disponible a
I’usage. Les habiletés de traitement du réseau sont stockées dans des poids synaptiques, obtenus par
des processus d’adaptation ou d’apprentissage. En ce sens, les RNA ressemblent au cerveau car,
non seulement la connaissance est acquise a travers un apprentissage, mais de plus, cette
connaissance est stockée soit dans les connexions entre entités, soit dans les poids synaptiques. La
structure des connexions détermine alors la topologie du réseau. La Figure 1.11 présente une

classification des différents types de RNA regroupés en quatre principales catégories [51].

Dans les réseaux de type Feed Forward, I'information se propage de couche en couche sans
que le retour en arriére ne soit possible. Nous nous intéressons dans cette thése a deux RNA : PMC
et CNN.
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Figure 1.11. Différentes catégories de RNA [52] .

1.4.2. Le Perceptron Multicouche (PMC ou MLP)

Le PMC est I’extension du perceptron monocouche a une ou plusieurs couches cachées
(Figure 1.12). Le perceptron monocouche, inventée en 1957 par Franck Rosenblatt, puis
redéveloppé par Bernard Widrow et Ted Ho dans les années1960 sous une version nommée
ADALINE, ne contient qu’un unique neurone et ne peut ainsi résoudre que des problemes de
classification linéaire. Ceci constitue sa principale limite. Le PMC par contre, permet de résoudre
des problémes non linéairement séparables et des problemes logiques plus compliqués, notamment

le fameux probléme du XOR ; c¢’est pourquoi il est dit « Approximateur universel » [52].

ar = f1{IWiLip +by) at « f2 (LWzsar +b2) ar «f3 (LWa2a2 5+ b3)

Figure 1.12. Architecture du perceptron multicouche [52].

KHAOUANE Affaf Page 22



Prédiction des paramétres Pharmacocinétiques des médicaments par les RNA-QSAR

1.4.3. Les réseaux de neurones convolutifs

Les réseaux de neurones convolutifs (CNN ou ConvNet - Convolutional Neural Network)
sont un type particulier de réseaux de neurones multi-couches feedforward souvent utilisés en
traitement d’images. Introduits initialement par Fukushima [53] pour une tache de reconnaissance
de forme dont I’architecture du réseau est inspirée du cortex visuel des animaux [54], et popularisés
par LeCun en 1990 pour la tache de la reconnaissance de caractéres, Bien que cette approche donne
des résultats, ses progres et son évolution ont été limités par les progres technologiques en matiére
de micro-processeurs, de puissance de calculs, et du manque d’accessibilités a des données afin de
pouvoir entrainer les neurones. Cependant certains chercheurs ont continué a travailler sur ce
modele pendant environ deux décennies. Et, avec I’aide des évolutions en matiére de technologies
mais surtout avec la disponibilité toujours plus grande de données, ont pu améliorer cette technique.
Ce n'est qu'en 2012 que le Deep Learning est remis au godt du jour en remportant avec succes le
concours de reconnaissance d’image fondé par 1’université de Stamford (Large Squale Visual
Recognition Challenge : ILSVRC) grace a I'évolution en matiere de technologies et a la
disponibilité toujours plus grande de données. Un nouvel algorithme de Deep Learning explose les
records Il s'agit d'un réseau de neurones convolutif appelé AlexNet, largement inspiré du réseau
LeNet. ImageNet regroupant 15 000 000 d'images naturelles comportant différents objets et
diverses scenes (vehicules, animaux,...). Aujourd'hui, les réseaux de neurones convolutifs, sont
toujours les modeles les plus performants pour la classification d'images. Google, Microsoft,
Facebook, Baidu (le moteur de recherche chinois), Alibaba (site marchand chinois), Nvidia (géant

du processeur graphique)...utilisent les CNN dans leurs applications [55].

1.4.3.1. Architecture

En traitement d’images, 1’extraction des caractéristiques s’effectue sur des petites régions de
I’image, dont chaque filtre se déplace dans deux directions (horizontalement et verticalement) sur
I’entrée du réseau. Contrairement aux approches d’apprentissage standards qui sont fondées sur des
caractéristiques pre-definies, les réseaux de neurones convolutifs sont capables de détecter,
d’extraire et d’apprendre des traits spécifiques adaptés a la tache visée au moment de
I’apprentissage sans avoir besoin de ressources, d’implémentation des algorithmes ou d’outils pour
extraire des « traits pré-définis » (engineered features). Un réseau de neurone convolutif se compose
de plusieurs couches comme le montre la figure 1.13. Une architecture CNN est formée par un
empilement de couches de traitement indépendantes [56] :

o La couche de convolution (CONV) qui traite les données d'un champ récepteur.
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o La couche de pooling (POOL), qui permet de compresser l'information en réduisant
la taille de I'image intermédiaire (souvent par sous-échantillonnage).

o la fonction d’activation ou La couche de correction (ReLU), souvent appelée par
abus 'ReL.U' en référence a la fonction d'activation (Unité de rectification linéaire).

. La couche "entiérement connectée™ (FC), qui est une couche de type perceptron.

Couche entiérement

connecté

rr rrr § A1)
I
0
9

sortie

entréé

Couche de Couche de Couche de Couche de
convolution pooling convolution pooling

Figure 1.13. Les principaux blocs de construction d’une architecture utilisant un réseau de neurones

convolutif simple [57].

1.4.3.1.1. Couches convolutives

Les couches convolutives constituent le cceur des réseaux convolutifs. Ces couches se
composent d'une grille rectangulaire de neurones ayant un petit champ réceptif étendu a travers
toute la profondeur du volume d'entrée. Le terme “’convolution”’ vient du fait que les réseaux CNN
utilisent des opérations de convolution comme dans le traitement du signal ou d’images. Dans la
couche de convolution, on applique un produit de convolution entre 1’image originale ou celle
obtenue dans la couche précédente avec un filtre dont des coefficients sont assimilés a des poids

synaptiques. Le produit de convolution d’une image I avec un filtre F de taille (s*s) est :

Ir(x,y) = 52 o 52 p I+ by + DFGE+3,j +3) (1.1)

La convolution agit comme un filtrage. Pour effectuer cette opération sur toute I’image, on

définit une fenétre de voisinage de taille (s*s) qui va se déplacer a travers toute 1’image. Au tout
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début de la convolution, la fenétre sera positionnée tout en haut a gauche de I’image puis elle va se
décaler d’un certain nombre de cases (appelé le pas) vers la droite et lorsque le Réseaux de
neurones convolutifs arrivera au bout de 1’image, elle se décalera d’un pas vers le bas ainsi de-suite
jusqu’a ce que le filtre est parcourue la totalité de I’image. L’opération de convolution produit, en
sortie une image appelée ‘’carte de caractéristiques’ ou ‘’featuremaps’’. De plus, elle peut étre

appliquée sur des images multi composantes (plusieurs canaux) [58] .

1.4.3.1.2. Couche de mise en commun (pooling)

Ce type de couche est souvent placé entre deux couches de convolution. Elle recoit en
entrée plusieurs featuremaps, pour ensuite réduire la taille de chacune d’entre elles, Autrement dit ;
I'opération de pooling consiste a réduire la taille des images caractéristiques, tout en préservant
leurs caractéristiques importantes. Elle effectue une sortie de sous échantillonnage. Il existe
plusieurs maniéres de réaliser le pooling. La méthode la plus utilisée est le ’max-pooling’. Celle-ci
consiste a découper I'image en cellules réguliére, puis on garde au sein de chaque cellule la valeur
maximale. En pratique, on utilise souvent des cellules carrées de petite taille pour ne pas perdre trop
d'informations. Les choix les plus communs sont des cellules adjacentes de taille (2*2) ou (3*3) qui
ne se chevauchent pas, on obtient en sortie le méme nombre de feature maps qu'en entrée, mais de
tailles plus petites. Finalement la couche de pooling permet de réduire le nombre de parametres par
conséquent d’accélérer les calculs dans le réseau. Elle permet aussi d’améliore 'efficacité du réseau

et éviter le probléme sur-apprentissage [55] .

1.4.3.1.3. La fonction d’activation

Une fois la convolution effectuée, une fonction d’activation est appliquée sur toutes les
valeurs de I’image filtrée. Il existe beaucoup de fonctions d’activation, par exemple on peut utiliser
le ReLU [59, 60] qui se définit comme f(c) = max(0, o), la fonction tanh [61] ou bien la fonction
sigmoide [62]. La valeur de sortie s (1) k d’un neurone k de la couche 1 dépend donc de sa fonction

d’activation et est définie comme :
1 1
S;{) _ f(ag( )) (1.2)

Avec S ,El)la valeur de sortie du neurone k de la couche 1, f la fonction d’activation et 0,51) la

valeur du neurone k.
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1.4.3.1.4. Couches entiérement connectées

Enfin, aprés plusieurs couches de convolution et pooling, le raisonnement de haut niveau
dans le réseau neuronal se fait via des couches totalement connectées. Dans les réseaux de neurones
convolutifs, chaque couche agit comme un filtre de détection pour la présence de caractéristiques
specifiques ou de motifs présents dans les donnees d'origine. Les premiéres couches d'un convolutif
détectent des caractéristiques qui peuvent étre reconnues et interprétées relativement facilement.
Les couches ultérieures détectent de plus en plus des caractéristiques plus abstraites. La derniere
couche du réseau convolutif est capable de faire une classification ultra-spécifique en combinant
toutes les caractéristiques spécifiques détectées par les couches précédentes dans les données
d'entrée [63] .

1.4.3.2. Alex Net et transfert d’apprentissage

Il est plus usuel d’utiliser des modeles de CNNs déja entrainer et de les réadapter pour le
probléme de classification ou autre, c’est ce que 1’on appelle le transfert d’apprentissage. Il s’agit de
transférer 1’apprentissage d’un modeéle traitant un probléme vers un autre type de probleme. Il existe
un grand nombre de réseaux CNN pré entrainés, les plus connus sont : Google Net, VGG, LeNet,
Alex Net...etc [64].

Alex Net : est le nom d’un réseau neuronal convolutif, initialement écrit avec CUDA pour
fonctionner avec le support du GPU, qui a participé au défi de reconnaissance visuelle a grande
échelle Image Net en 2012. Alex Net a largement surperformé tous ses concurrents précédents et a
remporté le défi en réduisant I’erreur de 26% a 15,3% il a été congu par le groupe Supervision,
compos¢ d’Alex krizhevsky. Alex Net a eu un grand impact dans le domaine de 1’apprentissage
automatique, en particulier dans 1’application de 1’apprentissage en profondeur a la vision
artificielle. Alex Net contenait huit couches; les cing premiere étaient des couches
convolutionnelles et les trois dernieres étaient des couches entierement connectées il a parallélement
deux lignes CNN formées sur deux GPU avec des connexions croisees et il a utilisé la fonction
d’activation non saturante de Relu, qui a montré une amélioration des performances d’entrainement
par rapport au Tanh et au sigmoide. Il a été formé pendant 6 jours simultanément sur deux GPU
NvidiaGeforce GTX [65] (figure 1.14).
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Figure 1.14. Architecture d’Alex Net [66].
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Chapitre 11

Liaisons des medicaments aux

protéines circulantes

(PROTEIN BINDING)

11.1. Introduction

Les protéines plasmatiques assurent le transport et la distribution des médicaments dans tout
I’organisme. Si quelques-uns utilisent des protéines spécifiques comme la transcortine pour les
glucocorticoides, la plupart d’entre eux sont liés a I’albumine (HSA), a I’alpha-1 glycoprotéine
acide (AGP) et aux lipoprotéines (LP). L’éventail trés large des structures chimiques des
médicaments fixés montre qu’il n’existe pas de spécificité étroite de reconnaissance des substances
liées (ligands). Cependant, les liaisons les plus affines se forment sur des sites de liaisons
parfaitement individualisés sur ’'HSA et sur I’AGP. Pratiquement toutes ces interactions ont en
commun une liaison élémentaire hydrophobe qui implique une liposolubilité minimale du
médicament et une zone apolaire (le site) de la protéine. Les interactions avec les LP sont le plus
souvent de simples liposolubilisations dans la fraction lipidique de la protéine sans valeur

rétentionnelle [1].

I1.2. Notion de la fixation protéique des médicaments

Apres leur absorption, les molécules médicamenteuses vont étre distribuées aux différents

tissus par la circulation générale. Le sang est un tissu c’est-a-dire un ensemble de cellules ayant la

KHAOUANE Affaf Page 33



Prédiction des paramétres Pharmacocinétiques des médicaments par les RNA-QSAR

particularité d’étre liquide contrairement aux autres tissus que 1’on trouve dans le corps humain. Le
sang permet le transport de nutriments (sucres, acides aminés, vitamines, ...) et de dioxygene (02)
a travers I’organisme tout en assurant aussi 1’¢limination des déchets (par exemple le dioxyde de
carbone ; CO2). Le sang permet également le transfert d’informations entre des cellules éloignées
via la diffusion d’hormones. Il régule aussi le PH, la température corporelle et la teneur en eau des
cellules. Il protege aussi contre les pertes de sang par le biais de la coagulation, et contre les
maladies grace aux leucocytes et a des protéines comme les anticorps, les interférons et le
complément. Le sang est composé d’une partie liquide appelée plasma et de cellules qui flottent
dans ce milieu. On peut isoler le plasma, composante liquide du sang, en faisant tourner un tube de
sang complet a haute vitesse dans une centrifugeuse. Les cellules et plaquettes plus denses se
déplacent vers le bas du tube, en formant des couches rouges et blanches, tandis que le plasma reste
au sommet, formant une couche jaune. Le plasma est composé d'environ 90 % d'eau, les 10 %
restant sont composés d'ions, de protéines, de nutriments, de déchets et de gaz dissous. Les trois
fractions significatives de protéines plasmatiques sont l'albumine, la globuline et le fibrinogéne
(Figure 11.1). Dans le sang, le médicament existe sous deux formes : une forme libre et une forme
liée, cette liaison, se fait par fixation principalement sur ces protéines plasmatiques. On aboutit en
général a un équilibre entre une forme liée, non diffusable, et donc sans action et une forme libre,
capable de diffuser vers les tissus et donc active. L’interaction avec les protéines plasmatiques
assure des fonctions temporaires de fixation (stockage et de transport) et protége la molécule de la

dégradation [2].
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Figure 11.1. Les composants du sang chez un adulte normal [2].

La liaison d‘un médicament aux protéines plasmatiques joue un rdle important dans ses
propriétés pharmacocinétiques et sa pharmacodynamique. La liaison au plasma peut également étre
considérée comme un stock en circulation, libérant le médicament dans les tissus ayant une plus
grande affinité. La fraction non liée (fu : fraction unbound) du médicament est considérée comme la
seule fraction capable de diffuser a travers les membranes et d'interagir avec un site effecteur pour

produire une réponse thérapeutique [3] (Figure 11.2).
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Figure 11.2. Distribution du médicament et liaison aux protéines plasmatiques [3].

Les changements des taux de (fu) se traduisent directement par des changements du volume
de distribution (V). L'étendue de la liaison aux protéines plasmatiques ou tissulaires contréle le
volume de distribution et affecte la clairance hépatique et rénale[4]. Ainsi, le volume de distribution
(V) dépend de la fraction non liée dans le plasma (fu), de la fraction non liée dans le tissu (fuT), du

volume de tissu (VT) et du volume de plasma (VP) au moyen de 1’équation :
_ [
V= [fuT] VT + VP (11.1)

Les effets de la liaison au plasma sur I'élimination du médicament peuvent étre mieux
compris en prenant en compte la clairance. Tous les modeles de calcul de la clairance des organes
prennent en considération la liaison aux protéines, en particulier la (fu) : fraction non liée du

médicament. Exemple du calcul de la clairance hépatique [5] :

—clintxfu

CLhep=Q+(1—e ¢ ) (11.2)
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Avec Q : le flux sanguin hépatique ; cl int : la clairance intrinséque.

Seule la fraction plasmatique non liée (fu) est filtrée par les reins. Par conséquent, le débit de
la filtration est le produit du débit de filtration glomérulaire (DFG) et de la concentration
plasmatique non liée du médicament [53]. Pour un médicament qui est uniquement filtré par les
reins et totalement excrété dans l'urine, sa clairance rénale (CLR) est le taux de la filtration du

produit :

CLR = fu » DFG (11.3)

11.3. Protéines fixatrices

Certaines protéines plasmatiques possédent la propriété de fixer des substances endogenes
mais également les produits exogeénes comme les médicaments. Il en résulte la formation d’un
complexe [protéine — médicament] menant & la distinction du médicament sous une forme libre et
sous forme liée. La liaison médicament-protéine est réversible. Elle répond a la loi d’action de

masse :
Médicament libre + protéine plasmatique <> médicament lié a la protéine

Seule la forme libre du médicament est active pharmacologiquement. La forme liée est inactive
pharmacologiquement et ne peut diffuser pour atteindre son lieu d’action. Cette inactivité n’est que
temporaire car les formes liée et libre sont en équilibre réversible. Au fur et a mesure de la
disparition de la forme libre (par diffusion vers les tissus ou €limination), il y a passage de la forme
liée vers la forme libre. Différentes protéines plasmatiques sont impliquées dans la fixation des
médicaments : ¢ ’albumine ¢ ’al glycoprotéine acide ¢ les lipoprotéines ¢ la y globuline.
L’albumine et I’al glycoprotéine acide sont les deux principales protéines impliquées dans la
fixation des médicaments. La fixation aux protéines plasmatiques dépend des caractéristiques acido-

basiques des médicaments [3].

Un sujet de 70 kg a environ 5 litres de sang, ce qui équivaut a 3 litres de plasma. Le plasma
est défini comme la phase liquide du sang et consiste en un liquide résiduel obtenu apres
coagulation du sang (environ 55% du volume sanguin). Le plasma est composé d'eau (91%) et de
protéines (7%), mais contient également des sels, des glucides, des lipides, des vitamines et des
hormones. Dans un plasma adulte sain, la concentration totale en protéines est habituellement
évaluee entre 60 et 85 g / L. Au premier rang figure le Sérum Albumine Humaine (SAH), chez un

sujet normal la concentration d‘Albumine peut aller de 35 & 50 g/L avec une moyenne de 41.8¢g/L,
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la protéine la plus abondante dans le plasma sanguin humain, au plan qualitatif, elle représente 60%

[6], suivit des alglycoprotéines (0.4 & 1.0 g/L) et autres protéine.

11.3.1. Albumine

La molécule d'albumine contient plusieurs sites de liaison avec une affinité différente pour

différents espéces (Figure 11.3).

Domain llI Domain |

Drug site Il = Drug binding site Ill

(benzodiazepine binding site) * Camptothecin

Thyroxin 9-amino-

Propofol o Camptothecin

Diazepam = Etoposide

Ibuprofen [ RN\ N Teniposide

% \ - . Bicalutamide

Idarubicin

Domain Il

* Drugsite |l
(warfarin binding site)
Azapropazone
Indomethacin
Phenylbutazone
AZT
Salicylic acid
Cinnamic acid

Figure 11.3. Structure tridimensionnelle de I'albumine et sites de liaison aux médicaments. Elle est
composée de trois domaines (I-111) mis en évidence avec des couleurs différentes (bleu clair-
domaine I ; vert- domaine Il ; domaine rose I11). Les autres sites de liaison interagissant avec les

ions, les petites molécules et les peptides ne sont pas représentés [7].

Lalbumine est la protéine la plus importante dans le sang humain, de masse moléculaire
d‘environ 66 kDa, elle est trés abondante dans le plasma (~40 g/L), et porte une charge négative au
pH physiologique. Capable de fixer des ligands endogenes (acides gras et ions metalliques) ainsi
que des ligans exogenes (médicaments) [8]. Deux sites de liaison incluant différents domaines
sensibles au pH ont été identifiés sur la molécule d‘albumine, les médicaments pouvant se fixer sur

1‘un ou I‘autre des deux sites ou sur les deux [9]. Les médicaments de nature basique, peu ionisés au

KHAOUANE Affaf Page 38



Prédiction des paramétres Pharmacocinétiques des médicaments par les RNA-QSAR

pH plasmatique, semblent se lier sur 1‘albumine mais aussi sur d‘autres fractions protéiques
circulantes, de fagcon non spécifique, avec une faible affinité, sur un grand nombre de sites. A
lI‘inverse, les médicaments de nature acide, fortement ionisés a pH 7,4, se fixent en quasi-totalité a
1‘albumine avec une forte affinité et sur un petit nombre de sites. Compte tenu de la fixation
exclusive sur ‘albumine et du petit nombre de sites offert, la fixation protéique de ces médicaments
dépend de I1‘albuminémic et il peut exister des saturations dans diverses circonstances
physiologiques ou pathologiques accompagnées d‘hypo albuminémie, telles que 1‘4ge,
I‘insuffisance hépatique ou I‘insuffisance rénale. En effet, la concentration d‘albumine dans le
plasma a la naissance, qui est en moyenne de 35 a 37 g/L, augmente lentement durant la premiere
année de vie pour atteindre une concentration d‘environ 50 g/L chez 1‘adulte [10]. Cette diminution
de I‘albuminémie chez les nouveau-nés et les jeunes enfants risque de provoquer une augmentation
de la fraction libre des médicaments, d‘autant plus que I1‘albumine feetale présente une affinité
moindre pour les médicaments que 1‘albumine de 1‘adulte [11]. Au plan pathologique, 1‘insuffisance
rénale entraine une hypo albuminémie due a une perte urinaire de protéines, a une diminution de la
synthese protéique et a une moindre resorption des acides aminés. De plus, des changements de
conformation de 1‘albumine ont été mis en évidence dans 1‘insuffisance rénale, ce qui pourrait étre a
I‘origine d‘une diminution d‘affinité de la protéine [12]. De méme, l‘insuffisance hépatique
s‘accompagne trés souvent d‘une hypo albuminémie, conséquence de la diminution de la synthese

hépatique des protéines et d“un nombre de sites de fixation réduit.

11.3.2. Acide Alpha-1-glycoprotéine

L‘acide alpha-1-glycoprotéine est une molécule de poids moléculaire de (~38-48 kDa) et
dont la concentration physiologique est faible (~0,4 & 1,0 g/L). Les médicaments basiques et neutres
s‘y lient sur un site de fixation avec une forte affinité. Cette liaison peut étre rapidement saturable.
La concentration en alpha-1-glycoprotéine acide varie en fonction de 1‘age. Faible a la naissance,
augmente au cours de la premiéere année de vie pour atteindre des valeurs similaires a celles de
1‘adulte (0.55-14mg/ml chez un adulte sain). Une diminution de la concentration sanguine d‘alpha-
1- glycoprotéine acide peut s‘observer au cours d‘une insuffisance hépatique, notamment en cas de
dénutrition, ou d‘une fuite excessive par le rein en cas de syndrome néphrotique. Une augmentation
de concentration traduit un état inflammatoire, une infection ou une insuffisance rénale, le rein étant

alors incapable d*éliminer correctement cette protéine [13].
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11.3.3. Autres protéines

Les lipoprotéines fixent les medicaments les plus lipophiles. On constate parfois une fixation
sur les gammaglobulines, celles-ci étant le plus souvent trés faibles et non saturables. Des fixations
additionnelles peuvent également étre mises en evidence sur les globules rouges, les leucocytes et

les plaquettes [14].

11.4. Parametres de la fixation protéique des médicaments

La liaison des médicaments aux protéines plasmatiques est un phénomene dynamique qui
dépend du nombre de sites de fixation sur la protéine, de la constante d’affinit¢ et de la
concentration molaire en protéine [15]. Les modes de fixation different selon la structure chimique
et les caractéristiques physicochimiques du médicament. Il existe plusieurs types de fixation aux
protéines plasmatiques, qui expliquent les différentes affinités. 1l est possible de classer la fixation
des médicaments aux protéines en deux catégories selon leur force, c'est-a-dire leur affinité :
Liaisons faibles au labiles, de type hydrogénes ou hydrophobes. Liaisons fortes de type ioniques
plus rarement de type covalentes. Les premiéres caractérisent les médicaments a faible affinité, elles
sont facilement révisables et dissociables. Les secondes sont propres aux médicaments a forte
affinité, elles sont stables et difficiles « a briser ». Des données suffisantes de liaisons doivent étre
obtenues pour que les paramétres de liaison aux protéines puissent étre calculés. Spécifiqguement,
les parameétres caractérisant la force de I'association médicament-protéine, le nombre de classes de
sites de liaison et le nombre de sites de liaison par classe/protéine doivent étre déterminés. La
connaissance de ces paramétres de liaison aux protéines est essentielle pour I'évaluation des

implications pharmacocinétiques de la liaison aux médicaments [16].

11.4.1. Affinité

La fixation d’un médicament M sur une protéine P résulte d’un équilibre réversible entre la

forme libre [M] et la forme liée [MP] qui obéit a la loi d’action de masse :

(11.2)

[M]+ [P] _ " [MP]

Seule la forme libre [M] est active et peut diffuser a travers les membranes. La forme liée
[MP] peut étre considérée comme une forme de stockage qui ne traverse pas les membranes.

L’affinité définit la solidité de la fixation du médicament a la protéine. Selon la loi d’action de
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masse, Ka étant la constante d’affinité du médicament pour la protéine exprimée en litre/mol, on a a

I’équilibre [17] :

Ka = [MP]/([M] * [P]) (11.4)

11.4.2. Sites de fixation

La liaison des médicaments aux protéines s’effectue sur des sites localisés a la surface des
protéines. On appelle généralement n le nombre de sites de fixation. Il peut exister plusieurs
familles de sites sur une protéine et, pour un médicament donné, une protéine offre un ou plusieurs
sites de fixation appartenant a une ou plusieurs classes, chacune caractérisée par des affinités
différentes. Des phénomenes de compétition de fixation peuvent se développer entre plusieurs
médicaments lorsqu’une protéine ne posséde qu’un nombre limité de sites communs aux substances
présentes. Si deux médicaments, de méme nature, se fixant sur les mémes sites, sont administres
simultanément, celui qui a la plus forte affinité se fixant préférentiellement, déplace ou empéche la
fixation de l’autre. Ce phénomeéne de compétition peut aussi survenir avec des substances
endogénes, telles que la bilirubine par exemple, qui est aussi fixée a I’albumine et peut entrer en
compétition avec les médicaments acides, entrainant une defixation protéique de ces médicaments
[17].

11.4.3. Pourcentage de fixation

Le paramétre de liaison le plus utilisé est le pourcentage de liaison du médicament aux
protéines plasmatiques. La fraction liée aux protéines (fb) et la fraction non liée ou libre (fu) auront
des valeurs comprises entre 0 et 100%. Si la valeur de fb est supérieure a 90%, on considere que la
liaison aux protéines est importante, alors que des valeurs de fb inférieures a 20% indiquent que la
liaison est faible ou négligeable. Les valeurs de fb et fu seront déterminées par les relations

suivantes :
fb = ([Concentration de la forme liée] / [Concentration des formes libre + liée])  (11.5)

fb = Concentration plasmatique totale * 100 (11.6)

fu = 100- fb (11.7)

Ce pourcentage de fixation est directement fonction du produit n*[P]*Ka.
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Avec n : le nombre de sites de fixation ; Ka : la constante d’affinité du médicament pour la protéine

et [P] : la concentration molaire en protéine [17].

11.5. Conséquences des modifications de la fixation protéique

11.5.1. Conséquences pharmacocinétiques

Le volume de distribution d’un médicament dépend de la fixation plasmatique et de la

fixation tissulaire :
V=VP+VT * fu/fuT (11.8)

Avec fu : la fraction libre plasmatique ; fuT : la fraction libre tissulaire ; VT : le volume tissulaire et

VP le volume plasmatique.

Pour les médicaments ayant un volume de distribution supérieur ou égal a 30 L (environ 0,5 L/kg),
toute modification de la fraction libre plasmatique entrainera une modification du volume de
distribution [18]. Cependant, les conséquences de cette modification de la fraction libre plasmatique
seront faibles car la fixation tissulaire du médicament est tres supérieure a la fixation aux protéines
plasmatiques. En résumé, la fixation aux protéines plasmatiques n’est un facteur limitant la
distribution d’un médicament que si elle s’effectue avec une affinité plus forte que celle de la
fixation tissulaire. Une modification de la fraction libre peut également influencer la vitesse
d’élimination d’un médicament éliminé principalement par biotransformations hépatiques et donc

sa clairance hépatique définie par I’équation suivante :

CLH = (QH * fu * CLi)/(QH + fu * CLi) (11.9)

Avec CIH : la clairance hépatique ; QH : le débit sanguin hépatique ; Cli : la clairance intrinséque et
fu : la fraction libre [18] . Pour les médicaments a coefficient d’extraction hépatique élevé (E > 0,7),
QH << fu x Cli, la clairance hépatique est indépendante de la fraction libre et ne dépend que du
débit hépatique QH. Pour les médicaments a coefficient d’extraction hépatique faible (E < 0,3),
QH >> fu x Cli, la clairance dépend de la fraction libre du médicament. Toute élévation de la
fraction libre augmentera la clairance [18]. Enfin, la filtration glomérulaire d’un médicament est

limitée par sa fixation protéique. La clairance rénale des médicaments excrétés uniquement par
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filtration glomérulaire est directement liée & la fraction libre du médicament et au débit de filtration
glomérulaire. La filtration glomérulaire est d’autant plus faible que la fixation protéique est élevée.
Ainsi, des variations dans la concentration d’albumine peuvent entrainer des modifications des

parametres pharmacocinétiques des médicaments qui y sont lies [19].

11.5.2. Conséquences cliniques

Les conséquences pharmacocinétiques d’une modification de la fixation protéique n’auront
pas toujours de répercussions au niveau clinique. En effet, une modification de la fixation aux
protéines plasmatiques entraine instantanément un changement de la concentration de médicament
libre, de fagon transitoire, jusqu’a ce que le complexe médicament-protéine se dissocie et libére le
médicament libre, non fixé. Lors de cette dissociation du médicament des protéines plasmatiques,
I’augmentation de la fraction libre s’accompagne d’un accroissement de la concentration libre,
disponible pour I’élimination et la distribution tissulaire. Les deux formes libres et liées du
médicament étant en équilibre réversible, au fur et a mesure de la disparition de la forme libre
diffusant vers les tissus ou se trouvant ¢liminée, il y a passage d’une certaine proportion de forme
liée sous forme libre. La concentration libre active du médicament reste inchangée, il est donc peu
probable que I’activité du médicament soit modifiée [18]. Les conséquences pharmacocinétiques de
la défixation protéique seront plus importantes pour un médicament fixé a plus de 90-95%, c'est-a-
dire pour lequel une faible défixation protéique entrainera une grande augmentation de la fraction

libre active.

11.6. Méthodes analytiques pour I’étude de la fixation protéique des

médicaments

L'importance de la fraction libre du médicament (non liée aux protéines plasmatiques) pour
la distribution dans les tissus pathologiques et les organes de clairance a incité de nombreuses
sociétés de recherche biomédicale a mettre en ceuvre des méthodes analytiques dans le but d‘étudier
la liaison des médicaments aux protéines plasmatiques. Ces techniques de séparation et d‘étude sont
trés nombreuses, continuellement développées et bien décrites [20, 21]. Les approches utilisées
pour étudier les interactions de la liaison des médicaments aux protéines plasmatiques sont divisées
en approches séparatives et non séparatives (Figure 11.4). Le premier groupe implique la séparation
du ligand libre de I'espéce liée et est utilisé pour déterminer directement soit la concentration du

médicament non lié, soit la concentration du médicament lié [22]. Le deuxiéme groupe s'appuie sur
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détection d'une modification d'une propriété physico-chimique de soit le ligand soit la protéine en
raison de la liaison [23].

Méthodes utilisées pour évaluer la liaison
“ des médicaments aux protéines
plasmatiques
I

| Méthodes Méthodes non
u séparatives U séparatives

| .' | l_ - |

~ ED, UF, . _ -
4 uc Perturbation des . Perturbation des propriétés
[k LC ' u propriétés du ligand u de la protéine

y

Yy " y

" Spectroscopie 4 SPR

\

Figure 11.4. Méthodes séparatives et non séparatives utilisées pour évaluer la liaison des

médicaments aux protéines plasmatiques [24].

Plusieurs méthodes sont utilisées pour la détermination de la liaison des médicaments aux
protéines plasmatiques : elles comprennent la microdialyse, la dialyse a I'équilibre ED,
l'ultrafiltration UF, la dialyse dynamique, l'ultracentrifugation UC, chromatographie en phase
liquide LC, la filtration sur gel, I'électrophorése CE, la spectroscopie des plasmons de surface SPR,
la spectrophotométrie et les méthodes cinétiques enzymatiques. Dans ce travail, nous avons détaillé
trois techniques analytiques in vitro (Technique de précipitation, d‘ultrafiltration et de dialyse a

1‘équilibre).

11.6.1. La microdialyse

La microdialyse est une méthode développée pour la mesure des concentrations de
médicament non liées. Cest la seule méthode permettant de déterminer in vivo les concentrations

de médicament non liées dans le plasma, les tissus et d‘autres liquides biologiques tels que le
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liquide céphalorachidien. Une sonde de microdialyse contenant une membrane de dialyse est
implantée chirurgicalement dans un vaisseau sanguin, un espace contenant un fluide ou un espace
tissulaire. Le tampon de dialysat est pompé a faible débit a travers la sonde et le médicament non lié
dans le sang ou le liquide tissulaire diffuse a travers la membrane dans la sonde via un gradient de
concentration. Le dialysat est collecté au fil du temps et analysé pour déterminer les concentrations
de médicament non liées (Cu). Comme cette méthode ne mesure que les concentrations de
médicament non liées, aucune information sur la concentration totale de médicament (Ct) ou la
concentration de médicament liée (Cb) n‘est obtenue a partir d‘expériences de microdialyse. Pour
déterminer (Ct), les échantillons de plasma doivent étre préleves et analysés séparément. Cb peut
alors étre calculé a partir de Ct - Cu. Etant donné que I'équilibre n'est pas atteint, il est essentiel que
la récupération du médicament au cours de la microdialyse soit quantifiée. Un procédé in vitro y
parvient en placant la sonde de microdialyse dans un tampon contenant une concentration connue
de medicament (C tampon). La concentration du médicament du dialysat apres perfusion de la
solution (C dialysat) peut étre déterminée et utilisée pour calculer la récupération. La récupération

peut ensuite étre calculée comme indiqué dans I'équation [25, 26] :

(C dialysat)

concentration de medicament non liées =
(C tompan)

(11.10)

11.6.2. Précipitation

La précipitation des protéines a partir de fluides biologiques a été observée depuis des
milliers d'années (par exemple, la précipitation de la caséine a partir du lait par un acide dilué).
Cependant, le fractionnement du plasma humain par les méthodes de précipitations a été reporté au
cours de la seconde guerre mondiale et a rendu possible la préparation de nombreux composants
protéiques du plasma humain [27]. La précipitation des protéines est déterminée par quatre
variables : le pH, la force ionique, la température et la concentration en protéines. De nombreuses
techniques ont été développées pour la précipitation des protéines en modifiant un ou plusieurs de
ces parameétres (par exemple en utilisant 1‘éthanol ou 1°acide trichloracétique ATC) [28]. L*‘ATC
conduit a une forte diminution du pH, entrainant une dénaturation et par conséquent une
précipitation de la protéine. Une étude réalisée par Sivaraman et collaborateurs [29] a montré que
les trois groupes chloro de la molécule jouent également un réle important dans la précipitation des

protéines.

KHAOUANE Affaf Page 45



Prédiction des paramétres Pharmacocinétiques des médicaments par les RNA-QSAR

11.6.3. Ultrafiltration

L'ultrafiltration est une technique rapide, efficace et simple pour la détermination de la
fraction libre du médicament. L'avantage fondamental de cette méthode est qu'elle ne nécessite pas
I'utilisation d'un tampon pour les mesures de liaison aux protéines et peut également étre appliquée
a différents types de matrices biologiques, y compris les homogénats tissulaires. L'ultrafiltration
(UF) avec des membranes d'exclusion de tailles semi-perméables produit une séparation du
médicament libre des macromolécules en utilisant un gradient de pression, qui force les petites
molécules a traverser la membrane. Cette méthode de séparation du ligand lié du ligand libre est
extrémement populaire en raison de la manipulation facile d'un grand nombre d'échantillons, ainsi
que de la disponibilitt commerciale d'une variété de dispositifs de filtration [30]. Durant
l'ultrafiltration d'une solution protéique contenant un ligand, le volume total de solutions
d'ultrafiltrat plus de rétentat doit étre égal au volume de la solution initiale. De plus, la
concentration en ligand libre sera constante dans l'ultrafiltrat et le rétentat. Toute diminution de la
concentration de ligand libre entrainerait une dissociation du ligand lié selon la loi de I'action de
masse. Le rapport ligand lié / concentration de protéine libre dans le rétentat est indépendant du
volume d'ultrafiltrat. Néanmoins, il a été montré que la concentration en ligand libre est constante
au cours du procédé, a condition que le volume d'ultrafiltrat n'excede pas 40% du volume initial
introduit [31].

11.6.4. Dialyse a I’équilibre

Dans la recherche fondamentale, la dialyse a I'équilibre (DE) est la méthode la plus
fréquemment utilisée pour la détermination de la liaison des médicaments aux protéines
plasmatiques. Bien qu'il n'y ait pas de «méthode standard» pour mesurer la liaison, la DE est
souvent considérée comme la «méthode de référence» pour la détermination du profil de liaison
médicament-protéine. Davis [32] et Klotz [33] ont été les premiers a utiliser la dialyse a I'équilibre
pour étudier la liaison des ligands de masse moléculaire faible (PM inferieur a 1000) aux protéines.
Cette méthode est encore largement utilisée pour déterminer les parametres de liaison caractérisant
I'interaction de ligands ou de médicaments avec des biopolymeéres tels que les protéines
plasmatiques [15]. Cette technique utilise une cellule de dialyse qui contient 2 reéservoirs sépares par
une membrane de dialyse semi-perméable (Généralement en cellulose), cette membrane est
disponible dans divers seuils de poids moléculaire et doit étre choisie en fonction du poids
moléculaire des composés et des protéines d'intérét. Le plasma et le tampon sont placés dans leurs
réservoirs respectifs séparés par la membrane de dialyse. Le systeme doit étre incubé a la

température physiologique (37°C) et laissé atteindre I'équilibre. Apres avoir atteint I'equilibre, le
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fluide de chaque réservoir est retiré et analysé pour la concentration du médicament. Puisque la
concentration du médicament apres la dialyse dans le réservoir tampon est en équilibre avec la
concentration du médicament dans le réservoir de protéines, la concentration du médicament dans le
tampon est dite libre (concentration unbound: Cu). Le temps d'équilibre est une variable importante
dans la dialyse a I'équilibre. Pour que cette méthode soit valide, le médicament non lié dans les
compartiments tampon et plasma doit étre a I'équilibre [30]. Par conséquent, des expériences
préliminaires devraient étre effectuées pour déterminer le temps nécessaire pour atteindre
I'équilibre. Au moment ou aucun changement n'est détecté dans les concentrations de protéines et de
tampon entre plusieurs points temporels, a ce moment-1a, on peut dire qu‘un équilibre a été atteint.
Il existe plusieurs variables qui doivent étre contrdlées dans des expériences de dialyse a I'équilibre
afin d'obtenir des résultats précis. Le pH plasmatique doit étre ajusté au pH physiologique (7.4), car
la liaison aux protéines plasmatiques peut dépendre du pH. La dialyse a I'équilibre étant une
technique in vitro, la solution tampon utilisée n'est pas physiologiquement identique au sérum. Les
ions dans le tampon peuvent affecter la liaison du médicament aux protéines plasmatiques. Des
déplacements de fluide du compartiment tampon vers le compartiment plasmatique peuvent se
produire en raison de la pression osmotique exercée par les protéines plasmatiques. Ceci entraine
une dilution des protéines plasmatiques. Des facteurs de correction mathématiques ont également
été développés pour corriger les changements de fluides. Dans une expérience typique de dialyse a
I'équilibre, s‘il n'y a pas d'altération du ligand ou de la (des) protéine (s), le systéme atteint un état
d'équilibre connu sous le nom « d'état stationnaire», la concentration de ligand lié est égale a la
différence entre les concentrations totales de ligand (liées et libres) des solutions présentes dans
chaque compartiment. Selon la loi de Fick, la vitesse de diffusion du ligand est fonction de la
surface et de I'épaisseur de la membrane, du gradient de concentration, des volumes des
compartiments et du coefficient de diffusion. Cette derniere quantité, qui caractérise une molécule
de ligand particuliere, est fonction de la masse moléculaire du ligand et de la température (le taux de
dialyse augmente avec la température). Evidemment, la membrane doit étre choisie de maniére a
obtenir la plus grande vitesse de diffusion du ligand avec la capacité de rétention la plus élevée pour

toutes les protéines.
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11.7. Applications des approches in silico dans I’étude da la fixation protéique

des médicaments

La liaison aux protéines plasmatiques joue un réle clé dans la pharmacothérapie qui affecte
la pharmacocinétique et la pharmacodynamique du médicament, car elles sont souvent directement

liées a la concentration de médicament libre dans le plasma [34].

Ces derniéres anneées, plusieurs modeles d'intelligence artificielle QSAR ont été développés
pour prédire la liaison aux protéines plasmatiques. Dans ce paragraphe, il sera question d’une revue
bibliographique sur les différentes méthodes in sillico utilisée pour prédire la valeur de la liaison
des médicaments aux protéines plasmatiques. Cette section résume ces travaux, lesquels sont

présentés par ordre chronologique de publication.

Dans une étude datant de 2000, Roustem Saiakhov et ses collaborateurs ont construits Une
base de données comportant le taux de liaison aux protéines plasmatique de 154 médicaments et ils
I’ont fait soumettre au programme M-CASE (The Multiple Computer-Automated Structure
Evaluation program) qui a séparé I'ensemble de données total en groupes de médicaments ayant des
caractéristiques structurelles communes. 1ls ont supposé que les molécules d'un méme sous-
ensemble agissent par le méme mécanisme. Ainsi Pour chacun de ces groupes, une relation
quantitative structure-activité (QSAR) a été obtenue. Le processus est totalement automatisé et se
déroule sans intervention humaine .ainsi, Le modéle, composé de plusieurs modeles QSAR locaux,
était capable de prédire avec précision le pourcentage de liaison aux protéines pour 80% des

médicaments inclus dans la base de données avec une erreur moyenne de seulement ~14 % [35].

Durant la méme année, S. Agatonovic-Kustrin avec ces Co- auteurs ont mené une étude dont
Le but était de développer un modeéle de réseau neuronal génétiqgue (GNN) pour prédire la quantité
des meédicaments transférée dans le lait maternelle. Des architectures de perceptron multicouche
(MLP) ont été utilisées pour corréler I'activité avec les descripteurs qui ont éteé présélectionnés par
un modele d'algorithme génétique. Une Forte corrélation entre les valeurs prédites et expérimental a
été observé (R?>0.96) pour le meilleur modéle ANN (26-5-5-1) [36].

En 2002, Gilles Klopman et ses collegues ont développé un modele basé sur une méthode
appelé méthode de groupe de contribution modifiée dans laquelle les paramétres de base sont des
descripteurs structuraux identifiés par le programme ’ CAS’. Le modele comprend 37 descripteurs
structurels dérivés des structures chimiques d'un ensemble de données contenant 417 médicaments.
Le modele a pu prédire le pourcentage de médicament absorbé par le tractus gastro-intestinal avec

un R 2 de 0,79 des composés de I'ensemble d'apprentissage [37].
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Deux ans plus tard, Joseph VTurner avec ses collaborateurs ont réalisé une étude dans
laquelle ils ont utilisé des réseaux de neurones artificiels (ANN) pour la prédiction des clairances,
de la fraction liée aux protéines plasmatiques et du volume de distribution d'une série de composés.
Un certain nombre de descripteurs théoriques ont été générés a partir des structures de
médicaments. La corrélations pour les composes de test était de 0,992 Pour la liaison au protéines
plasmatiques [38].

En 2006, Dans leur travail, Junmei Wang et ses amis chercheurs ont appliqué un
algorithme génétique (GA) pour construire un ensemble de modéles QSPR (relation quantitative
structure-propriété) pour la biodisponibilité orale absolue humaine, la liaison aux protéines
plasmatiques et I'excrétion urinaire en utilisant le nombre de fragments moléculaires comme

descripteurs [39].

Durant la méme période Joseph R. Votano et ses confréres ont employé Quatre techniques
de modélisation, utilisant des descripteurs topologiques pour représenter la structure moléculaire,
pour produire des modéles de liaison aux protéines sériques humaines sur un ensemble de données
de 1008 valeurs expérimentales, soigneusement sélectionnées a partir de sources accessibles au
public. Les données ont été réparties en un ensemble d'apprentissage de 808 composés et un
ensemble de test de validation externe de 200 composeés. Les quatre techniques de modélisation
comprennent la régression linéaire multiple (MLR), les réseaux de neurones artificiels (ANN), les
k-plus proches voisins (KNN) et les machines a vecteurs de support (SVM). Les coefficients de
corrélation des ensembles d'apprentissage et I'erreur absolue moyenne variaient de R 2= 0,90 et
MAE = 7,6 pour ANN aR?2= 0,61 et MAE = 16,2 pour MLR. Les résultats de prédiction de
I'ensemble de validation ont produit des coefficients de corrélation et des erreurs absolues
moyennes allant de R 2= 0,70 et MAE = 14,1 pour ANN & un minimum de R ? = 0,59 et MAE =
18,3 pour le modele SVM [40].

Un an plus tard, Tiago L. Moda et ses camarades ont utilisé une méthode appelée
Hologram quantitative structure-activity relationships (HQSAR). HQSAR ne nécessite que des
structures 2D et la valeur de la propriété d'intérét comme entrées. Les analyses, les calculs et les
visualisations de la modélisation HQSAR ont été effectués a l'aide du package SYBYL 7.3
(Triposinc., Saint-Louis, Etats-Unis). Le meilleur modeéle statistique (Q? = 0,72, R? = 0,91) a été
utilisé pour prédire le PPB de 62 composés de test [41].

Dans une étude, datant de 2008, Chang-Ying Ma et ses partenaires ont utilisé une méthode

appelé (GA — CG — SVM) : les machine a vecteurs de support (SVM) combinée a I'algorithme
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génétique (GA) pour la sélection des caractéristiques et la méthode du gradient conjugué (CG) pour
I'optimisation des parametres afin de faire la prédiction de la protéine plasmatique humaine
(PPBR).ils ont utilisé Five-fold cross-validation pour la validation interne qui a donné une précision

de 86%. Tandis que le validation externe a donné une précision de 81% [42].

En 2011, Une nouvelle méthode adopté par Haiyan Li et ses collaborateurs, appelée analyse
QSAR issu de I’interaction des protéines plasmatiques (PPI-QSAR) a été utilisée pour construire les
modeles QSAR afin de prédire la liaison aux protéines plasmatiques humaines. Le modéle in silico
pour un ensemble de données de 65 antibiotiques a été construit par la méthode de régression
linéaire multiple et validé par l'analyse résiduelle. Les valeurs de R? et Q? pour l'ensemble de
données complet étaient de 0,87 et 0,77, respectivement, et pour l'ensemble d'apprentissage ils
étaient de 0,86 et 0,72, respectivement [43].

En 2012, ZVETANKA ZHIVKOVA et ses Co-auteurs ont focalisé leurs études sur un
ensemble de 132 médicaments acides liés aux protéines plasmatiques. Ils ont développé une
relations quantitatives structure-protéine plasmatique (QSPPBR) pour prédire leur fraction non liée
dans le plasma (fu) a l'aide de 178 descripteurs moléculaires a partir des logiciels ACD/ LogD
version 9.08 (Advanced Chemistry Development Inc., Ontario, Canada) et MDL QSAR version 2.2
(MDL Information Systems, Inc., San Leandro, California). La sélection des variables s’est faites
par algorithme génétique et le modele a été établie par la régression pas a pas. Le modeéle final a une
valeur R? de 0,771, une valeur Q? de 0,737 [44].

En 2013, Taravat Ghafourian et ses collegues ont sélectionnés Les valeurs de liaison aux
protéines pour 794 composés a partir de la littérature. Les données ont été réparties en un ensemble
d'apprentissage de 662 composés et un ensemble de validation externe de 132 composés. Les
descripteurs ont été calculés pour chaque composé a l'aide des logiciels ACD labs/logD, MOE
(Chemical Computing Group) et Symyx QSAR. lls onts construits leurs modeles utilisant une
analyse de régression pas a pas, des arbres de classification et de régression (CART), des arbres
boostés et les foréts aléatoire. Le meilleur modele était celui de modele d'arbre de régression boosté
qui avait une erreur absolue moyenne pour I'ensemble d'apprentissage de 13,25 et pour I'ensemble
de validation de 14,96 [45].

En 2014, abhishek singh chauhan et ses adjoints ont séparé leurs base de donne de 715
médicaments en deux séries contenant les médicaments a haut valeur de ppb et ceux ayant une
faible valeur de ppb. Ils ont utilisés les logiciels TSAR, DRAGON et SCHRODINGER pour

extraire 295 descripteurs puis ils ont sélectionné 95 descripteurs a travers difféerentes méthodes
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statistiques qu’ils ont utilisés comme entrée pour un algorithme SVM et un modéle ANN. Dans la
méthode ANN, ils ont obtenu une précision de 95 % pour les données d'apprentissage et 86% pour
les données de test. Tandis que pour la méthode SVM, ils ont obtenus une précision de 90 % pour

les données d’apprentissage et 80 % pour les donnes données de test [46].

En 2016, Anu Grover et ses camarades ont selectionné une base de donne de 39
céphalosporines a partir de la littérature. Seuls les descripteurs significatifs calculés par QikProp et
CODESSA ont été prises dans 1’étude de RLM (régression linéaire multiple). Ils ont obtenue
d’Excellentes corrélations pour les liaisons aux protéines pour la série des céphalosporines qui a
utilisé plus de 4 descripteurs. Avec un R2 élevé (~0,82) et un Q2 (~0,54) [47].

En 2017, Ning-NingWang et ses compagnons ont collecté une base de donnes de 1830
médicaments. Ils ont utilisé la combinaison d’un algorithme génétique (NSGA-II) avec la
régression des moindres carrés ((PLS) pour la sélection des descripteurs les plus pertinents qu’ils
ont utilisés comme entrée pour cing modéles prédictives (random forest (RF), support vector
machine (SVM), Cubist, Gaussian process (GP), et Boosting). Ils ont obtenu un modele de
consensus (pour une validation croisée quintuple : Q% = 0,750 ; RMSE = 16,151). En outre, un
ensemble de tests et deux ensembles de données de validation externes ont été appliqués pour
valider sa robustesse et sa praticité. Pour I'ensemble de test, R? = 0,787 et RMSE = 14,154 ; lorsque
deux ensembles de données externes ont été appliqués, ils ont obtenus R? = 0,704 et 0,703, RMSE =
18,194 et 17,233 respectivement [48].

En 2018, Lixia Sun et ses co-travailleur, dans leurs études, 967 valeurs de fractions liées aux
protéines plasmatiques (fb) ont été utilisés pour construire des modeles de relation quantitative
structure-activité (QSAR) par six algorithmes d’apprentissage avec 26 descripteurs moléculaires :
random forest (RF), boost tree (BT), multiple linear regression (MLR), k-nearest neighbor (KNN),
support vector regression (SVR), et multi-layer neural network (MNN). Les performances du
modeéle ont éte estimees par une validation croisée décuplée et trois ensembles de validation
externes comprenant respectivement 242 produits pharmaceutiques, 397 produits industriels et 231
produits chimiques nouvellement congus. Les modéles ont montré d'excellentes performances pour

I'ensemble du test, avec une erreur absolue moyenne (MAE) allant de 0,126 a 0,178 [49].

En 2018 aussi, Rajnish Kumar ses amis. Ont utilisé un ensemble de données de 736
médicaments pour faire des prédictions de la liaison des médicaments aux protéines plasmatiques
en utilisant Support vector machine, Artificial neural network, k- nearest neighbor, Probabilistic

neural network, Partial least square et Linear discriminant analysis. Le meilleur modéle était celui
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utilisant Support vector machine. la précision de l'ensemble d'apprentissage, de l'ensemble de
validation, 1’exactitude, la précision, la sensibilité, la spécificité et le score F1 pour Support vector
machine se sont révélés étre 89,73 %, 89,97 %, 92,56 %, 87,26 %, 91,97 % et 0,898,

respectivement [50].

En 2019, Cosimo Toma et all. Ont tiré 670 valeurs de plasma protéine binding de la
littérature. Puis ils utilisé deux approches pour obtenir des modeles QSAR pour PPB. Le premier
applique des algorithmes d'apprentissage automatique sur des descripteurs moléculaires basés sur
les caractéristiques chimiques des composes. La deuxiéme approche a utilisé le logiciel CORAL qui
implémente un algorithme d'extraction de descripteurs a partir d'une chaine SMILES.les
descripteurs obtenues ont été utilisés dans 1’algorithme Random Forest pour faire la prédiction. La
validation interne des modeles sélectionnés a donné des valeurs Q? proches de 0,60. La validation
externe a également donné des valeurs de R? toujours supérieures & 0,60. Le modeéle basé sur le

descripteur CORAL pour était le meilleur, avec R? =0,74 en validation externe [51].

YawenYuan ses partenaires ont construit en 2020 un modele global de relation quantitative
structure-activité (QSAR) de PPB sur la base d'un vaste ensemble d'entrainement comprenant plus
de 5000 composes pour représenter une grande diversité structurelle.ils ont proposé une nouvelle
stratégie pour construire des modéles pour différents niveaux de liaison. Le meilleur modéle a
donné une erreur absolue moyenne (MAE) de 0.076 sur I'ensemble de test qui est une valeur
beaucoup plus faible que les modeles publiés et a donné une MAE égale a 0.041 et cela pour les

niveaux élevé de liaison plasmatiques (0,8-1) [52].

En 2021, Jianan Li ses collégues ont développé une méthode de prédiction qu’ils ont appelé
CycPeptPPB (cyclique peptife for plasma protéine binding) en utilisant les réseaux de neurone
convolutionaire 1D-CNN. L’anneau macrocyclique des peptides cycliques a été décomposé. Les
descripteurs basés sur les résidus de décomposition ont été organisés en fonction des informations
obtenue du peptide cyclique. De plus, une méthode d'augmentation des données a été utilisee.
CycPeptPPB a présente d'excellentes performances, avec une erreur absolue moyenne (MAE) de
4,79 % et un coefficient de corrélation (R) de 0,92 [53].

En 2022, Chaofeng Lou et ses confréres ont introduit IDL-PPBopt, une stratégie de calcul
pour prédire et optimiser la valeur de la liaison aux protéines plasmatiques (PPB) basée sur une
méthode d'apprentissage en profondeur interprétable. Au début, un ensemble de données PPB
organisé a été utilisé pour construire un modeéle d'apprentissage en profondeur interprétable, qui a

montré d'excellentes performances prédictives avec une erreur quadratique moyenne de 0,112 pour
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I'ensemble de test. Ensuite, ils ont congu un protocole de détection base sur le modeéle et sur le test
de Wilcoxon pour identifier les sous-structures liées au PPB (nommeées sous-structures privilégiées,
PSubs) pour chaque molécule. Au total, 22 sous-structures privilégiées genérales (GPSubs) ont été
identifiées, qui partagent certaines caractéristiques.ils ont démontré que ces paires de sous-
structures étaient également applicables en dehors de I'ensemble d'apprentissage et ont personnalisé
en conséquence les schémas de modification structurelle pour chaque GPSub, ce qui a fourni des
alternatives pour I'optimisation de la propriété PPB. Par conséquent, IDL-PPBopt fournit un schéma
prometteur pour la prédiction et I'optimisation de la propriété PPB et serait utile pour I'optimisation

principale d'autres propriétés pharmacocinétiques [54].

11.8. Conclusion

Les liaisons plasmatiques de forte affinité ont une incidence significative sur les autres
paramétres cinétiques des médicaments. Actuellement, seules les liaisons a I’HSA et a I’AGP
peuvent remplir ce réle. Toute modification de leurs capacités de liaison peut entrainer alors des
variations de distribution, d’élimination et d’effets (intensité et durée). Le plus souvent, les
concentrations plasmatiques des protéines sont modifiées entrainant alors des variations de
concentrations de forme libre des médicaments. On peut observer aussi une diminution des
pourcentages de liaison alors que les concentrations de protéines ne sont pas ou peu modifiées : la
présence de ligands endogenes ou exogenes explique la perte de capacité de fixation des
médicaments. Il est aujourd’hui possible de programmer les liaisons plasmatiques d’une substance
nouvelle. Le plus souvent, on cherche soit a prolonger la durée d’un effet en diminuant la vitesse de
dissociation de la liaison, soit a limiter sa distribution par une liaison restrictive. On peut aussi
choisir le site de liaison de la protéine pour rendre la liaison du médicament indépendante de celles

des autres ligands présents dans le plasma des patients.
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Chapitre 111

Développement des modeles QSAR
pour la prediction de la liaison des
medicaments aux protéines

plasmatiques

I11.1. Introduction

La liaison aux protéines plasmatiques joue un réle clé dans la thérapie médicamenteuse qui
affecte la pharmacocinétique et la pharmacodynamique du médicament, car elles sont souvent

directement liées a la concentration du médicament libre dans le plasma [1].

La construction de modeéles in silico établissant une relation mathématique entre la structure
des médicaments et les propriétés considérées est une étape importante dans la découverte de
médicaments, car elle nous permet d’éviter la synthése chimique et de réduire les tests de
laboratoire couteux et fastidieux [2]. Cependant, comme constaté dans la revue bibliographique
(voir chapitre 1), la sélection de quelques descripteurs pertinents est une tache difficile et nous avons
remarqué aussi que toutes les idées de sélections étaient basées sur le traitement des descripteurs

comme étant des vecteurs.

En ce sens, I’objectif de ce travail de doctorat est d’étudier la possibilité de trouver un autre

processus de sélection des descripteurs les plus pertinents qui soit moins long et moins complexe.
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Tout d’abord, nous avons construits une méthode °‘Filtrer’ en utilisant une corrélation inter-
descripteurs pour la sélection des descripteurs les plus pertinents. Ensuite, nous avons effectués une
méthode ‘Wrapper’ utilisant une régression pas a pas. Et en fin, nous avons elaboré une nouvelle
méthode utilisant un réseau de neurone convolutif pré-entrainé pour extraire les caractéristiques les
plus essentiels de notre entrés qui n’est rien d’autre que nos descripteurs redimensionner en

matrices.

I11.2. Procédure de développement des modeles prédictives

La figure I11.1 présente un schéma simplifié de la procédure adopté pour la modélisation
prédictive de fp. Cette procédure comprend I’utilisation de trois méthodes: Deux premieres
méthodes dans lesquelles les descripteurs sont sous forme de vecteurs et utilisant deux modeles de
sélection des descripteurs les plus pertinents et une troisieme méthode dans laquelle on considere
ses descripteurs comme étant des matrices qu’on fait entrer dans un réseau de neurone a
convolution. Ce dernier considére 1’entrée comme des pixels d’une image et nous permet d’extraire
automatiquement les caractéristiques les plus essentiels de cette soi-disant image. Par la suite, on
procéde a la génération du modeéle, qui permet I'établissement de relations statistiguement
significatives entre la propriété ciblée (taux de fixation aux protéines plasmatique) et les valeurs

obtenue par les trois méthodes.
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Figure I11.1. Organigramme de la procédure suivie.

111.2.1. Collecte des données de la liaison des médicaments aux protéines plasmatique

La fraction expérimentale du médicament lié aux protéines plasmatiques (f,) d'une série de

277 meédicaments a été tiré de la littérature [3-10]. Pour résumer et comprendre la répartition des
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valeurs de notre variable, nous avons utilisés un Box Plot que 1’on appelle aussi une boite a

moustache (voir figure 111.2).
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Figure 111.2. Boite a moustache pour la répartition des valeurs de (f).

Les lignes qui s’étendent de la boite sont appelées moustaches. Ils représentent la variation
des données qui est de 0 a 0.99. Ces données sont dissymétriques puisque la médiane de 0.87 est
plus proche du 75 M centile de 0.96 que du 25 ™ centile de 0.33.

111.2.2. Calcul des descripteurs

La représentation numérique de la structure moléculaire a été évaluée en termes de
descripteurs moléculaires. La notation SMILES nécessaire au calcul des descripteurs a été tirée a
partir du site DrugBank database [11]. Ces notations ont été utilisées pour générer 1666 descripteurs
répartis en vingt catégories: constitutional (0D), topological (2D), walk and path counts (2D),
connectivity indices (2D), information indices (2D), two-dimensional autocorrelations (2D), edge
adjacency indices (2D), Burden eigenvalues (2D), topological charge indices (2D), eigenvalue-
based indices (2D), Randic molecular profiles (3D), geometrical descriptors (3D), RDF descriptors
(3D), 3D-MoRSE descriptors (3D), WHIM descriptors (3D), GETAWAY descriptors (3D),

functional group counts (1D), atom-centered fragments (1D), charge descriptors (1D), et molecular
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properties (1D). Tous les descripteurs ont été obtenus par le biais du programme en ligne E-Dragon

1,0 [12]. Dans le tableau I11.1, est répertorié le nombre de descripteurs obtenus par catégorie.

Tableau I11.1. Nombre de descripteurs calculés [12].

Catégorie de descripteurs Nombre par catégorie

Constitutional descriptors 48
Topological descriptors 119
Walk and pathcounts 47
Connectivity indices 33
Information indices 47
2D autocorrelations 96
Edgeadjacency indices 107
Burdeneigen value descriptors 64
Topological charge indices 21
Eigen value based indices 44
Randic molecular profiles 41
Geometrical descriptors 74
RDF descriptors 150
3D-morse descriptors 160
WHIM descriptors 99
GETAWAY descriptors 197
Functional group counts 154
Atomcentred fragments 120
Charge descriptors 14
Molecular properties 31
Total 1666

111.2.3. Sélection des descripteurs les plus influents pour la méthode ‘Filter’

Le prétraitement de la base de données a pour finalité d’éliminer les descripteurs qui ne sont
pas pertinents afin d’éviter le phénoméne de sur-apprentissage. Il s’agit alors de la réduction de la
dimension de I’espace des variables (descripteurs) du modele avec I’élimination des entrées qui
n’ont pas ou possedent peu d’influence sur la sortie (taux de fixation aux protéines plasmatiques).
Une procedure basée sur un prétraitement de la base de données a été utilisé pour la sélection des

descripteurs les plus pertinents suivants les étapes suivantes [13] :
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1. On calcule le minimum et le maximum pour chaque descripteur a 1’aide d’un logicielle

STATISTICA, puis on enléve les descripteurs qui ont le maximum et le minimum égaux.
2. On élimine le descripteur quasi-constants (1% quartile 25%=2 quartile 75%).

3. On calcule la déviation standard relative (RSD) pour chaque descripteur et on élimine

ceux ayant des valeurs de RSD inférieures a 0.05.

4. On obtient alors une matrice qui représente la corrélation entre f, et les descripteurs
retenus. On classe les descripteurs selon la valeur décroissante du coefficient de corrélation. On
prend le descripteur ayant la plus grande corrélation et on le compare aux autres descripteurs de la
matrice. Ceux dont la valeur du coefficient de corrélation est supérieure a 0.75 sont éliminés a leur
tour. On répete la méme chose avec le descripteur classé juste apres le premier et ainsi de suite.
Pour un mode¢le plus robuste, nous avons calculé le facteur d’inflation de la variance VIF et tous les

descripteurs possédants un VIF >5 ont été éliminé de la base de données.

111.2.4. Sélection des descripteurs les plus influents pour la méthode “Wrapper’

Comme la méthode “Filter’ est une méthode de pré-sélection, On utilise un programme basé
sur la méthode régression pas a pas (forward stepwise regression) pour la sélection des descripteurs

les plus pertinents parmi ceux obtenus a 1’étape 4 a ’aide d’un logicielle STATISTICA.

111.2.5. Méthode CNN

Comme les réseaux de neurones convolutifs requierent une matrice en entrée, nous avons
redimensionnés tous les vecteurs des descripteurs pour chaque médicament (1666 descripteurs) en
matrices de dimensions 49*34 en utilisant MATLAB.

111.2.6. Développement des modeles prédictives

La base de donnes contenant 277 médicaments a été divisée en trois sous-ensembles en
utilisant la méthode holdout cross validation : un ensemble d’apprentissage contenant 70 % de
I’échantillon, un ensemble de validation et de test avec 15% d’échantillon chacun. La méthode
utilisée pour 1’établissement des modeles QSAR est les réseaux de neurones artificiels (RNA). Les
Réseaux de Neurones Artificiels (RNA) sont particulierement bien adaptés pour les modéles QSAR
/ QSPR en raison de leur capacité a extraire des informations non-linéaires présentes dans la matrice
de données [14]. Pour trouver un modele non linéaire entre les descripteurs moléculaires

sélectionnés et le taux de fixation aux protéines plasmatiques, l'utilisation de la méthode RNA est
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nécessaire et est devenue une technique de modelisation importante. Elle est largement utilisée pour
les études de QSAR non linéaires et est un outil puissant pour construire des modéles prédictifs. Le
type de réseaux de neurones retenu pour ce travail est le perceptron multicouche (PMC). Le
perceptron multicouche est un des réseaux de neurones les plus utilisés pour des problémes

d’approximation, de classification et de prédiction (voir chapitre I).

111.2.7. Evaluation et amélioration des performances prédictives des modéles

Une fois développé, le modéle doit étre validé afin de vérifier sa stabilité, son pouvoir

explicatif et son pouvoir prédictif.

111.2.7. 1. Validation interne

La validation croisée est une technique d'évaluation de modeéle utilisé pour évaluer les
performances d'un algorithme d'apprentissage en faisant des prédictions sur de nouveaux ensembles
de données sur lesquels il n'a pas été formé. Cela se fait en partitionnant I'ensemble de données
connu, en utilisant un sous-ensemble pour former I'algorithme et les données restantes pour les
tests. Lors de I'entrainement d'un modeéle, il est important de ne pas le sur-adapter ou le sous-adapter
avec des algorithmes trop complexes ou trop simples. Le choix d'ensemble d’apprentissage et
d'ensemble de test est essentiel pour réduire ce risque. Cependant, il est difficile de diviser
I'ensemble de données pour maximiser a la fois I'apprentissage et la validité des résultats des tests.
C'est la que la validation croisée entre en pratique. La validation croisée propose plusieurs
techniques qui divisent les données difféeremment, pour trouver le meilleur algorithme pour le
modele. La validation croisée aide également a choisir le modele le plus performant en calculant
I'erreur a l'aide de I'ensemble de données de test, qui n'a pas été utilisé pour l'apprentissage.
L'ensemble de données de test permet de calculer la précision du modéle et la maniére dont il se
généralisera avec les données futures. De nombreuses techniques sont disponibles pour la validation

croisée. Parmi les plus courantes figurent :

k-fold : divise les données en k sous-ensembles choisis au hasard de taille a peu prés égale.
Un sous-ensemble est utilisé pour valider le modele forme a I'aide des sous-ensembles restants. Ce
processus est répeété k fois de sorte que chaque sous-ensemble est utilisé exactement une fois pour la
validation. Il s'agit de I'une des techniques de validation croisée les plus populaires, mais son

exécution peut prendre beaucoup de temps car le modeéle doit étre entrainé a plusieurs reprises [15].

Holdout : partitionne les données de maniére aléatoire en deux sous-ensembles de ratio
spécifié pour I'apprentissage et le test (figure 111.3). Cette méthode n'effectue l'apprentissage et le
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test qu'une seule fois, ce qui réduit le temps d'exécution sur les grands ensembles, mais interprete

I'erreur signalée avec prudence sur les petits ensembles de données [16].

Baze de données

Seérie d’apprentissage Serie de test

Série d’apprentissage | Série de validation | Série de test

Entrainement, ajustement
et évaluation

Algorithme
d’apprentizsage

|

[ Modele predictive ]_1

Eztimation final de performance

Figure 111.3. Les étapes de la validation croisée Holdout.

Leaveout : partitionnez les données en utilisant I'approche k-fold ou k est égal au nombre
total d'observations dans les données et toutes les données seront utilisés une fois comme ensemble

de test. Egalement connue sous le nom de validation croisée Leave-one-out (LOOCV) [17].

Sous-échantillonnage aléatoire répété : crée plusieurs partitions aléatoires de données a
utiliser comme ensemble d'apprentissage et ensemble de test a I'aide de la méthodologie Monte
Carlo et agrege les résultats sur toutes les exécutions. Cette technique a une idée similaire a celle
du k-fold, mais chague ensemble de tests est choisi indépendamment, ce qui signifie que certains

points de données peuvent étre utilisés pour tester plus d'une fois[18].

Stratifier : partitionner les données de maniere a ce que les ensembles d'apprentissage et de

test aient a peu pres les mémes proportions de classe dans la réponse ou la cible[19].

Afin de déterminer la fiabilité des modeles, des critéres de validation internes ont été utilisés
pour la validation des modéles et des critéeres de validation externes qui sont nécessaires pour
déterminer a la fois la généralisabilité et la capacité prédictive réelles des modeles QSAR. Les
principaux parameétres statistiques les plus importants utilisés dans ce travail pour vérifier les

performances des modéles sont les suivants :

o L’erreur quadratique moyenne (en anglais Root Mean Squares Error RMSE).
o Le coefficient de correlation R.

. Le coefficient de détermination RZ.;,,.

o L’erreur absolue moyenne (en anglais Mean Absolute Error MAE).
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o Erreur quadratique moyenne (en anglais Mean Squared Error MSE).

o Le coefficient de validation croisée Q2,.

111.2.7.2. Validation externe

Il n'est pas suffisant de développer un modele QSAR avec une excellente qualité
d'ajustement et de prévision, mais il est également nécessaire de généraliser ces prévisions en
I’appliquant sur un échantillon externe. Les prévisions résultantes pour le test set déterminent alors
la validité externe du modéle. Les mesures quantitatives de la qualité de la prévision par validation
externe peuvent étre identiques a celles utilisées pour la validation interne. Les paramétres et

criteres de validations externes utilisées dans ce travail sont les suivants :

. L’erreur quadratique moyenne RMSE.
o Le coefficient de correlation R.

. Le coefficient Q2 .

o L’erreur absolue moyenne MAE.

o Erreur quadratique moyenne MSE.

Les équations de ses différents parameétres de validation interne et externe ainsi que la
signification des différents termes sont données ci-dessous

(v —: )2
RMSE = [yn Q¥ (11.2)
R = 2 (-7) 0=y (n.2)

s

Tis10i=9)?
R? =1 —s=t2i 1.3
Y1 i-y)? ( )
n % 2
ng —1- Z::l(}’exp(app) Yapp) (I “4)

Z?: 1Vexp(app) —Yapp) 2

QZ -1- Z?=1(Yexp(test)_?test)2 (I 1 5)
test Z?=1(Yexp(test)_7test)2 .

o,
MSE =y, 20 (111.6)

MAE =¥, 13, - y;| (11.7)
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y,: sonts les valeurs prédites; y; : les valeurs observées ; n: le nombre d’observation; y: la moyenne

des valeurs observées; y,: la moyenne des valeurs prédites.

De plus, d’autres paramétres doivent étre Vérifiés. Ces parametres sont connus sous le nom «critéres

de validation externe » ou souvent appelés « critéres de Trophsa » [20] .

(r? —1r%)<0.3 (111.8)
(r? —rd)/r* <0.1 (111.9)
0.85<k< 1.15

(r? —r'3)/r? <0.1 (111.10)

0.85<k’< 1.15
Avec

r2 . Le carré du Coefficient de corrélation pour les molécules de la série de test ; v¢ : Le carré du
coefficient de corrélation entre les valeurs prédites et expérimentales pour la série de test a zéro
intercepte ; '3 : Coefficient de corrélation entre les valeurs expérimentales et prédites pour la série
de test & zéro intercepte ; k : est la constante de la droite de corrélation (valeurs prédites en fonction
des valeurs expérimentales) a zéro intercepte ; k' : est la constante de la droite de corrélation

(valeurs expérimentales en Fonction des valeurs prédites) a zéro intercepte.

IV.2.8. Domaine d’applicabilité

Un modeéle idéale est celui qui est capable de prédire ’activité de n’importe quelle molécule
imaginable. Malheureusement, cela est loin d’étre toujours possible : la taille limitée du jeu
d’entrainement rend 1’espace chimique des modeles construits limitées. Pour prévenir ce type de

probléme on utilise le domaine d’applicabilité.

Le domaine d'applicabilité (DA) est défini comme la "justification qu'un modéle dans son
domaine d'applicabilité posséde une plage de précision satisfaisante dans l'application prévue du
modele". En d’autres termes, c¢’est une région théorique dans l'espace défini par les descripteurs du
modeéle et la réponse modélisée pour laquelle un QSAR donné devrait faire des prévisions fiables.
Les modeles QSAR ne sont valides que dans le domaine ou ils ont été formés et validés.
L'extrapolation est dangereuse et peut conduire a des prédictions de modéle grossiérement erronées
[21-23].
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Il existe différentes approches pour déterminer la DA des modeles QSAR. Chaque méthode
a ses propres avantages et inconvénients. Dans le cadre de notre travail, nous avons utilisé a des fins
de comparaison différentes approches : (1) approche par effet de levier (graphique de Williams) qui
a été largement utilisée pour identifier les valeurs aberrantes et les composés résidant en dehors du
DA ; (2) approche de standardisation (approche statistique simple) pour définir le DA d'un modéle
QSAR. Cette approche, qui a été rapportée par Roy et ses collaborateurs est trés facile; (3)
bounding box ; (4) Euclidean distance (95 percentile) ; (5) classical KNN et (6) modified KNN. La
théorie de fond, I'algorithme de calcul, la méthodologie et les avantages des approches proposées

sont disponibles dans la littérature.

111.3. Résultat et discussion

111.3.1. Analyse des descripteurs retenus
111.3.1.1. Méthode ‘Filter’

La procédure de sélection des variables a généré 55 descripteurs (voir tableau 111.2). Pour
obtenir un apergu de la structure de corrélation, nous avons utilisé une carte thermique (heat map)
pour mettre en évidence ce qui est important (figure 111.4). La valeur du coefficient de corrélation
entre chaque paire de descripteurs est inférieur a 0,75 ce qui signifie que les descripteurs
sélectionnés sont indépendants. En outre, toutes les variables ont des valeurs du facteur d’inflation
de la variance (VIF) dans la gamme 1-5 (voir le tableau 111.2), ce qui indique que le modele obtenu
a une signification statistique évidente [24] et les descripteurs se sont révélés étre relativement

orthogonaux.
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Figure 111.4. Heatmap qui représente les coefficients de corrélation entre les entrée du réseau de
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Tableau I11.2. Notation, définition, type et VIF des descripteurs sélectionnés

NO descripteur type description VIF
1 nX Constitutional number of halogen atoms 2.6615
descriptors maximal
2 MAXDN Topological electrotopological negative variation 4.4004
descriptors
3 MAXDP Topological maximal electrotopological positive variation 3.5133
descriptors
4 PJI2 Topological 2D Petitjean shape index 1.7543
descriptors
5 Lop Topological Lopping centric index 1.9696
descriptors
6 MATSIm 2D autocorrelations Moran autocorrelation - lag 1 / weighted by 2.9735
atomic masses
7 MATS2m 2D autocorrelations Moran autocorrelation - lag 2 / weighted by 4.0324
atomic masses
8 MATS4m 2D autocorrelations Moran autocorrelation - lag 4 / weighted by 2.6631
atomic masses
9 GATS2m 2D autocorrelations  Geary autocorrelation - lag 2 / weighted by 3.3624
atomic masses
10 GATS4m 2D autocorrelations  Geary autocorrelation - lag 4 / weighted by 2.7846
atomic masses
11 JGI2 Topological charge  mean topological charge index of order2 2.4942
indices
12 JGI3 Topological charge  mean topological charge index of order3 3.5132
indices
13 JGl4 Topological charge  mean topological charge index of order4 1.8913
indices
14 JGI5 Topological charge  mean topological charge index of order5 2.3317
indices
15 JGI6 Topological charge  mean topological 1.9848
indices charge index of order6
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16 JGI7 Topological charge  mean topological 2.0805
indices charge index of order7

17 JGI8 Topological charge  mean topological charge index of order8 1.6600
indices

18 JGI9 Topological charge  mean topological charge index of order9 2.0077
indices

19 JGI10 Topological charge  mean topological charge index of order10 1.8634
indices

20 FDI Geometrical folding degree index 2.7337
descriptors

21 PJI3 Geometrical 3D Petitjean shape index 1.8725
descriptors

22 DISPm Geometrical d COMMAZ value / weighted by atomic masses 2.3418
descriptors

23 DISPe Geometrical d COMMAZ2 value / weighted by atomic 4.0247
descriptors Sanderson electronegativities

24  Mor04m 3D-MoRSE 3D-MoRSE - signal 04 / weighted by atomic 2.4145
descriptors masses

25 Morl2m 3D-MoRSE 3D-MoRSE - signal 12 / weighted by atomic 3.0770
descriptors masses

26 Morl7m 3D-MoRSE 3D-MoRSE - signal 17 / weighted by atomic 1.8941
descriptors masses

27 Mor26m 3D-MoRSE 3D-MoRSE - signal 26 / weighted by atomic 2.3693
descriptors masses

28 Mor28m 3D-MoRSE 3D-MoRSE - signal 28 / weighted by atomic 2.5970
descriptors masses
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29 Mor3lm 3D-MoRSE 3D-MoRSE - signal 31 / weighted by atomic 2.7935
descriptors masses
30 G2u WHIM descriptors  2st component symmetry directional WHIM 2.5765
index / unweighted
31 G2m WHIM descriptors  2st component symmetry directional WHIM 2.7232
index / weighted by atomic masses
32 E2m WHIM descriptors  2nd component accessibility directional WHIM ~ 2.9830
index / weighted by atomic masses
33 G2v WHIM descriptors  2st component symmetry directional WHIM 2.6210
index / weighted by atomic van der Waals
volumes
34 G2e WHIM descriptors  2st component symmetry directional WHIM 3.5147
index / weighted by atomic Sanderson
electronegativities
35 G2p WHIM descriptors  2st component symmetry directional WHIM 2.8308
index / weighted by atomic polarizabilities
36 G2s WHIM descriptors  2st component symmetry directional WHIM 2.9183
index / weighted by atomic electrotopological
states
37 EZ2s WHIM descriptors  2nd component accessibility directional WHIM  3.0706
index / weighted by atomic electrotopological
states
38 ISH GETAWAY standardized information content on the 1.7718
descriptors leverage equality
39 HATS4m GETAWAY leverage-weighted autocorrelation of lag 4 / 3.2173
descriptors weighted by atomic masses
40 C-005 Atom-centred atom-centred fragments 2.0372
fragments
41 C-006 Atom-centred atom-centred fragments 2.3826
fragments
42 C-008 Atom-centred atom-centred fragments 2.7744
fragments
43 C-025 Atom-centred atom-centred fragments 2.4806
fragments
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44 C-026 Atom-centred atom-centred fragments 3.2520
fragments
45 C-040 Atom-centred atom-centred fragments 3.5563
fragments
46 H-048 Atom-centred atom-centred fragments 1.9890
fragments
47 H-052 Atom-centred atom-centred fragments 2.3870
fragments
48 0-057 Atom-centred atom-centred fragments 2.2844
fragments
49 0-060 Atom-centred atom-centred fragments 2.7103
fragments
50 N-072 Atom-centred atom-centred fragments 2.5844
fragments
51 N-075 Atom-centred atom-centred fragments 2.0612
fragments
52 Inflammat-  Molecular Ghose-Viswanadhan-Wendoloski 2.6589
80 properties antiinflammatory at 80% (drug-like index)
53 Hypertens-  Molecular Ghose-Viswanadhan-Wendoloski 2.8495
80 properties antihypertensive at 80% (drug-like index)
54 Hypnotic-80 Molecular Ghose-Viswanadhan-Wendoloski hypnotic at 2.4199
properties 80% (drug-like index)
55 Neoplastic-  Molecular Ghose-Viswanadhan-Wendoloski antineoplastic  1.8707
50 properties at 50% (drug-like index)
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111.3.1.2. Méthode ‘Wrapper’

Le nombre de descripteurs obtenus aprés la sélection effectuée était de 15. Afin de verifier
I'inter-corrélation des quinze descripteurs, I'analyse du facteur d'inflation de la variance (VIF) a été
effectuée. D’apres le tableau II1.2, tous les descripteurs ont des valeurs VIF inférieures a 5, ce qui
indique que la sélection effectuée est bonne et que les descripteurs obtenus ne sont pas corrélés
entre eux. Pour obtenir un apercu de la structure de corrélation, nous avons utiliseé une carte
thermique (heat map) pour mettre en évidence ce qui est important. La valeur du coefficient de
corrélation de chaque paire de descripteurs est inférieur & 0,75 ce qui signifie que les descripteurs

sélectionnés sont indépendants (figure 111.5).

Figure 111.5. Heatmap qui représente les coefficients de corrélation entre les entrée du réseau de

neurone pour le modéle ‘Wrapper’.
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Tableau I11.3. Notation, définition, type et VIF des descripteurs sélectionnés

NO descripteur type description VIF

1 PJI2 Topological 2D Petitjean shape index 1.2179
descriptors

2 JGl6 Topological mean topological 1.1909
charge indices charge index of order6

3 PJI3 Geometrical 3D Petitjean shape index 1.2777
descriptors

4 Mor26m 3D-MoRSE 3D-MoRSE - signal 26 / weighted by atomic 1.5615
descriptors masses

5 Mor28m 3D-MoRSE 3D-MOoRSE - signal 28 / weighted by atomic 1.6117
descriptors masses

6 G2p WHIM descriptors  2st component symmetry directional WHIM 1.4653

index / weighted by atomic polarizabilities

7  C-005 Atom-centred Atom-centred fragments 1.3155
fragments

8 C-006 Atom-centred Atom-centred fragments 1.2867
fragments

9 C-008 Atom-centred Atom-centred fragments 1.5295
fragments

10 C-025 Atom-centred Atom-centred fragments 1.2771
fragments

11 H-048 Atom-centred Atom-centred fragments 1.2713
fragments

12 0-060 Atom-centred Atom-centred fragments 1.3680
fragments

13 N-072 Atom-centred Atom-centred fragments 1.1847
fragments

14 Inflammat-  Molecular Ghose-Viswanadhan-Wendoloski hypnotic at 1.4384

80 properties 80% (drug-like index)
15 Neoplastic-  Molecular Ghose-Viswanadhan-Wendoloski 1.23866
50 properties antineoplastic at 50% (drug-like index)
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111.3.2. Conception architectural
111.3.2.1. Méthodes ‘Filter’ et ‘Wrapper’

Jusqu'a présent, il n'y a pas de réponse claire pour préciser le nombre de neurones cachés
requis pour une tache de modélisation. Cela reste encore une question ouverte. Il existe différentes
approches pour connaitre ce nombre, expliquées en détail dans les revues, parmi lesquelles une
revue des méthodes de sélection du nombre de nceuds cachés dans le réseau de neurones artificiels
[25]. Pour déterminer le nombre de neurones dans la couche cachée, nous avons utilisé la technique

résumée ci-dessous [26].
1. Au début, nous n'utilisions que quelques neurones cachés, cing.

2. Nous avons entrainé le réseau jusqu'a ce que I'erreur quadratique moyenne ne semble plus

s'améliorer.

3. A ce moment, nous avons ajouté quelques (cing) neurones a la couche cachée, chacun

avec des poids initialisés de maniéere aléatoire, et reprenons l'entrainement.

4. Nous avons répété les deux étapes précédentes jusqu'a ce qu'un critére de terminaison soit

satisfait.

Pour la méthode ‘Filter’, la meilleure performance du modele avait une topologie de (55-40-
1) : 55 nceud d'entrée, 1 couche cachée avec 40 nceud ayants la tangent hyperbolique comme
fonction de transfert et purelin comme fonction de transfert pour la couche de sortie.

Pour I’approche ‘Wrapper’, la meilleure performance du modele avait une topologie de (15-
45-1) : 15 nceud d'entrée, 1 couche cachée avec 45 nceud ayants la tangent hyperbolique comme

fonction de transfert ,1 couche de sortie avec purelin comme fonction de transfert.

Le réseau de neurones a été implémenté a l'aide de Neural Network Toolbox dans
MATLAB. Le type de réseau était un réseau feed-forward avec la fonction d'entrainement de rétro-
propagation de Levenberg-Marquardt et une descente de gradient avec une fonction d'apprentissage
du poids et du biais. L'architecture du RNA optimisée est représentée dans la figure 111.6.
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Figure I111.6. L'architecture du RNA optimisée.

Xi (i=1...P): sont les entrées qui correspondent au nombre de données incluses dans
I'apprentissage du RNA ; i: allants de 1 a 55 pour la méthode ‘Filter’ et de 1 to 15 pour la
méthode “Wrapper’ ; Wi (i=1...P, j=1...K) : sont des poids de I'entrée a la couche cachée ; bj
(j=1...K) : sont des biais des neurones dans la couche cachee ; k=40 pour la méthode ‘Filter’ et 45
pour la méthode “Wrapper’ , woj (j 1...K) : sont des fonctions de pondération de la couche cachée a
la couche de sortie ; b : est le biais du neurone de sortie et fy est la sortie. L'équation mathématique
du modeéle, qui peut étre utilisée pour la prédiction de la liaison aux protéines, est présentée ci-
dessous :

exp(Eh_, xi+wij+bj)—exp(- 3V, xi+wii+bi)) b (111.11)

exp(zg’:1 xi+wij+bj)+exp(— 25;1 xi+wij+bj)

fb =Y w2k(

111.3.2. 2. Méthode CNN

Le réseau de neurones convolutif est une puissante technique d'apprentissage automatique.
L’apprentissage d’un CNN nécessite une grande collection de données diverses, ce qui n'est pas une
tache facile. Cependant, il existe un moyen simple, nous pouvons utiliser un réseau neuronal
convolutif pré-entrainé, cela permet d'économiser énormément de temps et d'efforts, car
I’apprentissage d'un réseau par transfert Learning est généralement beaucoup plus rapide et plus

facile que I’apprentissage d’un réseau a partir de zéro. Et c'est ce que nous avons fait dans ce
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travail. Nous avons appliqué I'apprentissage par transfert a lI'aide du réseau de neurones convolutif

ALEXNET. Le détail de la procédure est schématisé dans la figure 111.7.

Input convl conv?

Matri:zs'lny————-l convd convd canvs
|
i
i
i
I
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Figure 111.7. Architecture de la procedure ‘Méthode CNN”.
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111.3.3. Performance du modele neuronal
111.3.3.1. Méthode ‘filter’ et méthode ‘Wrapper’

Pour spécifier le nombre de neurones cachés requis, nous avons suivi la procédure détaillée
ci-dessus. Les criteres R (all), R‘lep, MSE (validation) et Q2, ont été utilisés pour I'évaluation de la
performance optimale du modele. Le meilleur modele a été choisi en fonction du MSE (validation)
minimum, du R (all) maximum et Q%, maximum. Le tableau 111.4 Montre 10 modéles de réseau qui
ont été développés pour la méthode ‘Filter’. Les résultats obtenus montrent que le réseau 8 avec 40
neurones est le meilleur modele avec le plus grand coefficient de corrélation R (all)=0.99, Rﬁpp
=0.981, Q2, =0.989 et MSE (validation)=0.002. Par conséquent, la meilleure performance du
modeéle avait une topologie de (55-40-1) : 55 nceuds d'entrée, 1 couche cachée avec 40 nceuds ayant
la tangente hyperbolique comme fonction de transfert, et une fonction d'identité dans la couche de

sortie.

Tableau I11.4. Critéres de sélection de 1’architecture du FFNN pour la méthode “filter’.

Nombre de neurones dans la couche cachée R(all) RZ,, @2, MSE(validation)
5 0.849 0.743 0.707 0.039
10 0.857 0.729 0.664 0.032
15 0.870 0.774 0.743 0.031
20 0.872 0.780 0.714 0.038
25 0.917 0.839 0.780 0.026
30 0.957 0.918 0.882 0.020
35 0.955 0.953 0.818 0.024
40 0.990 0.981 0.989 0.002
45 0.944 0.901 0.875 0.014
50 0.832 0.694 0.714 0.027

Les valeurs d’apprentissage, de la validation et du test utilisant le modele RNA ont été tracés
par rapport aux valeurs expérimentales de la liaison aux protéines dans la figure 111.8. Apres avoir
trouvé le modele de régression et pour visualiser la plage d'erreur dans I'ensemble de données, nous

avons tracé I'histogramme d'erreur (figure 111.9).
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Figure 111.8. Représentation graphique de la valeur de la liaison des médicaments aux protéines

plasmatiques expérimentales et celles prédites par le modéle ‘Filter’.
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Figure 111.9. Histogramme d’erreur pour la méthode ‘Filter’.
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D’apres la figure 111.8, nous avons observées une étroite corrélation entre les valeurs de
liaison aux protéines plasmatiques prédites par le réseau de neurones artificiels et les valeurs
observeées. Selon les recommandations de Tropsha et Golbrzaikh, si la différence entre Rﬁpp et Q2,
ne dépasse pas 0.3, il n’y a pas de sur apprentissage dans le modele [27]. Dans ce cas, cette
différence est égale a 0.008. En conséquent, il y a absence de sur-apprentissage pour le modele

‘Filter ©.

L’histogramme de distribution des résidus montre une distribution normale ayant une
moyenne se situant a -0.00387. Cette moyenne négative indique que les valeurs calculées sont
généralement sous-estimées. Nous avons un bin correspondant a I’erreur de -0.00387 et la hauteur
de ce bin pour I’ensemble des données d’apprentissage et de 54, cela signifie que 54 échantillons de
notre ensemble d’apprentissage, soit environ 28%, ont une erreur dans cette plage. Pour la
validation et le test, les valeurs d’environ 26% et 30% respectivement. Les résidus se répartissent
entre -0.163 et 0.2161. Il faut noter que 95% des résidus doivent se trouver dans I’intervalle (-2, +2)
et toutes valeurs en dehors de cet intervalle est révélatrice d’une donnée suspecte. Dans notre cas
pour I’ensemble des données d’apprentissage nous avons 0.5% des échantillons se trouvant hors
intervalle et c’est une valeur inferieur a la valeur de 5% demandée. Pour 1’ensemble de validation et
de test, nous n’avons aucune valeur hors intervalle. Ces résultats démontrent I’excellente qualité du

modeéle et son potentiel prédictif performant.

Le tableau I11.5 montre 10 modeles de réseau qui ont été développés pour l'approche
‘Wrapper’. Les résultats obtenus montrent que le réseau 9 ayant 45 neurones est le meilleur modeéle
avec R (all)=0.935, RZ,,, =0.875, QZ, =0.871 et MSE (validation)=0.015. La meilleure performance
du modele avait une topologie de (15-45-1) : 15 nceuds d'entrée, 1 couche cachée avec 45 nceuds
ayant la tangente hyperboliqgue comme fonction de transfert, 1 couche de sortie avec une fonction
d'identité. Les ensembles d'entrainement, de validation et de test utilisant le modéle RNA ont été
tracés par rapport aux valeurs expérimentales de liaison aux protéines dans la figure 111.10. Les
résultats montrent une étroite corrélation entre la liaison aux protéines plasmatiques prédite et
observée. Les réseaux de neurones ont été implémentés a l'aide de Neural Network Toolbox pour
MATLAB. Le type de réseau était un réseau Feed-Forward avec la fonction d'entrainement de
rétropropagation de Levenberg-Marquardt et une descente de gradient avec une fonction

d'apprentissage du poids et du biais.
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Tableau I11.5. Critéres de sélection de 1’architecture du FFNN pour la méthode ‘Wrapper’.

Nombre de neurones dans la couche cachée R(all) Rﬁpp Q%, MSE(validation)
5 0.754 0.539 0.632 0.048
10 0.830 0.679 0.728 0.033
15 0.838 0.694 0.756 0.025
20 0.840 0.724 0.651 0.038
25 0.849 0.712 0.712 0.035
30 0.894 0.810 0.780 0.025
35 0.855 0.707 0.764 0.029
40 0.907 0.814 0.871 0.015
45 0.935 0.875 0.871 0.015
50 0.903 0.806 0.821 0.023
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Figure 111.10. Représentation graphique de la valeur de la liaison des médicaments aux protéines

plasmatiques expérimentales et celles prédites par le modéle “Wrapper’.
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Figure 111.11. Histogramme d’erreur pour la méthode “Wrapper’.

D’aprés la figure 111.10, nous avons obtenue une etroite correlation entre les valeurs predite
de la liaison des medicaments aux proteines plasmatique et les valeurs experimentale, ce modeéle a

egalement donné de bons resultats avec Rﬁpp:0.875 et une bonne robustesse avec Qz,=0.871. La

différence entre R?lm, et Q2, est égale a 0.004. En conséquent, il y a absence de sur-apprentissage

pour le modele “Wrapper °.

L’ histogramme de distribution des residus (figure I111.11) nous indique une distribution
reguliére ayant une moyenne de 0.02534. la courbe présente un décallage positif sur le graphique.
Cela signifie que le modele predit globalement des valeurs plus elevées que les valeurs observées.
Les veleurs des residus se repartissent entre -0.521 et 0.347. pour I’enssemble des données
d’apprentissage, nous avons 8.8% des echantillons hors intervalle .pour les donnes de validation ,on
a 14% et pour les donnes du test on a 7.14%. ces valeurs sonts superieur a la limite de 5%

recherches donc ces resultats demontrents que le le modele n’est pas un bon modele predictif.

111.3.3.2. Méthode CNN

Pour spécifier le nombre de neurones cachés requis, nous avons adopté la méme procédure
pour les méthodes ‘Filter’ et “Wrapper’. Les résultats sont rapportés dans les tableaux 111.6 et 111.7.

Pour le modele CNN-FC15-FFNN, les résultats obtenus montrent que le réseau 7 est le meilleur
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modele avec R (all)=0.960, RZ,, =0.905, QZ, =0.964 et MSE (validation)=0.005. La meilleure

performance du modéle avait une topologie de (15-35-1) : 15 nceuds d'entrée, 1 couche cachée avec

35 nceuds ayant la tangente hyperbolique comme fonction de transfert et une fonction de transfert

linéaire dans la couche de sortie. La formation, la validation et les tests utilisant le modéle RNA ont

été tracés par rapport aux valeurs expérimentales de liaison aux protéines dans la figure 111.12.

Tableau I11.6. Critéres de sélection de 1’architecture du FFNN pour le modéle CNN-FC15-FFNN.

Nombre de neurones dans la couche cachée R(all) Rﬁm, Q%, MSE(validation)
5 0.882 0.812 0.701 0.040
10 0.908 0.832 0.798 0.009
15 0.913 0.856 0.760 0.028
20 0.933 0.857 0.948 0.009
25 0.910 0.834 0.830 0.022
30 0.905 0.830 0.775 0.022
35 0.960 0.905 0.964 0.005
40 0.922 0.832 0.961 0.007
45 0.940 0.874 0.899 0.012
50 0.922 0.830 0.841 0.009
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Figure 111.12. Représentation graphique de la valeur de la liaison des medicaments aux protéines

plasmatiques expérimentales et celles prédites par le modele ‘CNN-FC15-FFNN”.
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Figure 111.13. Histogramme d’erreur pour le modéle ‘CNN-FC15-FFNN".

D’apres la figure 111.12, nous avons obtenue une etroite correlation entre les valeurs prédite
de la liaison des medicaments aux proteines plasmatique et les valeurs experimentale, ce modéle a

egalement donné de bons resultats avec Rﬁpp:0.905 et une bonne robustesse avec Q2,=0.964. La
différence entre RZ,, et QZ, égale & 0.059. En conséquent, il y a absence de sur-apprentissage pour

le modéle ‘CNN-FC15-FFNN’.

L’ histogramme de distribution des residus (figure 111.13) présente une moyenne de -
0.00106. les veleurs des residus se repartissent entre -0.6143 et 0.5508. pour I’enssemble des
données d’apprentissage, nous avons 4.6% des echantillons hors intervalle .pour les donnes de
validation et les donnes du test on a aucune valeurs hors intervalle donc ces resulatts sonts
inferieurs a la limite recherchée de 5% et ils demontrents que le le modele est un bon modele

predictif.

Pour I’approches CNN-FC55-FFNN, les résultats obtenus montrent que le réseau 6 est le
meilleur modéle avec R (all)=0.957, RZ,, =0.903, QZ, =0.961 et MSE (validation)=0.005. La
meilleure performance du modele avait une topologie de (55-30-1) : 55 nceuds d'entrée, 1 couche
cachée avec 30 nceuds ayant la tangente hyperbolique comme fonction de transfert, 1 couche de
sortie avec une fonction de transfert linéaire. Les réseaux de neurones ont été implémentés a l'aide

de Neural Network Toolbox dans MATLAB. Le type de réseau était un réseau feed-forward avec la
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fonction d'entrainement de rétropropagation de Levenberg-Marquardt et une descente de gradient
avec une fonction d'apprentissage du poids et du biais. La formation, la validation et les tests
utilisant le modéle RNA ont été tracés par rapport aux valeurs expérimentales de liaison aux

protéines dans la figure 111.14.

Tableau I11.7. Critéres de sélection de 1’architecture du FFNN pour le modéle CNN- FC 55 —FFNN

Nombre de neurones dans la couche cachée R(all) Rﬁpp Q?%, MSE(validation)
5 0.869 0.769 0.774 0.034
10 0.900 0.805 0.882 0.014
15 0.933 0.858 0.914 0.011
20 0.894 0.796 0.843 0.022
25 0.928 0.854 0.840 0.019
30 0.957 0.903 0.961 0.005
35 0.923 0.854 0.840 0.019
40 0.955 0.939 0.832 0.019
45 0.930 0.880 0.854 0.018
50 0.912 0.828 0.840 0.022
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Figure 111.14. Représentation graphique de la valeur de la liaison des médicaments aux protéines

plasmatiques expérimentales et celles prédites par le modele ‘CNN-FC55-FFNN’.
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Figure 111.15. Histogramme d’erreur pour Le modéle ‘CNN-FC55-FFNN’.

La figure 111.14, nous renseigne sur la bonne correlation entre les valeurs prédite de la
liaison des medicaments aux proteines plasmatique et les valeurs experimentale, ce modéle a

egalement donné de bons resultats avec R‘Z,m,:O.QOB et une bonne robustesse avec

Q?, =0.961. La différence entre R?

app €t QZ, égale a 0.058. En conséquent, il y a absence de sur-

apprentissage pour le modele ‘CNN-FC55-FFNN’.

L histogramme de distribution des residus (figure I11.15) présente une moyenne de
0.004839. les veleurs des residus se repartissent entre -0.3835 et 0.2873. pour I’enssemble des
données d’apprentissage, nous avons 9.3% des echantillons hors intervalle(-2,2) . pour les donnes
de validation et les donnes du test on a 2.4 %et 7.1 % respectivement donc certeins resulatts sonts
superieurs a la limite recherchée de 5% ey ils demontrents que le le modele contient des données

suspecte .

Pour les modéles CNN-FC15-FFNN et CNN-FC55-FFNN, nous avons vérifié la corrélation
entre chaque paire de nos variables d’entrée au FFNN. Pour obtenir un apercu de la structure de
correlation, nous avons utilisé une carte thermique (heat map) pour mettre en évidence ce qui est
important (figures 111.16 et 111.17). Pour la méthode ‘CNN-FC15-FFNN’. La valeur du coefficient
de corrélation entre chaque paire de descripteurs est inférieur a 0,77 ce qui signifie que les
descripteurs sélectionnés sont indépendants (figure 111.16). En outre, toutes les variables ont des
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valeurs du facteur d’inflation de la variance (VIF) dans la gamme 1-5 (voir le tableau 111.9), ce qui
indique que le modele obtenu a une signification statistique évidente [24]. Pour le modéle ‘CNN-
FC55-FFNN’, La valeur du coefficient de corrélation entre chaque paire de descripteurs est
inférieur a 0.8 (figure 111.17) et toutes les variables ont des valeurs du facteur d’inflation de la
variance (VIF) dans la gamme 1-23 (voir le tableau 111.8). Il semble que lorsque le vecteur du
FullyconnectedLayer de sortie du CNN a une petite dimension, il donne de meilleures valeurs non
corrélées entre eux. La question maintenant, c'est qu’elle est le taux de corrélation maximum toléré
entre nos entrées de réseau neuronal ? Il semble que la régle générale est que si le coefficient de
corrélation simple entre deux régresseurs est supérieur a 0,8 ou 0,9, la multicolinéarité est un
probleme sérieux. Cependant, avec toutes les regles empiriques gque nous obtenons dans les
statistiques, il n'y a rien de noir ou blanc a ce sujet [28]. En fait, dans notre cas, il semble qu'une
prédiction avec un coefficient de corrélation de 0,8 ne soit pas fatale a notre modele de régression.
Nous pouvons dire que les résultats ci-dessus ont servi notre théorie ou plus de descripteurs sont
précieux et bienvenus, car nous acceptons qu'en supprimant certaines des descripteurs, nous

éliminons également certaines des données que nous avons sur le probleme.

Nos resultats décrivent pour la premiere fois I'utilisation de CNN comme méthode
d'extraction des descripteurs combinés a un FFNN pour un ensemble de descripteurs sous forme de
matrice au lieu de I’extraction des caractéristiques essentielles d’une image. Les derniéres
caractéristiques apprises dans les couches du CNN ont été transformees en vecteur et transmises a
un FFNN. L'une des énormes circonstances favorables de cette méthode est qu'elle ne prend pas
beaucoup de temps par rapport aux méthodes ‘Filter’ et ‘Wrapper’ en seulement dix minutes
utilisant un CPU, nous obtenons automatiquement quelles caractéristiques sont la meilleure
représentation de notre matrice d’entrée, car dans ce travail, les entrées du CNN étaient simplement
construit en redimensionnant les 1666 descripteurs en matrices de dimensions 49 x 34. Nous savons
qu'il est recommandé d'utiliser les CNN sur des données qui ont des caracteristiques spatiales, et le
fait que cela nous a donné de bonnes caractéristiques a utiliser est que le CNN utilisé a découvert
gue nos données ont une sorte de caractéristiques spatiales. Nous voulions savoir ce que ce réseau
de neurones convolutif profond a vraiment vu, et comment il a compris les entrées dont nous
I’avons alimentée avec. En visualisant les valeurs numériques de nos matrices d’entrées au CNN,
nous avons obtenu des images grayscale donnant 255 différentes nuances de gris possibles du noir
au blanc. La figure 111.18 montre un échantillon d'image pour l'acide 3-carboxy-4-méthyl-5-propyl-
2-furanpropionique obtenu. Les valeurs numériques de zéro et moins vont a zéro et celles de un et
plus haut passant a 255. Les valeurs entre zéro et un sont des nuances de gris avec des valeurs

comprises entre 0 et 255. En prenant les valeurs de nos descripteurs et en les mappant soudainement
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a la couleur correspondante, nous pouvons voir la structure qui se trouve dans nos données. Nous
pouvons dire que nous avons fait une interface entre nos données et notre cerveau en visualisant les
descripteurs dans lesquels les informations physiques et chimiques sur les molécules deviennent

accessibles sous une nouvelle forme d'empreintes digitales. Ils deviennent des storytellers des
secrets des molécules en juste une seule image.

Figure 111.16. Heatmap qui représente les coefficients de corrélation entre les entrée du réseau de

neurone pour le modéle ‘CNN-FC15-FFNN’.
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Figure 111.17. Heatmap qui représente les coefficients de corrélation entre les entrée du réseau de
neurone pour le modéle ‘CNN-FC55-FFNN”.
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Tableau I11.8. VIF des entrée sélectionnés pour le modele‘CNN-FC55-FFNN’.

EntréeN | 1 2 3 [4|5]|6] 7 8 9 10 |11 | 12 | 23|14 15
VIF 16.8 4.6 | 15.8 4151111126123 [116|84|127|68| 5 |64
16 | 17| 18 | 19|20 21 |22 | 23 |24 | 25 |26 |27|28 |29 |30 | 31 | 32
149164]173129|10]9.7]64]131|57]|135|6.1| 7 |47]6.2[83[126|75
33 [34|35|36 |37 |38 |39[40]41 (42|43 |44 45|46 |47 |48 |49 |50 |51
86[13|142|54/41/67|37|9 |23]|10|17]18|16|9.6|10|6.2[3.9[8.1]|12
52 |53 | 54 |55
56| 7 110932

Tableau I11.9. VIF des entrée sélectionnés pour le modele‘CNN-FC15-FFNN’.

EntréeN| 1 | 2 | 3 | 4|5 |6| 7 [8]9|10]11 1223|1415
VIF 33149(25|26|34(2|124]2|13|19|32| 2 |26|18]|15
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Figure 111.18. Visualisation d’un échantillon d'image pour l'acide 3-carboxy-4-méthyl-5-propyl-2-
furanpropionique obtenu.

I11.4. Validation et comparaison entre les quatre modeles

Une évaluation statistique reportée dans le tableau 111.10 est réalisé pour comparer les
performances et la qualité de prédiction des quatre modeles développés dans ce travail. Les
coefficients statistiqgues de la validation interne pour les 4 modeles sont tous acceptables et
satisfaisants. En conséquence, ces modéles sont robustes. La qualité des modeles a également été
jugee en termes de parameétres de validation externe. La aussi les 4 modeéles se distinguent par un

excellent pouvoir de prédiction.
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Tableau I11.10. Validation interne et externe pour les quatre modeles.

Méthode Meéthode CNN-FC55- CNN-FC15- Critére de
‘Filter’ ‘Wrapper" FFENN FFENN validité

Validation interne

R 0.991 0.935 0.950 0.951
R? 0.981 0.875 0.903 0.905 >0.6
QZ, 0.989 0.871 0.961 0.964 >0.5
MSE 0.002 0.015 0.005 0.005
MAE 0.028 0.090 0.054 0.054
RMSE 0.039 0.122 0.070 0.069

Validation externe

R 0.983 0.933 0.961 0.972

0? 0.966 0.870 0.923 0.945 >0.6

MSE 0.004 0.016 0.009 0.007

MAE 0.042 0.094 0.071 0.068

RMSE 0.063 0.129 0.093 0.085

rt — 12 -0.022 -0.034 -0.02 0.021 <0.3
0.99 0.9 0.97 0.88 0.85< k<1.15

K’ 1 1 0.97 1 0.85< k’<1.15

(2 —rd)lr? -0.023 -0.04 -0.022 -0.033 <0.1

(r? —r2)lr? -0.023 -0.04 -0.022 -0.033 <0.1

111.5. Domaine d’applicabilité des modeles

Le troisiéme principe des lignes directrices de I’OCDE exige un domaine d’applicabilité
défini. Dans ce travail, le domaine d’applicabilité a été élaboré en utilisant différentes méthodes par
le biais de MATLAB: ‘bounding box’, ‘leverage approach’,’euclidean distance
(95percentile)’,’classical KNN °.
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Tableau 111.11. Domaine d’applicabilité¢ du modele CNN —FC15-FFNN.

Approche utilisée Nombre de composée a Nombre de composes a
I’intérieur du DA I’extérieur du DA

Bounding box 42 0

leverage 41 1

Euclidan distance (95 42 0

percentile)

Classical KNN (euclidean 40 2

distance,k=5)

KNN (euclidean distance 42 0

(k=25)

Pour les modeles KNN (euclidean distance (k=25), Euclidan distance (95 percentile) et la
méthode du Bounding box aucun des composée de 1’ensemble test n’est en dehors du domaine
d’applicabilité tandis que le modele Classical KNN (euclidean distance, k=5) montrent que deux
composés sont a I’extérieur du domaine d’applicabilité. Par contre, pour la méthode du leverage un
seul composé est a I’extérieur du domaine d’applicabilité. A titre d’exemple, nous reproduisons le
diagramme de wiliams (figure 111.19) obtenue par 1’approche du leverage pour les ensembles
d’apprentissage et de test du modéle CNN-FC15-FFNN. Cette approche est basée sur la variation
des résidus r; de prédiction standardisée (équation 111.12) en fonction des valeurs des leviers h; pour

chacun des composee .la valeur du levier critique h* est donne par 1’équation I11.13.

Yexp—YVpred Yexp—Ypred
T,-: expspre: exp Jpre (I||12)

2
I 1 Wexp—Ypred)
n—-k—-1

Généralement -3<=r;<=3

_ 3(k+1)
- n

. (111.13)

Ou n, k et s représentent respectivement le nombre d’observation de 1’ensemble d’apprentissage, le

nombre de descripteurs et 1’écart type.
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®  Apprentissage
® Test

Résidus standardisés

0 005 01 015 02 025 03 035 04 045
Leverage

h* = 0.248

Figure 111.19. Diagramme de Williams pour les ensembles d’apprentissage et de test du modéle
CNN —FC15-FFNN.

On remarque que un seul composé appartenant a 1’ensemble de test est en dehors du
domaine d’applicabilité (aire limite par les deux lignes horizontales et ligne vertical). Un point de
levier est un type de valeur aberrante. Cependant les points de leviers ne sont pas forcément des
valeurs aberrantes de régression. Lorsque les points de levier suivent la tendance linéaire générale
de la majorité des observations, on parle de bons points de levier. Dans notre cas, bien que notre
point soit éloigné du reste des observations, il est proche de la ligne d’ajustement de régression car
il a un petit résidu. Ce résultat montre que le modéle CNN-FC15-FFNN développé est conforme au
troisiéme principe de I’OCDE, il peut étre ainsi utilisé pour prédire la liaison des médicaments aux

protéines plasmatique pour de nouveaux médicaments.
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Tableau 111.12. Domaine d’applicabilité du modele CNN-FC55-FFNN.

Approche utilisée Nombre de composés a

Pintérieur du DA

Nombre de composés a
I’extérieur du DA

Bounding box 34 8
leverage 39 3
Euclidan distance (95 41 1
percentile)

Classical KNN (euclidean 41 1
distance,k=5)

KNN(euclidean distance(k=25) 42 0

Pour les modeéles, Euclidan distance (95 percentile) et la méthode Classical KNN (euclidean

distance,k=5) un seule composée de I’ensemble test est en dehors du domaine d’applicabilité tandis

que le modéle KNN(euclidean distance(k=25) montre que aucun composés n’est a 1’extérieur du

domaine d’applicabilité. Par contre, avec le méthode du leverage, 3 composé sont a 1’extérieur du

domaine d’applicabilité. Pour le modéle Bounding box huit composée sont en dehors du domaine

d’applicabilité. La figure I11.20 montre le diagramme de wiliams obtenue par 1’approche du

leverage pour les ensembles d’apprentissage et de test du modele CNN-FC55-FFNN.

N
o
T

-

o
o

S
3
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Figure 111.20. Diagramme de Williams pour les ensembles d’apprentissage et de test du modéle

CNN —FC55-FFNN.
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On Remarque que trois composé appartenant a 1’ensemble de test sont en dehors du domaine
d’applicabilité (aire limite par les deux lignes horizontales et ligne vertical). Bien que nos points
soient éloignés du reste des observations, ils sont trés proches de la ligne d’ajustement de régression
car ils ont un trés faible résidu. Ils sont donc de bons points de levier. Ce résultat montre que le
modele CNN-FC55-FFNN développé est conforme au troisieme principe de I’OCDE, il peut étre
ainsi utilise pour prédire la liaison des medicaments aux protéines plasmatique pour de nouveaux

médicaments.

111.6. Comparaison avec d’autres modeéles parus dans la littérature

Nous avons comparés nos resultats a un nombre limité de modéles QSAR développées pour
la prédiction du taux de fixation aux protéines plasmatiques disponibles dans la littérature (tableau
I11.13). Yawen Yuan avec ses collaborateurs ont construits un modéle QSAR pour la prédiction du
taux de fixation aux protéines plasmatiques sur la base d’un vaste ensemble d’apprentissage
comprenant plus de 5000 composés et ils ont proposés une nouvelle stratégie pour construire des

modeles pour différents niveaux de liaisons [29].

Lixia Sun et ses co-auteurs ont développés des modeéles QSAR pour six algorithmes
d’apprentissage pour la prédiction du taux de fixation aux protéines plasmatiques contenant 967
produits pharmaceutiques. Le modele utilisant le RNA a abouti & une MAE pour 1’ensemble de test
de 0.126 [30].

Rajnish Kumar et ses camarades ont présentés six algorithmes d’apprentissages pour des
modéles QSAR utilisant une base de données contenant 735 médicaments. Le modeéle avec le RNA
a donné une MSE train=0.869 et une MSE test=0.888[31].

Haiyan Li et ses collégues ont développés une nouvelles méthode appelée analyse QSAR de
I’interaction des protéines plasmatiques (PPI-QSAR) avec une base de données de 65 antibiotiques
qui a donné R?train=0.86 Q? train=0.72 [32].

Taravat Ghafourian avec son groupe de chercheurs ont collectés une base de donnes de 794
médicaments et ont utilises 04 algorithmes d’apprentissage le meilleur modéles était Boosted
Regression Tree qui a donné une MAE train=13.25 et une MAE val=14.96 [33].
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Moda Tiago et ses collaborateurs ont développé une relation structure activité par
hologramme (HQSAR) sur une série de 312 médicaments. Ils ont obtenu un Q?=0.72 et R2
=0.91[34].

Nous nous ne sommes pas intéressés a 1’évaluation des avantages et inconvénients de ces
méthodes car 1’objectif de notre travail était de prouver que notre nouvelle méthode était aussi
efficace que ces anciennes méthodes. De plus, selon nos résultats, nous avons prouvé que le modele
établi par nos soins peut étre utilisé de maniére prometteuse pour prédire la concentration des

médicaments liés aux protéines plasmatiques tout en réalisant des économies de temps et d’argent.

Tableau 111.13. Comparaison avec la littérature.

Méthode MAE R? R MSE
Méthode suggeérée Train 0.0313 Train 0.981 Train0.991 Train 0.031
(Filter) Validation Validation Validation Validation
0.0284 0.989 0.995 0.028
Test 0.0423 Test 0.966 Test 0.983 Test 0.042
Méthode suggéree Train 0.080 Train 0.875 Train 0.935 Train 0.014
(Wrapper) Validation 0.091 Validation 0.871 Validation 0.933 Validation 0.015
Test 0.094 Test 0.870 Test 0.933 Test 0.017
Méthode suggéréé Train 0.074 Train 0.903 Train 0.950 Train 0.011
(CNN-FC55-FFNN)  Validation 0.054 Validation 0.961 Validation 0.980 Validation 0.005
Test 0.072 Test 0.923 Test 0.961 Test 0.009
Méthode suggéréé Train 0.066 Train 0.905 Train 0.951 Train 0.011
(CNN-FC15-FFNN)  Validation 0.054 Validation 0.964 Validation 0.982 Validation 0.005
Test 0.068 Test 0.945 Test 0.972 Test 0.007
Yawen Yuan 2020[29] Test 0.076
Lixia Sun 2018[30] Test 0.126
Rajnish Kumar Train 0.869
2018[31] Test 0.888
Haiyan Li 2011[32] Train 0.86
Taravat Ghafourian Train 13.25 Train 0.717 Train 0.681
2013[33] Validation 14.96 Validation 0.646 Validation 0.641
Moda Tiago L Test 0.91
2007[34]
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111.7. Conclusion

Nous avons expérimenté trois approches différentes pour la sélection de caractéristiques
dans l'apprentissage automatique. Un ensemble de donneées a été sélectionné ; les trois stratégies de
sélection de caractéristiques ont été suivies pour produire des entrées, qui ont été utilisées dans un
réseau neuronal pour faire des prédictions. Les parameétres utilisés pour la validation ont indiqué
que la précision de la nouvelle approche de sélection des caractéristiques extraites a partir d’un
CNN est similaire a la précision avec des caractéristiques obtenues par certains prédicateurs actuels.
Il est évident que cette enquéte a montré que l'extraction de caractéristiques a I'aide de CNN prend
moins de temps en plus de garder toutes les informations contenues dans les caractéristiques
d'origine. Contrairement aux techniques de sélection de caractéristiques, nous n‘avons pas a
comprendre quelles caractéristiques sont les meilleures représentations pour notre modeéle, elles sont
apprises pour nous. Au final, on peut dire que cette recherche nous a permis de développer une

nouvelle méthodologie pour prédire les propriétés des composés a l'aide de descripteurs.
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Conclusion generale

et perspectives

La finalité de la recherche en chimie est la mise sur le marché de nouveaux produits ayant
par rapport aux produits existants, au moins un avantage sur le plan de I'efficacité, de la tolérance
ou du prix. Comment choisir et arriver a ces nouveaux produits ? En chimie thérapeutique par
exemple, malgré des travaux considérables, il ne semble pas exister de procédé permettant de
prévoir a coup sdr les actions pharmacologiques d'une substance de structure entierement nouvelle.
Seuls quelques processus généraux d’innovation sont a la base de la découverte de médicaments : le
hasard, la chimie combinatoire, le criblage et ’inspiration a partir des structures de substances a

activité biologique connue.

Les études des QSAR s'assignent comme objectif de relier I'activité biologique d'une série
de composés homologues a leurs structures chimiques ou plutét a leurs propriétés physico-

chimiques. Ils permettent de

v Connaitre les facteurs qui gouvernent I'activité,
v Prédire I'efficacité des composés synthétises ou non synthétisés,

v Orienter la recherche vers de nouveaux composes actifs.

Les QSAR permettent ainsi de réduire le nombre de produits synthétisés, et par conséquent les
colts dépensés dans ce domaine. Elles se servent de certaines méthodes statistiques pour la

modélisation des relations entre I'activité et la structure chimique des composés.

L’objectif de cette thése était de mettre au point un modele statistique de prédiction du taux

de fixation des médicaments aux protéines plasmatiques. Cette étude s’intégre dans le cadre de la
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quantification de ce taux sans recourir a I’expérimentation animale. Cette derniére, en plus du fait
qu’elle est cotliteuse et laborieuse, est décriée par une multitude d’organisations de défense des
animaux. Les principaux inconvénients des techniques traditionnelles de modélisation établissent
une relation entre la grandeur modélisee et un vecteur de variables qui la déterminent résident dans
la difficulté du choix des variables pertinentes, et dans leur calcul ou leur mesure préalable. Nous
avons développé une technique qui s'affranchit de ces problémes en structurant les données sous

forme matricielle.

Pour atteindre cet objectif, les modeles QSAR ont été établis en utilisant les réseaux de
neurones artificiels a 3 couches (une couche d’entrées, une couche cachée et une couche de sortie)
et nous avons effectué trois techniques de sélection des descripteurs les plus pertinents. Dans ce

contexte, nous avons suivi les démarches suivantes :

Tout d’abord, nous avons élaboré une base de données avec comme parametre a modéliser
le taux de fixation aux protéines plasmatiques. Au total, on a recueilli le taux de fixation aux
protéines plasmatiques de 277 médicaments. Le choix des variables nécessaires a la description de
fy a été fait sur la base du concept qui stipule que le phénomene a modéliser (fy) est intimement lié a
la structure moléculaire. A cette fin, nous avons calculé 1666 descripteurs moléculaires pour chaque

médicament.

Par la suite, nous avons élaboré un modéle de prédiction du taux de fixation aux protéines
pour 277 médicaments. Les descripteurs ont été sélectionnés par trois méthodes puis utilisés pour
développer quatre modéles QSAR prédictif, par utilisation des réseaux de neurones (PMC-RNA).
Une fois que le choix des conditions de travail (répartition de la base de données en ensemble
d’apprentissage et de validation, algorithme d’apprentissage, fonctions d’activation de la couche

cachée) eut été fait, un modele neuronal a été élaboré.

Les quatre modéles congus ont montrées une trés bonne corrélation des données
expérimentales avec celles prédites. Par contre les modeles ‘Wrapper ’et ‘CNN-FC55-FFNN’ ont
montré I’existence de données suspectes. Les coefficients statistiques de la validation interne et
externe appliqué a I’ensemble des donnés sont tous acceptables et satisfaisant. En consequence, ces
modeles sont robustes et se distinguent par un bon pouvoir prédictif. Le domaine d’applicabilité
pour la nouvelle méthode a monté que les deux modeles sont conforme au troisieme principe de
I’OCDE.

En conclusion, nous estimons que 1’objectif assigné a cette étude a été atteint. En ce sens, on

peut confirmer que la nouvelle méthode de sélection est aussi efficace que les méthodes
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traditionnelles aves 1’avantage d’étre moins expansif en temps et en complexité. Car les
caractéristiques essentielles sont automatiquement apprises pour nous par le CNN et cela en dix

minutes scellements avec un CPU au lieu de 03 mois par les méthodes Filter et Wrapper.

A I’issu de ce travail et en vus des résultats, de nombreuses voies de recherche ont émergé.
Ces perspectives concernent plus particulierement la prédiction d’autres phénomenes biologiques.
D’autre part, il faudrait s’intéresser a utilisé la prédiction directe du taux de fixation aux protéines
plasmatiques utilisant les CNN et utilisé la représentation de la structure moléculaire au lieu des

descripteurs comme entrée dans un CNN et faire la comparaison.
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ABSTRACT

Background: Plasma protein binding is a key component in drug therapy as it affects
the pharmacokinetics and pharmacodynamics of drugs.

Objectives: This study aimed to predict the fraction of plasma protein binding.

Methods: A quantitative structure-activity relationship, convolutional neural network,
and feed-forward neural network (QSAR-CNN-FFNN) methodology was used. CNN
was used for feature selection, which is known as a difficult task in QSAR studies. The
values of the descriptors acquired without the preprocessing procedures were rearranged
into matrices, and features from a deep fully connected layer of a pre-trained CNN
(ALEXNET) were extracted. Then, the latest features learned from the CNN layers were
flattened out and passed through an FFNN to make predictions.

Results: The external accuracy of the validation set (Q*=0.945, RMSE=0.085) showed the
performance of this methodology. Another extremely favorable circumstance of this method is
that it does not take a lot of time (only a few minutes) compared to the QSAR-Wrapper-FFNN
method (days of hard work and concentration) and it automatically gives us the characteristics
that are the best representations of our input.

Conclusion: We can say that this model can be used to predict the fraction of human
plasma protein binding for drugs that have not been tested to avoid chemical synthesis
and reduce expansive laboratory tests.
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Introduction

uilding a quantitative structure-activity
relationship (QSAR) model, known as in
silico model, is an important step in drug
discovery. It allows us to avoid chemical
synthesis and reduce expansive and tedious
laboratory tests [1, 2]. Different QSAR ap-
proaches have been developed over the past few years
[3-5]. These approaches can determine the quantitative
relations between the variation in the values of calcu-
lated descriptors and the biological activity of a series
of chemical molecules [6]. Thus, once a correlation has
been established, it can be used to predict the property
or biological activity of new structures [7, 8]. In QSAR
studies, selecting a few relevant descriptors from a large
number of features is a difficult task. Feature selection
techniques are applied to reduce the number of attributes
in the dataset by choosing features that will give us bet-
ter accuracy with fewer data [9-11]. It also reduces the
overfitting and the overtraining risk [12]. Feature selec-
tion methods can be divided into three categories: fil-
ter, wrapper, and embedded methods. Filters are applied
independently of the mapping method used. They are
executed before the mapping, to reduce the number of
descriptors, following some objective criteria [13]. The
wrapper techniques are used to select the optimum sub-
set of features based on the error reduction of classifier
algorithms. Wrapper methods perform better than filter
methods but are more expensive and time-consuming
[14]. Features selected with embedded or hybrid meth-
ods are sensitive to the structure of the underlying clas-
sifiers. Thus, in most cases, the features selected by one
embedded method might not be suitable for others [15].

Plasma protein binding plays a key role in drug
therapy that affects the pharmacokinetics and pharma-
codynamics of the drug, as they are often directly re-
lated to the free drug concentration in plasma [16, 17].
In recent years, several QSAR-artificial intelligence
models have been developed to predict plasma protein
binding, such as support vector machines and their de-
rivatives [18-20], random forest [21], neural networks
[22, 23], and gradient-boosting decision trees [24]. In
2017, Sun et al. constructed QSAR models by six ma-
chine-learning algorithms with 26 molecular descrip-
tors [25]. Kumar et al. in 2018 presented a systematic
approach using a support vector machine, artificial
neural network, K-nearest neighbor, probabilistic neu-
ral network, partial least square, and linear discrimi-
nant analysis to a diverse dataset of 735 drugs [26].
Yuan et al. in 2020 published a global QSAR model for
plasma protein binding and developed a novel strategy

Khaouane et al. Methodology for Human Plasma Protein Binding. PBR. 2022; 8(4):311-322

PBR

Pharmaceutical & Biomedical Research

to construct a robust QSAR model for plasma protein
binding prediction [27]. Recently, deep learning algo-
rithms have attracted the attention of scientists and be-
come an important option for pharmaceutical research.
Ramsundar et al. presented deep learning techniques
for healthcare that efficiently predict drug activity and
structure [28]. Wallach et al. introduced AtomNet,
known as the first structure-based deep convolutional
neural network (CNN), to predict the bioactivity of
small molecules for drug discovery applications [29].

In this work, a novel combined methodology based
on QSAR, CNN, and a feed-forward neural network
(FFNN) was used to predict plasma protein binding for
277 molecules. The CNN, known to be the most popular
algorithm for deep learning, was used for feature selec-
tion as an alternative to the wrapper method. The FENN
was then used for the prediction of the plasma protein
binding from the extracted features.

Material and Metods

In order to predict the plasma protein binding, a meth-
odology based on five steps was used as summarized in
Figure 1: (1) data set collection, (2) molecular descrip-
tors generation, (3) selection of relevant descriptors by a
wrapper method and a CNN method, (4) FFNN model-
ing, and (5) validation of models.

Data set collection

The experimental data of protein binding of the 277
drugs used in this study were selected from the pharma-
cological basis of the therapeutics handbook [30] and
the handbook of clinical drug data [31]. Chemical names
and experimental protein binding values are presented in
Supplemental Material 1.

Molecular descriptors generation

The numerical representation of molecular structure
was assessed in terms of molecular descriptors. The
SMILES script (simplified molecular-input line-en-
try system) required to calculate descriptors was ex-
tracted from the open-access database PubChem [32].
SMILES is a specification in the form of a line nota-
tion describing the structure of chemical species [33].
The SMILES scripts for the 277 drugs were used to
generate 1666 descriptors divided into 20 categories:
(i) constitutional descriptors, (ii) topological descrip-
tors, (iii) walk and path counts; (iv) connectivity in-
dices; (v) index information; (vi) 2Dautocorrelations;
(vii) edge adjacency indices; (viii) burden eigenvalue
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Figure 1. Flow sheet of the procedure followed

descriptors; (ix) topological charge indices; (x) eigen-
value-based indices; (xi) Randic molecular profiles;
(xii) geometrical descriptors; (xiii) RDF descriptors;
(xiv) 3D-MoRSE descriptors; (xv) WHIM descriptors;
(xvi) GETAWAY descriptors; (xvii) functional group
counts; (xviii) atom-centered fragments; (xix) charge
descriptors; and (xx) molecular properties.

All descriptors were obtained through the E-Dragon online
programs [34], which is known as the electronic remote ver-
sion of the well-known software DRAGON developed by
the Milano Chemometrics and QSAR Research Group by
Prof. R. Todeschini. The name and number of calculated de-
scriptors are reported in Supplemental Material 2.

Selection of relevant descriptors

The selection of the most efficient descriptors, which is
an important step in QSAR modeling, was made by two
techniques in this work.

Wrapper method

The number of molecular descriptors was reduced by
the following procedure [35]:

1) Descriptors having constant values (min=max) were
eliminated.

2) Quasi-constant descriptors (1% quartile 25%=2"
quartile 75%) were removed.
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3) Descriptors with standard relative deviation
RSD<0.05 were deleted.

The three steps above were performed using STATIS-
TICA software [36].

4) Matrices of the pairwise linear correlation between
each pair of columns in the input matrices were calcu-
lated via MATLAB [37]. In addition, all variables with a
correlation coefficient R>0.75 were removed. For more
robustness of the model, the variance inflation factor VIF
was calculated (Equation 1):

L.VIF=1/(1-R?)

, Where is the squared correlation coefficient of the i
descriptor versus the remaining ones. All the descriptors
with VIF>5 were eliminated from the model [38].

5) The remaining descriptors were analyzed by stepwise re-
gression in STATISTICA software [36]. Only 15 descriptors
were selected and used as input variables in the FFNN models.

CNN method

CNNss are one of the most popular algorithms for deep
learning, and they are mostly used for image classifica-
tion. Computers do not see an image as an image, but as
an array of pixels and the whole process in CNNs de-
pends on it. Therefore, we provided our CNN network
with previously digitalized data as input. Because for
deep learning, in image classification, we do not have to
understand which features are the best representations of
the object, they are taught to us.

In our approach, the 1666 descriptors calculated with
E-DRAGON were transformed for each drug into ma-
trices of size 49-by-34-by-1 dimension in MATLAB be-
cause CNN requires matrices as inputs [39]. The latest
features learned from the CNN layers were flattened out
and passed through an FFNN to make predictions.

FFNN modeling

QSAR-wrapper-FFNN

The selected descriptors by the wrapper technique were
set as input in an FFNN. So far, there is no clear answer to
specify the number of hidden neurons required for a mod-
eling task and it remains an open question. Different ap-
proaches are discovering this number, explained in detail
in reviews, including methods of selecting the number
of hidden nodes in the artificial neural networks review
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[40]. To decide the number of neurons in the hidden layer,
the procedure summarized below was used [41]:

1) In the beginning, only a few hidden neurons (five)
were used.

2) The network was trained until the mean square error
no longer seemed to improve.

3) At this moment, a few (five) neurons were added to
the hidden layer, each with randomly initialized weights,
and resumed training.

4) The previous two steps were repeated until a termi-
nation criterion has been satisfied.

The mathematical equation of the model, for the pre-
diction of protein binding, is shown below (Equation 2):

2 s w2 (exp(Zi:"1>;i:rbwij+bj)—exp(-zi:1 Xi+Wij+bj)
= (exp(3? xi+wij+bj)+exp(-3._, xi+wij+bj)

x 1 (i=1...p) is the input that corresponds to the num-
ber of data included in the training of the ANN, I from
1 to 15, wij (i=1...p, j=1...k) weight from input to hid-
den layer, b j (j=1...k) are biases of the neurons in the
hidden layer, k=45 for Wrapper method, w2j (j=1...k)
are weights from the hidden to the output layer, b is the
bias of the output neuron, and fb is the output.

QSAR-CNN-FFNN

CNN is a powerful machine learning technique. Train-
ing a CNN requires a large collection of diverse data,
which is not an easy task [42]. However, there is an
easy way, we can use a pre-trained CNN, which saves
a huge amount of time and effort because fine-tuning
a network with transfer learning is usually much faster
and easier than training a network from scratch [43]. In
this work, transfer learning using the ALEXNET CNN
was applied to perform feature extraction and then fea-
ture reduction with adjustment in the last six layers by
new ones. The CNN model was used to extract rep-
resentative feature vectors from the penultimate fully
connected layer, and then these “deep features” were
used for training an FFNN. The choice of dimension
15 for the feature reduction is to perform a comparison
with the features selected by wrapper methods. The de-
tails of the 22 layers are reported in Supplemental Ma-
terial 3. To train the network, holdout cross-validation
was used to divide the data randomly 70% for training,
15% for validation, and 15% for testing.
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Validation of the models

To determine both the generalizability and the actual
predictive capacity of the QSAR models, internal and
external validation criteria were used for the validation
of the models. The statistical parameters used in our
study to check the performance of the models were the
coefficient of determination (R?), the correlation coef-
ficient (R), the predictive squared correlation coeffi-
cient (Q?), and the mean squared error values (MSE)
(Equations 3-5):

3. R*=1-RSS/SS

pred_y, )2
4. M5E=zin=1u

5. @Q*=1-PRESS/SS

The residual sum of squares (RSS) is the difference
between the fitted values and the observed values. It
refers to the difference between the observation and
their mean. The predictive RSS is the difference be-
tween the predictions and the observations.

Results
QSAR-Wrapper-FFNN method

The results obtained from the selection of the most
important descriptors by the wrapper method, using
the correlation coefficient R and the variance infla-
tion factor VIF, showed that 15 descriptors seemed to

October 2022. Volume 8. Number 4

be the most appropriate. The calculated VIFs among
the values of the selected descriptors were less than
five, indicating that multicollinearity between the se-
lected descriptors is acceptable. Supplemental Mate-
rial 4 shows the VIF values for the selected descriptors
and their meanings. To specify the number of hidden
neurons required, the procedure detailed above was
followed. R (all), MSE (validation), and (validation)
criteria were employed for the evaluation of the ac-
curacy of the best model. The best model was chosen
according to the minimum MSE (validation) and the
maximum R (all), and (validation) [35, 44].

Table 1 shows ten network models developed after the
wrapper approach. The results obtained showed that net-
work nine with 45 neurons was the best model with R
(all)=0.935, R? . =0.875, Q*=0.871, and MSE (valida-
tion)=0.015. The best performance of the model had a
topology of 15-[45]-1:15 input nodes, one hidden layer
with 45 nodes having the hyperbolic tangent as a trans-
fer function, and one output layer with an identity trans-
fer function. The neural networks were implemented
using the neural network toolbox for MATLAB [37].
Figure 2 shows a comparison between the experiment
and predicted plasma protein binding values for training,
validation, and testing sets. The results showed a close
correlation between predicted and observed plasma pro-
tein binding. The FFNN models were trained with the
Levenberg-Marquardt backpropagation training func-
tion and gradient descent with momentum weight and
bias learning function, and the data were partitioned

Table 1. Selected criteria of the different feed-forward neural networks (FFNNs) obtained by the quantitative structure-activity

relationship (QSAR)-Wrapper-FFNN methodology

Number of Hidden Neurons R (all) R . Q? Mean Squared Error (Validation)
5 0.754 0.539 0.632 0.048
10 0.830 0.679 0.728 0.033
15 0.838 0.694 0.756 0.025
20 0.840 0.724 0.651 0.038
25 0.849 0.712 0.712 0.035
30 0.894 0.810 0.780 0.025
35 0.855 0.707 0.764 0.029
40 0.907 0.814 0.871 0.015
45 0.935 0.875 0.871 0.015
50 0.903 0.806 0.821 0.023
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Table 2. Selected criteria for the different feed-forward neural networks (FFNNs) obtained from the quantitative structure-
activity relationship (QSAR)- convolutional neural network (CNN)-FFNN method

Number of Hidden Neurons R (all) R’ . Q? Mean squared error (Validation)
5 0.882 0.812 0.701 0.040
10 0.908 0.832 0.798 0.009
15 0.913 0.856 0.760 0.028
20 0.933 0.857 0.948 0.009
25 0.910 0.834 0.830 0.022
30 0.905 0.830 0.775 0.022
35 0.960 0.905 0.964 0.005
40 0.922 0.832 0.961 0.007
45 0.940 0.874 0.899 0.012
50 0.922 0.830 0.841 0.009

using holdout cross-validation. The difference between
R’ and Q°was equal to 0.004. This difference did not

train

exceed 0.3 indicating the robustness of the model [45].
QSAR-CNN-FFNN method

Regarding the QSAR-CNN-FFNN, the results ob-
tained (Table 2) showed that network seven was the
best model with R (all)=0.960, R* . =0.905, Q°=0.964,
and MSE (validation)=0.005. The best performance of

Table 3. External and internal criteria of the two models

PBR

the model had a topology of 15-[35]-1:15 input nodes,
one hidden layer with 35 nodes having the hyperbolic
tangent as a transfer function, and an identity transfer
function in the output layer. Figure 3 shows a compari-
son between experimental and predicted plasma protein
binding for training, validation, and testing sets. The
difference between R’ . and Q*is equal to 0.059. This
difference is less than 0.3 indicating the robustness of
the model [45]. For QSAR-CNN-FFNN, the correla-

Parameters QSAR-Wrapper-FFNN Method QSAR-CNN-FFNN Method

R (all) 0.935 0.960
v 0.875 0.905
Q 0.871 0.964
Internal validation MSE 0.015 0.005
MAE 0.090 0.054
RMSE 0.122 0.069
? usted 0.874 0.963
R 0.933 0.982
Q 0.870 0.945
External validation MSE 0.016 0.007
MAE 0.094 0.068
RMSE 0.129 0.085

PBR
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Table 4. Comparison with the literature

October 2022. Volume 8. Number 4

Method/Ref. MAE R MSE
Train 0.080 Train 0.875 Train 0.935 Train 0.014
S“ggevsvt;d "ﬁf?;’s,\(ﬁSAR' Validation 0.090 Validation 0.871 Validation 0.933 Validation 0.015
PP Test 0.094 Test 0.870 Test 0.933 Test 0.017
Train 0.066 Train 0.905 Train 0.951 Train 0.011
S“gge“gmf;a"hld) (QSAR- Validation 0.054 Validation 0.964 Validation 0.972 Validation 0.005
Test 0.068 Test 0.945 Test 0.982 Test 0.007
Yuan et al. [27] Test 0.076
Sun et al. [25] Test 0.126
Train 0.869
Kumar et al. [26] Test 0.8881
Li et al. [49] Train 0.86
Train 13.25 Train 0.717 Train 0.681

Ghafourian et al. [21] Validation 14.96

Moda et al. [50]

Validation 0.646

Validation 0.641

Test 0.91

tion among each pair of our variables was verified and
the results are presented in Supplemental Materials 5.
In order to obtain an overview of the correlation struc-
ture, a heatmap was used to highlight what is important
(Figure 4). The question now is how much is too much
correlation between our neural network inputs. It seems
that the general rule of thumb is that if the simple cor-
relation coefficient between two regressors is greater
than 0.8 or 0.9, multicollinearity is a serious problem
[46]. However, with all the rules of thumb, we get in the
statistics, there is nothing black or white about this. In
our case, a prediction with a correlation coefficient of
0.8 does not appear fatal for our regression model. We
can say that the above results served our theory, where
more descriptors are valuable and welcome because we
accept that by removing some of the features we are also
discarding some of the data we have about the problem.

Table 5. Applicability domain of the new method

Discussion

Our results described for the first time the use of CNNs
as a feature extraction method in QSAR studies for a set
of descriptor matrices instead of local pattern extraction
from images. One of the huge favorable circumstances
of this method is that it does not take much time (only a
few minutes) compared to the wrapper method (which
took us days and concentration). It also automatically
provides us with features that are the best representation
of the non-image input, because in this work, we simply
constructed the CNN inputs by resizing the 1666 fea-
tures to 49%34 matrices. We knew that CNNs are used
on data that has spatial features, and the fact that it gave
us good features to use is that the CNN used discovered
that our data has some sort of spatial features. We wanted
to know what this deep CNN actually saw, and how it
understands the inputs, we feed them. By visualizing the
digital values of our matrices, grayscale images were
obtained, giving 255 possible different shades of grey

Approaches Test Inside AD Test Outside AD
Bounding box 40 2
Leverage 41 1
Euclidean distance (95 percentile) 41 1
Classical KNN (euclidean distance, k=5) 42 0
KNN (euclidean distance (k=25)) 42 0
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Figure 2. Comparison between experimental and calculated
plasma protein binding predicted by the QSAR-Wrapper-
FFNN technique.

from black to white. Figure 5 shows a sample image of
3-carboxy-4-methyl-5-propyl-2-furanpropionic acid ob-
tained. Numeric values below zero go to zero and those
over one go to 255. Values between zero and one are
shades of grey, with values between zero and 255. By
taking the values of our descriptors and mapping them to
the corresponding color suddenly, we can see the struc-
ture within our data. We can say that we have made an
interface between our data and our brain by visualizing
descriptors, in which physical and chemical information
about molecules becomes accessible in a new form of
fingerprints. They turn into storytellers of molecules se-
cret in just an image.

Comparison of the two models

A statistical evaluation presented in Table 3 was con-
ducted to compare the performance and quality of the
predictions by the FFNN of the two models developed
for this work. The statistical coefficients of the internal
validation for the two models are all acceptable and sat-
isfactory (high R* .. Q7 (validation), R?, e AN lOW-
est MSE, RMSE, and MAE) and consequently, these
models are robust. The quality of the models was also
evaluated in terms of external validation criteria. For the
wrapper feature extraction method, a value of Q*>0.5 is
considered satisfactory and for the QSAR-CNN feature
extraction method, the value of Q*>0.9 is considered ex-
cellent [45]. We can say that the two models are distin-
guished by excellent predictive power.

PBR

Pharmaceutical & Biomedical Research

O Training set
O \Validation s=t
Testset

03

[=]
m

b predicted (%)
(=]
I

0z

02 o4 06 0g 1
fb expérimental (%)

PBR
Figure 3. Comparison between experimental and calculated
values for plasma protein binding predicted by the QSAR-
CNN-FFNN technique.

Comparison between models from the literature

A comparison was made between the few models re-
ported in the literature with those developed in this work
for the prediction of the binding of drugs to plasma pro-
teins (Table 4). Yawen Yuan et al. constructed a QSAR
model for predicting plasma protein binding based on
a large training set comprising more than 5000 com-
pounds and proposed a new strategy for constructing
models for different binding levels. Lixia Sun et al. de-

=]

PBR
Figure 4. Heatmap of the correlation matrix for the QSAR-
CNN-FFNN method.
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PBR

Figure 5. Image of the input matrices of 3-Carboxy-4-methyl-5-propyl-2-furanpropionic acid with the corresponding numeri-

cal values of shade of gray.

veloped QSAR models by six machine learning algo-
rithms with 26 molecular descriptors for predicting the
protein-bound fractions of 967 pharmaceuticals. The
neural network model yielded an MAE error of 0.126.
Rajnish Kumar et al. presented six machine learning al-
gorithms for QSAR models using a database containing
735 drugs. The model with the artificial neural network
gave an MSE train=0.869 and MSE val=0.881. Haiyan
Li et al. developed a new method called QSAR Plasma
Protein Interaction QSAR Analysis (PPI-QSAR) with
a database of 65 antibiotics, providing R? . =0.86 and
Q*=0.72. Taravat Ghafourian et al. collected a data-

PBR

base of 794 drugs and used four data mining tools; the
best model was boosted trees providing an error MAE
train=13.25 and an MAE=14.96. Moda Tiago et al. de-
veloped a hologram quantitative structure-activity rela-
tionship (HQSAR) on a series of 312 drugs, and they
obtained a Q*=0.72 and R=0.91.

We were not interested in evaluating the advantages
and disadvantages of these methods because it is quite
difficult (each study used different data sets and different
modeling approaches) and because the objective of our
work was to prove that our new feature selection method

Khaouane et al. Methodology for Human Plasma Protein Binding. PBR. 2022; 8(4):311-322
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Figure 6. Plot of the residuals for calculated values of plasma

protein binding from the new approach versus their experi-
mental values for training and test sets.

is as effective as these old methods. According to these
results, the models developed in this work performed as
well as these methods.

Applicability domain

The third principle of the OECD guidelines [47] rec-
ommends a defined applicability domain. In this work,
the domain of applicability was analyzed with differ-
ent approaches reported in Table 5. The algorithm and
methodology of the proposed approaches are available
in the literature [48]. The number of samples inside the
applicability domain varied depending on the method
used: the bounding box considered two test samples
out of the applicability domain, while leverage and
Euclidean distance (95 percentile) identified one test
sample out of the domain of applicability as shown
in Williams plot (Figure 6). Despite its distance from
the other observations, our point is close to the regres-
sion fitted line since it has a small residual. Classical
KNN (Euclidean distance, k=5) and KNN (Euclidean
distance (k=25)) showed none of the test samples out
of the applicability domain. These results show that we
can use the model to predict plasma protein binding for
new compounds that have not been tested.

Conclusion
Two different approaches to feature selection in ma-

chine learning were tested. These feature selection
strategies were followed to produce inputs, which were

Khaouane et al. Methodology for Human Plasma Protein Binding. PBR. 2022; 8(4):311-322
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used in an FFNN to make predictions. Examination of
the estimates of external and internal criteria revealed
that the QSAR model developed by the new feature
selection method is robust, externally predictive, and
distinguished by a good applicability domain. The ex-
ternal accuracy of the validation set was calculated by
the @7 and RMSE, which are equal to 0.945 and 0.085,
respectively indicating that the accuracy of NN trained
with extracted features from CNNs is slightly better
than the accuracy of NN trained with features obtained
by the current predictors. This investigation showed
that extracting features using CNNs takes less time
(only a few minutes) and summarizes much of the in-
formation contained in the original features. Contrary
to feature selection techniques, we do not have to fig-
ure out which features are the best representations of
the input, they are learned for us. In the end, according
to the OECD principle, we can say that we can use
this QSAR-CNN-FFNN model to predict the fraction
of plasma protein binding to human plasma for drugs
that have not been tested to avoid chemical synthesis
and reduce expansive laboratory tests.
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