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Resume

Le clustering, 'un des processus majeurs dans le domaine de la science de données.
Plusieurs techniques ont été proposée pour réaliser ce processus ou chacune a été proposée
pour des cas ou des types de données spécifiques. Dans ce projet, nous allons proposer et
implémenter une nouvelle technique de clustering hybride basée sur des techniques existantes
afin de les adapter et généraliser leurs domaines d’application. Cette hybridation est basée
essentiellement sur deux grandes techniques de clustering, La technique par densité et la

technique hiérarchique agglomérative, avec l'utilisation d’autres paramétres afin de la rendre

une approche efficace.

Mots clés : Science de données, clustering, méthode hiérarchique agglomérative, méthode

par densité, algorithme, méthode hybride.
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INTRODUCTION GENERALE

Introduction générale :

En Apprentissage Automatique (en anglais Machine Learning), i existe deux grands types de

classement de données, le classement supervisé et le classement non supervisé.

Dans le premier cas (dit classification en anglais), I'objectif est principalement de définir des
regles permettant de classer des objets dans des classes a partir de variables qualitatives ou
quantitatives caractérisant ces objets. Les méthodes s'étendent souvent a des variables Y quantitatives.
On dispose au départ d'un échantillon dit d'apprentissage dont le classement estconnu. Cet échantillon
est utilis¢é pour lapprentissage des regles de classement. Il est nécessaire d'étudier la fiabilit¢ de ces
regles pour les comparer et les appliquer, évaluer les cas de sous apprentissage ou de sur apprentissage
(complexit¢ du modele). On utilise souvent un deuxiéme échantillon indépendant, dit de validation

ou de test.

Autrement dit, La classification supervisée nécessite de fournir a I'algorithme une population
déja partitionnée. L’idée est de lui apprendre quelle est la loi qui régit la répartition afin qu’il

puisse affecter un nouvel individu a sa classe d’appartenance.

Parmi les incontournables domaines d’application de ce type de classification, on cite
notamment la biologie, champ d’études trés vaste et bien connu de I'analyste, a travers par exemple
I’établissement de diagnostics médicaux : catégorisation de la nature de tumeur associée au cancer du

sein (maligne ou bénigne), stade de maladie d’un patient, etc.

Tandis que le classement non supervisé¢ (en anglais dit Clustering) est une approche importante
en analyse exploratoire de données non étiquetées, mais reste un probleme difficile. A partir d'une
population, i s'agit d'extraire des classes ou groupes (clusters) d'individus présentant des

caractéristiques communes [1].

Un cluster peut étre défini comme un ensemble de données similaires entre elles et peu
similaires avec les données appartenant a un autre cluster (homogénéité interne etséparation externe).
Les clusters peuvent aussi étre décrits comme des régions de I'espace de représentation des données
contenant une densit¢ relativement élevée de points de données, séparées entre elles par une zone de
densit¢ relativement faible. La détection de ces regroupements joue un role indispensable pour la

compréhension de phénomenes variés décrits par un ensemble d’observations [2].
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INTRODUCTION GENERALE

Ce type est utilis¢ dans divers domaines, on peut citer le domaine biomédical comme I'un des
champs d’applications ¢étendus de ces méthodes de classification, a travers, entre autres,
le regroupement de genes differentiels selon leur profil d’expression dans un phénomene biologique
au cours du temps. Ces algorithmes peuvent aussi étre utilisés dans une problématique de
recommandation, afin de répartir différents articles en clusters et proposer a I'utilisateur un article qui

lui convient.

Ces dernicres années les volumes de données de toutes sortes croit de plus en plus. Avec tant
de données disponibles, i est nécessaire de développer des algorithmes qui peuvent extraire des
mformations significatives a partir de ces vastes volumes. C’est pourquoi nous voulons proposer une
nouvelle méthode de clustering hybride pouvant traiter tout type et taille de données. Afin de réaliser
cet objectif, i nous a fallu en premier lieu de faire une recherche exploratoire des techniques et
algorithmes de clustering existants et de mener une étude de synthése analytique et comparative pour

pouvoir extraire une approche hybride combmant entre des techniques de clustering existantes.

Ce travail s’articule sur trois chapitres, 4 savoir :
1- Clustering, ce chapitre est une ¢étude sur le clustering est ses differentes techniques et
algorithmes.
2- Conception de la méthode hybride, ce chapitre est consacré a I'approche hybride proposeé. 11
présente le principe de fonctionnement, la méthodologie et choix d’algorithmes.
3- Expérimentation et évaluation de la méthode, ce chapitre est consacré a I'implémentation de
cette approche et son évaluation afin de la rendre une approche réelle.

Nous terminerons par une conclusion générale résumant le travail avec les résultats obtenus.

12



Chapitre I :

Etat de art



Chapitre I : Clustering

1. Introduction :

Le clustering, un processus d’analyse exploratoire qui divise les données en un ensemble de
clusters, grace a ces derniers, il est possible d’expliquer des caractéristiques de la distribution de
données sous-jacente. Il s'agit d'une démarche trés courante qui permet de mieux comprendre
lensemble analysé. Le clustering est reconnu comme une tache de challenge, dont la difficulté¢ est
causée par un manque de définition unique et précise d'un cluster. Mais ce manque n’est pas un
inconvénient, i a I'avantage de donner naissance a de multiples facettes du probléme basées sur

plusieurs définitions différentes d’un cluster.

Dans ce chapitre. Nous allons définir qu’est-ce que le clustering, lobjectif principale de
clustering, les avantages et les inconvénients du clustering, et les différentes techniques de clustering

avec quelques exemples d’algorithmes les plus connus de chacune.

2. Définition :

Clustering, en francais segmentation ou regroupement de données, une technique
d’apprentissage automatique non supervisé, on se place donc dans le cadre ou les caractéristiques
communes de ces groupes (appelés clusters) au sein de I'échantillon ne sont pas connus & priori mais
plutot ils sont & découvrir automatiquement. Le pari est fait qu’au sein du jeu de données d’intérét,
des concentrations de données similaires vont se démarquer des autres amas de données par leur
dissimilarité. Ainsi on va chercher a catégoriser une collection d’objets de telle manicre que des
observations appartenant a un méme groupe soient plus similaires entre elles qu’avec tout autre
¢lément appartenant a d’autres groupes, et dissimilaires quand ils appartiennent a des groupes
diffrents. En d’autres termes le clustering vise a diviser les observations en différents groupes,
homogenes au sein du groupe et hétérogenes entre groupes. On peut souvent lire que pour obtenir un
bon partitionnement, il est nécessaire a la fois de minimiser I'inertie intra-classe (variance au sein
d’un groupe) pour obtenir des clusters les plus homogenes possibles, et maximiser I'inertie inter-
classe (variance entre les groupes) afin d’obtenir des groupes distincts. Un partitionnement idéal est

constitué¢ de groupes bien séparés et compacts [3].

Cette homogénéité¢ est tres souvent évaluée selon une distance ou plus largement une mesure
de similarité dont le choix revient a I'expert et peut plus ou moins fortement influencer sur la qualité

des partitions, en induisant un biais potentiel Cette mesure de similarit¢ peut se traduire tout
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Chapitre I : Clustering

simplement par une distance euclidienne siles données s’y prétent (repere orthonormé) ou se baser

sur une mesure propre au probléme et définie au préalable par 'utilisateur [3].

0' 3.

Ensemble de Clusters
données
| Cc
O c2

Figure 1 : Méthode de Clustering

La qualit¢ du clustering dépend donc de la mesure de similarité utilisée par la méthode et de

son implémentation, ainsi que le type de données 4 traiter.

Dans le premier cas selon qu’il y ait chevauchement entre les classes ou pas, on parlera de
classification dure, douce ou floue. Dans le cas ou des objets sont trop différents des autres, il s’agit
de classification dure partielle. Sila contrainte de dissimilarité¢ est relichée, un objet peut appartenir
a différentes classes, on parle de classification douce. Mais aussi de classification douce partielle s’il
existe des objets qui n’appartiennent a aucune classe. Enfin, dans le cas ou chaque objet appartient a
toutes les classes avec un degré d’appartenance, on va vers la notion de classification floue. Elle
aboutit souvent vers une classification dure apres une defuzzification des résultats par maximum
d’appartenance par exemple, ou encore vers une classification douce ou les classes sont ordonnées
par ordre décroissant du degré d’appartenance. Chaque objet est alors affecté¢ aux clusters dont il

vérifie les conditions [4].

Le clustering est :

- La méthode courante d’analyse des données statistiques utilisée dans de nombreux domaines.

- L’une des techniques les plus populaires en science de données « Data Analysis ».
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- L’une des techniques de modélisation subjective largement utilisée dans de nombreux
domaines, notamment I'apprentissage automatique, I’analyse d’images, la recherche

d’informations, la bioinformatique, la compression de données et I’infographie.

3. Objectif :

L’objectif de cette méthode d’apprentissage débordant le cadre strictement exploratoire n’est
pas de faire des prédictions a partir des valeurs d’entrée non encore vues mais principalement utilisée
pour segmenter ou classifier une base de données afin d’étre utilisée dans la classification supervisée,
c’est-a-dire la recherche d’une typologie, ou segmentation en répartissant les données en classes
(clusters) homogenes, ou catégories. Cet objectif est a distinguer des procédures de discrimination,
ou encore de classement pour lesquelles une typologie est a priori connue pouvant également étre

utilisée dans la classification supervisée, au moins pour un échantillon d’apprentissage.

4. Principe de fonctionnement :

En générale, un algorithme de clustering contient les étapes suivantes :

Le choix d’une mesure de proximit¢ appropriée au domaine des données. Cette mesure doit assurer
que tous les attributs des données contribuent également au calcul de la mesure de proximité et il

n’y a aucun attribut qui domine d’autres.

- La définition d’un critere de clustering qui peut étre exprimé par I'intermédiaire d’une fonction
objective ou d’un autre type de regles.

- Une représentation simple et compacte de 'ensemble de données et I'ensemble des clusters.

- Le clustering : cette étape peut étre réalisée de nombreuses facons, selon la technique adoptée.

- La validation des résultats : la qualit¢ des résultats d’un algorithme de clustering est vérifiée en
employant des mesures de validit¢ de clusters. La qualit¢ de chaque cluster doit étre jugée non
seulement par I'algorithme de clustering (la fonction objective) qui ’a produit, mais aussi selon

un critere d’évaluation externe.

Le processus de clustering se divise en trois étapes majeures :

- La préparation des données ;
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Chapitre I : Clustering

L’algorithme de clustering ;

Et exploitation des résultats de I’algorithme [5].

Nous discutons ici des problématiques générales liées a chacune de ces étapes.

@)
D)

o«
Données pré- / O O

Données traitées Choix de
I’algorithme Résultat du

. . clustering
Préparation de

données

Figure 2 : Les différentes étapes pour appliquer un clustering

Les algorithmes de clustering peuvent étre classifiés selon [6] :
Le type des données en entrée.
Les criteres de clustering définissant la similarit¢ entre les points de données.

La théorie et les concepts fondamentaux sur lesquels les techniques de clustering sont basés (par
exemple, la théorie floue, les statistiques). Ainsi, selon la méthode adoptée pour définir des
clusters.

5. Avantages de clustering :

Prendre en compte différents types de données : numériques, symboliques...

Prendre en compte différentes dimensions de données (nombre d’attributs et d’instances).
Générer des formes quelconques de clusters, pas seulement des formes convexes.
Exploration des mode¢les de similitude a partir des ensembles de données non classés.

Exploitation des résultats dans la classification supervisée (les résultats du clustering seront utilisés

dans la classification supervisée pour classer des nouveaux individus dans I'ensemble de données).

17



Chapitre I : Clustering

7. Quelques notions préliminaires :

7.1. Type et échelle de données :

La mesure de similarit¢ et le type de clustering utilis¢é dépendent des types et échelles de

données 4 étudier [7].

7.1.1. Les types :

Binaire : deux valeurs, vrai ou faux (1 ou 0).

Discret : un nombre fini des valeurs ou des entiers.

Continu : un nombre infini des valeurs ou les réels.

7.1.2. Les échelles :

Quantitative :

v Nominal : les valeurs sont juste des noms différents. Par exemple les codes postaux, les couleurs,
le sexe.
v Ordinal : les valeurs reflétent un ordre, rien plus. Par exemple bon, meilleur, mieux ou couleurs

ordonnées par le spectre.

- Qualitative :
v’ Intervalle : la diffrence entre les valeurs est significative par exemple, I'intervalle de température
v’ Ratio : rapport entre deux grandeurs. Par exemple : les quantités monétaires, comme le salaire et

le bénéfice et beaucoup de quantités physiques comme courant électrique, pression, etc.

7.2. Lamatricede données (Jeu de données) :

Les objets (échantillons, mesures, modeles, événements) sont habituellement représentés
comme des points (vecteurs) dans un espace multidimensionnel, ou chaque dimension représente un
attribut distinct (variable, mesure) décrivant l'objet. Ainsi, un ensemble d'objets est représenté comme
une matrice M x N, avec M lignes, une pour chaque objet et /V colonnes, une pour chaque attribut.

Cette matrice est appelée matrice de données (ou encore jeu de données).

18



Chapitre I : Clustering

Points X y
PI 0 2
P2 2 0
P3 3
P4 5

Tableau 1 : Matrice de données

7.3. Lamatricede proximité :

Plusieurs algorithmes de clustering utilisent la matrice de données originale et beaucoup

d’autres emploient une matrice de similarité, ouune matrice de dissimilarit¢. Pour la convenance, les

deux matrices sont généralement mentionnées comme une matrice de proximit¢ P. Une matrice de

proximité, P, estune matrice M x M contenant les valeurs de toutes les dissimilarités ou les similarités

entre les objets considérés. Si P;iet Pjsont le i et le j°™¢ objets, respectivement, alors Ientrée a la

i°m¢ ligne et la jé™¢ colonne de la matrice de proximité est la similarité¢, ou la dissimilarité, entre P; et

P;.

Pl P2 P3 P4
Pl 0 2.8 3.2 5.1
P2 - 0 1.4 3.2
P3 - - 0 2
P4 - - - 0

Tableau 2 : Matrice de proximité
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Chapitre I : Clustering

7.4. L’indice de ressemblance ‘Similarite’ :

La similarit¢ entre les données a étudier est 'mformation principale (et souvent unique)
permettant a Ialgorithme de classification de partitionner le jeu de donnée. Le plus souvent, cette
similarit¢ est calculée selon une mesure de “distance” adaptée au type de données et au probleme a
résoudre. Une distance, not¢ de maniere générale d(i, j), est une mesure de similarité qui satisfait

certaines propriétés mathématiques :

d(i, j) = 0 ... (contrainte de positivité) ;

d(i, j) =0 ... siet seulement si xi =x;;

Vxi,xj, d(i, j) =d(j, i) ... (contrainte de symétrie) ,

- Vxi, Xxj,xz, d(i, j) <d(i, z)+d(z, j) ... (contrainte d’inégalité triangulaire).

7.5. La fonction de distance :

Il est souvent utile d’avoir une représentation géométrique afin de fournir une premiere vue des
données dans le but de repérer des groupes d’objets naturels ou des objets isolés. Chaque attribut
représente alors un axe de coordonnées. L’espace des données est donc un espace eucldien a M

dimensions dans lequel chaque objet est représenté par un point.

Dans la littérature, i est ais¢ de trouver plusieurs définitions de métrique de distance.
Cependant, toutes ces mesures ont une interprétation identique : il est trés probable que des points
proches dans I'espace de projection représentent des données d’un méme groupe (la distance est alors
proche de 0), alors que des points €loignés représentent, quant a eux, des données appartenant a des

groupes differents (la distance tend vers I'infini) [8].

La formule de calcul de distance est utilisée d’aprés le type de données. Il existe plusieurs

formules de calcul de distance pour chaque type, et les plus utilisées sont :
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1- Données numeériques :

A. La distance de Minkowski : avec ¢ un entier positif non nul.

d
@) = ) 1 = i [0
k=1

A.l. La distance euclidienne : est la plus connue et la plus utilisée. Elle peut étre vue comme

un cas particulier de la distance de Minkowski pour q = 2.

d
@) = | (i = i)?
k=1

A.2. La distance de Manhattan : est également un cas particulier de la distance de

Minkowski avec q = 1 (également appelée Meétrique Absolue) :

d

d(if) =) iy = i |

k=1

B. Ladistance de Sebestyen : pour donner un poids différent aux attributs :

di, p=@G-)' Wa-J

Avec W matrice diagonale de pondération.

C. La distance de Mahalanobis : si les variables corrélées prennent trop d’importance, on

peut normaliser la distance euclidienne par la covariance.
dG, p=@G-p C'd-j

Avec C matrice de variance-covariance.

21



Chapitre I : Clustering

2- Données binaires :

Pour les données binaires, il faut tout d’abord la construction de la matrice de contingence,

qui contient quatre indices (a, b, c etd), telle que :

- a:nombre de caractéristiques communes aux deux objets (F1, j=1);
- b :nombre de caractéristiques possédées par i et non par j (<1, j=0);
- c¢:nombre de caractéristiques possédées par j et non par i (=0, j=1);
- d :nombre de caractéristiques possédées ni par i ni parj (0, j=0);

- Etp=a+b+c+d

Objet j
1 0 sum
1 a b a+b
Objet i
0 c d c+d
sum a+c b+d )2

Tableau 3 : Matrice de contingence

Ensuite appliquer 'une des formules de calcul de la distance en utilisant cette matrice.

- Coefficient simple d’appariement (similarit¢ nvariante, sila variable binaire est symétrique) :

dd, j) =

b+ c

- Jaccard (similarit¢ non invariante, sila variable binaire est asymétrique) :

b+ c

W=+ e

a+b

- Concordance : d(i,j) =

2a
2a+ b+ ¢

- Dice: d(i,j) =
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- Autres distances souvent utilisées :

< d(i,j) =%

< d(ij) =

. - a
» d(i)) a+2 (b+c)

3- Données qualitatives :

a

a+b+c

Pour les données qualitatives, i y a plusieurs méthodes de normalisation afin de calculer la

similarit¢. Voici en quelques :

- Correspondance simple : d(i,j) = p_T .

D’ou :

% p :nombre total de variables.

% m : nombre de correspondances.

m

- Généralisation des variables binaires : pour chaque attribut (avec plus de 2 états), on crée une

variable binaire pour chaque modalité. Par ex on a lattribut ‘couleur’ comme suit :

Instance | Couleur
1 Rouge
2 Bleu
3 Vert
4 Bleu

Puis utiliser une des distances du cas bmaire.

Instance | Bleu | Rouge Vert
1 f v f
2 A% f f
3 f f v
4 \% f f
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4- Données textuelles :

Pour calculer la similarité entre deux textes (ou chaine de caracteres), tout d’abord il faut

construire un vecteur global contenant tous les termes du 1°f et 2eme texte.

Puis transformer chaque texte en vecteur binaire en comparant avec le vecteur global (tel que
1 indique la présence du terme dans le texte, et 0 indique I'absence du terme), ou en vecteur TF

(Natural Frequence) contenant les fréquences des termes dans le texte.

Ensuite utilis¢é une formule convenable pour le calcul de la similarit¢, Jaccard avec le vecteur
binaire, Euclidienne avec le vecteur TF, ou encore la formule de Cosinus avec les deux types de

vecteur. Telle que : Cosinus(x,y) = _ZZ(xZi*J;) _
v xi * yi

5- Données mixtes :

Pour le cas de données mixtes (Multi-types), i faut utiliser la distance appropriée pour chaque
groupe d’attribut puis utiliser une distance numérique (ex : la sommation).

Prenant 'exemple suivant :

Niveau | Salaire

Personne | Sexe Age scolaire (DA)
Assia 25 Licence | 45000
Islem 29 PhD 63000
Karim 34 Magister | 58000

Attribut numérique = Age, Salaire. Utiliser I'une des formules numériques (eg : Euclidienne).

Attribut qualitative (nominal) = Niveau scolaire. On peut le transformer en binaire comme

suit :
Personne | Licence | PhD | Magister
Assia 1 0 0
Islem 0 1 0
Karim 0 0 1
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Attribut binaire = Sexe, licence, PhD, Magister. Pour I'attribut Sexe on considere F =1 et H=

0, puis utiliser I'une des formules binaires (similaritéBinaire).
Et ala fin sommer les valeurs obtenues avec chaque formule :

Similarité(Assoa, Islem) = euclidienne(Assia, Islem) + similaritéBinaire(Assia, Islem)

6- Distance entre clusters :

Il existe plusieurs méthodes pour le calcul de la distance entre clusters, citant quelques-unes :

- Saut minimum (Single Linkage) : La distance entre deux custers est représentée par la plus petite
distance entre les éléments des deux classes.

D(cq,cy) = min  D(x,,x,)
xlecl, xze Cy

Cl
c2

Figure 3 : Single linkage

- Saut maximum (Complete Linkage) : La distance entre deux custers est représentée par la plus

grande distance entre les ¢éléments des deux classes.

D(cy,cy) = max D(x,x,)
xlecl, x2€C2
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C1
Cc2

Figure 4 : Complete linkage

- Meéthode de Ward : Supposant que Ci1, C2 et Cs trois clusters avec N, N2 et N3 le nombre

d’observations (instances) dans ces clusters respectivement, et N =Nj+ N2+ N3.

Cret Cz sont les clusters fusionnés, la distance entre Cz et 'union (C; U C3)selon la méthode

de Ward est déterminée par la formule suivante :

de v, ;= A dcl,c3 t+ a, dCZ,C3 + Bdcc,
D’ou :

N, + N N, + N —N
ay=Nit N o a= Nt Ny o p= Ny

8. Les méthodes de clustering :

Une multitude de techniques de clustering est développée. Les techniques se different dans
leurs principes, propriétés, parametres et formes générales du partitionnement généré. La
catégorisation de ces techniques peut étre réalisée selon plusieurs aspects : la mesure de proximité
utilisée entre les données, la théorie ou les concepts fondamentaux sur lesquels se basent les
techniques, la nature des données manipulées et beaucoup d’autres criteres. En réalit¢, la
catégorisation de ces techniques n’est ni directe, ni canonique car les catégories se chevauchent. Enfin
en fonction de I'approche choisie pour la modélisation (paramétrique / non paramétrique) et le type
de données étudiées, on se place dans une famille particuliere d’algorithmes de clustering répartissant
en quatre essentiaux types :

1- Technique par partitionnement.

2- Technique hiérarchique.

3- Technique par densité.
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4- Technique par grille.

8.1. Techniquepar partitionnement :

Cette technique cherche a décomposer directement la base de données dans un ensemble de
clusters disjoints. Plus spécifiquement, elle essaie de détermmer un nombre de partitions qui
optimisent certains criteres (fonction objectif). La fonction objectif peut mettre en valeur la structure

locale ou globale des données et son optimisation est une procédure itérative [8].

Les techniques par partition créent un partitionnement des points de données, d'un seul niveau.
Si k est le nombre désiré¢ de clusters, alors les approches par partitionnement trouvent typiquement

tous les k clusters immédiatement.

8.1.1. Principe :

- Initialisation : création d’une partition de k clusters.

- [Itérations : déplacer un objet entre clusters pour optimiser la fonction objectif.

Mean Mean Mean
Temperature Temperature Temperature
' ' [y

® x % o o

X Baﬁelona o * Barcelona @) ) Baorcelona

o o
X X
X Copenhaguen Copenhaguen
Copenhaguen
P Xag X X
X
X
* Density ™ Density > Density
(hab/km2) (hab/km2) (habikm2)
Step 1 Step 2 Step 3

Figure 5 : Exemple de clustering par partitionnement

En fonction de la méthode de calcul des prototypes, les méthodes de partitionnement par

optimisation itérative sont divisées en sous-catégories principales [9] :

- Les algorithmes basés sur les centroides (K-means).
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- Les algorithmes basés sur les médoides (K-medoide).

8.1.2. L’algorithme K-means :

Dans le cas de K-means, un cluster est représent¢ par son centre, qui est une moyenne

(d'habitude c'est une moyenne pondérée) des instances affectées au cluster [10].

Ce type d'algorithme ne fonctionne pas trés bien pour les attributs catégoriels, par contre il est
trés adapté aux cas d'attributs numériques. D'une autre part, les centroides ont lavantage d'avoir un

sens géométrique et statistique assez clair.

L'algorithme K-means est loutil de classification le plus utilis¢é dans les applications
scientifiques et industrielles. La somme des dispersions (distances) entre un point et son centroide,

exprimée par une distance appropriée, est utilisée comme fonction objectif.

Par exemple, la fonction objectif basée sur la norme R2, la somme des carrées des erreurs (en
Anglais Sum Of Squared Errors ou SSE) entre les points x; et les centroides wj correspondant, est

¢gale a la variance intra-cluster totale [11]:

E(C) = z |%; — w;|?

XiEA

8.1.2.1. Principe :
1. Une classe est représentée par son centre de gravité.

2. Un objet appartient a la classe dont le centre de gravité lu est le plus proche.

8.1.2.2. Algorithme :
1. Choisir k individus au hasard (comme centre des classes initiales).
2. Affecter chaque individu au centre le plus proche.

3. Recalculer le centre de chacune de ces classes.
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4. Répéter I'étape (2) et (3) jusqu’a stabilité des centres (aucun point ne change de cluster).

5. Editer la partition obtenue [12].

H
|
|

! I
+- 3 | | | i .
P i assign |\ N/ Update |+ ANt
- each i | \\‘\o\} [ the [ |

duster | TS T

nr;;.; ..... ta mast EEEREEEEEE means 801 2 34 5 6 T B YW
m 1 reassign | reassign
K=2 I [T T T1 |
4t ol
Arbitrarily choose K f )" =
object as initial | e P T XL ! T I
duster center ,/ﬂ. J Update 5 I
I/' the 2 T
el I | 2 4 !
: T e |0 )

Figure 6 : Exemple du clustering par k-means

Le choix des centroides initiaux appropriés est I'étape clef de lalgorithme de K-means. 11 est
facile de choisir les centroides initiaux aléatoirement mais I'inconvénient est que la partition finale

dépend de la partition mitiale.

8.1.2.3. Avantages :

- Le grand avantage de l'algorithme de K-means est sa complexité temporelle, quile rend efficace

dans le traitement de grands jeux de données.

- Simple a implémenter et a comprendre [12].

8.1.2.4. Inconvénients :

- Le résultat dépend fortement de la conjecture initiale de centroides.
- Le processus est sensible aux bruits et aux anomalies.

- Seulement des attributs numériques sont couverts.

- Il tend a trouver des clusters sphériques de tailles égales.

- Nécessite de spécifier le nombre de classes a l'avance.
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- Utilisable seulement quand la notion de moyenne existe (donc pas sur des données nominales)

[12].

Plusieurs variantes de l'algorithme de K-means existent dans la littérature. Certains d'entre eux
essayent de choisir une bonne partition itiale pour que I'algorithme trouve la valeur du minimum
global. Une autre variante consiste a fractionner ou fusionner les clusters résultants. Typiquement un
cluster est fractionné quand sa variance est au-dessus d'un seuil pré spécifié et deux clusters sont

fusionnés quand la distance entre leur centroides est au-dessous d'un autre seuil pré spécifieé [13].

L'algorithme le plus connu qui utilise cette technique de fusion et de fractionnement de clusters

c’est ISODATA, qui a été est utilis€ particulierement dans le traitement d'image [14].
K-Means est largement utilisé pour de nombreuses applications :

- Segmentation d'image.

- Regroupement des données de segmentation des genes.
- Regroupement d'articles.

- Clustering de langues.

- Regroupement des especes.

- Detection d’une anomalie.

8.1.3. L’algorithme k-medoid :

Dans lapproche K-médoide, un cluster est représent¢ par un de ses points. Ce point
représentatif est appelé médoide, ce dernier est un point qui existe réellement et qui correspond a
I’observation qui minimise sa distance avec I’ensemble des autres points. D’autre maniére, c’est le pomt

le plus placé au centre en tenant en compte quelques mesures, comme par exemple, la distance.
n
M = minZd(i,e)
e
i=1

Avec e = I... n, tout ¢lément dans le cluster peut étre médoide.

Le médoide est '¢lément dont la variance est minimale telle que :

30



Chapitre I : Clustering

E(C) = > b - M
XiEA
j=1

Avec : - xiest un élément du cluster j (avec i = I... Nj, d’ou Njle nombre d’¢lément dans le cluster j).

- M; le médoide du cluster j[15].

8.1.3.1. Principe :
Il ale méme principe avec le k-means sauf que :
. Chaque cluster est représent¢ par un des objets du cluster.

. Quand les medoides sont sélectionnés, les classes sont définies comme des sous-ensembles de
points proches des medoides respectifs, et la fonction objectif est définie comme la distance

moyenne ou une autre mesure de dissimilarité¢ entre un point et son medoide.

8.1.3.2. Algorithme :

. Choisir k ponts (médoides) initiaux.

. Affecter chaque individu a la classe dont le médoide est le plus proche.
. Recalculer les médoides des classes a partir des individus rattachés.

. Répétée I'étape (2) et (3) jusqu’a atteindre le nombre d’itérations fixé, ou lorsque les médoides

M. sont stables (convergence).

. Editer la partition obtenue [12].
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Figure 7: Exemple du clustering par k-medoid

Cette approche n’est pas limitée aux espaces euclidiens. En outre, I'utilisation de médoides pour

définir des clusters rend cette méthode résistante contre les bruits dans les données [16].

La dégradation est faite dans les étapes 2 et 3 de lalgorithme, puisque la découverte d’un

meilleur médoide exige l'essai de tous les points qui ne sont pas médoides.

8.1.3.3. Avantages :

- Pas de limites par rapport au type d'attributs.
- Le choix du medoide est dicté par la location d'une fraction des points prédominants dans le

cluster etainsi est moins sensible a la présence des données aberrantes.

8.1.3.4. Inconvénients :

- Treés coliteux en temps de calcul.

- La complexit¢ de calcul est particuliecrement dissuasive.
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8.2. Technique hiérarchique :

Le résultat de ce type d'algorithmes est un arbre de clusters, appelé dendrogramme, qui montre
comment les clusters sont organisés. En coupant le dendrogramme au niveau désiré¢, une
classification des données dans des groupes disjoints est ainsi obtenue. Une telle approche permet
d'explorer les données a travers différents niveaux de granularité. Les méthodes de la classification

hiérarchique sont divisées en deux types d'approches [17] :

1. Ascendante (CHA), dite agglomérative. La plus couramment utilisée consiste a construire la
hiérarchie a partir des objets (au départ on a un objet par classe), puis a fusionner les classes les plus

proches, afin de n'en obtenir plus qu'une seule contenant tous les objets.

2. Descendante (CHD), dite divisive. Moins utilis€e, consiste a construire la hiérarchie a partir
d'une seule classe regroupant tous les objets, puis a partager celle-ci en deux groupes. Cette opération
est répétée a chaque itération jusqu'a ce que toutes les classes soient réduites a des singletons. Le

processus continu jusqu'a ce qu'un critere d'arrét (d'habitude c'est le nombre k de clusters demandé)

soit atteint.
Clustering ascendant Clustering descendant
Step 4 abecde Step O
Step 3 cde Step 1
Step 2 | de | Step 2
Step 1 ab Step 3
sep0 [ Ja] o [b] o] [a]  [e] | e
agglomération division
dendrogramme

Figure 8 : Les deux méthodes de la technique hiérarchique
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8.2.1. Les avantages :

Facilit¢ pour traiter difffrentes formes de similarité ou de distance entre objets.
Applicable aux différents types d'attributs.

Une flexibilité en ce qui concerne le niveau de granularité.

Facile a implémenter.

Fournit une structure (préférable pour une analyse détaillle qu'une méthode de

partitionnement).

8.2.2. Les inconvénients :

Choix du critére d'arrét qui reste vague.

Fait que la plupart des algorithmes hiérarchiques ne revoient pas les clusters intermédiaires
qu'une fois qu'ils sont construits pour les améliorer.

Les méthodes de classification hiérarchique basées sur des métriques de liens donnent comme
résultats des clusters de formes convexes.

La matrice de distance N x N, qui calcule les similarités ou dissimilarités entre les données est
trop grande. Pour surmonter cette limite, plusieurs heuristiques sont possibles pour réduire la
taille de cette matrice. Cela peut étre réalis¢é en omettant des entrées inférieures a un certain
seuil, ou en utilisant seulement un certain sous-ensemble de représentants des données, ou en

gardant pour chaque individu qu'un certain nombre des plus proches voisins [18].

8.2.3. L’approche divisive :

L’approche divisive la plus simple et la plus utilisée est donné par les étapes suivantes [19] :

. Calculer l'arbre de couverture minimum (MST ou Minimum Spanning Tree) du graphe de

proximité.
. Créer un nouveau cluster en enlevant le lien correspondant a la plus grande distance.

. Répéter I'étape (2) jusqu'a ce que seulement les clusters de singleton restent.
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8.2.3.1. L’algorithme DIANA :

DIANA (Divisive ANAlysis), un algorithme hiérarchique qui procede par division. Son

fonctionnement repose sur un principe simple permettant de grouper les éléments d’un ensemble

selon leurs similitudes.

SN W NN

8.2.3.1.1. Principe :
Au départ, tous les objets appartiennent a un seul et unique groupe.

Un critére de partitionnement est, ensuite, utilis€ pour diviser le groupe en deux sous-groupes
et ensuite pour diviser chaque sous-groupe récursivement jusqu‘a ce que chaque groupe

contienne un seul élément.

8.2.3.1.2. Algorithme :

Initialisation 4 1 cluster.

Sélection du cluster avec diametre maximum.

Identifier dans le cluster 'objet x ayant la plus faible similarit¢ moyenne avec les autres objets.
Initialisation d’un nouveau cluster avec x.

Ajouter au nouveau cluster 'objet dont la valeur maximale de dissimilarité est positive. Répéter
jusqu’a valeur maximale de dissimilarit¢ < 0.

Répéter 2 4 5 jusqu’a obtenr des clusters singleton seulement [20].

Figure 9 : Approche divisive
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8.2.4. L’approche agglomérative :

Cette méthode est I'imverse de la méthode divisive, on la résume par les étapes suivantes :

1. Calculer la matrice de proximité.

. Au début, chaque instance est un cluster.

. Regrouper les deux éléments les plus proches (c-a-d. les deux éléments possédants la distance
la plus petite dans la matrice de proximit¢).

. Mettre a jour la matrice de proximité en remplagant les deux éléments regroupés par le nouveau
cluster.

. Répéter (3) — (4) jusqu’ a obtenir un seul cluster contenant toutes les instances.

8.2.3.1. L’algorithme Lance-Williams :

L’algorithme de Lance-Williams est un algorithme de clustering hiérarchique agglomératif.

C’est I'un des meilleurs algorithmes pouvant traiter de gros jeux de données

8.2.3.1.1. Principe :
. Calculer la matrice de proximité.
. Fusionner les deux clusters les plus proches (les plus similaires).

. Mettre a jour la matrice de proximité pour refléter la proximité¢ entre le nouveau cluster et les

clusters originaux.

. Répéter les étapes (3) et (4) jusqu'a ce que seulement un seul cluster reste [21].

[ Agqlomerative Hierarchical Clustering J
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Figure 10 : Approche agglomérative
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Figure 11 : Exemple d’un dendrogramme issu de la classification des données par CAH

8.3. Techniquepar densité :

L'idée principale de ce type de classification est de grouper des objets voisins de I'ensemble des

données en classes suivant une fonction de densité.

Un ensemble ouvert dans l'espace euclidien peut étre divisé en un ensemble de ses composantes
connectées. L'implémentation de cette idée pour le partitionnement d'un ensemble fini de pomts a
besoin de tels concepts comme la densité, la connectivité et les limites (extrémité, bordure, frontiére)
plutot que la distance. Ils sont fortement reliés aux plus proches voisins d'un point. Un cluster, défini
comme une composante densément connectée, évolue dans n'importe quelle direction ou la densité le
mene. Par conséquent, les algorithmes a base de densité sont capables de découvrir des clusters de
formes arbitraires. Ainsi, ce principe fournit une protection naturelle contre les données aberrantes.
Les clusters ne sont pas nécessairement convexes (entirement contenus/remplis). Le bruit et les
données isolées sont identifiés. Le nombre de classes n’a pas besoin d’étre prédéfini préalablement.

Un seul parcours de la base de données est effectué pour la réalisation de ces clusters.

Les algorithmes basés sur la densité considérent les clusters comme des régions de points denses

dans l'espace de données qui sont séparées par des régions de faible densité¢ [22].
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8.3.1. Principe :

1. Un pomt est voisin d'un autre point s'il est a une distance nférieure a une valeur fixée (&), cette

valeur est a choisir selon I'échelle de I'étude et I'exploitation de la solution recherchée.

2. Un pomt est dense si le nombre de ses voisins dépasse un certain seuil (MinPts). Ce critére est

aussi défini par I'utilisateur selon les objectifs de son étude.

Il existe deux types d'approches a base de densité :

- Le premier type d'approche attache la densit¢ a un point qui appartient aux données
d'apprentissage. Il compte des algorithmes spécifiques comme DBSCAN, GDBSCAN,
OPTICS et DBCLASD.

- Le deuxicme type attache la densit¢ a un pont dans I'espace d'attributs. Il inclut l'algorithme
DENCLUE [23].

Des concepts majeurs de cette section sont la densité et la connectivité, les deux mesurées en

termes de distribution locale des plus proches voisins.

Un cluster basé sur la densit¢ est maintenant défini comme un ensemble de points densité-

connectes.

8.3.2. L’algorithme de DBSCAN :
L’un des algorithmes les plus connus de cette catégorie. Avec cet algorithme, la découverte

d’un groupe se fait en deux étapes :

1. Tout d’abord, un pont dense est choisi aléatoirement,
2. Puis tous les points qui sont accessibles a partir de ce point, selon le critere de densité, forment

le groupe.
Deux parametres indiqués par I'utilisateur entrent en jeu :

1. Epsilon (¢), le rayon de voisinage,
2. Et MinPts, le seuil de densit¢ qui correspond au nombre minimal d’objets dans le voisinage

d’un point.

38



Chapitre I : Clustering

8.3.2.1. Principe :
1. Choisir un point arbitraire Xx.

2. Trouver tous les points qui sont densité-accessibles de x (en réalisant ces deux conditions : il
faut qu’il y ait au moins un certain nombre de points, déterminé par MinPts, a une distance de
voisinage inférieure ae. Sicepoint ne réalise pas ces conditions, il est considéré comme bruit).
Six est un point noyau alors nous avons form¢ un cluster. Six est un point bordure alors aucun

point n’est densité-accessible de x.

3. Répétition pour le prochain point dans les données [24].

8.3.2.2. Algorithme :

Entrer eps et MinPts.

Prendre un point x qui n’a pas été visité.

Construire N = voisinage(Eps, x).

Si |N| < MinPts Marquer x comme bruit, sinon mitaliser C = {x} et agrandir cluster(C, N).
Ajouter C a la liste des clusters.

Marquer tous les points de C comme visités.

N S RN W N~

Répéter 2 4 6 jusqu’a tous les points ont été visités [24].

Q@

Figure 12 : Formation du cluster avec DBSCAN

Le cluster formé contient alors I'ensemble des points a 'mtérieur du voisinage du noyau. Il

opere de la méme maniere pour tous les autres points appartenant au cluster, augmentant ainsi le
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nombre de points du cluster (vorr image ci-dessous). On dit que tous les pomts de ce cluster sont

densité-accessibles. 1l s’arréte lorsque les pomnts ne respectent plus les criteres & ou MinPts [24].

Figure 13 : Exemple d’un cluster dont les points sont densité-accessibles

8.3.2.3. Avantages :

- DBSCAN ale grand avantage d'étre efficace en temps de calcul sans requérir de
prédéfinir le nombre de clusters.

- Il permet de trouver des clusters de forme arbitraire.

8.3.2.4. Inconvénients :

- DL’inconvénient majeur est que les clusters doivent avoir un minimum de points MinPts. Ceci
rend impossible pour DBSCAN de trouver les trés petits clusters dans de grands jeux de

données.
- L'algorithme DBSCAN est difficile a utiliser en trés grand jeu de données.

- Le choix des parametres € et MinPts peut aussi étre délicat.

8.4. Techniquepargrille :

Ces algorithmes commencent par partitionner l'espace de données a un nombre fini de cellules

et accomplir ensuite des opérations exigées sur l'espace partitionné.

Les cellules qui contiennent plus qu'un certain nombre de points sont traitées comme denses et

les cellules denses sont connectées pour former les clusters [25].
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L'espace de données multidimensionnel est divis¢ en cellules, et le calcul de la densit¢ des
régions (taille du voisinage) n’est plus centré sur les instances mais effectu¢ pour chaque cellule.
Chaque variable est discrétisée en largeur (intervalles égaux), telle que la largeur des intervalles de
discrétisation détermmne la taille et le nombre de cellules. Les données bruitées et les valeurs

aberrantes sont implicitement ignorées car elles sont contenues dans des cellules faiblement peuplées.

Ce type de méthodes est congu pour des données spatiales. En fait, avec une telle représentation
des données, au lieu de faire la classification dans I'espace de données, on le fait dans I'espace spatial
en utilisant des mformations statistiques des points dans la cellule. Les algorithmes les plus connus

sont STING, CLIQUE et WaveCluster.

résultent de I'espace de partitionnement, alors que I'espace de partitionnement est basé sur les

caractéristiques de la grille extraites des données d'entrée [26].

Figure 14 : Grille bidimensionnelle pour la détection de clusters

8.4.1. Avantage :

- L'accumulation des données sous forme de grille rend les techniques a base de grille
mndépendante par rapport a lordre (rangement) des données.

- Fonctionnent avec des variables de différents types.

- Dans une certame mesure, les méthodes a base de grille reflétent un point de vue technique.
Cette famille d'approches est éclectique : elle contient les deux types d'algorithmes

hiérarchiques et de partitionnement [27].
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8.4.2. Inconvénients :

- Le principal inconvénient de ces méthodes est de choisir convenablement les parametres liés a
la taille des cellules. En effet, des cellules de trop grande taille reprendront beaucoup d’objets
qui ne sont pas forcément bien uniformément répartis. On pourra donc avoir des clusters peu
homogenes, nécessitant d’€tre subdivisés par la suite. Il y a donc sous partitionnement. Par
contre, des cellules de petite taille seront généralement trés denses a partir du moment ou elles
contiennent des objets. On aura alors tendance a détecter des frontieres qui n’auraient pas lieu

d’étre et a avoir un sur-partitionnement [27].

8.4.3. Principe :

1. Diviser lespace sur lequel les données s'étendent en cellules rectangulaires, par exemple, on

divise I'intervalle de valeurs de chaque dimension en cellules de taille égales.

2. Rejeter les cellules de grille a densit¢ basse. Ceci assume une définition de cluster basée sur la
densité, c'est-a-dire, que les régions a haute densité représentent des clusters, alors que les
régions a basse densité représentent le bruit. Cette supposition est souvent bonne, bien que les
approches basées sur la densit¢ puissent avoir des difficultés quand i y a des clusters de

différentes densités

3. Combiner des cellules adjacentes a haute densit¢ pour former des clusters [27].

9. Conclusion :

Dans ce chapitre, nous avons définir le clustering comme méthode d'analyse non supervisée
utilisée pour organiser des données brutes en silos homogeénes. A l'mtérieur de chaque cluster, les données
sont regroupées selon une caractéristique commune. L'outil d'ordonnancement estun algorithme qui mesure
la proximit¢ entre chaque ¢lément a partir de criteres définis (similarit¢). Puis nous avons
expliqué comment préparer les données afin qu’on puisse explorer et analyser des modeles de
similitude. Ensuite nous avons détaillé les différentes techniques de clustering avec leurs principes et

quelques exemples d’algorithme
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Chapitre 11 :

Meéthodologie
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1. Introduction :

Les algorithmes de clustering sont utilisés par les chercheurs de divers domaines pour explorer
et analyser les modeles de similitude dans leurs données, puis appliquer ces modéles dans différents

domaines, tel que la classification supervisée, le traitement d’image, le web mmning, etc.

Malgré la diversit¢ de ces techniques de clustering et le grand nombre de leurs algorithmes,
toutes ces méthodes ont des limitations, parce que le probléme de clustering est si gros. C’est pourquoi
des analystes ont pensé a trouver des nouvelles solutions et ils ont proposé quelques approches

hybrides.

Une approche hybride (dit aussi clustering hybride) est une méthode combinant entre deux ou
plusieurs techniques de clustering. Plusieurs méthodes hybrides ont été proposées, telle que chacune
et son cas d’utilisation, etelle se base sur des catégories précises. L’objectif des hybridations se différe
d’une approche a une autre, mais le global est 'amélioration des résultats de clustering et ’adaptation

des méthodes de base combinés au cas étudié.

De notre part, notre travail consiste 4 proposer une nouvelle approche hybride en se basant sur

deux grandes techniques de clustering :

- La technique hiérarchique agglomérative ;
- Et la technique par densité.

La technique hiérarchique agglomérative, comme décrit auparavant, c’est une technique
ascendante qui tient comme parametre d’entrée un groupe de données, ensuite elle agrége les données
les plus similaires et refait le processus jusqu'a 'obtention d’un singleton.

Tandis que, la technique par densité nécessite au démarrage deux parametres comme condition,
Eps qui détermine le rayon de voisinage, et MinPts qui détermine le nombre des ¢léments d’un cluster
au minimum. Puis former des clusters en respectant ces deux conditions.

Dans ce chapitre, nous allons présenter notre méthode proposée, notre objectif, les méthodes de

clustering qu’elle combine et comment les combiner et 'enchainement de I'algorithme.
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2. Objectif :
La technique AggloDens proposée vise a :

- Amgéliorer la qualit¢ de clustering et minimiser I'mertie intra-classe en se basant sur la méthode

des barycentres.

- Définir la distance entre les ¢léments du méme cluster (Eps) et méme le nombre de ces éléments

(MinPts).

- Optimiser le temps d’exécution surtout avec les données larges, au lieu de former un cluster par
un soit pour le DBSCAN ou Lance Williams, former plusieurs clusters a4 la fois 4 chaque

agglomération, donc mmnimiser le nombre d’itération.

- Utiliser avec n’importe type et taille de données contrarement a d’autre méthode qui reste

spécifiques aux données numériques, binaires, etc.

- Déterminer le meilleur nombre de clusters qui minimisent le crittre de performance d’une

méthode de clustering.

- Pas besoin de définir le nombre de clusters, ce qui veut dire éviter le parametre le plus délicat

dans le clustering.

- Avorr une segmentation équilibrée.

3. Méthodologie et choix d’algorithmes de regroupement :

La nouvelle méthode que nous allons proposer ici se base essentiellement sur deux grandes
techniques de clustering, la premiere est la technique hiérarchique ascendante (CHA), et la deuxieme

est la technique par densité, en combinant deux algorithmes de ces catégories, I'algorithme de Lance
Williams et le DBSCAN.

L’algorithme de Lance Williams, une approche hiérarchique ascendante ou chaque objet
commence comme son propre cluster et a chaque étape (agglomération), les clusters sont fusionnés
en fonction d'une mesure de distance (similarit¢) entre leurs membres les plus proches, ce processus

s’exécute jusqu'a arriver a un singleton (un seul cluster).
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En appliquant lalgorithme de Lance Williams

Dataset Calculer la matrice de
5 proximité
P7 PS5 En utilisant les formules
4 PR appropriées
P6 P9
3 - -
Pl P8 PI P2 -—--ao P9 PIO
2 ® L]
P3 P10 P4 P1 0 28 ------  6.08 4.
1 & & @
P2 P2 - 0 —————- 5 2.2
0
0 2 4 6 8 | I | \ | |
| | | \ | |
Lance William
| | | \ | |
g
2 \ 4
7 . | | \ | |
Agréger les deux
61 éléments les phss e 0 2.8
Former un cluster avec ces deux
1 proches ¢léments
PI10 ) - ————cs - 0
a4 A
Cl={P1},C2 ={P2},C3={P3,P10},
34 C4 = {P4,P8},C5= {P5},C6 = {P6,
P7},C7 = {P9}
2 -
| 1L 11017
]
PL Ps PG P7T P2 P3 PLO P4 P8
® Refaire 2 & 3 jusqu’a
® Y avoir un singleton A 4 Recalculer la distance
- . entre les anciens éléments
Cluster = {P1, P5, P6,P7, Mettre a jour la matrice I

P2,P3,P10,P9, P4, P8}

.., et les nouveaux clusters
de proximité |

Figure 15 : Exemple d’implémentation de I’algorithme de Lance Williams

Tandis que lalgorithme de DBSCAN prend en entrée deux parametre a définir, ces deux

paramétres sont un peu délicats, car il est difficile de trouver les bonnes valeurs dés le premier essaye.

Le premier parametre est utilis¢ pour définir la distance minimale entre le noyau et les pomts densité-

accessibles de celui-ci. Le deuxieme parametre est utilisé pour définir le nombre mmnimal des

¢éléments d’un cluster.
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En appliquant le DBSCAN :

Définir la valeur de Prendre un élément

Eps non visité
]
. eg: Py
Définir la valeur de v
MmPts Calculer les voisins
eg: MinPts =3 de I’élément en
respectant Eps | Dist(P4, Pi) <= Eps
Dataset Voisins(P4) = {P3, Ps, Po, P19}
5 3 \ 4
P7 K5 Vérifier le nouveau
4 & &
Fo P groupe [] taille(voisins(Ps) + P4) >= MinPt:
3 L *
P1 P8
o
28 * E.
P3 P10 P4 4 4
1 & & » (14
P2 Marquer I’élément
0 comme ¢élément visité
0 2 4 6
v
Refaire 1’étape 2 avec I - Ajouter les nouveaux voisins
les voisins de aux voisins de P4
7 y a1
l element | Voisins = {P;, Pg, Pg, P[(), Pz}
Marquer I’élément
comme bruit 6 - Marquer le voisin comme
L 4 élément visité
Construire le nouveau
8 A 4 cluster
Passer a un ¢lément
non visité
Ci = {P2, P3, P4, Ps, Py, Pio}, Ci = {Ps, P3, P4, Pg, Po, 1o},
9 $ C, = {Py, Ps, Ps, Py} Cluster {C}
Refaire ’étape 2 a 8 5 5
jusqu’ a tous les point P7 PS5 P7 RS
soient visités 4 p'e . 4 F?G *
3 L
3 P1 ¢ Al
2 [
2t P3 P10 P4 ’ P3 P10 P4
1 & & 8 1 & & 8
0 0
0 2 4 6 8 0 2 4 6 8

Figure 16 : Exemple d’implémentation de ’algorithme de DBSCAN
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D’aprés ces deux algorithmes, I'idée globale de notre approche hybride (que nous appelons
AggloDens) est d’intégrer les parametres du clustering par densit¢ a la méthode hiérarchique

agglomérative, tel que :
1- Inttialiser chaque élément comme un cluster.

2- A chaque agglomération, fusionner tous les clusters dont la distance entre eux est inférieure a
Eps, au lieu de fusionner seulement les clusters les plus proches. Cette contrainte accélere le

processus, mieux former plusieurs grappes en méme temps que d'en former un seul.
3- Mettre a jour la matrice de proximité.

4- Les clusters doivent avoir un MinPts ¢léments au minimum. Cette contrainte est considérée

comme condition d’arreét.

Nous avons ajouté¢ une nouvelle contrainte sous forme d’un pourcentage P ou lalgorithme s’arréte
lorsque le nombre des clusters possédants au moins MinPts éléments atteint P% du nombre global
des clusters actuels. Cette contrante est utilisée en cas d’avoir quelques clusters (un nombre trés petit
par rapport au nombre global des clusters actuels) de taille inférieure a MinPts méme si le processus
continue a s’exécuter ils ne seront plus fusionnés avec d’autre. Ou encore en cas d’un ensemble de

données trés larges pour diminuer le temps d’exécution.

Prenant un exemple, supposant que MinPts =15. A une étape quelconque nous avons 12 clusters de
taille (10, 23,31, 16, 21,29, 38 ,50,41, 17, 25,35). Nous remarquons ici qu’il existe un cluster (c’est
le premier cluster) de taille inférieure a 15. Méme si nous continuons I’exécution du processus ce
cluster ne sera plus fusionné avec les autres. Donc pour arréter le processus nous utilisons le

pourcentage P (avec eg: P =90%) tel que 12 * 90% =10.8 =~ 11 ou :
- 12, nombre de clusters actuels.

- 11, nombre de clusters possédants plus de 15 éléments.
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Voici un schéma décrivant le processus général de cette hybridation :

PI --- Pn

PI 0  --- 41

\ 4

Calcul de la matrice

de proximité Pn -- - 0
DBSCAN Lance Williams
(Eps, MinPts) Algorithme
E Méthode
ps Agglomérative
v

Vv Ci ; C; € Clusters, fusionne (Ci, C2) si

MinPts dist (Ci, C2) <= Eps

Méthode des barycentres

Sinombre de clusters actuels
possédants au moins MinPts

Mettre a jour la matrice de

éléments => P, Arréter proximité

Figure 17 : Schéma montrant le processus global de la méthode AggloDens
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Fg : MinPts =3  -------mmm e pEEEEEEE T oo e o o _FTEE=== - Ftape 3

Etape 2

_____________ b oo o)., Ftapel

Figure 18 : Exemple d’un dendrogramme résultant de ’application de la méthode AggloDens

L’arbre (1) est un dendrogramme qui est utilis¢ pour illustrer l'arrangement de groupes générés.
Ce dendrogramme montre comment cette hybridation forme tous les clusters possibles (plusieurs
clusters a la fois) en respectant le Eps a chaque agglomération. Et lorsqu’ils atteignent le MinPts

I'exécution s’arréte et on obtient le résultat de (2).

4. Méthode hybride proposée :

La solution hybride que nous proposons ici pourrait étre généralisée pour partitionner des
ensembles de données si volumineux et méme multi-types. On peut la résumer en quatre étapes

majeures :

1- Préparation de données.
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2- Calcul de la matrice de proximité.
3- Algorithme de clustering hybride.

4- Exploitations des résultats.

4.1. Préparation dedonnées et calcul de la matrice de similarité :

Avant d’appliquer n’importe quelle méthode de clustering, i faut préparer les données afin de
les partitionner. Pour chaque type de données, il existe plusieurs formules pour calculer la similarité.
Puisque le principe de clustering est de fusionner les ¢léments les plus proches (dont la distance entre
eux est plus petite), dans notre approche hybride nous utilisons les formules les plus convenables au
clustering. Nous utilisons les formules assurant que plus les données sont similaires, plus la valeur de

distance est faible, etsiles données sont identiques la distance égale a 0.

a. Donnée numeériques :

Comme cité au premier chapitre, pour calculer la similarité entre données numériques, il faut
utiliser soit la distance de Minkowski, la distance de Manhattan, ou la distance euclidienne ou bien

d’autres, et celle que nous utilisons dans cette hybridation est la distance euclidienne,

d
d@p= | (b= ji)?
k=1

C’est la formule la plus utilisée pour ce type de données, car elle donne de bonnes valeurs de

similarité.

b. Données binaires :

Ce type de données nécessite tout d’abord le calcul de la matrice de contingence avec ses quatre

essentiaux indices ; a, b, ¢ etd. tel que :

- a est le nombre de données communes entre deux objets.
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- bnombre de données possédées par 'un des objets, et ¢ nombre de données possédées par lautre.
- d le nombre du reste de données.
-p=a+b+c+d

b + ¢

Ensuite utiliser le coefficient simple d’appariement d(i, j) =

c¢. Données nominales :

Pour ce type de donnée, il faut une normalisation tout d’abord afin de calculer la similarité, en

p—-m

se basant sur la correspondance simple dans notre approche, telle que d(i,j) = ,avec p le

nombre total de variables, et m nombre de correspondance.

d. Données textuelles :

Pour ce type de données, il y a une grande diversit¢ de formule pour calculer la similarité,
notamment la distance de Hamming, Jaccard, Levenshtein, Sorensen, etc. Et 1a nous nous basons sur
la distance euclidienne avec le vecteur TF (Natural Frequence), car c’est la méthode qui respecte le

principe selon lequel plus les données sont similaires, plus la valeur de similarité est petite.

Aprés cette étape préparative, nous calculons la matrice de proximit¢ en se basant sur les

formules choisisses précédemment et en appliquant la sommation tel que :

Distance totale = (distance numérique + distance binaire T distance nominale + distance textuelle)

4.2. Algorithmede clustering hybride :

Dans cette approche AggloDens, nous combinons deux techniques différentes pour avoir une
technique hybride, une technique principale non paramétrique, c’est la technique hiérarchique
agglomérative et précisément I'algorithme de Lance William, et lautre paramétrique, c’est la
méthode par densité qui nécessite deux parametres en entrée Eps et MinPts, précisément lalgorithme

de DBSCAN.
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4.2.1. Principe de fonctionnement :

Le processus de cette hybridation se base essentiellement sur une hiérarchie ascendante. D’autre
maniere, cette approche fonctionne de la méme fagon que I'algorithme de Lance William qui forme
des clusters en construisant un arbre des instances agrégées (regroupées) a chaque étape, commengant
par un groupe de clusters contenant une seule instance (feuille) jusqu'a arriver au résultat final (un
groupe de clusters). Durant chaque étape (agglomération), on fusionne les éléments dont la distance
entre eux est inférieure ou égale a Eps. La condition d’arrét de ce processus est la taille des clusters
ou chacun contient au minimum un MinPts instances, au lieu d’exiger le nombre de cluster qui est le
plus délicat paramétre dans le clustering sans rien savoir a priori. Alors le MinPts est définie comme
la taille minimale des clusters exigée. En utilisant ces deux parametres, on assure la notion de densité

dans chaque cluster, c'est-a-dire les clusters qui résultent soient denses.

Brievement, On peut décrire le déroulement du processus que nous parlons ici dans ces deux

essentiaux points :

- Prendre de la technique agglomérative la maniere comment former les clusters (regroupement

hiérarchique ascendant).

- Prendre de la technique par densit¢ ses parametres comme conditions exigées pour valider ces
clusters, Eps la distance au maximum entre les ¢léments d’un cluster et MinPts la taille minimale

d’un cluster.
Dans chaque étape (agglomération), il y trois choses élémentaires a faire :
1- Agréger les éléments dont la distance entre eux est inférieure ou égale a Eps.

2- Recalculer la distance entre les anciens éléments et les nouvelles grappes formées en utilisant

la méthode des barycentres.

3- Vérifier sitous les clusters ont au moins un MinPts instances, sioui arréter le processus a cette

¢tape courante, Sinon aller a I’étape (1).

4.2.2. Choix d’indice d’agrégation :

Une étape essentielle dans cette méthode hybride est la mise a jour de la matrice de proximité

aprés chaque agrégation. Pour assurer de bon résultat en baissant DI'mertie mtra-classe, nous
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appliquons ici une technique basée sur la distance entre les barycentres des clusters, Le critére de
choix de la paire de clusters a fusionner a chaque étape est basé sur la distance mmimale entre les

barycentres.

4.2.2.1 Principe de fonctionnement de la méthode des barycentres :

Cette technique consiste a réunir les deux clusters dont le regroupement fera le moins baisser
I'inertie mtra-classe. La distance entre deux classes est celle de leurs barycentres. Cette technique
tend aregrouper les petites classes entre elles, tel que plus le nombre d’instances d’une classe est petit

plus sa valeur d’inertie intra-classe est faible.

Le barycentre peut étre completement artificiel, ne correspondant pas a la réalit¢ des données.
On préfere dans certains cas la notion de médoide (I'élément le plus placé au centre d’un cluster), un
point qui existe réellement et qui correspond a 'observation qui minimise sa distance avec ’ensemb le

des autres points [28].

Supposant a une étape quelconque, on a un ensemble de quatre clusters C1, C2, C3 et C4 tel

que :

c3

c4

Figure 19 : Exemple d’un ensemble de clusters a une étape quelconque
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La prochaine itération, C2et C3 sont les plus proches (leurs barycentres k et m sont plus proches
par rapport aux autres), donc ils vont étre fusionnés en un seul cluster, et I'élément n devient le

barycentre du nouveau cluster C’ (car il est le plus centré dans C).

c4

Cc1

Figure 20 : L’ensemble de clusters aprés un nouveau fusionnement

4.2.3. Algorithme AggloDens :
1- Initialiser toute instance en un cluster.
2- Définir Eps, MinPts et P.
3- Fusionner tous les clusters dont la distance entre eux est inférieur ou égale a Eps.
4- Mettre a jour la matrice de proximité en se basant sur les barycentres.

5-refaire 3 a4 jusqu'a ou le nombre de clusters actuels possédant au moins MinPts ¢léments égale

ou supérieur a P.

Le résultat de cette méthode hybride peut étre sous forme de dendrogramme comme celui de
Ialgorithme de Lance Williams, donc il est possible de I'analyser et de modifier les parametres exigés

(Eps, MinPts) sinécessaire pour améliorer les grappes.
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Initialiser toute instance en une grappe.

Entrer Eps, P

Entrer MinPts

»
>

Y

Fusionner tous les éléments dont la distance entre eux est

Inférieure a Eps.

A\ 4

bary

Mettre a jour la matrice de proximité avec la méthode de

centres

Si nombre de ¢
possédants au

éléments => P

l

lusters actuels Arreter

moins MinPts
Retourner les grappes

Figure 21 : Organigramme de I’algorithme AggloDens proposé
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Le schéma ci-dessous illustre le déroulement de notre méthode AggloDens

1

Calculer la matrice de

:{ Fixer Eps et MinPts |

proximité
. Eg:Eps=3
En utilisant les formules A
appropriées MinPts =2
Dataset
5
P7 PS5 2 v
4 . & . .
P6 P9 Fusionner les paires
3 a . d’élément tel que
Former des clusters avec ces
Pl P8 éléments
2 8 - dist(e1, e2) <= Eps
P3 P10 P4 Cl = {P2},C2 ={P9}, C3={P3,P10},
x C4 = {P4,P8},C5= {P5,P7},C6 =
1 - - - {P1,P6},
P2
0
0 2 4 6 8
Refaire 2 a 3 jusqu’a
tout cluster ait MinPts
éléments.
Clusterl = {P1, P5,
P6, P7}
Cluster2 = {P2, P3,
P10}
Dataset Cluster3 = {P9, P4,
\ P8} /
P9
* 3 \ 4
P8 - -
- Mettre a jour la matrice
0\ P4 de proximité
1 L
Recalculer les nouvelles
0 distances en utilisant la
0 2 4 6 8 méthode de Ward

Figure 22 : Exemple du déroulement de la méthode AggloDens
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En comparant les résultats obtenus ci-dessus avec ceux de I'algorithme de Lance Williams, on

trouve que pour avoir les mémes résultats (Clusters {[P1, Ps, Ps, P7], [P3, P19, P2/, [Ps, P4, P9]}), le

nombre d’itérations dans la premiere implémentation est plus grand (quatre itérations) par rapport a

notre méthode hybride (deux itérations). Un gain de deux itérations avec un petit ensemble de

données, donc plus 'ensemble est grand, plus le nombres d’itérations éliminés est grand.

Lance William

6 .
.
.
R 5
.l
43
22
1---11

AggloDens

P1 P6

P5 P7 P3 P10 P2

P8 P4 P9

Figure 23 : Dendrogrammes résultants de l’implémentation d’un exemple avec ’algorithme de Lance
Williams et AggloDens

5. Conclusion :

A travers ce chapitre, nous avons détaillé la conception et le processus de notre approche

hybride proposée qui combine entre deux grandes techniques de clustering de base, la technique

hiérarchique agglomérative, et celle par densité. Ainsi que nous avons présenté les points forts de

cette hybridation par rapport aux autres méthodes existantes. Nous pouvons dire €galement qu’elle

est une approche généralisée qui peut €tre utilisée avec tout type et taille de données. Le chapitre

suivant nous allons I'implémenter pour voir réellement comment elle fonctionne.
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Chapitre I11: Expérimentation et évaluation

1. Introduction :

Dans le chapitre précédent, nous avons parlé de la conception de la méthode de clustering
AggloDensproposée qui combine la technique hiérarchique agglomérative etla technique par densité.
Nous avons détaillé le principe de fonctionnement, les méthodes sur lesquelles elle se base, avec des

schémas illustrant ce processus.

Afin de contribuer a une meilleure compréhension de cette méthode et de I'impact sur les
résultats de la distribution des données, il faut I'implémenter et la comparer avec d’autres méthodes
existantes. Cette réalisation vient couronner le travaill de I'étude conceptuelle. Elle présente la
derniere étape, et elle est trés importante, car elle dessine les pomts forts et faibles de la nouvelle

méthode par rapport aux autres méthodes.

Pour mettre en ceuvre notre solution hybride, nous allons parler tout d’abord dans ce chapitre
des outils nécessaires a 'implémentation de AggloDens ainsi que d’autres méthodes existantes, en
I'occurrence le langage de programmation et les bases de données utilisées. Puis nous présenterons
le processus mmplémenté ainsi que les différentes méthodes et formules utilisées. Ensuite nous
passerons a I'exécution de quelques modeles avec des différentes bases de données, et I'évaluations
des résultats obtenus. Enfin nous comparons les résultats obtenus avec d’autres des méthodes

combinées.

2. Outils utilises :

Afin de rendre cette méthode proposée réelle, nous avons I'implémenté en utlisant Python, le
langage le plus utilis¢é dans le domaine de la Science de Données et le Machne Learning. Le choix

d’un bon environnement de programmation est trés important pour le développement des projets.

2.2. Materiels :

Nous avons exploité et implémenté notre programme sous le systeme d’exploitation Windows

version 10, processeur Intel Core i5-6300 CPU @ 2.4 GHz, 4.00 Go de Ram.
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2.2. Langagedeprogrammation :

Python est un langage de programmation puissant et facile a apprendre. Il dispose de structures
de données de haut niveau et permet une approche simple mais efficace de la programmation orientée
objet. Parce que sa syntaxe est ¢légante, que son typage est dynamique et qu'il est interprété, Python
est un langage idéal pour I'écriture de scripts et le développement rapide d'applications dans de
nombreux domaines et sur la plupart des plateformes. L'interpréteur Python et sa vaste bibliothéque

standard sont disponibles librement [29].

2.3. Environnementde développement :

Et comme environnement de développement, nous avons utilis¢ Spyder, un environne me nt
scientifique puissant écrit en Python, pour Python. Il offre une combinaison unique des
fonctionnalités avancées d'édition, d'analyse, de débogage et de profilage d'un outil de développement
complet avec l'exploration de données, l'exécution interactive, l'inspection approfondie etles superbes

capacités de visualisation d'un package scientifique [30].

2.4. Bases de données utilisées :

Pour appliquer notre programme, nous avons utilis€ trois ensembles de données de différent

type et taille, au format CSV (Comma-Separated Values).

Mall customers [31] :

Cet ensemble de données est cré¢ uniquement a des fins d'apprentissage des concepts de
segmentation client, également appelés analyse du panier de marché constitu¢é de 200 mnstances. 5

attributs ont été tirés :

- Attributs numériques : clientlD, age, annuallncome (revenue annuel), spendingScore (Le score
de dépense est un score attribuer au client en fonction des parametres définis tels que le comportement

du client et les données d'achat).
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- Attribut binaire : gender.

Le résultat de Papplication du clustering sur cet ensemble sert a déterminer les groupes de
clients en fonction de leurs comportements de dépenses, afin de pouvoir connaitre qui sont les clients

cibles avec lesquels il est possible de lancer une stratégie marketing.

° import pandas as pd
pd.read_csv('/content/mallCustomers.csv’)
(B CustomerID Gender Age Annual Income (k%) Spending Score (1-160)
0 1 Male 19 15 39
1 2 Male 21 15 81
2 3 Female 20 16 6
3 4 Female 23 16 77
4 5 Female 31 17 40
195 196 Female 35 120 79
196 197 Female 45 126 28
197 198 Male 32 126 74
198 199 Male 32 137 18
199 200 Male 30 137 83
200 rows ¥ 5 columns

Figure 24 : Un échantillon de la base de données « Mall customers »

Country data [32] :

Cet ensemble de données contient les profils des pays pauvres dans le monde entier. Il est créé
pour pouvoir aider I'organisation de « HELP international ' » a choisir les pays qui ont le plus besoin
d'aide. Il est constitu¢ de 168 instances. Le résultat de I'application du clustering sur cet ensemble
sert a classer les pays en utilisant des facteurs socio-économiques et sanitaires qui déterminent le

développement global du pays.

1HELP International est une organisation qui s'est engagée a lutter contre la pauvreté et a fournir aux populations des
pays arriérés des équipements de base et des secours en temps de catastrophes et de calamités naturelles
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country child_mort exports health imports  income  inflation  life_sxpec
Afghanistan  90.2 10.0 7.58 44.9 1610 9.44 56.2
Albania 6.6 28.0 6.55 48.6 4.49 76.3
Algeria 27.3 38.4 417 31.4 6.10 76.5
Angola 119.0 62.3 2.85 429 5900 22.40 60.1
Antigua and 4, o 455 603 589 9100 1.44 76.8

Barbuda

(=]

1]

[¥%]

gdpp

Figure 25 : Un échantillon de la base de données « Country data »

Utilisateurs de services web :

Cet ensemble de données résume I'mntérét des utilisateurs

de differents services web. Il est

constitu¢ de 4000 nstances et 38 attributs de diffrent type (26 attributs binaires, 7 attributs

numériques, 2 attrbuts nominaux et 1 attribut de type texte). Nous avons ¢liminé deux attributs qui

ne servent a rien (userID, userName) dans cette opération.

L’objectif est de grouper les utilisateurs similaires d’apres les détails de leurs profils.

Q

id  name

e

User1

1 2 User2

~

User3

w
-

Userd

-

Users

5§ 6 Users

@
=

User?

sexe

Male

Male

Female

Female

Female

Female

Male

SCMOOL  hinase English French German Ttalian Japanese Russian Spanish Turkish Gaming “0C12
level media
Oniine
messaging
Hone 0 0 0 0 1 0 0 0 0 1 0 1 1 0 1 ofleringa
large storage
spac
Search
Higher than s ’ s ; ; 0 ; . s ; ’ 5 s 0 ,  enginefor
professor computer
code
Paying
senvice
None 0 0 1 0 1 0 0 1 0 0 0 0 0 1 1 offering the
abiiity to
create
Researchin
Bacealaureate 1 0 0 0 1 1 0 0 1 0 ] 0 1 0 1 online
scientific
publications
Non-university ’ ’ ’ 0 0 ; ; i 5 ; ’ 5 ’ 0 p Oniine music
dipioma service
Search for
_— products that
Non-uiversity 1 1 1 1 1 1 1 0 1 1 0 1 1 1 0 can be
dipioma
purchased
aniine
Contact
Secondery 0 0 1 0 0 0 0 0 1 1 0 0 1 0 0 geolocation
senvice

1813

841

6008

4022

3942

Mm

2183

4335

17.43

10.81

26581

Economic Education movies culture description capacite performance fisbilite Dispor

60 42

8697

17.54

55.73

66.78

8524

Figure 26 : Un échantillon de la base de données « Utilisateurs de services web »
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3. Implémentation de la méthode AggloDens :

En général, la réalisation de notre méthode AggloDens se divise en trois étapes majeures :
1. Implémentation.
2. Exécution et exploration des résultats.
3. Evaluation et validation des bons résultats.
Nous avons adopté une implémentation naive pour notre méthode AggloDens en se basant

essenticllement sur les algorithmes de Lance Williams etle DBSCAN.

Le programme est divis€¢ en 3 sous-programmes :
a- Le premier consiste a calculer la matrice de similarité (distance).
b- Le 2em est consacré pour 'algorithme AggloDens.

c- Et le dernier pour I'évaluation de la méthode.

3.1. Calcul dela matricede distance :

Cette partie contient les différentes fonctions qui calculent la distance entre les données de
différent type. Afin d’avor les bonnes similarités, nous avons utilis¢é plusieurs fonctions pour un
méme type et apres Papplication nous avons adopté celle qui nous a assuré que plus les données sont

similaires, plus la valeur de distance est faible.

Prenant 'exemple des données textuelles, il existe de nombreuses fonctions prédéfinies sous la

bibliothéeque zextdistance de Python. Parmi eux que nous avons essayé :
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1a82

183 import textdistance

1a4

185

laes

187 """ Distance between string data using Hamming Distance "'

185 def hammingDist(textl, text2):

189 return textdistance.hamming.normalized similarity(textl, text2)
11e

111

112

113 """ Distance between string data using Jaccard Distance "'’
114 def jaccardDist(textl, text2):

115 return textdistance.jaccard(textl.split(), text2.split())
116

117

118

119 """ Distance between string data using Lewvenshtein Distance "'’
128 def levenshteinDist(textl, text2):

121 return textdistance.levenshtein.normalized_similarity(textl, text2)
122

123

124

125 """ Distance between string data using Sorensen Distance "'
126 def sorensenDist(textl, text2):

127 return textdistance.sorensen(textl.split(), text2.split())
128

129

Figure 27 : Ensemble de fonctions pour le calcul de la similarité entre des données textuelles

En les appliquant sur les deux textes suivants

In [54]: textl = 'Search engine for computer code.'

In [55]: text2 = 'Search engine dedicated to music.'

Nous obtenons :

In [68]: sorensenDist(textl, text2) In [64]: hammingDist(textl, text2)
out[68]: 9.4 Out[64]: 0.48484848484548486

In [69]: sorensenDist(textl, textl) In [65]: hammingDist(textl, textl)
Gut[69]: 1 Out[65]: 1.8

In [69]: In [65]:

In [70]: levenshtelnDdst(textl, textl) In [66]: jaccardDist(textl, textl)
Out[78]: #.5151515151515151 Out[66]: @.25

In [71]: levenshteinDdist(textl, textl) In [67]: jaccardDist(textl, textl)
out[71]: 1.0 Out[67]: 1

Figure 28 : Résultats de application des fonctions pour le calcul de la similarité entre
données textuelles
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Nous remarquons qu’avec les résultats ci-dessus, nous ne sommes pas arrivés a notre objectif.
Tel que la similarit¢ entre deux textes identiques (Dans 'exemple nous avons utilisé le méme texte -
text]l- pour le test) égale a 1 au lieu 0 que ce soit la méthode utilisée, Hamming ou Jaccard... C’est
pourquoi nous avons pens¢ a créer des fonctions naives. Nous avons créé trois fonctions

- La premiere se base sur la normalisation binaire et la formule de cosinus.

- La deuxieme se base sur la normalisation en TF (Natural Frequence) et la formule de cosinus.

- La derniere se base sur la normalisation en TF et la distance euclidienne.

Ensuite nous avons adopté celle qui donne la meilleure valeur de similarité, c’est la 3eme fonction.

En l'appliquant, nous obtenons :

* textl+text2 = {'engine’, ‘music’, 'code', 'dedicated’, 'for', "to', 'computer’, 'search'}
* textl = search engine for computer code
(1, @, 1, @, 1, @, 1, 1]
* text2 = search engine dedicated to music
[1, 1, @, 1, @, 1, @, 1]
out[98]: 2.449459742733178
In [99]: textDataDist3(textl, textl)
* textlt+text2 = {'engine’, 'code', 'for', 'computer', 'search'}
* textl = search engine for computer code
[1, 1, 1, 1, 1]
* text2 = search engine for computer code
(1, 1, 1, 1, 1]

out[99]: @.@

Figure 29 : Résultats de ’application des fonctions crées pour le calcul de la similarité
entre données textuelles

Nous remarquons ici que la similarité (distance) entre deux texte identiques (textl —textl) égale

a 0. C’est le résultat qui nous aide a réaliser la premiere étape correctement.

Aprés le choix des plus convenables fonctions, en les appliquant nous créons la matrice de

proximit¢ sous forme d’un DataFrame.

Pour le cas de données multi-type, nous utilisons la méthode de sommation pour calculer la

distance entre ces données.
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similarity = reound(binaryDatalist(binaryData[i],binaryDatalj])
+numericalbatalist({numericalbata[i],numericallatal[j])
+nominalDatabist (nominalData[i], nominalbatal[j])
+textDatalist3(stringlata[i],stringlata[j]), 3)

- B

° pd.read_csv(*/contant/mallCustomers2.csy’)

C Name customerl customer2 customer3 customerd customerS customeré customer7 customer8 customers customerl® customerll customeri2 customer13 customerld customerlS customeris custome
0 customer1 HaN 42,048 34.030 39.223 13207 38.175 37.797 56.227 57.767 36.014 54268 63.225 47.065 39.652 32.018 40.423 18.
1 customer2 HaN NaN 76.013 5583 43.249 6477 77.354 14.491 89.157 14342 81.370 24.152 76.529 071 70.036 5.477 49.
2 customer3 HaN NaN NaN 71.063 35.749 70.036 15.133 83.074 45204 66.621 48770 94.250 39.256 7.225 19.815 74.137 3
3 customerd HaN NaN NaN NaN 37.868 1.732 72.035 17417 85652 91410 77.903 25.239 71.309 4123 66.635 5583 43
4 customers Nah NaN NaM Nahl NaM 37.108 34.249 54589 50619 32078 45452 59.169 36.919 37.776 26.821 41.137 7.
195 customer1ge Nah NaN NaM Nah NaM Nal Nah NaM Nah Nah Nah Nah Nah Nah Nah Nah 1
196 customer1s7? Hah NaN Nal Nah NaM Nal Nah NaM Nah Nah Nah Hah Hah Hah Hah Hah 1
197 customer198 Hah NaN NaM Nahl NaM Nal Nahl NaM Nah Nah Nah Hah Hah Hah Hah Hah i
198 customer199 HaN NaN NaN HaN NaN NaN HaN NaN NaN NaN NaN HaN HaN HaN HaN HaN i
199 customer200 HaN NaN NaN HaN NaN NaN HaN NaN NaN NaN NaN HaN HaN HaN HaN HaN i

200 rows * 201 columns

Figure 30 : Echantillon de la matrice de proximité de la base de données « Mall customers »

3.2. L’algorithme AggloDens :

Aprées calculer la matrice de proximité, nous passons a 'algorithme de la méthode AggloDens.

1- Initialisation des clusters : Tout d’abord mitialiser des simples clusters (single clusters),

s

Clusters = {'userl’: ‘userl’, 'user2': ‘user2’, ‘'user3’': 'user3’, 'userd’: 'userd4’,...}

2- Recherche des distances inférieures a Eps : Chercher toutes les distances mférieures a Eps en

les retournant dans une liste, chacune avec les indices des éléments a fusionner,

b est inférieure a Eps (avec distance(a, b) = 1,2), et méme celle entre a et ¢ est inférieure a Eps (avec
distance(a, ¢)=0,91), donc pour savoir quels ¢léments a fusionner a et b ouaetc, il vaut mieux trier

cette liste par ordre croissant, puis fusionner les ¢léments dont la distance entre eux est la plus petite,

distancellithinEps = distWithinEps(simDataCopy, eps)

Pour éviter les cas d’ambiguité, par exemple on a trois ¢léments a, b etc, la distance entre a et

donc fusionner a et c.
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distanceWithinEps = sorted(distanceWithinEps, key=lambda x: x[@])

3- Construction des nouveaux clusters : Apres avoir la liste des distances mférieures a Eps,

fusionner les éléments de cette liste deux par deux et mettre a jour la matrice de proximité en :

- Supprimant les lignes et les colonnes des éléments fusionnés.

similarityData = similarityData.drop([newIldxd, newIdxK], axis=8)
similarityData = similarityData.drop([jElement, kElement], axis=1)

- Ajoutant une nouvelle colonne pour le nouveau cluster en se basant sur la distance entre les

barycentres des clusters.

similarityData.insert(len(similarityData), ‘cluster'+str(newID), newClustersim)

Dans cette étape, il faut chercher tout d’abord les barycentres de tous les clusters actuels.
Ensuite calculer la distance entre les anciens clusters et le nouveau en calculant la distance entre leurs

barycentres.

def getBarycenter({cluster, similarityData)

- Mettre a jour la liste des clusters en ajoutant le nouveau cluster et en supprimant les clusters

fusionnés.

clusters[ 'cluster'+str{newID)] = clusters[jElement] + clusters[kElement]
clusters.pop(jElement)
clusters.pop(kElement)

Pour éviter les cas d’ambigiiit¢ ci-dessus, utiliser une liste additionnelle,

elementlabel = [@]*len(similarityData)

Ou elementLabel est une liste de taille égale au nombre de clusters au courant, contenant des 0 et 1
tel que :

- 0, signifie que I'élément n’est pas fusionné encore avec d’autre.
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- 1, signifie que I'élément est fusionné déja avec un autre, donc ne pas pouvoir de le fusionner a

nouveau.

Initialiser cette liste additionnelle a 0. Et aprés chaque fusion il faut la mettre a jour tel que la

valeur de chaque élément fusionné devient 1.

4- Condition d’arrét : Pour arréter 'algorithme, nous vérifions la taille des clusters actuels si elle
est supérieure a MinPts. Sinon nous réexécutons le processus commengant par I'étape 2 jusqu'a avoir

des clusters de taille égale ou supérieure a MinPts.

if lenClusters{clusters, MinPts) != True:

En cas de ne plus trouver des distances inférieures a Eps, et la taille des clusters actuels est
mférieure a MinPts, nous quittons la boucle et nous redéfinissons la valeur de Eps ou de MinPts ou

des deux ensembles.

if lenClusters(clusters, MinPts) !'= True:
print{'\n  Oops! Change Eps or MinPts wvalue.. “n')

En cas de données assez larges ou déséquilibrées 2, nous utilisons un pourcentage (p) tel que si
la taille de p des clusters est supérieure ou égale a MinPts, nous quittons la boucle de I'algorithme.
C'est-a-dire, a une étape quelconque, lorsque nous avons un nombre tres petit de clusters dont la taille
est inférieure a MinPts, il suffit d’exiger un p (avec eg : p = 95%) de clusters ayant au moins MinPts

¢léments pour valider le résultat final

2 Les données déséquilibrées sont les données quand on les répartit avec n’importe quelle méthode de clustering, les
clusters résultants soient de taille divergente.
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165

166 """ Percentage of clusters possess at least minPts elements "'
167 def lenClusters(clusters, minPts):

168 nbrvalidatedClusters = @

169 for 1 in clusters:

178 if len{clusters[i]) »= minPts:

171 nbrvalidatedClusters += 1

172 if nbrvalidatedClusters »= round(len{clusters)*@.95, 2):
173 return True

174 else:

175 return False

L’utilisation du pourcentage p nécessite la vérification si toute instance appartient a une classe

afin de valider les résultats.

3.3. Evaluation des résultats :

Aprés mmplémenter Dalgorithme AggloDens, i faut I'appliquer sur 'ensemble de données
plusieurs fois en changeant les valeurs de Eps et MinPts pour avoir un bon clustering. Afin de valider
les bons résultats, il existe de nombreux criteres d’évaluation. De notre part, nous avons appliqué la
notion de I’inertieintra-classe (vue en premier chapitre). A chaque exécution, nous calculant Iinertie

mtra-classe, puis nous validons les résultats qui minimise le maximum Ia valeur de cette mnertie.

]

' Inertia intra-classe''’
def inertiaIntraClass(clusters, simData):
inertialntraClass = @
for cluster in clusters:
totalDistBarycenter = getBarycenter(clusters[cluster], simData)[1]
inertiaIntraClass += totalDistBarycenter
return inertiaIntraClass

LELR SR ]

Fa B2 B3 Rd R B3 R P2 F
B R B3 Rd R R R P2 F
=] o N s

oa

4. Application de I’algorithme AggloDens :

Pour appliquer Talgorithme AggloDens, i faut définir trois parametres Eps, MinPts et le
pourcentage P. Afin de savorr comment choisir les valeurs de ces parametres, nous avons exécuté
plusieurs modeles en changeant ces valeurs a chaque exécution et en analysant et évaluant les résultats
obtenus. Voila un tableau résumant les valeurs utilisées avec les résultats obtenus pour les trois

ensembles de données vus au début de ce chapitre :
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Entrée Sortie
Nombre Inertie
N Nombre
Les datasets MinPts | Eps P de intra-
Exécution d’itération
clusters classe
1 80 870 95% 8 9 679015
2 80 1200 95% 12 8 551256
3 80 3000 95% 9 8 787099
4 100 1000 95% 8 9 679015
5 100 1500 95% 6 9 898821
6 100 2000 95% 9 8 747872
7 100 4000 95% 9 8 787099
8 100 5000 95% 16 7 754309
Utilisateurs de
9 140 3150 95% 5 9 1167195
services web
10 140 6000 95% 8 8 1212907
11 150 2300 95% 5 9 1099230
12 200 1200 95% 6 10 898821
13 200 2000 95% 5 9 1099230
14 330 2300 95% 4 9 1315225
15 400 3500 95% 3 10 1875459
16 500 5500 95% 2 10 2517717
17 230 1000 95% Pas de résultat !
1 8 55000 95% 22 3 617358
Counntry data 2 10 60000 95% 11 4 898250
3 12 55000 95% 7 7 898573
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4 16 1300 95% Pas de résultat !
5 16 5000 95% 12 4 738850
6 16 20000 95% 7 7 929337
7 16 80000 95% 6 5 1125198
8 20 60000 95% 3 6 1363260
9 20 75000 95% 3 6 1363260
1 8 20 95% 17 7 2513
2 8 68 95% 14 4 2638
3 10 35 95% 10 5 3032
4 10 45 95% 6 6 3550
5 15 45 95% Pas de résultat !

Mall customers 6 15 60 95% 4 6 4718
7 15 80 95% 7 5 4194
8 20 45 95% 3 9 5194
9 24 50 95% 3 9 6051
10 32 65 95% 4 6 4718
11 32 72 95% 2 7 6413

Tableau 4 : Les valeurs utilisées dans I’application de I’algorithme AggloDens sur les bases de données

Tout d’abord, nous avons commencé avec des petites valeurs (tout dépend la taille de
I'ensemble de données utilis¢ et les valeurs de la matrice de proximité¢). Ensuite nous avons fait un
changement (changement par augmentation ou diminution) pour ces valeurs petit a petit. Pour le
pourcentage P, nous avons utilis¢ une valeur élevée (95% pour toutes les exécutions) et cela n'a pas

affecté le résultat.
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5. Resultats obtenus :

Avec ces exécutions, nous avons obtenu des résultats divers ou la valeur de I'inertie intra-classe,
le nombre d’itération et le nombre de clusters résultants se different d’une exécution a une autre tout

dépend les valeurs des parametres exigés.

Nous illustrerons les résultats sous forme de graphes afin que nous puissions les analyser. Un
graphe pour le changement du nombre de clusters résultant a chaque itération. Un deuxiéme pour le
changement de I'imertie intra-classe en fonction de Eps et MinPts. Et un troisieme pour le changement

de I'mertie en fonction du nombre de clusters.
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Voici les graphes illustrant les résultats obtenus sur les différents ensembles de données

utilisés

Nous observant ici que le nombre
de clusters résultants se change par
diminution ou augmentation d’un
modele a un autre. Et puisqu’il y a trois
contraintes exigées ensemble, i n’y a
pas de regle pour dire le nombre de
clusters s’augmente ou se diminue en

fonction d’un paramétre ou d’un autre.

14 4 Utilisateurs de

services web

Nombre de clusters

T T T 1T 1T 1T " T° 1T 7T
1 2 3 4 5 6 7 8 9% 10 11 12 13 14 15 16

Executin

22.5 1

20.0 4

175 [ Country data ]

15.00

12.5 A

10.0 4

Mombre de clusters

751

5.0 4

25 4

Execution

[ Mall customers ]

Mombre de clusters

Execution

Figure 31 : Le changement du nombre de clusters en fonction de
(Eps, MinPts)
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Inertie intra-classe

Inertie intra-classe

2500000 1

2250000 1

2000000 1

1750000 1

1500000 1

1250000 1

1000000 A

750000 1

500000 1

Utilisateurs de
services web

1400000

— 1 T T 7T
% 10 11 12 13

Executin

LI
14 15 16

Pour les valeurs de I'mertie

1300000 4

1200000 4

1100000 A

1000000 4

500000 4

BOODODO 4

700000 -

G00000 4

[ Country data } ’

inta-classe, nous observant qu’en
général plus les valeurs de Eps et
MinPts sont petites, plus la valeur de
I'mertie intra-classe et faible, et vice
versa. Ainsi que I'inertie intra-classe

atteint la valeur maximale lorsque les

de Eps et MinPts

valeurs sont

grandes.

6500 1
G000 4
5500 4
5000 4
4500 +

4000 4

Inertie intra-classe

3500
3000 4

2500 1

Execution

Figure 32 : Le changement de l’inertie intra-classe en fonction de

(Eps, MinPts)
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Inertie intra-classe
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Figure 33 : Le changement de ’inertie intra-classe en fonction du nombre de clusters

En comparant ces graphes, pour tous les ensembles de données utilisés nous observons que plus
le nombre de clusters est petit plus la valeur de I'inertic intra-classe est €levée, et vice versa. Tel

qu'avec 2 clusters I'inertie intra-classe atteint le seuill maximum.

6. Etude comparative :

Pour comparer les résultats obtenus de 'implémentation de notre méthode AggloDens avec
d’autres des méthodes existantes (ici nous avons appliqué lalgorithme de Lance Williams etle
DBSCAN sur les bases de données précédentes, puis nous avons utilisé les résultats comme

références), nous avons basé sur quatre choses :
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- L’inertie intra-classe.

- L’équilibrage du répartissement.

- Le nombre d’itérations et le temps d’exécution.

1- Commengons par l’inertie intra-classe, nous avons la calculé pour les résultats des deux

techniques, AggloDens et CHA. Voici un tableau comparant les valeurs de I'mertie itra-classe des

deux techniques :

Base de données

Nombre de clusters

L’inertie intra-classe

AggloDens CHA

4 7315225.79 | 1396710.61

5 7099230.92 | 1101461.49

Utlisatours des 6 898821.77 | 914476.83
services web g 679045.49 | 700154.56
9 74787217 | 641017.07

2 551256.37 | 488653.91

3 1363260.41 | 1490565.29

6 1125198.3 | 1286396.7

Country data 7 398573.57 | 1215815.79
1 898250.86 | 761670.71

2 738850.07 | 536306.95

Tableau 5 : Comparaison des valeurs de l’inertie intra-classe résultantes des deux méthodes AggloDens et CHA
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1400000

[ Country data ]

1200000 4

1000000 4

Inertie intra-classe

800000 4

BO0000 4

4 b g 10 12 AggloDens  —

Mombre de clusters

Utilisateurs de
services web

CHA —_

1400000 -

1200000

1000000

Inertie intra-classe

800000

£00000

Nombre de clusters

Figure 34 : Comparaison des valeurs de inertie intra-classe résultantes des deux méthodes AggloDens et CHA

Nous avons trouvé dans la plupart des exécutions que I'inertie intra-classe résultante de la
technique AggloDens est plus petite par rapport a celle de la technique CHA. Et comme dit

auparavant, I'objectif du clustering est de baisser le maximum [I'inertie mtra-classe.

2- Ainsi qu’avec la méthode hybride AggloDens, nous avons obtenu un clustering plus équilibré
par rapport aux autres méthodes. Nous avons exécuté l'algorithme de Lance Williams et AggloDens
sur 'ensemble de données (Country data) plusieurs fois, le tableau ci-dessous montre les tailles des

clusters résultants par les deux algorithmes :
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Lance
AggloDens Williams
Nombre de La taille des . .
clusters La taille des | La taille des
clusters
., clusters clusters
exigee résultants résultants
(MinPts)
3 38 Cl=64, C2=064, Cl=4, C2=34,
C3=39 C3=129
Cl=16, C2=32, C1=31, C2=2,
6 16 C3=32, C4=32, C3=129, C4=1,
C5=32, C6=23 C5=3, C6=1
Cl=4, C2=12, C1=129, C2=2,
7 12 (C3=32, (C4=32, C3=18, C4=1,
C5=32, C6=32, C5=3, C6=1,
C7=23 C7=13
Cl=16, C2=16
s Cl=112,
€716, G716, 1 917, C3m13,
C5=16, C6=16, | "y ) s 4
11 12 C7=16, C8=16, | (71 oy
C9=15, . .
Clo-1s C8=1, C9=8,
Clilo C10=6, C11=1

Tableau 6 : La taille des clusters résultants de ’applicationde I’algorithme AggloDens et

Lance Williams sur I’ensemble « Country data »

Nous observons ici que les clusters résultants de la méthode AggloDens sont plus équilibrés

(mieux répartis), par exemple avec k=3 (ou k est le nombre de clusters), la taille des trois clusters

est proche (64, 64, et 39). Tandis que les clusters résultants de I'algorithme de Lance Williams sont

mal repartis, ou avec k= 3.1l y ades clusters qui contiennent une seule instance, tandis que d’autre

contient 129 instances.

3- D’autre part, en utilisant la méthode CHA, le nombre d’itération est assez grand par rapport

a celui de la méthode AggloDens. A chaque exécution nous parcourons toute la matrice de proximité
et nous extrayons une liste de distance pour construire plusieurs clusters a la fois avec la méthode
AggloDens. Par contre avec la méthode CHA nous extrayons la distance minimale pour former un
seul cluster, donc a chaque fois nous parcourons un ensemble de données large pour extraire une seule

valeur, ce qui augmente le nombre d’itération donc augmente le temps d’exécution. Voici un tableau
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résumant les résultats de I'exécution de quelques modéles avec les deux algorithmes AggloDens et

Lance Williams sur un ensemble de 200 instances :

AggloDens Lance Williams
Nombre de
clusters Nombre Temps d’exécution Nombre Temps d’exécution
d’itérations (en seconde) d’itérations (en seconde)
2 7 36,82 198 414.45
4 6 35,8 196 254,23
7 5 35,95 193 403.03
8 5 34,33 192 255,72
9 5 33,17 191 389,24

Tableau 7 : Le nombre d’itérations et le temps d’exécution résultants de ’application de

Dalgorithme AggloDens et Lance Williams sur un ensemble de 200 instances.

7. Conclusion :

D’apres notre expérimentation, nous pouvons conclure que :

- Pour avoir un bon clustering en appliquant cette méthode, il faut connaitre comment bien

choisir les valeurs des parametres exigés (Eps et MinPts).

- Plus la taille des clusters (MinPts) est petite et la distance de voisinage (Eps) est proche des

distances les plus fréquentes, meilleur est le clustering résultant.

- Notre méthode AggloDens résulte de bon clustering grace a un répartissement de données

équilibré, une basse inertie intra-classe et moins d’itération ce qui signifie un gain de temps.
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Conclusion générale et perspective :

La classification automatique non supervisée (Clustering)des données est un concept important
qui fait partie du processus d’analyse de données. C’est €galement I'une des tiches majeures dans le
domaine de la science de données. Elle vise a découvrir la structure intrinséque d’un ensemble
d’objets en format de regroupement homogenes significatifs appelés clusters, et qui partagent des
caractéristiques similaires. Pour réaliser ce processus, diverses techniques ont été proposées et

appliquées.

Au cours de ce projet, nous avons propos€¢ une nouvelle approche hybride de clustering
(AggloDens). L’objectif principal était d’adapter et généraliser I'utilisation des méthodes existantes
combinées. Ainsi que d’amgéliorer la qualit¢ des résultats et minimiser le temps d’exécution, en se
basant essentiellement sur deux grandes techniques de base de clustering, la technique par densité et

celle hiérarchique agglomérative.

Afin de mieux implémenter et tester 'efficacité de notre méthode proposée, nous avons utilisé
trois différents ensembles de données, un ensemble numérique, un ensemble binaire-numérique etun
ensemble multi-type. Les valeurs de I'inertie mntra-classe basses, les différents répartissements
équilibrés et le temps d’exécution optimisé résultants montrent I’avantage majeur de cette approche

hybride. Ainsi que son efficacit¢ avec différent type et taille de données.

Comme perspective a ce travail, i est possible d’ajouter au futur la notion de densité-
connectivité a cette méthode pour avoir des clusters plus denses est plus similaires. Aussi appliquer
la méthode de Ward pour la mise ajour de la matrice de proximité, carc’est une mé¢thode qui minimise

le maximum la valeur de I'inertie intra-classe.
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