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Résumé

La classification des maladies cancéreuses est un domaine de recherche d'une grande
importance ces derniéres années. Grace aux avancées technologiques, les chercheurs disposent
de ressources et de connaissances accrues pour identifier les facteurs clés pouvant déclencher
le cancer. Dans cette étude, nous utilisons des données de séquengage d'ARN pour classer cinq
types de cancer différents. Notre étude propose un nouvel algorithme d'apprentissage profond
avec neuf couches pour classer le carcinome rénal a cellules claires (KIRC), le carcinome
invasif du sein (BRCA), 1'adénocarcinome pulmonaire (LUAD), le carcinome épidermoide
pulmonaire (LUSC) et le cancer de 'endometre (UCEC). L'évaluation des performances a été
réalisée en utilisant le taux de réussite et le taux d'erreur lors des phases d'apprentissage et de
test. Les résultats obtenus démontrent que notre approche donne de bons résultats par rapport

aux méthodes récentes.

Mot clé: Maladies Cancéreuses, Cancer, Séquencage d'ARN, Apprentissage Profond,
Intelligence Artificielle, CNN, Apprentissage Profond, IOT, Prétraitement, classification,

prédiction.

Abstract

Classification of cancer diseases has been a major area of research in recent years. Advances in
technology provide researchers with increased resources and knowledge to identify key factors
that can trigger cancer. In this study, we use RNA sequencing data to classify five different
types of cancer. Our study proposes a new deep learning algorithm with nine layers for
classifying clear cell renal carcinoma (KIRC), invasive breast carcinoma (BRCA), pulmonary

adenocarcinoma (LUAD), pulmonary squamous cell carcinoma (LUSC) and endometrial



cancer (UCEC). The performance evaluation was carried out using the success rate and the error
rate during the learning and testing phases. The results show that our approach is working well

compared to recent methods.

Keyword: Cancer Diseases, Cancer, RNA Sequencing, Deep Learning, Artificial Intelligence,

CNN, Deep Learning, IoT, Preprocessing, Classification, Prediction.
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Le cancer, en tant que terme général, regroupe un ensemble de maladies caractérisées
par une croissance cellulaire anormale présentant des caractéristiques métastatiques et
invasives. Il est I'un des maladies les plus redoutées et agressives au monde, est responsable de
plus de 9 millions de décés a 1'échelle mondiale[1]. La maladie de cancer est 1'une des
principales causes de déces dans le monde, et la classification précise des différents types de
cancer est cruciale pour le diagnostic et le traitement efficaces. Avec les avancées
technologiques dans le domaine de la biologie moléculaire, les séquences d'’ARN (acide
ribonucléique) sont devenues une source d'information essentielle pour la compréhension des
mécanismes sous-jacents au cancer. Les techniques de deep learning offrent des outils puissants
pour l'analyse de ces séquences et peuvent contribuer de manicre significative a la classification

des cancers.

La détection précoce du cancer joue un role crucial dans I'amélioration des chances de
guérison. Une technique de mise en scéne prometteuse est l'analyse de séquences d'ARN,
permettant d'identifier les anomalies génétiques associées au cancer. Les avancées récentes dans
les techniques d'intelligence artificielle et les algorithmes d'optimisation ont considérablement

facilité cette analyse de la génomique humaine.

Dans ce projet de fin d'étude nous proposons une approche novatrice d'apprentissage
profond (Deep Learning) optimisé basée sur le prétraitement et les réseaux neurones convolutif
unidimensionnel (CNN-1D) pour la classification des différents types de cancer a partir des
données d'expression génique issues de séquences d'ARN tumoral (ARN-Seq). Notre approche
vise a exploiter les caractéristiques informatives présentes dans ces séquences pour distinguer
différents types de cancer de maniere précise et fiable. Les types de cancer étudiés dans cette
recherche incluent le carcinome rénal a cellules claires du rein (KIRC), le carcinome invasif du
sein (BRCA), le carcinome épidermoide du poumon (LUSC), I'adénocarcinome du poumon
(LUAD) et le carcinome endométrial du corps de l'utérus (UCEC). Pour améliorer les
performances de classification, nous avons également exploré différentes méthodes de

prétraitement du signal.

Dans le premier chapitre, nous explorons les principes fondamentaux de la maladie de
cancer et de son développement dans le corps humain. Nous abordons les différents types de
cancer, leurs origines, ainsi que le role des séquences d'ARN dans le diagnostic et la
classification de cette maladie. De plus, nous examinons en détail la conversion de la

séquence.
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D’ARN en un signal unidimensionnel, une étape essentielle pour comprendre la création d'un

systeme de classification intelligent des types de cancer.

Le deuxiéme chapitre porte sur les avancées spectaculaires de 1'Intelligence Artificielle
(IA) grace a l'apprentissage profond. Nous examinerons les techniques de traitement du signal,
l'application de I'IA et de l'apprentissage automatique, ainsi que l'utilisation des réseaux de
neurones et de l'apprentissage profond dans divers domaines. De plus, nous aborderons I'impact

de I'Internet des objets (IoT) sur l'analyse en temps réel des données.

Finalement, nous avons développé un systéme d'intelligence artificielle basé sur Python
qui met en pratique notre approche de classification des cinq types de cancer grace a 'utilisation
du deep learning. Ce chapitre détaillera les différentes étapes de la simulation, de la préparation
des données a 1'évaluation/test ainsi que les résultats obtenus. En outre, nous examinerons

attentivement les avantages et les limites de notre modele.
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Chapitre I La maladie de cancer et role d’ARN dans le diagnostic

1.1 Introduction

Dans ce chapitre, nous allons explorer les concepts fondamentaux du cancer et comment il
se développe dans le corps humain. Nous discuterons également des différents types de cancer
et de leurs causes, ainsi que du réle des séquences d’ARN dans le diagnostic et la classification
du cancer. En outre, nous allons expliquer en détail comment passer de la séquence d’ARN a
un signal unidimensionnel, qui est une étape cruciale pour la création d'un systéme intelligent

capable de classifier efficacement les types de cancer.
1.2 La maladie de cancer

1.2.1 La cellule du corps humain

Les cellules constituent le fondement de tous les organismes vivants, y compris les étres
humains. Il est important de noter que le corps humain est composé de milliards de cellules
distinctes. Les cellules sont également les ¢éléments fondamentaux de la construction du corps
humain, représentant 1'unité la plus petite en termes de structure et de fonctionnement au sein

d'un organisme vivant. Cette notion est illustrée dans la Figure ci-dessous[2].

Figure 1.1: Représentation d'une cellule humaine.

1.2.1.1 Fonctionnement des cellules

Cette unité remplit toutes les fonctions de I’organisme : le métabolisme, le mouvement,
la croissance, la reproduction, la transmission des génes, la création et le bon fonctionnement
de nos muscles, de notre cerveau, de notre systeme digestif .Elles ont différentes formes : celles

présentés dans le cerveau sont en forme d’étoile, tandis que celles situées dans nos muscles sont

plus en forme de baton et ses détails sur la Figure 1.2[2].



Chapitre I La maladie de cancer et role d’ARN dans le diagnostic

Figure 1. 2: Différents types de cellules dans le corps humain

1.2.1.2 La structure de la cellule

La membrane cytoplasmique sépare l'intérieur et l'extérieur de la cellule et permet les
échanges entre cette cellule et le milieu qui I'entoure. A l'intérieur de la cellule, nous trouvons:
le noyau (le centre de l'information génétique) lui-méme est délimité par la membrane
nucléaire, et le cytoplasme, qui est un milieu aqueux semi-liquide (gel) qui traverse le systeme
membranaire interne le réticulum endoplasmique [3]. Il existe de nombreux organites tels que
les mitochondries, les ribosomes et l'appareil de Golgi ayant chacun des fonctions spécifiques.
Il existe également de nombreuses vésicules telles que les lysosomes ou les peroxysomes. La
cellule est dynamique et sa forme et sa structure sont préservées par les structures moléculaires
dynamiques du cytosquelette contemporain les connaissances et techniques biologiques

permettent de caractériser chacune des structures citées ci-dessous sur la Figurel.3[3].

Le noyau

Réticulum
endoplasmique
rugueux

Le peroxysome

L'appareil
de golgi
Réticulum

endoplasmique
lisse

Le lysosome

Les mitochondries

Figure 1. 3: Structure d'une cellule
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1.2.2 Le cancer

Le cancer est une maladie dans laquelle certaines cellules du corps se développent de
facon incontrdlable et se propagent a d’autres parties du corps. Normalement, les cellules
humaines se développent et se multiplient (par un processus appelé division cellulaire) pour
former de nouvelles cellules que le corps a besoin d’eux. Lorsque les cellules vieillissent ou
sont endommagées, elles meurent et de nouvelles cellules prennent leur place. Parfois, ce
processus ordonné se décompose, et les cellules anormales ou endommagées se développent et

se multiplient quand elles ne devraient pas[3].

Les tumeurs cancéreuses se propagent ou envahissent les tissus avoisinants et peuvent
se déplacer vers des endroits éloignés du corps pour former de nouvelles tumeurs (un processus

appelé métastase)[3].

1.2.2.1 Comment s’étendent les cancers ?

Au fil de leurs multiplications successives, certaines cellules cancéreuses peuvent
acquérir la capacité de s’échapper de leur tissu d’origine. Via les vaisseaux sanguins ou
lymphatiques, elles peuvent alors coloniser d’autres organes et y fonder des cancers

secondaires, appelés métastase[4].

Mais ou qu’il soit situé, un cancer est toujours déterminé par son tissu d’origine. Ainsi
par exemple, un cancer de la prostate qui a envoyé des métastases dans les os ne se transforme
pas en cancer de 1’0s. Un « vrai » cancer osseux se développe au départ des cellules de I’os et

il s’agit d’une maladie completement diftérente[4].

I.2.2.2 Les causes de cancer

La majorité des cancers ne peuvent étre attribués a un unique facteur, mais plutot a un
ensemble complexe de plusieurs €léments de risque. Parfois, le cancer peut survenir chez des
personnes qui ne présentent aucun de ces éléments de risque connus. Les facteurs de risque du
cancer peuvent étre des substances ou des conditions qui augmentent la probabilité de
développer un cancer, mais ils peuvent également jouer des roles différents dans l'apparition et

le développement du cancer. Voici quelques exemples de facteurs de risque de cancer[5] :

e Le processus de vieillissement

o Le tabagisme

o L'exposition au soleil sans protection adéquate

o La présence de certains changements génétiques

e Le surpoids ou I'obésité
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« Une alimentation peu saine

o Le manque d'activité physique

e Laconsommation d'alcool

o L'exposition a des substances chimiques nocives au travail ou a la maison

« Lacontraction de certains types d'infections.

1.3 Séquence d'ARN et diagnostic de cancer
I.3.1 La Structure de la séquence d'ARN

L'ARN est une molécule constituée d'un enchainement de ribonucléotides (adénine,
cytosine, guanine, uracile) reliés entre eux par des liaisons nucléotidiques. L'ordre est dicté
par la séquence des désoxyribonucléotides portés par I’ADN. L'ARN est synthétisée a partir
d'une matrice d’ADN dont il est une copie qu’il utilise dans les cellules comme une
molécule intermédiaire des génes entre le noyau et le cytoplasme pour but de fabriquer les
protéines dont ils ont besoin. Les ribonucléotides sont différents des désoxynucléotides par
la présence d'un groupement OH en 2 du ribose, mais aussi par le fait que la thymine (T)

est remplacée par l'uracile (U)[6].

Contrairement a 'ADN, qui est généralement structuré en double hélice, I'ARN peut
adopter diverses conformations qui sont étroitement liées a sa fonction. Par conséquent,
certaines molécules d'ARN se présentent sous forme de brin simple. La Figure 1.4 illustre

la structure de I'ARN ainsi que ses composants[6].

Cytosine C
NH,
Y
N/lso — Nucleotides
H
_
Gu'mlne
-
4 /)‘—NH r
: L
Sugar-phosphate
° backbone
Adenine A
H,N .
-
4 /)
Uracil U .
o
NH
Ll .
N O
H
Nucleobases RNA
of RNA Ribonucleic acid

Figure 1. 4: Representation de la structure de I'ARN.
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1.3.2 1a mutation génétique

De multiples types de changements génétiques peuvent mener au cancer. Un
changement génétique, appelé mutation de I’ADN ou variante génétique, est un changement
dans le code de I’ADN, comme une coquille dans la séquence des lettres de I’ADN. Certaines
variantes affectent seulement une lettre d’ADN, appelée nucléotide. Un nucléotide peut étre
manquant, ou il peut étre remplacé par un autre nucléotide. Ce sont des mutations

ponctuelles[7].

Par exemple, environ 5% des personnes atteintes de cancer ont une mutation ponctuelle
dans le géne KRAS qui remplace la lettre ADN G par A. Ce changement de lettre unique crée
une protéine KRAS anormale qui dit constamment aux cellules de croitre. Des changements
génétiques provoquant le cancer peuvent également se produire lorsque des segments d’ADN
parfois trés gros sont réarrangés, supprimés ou copiés. Ce sont des réarrangements

chromosomiques. Comme le montre la Figure ci-dessous[7].

substitution délétion insertion
remplacement d'une paire perte d'une ou plusieurs ajout d’une paire
de nucléotides paires de nucleotides de nucléotides

Figure 1. 5: lllustration des mutations génétiques.

1.4 Types de cancer
Derricre le terme cancer se cachent une centaine de maladies différentes dans liste présentée

ci-dessous on va citer cinq types[8] :

I.4.1 Cancers du sein

Le cancer du sein est une tumeur maligne qui se développe au niveau de la glande
mammaire. Il s’agit du cancer le plus fréquent chez la femme que chez les hommes[9]. Ces
cellules cancéreuses peuvent rester dans le sein, mais peuvent parfois migrer hors du sein, on

parle alors de métastases[10].
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Les symptomes du cancer du sein peuvent varier d’une personne a 1’autre et certaines
personnes atteintes de cancer du sein peuvent ne pas présenter de symptomes du tout.
Cependant, voici quelques symptomes courants qui peuvent indiquer la présence de cancer du

sein : Une bosse ou un épaississement dans le sein ou la zone de l'aisselle.

e Une masse dure dans un sein, fixe ou mobile, aux contours souvent irréguliers,
e Des ganglions gonflés et durs, non douloureux, au niveau de 1’aisselle,
e Des écoulements spontanés au niveau d’un des deux mamelons,
e Une modification d’un mamelon ou de I’aspect de la peau du sein.
Lorsque le cancer du sein s’est propagé au reste du corps, d’autres symptomes peuvent

apparaitre : fatigue, nausées, perte de poids, douleurs des os ou troubles de la vision[11].

1.4.2 Cancer de rein

Le rein est un organe qui joue un role important dans le nettoyage de notre corps en
filtrant le sang pour éliminer les déchets. Cependant, parfois une cellule normale du rein peut
subir une transformation qui la rend cancéreuse. Cette cellule cancéreuse peut se multiplier
rapidement et former une masse de tissu appelée tumeur maligne. Si elle n'est pas traitée, cette

tumeur peut envahir les tissus environnants et se propager a d'autres parties du corps[12].

Le cancer du rein peut se développer sans symptomes apparents. Ainsi, il est souvent
découvert de maniere fortuite lors d'une échographie ou d'un scanner. Cependant, dans certains
cas, il peut y avoir des signes révélateurs tels que[12] :

o Une hématurie : présence de sang dans les urines de maniére indolore et
récidivante.

e Une douleur du flanc.

o La palpation d’une masse lombaire.

o Larévélation par une métastase : le cancer du rein se propage dans les poumons
dans 75 % des cas. On peut donc révéler un cancer du rein par I’ensemble des signes
du cancer du poumon.

o Une altération de 1’état général avec perte de poids et fievre inexpliquee.

1.4.3 Cancer du poumon

Le cancer du poumon, également connu sous le nom de cancer bronchique ou cancer
bronchopulmonaire. Est une maladie ou des cellules anormales se développent dans les
bronches ou les alvéoles pulmonaires, formant une masse appelée tumeur maligne. Cela se

produit lorsque les cellules se multiplient de maniere incontrolable apres une mutation[13].
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Les symptomes des cancers du poumon a un stade avancé sont[11]. :
e Une toux qui ne disparait pas et tend a s’aggraver, voire qui produit des crachats
sanguinolents ;
o Des douleurs dans la poitrine qui augmentent pendant la toux ;
e Une respiration sifflante et un essoufflement a 1’effort ;
« Un enrouement de la voix qui ne disparait pas aprés quelques semaines ;
« Des infections respiratoires récidivantes.

Il existe différents types courants de cancer du poumon, tels que :

1.4.3.1 Adénocarcinome pulmonaire
L'adénocarcinome se forme a partir de cellules pulmonaires qui produisent le mucus et
est généralement localisé dans les régions externes des poumons, ce qui facilite souvent sa

détection précoce[14].

1.4.3.2 Carcinome épidermoide pulmonaire
Ce type de cancer du poumon se développe dans les cellules plates tapissant les voies
respiratoires d'un poumon (bronches). Bien que moins fréquent que I'adénocarcinome, il reste

I'un des types de cancer du poumon les plus courants[14].

1.4.4 Le cancer de I'endométre

Le cancer de l'endométre est une maladie qui se produit lorsque les cellules de
'endométre, le tissu qui tapisse la paroi intérieure de 1'utérus, se transforment et se multiplient
de maniere incontrolable, formant une masse appelée tumeur. Cette tumeur se développe dans

la partie de l'utérus ou se déroule la grossesse[15].

Les symptomes du cancer de I’endométre les plus fréquents sont[16] :
« Des métrorragies : saignements vaginaux anormaux, notamment en dehors des
menstruations et chez la femme ménopausée
o Des ménorragies : flux plus abondant que d’habitude pendant les régles avec du
sang rouge et des caillots
o Des leucorrhées : pertes blanches ou rosées (révélant la présence de sang)
o Des douleurs pelviennes, abdominales
o De lafievre

o Des infections urinaires.
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1.5 Passage de séquence d’ARN en signal unidimensionnel
Le codage en vecteur "one-hot" est une méthode de représentation des séquences d'ADN
ou ARN sous forme de signaux unidimensionnels. Dans ce type de codage, chaque caractere

de la séquence est représenté par un vecteur binaire de taille fixe[17].

Plus spécifiquement, dans le cas du codage "one-hot" pour les séquences d'ARN, un
dictionnaire de quatre caracteres est utilisé : I'adénine (A), l'uracile (U), la guanine (G) et la

cytosine (C). Chaque caractére est associ¢ a un vecteur binaire unique[17].
Par exemple, si nous prenons la séquence "AUGC" serait encodée de la maniére suivante :
A sera représenté par le vecteur [1, 0, 0, 0]
U sera représenté par le vecteur [0, 1, 0, 0]
G sera représenté par le vecteur [0, 0, 1, 0]
C sera représenté¢ par le vecteur [0, 0, 0, 1]

Dans la Figure 1.14, Chaque caractere de la séquence d'ARN, est converti en un vecteur
binaire de taille fixe[18]. Chaque position dans le vecteur correspond a l'une des lettres
possibles, et seule celle correspondant au caracteére est définie a 1, tandis que toutes les autres

positions sont définies a 0[19].

C G AUl A|lA]lC C GIlA||U|lA U

—
—
=
[
o
o
o
—
-
o=
o
L]
=
o=

¢ o0 1 o0 o0 o o0 o0 o 1 o0 0 0 o
g o o o0 1 o O o O o o 1 o0 1

Figure 1. 6: Example de codage 'one-hot' d’une séquence d ARN "CGAUAACCGAUAU”.

Ainsi, la séquence "AUGC" sera transformée en un signal unidimensionnel en

concaténant les vecteurs correspondants : [1, 0,0, 0,0, 1,0,0,0,0,0, 1,0, 0, 0, 1][17].

La Figure 1.15, illustre un exemple de concaténation des codages en vecteur "one-hot"

des caracteres d'une séquence d'ADN[17].Elle montre comment les vecteurs binaires
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correspondant a chaque caractere de la séquence d'ADN sont combinés en un seul vecteur

pour représenter 1'ensemble de la séquence.

DictionaryD =

SequenceB =

A>[1000] —

T[0100]

s One-hot-vector
G->[0010]

c>[oo001]
ATAGC

[1000}0100100000100001]

Figure 1. 7: Concaténation des codages en vecteur 'one-hot' pour une séquence d'ADN.

Ce signal unidimensionnel permet de représenter une séquence d'ADN ou I’ARN sous

forme d'un vecteur de nombres binaires. Cette représentation est utilisée dans diverses

applications d'apprentissage automatique. La Figure I-16, illustre une visualisation réalisée a

'aide de MATLAB, qui présente un signal unidimensionnel utilisé pour représenter les

séquences ARN associées a différents types de cancer. Cette représentation graphique permet

de visualiser et d'analyser les caractéristiques spécifiques des séquences ARN propres a

chaque type de cancer.
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4000 © 3000 )
2000
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Figure 1. 8: Representation graphique d'un signal électrique du cancer basé sur la séquence

ARN :(A) BRCA, (B)

KIRC, (C) LUAD, (D) LUSC, (E) UCEC.
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Chapitre I La maladie de cancer et role d’ARN dans le diagnostic

1.6- Classification des maladies de cancer a partir de séquence d’ARN
Chaque type de cancer a sa propre signature génétique unique, qui est déterminée par les
mutations qui ont lieu dans les cellules cancéreuses. Ces signatures génétiques peuvent étre
utilisées pour identifier le type de cancer, ainsi que pour aider a guider les choix de traitement.
Les signatures génétiques des cancers sont déterminées en utilisant des techniques d’analyse,
telles que le séquengage de I’ Arn, qui permettent d'identifier les mutations spécifiques présentes
dans les cellules cancéreuses. En comparant les signatures génétiques des différents types de

cancers on peut faire pour classification.

I.6.1 Gene signature

Les différents processus mutationnels génerent souvent différentes combinaisons de
types de mutations, appelées « signatures ». Jusqu'a récemment, les signatures mutationnelles
dans le cancer humain ont été explorées a travers un petit nombre de génes de cancer
fréquemment mutés. Cette information concerne I'activité d'un groupe spécifique de génes
dans une cellule ou un tissu[20]. Dans le cas du cancer, les signatures génétiques peuvent
indiquer la probabilité que certains types de cancer se développent et se propagent dans le
corps, ainsi que la probabilité de récidive. Une signature génétique peut tre utilisée pour
aider au diagnostic de maladies telles que le cancer, planifier un traitement, évaluer son

efficacité et établir un pronostic[21].

La Figure 1.9, permet de visualiser et de comprendre les schémas de mutations
spécifiques observés dans la signature 1. Les types de substitutions sont représentés sur 1'axe
des abscisses (X), tandis que les pourcentages de mutations attribuées a chaque type de

substitution sont indiqués sur I'axe des ordonnées (Y)[21, 22].

C>A C>G C>T T>A T>C T>G
20% I

. Signature 1

Mutation Type
Probability
o

VUHLGUUHGUUHAUUHAGUUHAVUHAUUHAUOHADUHGUUBAUUH/AUUH
AU UUUVUVVUHBRBG AR CUDUUDVUORBHEACCUUUUDUBUHEEE

AVOHGUUHAUOHLULUH
AL OODVOVOOHBERE

—

(=}

S
GCG —

, ‘
AT BETTENTPE | D S | !
o

ACA
ACC
ACG
ACT
cca
ccc
cec
ceT
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GCG
GCT
TCA
TCC
TCG
TCT
ACA
ACC =
ACG
ACT mm
A A

Figure 1.9: le pourcentage des différentes mutations dans la signature 1[23].

e Types de cancer : La signature 1 a été trouvée dans tous les types de cancer et

dans la plupart des échantillons de cancer.
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e FEtiologie proposée : La signature 1 est le résultat d'un processus mutationnel
endogene initié par la désamination spontanée de la 5-méthylcytosine.

e Caractéristiques mutationnelles supplémentaires : La signature 1 est associée
a un petit nombre de petites insertions et délétions dans la plupart des types de
tissus.

e Commentaires : Le nombre de mutations Signature 1 est en

corrélation avec I'age du diagnostic de cancer[23].

La Figure 1.10, permet de visualiser et de comprendre les schémas de mutations
spécifiques observés dans la signature 3. Les types de substitutions sont représentés sur l'axe
des abscisses (X), tandis que les pourcentages de mutations attribuées a chaque type de

substitution sont indiqués sur 1'axe des ordonnées (Y).

C>A C>G C>T T>A T>C T>G
I

5%,
Signature 3

Mutation Type
Probability

0%

AVUHCUYHG UYL UOH
LEdAUDDUUUDDHEEH

UUHAUVEHGUUHAUUHAUUEGDUHAUVHAUUHAUUHGUUHALUH4UUH
L UUUDUDUUEEHHEAEa0DUUUUNUHEHEACACUUDDDUUUHEEE

[ACE ——
IACC =——

N

Figure 1. 10: le pourcentage des différentes mutations dans la signature 3.

e Types de cancer : la signature 3 a été trouvée dans les cancers du sein, de l'ovaire
et du pancréas.

e Etiologie proposée : la signature 3 est associée a I'échec de la réparation des
cassures double brin de I’Adn par recombinaison homologue.

e Caractéristigues mutationnelles supplémentaires : la signature 3 s'associe
fortement a un nombre élevé d'insertions et de suppressions importantes (plus de 3
pb) avec une micro homologie qui se chevauche aux jonctions des points de rupture.

e Commentaires : La signature 3 est fortement associée aux mutations germinales et
somatiques BRCAL et BRCA2 dans les cancers du sein, du pancréas et de l'ovaire.
Dans le cancer du pancréas, les répondeurs a la thérapie a base de platine présentent

généralement des mutations Signature 3[23].

La Figure I.11, permet de visualiser et de comprendre les schémas de mutations

spécifiques observés dans la signature 4. Les types de substitutions sont représentés sur 1'axe
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des abscisses (X), tandis que les pourcentages de mutations attribuées a chaque type de

substitution sont indiqués sur I'axe des ordonnées (Y)[22].

C>A C>G C>T T>A T>C T>G
" Signature 4
g ignature
S2
==
cg 5%
S
=]
[
-
£° |
o% IllIIIIIIIIIIIIIIIII || II III.I
AUUHACUUEAUUHAUUELUUEGUOHEUUEEUUHAUUHAUUEAUUHAUUHCUUDHAUUHGUOEHCUDHAUUHAUUHAUOHAUOHAUOHAUUESUUELUDH
UOo0ULUDRULLUUDODULULUDDUUDDUUDDD
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Figure 1. 11: le pourcentage des différentes mutations dans la signature 4[23].

Types de cancer : La signature 4 a été trouvée dans le cancer de la téte et du cou,
le cancer du foie, l'adénocarcinome pulmonaire, le carcinome épidermoide
pulmonaire, le carcinome pulmonaire a petites cellules et le cancer de I'cesophage.

e Etiologie proposée : la signature 4 est associée au tabagisme et son profil est
similaire au schéma mutationnel observé dans les systemes expérimentaux exposes
aux carcinogeénes du tabac. La signature 4 est probablement due aux mutagénes du
tabac.

e Caractéristiques mutationnelles supplémentaires : la signature 4 présente un
biais de brin transcriptionnel pour les mutations C> A, compatible avec la notion
selon laquelle les dommages a la guanine sont réparés par la réparation par excision
de nucléotide couplée a la transcription. La signature 4 est également associée a des
substitutions de dinucléotides CC>AA.

e Commentaires : La signature 29 se retrouve dans les cancers associés a la
mastication du tabac et semble différente de la signature 4[23].

1.6.2 Les contributions des signatures mutationnelles aux cancers individuels de types de
cancer sélectionnés

La Figure I.12 , présente de maniere visuelle les différentes signatures mutationnelles qui
contribuent a certains types de cancer[20].
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Figure 1. 12:1a classification de certains types de cancer par leurs signatures[20].

1.7 Conclusion

Ce chapitre a offert une compréhension des aspects fondamentaux du cancer, mettant en

évidence l'importance cruciale des séquences d'ARN dans le diagnostic et la classification de

cette maladie. De plus, nous avons exploré comment ces séquences peuvent étre transformées

en signaux unidimensionnels.

Dans le prochain chapitre, nous allons approfondir nos connaissances sur les techniques

d'apprentissage profond.
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Chapitre II Intelligence Artificielle et Internet des Objets

I1.1-Introduction
L'Intelligence Atrtificielle (Al) a connu des développements spectaculaires ces derniéres
années, notamment grace a I'émergence de 1’apprentissage profond. Cette technique
d'apprentissage automatique utilise des réseaux de neurones artificiels pour analyser des
données massives et complexes, et ainsi apprendre a reconnaitre des motifs et a prendre des
décisions avec une précision accrue[24]. L’apprentissage profond est devenu un outil clé pour
de nombreuses applications d’Ai, en particulier dans le domaine de la santé[25].
Dans ce chapitre, nous explorerons les techniques de traitement de signal telles que la
DCT, le TEO, la transformée de Hilbert et la FFT, ainsi que l'application de I’Al et de
I'apprentissage automatique pour extraire des informations a partir de données brutes. Nous
examinerons également l'apprentissage profond et les réseaux de neurones, ainsi que leur
utilisation dans des applications de I'industrie et de la recherche. Enfin, nous discuterons de
l'impact de I’'TOT sur 'analyse des données en temps réel et les perspectives futures de cette

technologie.

I1.2-Prétraitement des signaux

Le prétraitement des signaux consiste a améliorer la qualité globale d'un signal. Cela
implique l'utilisation de fonctions et d'applications intégrées pour éliminer les artefacts
indésirables et nettoyer les signaux avant d'appliquer des techniques d'apprentissage profond.
De plus, le prétraitement des signaux permet d'extraire des caractéristiques spécifiques au
domaine d'intérét, ce qui permet de réduire la dimensionnalité des données pour faciliter
l'apprentissage des modeles de Deep Learning[26]. Des techniques d'extraction automatique de
caractéristiques peuvent également étre utilisées pour identifier les caractéristiques a faible
variance des signaux et les utiliser dans l'apprentissage de réseaux profonds[26]. Il existe

différentes méthodes qui peuvent étre utilisées pour le prétraitement des signaux, telles que :

I1.2.1-Transformée en cosinus discréte (DCT)

La DCT (Transformée en Cosinus Discréte) est une méthode qui permet de
transformer un ensemble de points d'un domaine spatial en une représentation équivalente
dans le domaine fréquentiel. Elle suit le modele de la transformation de Fourier, permettant
ainsi de passer d'une description temporelle a une description fréquentielle des signaux[27]. 1l

existe deux principaux types de DCT, se déclinent comme suit :

11.2.1.1-DCT-1D
La définition la plus courante de la DCT d’une séquence unidimensionnelle de longueur

N est:
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= n(2i + Du .1
F(u) = a(u) Z(; f(i)cos ITl

Avecu=1,2,........ ,N-1, et :

= =0
Spouru = -
\/%pouru =1

La transformation inverse de la DCT -1D est définie comme :

(0

FO=2Nt a(u)F(u)cos [n(zzi;nu] L3

On déduit d’apres 1 et 2 que pour u=0 :

1 QN=1 ¢/: 1.4
Fu-0) = [E315 O
Ainsi, le premier coefficient de transformation est la valeur moyenne de la séquence
d'échantillons. Dans Ia littérature, cette valeur est appelée le coefficient DC. Tous les autres

coefficients de transformation sont appelés les coefficients AC, qui représentent les

amplitudes des fréquences spatiales.

Le graphique de I1.1 Pour N = 8 et des valeurs variables de i est représenté dans la Figure
I1.1. Selon notre observation précédente, le premier signal au-dessus-gauche (u = 0) rend une
valeur constante (DC), tandis que tous les autres signaux (u = 1,2,7...) Donnent des signaux a

des fréquences progressivement croissantes [28].
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Figure I1. 1: Fonction de base de cosinus a une dimension (N=8).

[=]
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11.2.1.2 DCT-2D
La DCT-1D est utilisée en traitement des signaux unidimensionnels tels que les signaux de
la parole. Pour I'analyse des signaux bidimensionnels comme les images, on a besoin d’une

version 2D de la DCT[28].

La DCT-2D est effectuée sur une matrice carrée N*N de pixels et donne une matrice carrée
N*N de coefficients fréquentielles. Comme pour la DCT-1 I’élément (0,0) est appelé la

composante DC et les autres ¢léments sont les composantes AC[28]

Par convention, les 64 valeurs transformées (de chaque bloc de 8*8) sont positionnées
d’une certaine maniere, ainsi la valeur moyenne de tous ces coefficients est placée en haut a
gauche de ce bloc. plus on s'éloigne des coefficients continus plus leur grandeur tendent a
diminuer, ce qui signifie que la DCT concentre 1'énergie d’images en haut a gauche de la matrice
transformée, les coefficients en bas et a droite de cette matrice contiennent moi d'informations

utiles .[28]

L'équation direct de la DCT-2D est :
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- — P 2i+1 2j+1
F (u,v) =a(aZN5" TS G )cos [P eos| 4] 1L

Ouv,u=0,1, 2, ..., N-1 sont des indices de fréquences spatiales dans la direction horizontale

et verticale de I’image, et a(k) et a(m) sont définis dans (I1.2)

e f{{(i,j) représente la valeur d’un pixel de I’image initiale pour i et j donnés .
e F(u,v) représente les coefficients de la DCT .

e N représente la taille du bloc.

L’équation inverse de la DCT-2D est :

.. — - 2i+1 2j+1
F(i)=E8=8 23 e a()f (u,v)cos [F552] cos [F2L22] L6

Avecij=0,1,23,....... N-1.

Dans le cas d’un bloc de taille 8*8, I'espace transformé correspondant est représenté par une
fonction de base de 64. Cette fonction est illustrée dans la Figure I1.2. Les fonctions situées dans
le coin supérieur gauche représentent les basses fréquences de la transformée, tandis que les
fréquences spatiales augmentent au fur et & mesure que 1'on se déplace vers le coin inférieur

droit du bloc [28].

Figure I1. 2: Fonctions de base DCT bidimensionnelles (N = 8). Le gris neutre représente

zéro, le blanc représente des amplitudes positives et le noir représente une amplitude négative.
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La Figure I1.3, permet ainsi de visualiser les modifications du signal électrique apres
l'application de la méthode DCT. En haut de la figure, on a un signal électrique unidimentionel
représenté graphiquement. En bas de la figure, vous pouvez voir le méme signal électrique apres
I'application de la méthode DCT (Discrete Cosine Transform) signal original,, en utilisant

MATLAB.

signal original
4000 :
0 ‘JLM v DL, J{ “m J~ ‘!‘« th o Lot [ Lo bl
1200 DfT
400 - ‘ ‘ i i
202 ~~H(m Mh W M it “ Wh‘ \NW \M\\w \MW w'hﬂw ““W M MW\“‘MW M““’l‘ M\H\"M ‘M W' \\ ‘~J‘ "‘M M ‘# “\‘ '\‘WA ” 1

Figure I1. 3: Analyse comparative d’un signal électrique brut et sa transformation par la
méthode DCT.

11.2.2 Hilbert

La transformation de Hilbert qui est, au signe pres, la convolution par 1/xt possede la
propriété intéressante de transformer un retard pur en une branche hyperbolique d’asymptote
verticale plus facile a localiser que le maximum de I’intercorrélation entrée-sortie. En effet,
reprenant la fonction de transfert de propagation sous la forme écrite en(5bis), sa transformée

de Hilbert sera simplement [29] :

Hg®)] = g(t)*—== [ %47 =2 " €0 g ¢ 1.7

—® t—1 TY—®

20



Chapitre II Intelligence Artificielle et Internet des Objets

La transformation de Hilbert de g(t) est la convolution de g(t) avec le signale % C'est la

réponse a g(t) d'un filtre linéaire invariant dans le temps (appelé transformateur de Hilbert)

ayant une réponse impulsionnelle de 1/nt[30].

On voit que la valeur principale de Cauchy est obtenue en considérant une plage finie
d'intégration qui est symétrique par rapport au point de singularité, mais qui exclut un sous-
intervalle symétrique, en prenant la limite de l'intégrale lorsque la longueur de l'intervalle
approche de l'infini, tout en faisant approcher simultanément la longueur de l'intervalle exclu
de zéro. Désormais, chaque fois que nous écrivons une intégrale comme dans (1), nous
entendons la valeur principale de Cauchy de cette intégrale (lorsqu'elle existe) [30].

La Figure 1.4, permet ainsi de visualiser les modifications du signal électrique apres
I'application de la méthode d’Hilbert. En haut de la figure, on a un signal électrique
unidimentionel représenté graphiquement. En bas de la figure, vous pouvez voir le méme signal
¢lectrique apres l'application de la méthode d’Hilbert sur le signal original, en utilisant

MATLAB.

signal original
4000 T T T T g T g T

3000

2000 - 7

1000

0 jl‘l\ lodils Lln,. J L‘J‘ALA”LA]MLA‘A“LA Al Mo bl atah b i

0 100 200 300 400 500 600 700 800 900 1000

HILBERT
4000 T T .

3000 [ b

2000

1000

Figure 11. 4: Analyse comparative entre le signal électrique d'origine et sa transformation par
la méthode d’Hilbert.

I1.2.3 L'opérateur d'énergie de Teager-Kaiser (TEO)
L'opérateur de Teager-Kaiser est une technique utilisée pour extraire l'information d'un

signal dont les caractéristiques varient rapidement au cours du temps. Contrairement aux
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méthodes classiques qui se basent sur l'information véhiculée par le signal, I'opérateur de
Teager-Kaiser se base sur 1'énergie requise pour générer le signal. Cet opérateur est capable
d'estimer l'amplitude et la fréquence instantanées d'un signal a partir d'une fonction ou de

seulement trois occurrences d'une série de valeurs [31].

L'opérateur de Teager-Kaiser est différentiel et non-lin€aire, ce qui peut poser des
difficultés, notamment la positivité de sa sortie et la sensibilité au bruit. Pour répondre a ces
difficultés, les auteurs proposent des critéres pour cibler les signaux adaptés a I'opérateur et une
version revisitée de l'opérateur qui prend en compte le pas de discrétisation et permet une
démodulation plus précise des signaux. De plus, ils ont développé une méthode de détection de
signaux faibles dans un environnement fortement bruité en se basant sur les caractéristiques

statistiques du bruit [31].
L'équation de TEO est définie comme suit [32]:
Pour un signal continu x(t) :
vIx(®] = [x"(®)]* - x'(Ox"(V)] 1.8
Pour un signal discret x[n] :
yix@)] = [xX[n]]* — [X[n = 1] = x[n + 1] IL9

La Figure II.5, permet ainsi de visualiser les modifications du signal électrique apres
I'application de L'opérateur d'énergie de Teager-Kaiser (TEO). En haut de la figure, on a un
signal électrique unidimentionel représenté graphiquement. En bas de la figure, vous pouvez
voir le méme signal électrique apres l'application de TEO sur le signal original, en utilisant

MATLAB.
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signal original
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Figure 11. 5: Analyse comparative entre le signal électrique d'origine et sa transformation par
la méthode TEO.

I1.2.4 La Transformée de Fourier Rapide (FFT)

La Transformée de Fourier Rapide (FFT) est une technique de calcul de la Transformée
de Fourier discréte (TFD) qui permet de réduire le nombre d'opérations nécessaires,
notamment le nombre de multiplications. Cependant, il est important de noter que la réduction
du nombre d'opérations ne garantit pas une réduction du temps d'exécution, qui dépend de
l'architecture du processeur utilisé. Pour calculer une TFD, il est nécessaire de déterminer N

valeurs de X(k), ce qui peut €tre réalis¢ a I'aide de 1'équation correspondante [4].

. nk
X(k)=YN-dx(n)e ™~ 11.9

Et ceci pour k € [0, N —1].
Si on effectue le calcul directement sans algorithme efficace[4], on doit effectuer :

{N 2 multiplications complexes
N(N—-1) additions complexes

Il existe différents algorithmes de FFT. Le plus connu est sirement celui de Cooley-Tukey

(appelé aussi a entrelacement temporel ou a « décimation in time ») qui réduit a :

glogz (N) le nombre de multiplications.
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La Figure I1.6 , permet ainsi de visualiser les modifications du signal électrique aprés
l'application de la méthode FFT (Transformée de Fourier Rapide ),.En haut de la figure, on a un
signal électrique unidimentionel représenté graphiquement. En bas de la figure, vous pouvez voir le

méme signal électrique apres l'application de la méthode FFT sur le signal original, en utilisant

MATLAB.
4000 | | | Isignal c|>riginalI | | |
3000 B
2000 B
1000 J b
0 ,J[n v Ll Ll ‘mJLAJALu TV DORTORPURESI Y ¥ ISRV ENETIY TR

0 100 200 300 400 500 600 700 800 900 1000

x10* FFT

0 I 1 1 I 1 ! 1
0 100 200 300 400 500 600 700 800 900 1000

Figure 1. 6: Analyse comparative entre le signal électrique d'origine et sa transformation par
la méthode FFT.

11.3 L'intelligence artificielle
L'intelligence artificielle (IA) est un domaine de la science qui cherche a créer des
machines intelligentes qui peuvent résoudre des problémes de maniere autonome en utilisant
un raisonnement[33]. L'objectif de 1A est de rendre les machines aussi intelligentes que les étres
humains. Les machines dotées d’IA peuvent effectuer des taches complexes telles que la
reconnaissance vocale, la reconnaissance d'images, la traduction de langues et la prise de
décisions[6] .
Pour comprendre comment fonctionne I’IA, il est important de comprendre que les
machines utilisent des algorithmes pour prendre des décisions. Ces algorithmes sont des
instructions que les machines suivent pour effectuer une tache. Les algorithmes utilisés dans

I’TA sont souvent basés sur des modeles mathématiques et statistiques [6].
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I1 existe plusieurs types d’IA, y compris I’'[A faible et I’IA forte. L'IA faible est congue
pour effectuer des taches spécifiques, telles que la reconnaissance vocale ou la reconnaissance
d'images. L'lA forte, en revanche, est congue pour effectuer des taches générales, telles que la
résolution de problémes complexes [33] .

Les applications de I’TA sont nombreuses et diverses. Les machines dotées d’IA sont
utilisées dans l'industrie, la finance, la médecine, la sécurité et bien d'autres domaines. Par
exemple, I’TA est utilisée pour aider les médecins a diagnostiquer les maladies, pour améliorer
la sécurité dans les aéroports et pour aider les entreprises a prendre des décisions commerciales
éclairées[34].

Malgré les nombreux avantages de I'lA, il est important de noter que cette technologie
souléve également des préoccupations éthiques et sociales. Certaines personnes craignent que
I'lA ne soit utilisée a des fins malveillantes, ou que cette technologie ne remplace les emplois
humains. Il est donc important que nous utilisions I'lA de maniére responsable et réfléchie, en
considérant les consequences de nos actions sur la société dans son ensemble [6].

La Figure 11.7 est une illustration congue pour aider a comprendre la relation entre
I'intelligence artificielle et ses deux sous-domaines : l'apprentissage automatique et

I'apprentissage en profondeur.

Artificial
Intelligence

v

Machine
Learning

A 4

Deep
Learning

v

Figure I1. 7: lllustration de l'intelligence artificielle et ses sous domaine [7].

I1.4-L'apprentissage automatique

L'apprentissage automatique (Machine Learning, ML) est un domaine de l'intelligence
artificielle qui permet aux systéemes informatiques d'apprendre a partir de données, comme le
font les humains, sans étre explicitement programmeés. Les algorithmes de machine Learning
sont congus pour analyser de grandes quantités de donneées, identifier des modeéles et utiliser

ces modeles pour faire des prédictions ou prendre des décisions sans intervention humaine[33].
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Ce processus est itératif, ce qui signifie que les algorithmes apprennent continuellement et
améliorent leur précision au fil du temps & mesure qu'ils sont alimentés en données
supplémentaires. Le machine Learning est devenu de plus en plus populaire ces dernieres
années grace aux avancées dans le stockage de donneées, la puissance de traitement et le
développement d'algorithmes, et il a des applications dans de nombreux domaines tels que la
finance, la santé et les transports[7].

L’apprentissage automatique comprend deux domaines principaux : l'apprentissage
supervisé et l'apprentissage non supervisé. L'apprentissage par renforcement représente
également une partie de I'apprentissage automatique. Ces différents domaines sont utilisés en

fonction des types de données disponibles et des objectifs de I'analyse des données[33].

I1.4.1-L'apprentissage supervisé
Le machine Learning supervisé consiste en l'utilisation d'un modéle capable de prédire

la relation entre les données d'entrée (caractéristiques) et les résultats connus (étiquettes), en
travaillant avec des ensembles de données étiquetées (c'est-a-dire des données pour lesquelles
la réponse cible est déja connue) [7].

En d'autres termes, il s'agit de trouver une fonction de mappage entre une variable d'entrée
(x) et une variable de sortie (y) a l'aide d'un algorithme d'apprentissage. Cette méthode permet
aux systemes d'utiliser des données passées pour prédire des résultats futurs.
Dans la Figure 11.8, nous avons des images étiquetées "cuillére” ou "couteau™. Ces données sont
utilisées pour entrainer une machine a reconnaitre les caractéristiques distinctives de chaque
objet, telles que la forme, la taille et la netteté. Une fois que la machine a appris a associer ces
caractéristiques aux étiquettes correspondantes, elle est en mesure de prédire avec précision si

une nouvelle image représente une cuillére ou un couteau, méme si elle n'a pas d'étiquette [35].
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Figure I1. 8: Entrainement d'une machine a reconnaitre des objets a partir de données

étiquetées.
L'apprentissage supervisé peut étre divise en deux types : Régression et Classification.

I1.4.1.1 Régression
En régression, I'objectif est de prédire la valeur d'une variable continue, c'est-a-dire une

variable qui peut prendre une infinité de valeurs.
Dans la Figure 11.9, on peut voir un exemple d'apprentissage par régression ou I'on

cherche a prédire le prix d'un appartement (y) en fonction de sa surface habitable (x) [36].

Y 4 Fita line through the data

price (S)

square feet (sq.ft.) g‘v.\ \ X

Figure I1. 9:prédiction du prix d'un appartement en fonction de sa surface habitable [32].

I1.4.1.2 Classification
En classification, I'objectif est de classer un objet dans différentes classes (catégories), ce

qui revient a prédire la valeur d'une variable discréte prenant un nombre fini de valeurs.
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La Figure 11.10 présente un exemple de classification utilisé pour prédire si une tumeur est
maligne (y=1) ou bénigne (y=0), en fonction de deux variables : la taille de la tumeur (x1) et
I'age du patient (x2) [37].
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Figure 11. 10: Classification des tumeurs bénignes et malignes selon la taille et de I'age [10]..

I1.4.2 L'apprentissage non supervisé
Lors de l'apprentissage non supervisé, la machine s'appuie sur des données non
étiquetées pour apprendre sans aucune supervision. Elle cherche a identifier des modeles dans

ces données pour fournir une réponse.
Dans la Figure I1.11, nous avons des images représentant des "cuilleres” ou des
"couteaux". Mais nous ne spécifions pas a la machine s'il s'agit d'une cuillére ou d'un couteau.
Au lieu de cela, la machine identifie des motifs a partir de I'ensemble de données et les regroupe

en fonction de leurs similitudes, leurs motifs, etc[35, 37].

/ ,’ Pattern Recognition i
P

®
Known Data Model Response
Figure I1. 11: Classification d'images basée sur des motifs sans supervision.
11.4.2.1 Clustering
Le clustering consiste a regrouper un ensemble d'objets en groupes homogeénes appelés

clusters, c'est-a-dire similaires entre eux, et qui différent des objets appartenant a d'autres
clusters[37].
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Sur le cété droit de la Figure 11.12, vous pouvez voir un graphique ou les clients sont
regroupés. Les clients du groupe A utilisent plus de données et ont également une durée d'appel
élevée. Les clients du groupe B sont des utilisateurs intensifs d'Internet, tandis que les clients
du groupe C ont une durée d'appel élevée. Ainsi, le groupe B bénéficiera de plans offrant plus
de données, tandis que le groupe C bénéficiera de tarifs d'appel moins chers et le groupe A

bénéficiera des avantages des deux plans [35, 37] .
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Figure 11. 12: Analyse de groupe pour optimiser la rétention de clients dans une entreprise de

télécommunications [33].

11.4.2.2 L'association

L'association est un apprentissage automatique basé sur des régles visant a découvrir la
probabilité de la co-occurrence d'éléments dans une collection[37].
Dans la Figure 11.13, on observe un client qui se rend dans un supermarché pour y acheter du
pain, du lait, des fruits et du blé. Un autre client fait également des achats et choisit du pain, du
lait, du riz et du beurre. D'apres les comportements observés, il est fort probable que si un autre
client arrive et achéte du pain, il achétera également du lait. Ces observations permettent
d'établir des relations entre les comportements des clients et de formuler des recommandations
[37].

29



Chapitre II Intelligence Artificielle et Internet des Objets

Customert Customer2 Customer3

+

v

B L
A 2 Yo

Bread If a new customer purchases
Milk bread. he is likely to purchase

Fruits milk too
Wheat

Figure I1. 13: Observations des comportements d'achat des clients dans un supermarché pour

établir des relations entre leurs comportements.

11.5 I'apprentissage profond

I1.5.1 Définition de I'apprentissage profond

L'apprentissage profond, également connu sous le nom de Deep Learning en anglais, est
un sous-domaine de I'apprentissage automatique qui se base principalement sur l'utilisation de
réseaux de neurones. En utilisant une combinaison de couches de "neurones artificiels" et de
fonctions d'activation non linéaires, cette architecture est capable d'approximer n'importe quelle
fonction non linéaire continue. Les "poids" des neurones déterminent les paramétres de ces
fonctions, et ils sont ajustés par un processus d'optimisation a 1'aide d'une fonction de cofit et

de la descente de gradient[38] .

Le Deep Learning utilise des méthodes d'apprentissage similaires a celles de l'apprentissage
automatique (supervis€, non supervis€). L'un des avantages de cette technique réside dans sa
capacité a apprendre automatiquement les caractéristiques des données (voir Figure I1.14). En
effet, dans les méthodes classiques d'apprentissage automatique, il est souvent nécessaire
d'extraire manuellement les caractéristiques pertinentes d'un jeu de données avant de pouvoir
entrainer un systéme. Cette tache peut étre longue et exige une connaissance approfondie des
données. En revanche, le Deep Learning est capable d'extraire automatiquement les

caractéristiques importantes pour parvenir au résultat final[39].
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Figure I1. 14: Machine Learning vs Deep Learning.

I1.5.2 I'utilité d’apprentissage profond
L'apprentissage profond a gagné en popularité récemment en raison de sa capacité a
résoudre des problémes complexes dans différents domaines. Voici quelques exemples qui

illustrent I'utilité de cette approche :

e Les fonctionnalités concues manuellement sont souvent surspécifiées,
incomplétes et prennent beaucoup de temps a concevoir et a valider.

e Les fonctionnalités apprises sont faciles a adapter, rapides a apprendre.

e L'apprentissage profond fournit un cadre trés souple, universel Et pouvant étre
appris pour représenter des informations mondiales, visuelles et linguistiques.

e Peut apprendre a la fois sans surveillance et sous surveillance.

e Apprentissage efficace du systéme conjoint de bout en bout.

e L utilisation de grandes quantités de données d'entrainement [14].

I1.5.3 Méthodes d'apprentissage
Les algorithmes d'apprentissage profond se divisent en deux types principaux,

I'apprentissage supervis¢ et I'apprentissage non supervisé.

e Apprentissage supervisé : Grace a ce type d'apprentissage, le systeme peut acquérir
la capacité d'accomplir diverses taches en étudiant de multiples exemples. Par
exemple, en lui présentant des millions de photos ou d'objets, le systéme peut

apprendre a les reconnaitre avec précision[40].
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Ce processus d'apprentissage est comparable a celui d'un étudiant préparant un
examen ou un concours. En s'appuyant sur ses connaissances antérieures, I'étudiant
s'efforce de fournir la bonne réponse lors de I'examen. De maniére similaire, le
systéeme d'apprentissage s‘appuie sur les exemples et les informations qu'il a
accumulés pour effectuer au mieux les taches qui lui sont assignées[40].

La Figure 11.15 illustre I'apprentissage supervise, ou les données d'entrainement

fournies a notre systéme contiennent des solutions.

- R
O™ =@
S- m New instance

Figure I1. 15: Ensembles de données étiquetés pour I'apprentissage supervisé et classification

de données invisibles [36].

e Apprentissage non supervise : L'apprentissage non supervise est un type
d'algorithme utilisé pour faire des inférences a partir d'ensembles de données
constitués de données d'entrée non étiquetées et qui ne répondent pas.

Ce type d'apprentissage est principalement utilisé lorsque I'on souhaite explorer un
ensemble de données non étiquetées (Figure 11.16 ) [41].

Training set Feature 2

Waaggd g8 [
&g aa
a

Figure I1. 16: L'entrainement et la classification des données par I'apprentissage non
supervise.

Fea!urre 1

I1.5.3.1 Différence entre apprentissage supervisé et non supervisé
La principale différence entre ces deux types de formation est la disposition des

données d'entrée, mais il existe d'autres différences comme indiqué dans le tableau suivant
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[41] . La Figure I1.17, et le tableau II.1, illustrent la distinction entre l'apprentissage supervisé

et I'apprentissage non supervisé.

Tableau I1. 1: supervisé vs non supervise.

Apprentissage supervisé Apprentissage non supervisé
Les données D’entrée Utilise des données connues Utilise des données inconnues en tant
étiquetées en tant qu’entrée qu'entrée Non étiquetées
Nombre de Classes Connues Inconnues
Précision des résultats Résultats précis et fiables Précision et fiabilit¢ Modéré

Unsupervised Learning Supervised Learning

Figure I1. 17: Apprentissage superviseé et non supervise.

I1.5.4-Domaines d'application de l'apprentissage profond

L'apprentissage profond, en tant que technique, est largement utilisé dans de nombreux

domaines, notamment[42] :

1. La reconnaissance faciale : La reconnaissance faciale est une application majeure de

I'apprentissage profond. En entrainant un algorithme avec un ensemble d'images, il peut
apprendre a détecter et reconnaitre les visages dans les images. Cette technologie est
utilisée dans divers domaines, tels que la sécurité, I'authentification biométrique et la
gestion des identités.

Le traitement automatique de langage naturel : est une autre application du deep
learning. Son objectif est d'extraire le sens des mots et des phrases pour effectuer des
taches telles que I'analyse des sentiments, la traduction automatique, la génération de
texte et les chatbots intelligents.

Voitures autonomes : Les véhicules autonomes nécessitent des systemes avances de
perception et de prise de décision. Les entreprises développent des algorithmes

d'apprentissage profond pour permettre aux ordinateurs de maitriser les taches
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essentielles de conduite a l'aide de capteurs numériques. L'entrainement de ces
algorithmes nécessite une grande quantité de données[42].

4. Recherche vocale et assistants vocaux : La recherche vocale et les assistants vocaux
intelligents sont des applications populaires du deep learning. Les systemes de
reconnaissance vocale utilisent des modéles d'apprentissage profond pour convertir la
parole en texte, tandis que les assistants vocaux utilisent des réseaux neuronaux pour
comprendre et répondre aux commandes vocales.

5. Traduction automatique : Il s’agit d’une tache dans laquelle des mots, expressions ou
phrases donnés dans une langue sont automatiquement traduits dans une autre langue.
La traduction automatique existe depuis longtemps, mais DL permet d’obtenir les
meilleurs résultats dans deux domaines spécifiques :

e Traduction automatique de texte
e Traduction automatique d’images

6. Recherche en marketing : Le deep learning peut étre utilisé en arriére-plan pour
améliorer divers aspects de la recherche en marketing. Il peut aider a la segmentation
du marché, a l'analyse des campagnes marketing, a la prédiction des préférences des
clients et a d'autres taches de classification et de régression pour mieux comprendre les
comportements des consommateurs et optimiser les stratégies de marketing[42].

11.6-Réseaux Neurones

Les réseaux de neurones (NN) sont la fondation de 1'apprentissage profond, qui s'inspire de
la structure du cerveau humain. Les NN collectent des données, s'entrainent pour reconnaitre
des modeles dans ces données, puis prédisent les sorties pour de nouveaux ensembles de
données similaires. Les NN sont composés de couches de neurones, qui sont les principales
unités de traitement du réseau. Nous avons une couche d'entrée qui recoit les données d'entrée,
une couche de sortie qui prédit la sortie finale, et entre les deux, des couches cachées qui

effectuent la majorité des calculs requis par le réseau[43].

I1.6.1-Neurone biologique

Avant de discuter des neurones artificiels, examinons briévement un neurone biologique
(voir la Figure I1.18[44]). 1l s'agit d'une cellule inhabituelle principalement présente dans le
cortex cérébral des animaux, y compris le cerveau humain. Le neurone biologique est composé
d'un corps cellulaire contenant le noyau et la plupart des composants complexes de la cellule,
ainsi que de nombreuses extensions ramifiées appelées dendrites. Il possede également une

longue extension appelée axone, dont la longueur peut étre plusieurs fois supérieure a celle du
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corps cellulaire, voire des milliers de fois plus longue. L'axone se divise en de nombreuses
branches appelées télodendrites, et a I'extrémité de ces branches se trouvent de petites structures
appelées terminaux synaptiques, qui sont connectés aux dendrites ou directement au corps
cellulaire d'autres neurones[44]. Les neurones biologiques regoivent de courts signaux
¢lectriques appelés impulsions des autres neurones via ces synapses. Lorsqu'un neurone regoit
un nombre suffisant de signaux provenant d'autres neurones en un court laps de temps, il émet
ses propres signaux.C'est ainsi que les neurones biologiques communiquent et transmettent des

informations dans le cerveau.[44] .
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Figure 1. 18: Représentation du neurone biologique.

I1.6.2-Réseaux neurones artificiels
Les réseaux de neurones artificiels sont une technologie informatique avancée. Ils sont
composés de plusieurs processeurs paralléles hautement intégrés, connectés entre eux pour

former un mode¢le informatique distribué.

Entrées
Sorties

=
I

Figure I1. 19: lllustration d'une unité de traitement individuelle.

L'architecture des réseaux de neurones artificiels était en effet trés innovante lors de leur
développement dans les années 1950. Elle était inspirée de la structure du cerveau, ou de
nombreux neurones sont interconnectés par des synapses, permettant des calculs paralleles dans
le cortex cérébral (Figure I1.20). Cette structure permet aux réseaux de neurones artificiels
d'acquérir de nouvelles caractéristiques, de résoudre des problémes complexes en temps réel,
d'apprendre de manicre autonome et de tolérer les échecs et les erreurs. Ces réseaux peuvent
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étre utilisés pour des taches telles que la reconnaissance de motifs, la prise de décision, la
prédiction et bien d'autres applications ou la capacité a apprendre a partir des données est

essentielle[45].

Enfrées

Figure I1. 20: Réseaux neurones.

I1.6.3-Architecture des Réseaux de neurones
Un réseau de neurones est constitué de neurones artificiels qui regoivent des entrées et

génerent des entrées. Les réseaux de neurones sont généralement [41] :

1. Couche Entrée : (Input Layer) c¢’est I’ensemble de neurones qui porte le signal d’entré
du réseau, et par la suite tous les neurones de cette couche sont reliés a la couche
suivante [46].

2. Couche cachée : ( Hidden layers ) elles peuvent étre une ou plusieurs, ¢’est ici ou les
relations entre les variables vont étre mise en exergue. Le choix du nombre de couches
et de neurones est intuitif et nécessite de I'expérience venant de I’expert [46].

3. Couche sortie: (Output Layer) elle représente le résultat du réseau de neurones ¢’est
ce qu’on appelle la prédiction [41].

Couche dentrée : Couches cachées : Couche de sortie

4/ k 7/
Entrée 2 ( ‘,,~

A‘ 'A @

Figure I1. 21: Architecture d’un réseau de neurones artificiels.

I1.6.4-Caractéristiques des Réseaux de Neurones Artificiels
1. Présentation : Par conséquent, un réseau de neurones artificiels est fonctionnement du
cerveau humain. Le but est de construire une machine capable de faire cela Se
rapprocher le plus possible d'un comportement intelligent au lieu d'imiter des gens

serviables. Le concept d"intelligence artificielle".
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2. Les Entrées : Chaque neurone d'un réseau de neurones artificiels recoit plusieurs
entrées, notées E;(1 <i<n), ou n est le nombre de neurones d'entrée. Nous introduisons
un facteur de "biais" ®0 en attribuant des poids wi. En supposant que I'entrée EO est

fixée a 1, I'information atteint un neurone, elle est multipliée par le produit

W, x 11.10

Un neurone calcule la somme.

LW X E; .11
C'est le potentiel du neurone et la sortie est produite par la fonction d'activation. Ce
processus est crucial car il détermine la fonction du réseau et, par conséquent, son
comportement ultérieur.

3. Le Perceptron : Les perceptrons sont des éléments constitutifs d'un réseau neuronal
artificiel. Chaque neurone calcule sa sortie en effectuant la somme pondérée des entrées,
en ajoutant un biais, puis en appliquant une fonction d'activation comme illustré dans la
Figure 11.22 [41].

Bias | )
Inputs Weights
L1
L9 Z w;T; + b f = Output
T ? f (Z w;x; + b)
i=1

Figure I1. 22: Principes de calcul des neurones artificiels [42].

4. Fonction d'activation : Une fonction d'activation, est utilisée pour transformer la sortie
d'un neurone en un nombre réel proche de 1 pour les entrées "bonnes" et un nombre
proche de O pour les entrées "mauvaises”. Géneralement, on utilise une fonction dont
les valeurs sont dans l'intervalle réel [0, 1]. Une unité (ou neurone) est considérée active
lorsque le nombre réel associé est proche de 1, tandis qu'elle est considérée inactive
lorsque le nombre réel est proche de 0 [45], Les fonctions d'activation peuvent prendre
différentes formes telles que binaire, linéaire, sigmoide, etc.

5. La sortie : La sortie d'un neurone peut servir de résultat final ou étre utilisée comme

entrée pour d'autres neurones.
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Tableau I1. 2:suivant présente les fonctions d'activation les plus couramment utilisees [45].
Catégories Types Equation Allure
0 x<0
F(x) = {1 x > 0 ——————— [ — 1
Heaviside - -
X
Seuil
a
Signe Fa=(l *>0 | - - -
-1 x<0 >
T x
Rel. fx)
eLu 0 x<0
F =
(x) {x x>0 i
Linéaire o >
Saturé
symétrique -1 x=s-1
ymetriq Fx)={1 «x2>1
x  Ailleurs
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1 ] /—_- ...........
Flx) = 1+e7X /
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[ d
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Non linéaire -
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I1.6.5-Types de réseaux de neurones
En pratique, différentes architectures de réseaux de neurones sont utilisées, parmi lesquelles

les plus couramment utilisées sont :

I1.6.5.1 Réseaux de neurones artificiels (ANN)
Un réseau neuronal artificiel est un systéme interconnecté de processeurs, ou les ¢léments
fonctionnent simultanément pour effectuer des calculs. Chaque processeur calcule sa sortie en

fonction des informations qu'il recoit. Ainsi, une structure en couches forme un réseau global.

Ce type de réseau est généralement composé de trois types de couches : une couche

d'entrée, une ou plusieurs couches cachées et une couche de sortie[47] [46].

11.6.5.2-Deep Neural Network (DNN)

Un réseau neuronal profond (DNN) est une variante d'un réseau neuronal artificiel
(ANN) qui comporte plusieurs couches situées entre la couche d'entrée et la couche de sortie.
Les réseaux de neurones sont constitués de différents ¢léments tels que des neurones, des
synapses, des poids, des biais et des fonctions, qui fonctionnent de maniere similaire au
cerveau humain [43]. Ces composants permettent au réseau de neurones de traiter et
d'apprendre a partir des données, de la méme maniére qu'un algorithme d'apprentissage

automatique classique.

La Figure II. 23, représente la construction d'un modele de réseau neuronal profond
(DNN), mettant en évidence les différentes couches et connexions qui composent le réseau.
On peut observer la présence de plusieurs couches intermédiaires, appelées couches cachées,

entre la couche d'entrée et la couche de sortie.

Figure I1. 23: Construction du modele de réseau neuronal profond DNN.
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I1.6.5.3-Réseau neuronal récurrent (RNN) et LSTM

Les réseaux de neurones récurrents (RNN) et les LSTM (Long Short-Term Memory)
sont des algorithmes puissants et robustes qui se distinguent par leur capacité a maintenir une
mémoire interne. Ces types de réseaux de neurones sont considérés comme trés prometteurs en
raison de cette caractéristique unique [48]. Leur capacit¢ a se souvenir d'informations
importantes dans les données regues leur permet d'effectuer des prédictions précises sur les
événements futurs. La capacité des RNN a retenir des informations pertinentes grace a leur

mémoire interne les rend extrémement efficaces dans la prédiction des événements a venir[49].

C'est pourquoi ces algorithmes sont privilégiés pour l'analyse de données séquentielles
telles que les séries chronologiques, la parole, le texte, les données financiéres, I'audio, la vidéo,
la météo, etc. Leur capacité a conserver une mémoire interne leur permet de comprendre plus
profondément la séquence et son contexte, les distinguant ainsi des autres algorithmes. Les
réseaux de neurones récurrents sont capables de générer des prédictions dans les données

séquentielles que d'autres algorithmes ne peuvent pas produire. [48].

Figure I1.24 Représente une Conception d'une architecture RNN pour 1'ouverture d'un réseau.

Recurrent Neural Network Feed-Forward Neural Network

Figure 11. 24: Architecture de RNN pour 1’ouverture d’un réseau.

I1.6.5.4-Réseau neuronal convolutif

Les réseaux neuronaux convolutifs (CNN) sont des réseaux multicouches qui
comprennent des couches de convolution, de regroupement, d'activation et de connexions
entiecrement connectées[50]. La couche convolutive joue un role central dans le CNN en
permettant l'extraction des caractéristiques des données. Les opérations de convolution
appliquées avec différents filtres géneérent différentes cartes de caractéristiques. La couche de
regroupement effectue un sous-échantillonnage en utilisant la valeur maximale ou moyenne
des voisins pour réduire la taille spatiale de chaque carte de caractéristiques[48]. Les fonctions

d'activation non linéaires telles que la fonction ReLU (Rectified Linear Unit) et ses variantes,
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comme Leaky ReLU, sont largement utilisées. Elles transforment les données en supprimant
les valeurs négatives et en laissant passer les valeurs positives en sortie [40]. Les neurones des
couches entierement connectées sont connectés a toutes les activations de la couche précédente.
Ils se trouvent généralement avant la sortie de classification du CNN et permettent de
transformer les résultats en une forme aplatie pour les prédictions a l'aide de classificateurs
linéaires.Lors de l'entrainement de 1'architecture CNN, le modéle prédit les scores de classe
pour les images d'entralnement et calcule la perte en utilisant une fonction de perte spécifique,

comme illustré dans la Figure 11.25 [40, 50].

la Figure I1.25, illustre la séquence des différentes couches d'un CNN, montrant comment
les données sont transformées a travers les couches pour aboutir a des prédictions ou des

classifications.

Fully Connected Layer

Input Layer Convolutional Layer

Pooling Layer Output Layer

Figure 1. 25: illustration des différentes couches CNN.

11.6.5.4.1-Les couches de réseau de neurones a convolution (CNN)
Les couches CNN sont spécialisées dans l'extraction de caractéristiques abstraites a partir

de l'image, telles que des traits, des contours, des formes, etc. Chaque couche se concentre sur
un nombre limité de caractéristiques spécifiques, qui sont ensuite combinées pour former des
motifs de plus en plus précis[51]. Ces caractéristiques abstraites représentent I'ensemble de
I'image initiale et servent ensuite de données d'entrée a un réseau neuronal plus traditionnel[50].
Dans le cas d'une tache de classification, ce réseau neuronal classique détermine l'appartenance

de l'image a une classe spécifique, telle qu'un animal, une voiture, etc. [39, 46].

La Figure II. 26, illustre I'organisation générale d'un CNN, avec des couches de convolution,
de mise en commun et entiérement connectées, permettant d'extraire des caractéristiques et de

prendre des décisions a partir des données d'entrée.
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Figure I1. 26: Architecture de base du réseau CNN.

1. Couches de convolution : La couche de convolution (CONV) est au cceur d'un réseau
neuronal convolutif. Elle est composée d'un ensemble de filtres K, également appelés
"noyaux", dont chaque filtre a généralement une forme carrée avec une largeur et une
hauteur. Ces filtres sont représentés par des vecteurs impairs. Lors de I'opération de
convolution, un filtre de taille fixe est appliqué a un vecteur 1D pour obtenir des valeurs
uniques qui seront les valeurs de sortie (voir Figure 11.27).

Les hyperparametres importants de la couche de convolution sont :
o Lataille du filtre : 1l s'agit de la dimension du filtre, généralement carrée, qui est
appliqué aux données d'entree.
e Le nombre de filtres : C'est le nombre de filtres (ou noyaux) utilisés dans la
couche de convolution pour extraire différentes caractéristiques des données.
e Le pas (Stride) : C'est la distance parcourue par les filtres lors du balayage des
données d'entrée[46, 51].
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% 1 0 |-1

Entrée (Donnée) Filtre

1x7 | 0x2 | -1x3 1 2 1

(1x2)+(0x3)+(-1x1)

4 1 1 0

Sortie de Convolution

Figure I1. 27: Opération de convolution.

2. Remplissage zéro (Padding) : Le remplissage par zéro est une technique utilisée pour
résoudre le probléme de la convolution qui limite le chevauchement du centre de chaque
filtre avec les éléments les plus externes des données d'entrée. Pour résoudre ce
probléme, on ajoute des lignes et des colonnes de zéros de chaque coté des données
d'entrée. Cela permet de positionner le centre du filtre sur I'élément le plus a I'extérieur.
L'utilisation du remplissage par zéro lors de I'opération de convolution garantit que les
dimensions des données d'entrée restent les mémes dans le plan[52].

Les architectures modernes de réseaux de neurones convolutifs (CNN) utilisent
généralement deux types de remplissage :

e Remplissage par zéro (Zero Padding) : Cette méthode est utilisée pour conserver
les dimensions attendues des données d'entrée et permettre I'application de plus
de couches.

e Sans remplissage par zéro (No Padding) : Aprés I'opération de convolution,
chaque carte de caractéristiques diminue continuellement en taille, comme

illustré dans la Figure 11.28 [46].
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Entrée (Donnée) Filtre
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/

-7 1-2| 4 1 10|21

Sortie de Convolution aprés Padding

Figure I1. 28: opération convolution avec padding.

3. Couche d'activation (Relu) : Aprés chaque couche de convolution (CONV) dans un
réseau de neurones convolutif (CNN), une fonction d'activation non linéaire est
généralement appliquée. Les fonctions d'activation couramment utilisées sont ReLU
(Rectified Linear Unit), ELU (Exponential Linear Unit) ou Leaky ReL.U. La sélection
de la fonction d'activation dépend de I'architecture du réseau. Dans le cas de la couche
d'activation ReLU, toutes les valeurs négatives en entrée sont remplacées par zéro,

comme illustré dans la Figure 11.29 [46, 47].

-7 1-2| 4 1 1 0 2 |1 /

Sortie de Convolution aprés Padding

0 0 4 1 1 0 2 |1

Sortie de Couche de Convolution

Figure I1. 29: Application de la fonction d’activation ReLU..

4. Couche de Pooling: La couche de mise en commun (pooling) fournit une opeération
de sous-échantillonnage courante qui réduit la dimensionnalité dans le plan de la carte
des caractéristiques. Cela permet d'introduire une invariance aux translations, petits
décalages et distorsions, réduisant ainsi la quantité d'apprentissage nécessaire par la

suite.

44



Chapitre 11

Intelligence Artificielle et Internet des Objets

Dans une couche de mise en commun, la taille du filtre, le pas de déplacement et le

remplissage sont des hyperparameétres qui définissent les opérations de mise en

commun, de maniere similaire aux opérations de convolution[46].

Max Pooling : L'opération de mise en commun maximale (max pooling) est la
forme la plus courante de mise en commun (pooling). Elle consiste a extraire
des patches de la carte des caractéristiques en entrée, puis a sélectionner la
valeur maximale de chaque patch tout en éliminant les autres valeurs. Dans la
pratique, il est courant d'utiliser un filtre de taille 2x2 avec un décalage de 2.
Cela réduit la dimension dans le plan de la carte des caractéristiques de moitié,
tant en hauteur qu'en largeur[52], tout en maintenant inchangeée la dimension

de profondeur de la carte des caractéristiques (Figure 11.30).

0 0 4 1 1 0 2 (1

Sortie de Couche de Convolution
MaxPooling (2)
l avec un stride de 1

o | 4|4 |1 |1]|2]2

Sortie de Couche de Pooling

0 0 4 1 1 0|2 |1

Sortie de Couche de Convolution
MaxPooling (2)
l avec un stride de 2

0 4 1 2

Sortie de Couche de Pooling

Figure I1. 30: Application de Max Pooling.

Global Average Pooling: Une autre opération de mise en commun
importante est la mise en commun moyenne globale (Global Average
Pooling ) [53]. Cette opération effectue une forme extréme de sous-
échantillonnage, réduisant une carte d'entites en largeur et en hauteur a un
tableau de dimension 1x1 en prenant simplement la moyenne de tous les
éléments de chaque carte d'entités, tout en préservant la profondeur de la
carte d'entités. Cette opération est géneralement appliquée une seule fois
avant les couches entierement connectées (Figure 11.31).

Les avantages de I'application de la mise en commun moyenne sont :
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» Réduction du nombre de paramétres apprenables.
» Autoriser CNN a accepter des entrées de taille variable [46].

0|04 |11 |0]2]1

Sortie de Couche de Convolution

Average Pooling (2)
l avec un stride de 1

0 2 |25 1 (05| 1 |15

Sortie de Couche de Convolution

o|j0|4(1]1]|]0|2]|1

Sortie de Couche de Convolution

Average Pooling (2)
l avec un stride de 2

0 |25 1 |15

Sortie de Couche de Convolution

Figure I1. 31: Application d’érage Pooling.

5. Couche entierement connectée (FC): Les neurones des couches entiérement
connectées (fully connected) sont connectés a toutes les activations de la couche
précédente, ce qui est une pratique courante dans les réseaux de neurones feedforward.
Les couches entierement connectées sont généralement situées a la fin du réseau, ce qui
signifie qu'elles ne sont pas précedées d'une couche de convolution avant leur utilisation.
Il est courant d'utiliser une ou deux couches entiérement connectées avant d'appliquer
le classificateur softmax. [46].

6. La fonction d’activation softmax : La fonction d'activation appliquée a la derniere
couche entiérement connectée differe généralement des autres couches. Le choix de la
fonction d'activation dépend de la tache specifique. Pour la tache de classification multi-
classes, la fonction d'activation couramment utilisée est softmax. Cette fonction
normalise les valeurs de sortie réelles de la derniére couche entiérement connectée en
probabilités pour chaque classe cible. Chaque valeur de sortie est ainsi restreinte entre
0 et 1, et la somme de toutes les valeurs est égale a 1[46, 47]. Mathématiquement, Soft

max est défini comme :
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ou:

j=1€”t .12

Ou 7 est le nombre de classes et Vi les éléments de vecteur d’entrée.

7.

Normalisation des lots (BN) : La normalisation des lots (Batch normalization) est
une technique qui accélere I'apprentissage dans les réseaux profonds en réduisant les
variations des covariables internes. Les couches de normalisation par lots sont utilisées
pour normaliser les activations d'un volume d'entrée donné avant de les transmettre a
la couche suivante du réseau. Si nous considérons x comme notre mini-lot
d'activations, nous pouvons calculer la valeur normalisée x en utilisant I'équation
suivante [46, 54] :

X = Xi— Hg I1.13
t N aé +e

Pendant 'entrainement, nous calculons les valeurs de B et o pour chaque mini-lot f3,

_1 .14
hp = Lit1 Xi

m II.15
O-ZB =imz ) (xi - IJ'B)Z
i=

Les symboles 1 et ¢ représentent respectivement la moyenne et 1'écart type des
activations dans un mini-lot donné. Le terme € est une constante de petite valeur

ajoutée a I'équation pour éviter une division par zéro.

8. Dropout : Le dropout est une technique de régularisation qui vise a prévenir le

surapprentissage en améliorant la généralisation, méme si cela peut potentiellement
affecter la précision de I'entrainement. Pour chaque mini-lot de I'ensemble
d'entrainement, les couches de dropout deconnectent aléatoirement les entrées de la
couche précédente vers la couche suivante de l'architecture du réseau, avec une
probabilité p [46].

La Figure 11.32 illustre ce concept en déconnectant aléatoirement, avec une probabilité

p = 0,5, les connexions entre deux couches complétement connectées pour un mini-lot
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specifique. Remarquez comment la moitié des connexions sont desactivées pour ce
mini-lot. Une fois les passes avant et arriere calculées pour le mini-lot, les connexions
désactivées sont réactivees, puis un autre ensemble de connexions est choisi

aléatoirement a désactiver [54].

No Dropout Dropout (50%)

SETD ST

Figure 11. 32 Comparaison des couches d'un réseau neuronal entierement connecté (a gauche)
et apres la suppression de 50% des connexions (a droite) [42].

11.7- Types de modeles exploitant les architectures d'apprentissage
profond

L'apprentissage profond offre une précision élevée lorsqu'il est appliqué a des ensembles
de données complexes. Les algorithmes d'apprentissage profond sont largement utilisés dans
des domaines tels que la prédiction, la classification et la reconnaissance. Les applications de
ces algorithmes comprennent les réseaux de neurones profonds (DNN), les réseaux de
neurones convolutifs (CNN), les réseaux de neurones récurrents (RNN) et les mémoires a

long terme (LSTM), comme illustré dans la Figure 11.33.

Prediction and Time Series
Pretiction

Computer Recognition and

Vision

RNN & LSTM

Figure 1. 33 lllustration des divers types de modéles exploitant des architectures
d'apprentissage profond.
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11.8-Internet des objets (10T)

Le CERP-IDO « Cluster des projets européens de recherche sur 1’Internet des objets »
définit I’Internet des objets comme : « une infrastructure dynamique d’un réseau global. Ce
réseau global a des capacités d’auto configuration basée sur des standards et des protocoles de
communication interopérables. Dans ce réseau, les objets physiques et virtuels ont des identités,
des attributs physiques, des personnalités virtuelles et des interfaces intelligentes, et ils sont

intégrés au réseau d’une fagon transparente ».

Cette définition montre les deux aspects de 1 "IOT : temporel et spatial qui permettent
aux personnes de se connecter de n’importe ou a n’importe quel moment a travers des objets
connectés (Figure 11.34) (Smartphone, tablettes, capteurs, caméras de vidéosurveillance, etc.).
Un objet connecté a une valeur lorsqu’il est connecté a d’autres objets et briques logicielles, par
exemple : une montre connectée n’a d’intérét qu’au sein d’un écosystéme orienté santé/bien-

étre, qui va bien au-dela de connaitre I’heure [55].

Any TIME connection
A

« On the move
* Outdoors and indoors
* Night = On the move
«Daytime « Qutdoors

* Indoors (away from the PC)

= At the PC
e . ANy PLACE connection

* Between PCs
= Human to Human (H2H), not using a PC

* Human to Thing (H2T), using generic equipment
« Thing to Thing (T2T)

Any THING connection

Figure I1. 34: Exploration tridimensionnelle de la connectivité loT [48].

L'émergence de 1'Internet des Objets, qui efface progressivement les frontiéres entre les
ordinateurs et les objets du quotidien, est le résultat de deux facteurs clés : la démocratisation
des ressources informatiques et 'adoption croissante des services Web par les utilisateurs.

(Figure I11.35)
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Figure 1. 35: Illustration des facteurs déclencheurs de I'Internet des Objets.
I1.8.1-Domaines d’application de I’lOT

Les applications de I'lOT sont vastes et touchent pratiquement tous les domaines de la
vie quotidienne des individus, des entreprises et de la société dans son ensemble.

Smart Transport

Internet of
Things
Application
Domains

Healthcare

—

=

Figure 1. 36: Apercu des différentes applications de I'loT [49].

Les applications IOT peuvent étre divisées en trois catégories en fonction de leurs

fonctionnalités :
e Applications de collecte d'informations : Il est chargé de collecter les données des
nceuds de reconnaissance et de les stocker localement.
e Demande d'analyse : Gere le prétraitement hors ligne des données collectées pour creer
des modeles généraux d'évaluation des futures données collectées.
e Applications pour la prise de décision en temps réel : Ils sont impliqués dans la prise de

mesures et d'actions appropriées sur la base des données collectées et analysées [31].
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En termes d'exigences industrielles, 1'1OT a une large gamme, comme la montre la figure 11.34.
11 s'agit notamment des applications grand public telles que les appareils portables, les maisons
intelligentes (Smart Home) et les soins de santé intelligents (Healthcare). Applications
commerciales telles que la logistique et la vente au détail. Applications industrielles telles que
la gestion des ressources et de 1'énergie, le transport intelligent (Smart Transport) et la
fabrication (industrial automation). Applications spécifiques du secteur public telles que les
villes intelligentes, la sécurité et la surveillance visant a améliorer la qualit¢ de vie des
personnes. Les utilisateurs peuvent accéder directement aux applications et services 10T a
l'aide d'une variété d'appareils portables tels que les téléphones mobiles, les ordinateurs et les

assistants numériques personnels (PDA) [31].

I1.8.2 Architecture de I’IDO

Il n'existe en réalité aucune définition uniforme et formelle de 'architecture du systéme loT
qui soit adoptée par I'ensemble des projets. Pour cette étude particuliére, nous avons décidé
d'adopter l'architecture spécifiée dans la référence [31], qui est représentée dans le tableau 11.3

Cette architecture se compose de trois couches distinctes :

Tableau Il. 3: Architecture de I’'TOT.

Couche Application Application IOT

Support d'application

Réseau local et étendu

Couche Transmission Réseau ceeur

Réseau d'acces

Couche Perception Réseau de perception

Neeud de perception

I1.8.2.1 Couche de Perception

La couche de perception, également connue sous les appellations de "couche de
périphérique", "couche sensorielle" ou "couche de reconnaissance", constitue la base de
l'architecture IoT. Elle a pour rdle de capturer les informations provenant du monde réel et de
les représenter sous forme numérique. Cette couche englobe les technologies nécessaires a la
détection des données environnementales, a l'identification des objets, a l'activation des
données détectées et a la communication entre des appareils intelligents hétérogenes, le tout

avec une intervention humaine minimale. En fonction de ses fonctionnalités, cette couche peut
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étre subdivisée en deux sous-couches distinctes : les nceuds de perception, également appelés

nceuds sensoriels, et le réseau de perception, qui fait référence au réseau de capteur [56].

11.8.2.2 Couche de Transmission

La couche de transmission (appelée aussi « couche de transport » ou « couche réseau »)
est responsable de transmission des données collectées par les nceuds de perception a I'unité de
traitement de l'information (ou unités de prise de décision de haut niveau) a travers un réseau
ou une interconnexion des réseaux. Cette couche permet alors une intégration d'une variété de

réseaux, de technologies et de protocoles hétérogenes[56].

Cette couche peut étre divisée en trois sous-couches réseau d'acces, réseau cceur et

réseau local et étendu.

I1.8.2.3 Couche Application

C'est la couche la plus haute de l'architecture IOT visible par I'utilisateur final. La
couche application a pour but de gérer et de fournir les applications globales en se basant sur 1a
les informations collectées par la couche de perception. Elle fournit aux utilisateurs finaux un
acces aux services personnalisés sur le réseau, en fonction de leurs besoins, grace a l'utilisation

de divers appareils mobiles et équipements terminaux.

Cette couche peut étre divisée en deux sous-couches : couche de support d'application

et applications [31].

11.9-Conclusion

Dans ce chapitre, différentes techniques de traitement du signal ont été¢ explorées,
notamment la Transformée en Echelle d'Ondelettes (TEO), la Transformée en Cosinus Discréte
(DCT), la Transformée de Fourier Rapide (FFT) et la Transformée de Hilbert. De plus, une
définition de l'intelligence artificielle ainsi que de ses sous-domaines tels que le Machine
Learning (ML) et le Deep Learning (DL) a été examinée. Les réseaux de neurones et les réseaux
CNN ont ¢été détaillés, accompagnés de diagrammes et d'organigrammes illustratifs des
différentes couches de l'architecture CNN. Le chapitre a également abordé I'Internet des Objets
(IoT) et ses domaines d'application. Les connaissances acquises dans ce chapitre seront utiles

pour le prochain chapitre.
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Chapitre III Simulation et évaluation des résultats

I11.1-Introduction

Ce chapitre revét une importance capitale, car il permet de concrétiser I'approche de
classification des cing types de cancer a I'aide d'un systéme de deep learning en utilisant Python.
Les différentes étapes de la simulation seront décrites en détail, allant de la préparation des
données a I'évaluation des résultats obtenus. L'objectif de ce chapitre est de mettre en ceuvre un
modele de deep learning pour la classification des cancers, en se basant sur le signal des
séquences ARN. Ensuite, une comparaison sera effectuée avec d'autres approches existantes,
suivie d'une analyse approfondie. Enfin, les résultats expérimentaux de notre modéle seront

présentes, mettant en évidence les performances de classification obtenues.

111.2- Méthodologie proposée

La méthodologie adoptée comprend plusieurs étapes. Tout d'abord, un prétraitement des
données est effectué en utilisant différentes méthodes de traitement des signaux telles que DCT-
FFT, Hilbert, TEO, avec la concaténation vectorielle et matricielle de ces quatre méthodes.
Ensuite, les signaux sont décomposés en ensembles distincts : lI'ensemble d'entrainement,
I'ensemble de validation et I'ensemble de test. Une fois les données préparées, un modele CNN
est développé en utilisant Python, en détaillant les différentes couches et le fonctionnement du
mode¢le. Une méthode d'optimisation appropriée est appliquée pour améliorer les performances
du modele, en ajustant les parametres et en minimisant les erreurs. Les détails de la méthode
d'optimisation choisie sont décrits, expliquant comment elle est appliquée au modele CNN.
Enfin, les résultats expérimentaux sont présentés, avec une comparaison des différentes
méthodes utilisées, la sélection des méthodes offrant les meilleurs résultats en termes de
précision, une analyse détaillée de la base de données, des graphiques illustrant la précision et
la perte du modele, un rapport de classification évaluant les performances de la classification
des différents types de cancer, ainsi qu'une matrice de confusion pour analyser en détail les

résultats obtenus.
I11.2.1-Diagramme de systeme proposé

La figure HI.1, illustre I’organigramme de différentes étapes du systeme de

classification de cancers basé sur le signal des séquences ARNm.
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Figure I11. 1: Organigramme de model proposé

Tout d'abord, les signaux des séquences ARN sont soumis a un prétraitement afin de garantir
la qualité des données. Ensuite, ces données sont réparties en deux ensembles distincts : 80 %
de I'ensemble pour I'entrainement du modele et 20 % pour I'évaluation. Une architecture
d’apprentissage profond est ensuite utilisée pour entrainer un modele de classification. Ce
modele est optimisé ensuite et évaluer pour mesurer sa performance et son efficacité¢ dans la

classification des s€quences ARN associées a cinq types de cancer.

I11.2.2-Prétraitement
Afin de sélectionner la meilleure méthode de prétraitement des signaux des données,

diverses méthodes de seront utilisées :
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Transformation FFT-DCT : Cette méthode utilise la transformation de Fourier
rapide (FFT) et la transformation en cosinus discréte (DCT) pour convertir les signaux
temporels en coefficients de fréquence et obtenir leur spectre de fréquence. Cela

permet de capturer les caractéristiques fréquentielles des signaux.

signal original
T T T

AJL e L L
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< 10% FFT-DCT
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Figure 111. 2: Effet de la méthode de prétraitement FFT-DCT sur un signal des séquence

ARN

Transformée de Hilbert : La méthode de Hilbert est utilisée pour extraire I'enveloppe
des signaux, ce qui permet de mieux comprendre les variations de fréguence et
d'amplitude. La transformée de Hilbert est utilisée pour extraire I'enveloppe d'un
signal.

TEO (Teager Energy Operator) : Le TEO est utilisé pour détecter les impulsions et
les pics dans les signaux, ce qui permet de mieux comprendre I'état des données et
d'identifier les variations significatives. Cette méthode aide a repérer les anomalies et
les événements dans les données.

Fusion par matrice et par vecteur : Nous avons également effectué la concaténation
par matrice et par vecteur des caractéristiques extraites des quatre méthodes

précédentes. En combinant les caractéristiques sous forme de matrices ou de vecteurs.
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La Figure II1.3, illustre I'utilisation de la concaténation matricielle et vectorielle pour
regrouper différents prétraitements de signaux. A gauche, une représentation matricielle est

présentée, tandis qu'a droite, une représentation vectorielle est affichée.

M Prétraitement 1 W Prétraitemeant 2 W Prétraitement 3

FFT-DCT HILBERT TED

B Prétraiternant 1
W Prétraitement2
m Prétraitement 2

m Prétraitement1

B Prétraitement 3
B Prétraitement 3

FUSION
PAR
VECTEUR

FUSION PAR MATRIC

Figure I11. 3:Analyse de prétraitement des signaux par concaténation matricielle et
vectorielle.

I11.2.3-Modéle CNN

Nous avons créé notre propre architecture de deep learning basé sur le réseau neuronal
convolutif (CNN) en utilisant Python. La figure III.4, présente les différentes étapes
d'entralnement du réseau CNN, comprenant la préparation des données, la construction du

modele de réseau, la fonction de perte et 1'optimisation.

56



Chapitre III Simulation et évaluation des résultats

———\

—_ - - - —
N T - — ~
. -Loss Function
/ 1-Preparing Dataset I I ( 4-Optimization I

Ground-truth label
( I I Loss Function I_’I I
Training data
_ v\
I __T

| =

|| Input sample / 2-Building Network Model \

Dataset I I -------
L} : I[= ! ‘ %

| L Ty |

Validation & Testing data y , I ( o ! I

\ —_— e — e - I Convolutional Neural Network Model l

Figure 111. 4: Diagramme schématique de procédure d’entrainement des réseaux CNN.
I11.2.3.1-Architecture utilisée
L'architecture utilisée dans notre mode¢le est présentée dans le Tableau III-1, ou nous avons
intégré des fonctions d'activation "ReLu" (Rectified Linear Unit) entre les différentes couches
de traitement. Cette approche vise a améliorer I'efficacité du traitement en appliquant la

fonction d'activation "ReLu" aux signaux de sortie a chaque étape.

La Figure IIL.5, offre une représentation graphique tridimensionnelle du modele qui présente
les différentes couches du modele. L’architecture présentée dans la Figure II1.5, est composée

de:

e 2 couches de convolution.

e Une couche de BatchNormalization.
e 2 couches de MaxPooling.

e Une couche de flaten

e 4 couches dense
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conv2D 1
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Figure I11. 5: Représentation plus visuelle de notre modéle en 3D.

Notre signal de 972 points passe par la premicre couche de convolution. Cette couche est

composée par 128 filtres de longueur 3, un rembourrage ("padding") "same"(ajoute des zéros
autour des bords de l'entrée de manicre a ce que la taille de sortie soit égale a la taille de
l'entrée/assurer la cohérence des dimensions lors de la propagation des données a travers les
couches) chaque couche de convolution est suivie par une fonction d’activation ReLu (prendre
les valeurs positives seulement), alors que la sortie de cette couche est de taille 4x972x128.
Cette sortie est injectée a I’entrée de la couche de BatchNormalization, ensuite on applique
MaxPooling2D pour réduire la taille du signal (a un facteur de sous-échantillonnage de 2).
La sortie de cette couche, est de taille 2x486x128 Cette dernicre et a son tour été injectée comme
entré dans la deuxieéme couche de convolution qui se compose par 64 filtres de longueur 3, cette
couche de convolution est suivie par une fonction d’activation ReLu, la sortie est de taille
2x486x64.

Ensuite, nous utilisons une couche de MaxPooling2D avec un facteur de sous-
échantillonnage de 2 pour réduire davantage la taille du signal. Cela donne une sortie de taille
1x242x64.

La couche suivante est une couche Flatten qui transforme la sortie en un vecteur a une
dimension. Cela permet de passer d'une représentation matricielle & une représentation
linéaire.La sortie est 15648 (vecteur unidimensionnel).
Puis elle est connectée a une couche Dense (entierement connectée) avec 100 neurones et une
fonction d'activation ReLU.

Cette couche est suivie d'une autre couche Dense avec 64 neurones et une fonction

d'activation ReL.U.
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Ensuite, on ajoute une couche Dense avec 32 neurones et une fonction d'activation ReLU.
Pour régulariser le modéle et réduire le surapprentissage, on ajoute une couche de Dropout avec
un taux de 0.3, ce qui signifie que 30% des neurones de cette couche seront désactivés
aléatoirement lors de l'entrainement.

Enfin, la couche de sortie est une couche Dense avec 5 neurones et une fonction d'activation
softmax pour la classification multiclasse. Le mod¢le est compilé avec la fonction de perte
"categorical crossentropy", l'optimiseur "adam" et les métriques d'évaluation de précision
("accuracy").

La Figure IIL.6, présente l'architecture CNN utilisée en détail et offre une vue claire et
concise de la structure globale du modele. Elle met en évidence les différentes couches et leurs

configurations spécifiques, ainsi que les dimensions associées a chaque couche.

!

Flatten

InputLayer

Dense

kernel {15552x100)
bias {100)

RelU

Conv2D

kernel {3x3x1x128)
bias {(128)

RelU

BatchNormalization Dense

gamma (128) kernel {100x64)
beta (128) bias (64)
moving_mean {128) RelU

moving_variance (128)

Dense

kernel {64x32)
bias (32)

RelU

MaxPooling2D

Conv2D

kernel {3x3x128x64)
bias (64)

Dense

kernel (32x5)
bias {5)

Softmax

RelU

MaxPooling2D

Figure I11. 6: Détails de I'architecture CNN utilisée.
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I11.2.3.2-Compiler

Avant de commencer l'entrainement, il est nécessaire de configurer les éléments suivants :

Loss (fonction de perte) : 1l s'agit d'une fonction utilisée par le modele pour minimiser
les erreurs. Nous avons choisi la fonction "categorical crossentropy™ car nous
effectuons une classification multiclasse.

Optimizer (optimiseur) : L'optimiseur stochastique "Adam™ a été choisi en raison de
ses performances supérieures par rapport a un autre optimiseur testé, a savoir le
RMSGD.

Metrics (métriques) : Dans le cas d'un probléeme de classification,nous évaluons la
performance du modéle en utilisant metrics=['accuracy'].qui mesure le taux de

classification correcte.

111.3- Matérielles utilisé

II1.3.1- Software

Matlab : Matlab est un langage de programmation de haut niveau utilisé dans le
domaine de I'informatique technique. Il offre une plateforme compléte pour le calcul, la
visualisation et la programmation, permettant d'exprimer les problemes et les solutions
de maniére mathématique. Matlab est largement utilisé dans les domaines des
mathématiques, de I'algorithmique, de la modélisation, de la simulation, de I'analyse de
données et de la création d'interfaces utilisateur graphiques[57].

Python : Python est un langage de programmation puissant, facile a apprendre et
largement utilisé. 1l est particulierement adapté a la programmation scientifique en
raison de sa simplicité, de son extensibilité, de sa portabilité et de sa vaste bibliotheque
de modules. Python est utilisé dans de nombreux domaines, y compris le traitement

audio, I'analyse d'images, la programmation web et les interfaces graphiques[58].

I11.3.2-Hardware

Les caracteéristiques de I’ordinateurs utilisé pour les tests sont les suivantes :
PC portable DESKTOP-KL6UNTE :

» Systeme d'exploitation : Windows 10 Professionnel.

» Processeur : Intel Core i3 - 4030U CPU @ 1.90GHz.

» Mémoire RAM : 4 Go (3.89 Go utilisable).

» Processeur graphique : Intel UHD Graphics.
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I11.4-Bibliothéques utilisées

Tensorflow : TensorFlow est une bibliotheque open-source pour la programmation de
flux de données, offrant un bon support pour I'apprentissage automatique et les réseaux
de neurones profonds. Il permet de travailler efficacement avec des tableaux
multidimensionnels et offre une grande extensibilité pour le calcul sur des ensembles de

données massifs[59].

TensorFlow

Figure I11. 7: Logo TensorFlow.

Keras : Keras est une bibliotheque Python qui simplifie la création de modéles
d'apprentissage en profondeur. Elle est réputée pour sa structure simple et lisible, et

permet de gérer les entrées et les sorties de maniére modulaire[60].

Keras

Figure 111. 8: Logo keras.

Sklearn : Scikit-learn est une bibliothéque Python pour l'apprentissage automatique
supervisé et non supervisé. Elle offre des outils puissants pour la classification, la
régression, le regroupement et la réduction de la dimensionnalité[61].

.ﬁewm

Figure I11. 9: Logo Sklearn.

Matplotlib : Matplotlib est une bibliothéque Python pour tracer des graphiques
bidimensionnels. Elle est utilisée dans diverses interfaces utilisateur et permet de
développer des applications de rapports, des applications analytiques interactives et

des applications de tableau de bord[62].

matpl: tlib
Figure 111. 10: Matplotlib
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111.5-Résultats expérimentales obtenus

Le tableau III.1, représente les résultats obtenus par les différentes méthodes de
prétraitement des signaux pour classifier les types de cancer. Il présente les précisions obtenues
lors de I'entrainement, de la validation et du test, ainsi que les pertes correspondantes pour

chaque méthode.

Tableau I11. 1: Performances comparatives des méthodes de prétraitement utilisées.

Train Validation Test
Method utilisé
Accuracy Loss Accuracy | Loss | Accuracy loss

Fusion par Sans 100% 1.9383e-04 | 98,08% | 0.1741| 97,31% 0.2504
concatenation | Prétreatment

FFT-DCT 99,85% 0.0060 97,36% | 0.2717 | 97,60% 0.1981

Hilbert 99,85% 0.0076 96,65% | 0.3154 | 94,61% 0.2853

TEO 99,85% 0.0090 96,65% | 0.2018 | 97,31% 0.2151

Fusion par FFT-DCT+ 100% 3.0227e-04 | 96,17% | 0.4054 | 95,51% 0.3578
matrice Hilbert +TEO

Fusion par FFT-DCT+ 100% 3.4611e-04 | 97,12% | 0.3019 | 95,81% 0.1502
vecteur Hilbert +TEO

L'analyse des résultats révele que toutes les méthodes de prétraitement des données ont
obtenu des performances globalement ¢€levées pour la classification des types de cancer.

Cependant, certaines méthodes se distinguent par leurs performances supérieures.

Sans prétraitement : Cette méthode, qui utilise les données brutes sans prétraitement, obtient
une précision de test €levée de 97.31%. Cela indique que le modele est capable de classifier
avec précision les différents types de cancer sans l'aide de techniques de prétraitement
spécifiques. Cependant, il convient de noter que la perte de test (0.2504), ce qui suggere une

certaine marge d'amélioration possible.

FFT-DCT : La méthode de prétraitement combinant les transformations de Fourier (FFT) et de
cosinus discréte (DCT) montre de trés bonnes performances avec une précision de test de
97.60%. La perte de test est ¢galement relativement faible (0.1981), ce qui indique que cette
méthode parvient a extraire efficacement les caractéristiques discriminantes des signaux pour

la classification des types de cancer.
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Hilbert : La méthode utilisant la transformation de Hilbert montre des performances
légerement inférieures par rapport a la précédente, avec une précision de test de 94.61%. La
perte de test (0.2853) est également plus ¢élevée, ce qui suggere que cette méthode pourrait avoir

plus de difficultés a extraire les caractéristiques pertinentes des signaux.

TEO : La méthode TEO obtient une précision de test de 97.31%, ce qui est comparable a
d'autres méthodes. La perte de test (0.2151) est relativement faible indiquant que cette méthode

est efficace pour extraire les informations utiles des signaux.

Fusion par matrice (FFT-DCT + Hilbert + TEO) : Cette méthode de fusion par matrice
présente une précision de test de 95.51%. La perte de test (0.3578) indique une performance

relativement acceptable.

Fusion par vecteur (FFT-DCT + Hilbert + TEO) : La méthode de fusion basée sur la
concaténation vectorielle des résultats obtient une précision de test de 95.81%. La perte de test
(0.1502) est relativement faible, indiquant une bonne capacité a extraire les informations

discriminantes des signaux.

Apres I'évaluation des résultats, les deux méthodes TEO (Time Energy Operator) et FFT-

DCT, offrent les meilleurs résultats pour le test.

La méthode TEO met l'accent sur les variations d'énergie dans le temps et les
caractéristiques temporelles, tandis que la méthode FFT-DCT se concentre sur les
caractéristiques fréquentielles extraites grace a la transformation de Fourier et a la
transformation en cosinus discrete. Ces caractéristiques spécifiques permettent a ces méthodes
de capturer efficacement les informations discriminantes des signaux de la séquence ARN et

d'obtenir de bons résultats.

I11.5.1-Base de données

Une base de données est un ensemble structuré et organisé permettant le stockage de
grandes quantités d’informations afin d’en faciliter ’exploitation (ajout, mise a jour, recherche
de données). Ces informations sont en rapport avec une activité¢ donnée et peuvent tre utilisées

par des programmes ou des utilisateurs communs.

Dans le cadre de cette étude, les signaux de séquences ARN de la base de données
"Cancer Types : RNA Sequencing Values from Tumor Samples/Tissues" ont été utilisés pour
évaluer l'approche de classification des maladies cancéreuses. Cette base de données est

disponible en ligne a 'adresse[63].
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I11.5.1.1-Description de Base de données utilisée

Cette base de données est décomposée comme suit :

e Samples: 2086

e Genes: 971

e Catégories : 5 (BRCA, KIRC, LUAD, LUSC, UCEC)

e Chaque ligne contient un échantillon spécifique

e Chaque colonne contient les valeurs ARN-Seq RPKM d’un géne spécifique

e Laderniere colonne contient les catégories de cancer codées numériquement :
1=BRCA, 2=KIRC, 3=LUAD, 4=LUSC, 5=UCEC.

Le Tableau III-2, ainsi que la Figure III- 11, fournissent une représentation claire et
structurée des données utilisées dans notre étude. Ce sont des références essentielles pour

comprendre le nombre de signaux disponibles pour chaque type de cancer.

Tableau I11. 2: Tableau de distribution des signaux.

Les Types de Cancer N° des Signaux de Chaque Classe
1 BRCA 878
2 KIRC 537
3 LUAD 162
4 LUSC 240
5 UCEC 269
Totale 2086
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Figure I11. 11: Visualisation de la distribution des données.

I11.5.2-Décomposition des signaux
La décomposition des signaux de séquences ARN consiste en une division en deux parties
(voir figure I1I-12) :
e Partie 1: 70% originaux pour I'entrainement des réseaux neuronaux.
e Partie 2 : de 30% restants des signaux de séquence ARN, qui sont réservés a la validation
et aux tests des réseaux neuronaux. Parmi ces signaux, 10% sont utilisés pour la

validation et 20% pour les tests.

Train 70% Validation20% Test final 10%

| Y

Des signaux pour I’entrainement Des signaux jamais
De notre mod¢le. Vus par le modele.

Figure I11. 12: Décomposition des fichiers.

I11.5.3- Evaluation des résultats lors de l'entrainement

Dans cette partie, les signaux utilisés pour évaluer les résultats obtenus par 1'entrainement
sont issus de 90% du jeu de données d'entrainement. Cela garantit que le modele est évalué
sur une grande proportion des données qu'il a utilisées pour apprendre et se généraliser. Ainsi,
nous pouvons évaluer la capacité du modele a bien performer sur les données qu'il a déja

rencontrées et sur lesquelles il a été entrainé.
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I11.5.3.1-Graphe de précision et des pertes

La Figure III-13, présente les courbes de précision et de perte pour la méthode TEO.
Les graphiques représentent 1'évolution de la précision et de la perte lors de 1'entrainement et de
la validation en fonction du nombre d'époques. On observe que la précision de la validation
augmente de manicre proportionnelle au nombre d'époques, tout comme la précision de
I'entrainement. En revanche, la perte diminue de maniére inversement proportionnelle au
nombre d'époques. Ces résultats mettent en évidence l'efficacité de la méthode TEO dans la

classification des types de cancer.

Model Loss Model Accuracy
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104 0.95 \[
0.90 4
0.8
0.85 1
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Figure I11. 13: Graphe de précision et de perte pour la méthode TEO.

La Figure I1I-14 présente les courbes de précision et de perte pour la méthode DCT-FFT.
Les graphiques représentent I'évolution de la précision et de la perte lors de I'entrainement et de
la validation en fonction du nombre d'époques. On observe que la précision de la validation
augmente de maniere proportionnelle au nombre d'époques, tout comme la précision de
l'entrainement. En revanche, la perte diminue de manicre inversement proportionnelle au
nombre d'époques. Ces résultats mettent en évidence l'efficacité de la méthode DCT-FFT dans

la classification des types de cancer.
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Figure I11. 14: Graphe de précision et de perte pour la méthode DCT-FFT.

I11.5.3.2-Rapport de classification

Le tableau III-3 présente le rapport de classification, qui évalue les performances du
modele de classification basé sur I'apprentissage en profondeur pour la méthode TEO. 11 affiche
la précision, le rappel (recall), le score F1 et le support de notre modéle. Ce rapport nous permet
de mieux comprendre les performances globales de notre modéle pour la méthode TEO.

Tableau I11. 3: Rapport de Classification la méthode TEO.

Précision recall Fl-score | Support
0 0.99 0.98 0.99 128
1 1.00 0.99 0.99 88
2 0.93 0.89 0.91 28
3 0.89 1.00 0.91 44
4 0.98 0.98 0.99 46
accuracy 0.97 334
Macro avg 0.96 0.96 0.96 334
Weighted avg 0.97 0.97 0.97 334

De méme, le tableau I11-4 présente le rapport de classification de la méthode DCT-FFT
pour notre modele. Ce rapport évalue les performances du modéele basé sur cette méthode et
affiche les mémes mesures de précision, rappel, score F1 et support. Il nous permet de mieux
évaluer et comparer les performances des deux méthodes, TEO et DCT-FFT, dans notre mod¢le

de classification basé sur l'apprentissage en profondeur.
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Tableau I11. 4: Rapport de Classification la méthode DCT-FFT.

Précision Recall F1-score Support
0 1.00 0.99 1.00 144
1 1.00 1.00 1.00 88
2 0.70 0.89 0.78 18
3 0.93 0.87 0.90 46
4 1.00 0.98 0.99 42
accuracy 0.97 334
Macro avg 0.93 0.95 0.93 334
Weighted avg 0.97 0.97 0.97 334

e Précision : C'est le rapport entre les vrais positifs et la somme des vrais positifs et des

faux positifs. C'est également le rapport entre les prédictions positives correctes et le

total des prédictions positives.

e Recall : C'est le rapport entre les vrais positifs et la somme des vrais positifs et des
faux négatifs. C'est une mesure du nombre de points positifs que notre modéle est

capable de rappeler a partir des données.

e F1-Score : C'est la moyenne harmonique pondérée de la précision et du recall. Plus la
valeur du F1-score se rapproche de 1.0, meilleure est la performance. Il représente une

moyenne harmonique de la précision et du recall.

F1-Score =

L'analyse du rapport de classification révéle les performances des méthodes TEO et
DCT-FFT pour les classes LUAD (troisieme classe) et LUSC (quatrieme classe).Pour la
classe LUAD, la méthode TEO présente un taux de précision de 93%, un rappel de 89% et un
score F1 de 91%. Cela indique que la méthode TEO est capable de classifier avec précision
les signaux de la classe LUAD, en minimisant a la fois les faux positifs et les faux négatifs.
En revanche, la méthode DCT-FFT obtient un taux de précision de 70%, un rappel de 89% et
un score F1 de 78% pour la méme classe. Ces résultats montrent une précision inférieure de la

méthode DCT-FFT dans la classification des signaux de la classe LUAD.

Concernant la classe LUSC, la méthode TEO obtient un taux de précision de 83%, un

rappel de 91% et un score F1 de 93%. Ces valeurs indiquent une bonne précision et un rappel

Précision + Recall

Support : C'est le nombre de signaux de chaque classe dans la base de données.

¢levé pour la méthode TEO dans la classification des signaux de la classe LUSC. En
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comparaison, la méthode DCT-FFT présente un taux de précision de 93%, un rappel de 87%
et un score F1 de 90% pour la classe LUSC. Ces résultats suggerent que la méthode DCT-FFT
est également capable de classifier efficacement les signaux de la classe LUSC, avec une

précision élevée.

Les résultats du rapport de classification montrent que la méthode TEO est plus précise
pour la classe LUAD, tandis que les deux méthodes, TEO et DCT-FFT, présentent des

performances similaires pour la classe LUSC

I11.5.3.3-Matrice de Confusion

La Figure III-15, affiche la matrice de confusion, qui récapitule les résultats des
prédictions et permet d'évaluer les performances de notre modele de classification pour la
méthode TEO. Chaque ligne correspond a une classe réelle, tandis que chaque colonne
correspond & une classe estimée. Etant donné que nous avons 5 classes, notre matrice de

confusion est de taille 5x5.

Confusion matrix

True label

Preﬁdictgd label

Figure I11. 15: Matrice de confusion pour la méthode TEO.
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L'analyse de cette matrice révele que dans la troisieme classe LUAD est de 81% classé
normal mais 1’autre 19% est mal classé, il est classé comme une LUSC.

La Figure III-16 affiche la matrice de confusion, qui récapitule les résultats des
prédictions et permet d'évaluer les performances de notre modéle de classification pour la
méthode TEO. Chaque ligne correspond a une classe réelle, tandis que chaque colonne
correspond & une classe estimée. Etant donné que nous avons 5 classes, notre matrice de

confusion est de taille 5x5.

Confusion matrix

True label

Preﬁdictréd label

Figure I11. 16: Matrice de confusion pour la méthode DCT-FFT.

L'analyse de cette matrice révele que dans la troisieme classe LUAD est de 91% classé

normal mais 1’autre 9% est mal classé, il est classé comme une LUSC.

L'évaluation des résultats obtenus par les méthodes TEO et FFT-DCT lors de I'entrainement
a révélé les observations suivantes :
e Supériorité de la méthode TEO : L'évaluation met en évidence les performances
supérieures de la méthode TEO par rapport a la méthode DCT-FFT
e Précision inférieure dans les classes 3 et 4 : L'évaluation a révélé une précision inférieure
du systeme dans la troisieme et la quatrieme classe par rapport aux autres. Cela
s'explique principalement par la similarité des signaux entre ces deux classes (voir la
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figure 111.18). De plus, il est important de souligner que le modéle n'a pas été
suffisamment entrainé sur un nombre significatif de signaux pour ces classes
spécifiques, en comparaison avec les autres classes (seulement 162 signaux pour la

troisiéme classe et 240 pour la quatrieme classe).

LUSC LUAD
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Figure I11. 17: Comparaison de la similarité entre les signaux de la classe 3 (a droite) et de la classe 4 (a gauche)

I11.5.4- Evaluation des résultats lors du test

Dans cette partie, les signaux utilisés pour évaluer les résultats obtenus par le test sont
issus de 10% du jeu de données de test qui n'ont pas été utilisés par notre modele lors de la
phase d'entrainement. Cela nous permet d'évaluer objectivement les performances du modele

sur des données qu'il n'a pas encore rencontrées.

I11.5.4.1-Rapport de classification

Le tableau III-5, présente le rapport de classification, qui évalue les performances du
modele de classification basé sur l'apprentissage en profondeur pour la méthode TEO lors du
test. Il affiche la précision, le rappel (recall), le score F1 et le support de notre modele. Ce

rapport nous permet de mieux comprendre les performances globales de notre mode¢le.
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Tableau I11. 5: Rapport de Classification la méthode TEO.

Précision recall Fl-score | Support
0 0.99 0.99 0.99 145
1 1.00 1.00 1.00 76
2 0.93 0.87 0.90 30
3 0.87 0.94 0.90 35
4 1.00 0.98 0.99 48
accuracy 0.98 334
Macro avg 0.96 0.96 0.96 334
Weighted avg 0.98 0.98 0.98 334

I11.5.4.2-Matrice de Confusion

La Figure III-17, affiche la matrice de confusion, qui récapitule les résultats des
prédictions et permet d'évaluer les performances de notre modele de classification pour la
méthode TEO lors du teste. Chaque ligne correspond a une classe réelle, tandis que chaque
colonne correspond a une classe estimée. Etant donné que nous avons 5 classes, notre matrice

de confusion est de taille 5x5.

Confusion matrix
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Figure I11. 18: Matrice de confusion pour la méthode TEO.

72



Chapitre III Simulation et évaluation des résultats

L'analyse de cette matrice révele que dans la troisieme classe LUAD est de 87% classé
normal mais 1’autre 13% est mal classé, il est classé comme une LUSC.

111.6- Comparaison

La meilleure performance du modele CNN-1D proposé est comparée aux ¢tudes
connexes récentes dans le Tableau II1.6. Cette comparaison démontre I'efficacité et la fiabilité
de notre approche proposée. Dans le travail de N. E. M. Khalifa et Al[64], ils ont utilis¢ le
prétraitement BPSO-DT avec un modele CNN-2D, réalisant une précision de 96,90%. De
méme, Boyu Lyu et Al[65]. Ont appliqué le prétraitement y=log_2(x+1) avec seuil de variance,
associ¢ également a un modele CNN-2D, obtenant une précision de 95,20%. En revanche, notre
¢tude utilise différents prétraitements tels que FFT-DCT, TEO, Hilbert, Fusion par Matrice et
Fusion par Vecteur, combinés avec le modéle CNN-1D. Ces approches ont démontré des
performances prometteuses avec des précisions respectives de 97,31%, 97,60%, 97,31%,

94,61% et 95,81%.

Ces résultats mettent en évidence I'efficacité de notre approche dans la classification des
données, offrant des performances supérieures a celles des études connexes , Comme le montre

le tableau ci-dessous.

Tableau I11. 6: Comparaison entre les études connexes et 1’étude présentée.
Travail Année Prétraitement Modéle | La Taille | Accuracy Temps de
(Mo) Prediction (s)
N E M. Khalifa et 2020 BPSO-DT CNN-2D / 96.90% /
Al[64].
Boyu Lyu et AI[65]. | 2018 y=log,(x+1) | CNN-2D / 95.20% /
Seuil de variance
Notre 2023 / CNN-1D 8.30 97.31% 0.043
Notre 2023 FFT-DCT CNN-1D 9.10 97.60% 0.038
Notre 2023 TEO CNN-1D 7.43 97.31% 0.040
Notre 2023 Hilbert CNN-1D 10.11 94.61% 0.043
Notre 2023 | Fusion par Matrice | CNN-2D 18.66 95.51% 0.047
Notre 2023 | Fusion par Vecteur | CNN-1D 15.40 95.81% 0.050
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111.6-Conclusion

Dans ce chapitre, diverses techniques de prétraitement des signaux ont été appliquées
aux séquences d'ARN associées a cinq types de cancer. Par la suite, une architecture CNN a été
développée pour classifier les différents types de cancer. Apres l'entrainement du modéle CNN,
une comparaison a ¢té réalisée entre les résultats obtenus et les deux meilleures méthodes de
prétraitement des signaux, en se basant sur des mesures telles que la précision, la perte, les
graphiques de la perte et de la précision, le rapport de classification et la matrice de confusion.
Enfin, pour évaluer la généralisation du mode¢le, celui-ci a été testé sur des signaux non utilisés

précédemment.
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La présente étude a exploré en détail les différents aspects de la classification des types
de cancer en utilisant des techniques d'intelligence artificielle. Une nouvelle architecture de
deep learning est proposée pour la classification des cancers basée sur les séquences d'ARN.
Nous avons examiné les avancées de Deep Learning et son application dans I'analyse des
données d'expression génique de séquences d'ARN tumoral (ARN-Seq) pour la classification
précise des cancers. cette approche novatrice, est développée en Python, a démontré des

performances prometteuses dans la classification de cinq types de cancer différents.

Diverses méthodes de prétraitement du signal ont été explorées, notamment la FFT-DCT,
la transformée de Hilbert et le TEO. La combinaison de ces méthodes avec l'architecture de
deep learning utilisée a conduit a des résultats prometteurs en termes de classification précise

des différents types de cancer.

Ensuite, une base de données de signaux d'ARN a été utilisée pour entrainer notre modele
CNN afin de classifier les différents types de cancer. Les performances du modele ont été
comparées aux meilleures méthodes de prétraitement, en évaluant la précision, la perte, les
graphiques et le rapport de classification. Les résultats de cette étude mettent en évidence
lI'importance de l'analyse des séquences d'ARN dans la classification des cancers. Les
techniques de deep learning offrent une approche puissante pour exploiter les informations
présentes dans ce type de signal.Les techniques de deep learning offrent une approche puissante

pour exploiter les informations présentes dans ces types des signaux.

En conclusion, I’utilisation de l'intelligence artificielle, en particulier de 1'apprentissage
profond, a permis d'améliorer 'efficacité et la précision de la classification des cancers, offrant
ainsi de nouvelles opportunités pour le développement de systemes de diagnostic plus fiables.
Elle souligne également l'importance de la collaboration entre les domaines de la biologie et de
l'informatique pour faire progresser la recherche dans ce domaine. Nous espérons que nos
résultats encourageront davantage de travaux de recherche et d'applications pratiques visant a
améliorer la détection précoce et le traitement des cancers, contribuant ainsi a sauver des vies

et a améliorer la qualité de vie des patients.
Les perspectives proposées a notre projet s'articulent autour de deux points :

1. L’utilisation des réseaux de neurones récurrents (RNN) dans la classification des
séquences d'ARN qui permet de capturer et d'exploiter les motifs complexes
présents dans ces sequences, ce qui contribue a une meilleure compréhension et

prédiction de leur fonction et de leur activité.
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2. Intégration de données multimodales : Les données génerées a partir des
séquences d'ARN peuvent étre complémentaires a d'autres types de données
moléculaires et cliniques, telles que les données génomiques, les données

d'imagerie medicale et les données cliniques des patients.
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