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Résumeé

Dans ce travail, nous avons utilisé une méthode de classification des veines de la main
basée sur CNN. Les quatre étapes principales de la reconnaissance de la veine palmaire sont :
l'acquisition d'images, le prétraitement d'images, I'extraction de caractéristiques et la mise en
correspondance. Pour réduire les étapes de traitement dans la classification des images des
veines de la main, nous avons utilisé la méthode CNN proposée.

Il a été démontré que les CNN présentent de grands avantages et fonctionnent bien dans la
classification des images.Pour réduire le traitement des images dans les premiers stades, le

CNN est utilisé pour classer les images des veines de la main.

Mots clés : CNN, la veine de la main

Abstract

In this work, we used a hand vein classification method based on CNN. The four main
steps in palmar wvein recognition are: image acquisition, image preprocessing, feature
extraction, and matching. To reduce the processing steps in the classification of hand vein
images, we used the proposed CNN method.

CNN have been shown to have great advantages and perform well in image
classification. To reduce image processing in the early stages, CNN is used to classify

images of hand veins.

Keywords : CNN, hand vein
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Introduction générale

Introduction Générale

Les systéemes biométriques développent des technologies , peuvent étre utilisées dans des
systemes automatisés pour identifier de maniére unique et efficace les individus et devenir
une bonne alternative aux méthodes traditionnelles telles que les mots de passe. Les
caractéristiques biométriques peuvent étre divisées en deux types. Le premier type contient
des caractéristiques physiques (empreinte, visage, iris, rétine, empreinte palmaire, visage,
veine, etc.) et le second type contient des caractéristiques comportementales (par exemple,
Voix, signature, caractéristiques du mouvement (démarche, mouvement des mains ou des
lévres, appui sur une touche) , etc.)). Selon la classification donnée en premier type, les
empreintes palmaires, les empreintes digitales, la transpiration des mains et le conduit auditif
sont quatre méthodes biométriques qui présentent toutes les caractéristiques suivantes :

e Universalité : signifie que toutes les personnes devraient avoir cette qualité.
e Unicité : signifie que la caractéristique doit étre individuelle pour toutes les
personnes.

e Durabilité : la caractéristique ne change pas avec I'age.

Parmi toutes les technologies biométriques, I'identification des veines de la paume est
une technologie fiable pour fournir un niveau de sécurité plus élevé. De toutes les differentes
caractéristiques biométriques de la main humaine qui peuvent étre utilisées pour identifier
une personne, comme une empreinte digitale, les veines de la paume sont peut-étre les plus
réussies de toutes les formes et modeles considérés comme stables et fiables, ce qui signifie
qu'une fois qu'une personne atteint I'age adulte, la structure et la composition des mains et

des veines restent relativement stables tout au long de la vie d'une personne.[1]

La reconnaissance des empreintes digitales peut étre considérée comme peu pratique en
raison du besoin de connectivité et entrainer une résistance des utilisateurs. De plus, dans des
conditions environnementales telles que la saleté et les blessures, la reconnaissance des
empreintes digitales peut étre insuffisante et les performances peuvent diminuer. En outre,

I'écriture manuscrite ou les signatures peuvent étre falsifiées facilement.

Pour ces raisons, la technologie de reconnaissance des veines palmaires est aujourd'hui

une biométrie prometteuse et fiable.

Dans ce contexte, le processus de reconnaissance de la veine palmaire est compliqué par

le prétraitement des images, I'extraction des caractéristiques et les méthodes d'appariement

Il passe par trois étapes fondamentales :
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Tout d'abord, I'image de la veine de la paume est prétraitée pour rendre les contours de

I'image plus clairs.

Deuxiemement, il faut trouver un moyen d'extraire les caractéristiques de I'image.
Enfin, la correspondance des caractéristiques doit étre effectuée sur des échelles de distance

pour identifier l'utilisateur. Pour réduire le processus de sélection manuelle

C'est pourquoi nous avons proposé une méthode d'identification de la veine palmaire
basée sur CNN qui utilise les caractéristiques de la veine palmaire pour identifier et classer

les utilisateurs.

Les fonctionnalités cibles peuvent étre sélectionnées automatiquement en formant le
modele. Le deep learning excelle dans les problématiques liées a la reconnaissance visuelle,

a la reconnaissance vocale, au langage naturel et aux séries temporelles...etc.

Dans ce meémoire , nous allons décrit au chapitre I les concepts de base de I’image en
général et les méthodes de classification des images pour leur réle principal dans notre projet
et nous avons consacré le chapitre 1l a expliquer les concepts de base sur les réseaux
neuronaux en général et CNN en particulier et le principe de fonctionnement de ce réseau et

nous avons consacré le chapitre I11 a I'interprétation des résultats obtenus.
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Classification des images




Chapitre I classification des images

1.1 Introduction

La classification des images consiste a répartir les images selon des catégories
prédéterminées, la classification des images les rend compatibles avec une catégorie, en
distinguant leur relation avec d’autres images. Le développement technologique en termes
d’acquisition et de traitement d’images (caméras, capteurs, microscopes) et de stockage
génere des bases de données informatives et multiplie les domaines d’application, et il
devient difficile pour les humains d’analyser le grand nombre d’images. Cependant, ce n’est
pas nécessairement facile pour un programme informatique dans lequel I’image est un
ensemble de valeurs numériques. Le but de la classification des images est de développer un

systeme qui peut attribuer automatiquement une catégorie a ’image.

Ainsi, ce systéme permet d’effectuer de nombreuses taches de qualité et de précision en
trées peu de temps. Les applications de classification automatique des images sont
nombreuses et se sont répandues dans tout le monde. Par exemple, je trouve des applications
dans le domaine médical telles que la reconnaissance cellulaire et tumorale, la
reconnaissance manuscrite pour verifier les codes postaux. Dans le domaine de la biométrie

comme la reconnaissance faciale, les empreintes digitales, les veines de la main, 1’iris.

Le point commun de toutes ces applications est qu’elles nécessitent la création d’une
sériec de traitement d’images disponibles comprenant plusieurs étapes pour prendre une
décision. Pas de fonctionnalités d’étape d’extraction et de phase d’apprentissage. Cette phase
d’extraction nous permet d’opérer dans un espace numérique. Il est alors nécessaire de les

mettre au stade de I’apprentissage.

1.2 Les motivations de la Classification des images

La classification des images consiste a attribuer systématiquement des images selon des
catégories préétablies, a classer les images pour qu'elles correspondent a une catégorie et a

marquer leur parenté avec d'autres catégories image.

En général, reconnaitre des images est une tache aisée pour un humain, qui, au cours de
son existence, a acquis ses connaissances lui permettent de s'adapter aux changements
provoqués par les différentes conditions de cueillette. Par exemple, il peut identifier
relativement facilement des objets qui sont partiellement cachés par un autre proche ou

lointain dans plusieurs directions en fonction de divers éclairages.
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Cependant, les progrés technologiques dans l'acquisition d'images (microscopes,
caméras, capteurs) et le stockage ont produit des bases de données riches en informations et
des domaines d'application accrus, I'analyse humaine d'un grand nombre d'images, le temps
requis, la nature des taches répétitives et la quantité d'attention requise. sont problématiques.
Cependant, pour un programme informatique ou une image est un ensemble de valeurs, ce

n'est pas forcément facile.

L'objectif de la classification d'images est de développer un systéeme capable d'attribuer
automatiquement des catégories aux images. En conséquence, le systéeme peut effectuer des
taches spécialisées qui se sont avérées colteuses a acquérir pour les humains, notamment en
raison de contraintes physiques telles que l'attention, la fatigue ou le temps requis pour de
grandes quantités de données d'image.

Les applications de classification automatique d'images vont de I'analyse de documents a
la médecine et a l'armee. Par conséquent, il existe certaines applications dans le domaine
médical, telles que la reconnaissance cellulaire et tumorale, la reconnaissance de I'écriture
manuscrite des chéques et des codes postaux. Dans les zones urbaines telles que la
reconnaissance des panneaux routiers, la reconnaissance des piétons, la détection des
vehicules, la reconnaissance des batiments, etc., pour aider au positionnement. Dans le

domaine de la biométrie, comme l'identification visage, empreinte digitale, iris.

Le point commun de toutes ces applications est qu'elles doivent construire une chaine de
traitement des images disponibles en plusieurs étapes afin de fournir une décision en sortie.
Chaque étape de mise en ceuvre d'un tel systéme de classification nécessite de trouver des
méthodes adaptées pour obtenir les meilleures performances globales, c'est-a-dire I'étape
d'extraction de caractéristiques et I'étape d'apprentissage. Souvent, nous avons des donnéees
d'image a partir desquelles nous devons extraire des informations pertinentes et les convertir
sous la forme d'un vecteur numérique. Cette étape d'extraction nous permet de travailler dans
I'espace numérique. Puis une question détaillée Lors de la phase d'apprentissage, a partir de
ces donneées initiales, une fonction de décision décide si une nouvelle donnée appartient a

I'une des classes existantes. [2]
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1.3 Notion de base sur les images

Donc ce qui suit nous démons de notion de base sur les images :

1.3.1 Définition de ’'image

Nous pouvons définir une image comme un tableau a deux dimensions ou chaque
élément (pixel) Représente la surface de base de I'image. La disposition de ces pixels est

généralement en ligne et en colonne [3].

Une image est définie mathématiquement comme une fonction bidimensionnelle f(x, y),
ou x et y sont des coordonnées spatiales et la magnitude de tout point (X, y) correspond a

I'intensité ou au niveau de niveaux de gris.

Lorsque les points (X, y) et les grandeurs sont discrétisés, on parle de nombres ou
d'images numériques. Dans ce dernier cas, la fonction f est remplacée par la lettre I, et le

couple (x, y) par le couple (i, j), (Figure 1-1).

Indice de

0= calonne
'

j_—

Hauteur Le pixel [ij]
Ifijl=N
' IEC00OEORDOECOODEN '\
Indice de . s Valeur
Highe Une image numérique 1 _ :
Niveau de gris
Ne [wa Nr:l'l'ﬂ.[]

(N -N )= nombre de niveaux de gris
FHIE iR

Figure I-1: Représentation des notions image et pixel [3]
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1.3.2 Les différents types de format d’image

Les différents types de format d’image sont :

1.3.2.1 Image couleur RVB

Chaque pixel posséde a une couleur décrite par la quantité de rouge (R), de vert (G) et de
bleu (B). Chacune de ces trois composantes est codée sur I’ 'intervalle [0 255], ce qui donne

25673 = 16 777 216 couleurs possibles. [3]
1.3.2.2 Image binaire

Une image binaire est une image numérigque dont les pixels ont 2 couleurs (généralement
noir ou blanc). Ainsi, une image binaire peut étre représentée comme une série/un tableau de
0 et de 1.

1.3.2.3 Images a niveaux des gris

De maniére générale, une image en niveaux de gris contient 256 nuances de gris et, par
convention, une valeur de O représente le noir (intensité lumineuse nulle) et une valeur de
255 représente le blanc (intensité lumineuse maximale). Le nombre 256 est lié¢ a la
quantification de I'image. En effet, tout entier représentant un niveau de gris est codé sur 8
bits. Il est donc compris entre 0 et 278-1=255. C'est la quantification la plus courante.
L'image peut étre encodée en niveau de gris sur 16 bits (0 < n < 2716-1) ou 2 bits : dans ce
dernier cas (niveau de gris) est égal a 0 ou 1 : c'est un probléeme avec les images binaires
(noir et blanc). [4]

4 Largeur _ Indice de
O ! colonne

i INEE " EEEEEEETEEE -
IEE E EECE FEEEm

EEEE EEEEEEE. EEE
JEEN | EH EODE COEEE
oty HH EEEENENEENAEENE
IEE DN EENCE & W
H BN EEEEEEECE N
ERCCCEC NN
EEE BN EEEE = m Pixel [ij]
H BN EEEEEEECE =
Y EEOO O N EEEE EEEE

Indice de ligne y

Figure I- 2: Pixels et niveaux de gris [4]
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.4 Caractéristiques de ’image

Une image est un ensemble structuré d'informations avec les paramétres suivants :

1.4.1 Pixel

Un pixel est une unité de mesure. Il s'appelle px, qui signifie élément d'image. Par
exemple, il est utilisé pour mesurer la qualité des images matricielles numériques sur un
ordinateur ou un téléviseur. Les pixels ont généralement une forme rectangulaire ou carrée.
Il contient des informations sur la nuance de couleur, la quantité et la transparence ou la
texture. Plus une image ne contient de pixels et de couleurs, plus sa résolution et sa qualité
sont élevées. Lorsque nous zoomons sur une image, nous voyons tous les pixels qui la
composent. Les pixels occupent un espace lorsqu'ils sont affichés, de sorte que les pixels sur
les écrans en noir et blanc n'occupent qu'un octet d'espace. En revanche, aujourd'hui, la
résolution la plus élevée peut avoir jusqu'a 32 bits de pixels. 16,8 millions d'écrans couleur
ont des pixels de 24 bits, mais ils prennent parfois plus d'espace pour encoder et afficher la
transparence. Plus un pixel a d'espace mémoire, plus il y a de couleurs dans I'image et plus

I'image est nette.
1.4.2 Dimension

C'est la taille de I'image, elle se présente sous la forme d'une matrice dont les éléments
sont des valeurs numeriques, et le nombre de lignes de cette matrice multiplié par le nombre

de colonnes est le nombre total de pixels de I'image. [3]
1.4.3 Résolution

La résolution d'une image est le nombre de pixels par unité de longueur de I'image, le
plus souvent exprimée en PPP (Point Par Pouce) ou DPI (dots per inch), parfois en unités de
3 points par centimétre, la résolution définit la qualité de la image, résolution Plus le taux est

élevé, plus les détails de I'image sont précis. [5]
1.4.4 Niveau de gris

Le niveau de gris est la valeur d'intensité lumineuse d'un point. La couleur d'un pixel
peut aller du noir au blanc en passant par un nombre limité de couches intermédiaires. Ainsi,
pour représenter une image en niveaux de gris, nous pouvons attribuer a chaque pixel de
I'image une valeur qui correspond a la quantité de lumiere réfléchie. Par exemple, la valeur
peut étre comprise entre 0 et 255. Ainsi chaque pixel n'est plus représenté par des bits, mais

par des octets. Pour ce faire, le matériel utilisé pour afficher I'image doit pouvoir générer
7
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différents niveaux de gris correspondants. Le nombre de niveaux de gris dépend du nombre

de bits utilisés pour décrire la "couleur" de chaque pixel de I'image. Plus le nombre est élevé,

plus il y a de niveaux possibles. [6]

-” '-

255 248 240 232 224 216 208 200 192 184 176 168 16(?E

— <4 ‘ ‘i—

Tableau I-1: Les différents niveaux de gris [6]

.45 Bruit

Dans les images numériques, le bruit numérique est toute fluctuation ou dégradation
parasite subie par I'image de l'acquisition a l'enregistrement. Le bruit numérique est un
concept général pour tout type d'image numérique, quel que soit le type de capteur a partir
duquel elle a éte acquise (appareil photo numérique, scanner, imageur thermique, etc.). Les
sources de bruit numérique sont multiples, certaines sont physiquement liées a la qualité de
I'éclairage, a la scéne, a la température du capteur, a la stabilité du capteur d'image lors de

l'acquisition, etc., d'autres apparaissent dans le processus de numérisation de l'information.
[7]
1.4.6 Luminance

La luminosité est l'intensité lumineuse d'une source lumineuse s'étendant dans une
direction donnée divisée par la surface apparente de cette source lumineuse dans la méme

direction. L'unité d'intensité lumineuse est la candela par métre carré, symbole cd/m2. [3]
1.4.7 Voisinage

Le plan image est divisé en rectangles ou en hexagones, permettant ainsi utilisation du
concept de voisinage (voir Figure 1-3). Le voisinage d'un pixel est formé par tous les pixels
situés autour du méme pixel. Nous définissons également une dalle comme un ensemble de

pixels qui définit le voisinage considéré autour d'un pixel.
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Il existe deux types de quartiers :

Voisinage a 4 : nous ne considérons que les pixels qui partagent une aréte commune avec le

pixel considéré.

Voisinage a 8 : on considere tous les pixels qui ont au moins un point associé au pixel

considéré.
P(ij-1) P{i-1.j-1) P(i.j-1) P (i+1.j-1)
P(i-1.j) P(Lj) P(itL.]) P(i-1,j) P(i,j) P(it1,))
P(jt1) P(i-1.j+1) P{i.j-1) P+1.j+)

Figure 1-3: Voisinage a 4, VVoisinage a 8

1.4.8 Contrasts

C'est I'opposition apparente entre deux zones d'une image, plus précisément entre les
zones sombres et claires de cette image. Le contraste est défini en fonction de la luminosité

de deux zones de I'image.

Le niveau de gris est la valeur d'intensité lumineuse d'un point. Avec un nombre limité
de couches intermédiaires, la couleur d'un pixel peut prendre des valeurs allant du noir au
blanc. Ainsi, pour représenter une image en niveaux de gris, nous pouvons attribuer a chaque
pixel de I'image une valeur qui correspond a la quantité de lumiere réfléchie. Par exemple, la
valeur peut étre comprise entre 0 et 255. Ainsi, chaque pixel n'est plus représenté par des
bits, mais par des octets. Pour ce faire, le matériel utilisé pour afficher I'image doit pouvoir
générer différents niveaux de gris correspondants. Le nombre de niveaux de gris dépend du
nombre de bits utilisés pour décrire la "couleur" de chaque pixel de I'image. Plus le nombre

est élevé, plus il y a de niveaux possibles. [8]
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1.4.9 Contour et texture

Les contours représentent les limites entre les objets de I'image ou entre deux les niveaux
de gris représentent des pixels sensiblement différents. description des textures la structure
de celles-ci. L'extraction de contour consiste & identifier des points dans une image Séparez

les deux textures différentes. [9]

1.5 Meéthodes de classification

Les méthodes de classification les plus courantes peuvent étre divisées en deux

catégories :

Les méthodes de classification supervisées et les méthodes de classification non supervisées.
1.5.1 Méthodes supervisées

Dans la classification supervisée, le réseau recoit des étiquettes de classe dans le cadre
de la formation (souvent appelées étiquettes de verité terrain). Il apprend ensuite les
caractéristiques importantes pour la classification et améliore progressivement
I'identification et la mise en correspondance de ces caractéristiques avec la classe appropriée.

Les méthodes de supervision comprennent :

K-plus proches voisins, arbres de décision, réseaux de neurones, machines a vecteurs de

support (SVM) et classificateurs bayeésiens.

Quel que soit le type de classification, nous sommes tous confrontés a des problémes
différents. Dans le cas supervisé, un probléme important peut étre le manque de données
pour apprendre ou des données insuffisantes, telles que I'incertitude et I'imprécision, ce qui
empéche de construire un modéle correct. Pour la classification non supervisee, la séparation

des frontiéres entre les classes n'est pas toujours simple et identifiable.

Quel que soit le type de classification, les données multidimensionnelles ou la
dépendance de la méthode de classification aux parametres initiaux (comme le nombre de

classes) peuvent poser des problémes. [10]

10



Chapitre I classification des images

Train Learning

Data Algorithme

Figure 1-4: Méthode supervisée

1.5.2  Méthodes non supervisées

Faites-le dans le sens inverse. Autrement dit, ils ne nécessitent aucun apprentissage et
aucune tache d'étiquetage manuel préalable. Il comprend des nuages de points qui
représentent n'importe quel espace dans un ensemble de groupes appelés clusters. Cela
implique généralement le domaine de lI'analyse de données, comme I'ACP. Un "cluster" est
une collection d'objets qui sont "similaires™ les uns aux autres mais "différents” des objets

appartenant a d'autres groupes. [11]

1.6 Indicateurs de performance en classification

1.6.1 Matrice de confusion

La premiére fagon d'évaluer un classificateur est de comparer les valeurs observées de la
variable dépendante avec les valeurs prédites fournies par le modéle. L'outil de choix est la
matrice de confusion. Une matrice de confusion est un tableau de contingence qui compare

la classe obtenue (colonnes) et la classe attendue (lignes) d'un échantillon. Donc sur la

11
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diagonale principale on retrouve des valeurs bien classées hors Les lignes diagonales sont

des éléments mal classés (Tableau I-2).

Classe préedite
Classe
Réelle
cl c2
0 VP FN
B4, FP VN

Tableau 1-2: Matrice de confusion dans le cas binaire [10]

e Un VP est un vrai positif, une observation qui a été classée comme positive et qui est
effectivement positive.

e Les PF sont des faux positifs, c'est-a-dire des individus classés comme positifs mais en
réalité négatifs.

e De méme, FN est un faux négatif et VN est un vrai négatif.

Cette matrice peut dériver les parametres suivants :

e Précision : Combien de ceux que l'algorithme a pu classer étaient corrects.

e v
Précision = —°- (1.1)
Vp+Fp

e Rappel : Parmi ceux qui existent, combien d'algorithmes peut-on trouver.

Rappel= (1.2)

Vp+Fpn

12
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e F-mesure : la moyenne harmonique entre la précision et le rappel.

2x(précision*rappel)
F-mesure = — (1.3)
rappel+précision

La mesure F décrit la qualité de la classification en termes de catégories, mais Ne tient
pas compte des éventuels déséquilibres entre les classes (ne tient pas compte des faux
negatif). [10]

1.6.2 Courbe ROC (Received Operating Characteristic)

Les modeéles de classification impliquent souvent des mesures quantitatives Lequel est
déclaré positif et lequel est inférieur a celui qui est déclaré negatif. En changeant ce seuil s,

la sensibilité et la spécificité changent.

Graphiquement, la courbe ROC (Receviez Operating Caractéristique) est représenté sous
la forme suivante Tracé du taux de vrais positifs (sensibilité) en fonction du taux de faux
positifs (1-spécificite). Il est obtenu en modifiant le seuil s : plus il augmente, plus la

sensibilité diminue et la spécificité augmente.

En principe, la courbe ROC se situe au-dessus de la premiére bissectrice, correspondant
au classement aléatoire des observations. Point (0; 1) Le graphique représente la situation
idéale ou toutes les observations positives sont bien classées et aucune observation négative

n'est mal classée.

La métrique composite liée a la courbe ROC est la surface sous la courbe, 'AUC (Fois
sous la courbe). Un modéle de classification est valide si I'AUC est proche de 1. A l'inverse,

si I'AUC est proche de 0,5, le modéle de classification ne discrimine pas. (Figure 1-5). [12]

13
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Figure 1-5: Courbe ROC [12]

1.7 Classification des images et ’apprentissage machine

Les méthodes manuelles se sont averées difficiles a appliquer a des taches apparemment
tres simples telles que la classification d'images, la reconnaissance d'objets dans des images
ou la reconnaissance vocale. Les données du monde reel (échantillons sonores ou pixels

d'une image) sont complexes, variables et polluées par le bruit.

Pour une machine, une image est un tableau de nombres représentant la luminosité (ou la
couleur) de chaque pixel. Signal acoustiqgue Seérie de chiffres indiquant la pression

atmosphérique a chaque instant.

Comment une machine peut-elle retranscrire une séquence de chiffres d'un signal sonore
en une séquence de mots, tout en ignorant le bruit ambiant, lI'accent du locuteur et les
particularités de sa voix ? Comment une machine Peut-elle identifier un chien ou une chaise
dans un schéma numérique d'une image alors que I'apparence du chien ou de la chaise et des

objets qui I'entourent peuvent varier a l'infini ?

Il est presque impossible d'écrire un programme qui fonctionne de maniére robuste en
toutes circonstances. C'est la qu'intervient l'apprentissage automatique (également appelé
apprentissage automatique). Ce qui motive les systéemes de toutes les grandes sociétées

Internet, c'est l'apprentissage. Ils [l'utilisent depuis longtemps pour filtrer le contenu
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indésirable, trier les réponses de recherche, faire des suggestions ou sélectionner des

informations qui intéressent chaque utilisateur.

Un systéme entrainable peut étre considéré comme une bofte noire qui a une entree, telle
qu'une image, un son ou un texte, et une sortie qui peut représenter la classe de l'objet dans
I'image, le mot parlé ou le texte du sujet parlé. . Ceux-ci sont appelés systéemes de

classification ou de reconnaissance de formes.

Dans sa forme la plus courante, l'apprentissage automatique est supervisé : vous montrez
a la machine une photo d'un objet en entrée, comme une voiture, et vous lui donnez la sortie
dont la voiture a besoin. Il verrait alors une image d'un chien avec la sortie souhaitée pour le
chien. Apres chaque exemple, la machine ajuste ses parametres internes pour rapprocher sa
sortie de la sortie souhaitée. Aprés avoir montré a la machine des milliers ou des millions
d'exemples étiquetes avec sa classe, la machine a pu classer correctement la plupart d'entre
eux. Mais plus intéressant, elle a également pu classer correctement des images de voitures
ou de chiens qu'elle navait jamais vues pendant la phase d'apprentissage. C'est ce qu'on

appelle la capacité de généralisation.

Jusqu'a récemment, les systemes de reconnaissance d'images classiques se composaient
de deux modules : un extracteur de caractéristiques et un simple classificateur entrainable.
L'extracteur de caractéristiques est programmé "a la main” pour convertir le tableau de
nombres représentant I'image en une série de nombres, un vecteur de caractéristiques,
chaque nombre représentant la présence ou l'absence de motifs simples dans I'image. Ce
vecteur est envoyeé a un classificateur, dont un type courant est un classificateur linéaire. Ce
dernier calcule une somme pondeérée de caractéristiques : chaque nombre est multiplié par un
poids (positif ou negatif) avant d'étre additionné. Si la somme est supérieure au seuil, la
classe est identifiée. Les poids forment une sorte de "prototype” de la classe a laquelle le
vecteur de caractéristiques est comparé. Les chargements sont différents a les classifieurs
pour chacun classe et ce sont eux lequel sont modifiés dans pour I’apprentissage Les
premiéres méthodes pour taxinomie affin entrainable datent pour les issues incontinentes
années cinquante et sont toujours considérablement utilisées aujourd’hui Elles prennent les

doucereux noms pour perceptron soit dégenérescence approvisionnement. [13]
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1.8 Classification des images et les réseaux de neurones

Le probleme avec les méthodes classiques de reconnaissance d'images est qu'il est
difficile de construire un bon extracteur de caractéristiques et qu'il doit étre repensé pour

chaque nouvelle application.

C'est la qu'intervient I'apprentissage en profondeur ou I'apprentissage en profondeur en
anglais. 1l s'agit d'une classe de méthodes dont les principes sont connus depuis la fin des
années 1980, mais dont l'usage ne s'est vraiment généralisé qu'en 2012, env.

L'idée est simple : un systeme entrainable se compose d'une série de modules, chaque
module  représentant une étape de traitement. Chaque module peut étre formé avec des
paramétres réglables similaires aux poids de classificateur linéaire. Entrainez le systéme de
bout en bout : dans chaque cas, ajustez tous les paramétres de tous les modules afin que la
sortie produite par le systeme soit plus proche de la sortie souhaitée. Le qualificatif profond

vient de l'agencement de ces modules en couches successives.

Pour pouvoir entrainer le systéme de cette maniere, il est nécessaire de savoir dans quel
sens et de combien ajuster chaque parametre de chaque module. Pour ce faire, le gradient
doit étre calculée, c'est-a-dire, pour chaque parametre réglable, la quantité dont I'erreur de
sortie augmentera ou diminuera lorsque le parametre change d'une quantité donnée. Ce
gradient est calculé a l'aide de la méthode de rétro propagation utilisée depuis le milieu des

années 1980.

Dans son implémentation la plus courante, une architecture profonde peut étre
considérée comme un reseau multicouche d'éléments simples, similaire a un classificateur
linéaire, interconnectés par des poids entrainables. C'est ce qu'on appelle un réseau neuronal

multicouche.

Pourquoi les nerfs ? Un modeéle extrémement simplifié de neurones cérébraux les traite
comme des neurones informatiques pondérer les sommes et activer leurs sorties lorsqu'un
seuil est dépassé. L'apprentissage modifie I'efficacité des synapses, le poids des connexions
entre les neurones. Les réseaux de neurones ne sont pas des modeéles précis des circuits
cérébraux, mais sont considérés comme des modeles conceptuels ou fonctionnels. Les

réseaux de neurones s'inspirent du cerveau, tout comme les avions s'inspirent des oiseaux.

La force des architectures profondes est leur capacité a apprendre a représenter le monde
de maniére hiérarchique. Etant donné que toutes les couches peuvent étre entrainées, il n'est

pas nécessaire de créer manuellement des extracteurs d'entités. La formation résoudra ce
16
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probléme. De plus, la premiere couche. Des caractéristiques simples (présence de contours)
seront extraites et les couches suivantes se combineront pour former des concepts de plus en
plus complexes et abstraits : les contours sont combinés en motifs, les motifs sont combinés

en parties d'objets, les parties d'objets sont combinées en objets, etc. [14]

1.9 Conclusion

Ce chapitre est consacré aux notion de base sur les image et motivations les plus
importantes pour la reconnaissance et la classification d'images, puis nous nous concentrons
sur ces méthodes Le classement le plus important. Apres cela, nous introduisons les concepts
et les idées les plus importants de I'apprentissage automatique profond pour la classification
d'images basée sur les réseaux de neurones. Dans le chapitre 2, nous expliquerons que les
réseaux de neurones consolatifs sont actuellement les méthodes de classification d'images les

plus efficaces.
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Chapitre 11 Les réseau de neurones convolutionnels

1.1 Introduction

Les réseaux de neurones convolutifs sont des réseaux d'apprentissage profond inspirés
du cortex visuel [Hubel & Wiesel 1962]. Ces réseaux ont été utilisés dans les systémes de
recommandation [Ying et al. 2018], le traitement du langage naturel [Kim 2014] et la vision
par ordinateur [Krizhevsky et al. 2012]. Ils ont été développés avec beaucoup de succes en
vision par ordinateur en raison de leurs caractéristiques inspirées des systemes visuels

naturels.

En vision par ordinateur, le processus de classification des méthodes d'apprentissage
classiques repose sur deux étapes principales : l'extraction de caractéristiques et
I'apprentissage. Ces fonctionnalités sont Les éléments sont considérés comme fabriqués a la
main en raison de la nécessité d'un effort humain dans I'étude des attributs distinctifs. mode
demploi Ces caractéristiques sont extraites de maniere non supervisée. Cette séparation
entre le module d'extraction et le module de classification peut nuire a la tache de

classification si certaines propriétés discriminantes sont ignorées lors de I'étape d'extraction.

Contrairement aux methodes d'apprentissage classiques, les CNN implémentent
implicitement le processus d'extraction de caractéristiques a travers des couches convolutifs,
ou la premiere couche représente une seule caractéristique. Puis combinez ces
fonctionnalités D'autres, plus complexes, se forment dans des couches plus profondes. Cette
particularité fait des CNN un bon outil pour classer les données non structurées telles que les
images et le texte. Malgré ces avantages, les CNN profonds souffrent d'un sur ajustement sur
des quantités limitées de donnees, et en raison du sur ajustement, ils sont mieux adaptés pour

de grandes quantités de données.

Régions profondes classiques en termes de complexité temporelle et spatiale. Ces
réseaux se caractérisent par leur stratégie de partage de parametres. Contrairement aux DNN
ou les couches adjacentes sont fortement connectées, dans les CNN, chaque neurone de la
couche actuelle n'est connecté qu'a un sous-ensemble de neurones de la couche précédente.
Les CNN sont considérés comme des méthodes structurellement stables qui réduisent les

problemes de sur ajustement en optimisant le nombre de parametres.

Dans ce chapitre, nous expliquerons superficiellement 1’apprentissage profond et un

réseau CNN en détail.
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1.2 L'apprentissage en profondeur (Deep learning)

11.2.1 Definition

Apprentissage profond (DL) est une branche de I’apprentissage automatique qui est
basée sur les réseaux de neurones. Les reseaux DL ont été largement exploités dans
différents domaines grace a leur capacité dans la résolution des problémes complexes. Ces
réseaux ont prouvé leur efficacité par rapport aux méthodes d’apprentissage classique dans
plusieurs applications récentes. Malgré leurs avantages, ils ont plusieurs défis liés aux
problémes de sur-apprentissage, de dégradation de gradient, et de la complexité temporelle
élevée. Afin de réduire ces problémes, plusieurs architectures optimisées ont été proposées
en apprentissage supervisé et non supervise. Le but de ce chapitre est de présenter
I’évolution des réseaux de neurones aux réseaux d’apprentissage profond, d’expliquer le
processus d’apprentissage dans un réseau de neurones, de détailler les architectures connues
de type DL, et de présenter les problemes de chaque architecture avec les solutions
proposées. [15]

Intelligence Artificielle

Apprentissage
automatique

Apprentissage profond

Algorithmes et Réseaux
de Neurones

Big Data

Figure 11-1: schéma de I’apprentissage profond
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11.3 Les différents algorithmes de deep learning

Plusieurs types d’algorithmes sont utilisés dans le deep learning. Chaque algorithme a

ses propres spécificités et applications.

Deep learning Supervisé

Figure 11-2: Les différents algorithmes supervisés de DL

11.3.1 DBN

Deep Belief Networks [Hin06] [LeC15] est un modele probabiliste génératif créé par
plusieurs couches cachées. Chaque couche est associee a des dépendances d'ordre supérieur
Les méthodes génératives incluent la modélisation de la distribution conjointe des variables
observées .Un critére basé sur la log-vraisemblance est généralement utilisé. Cette méthode
fait Aucune donnée étiquetée n'est requise. Le DBN utilisé pour former nos données est Il se
compose d'une couche visible et de deux couches cachées. En fait, DBN est une machine .Le
Boltzmann restreint (RBM : Restricted Boltzmann Machine) apprend les fonctionnalités
(étape de prétraitement) puis les propage pour améliorer le réseau .Apres I'étape de
prétraitement, le réseau DBN agit comme un perceptron multicouche (Perceptron
multicouche). Enfin, aprés avoir ajouté une couche de sortie, nous pouvons insérer un La

régression logistiqgue comme classifier. [16]
11.3.2 RNN

Un réseau de neurones récurrent [Pineda 1987] est un réseau Des systemes
d'apprentissage en profondeur congus pour apprendre a partir des données en ordre. lls
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représentent un moyen de partage du poids temps. Contrairement aux MLP, dans les RNN,
les activations dans les couches cachées dépend des entrées actuelles et passées. Toute
connexion permet & une ou plusieurs informations prédites a I'étape précédente d'étre prises
en compte dans I'étape en cours, ou les mémes éléments Traité differemment. En
conséquence, le résultat L'étape t - 1 affecte la décision de I'étape suivante t. Ces propriétés
font de RNN dans Le traitement de texte, car un mot peut avoir plusieurs sens, selon sa place

dans la phrase. [15]

11.3.3 Domains application de I’apprentissage profonde
Le deep Learning est utilisé dans de nombreux domaines :

* Reconnaissance d’image.

* Traduction automatisée.

* Voiture autonome.

* Diagnostic médical.

* Recommandations personnelles.

* Modération automatique des réseaux sociaux.

* Prévisions financieres et négociation automatisée.
* Identifier les pieces défectueuses.

* Détection de logiciels malveillants ou de fraude.
* Robots de clavardage (agents de clavardage).

* Exploration spatiale.

* Robots intelligents.

1.4 Quelgues Modeles de réseaux de neurones

11.4.1 Perceptron

Le perceptron est un réseau neuronal simple, proposé par Frank Rosenblatt en 1958. Il
s'agit d'un réseau monocouche linéaire avec seulement deux couches, I'une représentant
I'entrée du systeme et l'autre représentant la sortie. La connexion entre ces deux couches est
modifiable et bidirectionnelle [17]. Le processus d'apprentissage est supervisé et le réseau est

capable de résoudre des opérations logiques simples.
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Figure 11- 3: Architecture de perceptron [18]

Le perceptron prend en entrée n valeurs X1, X2,.....Xn et calcule une sortiec O qui
dépend de la somme de ces composantes, pondérée par le poids réel W et le seuil 0 La sortie
O de ce réseau aura la forme : O =1 si wX >0 0 si wX < 0 Les algorithmes d'apprentissage
sont des regles d'apprentissage Hebbian qui affectent le changement Pondéré en multipliant

I'entrée d'un neurone par sa sortie et le taux d'apprentissage du réseau. [18]
11.4.2 Perceptron multicouche

Le perceptron multicouche est une amélioration du perceptron Contient une ou plusieurs
couches cachees, faisant des réseaux MLP un outil puissant taches complexes. Largement
utilisé dans la prise de décision reconnaissance de visage. Les reseaux MLP sont
généralement des réseaux matures Lié. Les neurones de la premiere couche recoivent des
vecteurs d'entrée, ils calculent Leurs sorties sont transmises aux neurones de la deuxieme
couche, qui calculent leur propre Leurs sorties etc. vont de couche en couche jusqu'a en
produire une [19]. Dans un réseau MLP, il n'y a pas de connexions entre les unités d'une

méme couche.

Capteur Plusieurs couches sont utilisées avec un apprentissage supervisé et également

avec des techniques de rétro propagation pour la correction d'erreurs. [19]
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Couche lére couche 2nd couche Couche
dentrée cachée cachée de sortie

(O @

X
%\, ‘c O—

@ %

Figure 11-4: Architecture de perceptron multicouche [19]

11.5 Réseaux de neurone convolutifs

Donc ce qui suit nous démons réseaux de neurone convolutifs :

11.5.1 Definition

Un réseau de neurones convolutifs (CNN) est un algorithme d'apprentissage en
profondeur. Ce réseau a été largement utilisé en vision par ordinateur pour la classification et
la détection d'objets en raison de sa fonctionnalité inspirée du cortex visuel. Contrairement
aux réseaux d'apprentissage en profondeur classiques, les CNN comportent des couches de
convolution et de mise en commun. Ces couches introduisent un chainage partiel pour
réduire le nombre de parametres et renforcer le partage des caractéristigues communes.
Malgré ces avantages, ils souffrent de plusieurs défis liés au probleme de sur ajustement
avec un volume de données limité et une complexité de calcul élevée. Ces architectures sont
basées sur des blocs convolutifs optimisés qui peuvent générer des structures plus profondes
et moins exigeantes en termes de capacité de calcul et de stockage. Le but de ce chapitre est
de détailler la structure générale de CNN et de comparer les architectures courantes de type

CNN dans la classification, la détection d'objets et la segmentation. [15]
11.5.2 Architecture de réseaux CNN

Les réseaux de neurones convolutifs tels qu'illustrés a la (figure 11-5) intégrent

généralement plusieurs sofas de convolution, de regroupement (pooling) et de
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standardisation qui extraient des caractéristiques de bas niveau a haut niveau de I'entrée
pendant le processus d'inférence en aval. Ces caractéristiques peuvent étre classées en un
nombre fini de classes de foray standard les longes chair d’ordre finales telles que le

perceptron multicouche ou les sofas entiérement connectées. [20], [21]

Feature maps

"
N ™
I
|
LR

' J) I Y

Convolutions Subsampling Convolutions  Subsampling ~ Fully connected

Figure 11-5: Structure générale d'un réseau de neurones convolutifs (CNN)

Une architecture CNN est formée par un empilement de couches de traitement :

e La couche de convolution (CONV) qui traite les données d'un champ récepteur

e La couche de pooling (POOL), qui permet de compresser l'information en réduisant la
taille de I'image intermédiaire (souvent par sous-échantillonnage).

e La couche de correction (ReLU), souvent appelée par abus 'ReLU’ en référence a la
fonction d'activation (Unité de rectification linéaire)

e La couche "entierement connectée"” (FC), qui est une couche de type perceptron.

e Lacouche de perte (LOSS).

11.5.3 Couche de convolution (CONV)

Les couches convolutives forment le cceur des réseaux convolutifs. Les couches

consistent en une grille rectangulaire de neurones avec un petit champ récepteur qui s'étend
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sur toute la profondeur du volume d'entrée. Ainsi, une couche convolutive n'est qu'une
convolution d'image de la couche précédente, ou les poids spécifient les filtres convolutifs.
La couche convolutive déterminera la sortie des neurones connectes a la région En calculant
leurs poids et en se connectant & Entrez le volume. ReLu est congu pour appliquer une
fonction d'activation "de base" (telle qu'une fonction sigmoide) a la sortie des activations
produites par la couche précédente. [22] [23]

~=~00000

X

Figure 11-6: Couche de convolution(CONV)

11.5.4 Couche de pooling (Pool)

La couche d'échantillonnage est chargée de réduire la taille spatiale des cartes d'entités,
mais elle conserve les informations les plus importantes. Il existe différents types
d'échantillonnage comme max ( ), moyen ( ), la norme L2 ou les transformées spectrales

comme DWT "Discrete Wavelet Transform™ et DCT "Discrete Cosine Transform".

L'échantillonnage consiste a appliquer le noyau a la matrice des cartes d'activation en
utilisant une taille de pas préalablement définie (généralement la taille de pas est égale a la
taille du noyau pour éviter les phénomeénes de chevauchement). Max Pooling renvoie la
valeur maximale de la partie de I'image couverte par le noyau. Au lieu de prendre la valeur
maximale, on peut prendre la moyenne de tous les éléments couverts par le noyau, ce qui est
assuré par la mutualisation moyenne. En pratique, Max Pooling est plus utilisé que moyen
Pooling car il fonctionne mieux. La forme la plus courante est une couche de regroupement
avec une taille de noyau de 2 x 2 et une foulée de 2, ce qui réduit la dimensionnalité de
I'entrée par 2 et élimine 75% des activations et gardez la dimension de profondeur la méme.
Dans la Figure 2-6, le nombre d'activations passe de 16 a 4 en appliquant la mise en commun

maximale. [24]
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Max

Figure 11-7: Exemple d’une opération de Maxpooling de taille 2 x 2

L'échantillonnage a pour effet de réduire progressivement la taille Des données d'entrée. En

effet, il permet :

e Rendre la représentation d'entrée (carte des caractéristiques) plus petite, et Plus
facile a gérer.

e Réduire la puissance de calcul nécessaire au traitement des données en réduisant
taille, de sorte qu'il contréle le sur ajustement.

e Extraction des caractéristigues dominantes invariantes en rotation, position,
maintenant ainsi l'efficacité du processus d'apprentissage du modele.

e Aide a obtenir une représentation qu’invariante de I'image. c'est trés puissant Parce
qu'il peut détecter des objets dans les images, peu importe ou ils se trouvent

Trouver.

11.5.5 Fonction activation

Une fonction d'activation est une fonction mathématique utilisée pour le signal émis par
un neurone artificiel. Le terme "fonction d'activation" est dérivé du terme biologique

"potentiel d'activation”, un seuil de stimulation qui, s'il est atteint, provogque Neurones.
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La fonction d'activation est généralement une fonction non linéaire. Utiliser la fonction

L'activation non linéaire est essentielle pour une raison simple

Les fonctions linéaires ne fonctionnent qu'avec une seule couche neuronale. en
augmentant Un biais, le neurone calcule le produit scalaire entre le signal d'entrée et le
vecteur poids. Le résultat est utilisé pour activer la fonction. Aprés l'opération de produit
scalaire, Les fonctions d'activation sont utilisées pour introduire des opérations non linéaires.
Cette non-linéarité permet plusieurs changements d'état interne sur la méme classe d'objets
[17].

Fonction d’activation

%6 sigmoid - RelLU

. R(z) =maz(0, 2)

10

Figure 11-8: les fonctions d’activation [17]

Or, le choix de la fonction d'activation s'avére étre un élément clé des réseaux de

neurones.

Cette fonctionnalité a un impact significatif sur les performances du réseau. dans un
réseau neurones, il faut donc choisir le bon type de fonction d'activation. Différentes sortes
Juutilise ces fonctionnalités depuis des années. Seulement le plus important

Cette section.
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e Sigmoid: @(X) = 1+t_x. (11.1)
e Tanh:¢@X) = ::::: (11.2)
o Relu: @(X) = max(0,x). (11.3)

La fonction (ReLU) est le plus couramment utilisé

11.5.6 Couch de correction (ReLu)

La sortie de la couche convolutive est essentiellement couche d'entrée. Comme un
réseau de neurones normal, cette sortie doit passer fonction d'activation. On trouve que dans
la couche convolutive, la fonction max (0, x) est plus efficace que la fonction sigmoide en
termes d'activation [25]. Fonction max (0, x) est fondamentalement une fonction linéaire
corrigée car il ne s'agit que d'une correction ou d'une réfraction La moitié negative de y = x
est 0 (Figure 11-9). C'est pourquoi on l'appelle souvent Les redresseurs et les noeuds activés
par des redresseurs sont egalement appelés unités linéaires redressées ou ReLU. L'activation
ReLU est généralement implémentée en tant que couche seéparée apres la couche

convolutive.
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@(X) = max(0,x).

f(x) &
5 -

Figure 11-9: Forme de la fonction ReLu

Applique
fonction ReLU

15 | 20 |-10 | 35 151200 |35
18 [-110| 25 | 100 00 180 |25 |100
20 | 15 |25 |-10 — 2000 [25]0
01|75 |18 | 23 01|75 |18 | 3

Figure 11-10: exemple application de RELU
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11.5.7 Couch entiérement connecter (FC)

Apres plusieurs couches de convolution et de regroupement maximal, I'inférence avancée
dans les réseaux de neurones se fait via des couches entiérement connectées. Les neurones
d'une couche entierement connectée ont des connexions a toutes les sorties de la couche
précédente (comme on le voit souvent dans les réseaux de neurones réguliers). Par
conséquent, leurs fonctions d'activation peuvent étre calculées par multiplication matricielle

et décalage de polarisation.
11.5.8 Couch de perte (LOSS)

La couche de perte spécifie comment le réseau est formé pour pénaliser Signal attendu et
signal réel. Souvent, elle est le dernier canapé du réseau. Il est Diverses fonctions de perte
adaptées a des taches specifiques sont disponibles. Soft max est une fonction qui calcule la
distribution de probabilité de la classe de sortie. [25]

1.6 Exemples de modéles de CNN

La forme la plus courante d'architecture de réseau neuronal convolutif consiste a empiler
plusieurs couches Conv-ReLU, a utiliser une couche Pool apres elles et a répéter ce modeéle
jusqu'a ce que l'entrée s'effondre dans un espace suffisamment petit. A un moment donné,
une couche entierement connectée (FC) est generalement placée. La derniere couche
entierement connectée est connectée a la sortie. Voici quelques architectures courantes de

réseaux de neurones convolutifs qui suivent ce modele :

e INPUT-> CONV-> RELU-> FC

e INPUT -> [CONV -> RELU -> POOL] * 2 -> FC -> RELU -> FC Ici, il y a une
couche de CONV unique entre chaque couche POOL.

e INPUT ->[CONV -> RELU -> CONV ->RELU ->POOL] * 3 ->
[FC -> RELU] * 2 -> FC Ici, il y a deux couches CONV empilées avant chaque
couche POOL.

L'empilement des couches CONV avec de petits filtres de regroupement permet un
traitement plus puissant avec moins de parameétres. Cependant, l'inconvénient est qu'il
nécessite plus de puissance de calcul (y compris tous les résultats intermédiaires de la couche
CONV). [26]
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Figure 11-11: Exemples de modéles de CNN [26]

11.6.1 Réseau AlexNet

Ce réseau, propose par Krizhevsky et al [25], améliore considérablement la précision de

la classification par rapport aux méthodes traditionnelles d'apprentissage automatique basées

sur des fonctionnalités artisanales, et a été le premier modele CNN a remporter le concours

ILSVRC 2012. AlexNet se compose de 5 couches convolutionnelles et de 3 couches FC, il a

61 millions de poids de noyau (parametres) et nécessite environ 1,4 milliard d'opérations de

multiplication et d'addition. Sur la base de données ImageNet Russakovsky [28], le top 5 de

la précision du modéle AlexNet Caffe est de 80,2 %. Il existe trois tailles de noyau
différentes (Nkx NKky) dans les couches convolutives d'AlexNet : 11x11, 5x5 et 3x3.
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Figure 11-12: Architecture Alexnet

11.6.2 Réseau NiN

Le réseau NIN « réseau en réseau » a été proposé par Lin et al. [29]. Il remplace la
couche FC par une couche de type global average pooling a la fin pour économiser beaucoup
de poids tout en étant capable d'atteindre le méme niveau de précision qu'AlexNet sur la base
de données ImageNet. NiN se compose de petites couches Les convolutions empilées avec
une taille de noyau 1x 1 peuvent mieux extraire les fonctionnalités locales. Comme AlexNet,
NiN a des dimensions de base : 11 x 11,5x 5et 3 x 3.

11.6.3 Réseau VGG

Le reseau VGG, proposé par Simonyan et Zisserman, a une structure trés réguliere avec
seulement 3x3 couches convolutives et 2x2 couches max-pooling. Cependant, les trois
couches FC nécessitent environ 123 millions de poids, et les couches convolutives dans
VGG-16 nécessitent également environ 15 millions de poids. VGG-16 global nécessite
environ 31 milliards d'opérations pour traiter I'image dans le processus d'anticipation. Le top
5 de la précision du modele VGG-16 validé par ImageNet est de 88,7 %. [30]
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VGG-16
Conv3-256 Conv3-512 Cony3-512
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Conv3-256 Conv3-512 Conv3-512
VGG-19
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Figure 11-13: les couches de Vgg-16, Vgg-19

11.6.4 Reéseau GoogLeNet

Le réseau VGG a été proposé par Szegedy et al. [31], qui atteint le méme niveau de
précision que VGG-16, avec 89,0 % de précision dans le top 5 sur ImageNet, tout en ne
nécessitant que 6,1 millions de poids et 3,2 milliards d'opérations, ce qui est obtenu par des
schémas plus complexes. Un module de démarrage se compose de six couches Convolutions
avec des tailles de noyau de 1 x 1, 3 x 3 et 5 x 5, et des couches de regroupement maximum

dans quatre branches paralleles.
11.6.5 Reéseau ResNet

Le réseau ResNet a été proposé par He et al. ont abordé le probléeme de la formation de
CNN trées profonds avec des centaines de couches tout en obtenant une précision
convaincante avec plus de 92,2 % de précision dans le top 5 sur ImageNet. Les réseaux trés
profonds sont difficiles a former car les gradients disparaissent apres avoir propagé trop de
couches. ResNet incorpore des connexions de saut (\raccourci”) entre deux couches non
adjacentes afin que les gradients puissent étre plus facilement récupérés sur les couches
précédentes pendant la formation. ResNet-50 a 53 couches convolutives, une normalisation
de mise en commun maximale et une couche FC, ou chaque convolution est suivie par une
couche de normalisation de Bach. Les tailles de noyau utilisées dans ResNet sont 7 x 7,
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3x3 et 1x1. Le nombre de poids dans ResNet-50 est d'environ 26 millions, le nombre

d'opérations est d'environ 7,7 milliards. [32]

1.7 Choix des parameétres

Les CNN utilisent plus de parametres que les MLP standard. Bien que les réegles
habituelles pour les taux d'apprentissage et les constantes de régularisation s‘appliquent
toujours, il est nécessaire de Considérez le concept de nombre de filtres, de forme et de

forme maximale collection. [18]
11.7.1 Nombre de filtres

Comme la taille des images intermédiaires diminue avec la profondeur de traitement, les
couches plus proches de I'entrée ont tendance a avoir moins de filtres, tandis que les couches
plus proches de la sortie peuvent en avoir plus. Afin d'équilibrer le calcul de chaque couche,
le produit du nombre d'entités et du nombre de pixels traités est généralement choisi pour
étre approximativement constant d'une couche a l'autre. Afin de préserver les informations
d'entrée, il est nécessaire de faire en sorte que le nombre de sorties intermédiaires (le nombre
d'images intermédiaires multiplié par le nombre d'emplacements de pixels) augmente (au
sens large) d'une couche a l'autre. Le nombre d'images intermédiaires contrble directement la
puissance du systéme, en fonction du nombre d'exemples disponibles et de la complexité de

traitement.
11.7.2 Forme du filtres

Les formes de filtre dans la littérature varient considérablement. Ils sont généralement
choisis en fonction de l'ensemble de données. Les meilleurs résultats pour les images
MNIST (28x28) se situent généralement dans la plage 5x5 de la premiere couche, tandis que
les ensembles de données d'images naturelles (souvent des centaines de pixels dans chaque
dimension) ont tendance a utiliser des filtres de premiere couche 12x12 plus grands, Méme
15x15. Le défi consiste donc a trouver le bon niveau de granularité pour créer La juste

échelle d'abstraction et s'adaptant a chaque situation.
11.7.3 Form du Max Pooling

La valeur typique est 2x2. Une trés grande taille d'entrée peut justifier une mise en
commun 4x4 dans la premiére couche. Cependant, le choix d'une forme plus grande peut
réduire considérablement la taille du signal et entrainer la perte d'une trop grande quantité

d'informations.
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11.8 Conclusion

L’apprentissage profond est devenu une méthode dominante dans une variété de taches
complexes, telles que la classification des images et la découverte de choses a travers les
réseaux neuronaux, qui ont montré un grand succes et d’excellents résultats dans le domaine
de la classification des images, et cela nous a amenés a utiliser cette technologie dans notre
travail. Dans ce chapitre, nous avons donné un aperc¢u des concepts d’apprentissage profond,
axés sur les réseaux de dérivation neuronale, et expliqué I’infrastructure du réseau, ses
composants et la facon de classer les images. CNN s’appuie sur le processus de torsion. La
structure de ce type de réseau est basée sur deux parties, la partie torsadée et la partie
connectée entiere. La partie torsion dépend principalement des séquences de trois processus
de base, a savoir, torsion, correction ReLu, et I’assemblage. Le segment entier se termine par
la couche soft max, qui donne la probabilité de ’image d’entrée appartenant a chacune des
catégories possibles. Dans le chapitre suivant, nous allons présenter notre modele, puis
expliquer les résultats obtenus lors des phases d'apprentissage et de test, les discuter et les

critiquer.
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Chapitre 111 Interprétation des résultats

I11.1 Introduction

Dans ce chapitre, nous allons nous concentrer sur notre conception et montrer comment
implémenter notre classeur et créer notre modeéle. Ensuite, nous évaluerons et créerons deux
modeles par conséquent, pour différentes architectures, nous appliquerons ces modéles basés
sur des images veine de la main. Pour cela nous utiliserons le langage de programmation
Python des bibliotheques Tensorflow et Keras pour la formation, la classification et le but
pour améliorer les performances du modeéle, nous utiliserons quelques techniques simples et

efficace .

I11.2 Logiciels et librairies utilisées dans interprétation des resultats et

configuration de hardware

Donc ce qui suit nous démons Logiciels et librairies utilisés dans interprétation des résultats et

configuration de hardware:

111.2.1 TensorFlow

TensorFlow est une bibliotheque de logiciels open source pour le calcul numérique haute
performance. Son architecture flexible permet une variété de plates-formes (CPU, GPU,
TPU), des ordinateurs de bureau aux clusters de serveurs en passant par les appareils
mobiles. Développé a l'origine par des chercheurs et des ingénieurs de I'équipe Google Brain
au sein de l'organisation Al de Google, il s'appuie sur l'apprentissage automatique et

I'apprentissage en profondeur. [33]

111.2.2 Keras

Keras est une API de réseau neuronal de haut niveau, écrite en Python, capable de
fonctionner sur TensorFlow ou Theano. Il a été développé en mettant l'accent sur
I'expérimentation rapide. Pouvoir passer de I'idée au résultat dans les plus brefs délais est la
clé d'une bonne recherche. Il a été développé dans le cadre des travaux de recherche du
projet ONEIROS (Open Neuroelectronic Intelligent Robot Operating System), dont l'auteur

principal et mainteneur est I'ingénieur Google Francois Chollet.

En 2017, I'équipe TensorFlow de Google a décidé de prendre en charge Keras dans la
bibliotheque principale TensorFlow. Chollet a expliqué que Keras a été concu comme une

interface plutét qu'un framework apprentissage de bout en bout. Il dispose d'un ensemble
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d'abstractions de niveau supérieur et plus intuitif qui facilite la configuration de réseaux de
neurones indépendants des bibliothéeques informatiques principales. Microsoft travaille
également sur I'ajout d'un backend CNTK a Keras. [34]

111.2.3 CUDA

CUDA est une plate-forme informatique paralléle et un modele de programmation
développé par NVIDIA pour l'informatique a usage général sur les unités de traitement
graphique (GPU). Avec CUDA, les développeurs peuvent exploiter la puissance des GPU
pour accelérer considérablement les applications informatiques. Dans les applications
accélérées par GPU, la partie séquentielle de la charge de travail fonctionne sur le

processeur, optimisé pour les performances a un seul thread, et la section

Les applications a forte intensité de calcul s'exécutent en paralléle sur des milliers de cceurs de
GPU. Lors de lutilisation de CUDA, les developpeurs programment dans des langages
populaires tels que C, C++, Fortran, Python et MATLAB, et via quelques extensions de

formulaire de mots clés de base. [35]

111.2.4 Scikit-learn

Scikit-learn est une bibliotheque Python gratuite dediée au machine learning. Il est
développe par de nombreux contributeurs, notamment dans le milieu universitaire par
I'Institut Francais.Dans l'enseignement supérieur et la recherche, comme Inria et Télécom
ParisTech.Il comprend spécifiguement des methodes d'estimation de foréts aléatoires, de
régression logistique. Algorithmes de classification et machines a vecteurs de support. Il est
congu pour se coordonner avec d'autres bibliotheques Python gratuites, notamment NumPy

et SciPy.

111.2.5 Python

Python est un langage de programmation interprété multi-paradigmes. Il favorise la
programmation impérative structurée et orientée objet. Il dispose d'un typage dynamique
puissant, d'une gestion automatique de la mémoire avec récupération de place et d'un
systéeme de gestion des exceptions ; il est donc similaire a Perl, Ruby, Scheme, Smalltalk et
Tcl.

Le langage Python est placé sous une licence libre proche de la licence BSD et peut

fonctionner sur la plupart des plates-formes informatiques, des supercalculateurs aux
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ordinateurs centraux, de Windows a Unix, en passant par Linux et MacQOS, en passant par
Java et méme .NET. Il est concu pour optimiser la productivité des programmeurs en
fournissant des outils avancés et une syntaxe facile a utiliser. 1l est également apprécié des
éducateurs, qui trouvent que sa syntaxe est clairement séparée de la mécanique de bas

niveau, permettant une initiation plus facile aux concepts de base de la programmation.

Python est un langage qui peut étre utilisé dans de nombreuses situations, et comme il
existe des bibliothéques spécialisées pour chaque processus, il peut étre adapté a tout type
dutilisation. Cependant, il est surtout utilisé comme langage de script pour automatiser des
taches simples mais fastidieuses, comme récupérer la météo sur Internet ou s'intégrer dans
des logiciels de conception assistée par ordinateur pour automatiser certaines séquences
répétitives de scripts d'action. Il peut également étre utilisé comme langage de prototypage
jusqu'a ce qu'une application fonctionnelle soit requise, qui peut ensuite étre optimisée a
l'aide de langages de niveau inférieur. 1l est particulierement répandu dans la communauté

scientifique et possede de nombreuses extensions pour des applications numeriques. [36]
111.2.6 Configuration de hardware

La configuration du matériel utilise dans notre implémentation est :

e Un PC portable Dell i5 CPU 2 GHZ

e Carte graphique Nvidia GeForce GT525M
¢ RAM de taille 8 GO

e Disque dur de taille 500 GO

I11.3 La base de donnée utilisée

De nombreuses bases de données contiennent des informations permettant d'évaluer les
systéemes de reconnaissance des veines de la main. Cependant, ces bases de données sont
généralement congues pour répondre aux besoins d'un algorithme de reconnaissance

spécifique.

Notre base de données se compose de 100 images infrarouges des veines de la main de
10 personnes dans 10 classes, chacune ayant pris 10 images différentes. Il y a 80 images

d'entrainement et 20 images un test.
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M

Personne 1 personne 2 personne 3 personne 4 personne 5

m;

Personne 6 personne 7 personne 8 personne9 personne 10

Figure 111-1: Images de veine de la main -10-classes

I11.4 Architecture des réseaux

Dans nos expériences, nous avons crée deux architectures de modeles différentes, ou la
base de données d'images a été appliquée aux deux modeles, et pour chaque modele, nous
avons évalué le nombre d'époques. Nous décrivons ci-dessous la structure des deux modeéles

et les résultats obtenus a chaque fois :
111.4.1 Réseau neuronal convolutif a 4 couches

Le premier modele que nous proposons consiste en quatre couches convolutives, deux

couches de mise en commun maximale et deux couches entierement connectées.

La taille de I'image d'entrée est de 50*50, et chaque couche convolutive se compose de
plusieurs filtres (32 pour les 2 premiéres couches), chacun de taille 3*3, chaque passage a
travers la couche de déconvolution utilise une fonction d'activation ReLU qui force le

neurone a renvoyer une valeur positive.

39




Chapitre 111 Interprétation des résultats

Maxpooling est ensuite appliqué pour réduire la taille de I'image. a la fin de la seconde
couches convolutives, nous utilisons Dropout, qui est une technique de régularisation réduire

le sur ajustement dans les réseaux de neurones.

Dans les troisiéme et quatrieme couches, nous avons modifié certains parametres, tels
que le filtre devient 64 au lieu de 32, la fonction d'activation reste la méme (ReLu) et 1l en va

de méme pour Maxpooling, puis nous appelons a nouveau la fonction Dropout.

Apres les couches de convolution et de l'agglomération, notre partie classification se
compose de plusieurs couches entierement connectées. Cependant, ces couches ne peuvent
accepter que des données unidimensionnelles. Pour convertir nos données 3D en 1D, nous
utiliserons la fonction Flatten, qui organise essentiellement notre volume 3D en un vecteur
1D.

Les dernieres couches du réseau neuronal convolutif sont completement connecté. ils

sont avec niveau supérieur.

128 neuronse

64*12*12 10 neuronse
sarasrgs 84223

50%32*32  50*32*32 32%25%25

= Lf =\ TJ “{

| ’ Poolng Lﬁ | | Fully-connected

b ool 2% /
C:;:‘;?;n Convolution ’ Convolution Convolution Poohxllg
filre 33 q  fie3y P
RELU g 1
‘ RELU RELU  RELU Fully-connected

RELU

Figure 111-2: Architecteur de modéle 1 (4 couches)
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Layer (type) Output Shape Param #
“com2d (Com2d)  (ome, 45, 48, 32) 96
conv2d_1 {ConvaD) {Mone, 4&, 456, 32) 0248
max_pooling2d {MaxPooling2l (Mone, 23, 23, 32) ]

)

conv2d_2 {Conv2D) {Mone, 21, 21, &4) 13496
conv2d_3 {ConvaD) {Mone, 19, 19, &4) 3E928
max_pooling2d 1 {MaxPooling (Mone, 2, 2, &4) e

D)

flatten {Flatten) {Mone, 5184) e

dense (Dense) {Mone, 128) 653638
denze_1 {Dense) {Mone, 1@} 129

Total params: 738,538
Trainable params: 738,538
Mon-trainsble params: @

Tableau I11-1: Configuration de modele 1 (4 couches)

111.4.2 Réseau neuronal convolutif a 6 couches

Sur le deuxiéme modele, nous avons modifié le nombre de couches convolutives et max-

pooling, et maintenant notre architecture se compose de six couches convolutives et trois

couches max-pooling et les deux derniéres couches entierement connectées.

Pour le premier modele, la taille de I'image d'entrée est de 50*50, et chaque couche

convolutive se compose de plusieurs filtres (32 pour les 2 premieres couches, 64 pour les 2

derniéres couches et 128 pour les 2 derniéres couches), avec un size of six La taille de

chaque filtre des couches convolutives est constante (elle est de 3*3), la fonction d'activation

utilisée par toutes les couches convolutives est ReLU, et a la fin des deux couches

convolutives, on utilise maxpooling pour réduire I'image Taille.
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Aprés chaque couche de convolution et de clustering, nous utiliserons Dropout pour
réduire le sur ajustement d'un pourcentage de 20 % a chaque fois, et notre partie de
classification se compose de deux couches entierement connectées. Cependant, ces couches

ne peuvent accepter que des données unidimensionnelles. Nous allons convertir les données

en 1D via la fonction Flatten.

1286 512 neurones
128*12+12 128*12*12 10 neurones
64*12*12 )

64*23%23
64*25*25

*)C*
32450+50 32*25*25

32*50*50

\ )
WS

Fully-connected

| fT | | W s P
\ - l . I l J
\._j / Pooling / / 1 ]L,_/| LFJ \\ ;ny-conn«hd

Convolution Convolution \7—’ fl Pooling ey

; pool
/ Convolution 349

. g filtre 3*3 filtre 3°3
Convolution fitre 3 ’3 RELU RELU Pooling Convolution Convolution ool
flfre 3+3 RELU ¢ -
; pool  filtre3*3  filtre 3*3
/RELU 2%) RELU RELU

Figure I111-3: Architecture de modéle 2 (6 couches)
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Layer (type) Output Shape Faram #
com2d_s (Conid)  (None, 45, 48, 32) 896
conv2d 5 (ConvaD) {Mone, 4&, 46, 32) 0248
max_pooling2d 2 (MaxPooling (Mone, 23, 23, 32) B

209

conv2d_& {ConviD) {Mone, 21, 21, &4) 18498
conv2d 7 (ConvaD) {Mone, 19, 19, &4) 36928
max_pooling2d 3 (MaxPooling (Mone, 9, 9, &4) 7]

20

conv2d B {ConviD) {Mone, 7, 7, 128) 73B5E
conv2d % (ConvaD) {Mone, 5, 5, 128) 147584
max_pooling2d 4 (MaxPooling (Mone, 2, 2, 128) =]

20)

flatten_ 1 (Flatten) {Mone, 512) 2]
dense_2 {Dense} {Mone, 512) 262656
dense_3 {Dense) (Mone, 1@} 513a

Tableau I11-2: Configuration de modele 2 (6 couches)

I11.5 Résultats obtenus et discussion

Pour montrer les résultats de ces deux modeles, nous donnons dans 1’exemple ci-dessous
les résultats en termes de précision et de matrice d'erreur et de confusion nombre d'époques
(une époque décrit le nombre de fois que l'algorithme parcourt I'ensemble données) pour

chaque modeéle.
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A. Résultats obtenus pour le modeéle 1 (4 couches)

A.1. Nombre d'époques = 10

train_acc vs val_acc train_loss vs val_loss
.9 #--g.
,::_\:\ \"h 2{} . z_-'h,..‘
075 { "3
g T“;} ‘t"‘ E 1 5 “I\:.::‘
§ﬂ'5ﬂ fp--;{’ -#- acc -#- |0ss ‘:‘:H\ »
i -+~ val acc 10 J|=e- val_loss R
025 o -4 .
= o
0 2 4 B 8 0 2 4 B 8
epochs epochs

Figure 111-4: Précision et erreur pour le modele 1 (10 époques)

A partir de la Figure 111-4, La précision de I’apprentissage et de la validation augmente &

mesure que le nombre d'époques augmente, jusqu'au nombre d'époques ou la validation
commence a diminuer (6).

De méme, les erreurs d'apprentissage et de validation diminuent avec le nombre

d'époques jusqu'au nombre d'époques (7) ou la validation commence a augmenter.

H Nombre totale
des images
bein classées

H taux de
précision

H Nombre totale
des images
mal classées

B taux d'erreur

Figure 111-5: Nombre total des images mal et bien classées et taux d’erreur et de précision
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Sur la Figure 111-5, nous remarquons que le nombre total d'images mal classées est de 8

images, le taux d'erreur est de 37,5% et le nombre total d'images bien classées est de 12,

donc Le taux de précision est de 62,5 %.

Confusion matrix

person 1
person 2
person 3
person 4
person 5
person 6
person 7
person 8
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Figure 111-6: Matrice de confusion pour le modelel (10 époques)

A.2. Nombre d'époques = 15

train_acc vs val_acc
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Figure 111-7: Précision et erreur pour le modele 1 (15 époques)
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A partir de la Figure 111-7, La précision de 1’apprentissage et de la validation augmente
dans l'intervalle du nombre d'époques [0-7] et est relativement stable dans la période [6-9] et
dans la période [9-11] la Vérification diminue pour revenir au plus haut dans la période [11 -

13] pour s'installer au niveau de (0,75).

De méme, les erreurs dapprentissage et de validation diminue dans l'intervalle de

nombre d'époques [0-8], puis augmente dans la période [9-11], puis redescend pour rester a

(0,25).

® Nombre
totale des
images bein
classées

H taux de
précision
H Nombre B taux d'erreur
totale des
images mal
classées

Figure 111-8: Nombre total des images mal et bien classées et taux d’erreur et de précision

Sur la Figure 111-8, nous remarquons que le nombre total d'images mal classées est de 5

images, le taux d'erreur est de 25% et le nombre total d'images bien classées est de 15, donc

Le taux de précision est de 75 %
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Confusion matrix

person 1 20
person 2
person 3 -15
person 4
person 5
person 6 -1.0
person 7
person 8 -05
person 9

person 10 0.0

person 9
person 10

Figure 111-9: Matrice de confusion pour le modelel (15 époques)

A.3. Nombre d'époques = 20
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Figure 111-10: Précision et erreur pour le modéle 1 (20 époques)

A partir de la Figure 111-10, La précision de 1’apprentissage et de la validation augmente
dans l'intervalle du nombre d'époques [2-6], et dans la période [6-12], la validation sont a

une diminution et une augmentation relatives, et la validation augmente dans la période [12-
20] pour s'installer au niveau de (0,9).
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De méme, les erreurs dapprentissage et de validation diminue dans l'intervalle de
nombre d'époques [0-6], en suite dans la période [6-12], I'erreur de validation augmentera et

diminuera et diminuera dans la période [12-20] pour se stabiliser au niveau (0.1).

B Nombre
totale des
images bein
classées

M taux de
précision

B Nombre
totale des
images mal
classées

M taux d'erreur

Figure 111-11: Nombre total des images mal et bien classées et taux d’erreur et de précision
de modele 1 (20 époques)

Sur la Figure 111-11, nous remarquons que le nombre total d'images mal classees est de 2

images, le taux d'erreur est de 10% et le nombre total d'images bien classées est de 18, donc
Le taux de précision est de 90 %

Confusion matrix

person 1 -20
person 2
person 3 -15
person 4
person 5
person 6 10
person 7
person 8 05
person 9
person 10
00

person 5
person 9
person 10

Figure 111-12: Matrice de confusion pour le modélel (20 époques)
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Chapitre 111

A.4. Nombre d'époques = 30

train_acc vs val_acc train_loss vs val_loss
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Figure 111-13: Précision et erreur pour le modéle 1 (30 époques)

A partir de la Figure 111-13, La précision de I’apprentissage et de la validation augmente
dans l'intervalle du nombre d'époques [0-8], et dans la période [8-18], la validation sont a
une diminution et une augmentation relatives, mais dans l'intervalle [18-30] nous avons
remarqué que la précision de ’apprentissage se stabilise au niveau (1) et la validation reste

stable dans le méme niveau.

De méme, les erreurs dapprentissage et de validation diminue dans l'intervalle de
nombre d'époques [0-8], en suite dans la période [8-18], I'erreur de validation augmentera et
diminuera, nous avons remarqué que la précision de I’apprentissage se stabilise au niveau (0)

et celle de la validation reste stable aussi dans le méme niveau.

H Nombre
totale des

images bein
classées

® Nombre
totale des
images mal
classées

M taux de
précision

M taux d'erreur

Figure I111-14: Nombre total des images mal et bien classées et taux d’erreur et de précision
de modele 1 (30 époques)
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Sur la Figure 111-14, nous remarquons que le nombre total d'images mal classées est de 0

images, le taux d'erreur est de 0% et le nombre total d'images bien classées est de 20, donc

Le taux de précision est de 100 %

person 1
person 2
person 3
person 4
person 5
person 6
person 7
person 8
person 9
person 10

Confusion matrix
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-05

-0.0
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Figure 111-15: Matrice de confusion pour le modelel (30 époques)

B. Résultats obtenus pour le modele 2 (6 couches)

B.1. Nombre d'époques = 10

train_acc vs val_acc
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Figure 111-16: Précision et erreur pour le modéle 2 (10 époques)
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A partir de la Figure 111-16, La précision de 1’apprentissage et de la validation augmente
a mesure que le nombre d'époques augmente, jusqu'au nombre d'époques ou la validation

commence a diminuer (7).

De méme, les erreurs d'apprentissage et de validation diminuent avec le nombre

d'époques jusqu'au nombre d'époques (9).

E Nombre
totale des
images bein M taux de
classées précision

® Nombre M taux d'erreur
totale des
images mal

classées

Figure 111-17: Nombre total des images mal et bien classées et taux d’erreur et de précision
de modele 2 (10 époques)

Sur la Figure I11-17, nous remarquons que le nombre total d'images mal classées est de 9
images, le taux d'erreur est de 44% et le nombre total d'images bien classées est de 11, donc

Le taux de précision est de 56 %
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Confusion matrix
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Figure 111-18: Matrice de confusion pour le modele 2 (10 époques)
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Figure 111-19: Preécision et erreur pour le modéle 2 (15 époques)

A partir de la Figure 111-19, La précision de I’apprentissage et de la validation augmente
dans l'intervalle du nombre d'époques [2-8] et est relativement stable dans la période [6-9] et
dans la période [9-11] la vérification diminue pour revenir au plus haut dans la période [11 -

13] pour s'installer au niveau de (0,62).
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De méme, les erreurs d'apprentissage et de validation diminue dans l'intervalle de
nombre d'époques [3-8], puis augmente dans la période [9-10], puis redescend pour rester a
(0,37).
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totale des
images bein M taux de
classées précision
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Figure 111-20: Nombre total des images mal et bien classées et taux d’erreur et de précision
de modele 2 (15 époques)

Sur la Figure 111-20, nous remarquons que le nombre total d'images mal classées est de 8
images, le taux d'erreur est de 38% et le nombre total d'images bien classées est de 12, donc
Le taux de précision est de 62 %
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Figure 111-21: Matrice de confusion pour le modele 2 (15 époques)
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B.3. Nombre d'époques = 20
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Figure 111-22: Précision et erreur pour le modéle 2 (20 époques)

A partir de la Figure 111-22, les précisions de formation et de validation augmentent a
mesure que le nombre d'époques augmente, jusqu'au nombre d'époques ou la validation
commence a diminuer (10).

De méme, les erreurs d'apprentissage et de validation diminuent avec le nombre d'époques

jusqu'au nombre d'époques (10) ou la validation commence a augmenter.
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Figure 111-23: Nombre total des images mal et bien classées et taux d’erreur et de précision
de modele 2 (20 époques)
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Sur la Figure 111-23, nous remarquons que le nombre total d'images mal classées est de 7
images, le taux d'erreur est de 31.25% et le nombre total d'images bien classées est de 13,
donc Le taux de précision est de 68.75 %

Confusion matrix
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person 2
person 3 —1.5
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Figure 111-24: Matrice de confusion pour le modele 2 (20 époques)
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Figure 111-25: Précision et erreur pour le modéle 2 (30 époques)
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A partir de la Figure 111-25, La précision de 1’apprentissage et de la validation augmente
dans l'intervalle du nombre d'époques [0-7], et dans la période [7-14], la validation sont a
une diminution et une augmentation relatives, mais dans l'intervalle [18-30] nous avons
remarqué que la précision de 1’apprentissage se stabilise au niveau (1) et la validation reste

stable dans le méme niveau.

De méme, les erreurs d'apprentissage et de validation diminue dans l'intervalle de
nombre d'époques [0-8], en suite dans la période [8-12], I'erreur de validation augmentera et
diminuera, nous avons remarqué que la précision de I’apprentissage se stabilise au niveau (0)

et celle de la validation reste stable aussi dans le méme niveau.

B Nombre
totale des
images bein
classées

M taux de
précision
H Nombre M taux d'erreur
totale des
images mal
classées

Figure 111-26: Nombre total des images mal et bien classées et taux d’erreur et de précision
de modele 2 (30 époques)

Sur la Figure 111-26, nous remarquons que le nombre total d'images mal classées est de 0
images, le taux d'erreur est de 0% et le nombre total d'images bien classées est de 20, donc

Le taux de précision est de 100 %
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Interprétation des résultats

C. Tableau de comparaison des résultats

person 1
person 2
person 3
perscn 4
person &
person &
person 7
perscn &
perscn 9@
person 10

Confusion matrix

person 10

-20

15

10

05

0.0

Figure 111-27: Matrice de confusion pour le modéle 2 (30 époques)

Le tableau ci-dessous montre les différents résultats obtenus sur les deux modeles :

‘ 10 62.75 % 37.25%
I(\gggs(l:i‘éls) 4 2 2 15 75% 25%
20 90% 10%
30 100% 0%
10 55% 45%
?Qﬁfﬁliei) 6 2 , 15 625% | 37.5%
20 68.75% | 31.25%
30 100% 0%

Tableau I11-3: Tableau de comparaison des résultats
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Le tableau montre l'architecture utilisée dans chaque modéle et le nombre d'époques. Les
résultats obtenus sont exprimeés en termes de précision d'apprentissage, de validation, d'essais
et d'erreurs et de temps d'exécution final. Le temps d'exécution est trop cher. Cela se résume
a la grande taille de la base, nécessitant I'utilisation d'un GPU au lieu d'un CPU. Le modele 2
présente les meilleurs résultats. Le nombre d'époques et de couches convolutives reflete ces

bons résultats, mais le temps d'exécution est trés colteux (a cause du nombre d'époques)

En général, les réseaux de neurones convolutifs larges et profonds produisent de bons
résultats, et si les couches convolutives sont supprimées, les performances de notre réseau se

détérioreront.

Alors que nous approfondissons le réseau et augmentons numéro d'époque. La base
d'apprentissage est également un elément décisif du réseau de communication. Les neurones

convolutifs nécessitent une grande base d'apprentissage pour atteindre meilleurs résultats.

111.6 Conclusion

Dans ce chapitre, nous avons introduit une methode de classification basée sur les
réseaux de neurones convolutifs, nous avons donc utilise le nombre d'époques de deux
modeéles avec des structures differentes, puis expliqué les différents résultats en termes de
précision et d'erreur. La comparaison des résultats montre que le nombre d'époques et la

profondeur du réseau sont des facteurs importants pour de meilleurs résultats.
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Conclusion générale

La classification des images est une tache importante dans le domaine de la vision par
ordinateur, de la reconnaissance des objets et de 1’apprentissage automatique. Grace au deep

learning, I’avenir de I’intelligence artificielle évolue treés rapidement.

Pour effectuer notre travail de classification, nous avons utilis¢ CNN parce qu’il a
plusieurs caractéristiques avancées autres que les anciennes méthodes de classification Parmi
eux, CNN combine les phases d’extraction et de classification. Dans le chapitre III, nous
présentons les résultats que nous avons obtenus en appliquant ce réseau a un ensemble de
données pour la veine manuelle pour différents échantillons de personnes et nous avons fait
plusieurs tests différents en changeant chaque fois dans les paramétres de CNN afin
d’obtenir un bon résultat et nous avons fait une comparaison de ces tests et dans ce dernier

nous avons obtenu de bons résultats selon nos possibilités.

Dans I’évolution d’aujourd’hui dans divers domaines, la reconnaissance de la veine de
cessation est un domaine avec un avenir prometteur et plus sdr, en particulier en développant
des systemes biométriques qui peuvent étre utilisés dans des systéemes automatisés pour
identifier les individus de maniére unique et efficace et devenir une bonne alternative aux

méthodes traditionnelles telles que les mots de passe et autres.
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