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Résumé

Les nanofluides sont largement utilisés dans les systemes énergétiques avanceés tels que les
capteurs solaires, les échangeurs de chaleur, les dispositifs de refroidissement électronique et les
systemes thermiques industriels. La viscosité dynamique et la conductivité thermique sont deux
propriétés thermophysiques essentielles qui influencent directement leur comportement et leur
efficacité en matiére de transfert de chaleur. Une prédiction précise de ces propriétés est donc
cruciale pour concevoir des systéemes performants a base de nanofluides.

Dans ce mémoire, deux modéeles de régression basés sur I’algorithme XGBoost (Extreme
Gradient Boosting Regressor) sont développés pour prédire la viscosité dynamique et la
conductivité thermique de nanofluides. Les données expérimentales, totalisant 520 mesures de
viscosité et 514 de conductivité, ont été recueillies a partir de publications scientifiques. Pour
développer les modeles neuf variables d'entrée ont été considérées, incluant la température, la
fraction volumique, les propriétés thermophysiques des nanoparticules (masse molaire, diamétre,
densité, chaleur spécifique) et celles du fluide de base.

Les performances du modele XGBR ont été évaluées a 1’aide de plusieurs métriques
statistiques (R?, RMSE, MAE, MSE, Q2cv) et par un test externe sur une base cachée. Les résultats
montrent une excellente précision prédictive, avec un R2 de 0,992 pour la viscosité et 0,967 pour
la conductivité thermique, surpassant nettement d'autres approches telles que les réseaux de
neurones artificiels (ANN, LM-ANN), Forét Aléatoire (Random Forest) et GMDH (Group Method
of Data Handling). De plus une analyse de I’importance des variables a révélé que la masse molaire
du fluide de base, masse molaire du nanoparticules, température et la fraction volumique étaient
les facteurs les plus influents sur les deux propriétés étudiées

Ces résultats confirment I’efficacité du modeéle XGBR pour la modélisation avancée des
propriétés thermophysiques des nanofluides et ouvrent des perspectives prometteuses pour des

applications industrielles nécessitant des prédictions rapides, précises et géneéralisables.

Mot clés : Nanofluides, Propriétés thermophysiques, Modélisation, Intelligence artificielle



Abstract

Nanofluids are widely used in advanced energy systems such as solar collectors, heat
exchangers, electronic cooling devices, and industrial thermal systems. Dynamic viscosity and
thermal conductivity are two key thermophysical properties that directly affect their behavior and
efficiency in heat transfer applications. Accurate prediction of these properties is therefore crucial
for designing high-performance systems based on nanofluids.

In this thesis, two regression models based on XGBoost algorithm (Extreme Gradient
Boosting Regressor) were developed for the prediction of the dynamic viscosity and thermal
conductivity of nanofluids. The experimental dataset includes a total of 520 viscosity
measurements and 514 conductivity measurements, collected from literature. To build the models,
nine input variables were considered, including temperature, volume fraction, and the
thermophysical properties of nanoparticles (molar mass, diameter, density, specific heat) as well
as those of the base fluid.

The performance of the XGBR model was evaluated using several statistical metrics (R?,
RMSE, MAE, MSE, Q2cv) and external test in new unseen data. The results show excellent
predictive accuracy, with an R2? of 0.992 for viscosity and 0.967 for thermal conductivity,
significantly outperforming other approaches such as Artificial Neural Networks (ANN, LM-
ANN), Random Forest, and GMDH. Furthermore, a variable importance analysis revealed that the
molar mass of the base fluid, the molar mass of the nanoparticles, temperature, and volume fraction
were the most influential factors for both properties.

These results confirm the effectiveness of the XGBR model for advanced modeling of the
thermophysical properties of nanofluids and open promising prospects for industrial applications

requiring fast, accurate, and generalizable predictions.

Keywords: Nanofluids, Thermophysical properties, Modelling, Artificial Intelligence
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Introduction Générale

Introduction Générale

Depuis plusieurs décennies, les nanotechnologies ont profondément transformé le paysage
scientifique et industriel, en donnant naissance a de nouveaux matériaux aux propriétés
remarquables, tels que les nanofluides. Ces derniers sont obtenus par la dispersion homogéne de
nanoparticules dans un fluide de base, et présentent des caractéristiques thermophysiques
améliorées, notamment une conductivité thermique accrue, une viscosité ajustée ainsi qu’une
meilleure stabilité. Ces propriétés rendent les nanofluides particulieérement attractifs pour une
multitude d’applications, notamment dans les domaines du refroidissement industriel, des
échangeurs thermiques, de la microélectronique ou encore des systeémes ¢énergétiques
renouvelables.

Cependant, la compréhension et la prédiction des propriétés des nanofluides demeurent un
véritable défi scientifique. En effet, ces propriétés dépendent de nombreux parametres
interconnectés, tels que les caractéristiques des nanoparticules (taille, forme, masse molaire,
chaleur spécifique, concentration), les propriétés du fluide de base (densité, masse molaire,
capacité calorifique), ainsi que les conditions opératoires (notamment la température). Les modéles
théoriques classiques, tels que ceux d’Einstein, Maxwell ou Batchelor, reposent généralement sur
des hypothéeses simplificatrices qui ne permettent pas de reproduire fidelement les comportements
expérimentaux observés, en particulier dans des configurations multiparamétriques et non
linéaires.

Dans ce contexte, I’apprentissage automatique (machine learning) s’impose comme une
approche innovante et puissante, grace a sa capacité a exploiter les données expérimentales pour
modéliser des phénoménes complexes sans hypothéses a priori sur la forme des relations. Il permet
de développer des modeles prédictifs a la fois précis et robustes. Parmi les algorithmes les plus
performants dans ce domaine, XGBoost (Extreme Gradient Boosting) se distingue par sa rapidité,
ses capacités de régularisation et sa précision, ce qui en fait un candidat idéal pour la modélisation
des propriétés thermophysiques des nanofluides.

Outre cette introduction générale, ce mémoire est structuré en trois chapitres principaux :
e Le premier chapitre présente les notions fondamentales relatives aux nanofluides, a leurs

propriétés et a leurs domaines d’application.



Introduction Générale

e Le deuxieme chapitre introduit les bases de I’intelligence artificielle, en mettant I’accent
sur ’apprentissage supervis¢, qui permet de modéliser les propriétés complexes des
nanofluides.

e Le troisieme chapitre développe deux mode¢les prédictifs, I’un pour la viscosité et 1’autre
pour la conductivité thermique des nanofluides, a partir d’une base de données composée
de 784 points extraits de publications scientifiques récentes. Les performances de ces
modeles sont comparées a celles des approches existantes, a 1’aide de plusieurs indicateurs
statistiques. Le mode¢le optimal est ensuite confronté a ceux disponibles dans la littérature,
portant sur la modélisation de la conductivité¢ thermique et/ou de la viscosité des
nanofluides mono-composants.

Enfin, ce mémoire se conclut par une synthése générale des principaux résultats obtenus,

ainsi que par une discussion des perspectives de recherche futures.
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Chapitre I : Notions sur les nano-fluides

I.1.Introduction
Ces dernicres années, la demande énergétique a connu une croissance significative, poussant

les chercheurs a explorer de nouvelles approches économiques pour éviter une potentielle crise
énergétique. Dans ce contexte, divers systémes industriels capables de générer des flux thermiques
¢levés ont été concus dans des domaines variés tel que I’énergie thermique aux énergies
renouvelables, en passant par le secteur biomédical et I'électronique ou les fluides de
refroidissement traditionnels comme [’eau, 1’éthyléne glycol ou I’huile s’avérent souvent
insuffisants.

Une approche prometteuse pour ameliorer les propriétés thermo-physiques des fluides
consiste a intégrer des particules solides de haute conductivité thermique et de taille nanométrique
dans le fluide de base. Cette nouvelle classe de fluides, appelée nano-fluides, correspond a un
mélange colloidal de nanoparticules de moins de 100 nm. Introduit par Choi et Eastman [1] en
1995, ce terme reste couramment employé pour désigner ces suspensions colloidales spécifiques.

Les nano-fluides offrent des performances thermiques bien supérieures aux fluides de
transfert de chaleur conventionnels. Leur principal objectif est d’optimiser les propriétés thermo-
physigues tout en maintenant une faible concentration de nanoparticules (idéalement inférieure a
1 % en volume). Cela repose sur une dispersion homogéne et une suspension stable des
nanoparticules, dont le diameétre est de préférence inférieur & 10 nm, au sein des fluides de base.

La premiere partie propose une synthése bibliographique visant a mieux comprendre les
nano-fluides, les classifications selon la composition des nano-fluides leurs domaines
d’application et les techniques des caractérisations ainsi que leurs propriétés thermo-physiques.
Elle est donc consacrée a une revue des principaux travaux publiés sur le transfert thermique des
nano-fluides et leurs caractéristiques thermo-physiques. Par ailleurs, les nanoparticules y sont
classées en quatre catégories : les nanoparticules métalliques, les nanoparticules d’oxydes
métalliques et les nanoparticules non métalliques et nanoparticules hybride.

La deuxiéme partie se concentre sur 1’analyse des connaissances actuelles concernant les
propriétés thermophysiques et le comportement thermophysique des nano-fluides dans les
systemes thermiques, elle inclut également une présentation des certains modeles utilisés pour
estimer ces propriétés, telles que la conductivité thermique, la viscosité dynamique, chaleur

spécifique ou encore la masse volumique.
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I.2.Les nano-fluides
1.2.1. Définition

Les nano-fluides sont des solutions colloidales constituées des particules de taille
nanométrique en suspension dans un liquide porteur. Ce type de solution suscite un grand intérét
depuis la découverte de leurs propriétés thermiques particuliéres.

En effet, les fluides de base souvent utilisés dans les applications de refroidissement ou de
chauffage ont des conductivités thermiques trés faibles (Tableau I.1) qui limitent leur capacité de
transfert de chaleur. L’idée est alors d’insérer au sein des liquides de base des nanoparticules de
conductivité tres élevée, afin d’augmenter la conductivité thermique effective du mélange et ainsi
améliorer ces performances thermiques [2].

Les liquides de base généralement utilisés dans la préparation des nano-fluides sont ceux
d'usage commun dans les applications de transfert de chaleur tels que 1’eau, 1’éthyléne glycol,

I’huile de moteur ou le Toluene, les fluides frigorigenes ...

Tableau I1.1. Conductivité thermique de divers fluides de base et matériaux & 20°C [2]

Eléments Conductivité thermique 1 (W /m.K)

Eau 0.599

50% eau + 50% éthyléne glycol 0.410

Ethyléne glycol 0.250

Huile de moteur 0.140

Nanotube de carbone 3000-6000

Cuivre (métal pur) 401
Nickel (métal pur) 237
Silicone (non métallique) 148
Alumine (Al203) 40

Les nano-fluides sont des dispersions de particules de taille nanométrique appelées
nanoparticules, dans un fluide de base afin d’en améliorer certaines de ces propriétés.
Le terme « nanoparticule » est utilisé¢ lorsque la particule a au moins une de ses dimensions

inférieures a 100 nm.
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1.2.2. Les Nanoparticules et les fluides porteurs
1.2.2.1. Les nanoparticules

Une nanoparticule est un assemblage des quelques centaines a quelques milliers d'atomes,
conduisant a un objet dont au moins I'une des dimensions est de taille nanométrique (1 a 100 nm).
Les nanoparticules se situent a la frontiere entre 1'échelle microscopique et 1'échelle atomique ou

moléculaire, Elles ont un intérét a la fois fondamental qu’appliqué et sont trés étudiées de nos

jours.
Atomes Molécules Protéines Virus Bactéries Cellules
2L - -
-r;“ L _ ’A‘J‘M‘ 'p//
?‘!y' ‘ ! = &
| |
1A 1nm 10 nm 100 nm 1pum 10 pm 100 pm

Figure 1.1.Gamme de taille des nanoparticules comparées a celles des principaux organes
vivants [3]

Le rayon typique d’un atome étant de 1’ordre de 0,1 nm, une nanoparticule peut étre
constituée de quelques dizaines a plusieurs centaines d’atomes. Par exemple, les nanoparticules
les plus célebres, les fullerénes, sont constituées de seulement 60 ou 70 atomes de carbone (Figure

1.2). Leur tres petite taille donne aux nanoparticules des surfaces spécifiques trés importantes [4].

Figure L1.2.1llustration de la structure d’un fulleréne nC60 [5]



Chapitre I : Notions sur les nano-fluides

La surface spécifique développée par les nanoparticules est 1000 fois plus importante que
celle d’une microparticule (Figure 1.3). De méme, le nombre d’atomes de surface augmente avec
la diminution de la taille des nanoparticules et la réactivité, étant souvent liée a des propriétés de

surface, cela explique I'intérét développé pour les nanoparticules.

Figure 1.3.1llustration de la corrélation entre taille et surface spécifique [6]

D’une maniére générale, les nanoparticules peuvent étre classées selon leur forme en trois

grandes catégories (Figure 1.4) [7].

Elles ont généralement la forme sphérique et cylindrique, ou en forme de tube comme les

nanotubes de carbone (NTC) [8].

Figure 1.4.Images TEM de quelques exemples de nanoparticules : (a) Nanoparticules sphériques,
(b) Nanotubes de carbone et Nanofeuilles de (c) graphén [6]

Types des nanoparticules

Les nanoparticules les plus utilisées sont classées dans trois grandes familles, a savoir :
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¢ Les nanoparticules d’oxydes métalliques :
o L’oxyde d’aluminium (A1203).
o L’oxyde de cuivre (CuO).
o L’oxyde de silicium (SiO2).
o L’oxyde de Titanium (Ti02).
o Les nanoparticules métalliques :
o L’aluminium (Al).
o Le cuivre (Cu).
o L’or (Au).
o L’argent (Ag).
% Les nanoparticules non métalliques :
o Les nanotubes de carbone (CNT).
o Le diamant (C).
¢+ Nanoparticules hybrides
o Moncomposants (AlO3)
o Binaires (Al2Os- CuO)
o Ternaires (Al20s- CuO- TiOz)

1.2.2.2. Fluides porteurs

Les fluides porteurs constituent la matrice essentielle dans laquelle les nanoparticules sont
dispersées pour former les nano-fluides , leur role est déterminant car ils influencent directement
la stabilité, la distribution homogene des nanoparticules et les propriétés thermiques du systéme
global, les caractéristiques physico-chimiques du fluide porteur telles que la viscosité, la densité,
la capacité calorifique et la conductivité thermique déterminent en grande partie d'efficacité du
transfert de chaleur et la performance mécanique du nanofluide et parmi les fluides porteurs les
plus utilisées I’eau figure en bonne place en raison de ses propriétés thermiques avantageuses, de
sa disponibilité et de sa faible toxicité. D'autres, comme 1'éthyléne glycol, diverses huiles minérales
ou synthétiques, et des solvants organiques, sont également choisis pour répondre a des exigences
spécifiques d’applications particuliére, le choix du fluide porteur doit ainsi prendre en compte non
seulement ses propriétés intrinséques, mais aussi sa compatibilité avec les nanoparticules et les

conditions opérationnelles prévues.
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1.2.3. Les compositions des nano-fluides

La classification des nano-fluides selon leur composition repose sur le nombre et la diversité

des nanoparticules incorporées dans le fluide porteur on peut diviser a quatre catégories :
a) Nano-fluides mono-composants (simple nano)

Dans cette catégorie, un seul type de nanoparticules est dispersé dans un fluide de base
la formulation reste relativement simple, ce qui facilite la maitrise de la stabilit¢ du mélange et la
prédiction de ses propriétés thermiques. Par exemple, le nanofluide Al:Os/eau, ou les
nanoparticules d'oxyde d'aluminium améliorent la conductivité thermique de I'eau, est
fréquemment utilisé pour optimiser les systémes de refroidissement dans 1'électronique et d'autres

domaines nécessitant un transfert de chaleur efficace [9].

Single tyl;e‘ﬁanoﬂuids

Figure 1.5.Mono-composants des nano-fluides [10]

b) Nano-fluides binaires (mélange double)
Ces fluides intégrent deux types différents de nanoparticules dans un méme fluide de base.
La force de cette formulation réside dans la complémentarité des propriétés de chaque composant,
ce qui conduit a des performances supérieures a celles des nano-fluides & composant unique. Par
exemple, un mélange d'Al:O; et de CuO dispersé dans l'eau peut considérablement améliorer la
conductivité¢ thermique et la stabilité, rendant cette approche particulierement intéressante pour
des applications industrielles exigeantes [11].
c) Nano-fluides ternaires (triple mélange)
Dans cette catégorie trois types de nanoparticules sont dispersés simultanément dans le fluide

I’intégration d’un troisieme composant permet de combiner plusieurs caractéristiques recherchées,

9
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telles qu'une conductivité thermique accrue, une meilleure stabilit¢ ou méme des propriétés
optiques spécifiques. Un exemple typique serait un mélange de Al.Os, CuO et TiO: dans 1'eau, ou

chaque nanoparticule contribue a un aspect particulier de la performance globale du nanofluide.

Nanoparticle

2

Hybrid nanofluids

Figure 1.6.Hybride des nano-fluides [10]

1.2.4. Les avantage et inconvénients des nano-fluides
1.2.4.1. Les avantage des nano-fluides
Les nano-fluides offrent plusieurs avantages significatifs par rapport aux fluides

conventionnels ces avantages peuvent étre classés en différentes catégories :

o Une grande surface de transfert de chaleur entre les particules et les fluides [12].

o Haut dispersion et stabilité avec prédominante mouvement brownien des particules.

o Reduit par rapport au liquide pur pour obtenir équivalent intensification de transfert de
chaleur.

o Propriétés ajustables, dont la conductivité thermique et la mouillabilité de la surface, en
faisant varier les concentrations de particules en fonction de différentes applications.

o Reduction de I'utilisation de fluides polluants : Grace a leur efficacité accrue, ils permettent

de réduire la quantité de fluide nécessaire dans un systeme.

10
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1.2.4.2. Les inconvenients des nano-fluides
Malgreé leurs performances thermiques €levées, les nano-fluides présentent des contraintes
technologiques et économiques qui limitent leur intégration dans les systémes industriels a

grande échelle.

o Instabilité et agglomération des nanoparticules
Au fil du temps, les nanoparticules tendent a s’agglomérer ou a se déposer, ce qui peut
réduire I’homogénéité du mélange. Cette instabilit¢ de la suspension conduit a une
dégradation des performances thermiques et peut générer des blocages dans les canaux
d’écoulement, surtout dans des systémes de refroidissement & micro-canaux.

o Augmentation de la viscosité et demande énergétique
L’ajout de nanoparticules augmente généralement la viscosité du fluide de coup une viscosité
plus élevée peut nécessiter une puissance de pompage plus importante, entrainant ainsi une
consommation énergétique accrue et pouvant réduire 1’efficacité globale du systeme.

o Risques de corrosion et d’usure
Les nanoparticules peuvent interagir avec les surfaces internes des circuits de
refroidissement ou d’échange thermique. Ces interactions peuvent provoquer de la corrosion
Ou une usure prématurée des composants, réduisant la durabilité et la fiabilité des
installations.

o Le manque de I’accord des résultats obtenus par différents chercheurs.

o Le codt élevé des nano-fluides

I.3.Domaines d’applications des nano-fluides

Grace a leurs propriétés thermiques améliorées, les nano-fluides offrent un fort potentiel
pour renforcer le transfert de chaleur et D’efficacité énergétique dans différents dispositifs
thermiques. Dans cette partie, nous examinerons plusieurs domaines d’application tels que le
refroidissement de composants €lectroniques, les systémes d’énergie renouvelable, ainsi que les
usages biomédicaux.

a. Refroidissement des systéemes thermiques

Le mélange d’éthyléne-glycol et 1’eau, sont utilisés comme liquide de refroidissement dans

les moteurs des véhicules. L'addition des nanoparticules dans ces liquides ce dernier améliore le

taux de refroidissement [13]. Le refroidissement des systémes thermiques a été étudié par plusieurs

11
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chercheurs comme Tzeng et al [14] . Ont dispersé les nanoparticules de CuO et A1203 dans 1’huile
de refroidissement du moteur de transmission leurs résultats expérimentaux montrent que CuO a
le meilleur effet de transfert de chaleur.

b. Refroidissement des systemes électroniques

Le refroidissement constitue un défi majeur dans le domaine de I’électronique, notamment
en raison de la forte densité de chaleur générée et de 1’espace réduit pour son évacuation.

Les nano-fluides ont démontré une efficacité remarquable dans ce domaine ils permettent,
par exemple, de doubler la capacité de calcul des microprocesseurs grace a une meilleure gestion
thermique, Ma et al [15] ont étudié I’influence des nano-fluides sur le transfert thermique dans
un caloduc oscillant. Ils ont montré qu’a une puissance d’entrée de 80 W et pour une faible
concentration volumique de @ = 1 %, la différence de température entre le vaporisateur et le
condensateur n’était que de 16,6 °C.

c. Labiomédecine

Les nano-fluides et nanoparticules trouvent de nombreuses applications en biomédecine.
Par exemple, les nanoparticules a base de fer sont utilisées comme vecteurs de médicaments afin
de réduire les effets secondaires des traitements anticancéreux. Elles permettent également un
refroidissement localis¢, améliorant la sécurité lors d'interventions chirurgicales, Jordan et al [16]
. Ont effectué une étude ou les nano-fluides pourraient étre employés pour produire une
température plus €levée autour des tumeurs permettant ainsi de détruire les cellules cancéreuses
sans endommager les cellules saines environnantes.

d. L’Energie renouvelable

Les nano-fluides, composés de nanoparticules en suspension dans un fluide, améliorent
significativement le transfert de chaleur dans les systemes solaires thermiques. En augmentant la
conductivité thermique du fluide caloporteur, ils optimisent I'absorption et I'échange de chaleur,
ce qui conduit a une meilleure efficacité énergétique des capteurs solaires et des systemes de
stockage thermique, des recherches récentes ont mis en évidence I'efficacité des nano-fluides dans
diverses applications solaires :

% Systemes photovoltaiques-thermiques (PVT) : Une étude a présenté un prototype de
systtme PVT utilisant un nanofluide d'oxyde de zirconium (ZrO:) comme agent de

refroidissement. Ce systéme a démontré une réduction notable de la température de

12
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fonctionnement des modules photovoltaiques, améliorant ainsi leur performance globale
[17].

Centrales solaires a concentration : Des simulations numériques ont évalué I'impact des

X/
°e

nano-fluides sur le transfert de chaleur dans des canaux plans horizontaux, simulant les
conditions des panneaux solaires thermiques. Les résultats ont montré que l'augmentation
de la fraction volumique de nanoparticules améliore le transfert de chaleur, avec le

nanofluide Cu-eau surpassant le Al.Os-eau en termes de performance [18]

L.4.Caractéristiques thermophysiques des nano-fluides
I.4.1. La viscosité dynamique

La viscosité¢ caractérise 1’aptitude d’un fluide a s’écouler , donc est une propriété
importante de I’écoulement des fluides, sa connaissance est fondamentale pour toutes les
applications impliquant le transport de fluides, en plus le transfert de chaleur par convection
dépend directement de la viscosité des fluides , il a ét¢ démontré précédemment que 1’ajout de
nanoparticules dans un fluide de base permet d’améliorer la conductivité thermique du nanofluide
obtenu, mais cela peut aussi conduire a une augmentation défavorable de la viscosité dynamique
[19] , La majorité des études qui ont traité de la viscosité des nano-fluides ont eu recours, pour
son calcul a partir de la viscosité du fluide de base et de la fraction volumique ¢, aux relations de
Stokes-Einstein ou de Brinkman [12]. Plusieurs mod¢les théoriques ont été¢ développés pour
prédire 1’évolution de la viscosité dynamique des suspensions sous certaines conditions on peut
prendre comme exemple le modele d’einstein.

a) Modéle d’Einstein

Le mode¢le d’Einstein est I’un des premiers modéles théoriques pour prédire I’augmentation
de la viscosité d’une suspension de particules dans un fluide de base, bien que ce mod¢le ait été
initialement formulé pour des suspensions tres diluées de particules rigides et non-inter agissantes,
il sert souvent de point de départ pour comprendre le comportement des nano-fluides. Dans sa

forme la plus simple, le modele d’Einstein s’exprime par la relation :

punf = puf (1 + 2.5¢) (1)

o unf est la viscosité effective du nano-fluide.
o uf estlaviscosité du fluide de base.

o ¢ est la fraction volumique (ou le pourcentage en volume) des nanoparticules.

13
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Cette équation indique qu’en ajoutant une petite quantité de nanoparticules (c'est-a-dire pour des
valeurs faibles de ¢), la viscosité du mélange augmente linéairement avec la concentration, avec

un coefficient de 2,5.

Les Parameétres affectants la viscosité dynamique des nano-fluides

L’incorporation de particules solides dans un liquide entraine généralement une
augmentation, plus ou moins marquée, de la viscosité du mélange. Cette variation peut étre
influencée par de nombreux facteurs. Méme en utilisant des nanoparticules de méme nature et de
taille identique dans un fluide de base donné, plusieurs parameétres peuvent significativement
modifier la viscosité. Parmi ceux-ci figurent la qualité de la dispersion, la viscosité initiale du
fluide porteur, la fraction volumique en nanoparticules ainsi que la température du systéme, comme

I’illustre la Figure 1.7

Concentration des

nanoparticules Le regroupement enfraine une augmentation

de la viscosité des nanofluides

Regroupement

Température

[ Viscosité des nanofluides

Type de
nanoparticules

plus de fluide visqueux subit une

" Viscosité du fluide de
base

Forme et taille des }\ I'augmentation de la taille des nanoparticules
nanoparticules entraine une augmentation de la
viscosité du nanofluide

Figure 1.7.Parameétres affectant la viscosité des nano-fluides [6]
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1.4.2. Conductivité thermique des nano-fluides

La conductivité thermique, A (W /m. K), exprime la capacité d’un matériau de conduire ou
de transmettre de la chaleur, elle est définie comme la quantité de chaleur transférée par unité de
surface et de temps sous un gradient de température de 1K par metre.

La conductivité¢ thermique est la propriété la plus importante des nano-fluides car la
principale raison de 1’ajout de nanoparticules dans le fluide de base est justement d’augmenter sa
conductivité thermique. C’est pour cela, qu une grande partie des travaux traitant les nano-fluides
porte sur la quantification de 1'augmentation de leur conductivité thermique [12].

Différents modeles théoriques ont ¢été élaborés pour prédire, sous certaines conditions, la
conductivité¢ thermique des suspensions on peut prendre comme exemple le premier modele a
dériver mod¢le de maxwell.

a. Modele de Maxwell

Maxwell fut le premier a dériver un mod¢le pour estimer la conductivité thermique d’une
suspension contenant des particules. Le modele de Maxwell est satisfaisant pour les suspensions
contenant des particules sphériques de concentrations volumiques relativement faibles mais ne
tient pas compte de 1’effet de la taille ni de la forme des particules. Il est a noter aussi que ’effet
des interactions inter-particules est négligé dans ce modele. Le modele de Maxwell est donné par

la formule suivant [20]:

an _ Knp+2be_2(p(be_Knp)
be Knp+2be+2(p(be—Knp)

2

Ou Knf, Kfb et Knp représentent respectivement la conductivité thermique (W/m.K) du
nanofluide, du fluide de base et des nanoparticules. pv Représente la fraction volumique des
nanoparticules.
Les Paramétres influencant la conductivité thermique des nanofluide

La littérature scientifique rapporte de nombreuses études mettant en évidence que la
conductivité thermique des nano-fluides est fortement influencée par plusieurs facteurs. Parmi
ceux-ci figurent la nature du liquide de base, le type de matériau constituant les nanoparticules,
ainsi que leurs caractéristiques physico-chimiques telles que la taille, la forme, et la concentration
volumique. La température joue également un réle déterminant dans 1’évolution de cette propriété

thermique, comme !’illustre la Figure L.8.
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1.4.3.

Une relation inverse entre la taille particules
et la conductivité thermique
Taille des )
nanoparticules )
Température ) " Leregroupement des nanoparticules
) influence de maniére significative sur la ‘
. conductivité thermique du nanofluides
) . . Regroupement J " Les types de nanoparticules influencent |
Conductivité ““?' mique directement sur la conductivité thermique
L des nanofluides ) d fluid
Type de - . es nanofluides
nanoparticules Une nanoparticule avec une conductivité
( Conductivité ) thermique plus élevée entraine une
thermique du fluide de conductivité thermique plus élevée du

- base / nanofluide
Concentration Une augmentation de la concentration en
volumique nanoparticules améliore généralement la

Figure I. 8.Parametres affectants la conductivité thermique des nano-fluides [6]

Masse volumique (p)

La masse volumique d’une substance, notée p, correspond a la masse de cette substance

dans une unité de volume, la masse volumique des nano-fluides est proportionnelle a la fraction

volumique des particules solides.

Le calcul de la masse volumique effective pnf d’un nanofluide est assez simple et assez

conforme aux valeurs expérimentales, elle est souvent estimée sur la base du principe de la régle

de mélange en supposant le nanofluide comme un milieu homogene (bonne dispersion des

nanoparticules dans le fluide)[21].

La masse volumique du nanofluide est donnée par la formule suivante :

pnf = (1 — @)pf + ¢p 3)

Ou pnf, pp et pf dénotent respectivement la masse volumique du nanofluide, la masse volumique

des nanoparticules et la masse volumique du fluide de base[12].
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1.4.4. Chaleur spécifique

La conductivit¢ thermique et la viscosit¢ dynamique sont les deux propriétés
thermophysiques les plus étudiées dans le cas des nano-fluides , la chaleur spécifique des nano-
fluides , quant a elle, est trés rarement étudiée [22].

Par définition la chaleur spécifique Cp est la capacité calorifique par unité de masse d’une
substance ou d’un systéme homogene.

La chaleur spécifique correspond a I’apport de chaleur nécessaire pour ¢lever la
température de 1’unité de substance de 1K lors de la transformation considérée.

Elle refléte 1a capacité d’un matériau a accumuler de 1’énergie sous forme thermique, pour
une masse donnée, quand sa température croit, une capacité thermique élevée signifie qu’une
grande quantité d’énergie peut étre stockée moyennant une augmentation relativement faible de la
température, la dispersion de nanoparticules solides aux fluides de base provoque généralement
une diminution de la chaleur spécifique du nanofluide obtenu, car la chaleur spécifique des
nanoparticules solides est plus faible que celle des fluides de base [19].

Il existe deux modeles pour le calcul de la chaleur spécifique des nano-fluides, la chaleur
spécifique peut €tre estimée a 1’aide de la régle des mélanges ou sur la base de I’hypothese de
I’équilibre thermique neutre des particules solides et du fluide de base. En se basant sur la regle de
mélange d’une suspension homogene, Pak et Cho [23] ont proposé 1’expression suivante pour le

calcul de la chaleur spécifique de nano-fluides :

Cpeff = ¢Cpp + (1 — @) Cp fb (4)

Ou Cpeff, Cpp et Cpfb dénotent respectivement la chaleur spécifique du nanofluide, la chaleur
spécifique des nanoparticules et la chaleur spécifique du fluide de base. Et ¢ est la fraction
volumique des nanoparticules.

De son co6té, Xuan et Roetzel [24]. Ont développé un modele de la chaleur spécifique des
nano-fluides basé sur I’hypothese de 1’équilibre thermique entre les particules solides et le fluide

de base de la maniére suivante :

@ ppCpp+(1—@)prpCp £
C = 5
peff @ ppt(1-@)psp (5)
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Ou pp, pf b dénotent respectivement la masse volumique des nanoparticules et la masse volumique

du fluide de base.

1.4.5. Stabilité colloidale

La stabilité¢ des nano-fluides représente le maintien de leurs performances pendant une
durée plus longue en conservant leurs propriétés sans agrégation ni regroupement de
nanoparticules dans le fluide de base [25] malgré la petite taille des nanoparticules, la gravité est
la principale raison de l'instabilité des nano-fluides , en plus des énergies cinétiques résultant du
mouvement brownien qui font qu'il ne reste pas en suspension pendant une longue période [26] et
l'adhérence des particules dispersées dans le fluide de base provoque la sédimentation des agrégats
de particules en raison de la gravité [27] Le nanofluide est considéré comme stable lorsque la
concentration en taille des particules surnageantes reste constante [28] la régulation du pH du
fluide est I'une des méthodes utilisées pour augmenter la stabilité des nano-fluides en créant une
charge de surface autour de la nanoparticule qui produit de fortes forces qui aident a la dispersion

des particules [28]

I.5. Techniques des caractérisations

La caractérisation des nano-fluides une étape cruciale pour analyser leurs propriétés
physico-chimiques, structurales et thermiques, diverses techniques sont mobilisées selon les
parametres étudiés. Par exemple, la diffraction des rayons X (XRD) permet d’identifier la structure
cristalline, tandis que la microscopie électronique a balayage (SEM) ou a transmission (TEM) offre
des informations sur la morphologie et la taille des nanoparticules, I’analyse élémentaire est
généralement réalisée par spectroscopie EDX. D’autres techniques comme la diffusion dynamique
de la lumiere (DLS) et la spectroscopie UV-Vis servent a évaluer la dispersion et la stabilité

colloidale des nanoparticules dans le fluide.

1.5.1. Diffraction des rayons X (XRD)

La radiographie aux rayons X est une technique d'imagerie basée sur l'enregistrement de
l'intensité des rayons X traversant un objet a l'aide de films ou de détecteurs, permettant ainsi de
rendre visible sa structure interne grace aux variations locales de I'absorption. L'un des
développements majeurs de ces derniéres années dans ce domaine est la tomographie assistée par

ordinateur aux rayons X (X-ray Computed Tomography - XCT).
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Enfin, les méthodes de diffraction des rayons X (XRD) reposent sur la capacité des cristaux
a diffracter les rayons X de maniére caractéristique, permettant une étude précise de la structure
des phases cristallines. Les spectres de diffraction enregistrés contiennent des contributions
additives de plusieurs caractéristiques micro- et macro-structurales de 1’échantillon. En exploitant
la position des pics de diffraction, il est possible d’étudier les paramétres de maille, le groupe
d’espace, la composition chimique, les contraintes macroscopiques, ainsi que 1’analyse

qualitative des phases[29].

1.5.2. Spectroscopie UV-Vis

Absorbance UV-Visible spectrophotométrie C’est une technique d’analyse quantitative qui
consiste a mesurer I’absorbance d’un milieu en fonction de la longueur d’onde et d’en étudier
1’évolution au cours du temps. Plus la solution est concentrée, plus 1’intensité du rayonnement
absorbé est importante dans la limite de la proportionnalité entre la concentration et I’absorbance
annoncée par la loi de Beer-Lambert. Dans le cas des nanoparticules en suspension dans un liquide
de base, la spectrophotométrie UV-visible est particulierement intéressante pour indiquer 1’état de
dispersion des particules ainsi que la présence ou non des agglomérats en se basant sur ’intensité
du faisceau absorbé ou transmis. En effet, la variation de la concentration et la taille des particules

surnageantes dans le temps est détectée par la mesure de I’absorbance des suspensions[30]

1.5.3. Microscopie Electronique a Transmission (MET) ou Electronique a balayage
(MEB)

La microscopie Electronique a Transmission ou a Balayage permet d’observer des
¢léments a D’échelle atomique, plus particuliecrement leurs tailles, leurs formes et leurs
distributions. Le figure 1.7 illustre le schéma de principe de fonctionnement du MEB (a) et du MET
(b). Ces procédés ne permettent pas de mesurer sous situation réelle des nanoparticules en
suspension dans un liquide de base, car les mesures s’effectuent généralement sur des échantillons
préalablement séchés. Néanmoins, ces techniques fournissent des informations pertinentes sur la
structure des nanoparticules et du réseau qu’elles peuvent former, a I’image des figures 1.5. Elles

permettent de controler la formation et la taille des agrégats au sein du nanofluide [31]
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Canon a électrons

(a) (b)

Faisceau d'électrons

Canon a électrons

Faisceau d’électrons
. Diaphragme (Anode)
Diaphragme (Anode)
Vers amplificateur,
panneau de commande
et écran de visualisation

Lentille magnétique

Lentille magnétique «
Echantillon

Bobines de balayage Lentille magnétique

Objectif et diaphragme ObsEation Plan focal
Electrons secondaires Plan image

et détecteur Ecran fluorescent
Echantillon (ou détecteur)

Figure 1.9.Schéma de principe (a) MEB ; (b) MET

Tableau 1.2.Tableau récapitulatif des différences entre MET et MEB [31]

Caractéristique MET (Transmission) MEB (Balayage)

Principe Faisceau d’¢lectrons traversant | Faisceau d’¢électrons balayant la
un échantillon ultra-fin surface

Reésolution Trés haute (jusqu'a 0,1 nm) Moins élevée (quelques nm)

Type d’image 2D, structure interne 3D, surface de 1’échantillon

Préparation Complexe (coupes ultrafines, | Plus  simple  (métallisation
fixation, coloration) parfois nécessaire)

Application Biologie, cristallographie, Matériaux, biologie, industrie,
nanomateriaux analyse chimique

1.6. Conclusion

Dans ce chapitre, nous avons donné une exploration approfondie des nano-fluides,
couvrant leur définition, leurs composants, leurs avantages et inconvénients, ainsi que leurs
caractéristiques thermophysiques et les techniques de caractérisation associées. Les nano-fluides,
constitués de nanoparticules dispersées dans des fluides porteurs, présentent des propriétés
thermiques améliorées, les rendant prometteurs pour diverses applications industrielles.
Cependant, leur utilisation nécessite une compréhension précise de leurs propriétés
thermophysiques, telles que la viscosit¢ dynamique, la conductivité thermique, la masse

volumique, la chaleur spécifique et la stabilité colloidale.
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L'évaluation rigoureuse de ces propriétés est essentielle pour optimiser les performances
des nano-fluides dans les systémes thermiques. De plus, la maitrise des techniques de
caractérisation, notamment la diffraction des rayons X (XRD), la spectroscopie UV-Vis et la
microscopie électronique a transmission (MET) ou a balayage (MEB) est cruciale pour analyser
et controler les caractéristiques des nano-fluides. Ainsi, une approche intégrée combinant une
caractérisation précise et une compréhension approfondie des propriétés des nano-fluides est
indispensable pour leur développement et leur application efficace dans les technologies

thermiques avancées.

21



II. Chapitre Il : La
modeélisation par
apprentissage
automatiq



Chapitre II : La modélisation par apprentissage automatique

II.1. Introduction

Dans un monde ou les données sont devenues une ressource stratégique, 1’intelligence
artificielle et plus particuliecrement I’apprentissage automatique (machine Learning) s’impose
comme un outil incontournable pour exploiter cette richesse informationnelle, permet aujourd’hui
a des systemes intelligents d’effectuer des tiches complexes telles que la reconnaissance d’images,
la prévision de séries temporelles ou encore la segmentation de clients....

L’apprentissage automatique repose sur une diversité de techniques, adaptées selon la nature
des données et les objectifs a atteindre, il se décline ainsi en plusieurs types supervisé, non
supervisé, semi-supervisé et par renforcement. Chacun répondant a des besoins spécifiques en
matiere de modélisation et d’analyse.

Dans ce contexte, la modélisation par apprentissage automatique occupe une place centrale,
elle consiste a traduire un probléme réel en un modé¢le mathématique capable d’apprendre a partir
des données disponibles pour en extraire des prédictions fiables. Contrairement aux méthodes
traditionnelles de modélisation fondées sur des €quations fixes, 1’approche par apprentissage
automatique repose sur 1’adaptation dynamique du modele aux données, ouvrant la voie a des
performances plus robustes et a une meilleure généralisation.

Dans ce chapitre nous avons exploré les fondements et les mécanismes de ’apprentissage
automatique selon la structure suivante :

Dans une premiere partie, nous avons défini les principes de ’apprentissage automatique et ses
principaux types. Ensuite, nous avons abordé la modélisation a travers apprentissage automatique,
en insistant sur ses spécificités face aux autres approches. Puis, nous avons présenté les algorithmes
les plus couramment utilisés en portant I’attention sur XGBoost Régression. Enfin, nous avons
détaille les différentes étapes de la modélisation, de la collecte des données jusqu’a I’évaluation et

I’optimisation du modéele.
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I1.2. Généralité sur la modélisation
11.2.1. La définition de la modélisation

La modélisation est le processus qui consiste & représenter un phénomene réel ou un
systéme complexe sous une forme simplifiée et compréhensible, généralement a I’aide d’un
modele mathématique, statistique ou informatique [1].

Les principaux objectifs de la modélisation consistent & comprendre le fonctionnement d’un
systeme, en en identifiant les relations essentielles entre ses différentes variables, afin de pouvoir
ensuite prédire son comportement dans diverses conditions. Cette compréhension permet
¢galement de simuler ou d’optimiser différents scénarios, en testant virtuellement les effets de
certains changements sans avoir a les expérimenter directement. Enfin, la modélisation fournit une
base solide pour prendre des décisions éclairées a partir des données disponibles, ce qui en fait un
outil clé dans de nombreux domaines scientifiques, industriels et économiques [1].

11.2.2. Les types de modélisation

Pour déterminer les propriétés des nanofluides (comme la viscosité, la conductivité
thermique, la densité, la capacité calorifique, etc.), plusieurs types de modélisation peuvent étre
utilisés.

La modélisation théorique, aussi appelée modélisation analytique, est un type de
modélisation physique ou physico-chimique qui repose sur des équations empiriques, semi-
empiriques ou dérivées de principes théoriques. Elle permet d’estimer certaines propriétés des
nanofluides en utilisant des formules mathématiques relativement simples. Parmi les exemples les
plus connus figurent le modele d’Einstein pour la viscosité, le modele de Maxwell pour la
conductivité thermique, ainsi que ceux de Brinkman ou Batchelor. Ces modeles sont généralement
utilisés pour prédire de fagon approximative les propriétés des nanofluides en fonction de
parametres comme la fraction volumique des nanoparticules, la température ou la taille des
particules [2].

La modélisation par apprentissage automatique (ou Machine Learning) est un type de
modélisation dite data-driven, car elle repose sur D’apprentissage a partir de données
expérimentales. Contrairement aux mod¢eles théoriques basés sur des €quations physiques, cette
approche utilise des algorithmes pour détecter des relations complexes entre les variables d’entrée
et les propriétés a prédire. Parmi les méthodes couramment utilisées figurent les modéles de

régression comme le SVR, XGBoost ou Random Forest. Cette approche permet de prédire avec
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précision des propriétés telles que la viscosité et la conductivité thermique des nanofluides, en

fonction de plusieurs paramétres comme la température et la taille des particules [2].

I1.3. L’apprentissage automatique

L’apprentissage automatique (machine Learning) a été introduit par Arthur Samuel en 1959,
qui le définit comme un « champ d’études permettant aux ordinateurs d’apprendre sans étre
explicitement programmés »[3]. Son principe repose sur I’analyse de grandes quantités des
données, la reconnaissance de modeles et I’optimisation des décisions en fonction des résultats
obtenus.

L'apprentissage automatique est un sous-domaine de ’intelligence artificielle qui utilise des
algorithmes formés sur des ensembles de données pour créer des modéles qui permettent aux
machines d'effectuer des tiches qui ne seraient autrement possibles que pour les humains, telles
que la catégorisation d'images, I'analyse de données ou la prédiction des fluctuations de prix...

Aujourd'hui, l'apprentissage automatique est l'une des formes les plus courantes
d'intelligence artificielle et il est souvent a 1'origine d'un grand nombre de biens et de services
numériques que nous utilisons tous les jours.

11.3.1. Types d'apprentissage automatique

Les divers biens et services numériques que nous utilisons quotidiennement reposent sur
différents types d’apprentissage automatique bien que leur objectif commun soit de développer
des machines et des applications autonomes, les approches employées varient selon la méthode

utilisée.

Types d’algorithme
Machine Learning

Apprentissage Apprentissage
par renforcement semi supervisé
Association Apprentissage Apprentissage Classification
. non SUpervise supervisé :
Clustering Régression

Figure I1.1.1es quatre Types de systéme d’apprentissage automatique [4]
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L apprentissage automatique se divise en quatre grandes catégories, en fonction de la

nature des données et de la maniére dont 1’algorithme apprend :

11.3.1.1. Apprentissage automatique supervise

L'apprentissage supervisé est un type d'apprentissage automatique dans lequel 1'algorithme
est formé sur un ensemble de données étiquetées cela signifie que les données d'entrée ont déja été
classées ou étiquetées par des humains et que l'algorithme apprend a faire des prédictions sur la
base de ces données €tiquetées [5].

Dans l'apprentissage supervis¢, l'algorithme recoit a la fois les données d'entrée et les
données de sortie correspondantes, et il utilise ces informations pour apprendre une fonction de
correspondance entre les deux il existe deux applications courantes de 1'apprentissage supervisé :
la régression et la classification.

o La régression :
Une autre application courante de I'apprentissage superviseé est la régression. Un modele de

régression établit une relation entre une variable dépendante continue (appelée Y) et une ou
plusieurs variables indépendantes (X) afin de prédire la valeur de Y pour de nouvelles données

[4].

Regression line . *
e Observed data -
680 A
660 A
>- -
640 - . ® ©
3 - .
620 4 o
600 a Ll T T T T
10 15 20 25 30
X1

Figure 11.2.Visualisation d’un mode¢le de régression [6]
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11.3.1.2. Apprentissage non supervisé

L'apprentissage non supervisé est un autre type courant d'apprentissage automatique ou,
contrairement & l'apprentissage supervisé, l'algorithme est formé sur un ensemble de données non
étiquetées [5].

Dans l'apprentissage non supervisé, l'algorithme ne recoit aucune information sur la sortie
ou les étiquettes des données d'entrée. Au lieu de cela, il apprend a identifier des modéles et des
structures dans les données par lui-méme les principes types d’apprentissage non supervisé : le
regroupement et la réduction de la dimensionnalité.
11.3.1.3. Apprentissage semi-supervisé

L'apprentissage semi-supervisé est une combinaison de techniques d'apprentissage supervisé
et non supervisé. L'algorithme est formé sur un ensemble de données qui contient & la fois des
données étiquetées et non étiquetées.

Les données étiquetées sont utilisées pour former l'algorithme de maniere supervisée, tandis
que les données non étiquetées sont utilisées pour aider I'algorithme a en apprendre davantage sur
la structure sous-jacente des données.

L’idée derriére l'apprentissage semi-supervisé est que les données non marquées peuvent
étre utilisées pour améliorer la précision et la capacité de généralisation de I'algorithme [5].
11.3.1.4. Apprentissage par renforcement

Le dernier grand type d'apprentissage automatique est I'apprentissage par renforcement, dans
lequel un agent apprend a prendre des décisions en interagissant avec un environnement. Dans
I'apprentissage par renforcement, I'agent entreprend des actions dans I'environnement et recoit un
retour d'information sous forme de récompenses ou de punitions, 1’objectif de l'agent est

d'apprendre a maximiser sa récompense a long terme [5].
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- Environnement
action

Conséquence :
Nouvel état de I'environnement

Figure 11.3.Structure de I'apprentissage par renforcement [7]

I1.4. Les algorithmes de ’apprentissage automatique

Les algorithmes d’apprentissage automatique (machine Learning) sont des méthodes
mathématiques et informatiques qui permettent a une machine d’apprendre a partir de données et
de faire des prédictions ou des décisions sans étre explicitement programmeée [3], les algorithmes
d’apprentissage automatique les plus courantes sont :
o Régression (linéaire, logistique)
o Arbres de décision / Random Forest
o SVM (Support Vector Machine)
o XGBoost
o K-Means / Clustering

o Apprentissage par renforcement (Q-Learning, DQN, PPO)

11.4.1. Choix du modéle

Il existe une diversité considérable d'algorithmes en apprentissage automatique. Il devient
donc essentiel de déterminer lequel choisir. Un premier critéere de sélection concerne le type
d'apprentissage souhaité ou possible. Ainsi, il est nécessaire de décider si l'on opte pour un
apprentissage supervisé, non supervise ou par renforcement, en fonction des exigences de la tache
a accomplir et des données disponibles [8].

Dans ce travail, nous nous focaliserons sur 1’algorithme Extreme Gradient Boosting

(XGBoost).
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11.4.2. XGBoost Régression :

Dans I’apprentissage automatique, nous combinons souvent différents algorithmes pour
obtenir de meilleurs résultats et optimiser les résultats.

Notre objectif principal est de minimiser la fonction de perte pour laquelle, I’'un des
algorithmes célebres est la technique XGBoost qui fonctionne en construisant un ensemble
d’arbres de décision séquentiellement ou chaque nouvel arbre corrige les erreurs commises par
le précédent [8].

Il utilise des techniques d’optimisation avancées et des méthodes de régularisation qui

réduisent le surajustement et améliorent les performances du modéle [9].

11.4.2.1. Les hyperparamétres dans XGBoost
Un hyperparamétre est un type de parametre externe au modele défini avant le début du
processus d'apprentissage il est réglable et peut affecter directement les performances d'un modeéle

[10], les paramétres les plus courants sont :

o Max_depth : La profondeur maximale par arbre, un arbre plus profond peut augmenter les
performances mais aussi la complexité et les chances de sur-ajustement, la valeur doit étre un
entier supérieur a 0.

o Learning_rate (eta) : le taux d'apprentissage détermine la taille du pas a chaque itération
pendant que le modele s'optimise vers 1’objectif, un faible taux d'apprentissage ralentit le
calcul et nécessite plus de tours pour obtenir la méme réduction d'erreur résiduelle qu'un
modeéle avec un taux d'apprentissage éleve, mais cela optimise les chances d'atteindre le
meilleur optimum, la valeur doit étre comprise entre [0, 1] et la valeur par défaut est 0,3.

o n_estimators : nombre total d’arbres générés équivaut au nombre de tours de boost, la valeur
doit étre un entier supérieur a 0.

o alpha (reg_alpha) : Contréle la régularisation L1 sur les poids (Lasso Regression), en
réduisant le sur-ajustement en eliminant certaines caractéristiques inutiles.

o Lambda (reg_lambda) : contréle la régularisation L2 sur les poids (Ridge Regression), cela
pourrait aider a réduire le surajustement.

IL5. Etapes de la Modélisation par Apprentissage Automatique

La modélisation par apprentissage automatique suit une serie d'étapes méthodiques qui
permettent de passer des données brutes & un modeéle fiable capable de faire des prédictions ou de
classer des informations, ces étapes sont essentielles pour garantir la qualité, la pertinence et la
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robustesse du modéle construit. le processus de création d’un modéle d’apprentissage automatique

comprend six étapes [11] :

1- Collecte et compréhension des données

2- Prétraitement des données

3- Séparation des données

4- La configuration et I’entrainement du mod¢le

5- L’évaluation des performances

6- Le test et I’ajustement du modele

Tableau I1.1.Les étapes de la modélisation par Apprentissage Automatique [10]

etapes

descriptive

Collecte et compréhension des
données

Cette premiere etape consiste a rassembler les donnees nécessaires a la

modelisation et crucial de comprendre la nature de variable

Prétraitement des données

Cette étape concentre sur le nettoyage des données comme la normalisation

ou la standardisation des variables...

Séparation des données

Dans cette etapes les données sont divisée a deux partie

training set et test set

La configuration et ’entrainement du
modele

La configuration ou le choix de I’algorithme dépend du type de probléme
(régression, classification, etc.) et des caractéristiques des données par
contre L'entrainement consiste a ajuster les parametres internes du modele

pour minimiser une fonction de perte.

L’évaluation des performances

Le modeéle est evalué a [’aide de métriques adaptées :
O Reégression : MAE, RMSE, R?

U Classification : Accuracy, Precision

Le test et I’ajustement du modéle

La derniére étape de l’apprentissage automatique consiste a évaluer les

performances du modele dans des conditions reelles.
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I1.6. Conclusion

L’apprentissage automatique transforme radicalement notre maniere de comprendre, prédire
et agir sur le monde qui nous entoure, grace a la puissance des algorithmes et a 1’abondance des
données, il permet aux machines de développer des comportements intelligents, souvent
comparables, voire supérieurs, a ceux de I’humain dans certaines taches spécifiques.

Tout au long de ce chapitre, nous avons exploré les fondements de cette discipline, en
commengant par ses types et ses techniques clés, nous avons ensuite mis en lumiere la modélisation
spécifique a D’apprentissage automatique, en soulignant ses avantages face aux approches
traditionnelles.

L’analyse des algorithmes couramment utilisés, avec un accent particulier sur XGBoost
Régression, nous a permis de mieux comprendre la mécanique d’apprentissage. Enfin, les étapes
de la modélisation ont ét¢ détaillées afin de fournir une méthodologie rigoureuse et reproductible

pour développer des modéles performants.
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Chapitre III : Développement d’un model XGBR pour la prédiction de viscosité et la conductivité
thermique des nanofluides

II1.1.Introduction

Dans le cadre de ce travail, la modélisation de deux propriétés thermophysiques des
nanofluides la viscosité et conductivité thermique a été réalisée en s’appuyant sur des données
expérimentales publiées et sur 1’algorithme de régression XGBoost (Extreme Gradient Boosting
Regressor). Ce chapitre présente de maniére detaillée la méthodologie adoptée pour collecter,
préparer et traiter ces données, ainsi que les étapes suivies pour entrainer et valider le modele
prédictif. Enfin, les résultats des modeles développées sont analysés a travers différents
paramétres statistiques (R?, Q%cv, RMSE, MSE, MSA) et par la prédiction des nouveaux points
de la base cachée. L’interprétation des modeles XGBR a été réalisée par I’analyse de la

contribution et I’importance de chaque paramétre d’entrée sur la conductivité thermique.

II1.2. Matérielle et méthodes
111.2.1.Collecte de la base des données

Dans le cadre de cette étude, un ensemble de 520 données expérimentales sur la viscosité

et de 514 sur la conductivité a été extrait de la littérature scientifigue. Comme présenté dans le
tableau I11.1 chaque étude rapporte des mesures précises de viscosité et de conductivité thermique
pour divers types de nanofluides.
Cing variables ont été considérées pour caractériser les nanoparticules : la masse molaire, le
diamétre, la chaleur spécifique et la fraction volumique. Pour le fluide de base, trois variables ont
été prises en compte : la masse molaire, la densité et la chaleur spécifique. La température du
nanofluide a également été incluse comme variable d’entrée.

La présence de multi-colinéarité parmi les dix descripteurs sélectionnés pour chaque
modele a été analysée a I’aide des coefficients de corrélation. Toute variable explicative présentant
un coefficient de corrélation supérieur a 0,75 a été écartée de 1’analyse afin de limiter les
redondances et préserver la robustesse du modéle. Les données expérimentales couvrent une large
gamme de configurations expérimentales, ce qui permet une représentation compléte et diversifiée

des comportements thermophysiques des nanofluides.
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Tableau I11.1.Caractéristiques expérimentales des nanofluides extraites de 16 études

thermique des nanofluides

scientifiques

Reference | Nanofluides Input Output
[1] AglH20 | T (50-90) ; ¢ (0,0.3,0.6,0.9) ., (61.5nm) 2
T (15-35) ; ¢ (0,0.2,0.6,1,1.5,2) ; 2
[2] TiO2/H20
dpp (50nmM) n
T (32-67) ; ¢ (0,1.3,2.8,4.3) 1
[3] AL203/water
; dpp(13nm) n
T (20-60) ; 1
[4] Fe304/water
$(0,0.2,0.4,0.6,0.8,1,1.5,2) ;d,,,,(13nm) n
T (25-55) ;
[5] Ag/EG n
¢ (0,0.25,0.5,0.75,1,1.5,2) ;d,,,,(40nm)
[6] CUO/R134a T (27-52) ;¢ (1,2,3,4,5) ;dp(20nm) 3
[7] Al203/Transol | T (20-50) ;¢ (0,0.1,0.3,0.5,1) ;d,,(20nm) :71
T (20-50) ;¢ (0,0.25,0.5,0.75,1,1.25,1.5,2)
[8] MgO/H20 1
dpp (55nM)
[9] Zn0O/H20 T (20-60) ;¢ (0,0.5,0.75,1) ;d,,,,(20nm) n
[10] . . A
AI203/R141b | T (5-20) ;¢ (0.1,0.2,0.3,0,4) ;d,,,,(13nm) ,
T (20-50) ;
[11] GO/H20 1
¢ (0,0.25,0.5,0.75,1,1.25,1.5,2) ;d,,,,(5.5nm)
T (26-55) ;¢ (0.125,0.25,0.5,1,2,3) ;
[12] Fe/lEG n
dpp (40nmM)
T (25-55) ;
[13] Si02/H20 ¢ (0,0.1,0.25,0.5,1,1.5,2,2.5,3) ; 1
dpp, (50nmM)
T (10-50) ;¢ (0,0.04,0.1,0.4,0.8,1)
[14] SiC/H20 1
ydnp(25nm)
[15] Si02/H20 T (20-50) ;¢ (0,0.5,1,2) ;d,,,,(69.09nm) 2
[16] GQDs/H20
¢ (0,0.05,0.1,0.2,0.3,0.4,0.5) ;d,,,,(20nm) n
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I11.2.2. Division base de Données
111.2.2.1. Division base de Données pour conductivité thermique

Pour garantir un apprentissage optimal de modéle XGBoost. Un ensemble des 514 données
expérimentales ont été divisé en deux sous-ensembles. La premier base (433 points) a été
consacrée pour le développement de modele. Cette dernicre est répartie en deux sous-ensembles,
80 % pour I’apprentissage (352 points) et 20 % pour le test (81 points), comme présenté dans le
Tableau II1.2.

La deuxiéme base (81) a été utilisé comme un test externe pour valider la capacité du
modele a généraliser & de nouvelles données. Cette approche assure une évaluation objective et

fiable des performances prédictives.

Tableau I11.2.Répartition des données pour la modélisation de conductivité thermique

Premieére division Nombre de

Ensemble de données de Data points

Description

Apprentissage 352 Utilisé pour entrainer le modéle (80 %)

1°" sous-ensemble
(433points)

Utilisé pour évaluer le modéle pendant

Test 81 I'entrainement (20 %)
28me sous-ensemble Utilisé pour valider la performance du
Test externe . 81 X S .
(81 points) modele sur des données jamais vues

Ensemble complet de données

Total 514 514 g
experimentales

111.2.2.2. Division base des Données pour viscosité dynamique

Toujours dans le but d’assurer un apprentissage optimal du modéle XGBoost, un ensemble
de 520 données expérimentales a été réparti en deux base des donnees distincts. La premiere base
des données (433 points), a été consacrée pour le développement du modele. Cette derniere a eté
subdivisé en deux sous-ensembles : 80 % des données (352 points) ont été affectés a la phase
d’apprentissage, tandis que les 20 % restants (81 points) ont servi a un test, comme le représente
le Tableau I11.3.
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Le deuxiéme base (87) a été utilisé pour un test externe dans le but d’estimer sa capacité
de geénéralisation a de nouvelles données. Cette méthodologie garantit une validation rigoureuse

et fiable des performances prédictives.

Tableau I11.3.Répartition des données pour la modélisation de la viscosité dynamique

Ensemble de Premiere division de Nombre de D .
p ) escription
données Data points
Entrainement
(Training) 352
1°" sous-ensemble
(433points)

Test interne Utilisé pour évaluer le modele pendant
(Testing) 81 I'entrainement (20 %)

Utilisé pour entrainer le modéle (80 %)

2¢me sous-ensemble

Test externe (87 points) Utilisé pour valider la performance du modele

87 sur des données jamais vues

Total Ensemble complet de données expérimentales
520 520

II1.3.Modélisation par apprentissage automatique : application du modele XGBR
Des modeles de régression basés sur 1’algorithme XGBoost (Extreme Gradient Boosting
Regressor — XGBR) ont été développés afin de prédire la conductivité thermique et la viscosité

dynamique des nanofluides a partir des variables d’entrée considérées.

111.3.1. Validation croisée 5-fold

Dans cette étude, la validation croisée a 5 plis (5-fold cross-validation) a été utilisée afin
d’évaluer les performances du modele de maniere fiable. L’ensemble d’apprentissage (80 % des
données du 1 sous ensemble) a été divisé en cing sous-ensembles. A chaque itération, quatre
sous-ensembles sont utilisés pour I’entrainement, et le cinquieme, différent a chaque fois, sert au
test. Ce processus est répété sur tous les parties de base des données, de sorte que chaque sous-
ensemble soit utilisé une fois pour 1’évaluation. Les résultats sont ensuite moyennés afin d’obtenir
une estimation plus stable et représentative des performances du modéle, réduisant ainsi les risques

de surapprentissage.
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111.3.2. Utilisation de Grid Search :

Une recherche par grille (Grid Search) a ét¢ utilisée lors de la phase d’apprentissage afin
d’optimiser les hyperparamétres du modele XGBoost. Cette méthode consiste a tester de maniere
exhaustive plusieurs combinaisons de valeurs pour des hyperparameétres clés, notamment
(Learning_rate, max depth, n_estimators, reg_alpha et reg lambda).

Chaque combinaison est évaluée a I’aide de la validation croisée, et celle offrant les
meilleures performances moyennes est retenue. Les plages de valeurs choisies sont présentées dans

le Tableau I11.4.

Tableau I11. 4.Hyperparameétres de XGBoost Régression

Parameétre Learning rate Max_depth N_estimators Reg alpha Reg lambda

Intervalle | [0.01,0.1, 0.2] 3,5, 7] [50, 100, 200] | [0.1,0.5,1.0] | [0.5,1.0,2.0]

111.3.3.Evaluation des modeles par métriques statistiques
Afin d'évaluer de maniére rigoureuse la performance et la fiabilit¢ du notre modéle
développé, une validation approfondie a ¢été effectuée en combinant deux approches
complémentaires : la validation interne et la validation externe.
Les métriques statistiques qui ont été utilisées sont : le coefficient de détermination (R?),
l'erreur quadratique moyenne (RMSE), l'erreur absolue moyenne (MAE) et 'erreur quadratique

moyenne simple (MSE), comme représenté dans le Tableau IIL.5.
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Tableau I11. 5.Métriques statistiques utilisent dans notre modele

Formule des métrigues statistiques Descriptive
le coefficient de détermination mesure la
RZ -1 1R — Yp) 2 prgportion de la varianC(_a des valeurs d'une
= Y (VR — Ym) 2 variable dépendante expliquée par le modele

de régression[1].
RMSE est I'écart-type des résidus, les résidus
N sont la mesure de I'écart entre les points de
1 N données et la ligne de régression elle indique
RMSE = EZ()’R ~¥p)"2 la concentration des données autour de la
i=1 ligne du meilleur ajustement[2]

MAE mesure la taille moyenne des erreurs
1 dans un ensemble de prédictions, sans tenir
MAE = HZ |y — v compte de leur direction, elle est mesurée
i=1 comme la différence absolue moyenne entre
les valeurs prédites et les valeurs réelles et
sert & évaluer I'efficacité d'un modele de
régression [3].
Est un indicateur de vérification de la
MSE=1 Tk — V)2 fiabilité d’un modeéle et elle étudie les écarts
n entre les valeurs réellement observeées et les
valeurs prédites par le modéle[4].
Coefficient de prédiction croisée est une
Q%=1 — i1 (VR=Yp)2 mesure statistique utilisée pour évaluer la
Lis PR—Yym)"2 capacité prédictive d’un modele de
régression. Il est calculé via la validation
croisée et refléte la proportion de la variance
des données de réponse qui peut étre prédite
par le modéle[5].

IT1.4.Résultats et discussions
111.4.1. Matrice de corrélation

L’analyse des coefficients de corrélation entre les variables d’entrée d’un ensemble de
données permet d’identifier la nature et la force des relations linéaires entre les variables. Elle joue
un réle cle dans I’analyse exploratoire des données et la sélection des caractéristiques pertinentes
pour les modeles d’apprentissage automatique. En visualisant ces corrélations, on peut détecter les
relations positives, négatives ou nulles, ce qui facilite la compréhension des interdépendances entre

variables et guide les décisions lors de la modélisation des données.
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Les Figures 111.1 et 111.2 montrent qu’il y’a pas de corrélation assez importante entre les
variables d’entrée supérieur a 0.75 Ce qui nous a permis de suggérer l'absence de corrélation

linéaire significative entre les variables d’entrée sélectionnés.

Matrice de corrélation des variables d’entrée

MW-NP . -0.33 m m 025 027 041 -029 -0.19

1.00

0.75
DENS-NP m 00 | 0 017 036 0.1

~ 0.50
SHC-NP | 0.56 H 5 n 0.08  -0.34 -0.34 -0.09

-0.25

MW-FB | -0.25

0.08 1.00 -0.11 . -0.10  0.01
- 0.00
-0.11

010 01 013 0.05
-0.76
001 038 082 005 -

DENS-FB | 027  0.04 026 -0.34 -0.1 0.38

~-0.25

SHC-FB = 041 0.06 -0.17 0.25 -0.32

TEMPERATURE | -0.29  0.19 036 -0.34

S
3
e
S
8

VolumeRatio | -0.19

MW-NP
DIAM-NP
DENS-NP
SHC-NP
MW-FB
DENS-FB
SHC-FB
TEMPERATURE
VolumeRatio

Figure I11.1.Matrice de corrélation d’entrée pour conductivité thermique

Matrice de correlatlon des variables d'entrée

Mw-NP--oaaw 056 025 -027 041 029 -0.19
1.00
DIAM-NP H -017 004 006 019 -0.09
0.75
0.37 1

DENS-NP | 1)

- 0 LSl 011 026 017 036 0.1
k -050
SHCNP | 0.56 -0.85 034 -0.09
-0.25
MW-FB =025 -0.17 ; 0. i 010 001
-0.00
DENS-FB 027 004 026 034 -0.11 [EKN 011 038
--0.25
SHC-FB = 041 006 017 025 [EIGK (O 013  -0.32
-0.50
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Figure II1.2.Matrice de corrélation d’entrée pour la viscosité
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111.4.2. Meilleure Grid Search des hyperparameétres :

Les meilleurs hyperparametres ont été déterminés apres 1’évaluation de 1215 combinaisons
différentes, les valeurs optimales retenues présentées dans le Tableau I1L.6 ont permis d’atteindre
les meilleures performances du modele. Ces choix reflétent un bon équilibre entre complexité du

modele et capacité de généralisation.

Tableau I11.6.Meilleurs hyperparameétres choisie

Parameétre Learning rate max_depth n_estimators reg_alpha reg_lambda
Conduc_tIVIte 0.2 7 100 0.1 0.5

thermique

Viscosite 02 3 200 0.5 2

dynamique

IIL.5. Validation
111.5.1. Résultats de métriques statistiques
L’¢évaluation des performances des mod¢les a été réalisée pour la prédiction de deux propriétés
thermophysiques des nanofluides : la viscosité dynamique et la conductivité thermique.
Les résultats montrent une excellente capacité de prédiction Pour la viscosité dynamique le
modeéle atteint un coefficient de détermination R? de 0.9921 sur I’ensemble de test, avec une
erreur quadratique moyenne (RMSE) de 0.637 et une erreur absolue moyenne (MAE) de 0.01788
et la validation croisée Q% trés élevé 0.98033 ce qui confirme la stabilité et la robustesse du
modele.

Concernant la conductivité thermique, les performances restent également tres
satisfaisantes avec R? de 0.967 sur I’ensemble de test, un RMSE de 0.038 et un MAE de 0.01788
et la valeur Q% de 0.98510 témoigne d’une excellente capacité de prédiction et tous le détaille

présentée dans le Tableau III.

40



Chapitre III : Développement d’un model XGBR pour la prédiction de viscosité et la conductivité
thermique des nanofluides

Tableau I11.7.Les métriques statistiques pour la conductivité thermique

Métriques statistiques Entrainement Test
R2 0.997 0.967
RMSE 0.011 0.038
MSE 0.00013 0.00145
MAE 0.00733 0.01788
Q% 098510 | = -

Tableau 111.8.Les métriques statistiques pour la viscosité dynamique

Meétriques statistiques Entrainement Test
R2 0.999 0.9921

RMSE 0.228 0.637
MSE 0.052 0.4057
MAE 0.141 0.01788

Q% 098033 | @ -

111.5.2. Comparaison entre les valeurs expérimentales et prédites par XGBR

Les Figures II1.3 et II1.4 représentent respectivement la comparaison entre les valeurs
expérimentales et les valeurs prédites pour la viscosité dynamique et la conductivité thermique,
obtenues a 1’aide du modele XGBR. Ces comparaisons ont été réalisées en utilisant les ensembles
de données d’apprentissage et de test (validation interne et externe).

Dans les deux figures, les points correspondant aux données d’apprentissage (noirs) et de
test (bleus) sont majoritairement alignés autour de la ligne idéal (ligne pointillée noire), indiquant
une trés bonne concordance entre les valeurs expérimentales et les valeurs prédites. La courbe de
régression linéaire (ligne rouge) est pratiquement superposée a la ligne idéale, traduisant une forte

capacité prédictive du modele pour les deux propriétés thermophysiques de nanofluides.
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Figure 111.3.Graphe de la viscosité expérimentale avec celle prédites par modéle XGBR
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Figure 111.4.Graphe de la conductivité expérimentale avec celle prédites par modele XGBR
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I11.6. Test externe (base de données cachée)
111.6.1. Résultats de métriques statistiques

Les résultats du test externe (Tableau II1.9) montrent que le modéle XGBR prédit avec
une grande précision la viscosité dynamique (R? = 0.992, RMSE = 0.637) et la conductivité
thermique (R? = 0.989, RMSE = 0.024). Les faibles erreurs (MAE, MSE) confirment sa capacité
a généraliser sur des données jamais vues auparavant. Ces performances démontrent la robustesse

et la fiabilité du modele pour la prédiction des propriétés thermophysiques de nanofluides.

Tableau 111.9.Les métriques statistiques pour la conductivité thermique et la viscosité issues des
tests externes

Viscosité dynamique Conductivité thermique
s';/elxi;[srtii?qﬁss Test externe Métriques statistiques Test externe
R2 0.992 R? 0.989
RMSE 0.637 RMSE 0.024
MSE 0.40 MSE 0.00059
MAE 0.342 MAE 0.0142

111.6.2. La comparaison entre les valeurs expérimentales et prédites par XGBR

Les résultats du test externe confirment la capacité de généralisation du modéle XGBR,
avec des prédictions précises pour la viscosité et la conductivité thermique. La forte concordance
avec les valeurs expérimentales et la faible dispersion des points autour des droites de régression
idéales comme dans les Figures 111.5 et 111.6 démontrent la robustesse du modele, y compris pour
les cas de base cachée. Ces performances valident son efficacité pour des applications pratiques et

soulignent I’importance des tests externes dans 1’évaluation des modéles prédictifs.
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Figure 111.5.Prédiction de la viscosité expérimentale par le modéle XGBR : test externe.
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Figure 111.6.Prédiction de la conductivité thermique par le modele XGBR : test externe
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II1.7.Contribution des variables indépendantes au modéle
I11.7.1. Les variables d’entrées les plus influents pour conductivité thermique

Les parametres sont classés selon leur contribution a la conductivité thermique, allant des
plus influents aux moins influents. On observe que certaines variables ont un impact significatif
(positif ou négatif), tandis que d’autres ont un effet négligeable.

Les valeurs faibles (en bleu) de la masse molaire du fluide de base (M-FB) augmentent la
conductivité¢ thermique, contrairement a ses valeurs élevées (en rouge) qui la diminuent. En
revanche, pour d’autres parameétres comme la masse molaire des nanoparticules (M-NP), le
fraction volumique (volume ratio), la capacité thermique spécifique des nanoparticules (CP-NP),
et le diamétre des nanoparticules (DIAM-NP), ce sont les valeurs élevées (en rouge) qui
augmentent la conductivité thermique, tandis que les valeurs faibles (en bleu) la réduisent.

Enfin, les paramétres DENS-NP, CP-FB, et DENS-FB montrent un impact trés limité, voire
négligeable, sur la conductivité thermique. Parmi tous les parameétres, la masse molaire du fluide

de base (M-FB) se révele étre le facteur le plus influent sur la conductivité thermique.
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Figure 111. 7.Représente la contribution des variables d’entrée a la prédiction de la conductivité
thermique des nanofluides.

111.7.2. Les variables d’entrées les plus influents pour la viscosité dynamique

Les paramétres sont classés selon leur contribution a la viscosité, allant des plus influents aux moins
influents. On observe que certaines variables ont un impact significatif (positif ou négatif), tandis que
d’autres ont un effet négligeable.

Les valeurs faibles (en bleu) de la masse molaire du fluide de base (M-FB) et de la

fraction volumique (Volume Ratio) diminuent la viscosité, contrairement a leurs valeurs €levées
(en rouge) qui I’augmentent.

En revanche, pour d’autres parametres comme la température, la densité de
nanoparticules (DENS-NP), la densité du fluide de base (DENS-FB) et la masse molaire des
nanoparticules (M-NP), ce sont les valeurs €élevées (en rouge) qui diminuent la viscosité, tandis
que les valeurs faibles (en bleu) I’augmentent.

Enfin, les paramétres diamétre de nanoparticule (DIAM-NP), chaleur spécifique de
nanoparticule SHC-NP, chaleur spécifique de fluide de base SHC-FB montrent un impact tres
limité, voire négligeable, sur la viscosité.

Parmi tous les parametres, la masse molaire du fluide de base (M-FB) se révele étre le

facteur le plus influent.
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Figure 111.8.Représente la contribution des variables d’entrée a la prédiction de la viscosité des
nanofluides.

IT1.8.Comparaisons des XGBR aux approches existantes
111.8.1.Comparaison de la viscosité dynamique

Une prédiction précise de la viscosité, 1’'une des propriétés thermophysiques les plus
importantes des nanofluides, est essentielle dans les applications de fluides caloporteurs dans de
nombreuses industries et pour la premicre fois, XGBoost Régression, une méthode d'intelligence
artificielle robuste est utilisée pour prédire avec précision la viscosité des nanofluides.

Le modele XGBoost Régression (XGBR) développé dans cette étude a démontré une
performance prédictive remarquable pour la prédiction de la viscosité des nanofluides. Avec un
coefficient de détermination (R?=0.992, RMSE=0.637, MSE=0.40, MAE=0.342), XGBR surpasse
nettement les autres modeles d’intelligence artificielle comparée, le Random Forest malgré son
efficace, présente un R? légérement inférieur de 0.989 mais une RMSE significativement meilleure
(0.139), mais cette méthode n’a pas été validée sur une base externe ce qui limite sa capacité de
généralisation, contrairement a XGBR testé et validé sur des données non vues (base de cachée),
le modéle ANN (Artificial Neural Network) affiche un R?=0.9842, traduisant une bonne capacité

de géneralisation mais sans surpasser XGBR en termes de précision globale, le modéle LM-ANN
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(Linear Model - ANN) atteint un R?=0.99 avec une MSE extrémement faible (0.000678), ce qui
indique une tres bonne précision locale mais avec un jeu de données plus réduit (210 points contre
520 pour XGBR), ce qui limite la comparaison directe.

En ce qui fait que notre modéle plus dominant avec des approches comparer ce que on a
utilisé base de données cachée pour tester la généralisation de performance de notre modé¢le sur

des points qui n’jamais vu auparavant (R>=0.992, RMSE=0.637, MSE=0.40, MAE=0.342)

Tableau 111.10.Comparaison des performances des modeles pour la prédiction de la viscosité
dynamique des nanofluides

POINT
MODEL PERFORMANCE NANNOFLUIDS @ TRAINING% @ TESTING% DE REFERANCE
DONNEE
NOH®  Re=0.992, RMSE=0637  Plusieurs types de 0 2 520
(XGBR) MSE=0.40, MAE=0.342 nanofluides
Random - po_0.089, RMsE=0.139 = TlUSIeurs types de 75 25 2890 [8]
forest nanofluides
Différents
ANN R% = 0.9842 nanofluides a 70 30 622 [11]
base d'eau
R2=0.99, MSE =
LM-ANN 0.000678 Al203/ Eau 70 30 210 [12]

111.8.2. Comparaison de la conductivité thermique

La prédiction précise de la conductivité thermique des nanofluides est essentielle pour
concevoir des systemes de transfert de chaleur plus performants et pour cette raison, nous avons
utilisé le modéle XGBoost Regression (XGBR) pour prédire la conductivité thermique de plusieurs
types de nanofluides, et nous avons comparé ses performances a celles des modeles GMDH et
LM-ANN.

Le modele XGBR a obtenu une excellente précision prédictive avec un coefficient de

détermination R?>= 0.967, un RMSE de 0.034, une MSE de 0.00145 et une MAE de 0.01788.
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A titre de comparaison, le modéle GMDH, appliqué sur une base de données réduite (56
points) et limit¢ a un seul type de nanofluide (FesOs/Paraffine), affiche une performance
légerement inférieure avec un R>=0.9600 et un RMSE = 0.0179.

De son c6té, le LM-ANN, testé sur le systéeme Al.Os/Eau avec 210 points de données,
présente un R?>=0.99 et une MSE = 0.000678, indiquant une bonne précision, mais uniquement
pour un type de nanofluide donné.

Ainsi, le modele XGBR s’impose comme la méthode la plus robuste et généralisable,
combinant une précision €élevée, une faible erreur, et une capacité d'adaptation a différents
nanofluides, ce qui le rend particuliérement adapté a des applications industrielles ou la diversité
des conditions est courante.

En Ce qui fait que notre modéle plus dominant avec des approches comparer, ce que on a
utilisé base de données cachée pour tester la généralisation de performance de notre modele sur

des points qui n’jamais vu auparavant (R>=0.989, RMSE=0.024, MSE=0.00059, MAE=0.0142)

Tableau I11.11.Comparaison des performances des modeéles pour la prédiction de la conductivité
thermique des nanofluides.

PERFORMANCE POINT DE
MODEL (THERMAL NANOFLUIDS TRAINING% = TESTING% DONNEE REFERANCE
CONDUCTIVITY)
Notre R?=0.967,
\ RMSE=0.038 Plusieurs types de
QOGdBeg MSE=0.00145, nanofluides 80 20 514
MAE=0.01788
R?=0.9600, RMSE= .
GMDH 0.0179 Fe;0,/Paraffine 56 [4]
R2=0.99, MSE =
LM-ANN 0.000678 Al203/ Eau 70 30 210 [12]

I11.9.Conclusion

Dans ce chapitre, un mode¢le de régression par gradient boosting extréme (XGBR) a ¢été
développé afin de prédire deux propriétés thermophysiques majeures des nanofluides : la
conductivité¢ thermique et la viscosit¢ dynamique. En s’appuyant sur une base de données

expérimentales riche et variée, extraite de 16 articule scientifiques couvrant 784 points de mesure,
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Chapitre III : Développement d’un model XGBR pour la prédiction de viscosité et la conductivité
thermique des nanofluides

le processus de modélisation a été conduit selon une méthodologie rigoureuse intégrant la sélection
des variables, la validation croisée a 5 fold, et I’optimisation des hyperparametres par Grid Search.

Les résultats ont démontré une excellente performance prédictive du modele, en particulier,
les coefficients de détermination (R?) élevés, accompagnés de faibles valeurs des erreurs (RMSE,
MAE, MSE), ont confirmé la précision et la robustesse du mode¢le. La trés bonne concordance
entre les valeurs expérimentales et les prédictions, illustrée par les graphiques de comparaison,
renforce la fiabilité de I’approche adoptée.

L’analyse de la contribution des variables d’entrée a également permis de mieux
comprendre I’influence relative de chaque parametre sur les propriétés thermophysiques étudiées.

Enfin, une comparaison avec les approches existantes basées sur d’autres algorithmes de
machine Learning (GMDH, LM-ANN, Random Forest, ANN) a été réalisée. Les résultats ont
montré que le modele XGBR surpasse systématiquement ces méthodes en termes de précision et
de stabilité. Grace a sa capacité a gérer la non-linéarité, a éviter le surapprentissage via la
régularisation, et a optimiser automatiquement les interactions complexes entre variables, XGBR
constitue une approche de pointe et fiable pour la prédiction des propriétés thermophysiques des

nanofluides.
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Conclusions Générales
Le travail entamé dans ce mémoire se décline en deux parties distinctes :

La premicre partie a été consacrée a la constitution d’une base de données riche et variée,
couvrant un ensemble de 520 données expérimentales sur la viscosité et 514 sur la conductivité,
extraites de la littérature scientifique portant sur divers types de nanofluides mono-composants.
Les variables considérées incluent des parametres thermophysiques des nanoparticules (masse
molaire, diamétre, chaleur spécifique, fraction volumique), du fluide de base (masse molaire,
densité, capacité calorifique) ainsi que la température du systéme. Un nettoyage rigoureux des
données a été réalisé pour éliminer la redondance et la multi-colinéarité entre les variables. Cette
étape a permis de poser les fondations d’une modélisation robuste et généralisable.

Dans la deuxiéme partie des modeles prédictifs ont été développés a ’aide de I’algorithme
XGBoost optimisés par Grid Search et évalués a 1’aide d’une validation croisée 5-fold ainsi que
d’un test externe sur une base de données cachée. Les résultats obtenus révelent des performances
remarquables : des valeurs de R? de 0.992 pour la viscosité et 0.989 pour la conductivité thermique,
accompagnées de tres faibles erreurs de prédiction (RMSE, MAE, MSE). Ces performances ont
été confirmées par une analyse fine de la concordance entre les valeurs prédites et expérimentales,
aussi bien en apprentissage qu’en validation. De plus, 1’étude de I’importance des variables
d’entrée a permis d’identifier les facteurs ayant le plus d’influence sur chacune des propriétés
cibles.

Une comparaison approfondie avec d’autres approches de la littérature (Random Forest,
ANN, LM-ANN, GMDH) a permis de mettre en évidence la supériorit¢é du modéle XGBR en
termes de précision, de robustesse et de capacité a généraliser a de nouvelles données.
Contrairement aux méthodes empiriques ou aux corrélations spécifiques a un type de nanofluide,
notre modele offre une applicabilité élargie et s’adapte a différents systémes expérimentaux.

Les principaux résultats qu’on peut ressortir de cette mémoire sont les suivants :

e [’algorithme XGBR permet une prédiction tres précise des propriétés thermophysiques des
nanofluides, en s’appuyant exclusivement sur des données expérimentales disponibles dans
la littérature

e Le compromis entre amélioration de la conductivité thermique et augmentation de la
viscosité reste un facteur critique pour I’optimisation des nanofluides dans des applications

pratiques
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La validation croisée et les tests externes montrent une excellente concordance entre les
valeurs simulées et les données expérimentales avec des métriques statistiques tres élevées
(R?>0.98) et des erreurs absolues moyennes tres faibles.

La masse molaire du fluide de base, masse molaire du nanoparticules, température et la

fraction volumique étaient les facteurs les plus influents sur les deux propriétés étudiées.
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