République Algérienne Democratique et Populaire
Ministére de I'Enseignement Supérieur et de la Recherche Scientifique

UNIVERSITE YAHIA FARES DE MEDEA

Département de Génie des Procédés et

Environnement
A Laboratoire de Biomatériaux et Phénomene de Transport
S = (LBMPT)
U

THESE DE DOCTORAT

Présentée par :
M!le Widad BENMOULOUD
Licencié en Génie des Procédés et Environnement : Université de Médéa, Algérie
Master en Génie chimique : Université de Médéa, Algérie

En vue de Uobtention du titre de Doctorat en Génie chimique
Filiere : Génie des Procédés
Theéme
Contribution a la modélisation des propriétés

physiques et thermodynamiques des liquides ioniques

purs et leurs mélanges.

Soutenue devant le jury composé de :

Pr. LAIDI Maamar Professeur, Université Yahia Fares de Médéa Président

Pr. NASRI Loubna Professeur, Université de Constantine 3 Examinatrice

Dr. AMMI Yamina Maitre de Conférences A, Université Yahia Fares de Médéa Examinatrice

Pr. HANINI Salah Professeur, Université Yahia Fares de Médéa Invité

Pr. SI-MOUSSA Cherif Professeur, Université Yahia Fares de Médéa Directeur de thése
Pr. BENKORTBI Othmane Professeur, Université Yahia Fares de Médéa Co Directeur de thése

Université de Médéa, Médéa 26000, Algérie



Dédicaces

Dédicaces

J’ai I’timmense plaisir de dédier ce modeste travail a :

Ceux que j’aime le plus au monde, mes tres chers parents qui
m’encouragent et me poussent toujours vers la réussite, que ALLAH

les garde et les protege.

Je vous dois ce que je suis aujourd'hui grace a votre amour, votre
patience, vos innombrables sacrifices et toute I'éducation que vous

m'avez donnée.
A mon cher frére Abdelhak, et sa femme Romaissaa
A ma chérie niéce Hiba,
A mon grand-pére et mes grands-meres,
A toute ma famille BENMOULOUD,
A mes copines Imene et Hayet,

A tous ceux qui m'ont soutenu de prés ou de loin.

BENMOULOUD Widad



Remerciement

Remerciement

ﬂvant tout je remercie ALLAH le tout puissant de m'avoir donné la volonté, la force, la

patience et le courage de mener a bien ce modeste travail car ma réussite n'est due qu'a Allah.

]e tiens a adresser mes plus sincéres remerciements a mon Directeur de These Pr. Sl-

MOUSSA Cherif qui a cru en moi depuis mes annéees de master et & mon Co-Directeur de
Theése Pr. BENKORTBI Othmane pour le temps précieux qu'ils ont consacrés au cours de
mes travaux et recherche et pour leurs suggestions, tant sur le plan scientifique qu'éthique, ou
ils ont été une source constante de conseils et de réflexions. Et pour la confiance qu’ils m’ont

accordée durant ces quatre années.

]e tiens également a exprimer mes plus vifs remerciements aux mes chers parents et

cher frere pour le suivi quotidien des activités de recherche et pour leurs encouragements.

]e tiens également a présenter ma profonde gratitude aux : président du jury le

professeur Pr. LAIDI Maamar, et & messieurs les membres de jury Pr. HANINI Salah, Dr.
AMMI Yamina a I'université de Médéa et Pr. NASRI Loubna a I'université de Constantine 3,

d'avoir accepté de juger ce modeste travail.

]e remercie ma copine Imene et tous ceux qui ont contribué de prés ou de loin,

directement ou indirectement durant ces années de recherche et d'études. Je ne peux conclure

sans un mot de remerciement & tous mes enseignants et a tous mes collégues.



Laile
Ledaatlig g 4801 A5 041 ) geall 45 ) ) ASalial) g Aty i) (o) i) dandad (B et lucal)

Dshial e b8 peal €13 5 S o) und Cilyde el Jil sl (e Baaa A3 (1) A 0¥ B gl IS
Glai e A V) Jil sl e (g shati glee (ol aaanall Aylaall lpaailad aw ¢lld g o Al s eliall y anlSY)
Aadadl) (8 celldly 4 ) jall ASpalinll 5 Aplessll 5 400 Hdll (ailiadd) (e de gana 48 yra (55 pall e ¢ olia
A ¥ Jilull inald dadar A aalud QSPR zilai sk ga Jaall 138 (e Cangll Gl M 35S daal Lgd
aleill eyl 53 aladiuls 4 oY) J5gaal) (8 (s SISl A Gl sd Al 5 AU Jallaall adand) i il Laa
Y

e B 5K acldl (Adlide &y gaime lydo/eletL 1) Gl Uadt 62 st sl e A5V liaalie &3S
Lpaall A8l Aplua oIS LB EO Gl JBA (e Sl e lemen o3 dmad by Al 1623
Gy Jand ) aeall EG A5 ((LSSVM) (s small Clay yall aed <L AT 5 ((ANN) &30l delilaiay)
) Al Sl Ly ) Saall (e daad ds il ikl Gl ple S5 (SVM-PSO) el e
LY cOldas i o AV gl e Jumil ANN J8 e il O celld ey A2 ) 6 Laea
e %0.846650.9979 = ANN Asaal) ASE] 73 il Glaall il ol jai¥) Jas siay lgie jumal) ) jaiY)
sl

o BsSa 320l gl die 124 B a8 ansl B lsd Al sl e Al liaabaae @3S,

el JiL A5 (ANN) 4seiill e lihua) dpanll 45030 aladiuly Sl (e Lemen o3 dam et cilily 10116

LagiSay (pad saill IS (4 Lgile Jsmanll &5 ) il @ jelal (DA-SVM) sl d3a ) 53 ddassl 59 Liluadll

SIS L )Y Jalae ae ANN z35edl Caiila (5585 aa LI o8 050 S0 2l S 0l sd BlEy (355 50 ISy 5l
s e 0.019950.9906 Jull lasll Uadll o gia g

<ANN c@l.u;l\ <14l sQSPR ‘O}:‘JS” A,p.nS\ ‘;\u ul.sJJ ‘M\ JS).J\ c@ﬁ‘y\ d:\\y.d\ ;@al.ﬁd\ Cilalsl)
.DA-SVM SVM-PSO «LSSVM



Abstract

Abstract
Contribution to the modeling of the physical and thermodynamic properties of pure

ionic liquids and their mixtures.

lonic liquids (ILs) constitute a new class of liquids, considered innovative green
solvents of great importance from academic, industrial and environmental perspectives, due to
their attractive properties. To design any process involving ILs on an industrial scale, it is
necessary to know a range of physicochemical and thermodynamic properties. Therefore, its
modeling is extremely important. The objective of this work is to develop QPSR models
which contribute to the modeling of two properties of ionic liquids namely the surface tension
of binary mixtures and the solubility of CO> in ILs, using algorithms of machine learning.

The first contribution focused on the prediction of the voltage of 62 binary mixtures (IL
+Water/different organic solvents) for a base of 1623 experimental data points collected from
the literature by the application of three computational intelligence techniques, predictive
artificial neural network (ANN), least squares support vector machine (LSSVM), and particle
swarm optimization-powered support vector machine (SVM-PSO). Overall, the proposed
models allowed to correlate accurately the experimental data. However, the prediction by
ANN was better than the other two approaches. The correlation coefficients R and deviations
expressed as average absolute relative deviation ERAM for the neural network model are
estimated to be 0.9979 and 0.8466%, respectively.

The second contribution focused on the prediction of CO> solubility in 124 ILs for a
base of 10,116 experimental data using predictive artificial neural network (ANN) and
optimized Support Vector Machine by the dragonfly algorithm (DA-SVM). The results
obtained showed that both models can reliably predict the solubility of CO; in IL with a slight
superiority of the ANN model with an overall correlation coefficient R and an average
absolute error EAM of 0.9906, and 0.0199, respectively.

Keywords: lonic liquids, surface tension, CO2 solubility, QSPR, computational intelligence,
RNA, LSSVM SVM-PSO, DA-SVM.



Résumé

Résumé

Contribution a la modélisation des propriétés physique et thermodynamiques des

liquides ioniques purs et leurs mélanges.

Les liquides ioniques (LIs) constituent une nouvelle classe de liquides considérés
comme des solvants verts innovants revétant une grande importance du point de vue
académique, industriel et environnemental, en raison de leurs propriétés attrayantes. Pour
concevoir tout processus impliquant des Lls a I'échelle industrielle, il est nécessaire de
connaitre une gamme de propriétés physico-chimiques et thermodynamiques. Par conséquent,
sa modélisation est extrémement importante. L’objectif de ce travail était de développer des
modeles QPSR contribuant a la modélisation de deux propriétés des liquides ioniques a savoir
la tension superficielle de mélanges binaires et la solubilité du CO dans les LlIs & l'aide des
algorithmes d'apprentissage automatique.

La premiére contribution a porté sur la prédiction de la tension de 62 mélanges binaires
( LI+Eau /différents solvants organiques ) pour une base de 1623 points de données
experimentales collectés a partir de la littérature par I'application des trois techniques
d’intelligences computationnelles, le réseau neuronal artificiel prédictif (RNA), les machine a
vecteurs de support des moindres carrés (LSSVM) et la machine a vecteurs de support
optimisée par optimisation par essaim de particules (SVM-PSQ). Globalement, les modéles
proposés ont permis de corréler avec précision les données expérimentales. Cependant, la
prédiction par le RNA était meilleure que les deux autres approches. Les coefficients de
corrélation R et les écarts exprimés en écart relatif absolu moyen ERAM% pour le modele de
réseau neuronal sont estimés a 0.9979 et 0.8466%, respectivement.

La deuxieme contribution a porté sur la prédiction de la solubilité du CO2 dans 124 LlIs
pour une base de 10 116 données expérimentales a I'aide de réseau neuronal artificiel prédictif
(RNA) et Machine a vecteurs de support optimisée par I'algorithme de libellule (DA-SVM).
Les résultats obtenus ont montré que les deux modeles peuvent prédire de maniére fiable la
solubilité du CO2 dans les LI avec une légere supériorité du modéle RNA avec un coefficient
de corrélation global R et un erreur absolue moyenne EAM de 0,9906, et 0,0199,

respectivement.

Mots clés : Liquides ioniques, tension superficielle, la solubilité du CO2, QSPR , intelligence
computationnelle, RNA, LSSVM,SVM-PSO, DA-SVM.
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COSMO-SAC Modele de criblage de type conducteur - Coefficient d'activité de
segment (Conductor-like Screening Model - Segment Activity
Coefficient)
cov Composés Organiques Volatils
CPA ssociation cubique plus (Cubic Plus Association)
CSA recuit simulé couplé (Coupled Simulated Annealing)
CSGC Contribution du groupe des Etats correspondants (Corresponding States
Group Contribution)
DA Algorithme libellule (Dragonfly Algorithme)
DBN Réseaux de croyance profonde (Deep Belief Network)
DE Evolution différentielle (differential Evolution)
DNN Réseau neuronal profond (Deep Neural Network)
DT Arbre de décision (Decision Tree)
EAM Erreur absolue moyenne
ELL Equilibres Liquide-Liquide
ELM Machine d'apprentissage extréme (Extreme Learning Machine)
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EOS équation d'état cubique (cubic equation of state)
ePC-SAFT Théorie statistique des fluides associés aux chaines perturbées des
électrolytes (Electrolyte perturbed-chain Statistical Associating Fluid
Theory)
EQM Erreur quadratique moyenne
EQRM Erreur quadratique relative moyenne
ERAM Erreur relative absolue moyenne
EVL Equilibre -Vapeur-Liquide
EVLL Equilibres triphasés vapeur-liquide-liquide
FFA Algorithme de luciole (Firefly Algorithm)
FF-RNA Réseau neuronal artificiel a action directe (Feed-Forward artificial
neural network)
FOA Algorithme d’optimisation mouche des fruits (Fruit-fly Optimization
Algorithm)
FVT Théorie du volume libre (Free Volume Theory)
GA Algorithme génétique (Genetic Algorithm)
GAMESS Systeme général de structure électronique atomique et moléculaire
(General Atomic and Molecular Electronic Structure System)
GBR Régresseur d'amplification de gradient (Gradient Boosting Regressor)
GBT Arbre d'amélioration du dégradé (Gradient Boosting Tree)
GC Contribution de groupe (Group Contribution)
GC-ER Contribution du groupe Esmaeilzadeh-Roshanfekr
GC-NLF EoS Equation d'état des fluides de réseau non aléatoires a contribution de
groupe (group contribution non-random lattice fluid equation of state)
GEP Programmation d'expression génique (Gene Expression Programming)
GMDH Méthode de groupe de correélation de traitement des données (Group
Method of Data Handling)
GMDH-RNP Méthode de groupe de réseau neuronal polynomial de type traitement
de données (Group Method of Data Handling type Polynomial Neural
Network )
GSA Algorithme de recherche gravitationnelle (gravitational search
algorithm)
H2S Sulfure d'hydrogene
ICA Algorithme concurrentiel impérialiste (Imperialist Competitive
Algorithm)
IDAC Coefficient d'activité de dilution infinie (Infinite Dilution Activity
Coefficient)
IFC Contribution de fragments ioniques (lonic Fragments Contribution)
KNN Algorithme K-voisin le plus proche (K Nearest Neighbour algorithm)
KNNR K-Nearest-Neighbour Regression
LI Liquide ionique
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LI-Rev Liquides loniques Réversibles
Lls Liquides ioniques
LM Algorithme de Levenberg-Marquardt (Levenberg-Marquardt
algorithm)
LSSVM Machine a vecteur de support aux moindres carrés (Least Squares
Support VectorMachines)
MGGP Programmation genétique multigénique (Multi-Gene Genetic
Programming)
ML Apprentissage automatique (Machine Learning)
MLG Modele Linéaire Généralisé
MLP Modeéle de perceptron multicouche (Multi-LayerPerceptron)
MTPS Source plane transitoire modifiée (Modified Transient Plane Source
Method)
MWCNT Nanotubes de carbone a parois multiples (Multiwalled Carbon
Nanotube)
NEILs Liquides ioniques améliorés par des nanoparticules (Nanoparticle-
Enhanced lonic Liquids)
NLR Régression non linéaire (Nonlinear Regression)
PC Propriétés Critiques
PC-SAFT Théorie des fluides associatifs statistiques a chaine perturbée (The
] Perturbed-Chain Statistical Associating Fluid Theory)
PHSC Equation de chaine de sphére dure perturbée d'Etat (Perturbed Hard
Sphere Chain Equation of State)
PR Peng — Robinson
PSO Optimisation par essaim de particules (Particle swarm optimization)
PSRK I'approche prédictive-Soave-Redlich-Kwong (Predictive-Soave-
Redlich-Kwon)
QM Modeéle quantique (Quantum Model)
QSAR Relation quantitative structure-activite.
QSPR Relation quantitative structure-propriéte.
RBF Fonction a base radiale (Radial Basis Function)
RF Forét aléatoire (Random Forest)
RL Régression linéaire
RNA Réseaux de neurones artificiels
RNG Réseaux de neurones graphiques
RNN Réseau neuronal récurrent (Recurrent Neural Network)
RTIL Liquide ionique a température ambiante (Room Temperature lonic

Liquid)
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SA Recuit simulé (Simulated Annealing)
SCE Evolution complexe mélangée (Shuffled Complex Evolution)
SCG Gradient conjugué mis a I'échelle (Scaled Conjugate Gradient)
SPT Théorie des particules a I'échelle modifiée (scaled particle theory)
SRK Soave — Redlich — Kwong
SVM Machine a vecteur de support (Support Vector Machine)
SWMLR Régression linéaire multiple pas a pas (Stepwise Multiple Linear
Regression)
TF Théorie du frottement
Tls Indices topologiques généraux (General Topological Indices)
TLBO Optimisation basée sur I'enseignement-apprentissage (Teaching—
Learning-Based Optimization )
tPC-PSAFT Théorie statistique des fluides associatifs polaires a chaine perturbée
tronquée (Truncated Perturbed Chain-Polar Statistical Associating
Fluid Theory)
TPN Température et Pression Normal
TS Tension superficielle
UNIFAC Coefficient d'Activité Fonctionnel UNIversel
(UNIversal Functional Activity Coefficient)
UNIQUAC Universal QUAsiChemical
VaCG Grains grossiers a variable électrostatique (Electrostatic-Variable
Coarse-Grained)
XGB/ XGBoost Boosting de gradient extréme (Extreme Gradient Boosting)
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Symbole Désignation Unité

As Facteur de précision [-]

b Biais [-]

B Facteur de biais [-]

C Box constraint [-]

K Fonction de noyau [-]
(kernelScale)

R Coefficient de corrélation [-]

R? Coefficient de détermination | [-]

So Descripteur sur le profil e/A?
sigma

T Température Kelvin

P Pression

W Poids []

XL Fraction molaire [-]

v Constante de régularisation [-]

o Tension superficielle mN/m

o2 Parameétre kernel [-]

n Viscosité dynamique cp

A Conductivité thermique W/mK
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Au cours des derniéres décennies, Les liquides ioniques (LIs) apparaissent de plus en
plus comme de nouveaux solvants verts innovants revétant une grande importance du point de
vue académique, industriel et environnemental. L'intérét croissant peut étre attribué a leurs
caractéristiques exceptionnelles, ou ils ont été qualifiés de « solvants du futur », en raison du
large éventail d'applications dans lesquelles ils pourraient étre utilisés, notamment en
remplacement des solvants classiques dans les processus industriels qui étaient considérés
souvent toxiques, inflammables et hautement volatils. Ainsi que, leur récupération est facile
par extraction ou par distillation pour leur recyclage. Cela contribue a réduire leur co(t pour

une utilisation améliorée dans divers processus d'importance industrielle.[1-3]

La recherche fondamentale et appliquée s'est développée de facon exponentielle et a
démontré la valeur des LIs pour la science avec son large éventail d'applications potentielles
dans les domaines de la chimie, de la biologie, de la physique, etc. Il n’est pas étonnant
qu’actuellement, le nombre de publications sur les liquides ioniques dépasse les 100 000
(104,310 au 23 septembre 2020) et que, chaque année, environ 9 000 nouveaux rapports

paraissent (Figure 1G.1).[4]
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Figure 1G.1: Nombre de publications sur les liquides ioniques durant la période 1996-
2020.[4]
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Figure 1G.2: Type de catégories en fonction du nombre de publications.[1]

Pour concevoir tout processus impliquant des Lls a I'échelle industrielle, il est
nécessaire de connaitre une gamme de propriétés physico-chimiques et thermodynamiques de
sorte que, la plupart des efforts dans le domaine des LIs se sont concentrés sur I'étude
expérimentale et théorique de leurs propriétés, telles que le point de fusion, la viscosité, la
densité, La solubilité des gaz, la tension superficielle, etc. Ces données sont nécessaires non
seulement pour la conception des processus et des produits, mais €également pour 1’¢laboration
de modeles de corrélation et de prévision. La fiabilité des propriétés thermo physiques
prévues et des équilibres de phase est un facteur clé dans I’évaluation des programmes de

simulation et de conception qui sont malheureusement limitées et parfois contradictoires.[5,6]

Il a été reconnu que la tension superficielle d'un mélange liquide joue un réle important
dans le transfert de masse et de chaleur a I'interface. Il est nécessaire dans de nombreuses
applications industrielles telles que [I'extraction liquide-liquide, I'absorption des gaz, la
distillation, la condensation, etc.[7]. De plus, la tension superficielle révéle des informations
précieuses sur la structure et I'énergétique de la région superficielle entre deux phases. La
variation de I'énergie de surface dépend de la variation des forces moléculaires et de la densité
de tassement ou de la taille moléculaire. Pour cette raison, la détermination de cette propriété

pour les mélanges liquides nous permet d'étudier les interactions entre les composants.
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En outre, La solubilité des gaz est parmi les propriétés importante des LIs dans le
contexte de la séparation des gaz, de I'optimisation des réactions, du captage des gaz a effet de
serre, comme antisolvant, du stockage de gaz et de I'absorption des gaz réfrigérants.[8]En
particulier, I'étude de la solubilité du dioxyde de carbone dans les liquides ioniques attire
I'attention de nombreux chercheurs. Pour surmonter le probleme des émissions de CO; et
réduire leur taux dans I'atmosphére, ce qui est I'un des principaux gaz a effet de serre et qui
affecte au changement climatique et au rechauffement climatique.[9]

Cependant, La détermination précise des propriétés thermophysiques des LIs ne peut
étre réalisée exclusivement par des mesures expérimentales en raison du grand nombre de LIs
possibles, oli on estime qu'environ (10%8) liquides ioniques (LIs) existent car il existe une
combinaison illimitée de cations et d'anions pour former des LIs. De plus, la plupart des
applications industrielles des LIs ont eu lieu dans des mélanges, provoquant des combinaisons
illimitées de mélanges dont les propriétés thermophysiques peuvent étre intéressantes. Et
comme les mesures expérimentales sont la plupart du temps difficiles, prennent beaucoup du
temps et colteuses avec des incertitudes probables non négligeables, ces mesures ne sont pas
toujours possibles. Dans de tels cas, I'élaboration de modeles et de corrélations précis pour la
prédiction des propriétés des Lis dans diverses conditions pourrait étre considérée comme une
alternative appropriée aux mesures expérimentales.[10,11]

L’utilisation des méthodes alternatives et complémentaires a 1’expérimentation, telles
que les relations quantitatives structure propriété/activité (QSPR/QSAR) sont devenues d’un
grand intérét et sont méme recommandées dans les nouvelles réglementations afin d’obtenir
les données nécessaires a 1’enregistrement des substances.[12]. Le développement des
modeles mathématiques QSPR/QSAR liant propriétés physico-chimiques et les activités
biologiques a la structure moléculaire permet d'expliquer I'origine de ces activités/propriétés
et de les prédire pour des molécules dont les données expérimentales ne sont pas disponibles.
[13]

La modélisation des propriétés des liquides ioniques repose principalement sur
l'utilisation des équations d'état, mais en raison des limites inhérentes de ces équations d’état,
d’autres méthodes de modélisation peuvent étre envisagées. Parmi ces alternatives, on cite les
corrélations empiriques qui sont simples est trés souvent efficaces et les méthodes de
I’intelligence computationnelle tels les réseaux de neurones artificiels (RNA), les machines a

vecteur de support (SVM) et Machine a vecteurs de support pour les moindres carrés




Introduction Générale

(LSSVM) sont des méthodes prédictives robustes et précises qui ont récemment été
appliquées avec succes pour la prédiction de diverses propriétés des LIs dans des états purs et
en mélange.[14]

L’objectif de cette these est de développer des modéles QSPR contribuant a la
modélisation de deux propriétés des liquides ioniques a savoir la tension superficielle de
mélanges binaires (LI-Eau et divers solvants organiques) et la solubilité du CO> dans les LIs,
a l'aide des algorithmes d’apprentissages automatiques. Le présent travail, verbalisant I'étude,

est divise en trois chapitres.

Le premier chapitre est consacré a une revue critique de la littérature relative a la

prédiction des propriétés physicochimiques et thermodynamique des liquides ioniques.

Le deuxiéme chapitre s’attache a décrire 1’apport et le développement des méthodes
d'intelligences artificielles basées sur I'apprentissage de la machine pour la modélisation de
phénomenes complexes non linéaires. Les méthodes décrites dans ce chapitre sont les réseaux
de neurones artificiels, les machines a vecteurs de support des moindres carrés et les machines
a vecteurs de support, ainsi que des algorithmes optimisations, tels que l'algorithme libellule

(DA) et I'optimisation par essaim de particules (PSO).

Le troisieme chapitre est subdivisé en deux parties. La premiere partie présente les résultats
de contributions réalisées par les trois techniques d’intelligences computationnelles, le réseau
neuronal artificiel prédictif (RNA), les machines a vecteurs de support des moindres carrées
(LSSVM) et la machine a vecteurs de support optimisé par optimisation par essaim de
particules (SVM-PSO), pour I'estimation de la tension superficielle des mélanges binaires (LI-
Eau et divers solvants organiques), suivi par une étude comparative entre les modeles
proposés et d'autres modeles de la littérature. En plus, une étude de sensibilité des parameétres
d'entrées et de domaine d'application pour le meilleur modéle proposé est élaborée. Dans la
deuxieme partie, les résultats de contributions réalisées pour la modélisation de la solubilité
du CO2 dans les LlIs a l'aide du réseau neuronal artificiel predictif (RNA) et machine a
vecteurs de support optimisée par I'algorithme de libellule (DA-SVM) sont présentés, ainsi
gu'une comparaison entre les modeéles proposés et d'autres modeéles de la littérature, et une
étude de la sensibilité des parametres d'entrées et du domaine d'application. Actuellement, on

procéde a la publication de cette modélisation.
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L’¢tude se termine par une conclusion générale tirée de ce travail ainsi que les études

qui peuvent étre envisagées dans le futur.
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Chapitre I : Revue critique sur la prédiction des propriétes des
liquides ioniques

1.1 Introduction

Les liquides ioniques (LIs), composés uniquement de cations organiques asymeétriques
volumineux et d'anions organiques ou inorganiques, sont un type de nouveaux sels qui
maintiennent un état liquide stable & ou prés de la température ambiante (<100 °C). Les LIs se
différencient des autres sels, tels que le chlorure de sodium, qui ne fondent qu'a des
températures extrémement élevées (> 800 °C) en raison de leurs structures serrées et de leurs
fortes interactions ioniques. Le point de fusion le plus bas d'un LI est attribué a la structure
volumineuse et asymétrique des ions constituants, qui peuvent étre associés dans différentes
combinaisons pour adapter leurs propriétés thermophysiques. Quelques exemples de cations
et danions courants sont présentés sur la figure 1.1, ainsi que leurs abréviations
préférees.[3,11]
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Figure 1.1 : Exemples de cations et d'anions courants trouvés dans les liquides ioniques, et
leurs abréviations préférées.[3]

Les liquides ioniques (LIs) ont fait I'objet d'une attention accrue grace a leurs propriétes
physiques et chimiques uniques, telles que Il'ininflammabilité, la non volatilité, une faible
pression de vapeur, une excellente stabilité thermique et chimique, une stabilité
électrochimique élevée, une grande capacité de solubilité des substances polaires et non
polaires, etc. Ce sont des proprietés intéressantes qui suggeérent que les liquides ioniques

pourraient étre considérés comme de meilleurs solvants dans des processus plus sdrs et plus
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respectueux de I’environnement. Il faut ajouter que les propriétés des liquides ioniques
peuvent étre ajustées dans une large mesure par la combinaison judicieuse de cations et
d'anions et l'adaptation de leurs structures chimiques (par exemple par modification du
nombre et/ou de la longueur des substituants alkyles). Cette adaptabilité, en conjonction avec
I'ensemble de propriétés mentionnées ci-dessus, a conduit a la création du terme solvant de
conception pour souligner la possibilité de « concevoir » un liquide ionique pour qu'il

corresponde aux caractéristiques requises par une application spécifique.[14,15]

Cependant, avant de pouvoir substituer tout solvant organique utilisé dans un procéde
donné, la compatibilité d'un LI sélectionné doit étre vérifiée par rapport a toutes les unités
opératoires d'un procédé. Une comparaison des principales propriétés des solvants organiques
par rapport a celles des LlIs initialement rapportées par Plechkova et Seddon[16]en 2008 a été
mise a jour ici, comme indiqué dans le tableau 1, pour mettre en évidence les principales

différences entre ces deux classes de matériaux.[3]

Tableau 1.1 : Comparaison des solvants organiques avec les liquides ioniques (LIs), mise a
jour a partir des travaux de Plechkova et Seddon. La plage de valeurs a été analysée a partir de
la base de données NIST LI Thermo a 25 °C et a pression atmosphérique.[3]

Propriétés Solvants organiques Liquides ioniques

Nombre de solvants >1000 >10°

Applicabilité dans un processus | Fonction unique Multifonction

donné

Codt Généralement bon marché 2 & 100 fois plus cher que les

solvants organiques

Recyclabilité/Toxicité Impératif vert : I'enquéte sur la | Impératif économique : la
toxicité des solvants organiques | toxicité et la biodégradabilité
est contrdlée par REACH sont souvent mal connues

Pression de vapeur Mesurable et généralement Pour les LIs aprotiques :
bien connu — plusieurs solvants | pression de vapeur négligeable
ont une pression de vapeur > dans des conditions normales

limite utilisée dans la
classification des composés
organiques volatils (COV)

Inflammabilité Généralement inflammable Généralement ininflammable,
mais certains LIs sont utilisés
comme propulseurs
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Accordabilité Gamme limitée de solvants Une portée pratiquement
disponibles illimitée signifie

Chiralité Rare Commun et réglable

Capacité catalytique Rare Commun et réglable

Viscosité/mPa.s 0.2-100 20-97,000

Densité/g.cm-3 0.6-1.7 0.8-3.3

Indice de réfraction 1.3-1.6 1.3-2.2

Conductivité Généralement isolant Jusqu'a 120

électrigue/mS.cm-1

Conductivité thermique/W.m- | 0.1-0.6 0.1-0.3

1.K-1

A la lumiére d’une telle comparaison, Les caractéristiques des liquides ioniques les
rendent attrayants non seulement pour leur utilisation comme solvants, mais également pour
des réles alternatifs dans une large gamme d'applications variées, comme indiqué sur la figure
1.2. lls sont utilisé comme électrolytes pour le développement de batteries beaucoup plus
efficaces et plus slres, comme solvants dans divers domaines tels que la synthese organique,
la synthése de nanoparticules, dans divers processus biocatalytiques, dans I'administration de
médicaments, dans les industries pharmaceutiques, dans I'adoucissement des gaz, ainsi que
divers processus d'extraction d'importance industrielle tel que pour I'élimination des composés
soufrés et des contaminants organiques provenant de pétrole brut et d'échantillon de sol et leur
utilisation efficace a la place des tensioactifs conventionnels dans divers domaines tels que la

récupération assistée du pétrole, les peintures, les détergents, les lubrifiants, etc.[2]
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Figure 1.2 : lllustration de quelques applications bien connues des liquides ioniques.[3]

En particulier, les LIs ont été utilisés dans un certain nombre de processus industriels
pour améliorer la récupération du catalyseur et la séparation des produits grace a la formation
de systémes biphasiques. Leurs propriétés de solvatation sont fortement influencées par la
capacité des ions a agir comme accepteurs/donneurs de liaisons hydrogéne et par le degré de
délocalisation de la charge anionique. Ils possedent également une nature non coordonnée et
hautement polaire, causée par des ions faiblement coordonnés, ce qui signifie qu'il a été
démontré que les Lis améliorent les vitesses de réaction et la sélectivité de nombreuses
réactions. Bien qu'il y ait eu de nombreuses découvertes et brevets déposés dans le domaine

des LlIs, le nombre ayant atteint une application commerciale est relativement limité.[3]
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Cependant, l'identification, le développement et la réalisation de conceptions de
procedés fiables et rentables pour les applications industrielles des Lls et de leurs mélanges
associés reposent en grande partie sur une étude approfondie de leurs propriétés physico-
chimiques et thermodynamiques qui sont encore rares, telles que le point de fusion, la tension
superficielle, la solubilité des gaz, la densité et la viscosité.[11]. De toute évidence, la mesure
expérimentale ne peut pas prendre en compte les propriétés de chaque LI possible et son
mélange avec d'autres composés car il existe un nombre infini de systemes concevables. Par
conséquent, il est important de développer des outils informatiques prédictifs pour estimer

avec précision ces propriétés de divers systemes contenant des LIs.[11,17]

Aprés avoir présenté les liquides ioniques, leurs caractéristiques genérales et leurs
applications, ce chapitre traitera une revue critique de la littérature relative aux méthodes de
prédiction de quelques propriétés physicochimiques et thermodynamiques des liquides

ioniques.

1.2 Revue critique sur le coefficient d’activité a dilution infinie des LIs

Le coefficient d'activité a dilution infinie est l'une des propriétés thermodynamiques les
plus importantes[18], qui donne un apercu sur les interactions moléculaires entre le soluté et
le solvant ainsi que de I'étendue de la non-idéalité d'un soluté dans un mélange. Il donne des
informations clés pour la compréhension de nombreux processus de séparation qui utilisent
des liquides ioniques, et il fournit également des informations utiles sur les interactions
intermoléculaires soluté-liquide ionique. Ces informations sont utiles pour cribler les solutés
pour I'extraction et la distillation extractive et d'autres applications potentielles. Parmi les

études théoriques réalisées. [19,20]

Diedenhofen et al. (2003)[21] Pour le calcul des coefficients d'activité a dilution infinie
de 38 composés dans les liquides ioniques  1-méthyl-3-éthylimidazolium
bis((trifluorométhyl)sulfonyl) imide, 1,2-diméthyl-3-éthylimidazolium bis((trifluorométhyl)
sulfonyl)imide et le tétrafluoroborate de 4-méthyl-N-butylpyridinium pour des valeurs de
temperature (314 et 344) K, ils ont utilisé la méthode COSMO-RS, une méthode générale et
rapide de prédiction des données thermophysiques des liquides ioniques. Ils ont conclu que le
modele COSMO-RS a permis de prédire les coefficients d'activité a dilution infinie dans
divers liquides ioniques avec la méme précision que celle observée pour les solvants
organiques classiques développé, sans aucun ajustement de la théorie ni utilisation de

parametres spécifiques. Ainsi, COSMO-RS et sa mise en ccuvre dans le programme
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COSMOtherm sont capables de donner des prédictions préalables de la thermodynamique des
liquides ioniques, ce qui peut étre d'une valeur considérable pour l'exploration des Lls

appropriés pour des applications pratiques.

Banerjee et Khanna (2006)[22] ont validé les mesures de coefficients d'activité de
dilution infinie sur les liquides ioniques de phosphonium (a base de cations trihexyl-
tétradécylphosphonium (thtd-Ph) de haut poids moléculaire avec les anions chlorure [CI],
tétrafluoroborate [BF4] et bis (trifluorométhanesulfonylimide) [(Tf )2N]) pour la séparation
des composeés aliphatiques et aromatiques dans la gamme de températures (308,15, 318,15 et
328,15) K a l'aide de la méthode a priori COSMO-RS. La prédiction COSMO-RS a d'abord
été étalonneée sur les valeurs obtenues avec [thtd-Ph] tris(pentafluoroéthyl) trifluorophosphate,
ce qui a donné un écart absolu moyen (EAM) de 15 %. En utilisant COSMO-RS, les valeurs
coefficients d'activité ont été obtenues pour les trois LIs de phosphonium, et les EAM
correspondants étaient de 9 %, 8 % et 16 %. Les schémas prédictifs de COSMO-RS ont
confirmé les résultats expérimentaux que Les LIs a base de phosphonium sont de mauvais
solvants pour les procédés de séparation des composés aliphatiques et aromatiques, comme
dans le cas de la séparation benzéne-hexane, benzéne-hexane, benzene-alcool et benzene-
cyclohexane. Cependant I'LI [thtd-Ph][BF4] a une sélectivité modérée pour les mélanges

benzéne-alcool se qui prouve que les LIs de phosphonium sont de nature non polaire.

Lei et al (2006)[23] ont étudié la séparation du 1-hexéne et du n-hexane comme
représentation des oléfines et des paraffines avec des liquides ioniques, ainsi que de la N-
méthyl-2-pyrrolidone criblée par conception moléculaire assistée par ordinateur (CAMD). Sur
la base de l'analyse de conformation des solvants et des liquides ioniques, le modele de
criblage de type conducteur pour les solvants réels (COSMO-RS) a été utilisé pour faire une
prédiction préalable pour les liquides ioniques appropriés. lls ont constaté que les liquides
ioniques appropriés doivent avoir un petit volume moléculaire, un groupe non ramifié et un
effet de protection stérique autour du centre de charge de I'anion. Ces résultats sont prouvés a
partir un travail expérimental a dilution finie qui a été fait pour Vvérifier la fiabilité des
résultats calculés a dilution infinie par le modéle COSMO-RS, ou les résultats expérimentaux
sont qualitativement cohérents avec la conclusion du modele COSMO-RS. Cela démontre que
le modéle COSMORS peut étre utilise comme un outil pour adapter le liquide ionique

approprié afin de réduire la quantité de travail expérimental.
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Nami et Deyhimi (2010)[24] dans leur travail ont illustré pour la premiere fois la
capacité des réseaux de neurones artificiels (RNA) a prédire les coefficients d'activité a
dilution infinie pour les solutés organiques dans les liquides ioniques (LIs). A l'aide d'un
réseau d'anticipation multicouche avec algorithme d'optimisation de Levenberg — Marquardt,
le modele RNA résultant a généré un coefficient d'activité a des donnéees de dilution infinie
sur une plage de températures de 298 a 363 K. Les données d'entrée non disponibles
concernant la douceur des composes organiques (solutés) et le moment dipolaire des liquides
ioniques ont été calculés a l'aide des suites GAMESS de programmes de chimie quantique. Le
modele RNA résultant et sa validation sont basés sur I'étude de jusqu'a 24 composés
organiques structurellement différents (alcanes, alcénes, alcynes, cycloalcanes, aromatiques et
alcools) dans 16 liquides ioniques communs a base d'imidazolium, a différentes températures
dans la plage de 298 a 363 K (c'est-a-dire un nombre total de 914 c1 Soluté pour chaque point
de données LIs). Les résultats ont montré un accord satisfaisant entre I'RNA prédit et les
données expérimentales, ou l'erreur quadratique moyenne (EQRM) et le coefficient de
détermination (R?) du réseau neuronal congus se sont avérés étre de 0,103, 0,996 pour les

données d'entrainement et de 0,128, 0,994 pour tester les données, respectivement.

Xi et al (2010)[19] ont proposé une nouvelle méthode pour prédire les coefficients
d'activité de dilution infinie des Lls a différentes températures. Un modele de relation
quantitative structure-propriété (QSPR) dépendant de la température a été développé pour une
série  de  solutés  organiques dans le trihexyl(tétradécyl)  phosphonium
bis(trifluorométhylsulfonyl) imide liquide ionique. En utilisant des algorithmes génétiques de
sélection de sous-ensembles de variables et des méthodes de régression des moindres carrés
ordinaires, six variables, dont la température et cing descripteurs moléculaires significatifs,
ont été sélectionnés et utilisés pour construire le modele de prédiction dépendant de la
température. 1ls ont trouvé des résultats satisfaisants des validations internes par les approches
laisser-un-dehors, bootstrap et brouillage en Y et externes par un ensemble de tests externes

ont prouvé la fiabilité, la stabilité et la capacité prédictive du modéle construit.

Anantharaj et Banerjee (2010)[25] ont utilisé les liquides ioniques comme solvants
verts pour éliminer ces composés par extraction liquide-liquide (ELL). Environ 168 LlIs
comprenant des cations comprenant le 1-éthyl-3-méthylimidaozlium [EMIM], le 1-
éthylpyridinium [EPY], le 1-éthyl-1-méthylpyrrolidinium [EPYRO], le 1-éthyl-1-
méthylpipéridinium [EMPIP], le 4- I'éthyl-4-méthyl morpholinium [EMMOR] et le 1,2,4-
triméthylpyrazolium [ TMPYZO] combinés a 26 anions ont éte étudiés dans ce travail. Le
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coefficient d'activité a dilution infinie (IDAC) a été prédit a l'aide du modele de criblage de
type conducteur pour les solvants réels (COSMO-RS) afin de cribler les solvants potentiels.
Initialement, le modeéle a été étalonné via les prédictions IDAC et équilibres liquide-liquide
(ELL). ELL a été prédit pour quatre systémes ternaires rapportes dans lesquels un hétérocycle
azoté était I'un des composés. L'écart moyen quadratique moyen obtenu était de 10 %. Les
valeurs IDAC ont été prédites pour la pyridine dans deux liquides ioniques, a savoir
[BMIM][BF4] et [EMIM][TOS], avec une erreur quadratique moyenne de 8 %. Ensuite, pour
évaluer les performances ils ont calculé la sélectivité, la capacité et I'indice de performance a
dilution infinie. Ils ont constaté que les espéces azotées a cing chainons ayant une densité
électronique délocalisée élevée possédaient une sélectivité supérieure de 3 ordres de grandeur
a celle des especes azotées a six chainons. Pour les structures cycliques a cing chainons, la
sélectivité s'est avérée suivre l'ordre [EPYRO] > [EMPIP] > [EPY] > [EMMOR] > [EMIM] >
[TMPYZO]. Pour I'hétérocycle a six chainons, il suivait I'ordre [EPY] > [EMMOR] >
[EPYRO] > [EMPIP] > [EMIM] > [TMPYZQ]. Indépendamment de I'hétérocycle azoté, les
anions tels que le thiocyanate [SCN] et l'acétate [Ac] ont donné des valeurs élevées de
sélectivité. En général, les cations sans cycles aromatiques tels que [EPYRO], [EMPIP] et
[EMMOR] ont donné une sélectivité et une capacité plus élevées quelque soit I'hétérocycle

azoté.

Passos et al(2014)[26] ont utilisé la théorie des fluides associatifs statistiques a chaine
perturbée (PC-SAFT) pour décrire les données expérimentales qui ils ont obtenues. Les LIs
ont été traités comme des especes associatives moléculaires avec deux sites d'association par
Lls. Les paramétres du modele pour les fluides purs et le parameétre d'interaction binaire Kij
entre I'eau et les LIs ont été déterminés par un ajustement simultané aux densités des LIs pur,
aux coefficients d'activité de l'eau a 298,15 K et aux données d’EVL a 0,1 MPa. Les
paramétres PC-SAFT ont été appliqués pour prédire les coefficients d'activité de l'eau a
dilution infinie en Lls. Ils ont constaté que PC-SAFT est capable de prédire de maniére
satisfaisante les coefficients d'activité de I'eau a dilution infinie pour les systéemes ou les
parametres du modele ont été ajustés aux coefficients d'activité de I'eau a de faibles molalités
LIs

Gonfa et al (2016)[18] ont développé des modeles de relation quantitative structure-
propriété/activité (QSPR/QSAR) pour la prédiction du coefficient d'activité de I'eau a dilution
infinie a différentes températures, utile pour la sélection préliminaire des liquides ioniques

appropriés pour la déshydratation du gaz naturel. Pour la construction de ces modeles, ils ont
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utilise des descripteurs moléculaires basés sur le profil sigma COSMO-RS et des regressions
linéaires multiples. Deux approches ont été appliquées pour développer les relations
QSPR/QSAR ; y compris la température comme variable indépendante (dans le modéle I) et
la génération de QSPR/QSAR pour chaque température sans le terme de température (modeéle
I1). La deuxiéme approche (modele I1) fournit un modele légérement plus précis que le
modele I. Cela pourrait étre dii au fait que I'effet de la température sur le coefficient d'activité
de I'eau dépend de la nature des Lls. La fiabilité des modéles a été confirmée par une analyse
statistique des ensembles de données d'entrainement et de test, ce qui indique que les modeles
développés peuvent étre utilisés pour la prédiction des coefficients d'activité dans les LIs. Les
modeles donnent également un apercu clair de I'effet des variations structurelles des cations et
des anions sur les valeurs du coefficient d'activité et peuvent aider a concevoir des LIs pour la

déshydratation du gaz naturel.

Benimam et al.(2019)[27] pour modéliser le coefficient d'activité a dilution infinie de
I'eau dans 53 liquides ioniques, ils ont appliqué Trois modéles basés sur les réseaux de
neurones artificiels, de la machine a vecteurs de support et de la machine a vecteurs de
support des moindres carrés en utilisant six variables d'entrées indépendantes a savoir la
température du systeme eau/liquide ionique, la température critique, la pression critique, le
volume critique, le facteur acentrique et le poids moléculaire du liquide ionique, tandis que le
coefficient d'activité a dilution infinie de I'eau dans les liquides ioniques est défini comme la
variable dépendante de la sortie. lls ont constaté que dans I'ensemble, les modeles proposés
sont capables de corréler avec précision 318 points de données expérimentales recueillies de
la littérature. Selon les résultats, le RNA est une machine d'apprentissage informatique plus
puissante et plus efficace que les deux autres. Les coefficients de corrélation et les écarts
exprimés en écart relatif absolu moyen pour le modéle de réseau de neurones sont estimeés a
0,99997 et 0,56 %, respectivement. En outre, ils ont démontré les capacités d'interpolation et
d'extrapolation du modele de réseau neuronal et ils ont comparé sa précision avec d'autres
modeles proposés dans la littérature basés sur la régression multilinéaire, les moindres carrés

prennent en charge la machine vectorielle et un autre réseau neuronal a anticipation.

Thangarajoo et al.(2020)[10] ont appliqué le modéle de van't Hoff via la methode GC
pour développer un modeéle permettant de prédire le coefficient d'activité a dilution infinie de
I'éthanol et du propanol dans plusieurs types de Lls. Le modele développé utilisant la
régression linéaire multiple ou il est ajusté par un algorithme non linéaire a gradient réduit

géneralisé prédit la valeur IDAC des solutés d'éthanol et de propanol dans les 46 LlIs a

14



Chapitre | : Revue critique sur la prédiction des propriétés des LIs

différentes températures. Une valeur de ERAM globale de 7,49 % et 9,91 % a est obtenue a
partir du soluté d'éthanol et de propanol, respectivement, qui a été formé par la combinaison
de I'ensemble de formation et de validation. L'efficacité du modele avec un écart inférieur a
10 % a éte validée par la comparaison entre les valeurs IDAC prédites et expérimentales

basées sur I'anion, le groupe de téte cationigue et la longueur de la chaine alkyle.

Benimam et al.(2020)[28] ont développé deux modeles I'un basé sur lalgorithme
d'apprentissage de la machine & vecteurs de support pour la régression SVMr et l'autre basé
sur l'algorithme Dragonfly (DA) associé a SVMr pour I'estimation du coefficient d'activité de
dilution infinie (IDAC) de 17 solutés dans 44 LlIs d'imidazolium a l'aide de 2666 points de
données expérimentales recueillies a partir de la littérature. Ou les deux modeéles prennent en
compte le méme ensemble de variables prédictives qui sont la température, le poids
moléculaire du soluté et du solvant, et cing modéles de criblage de type conducteur pour les
descripteurs de profil ¢ de solvants réels (COSMO-RS) liés au soluté et a I'lL. Les résultats
trouvés ont montré la supériorit¢ du modéle DA-SVMr démontrée par son coefficient de

corrélation et ses valeurs d'erreur quadratique moyenne de 0,996 et 0,170, respectivement.

Malik et al.(2023)[20] ont effectué le criblage de vingt-cinq (25) LIs a l'aide de
COSMO-RS pour sélectionner les LIs appropriés comme entraineurs verts en fonction du
coefficient d'activité, de la capacité et de la sélectivité. Les résultats obtenus ont montré que le
chlorure de tétraméthylammonium ([TMAmM][CI]), en raison de sa forte capacité de liaison

hydrogene, s'est avéré étre le meilleur entraineur de Lls.

Rather et al.(2023)[29] ont développé une corrélation permettant de prédire le
coefficient d'activité du CO> dans les liquides ioniques par analyse de régression multi-non
linéaire dans une plage de pression de 1 a 50 bars et de température de 298,15 a 33,15 K pour
des fractions molaires de 0,3, 0,5 et 0,7. En outre, ils ont utilisé la méthode du boxplot pour
analyser les valeurs aberrantes et évaluer si les plages de parameétres d'entrée sélectionnées
sont appropriées. A cet égard, ils ont utilisé les données expérimentales pour vérifier les
résultats de COSMO-RS et celles prédites par la corrélation. Les valeurs de I'erreur absolue
moyenne et I'erreur quadratique moyenne de corrélation prédite obtenus, sont de 1’ordre de
19,53 % et 0,465 respectivement. A cet égard, ils ont conclu que la corrélation pourra étre
utilisée a 1’avenir pour prédire les valeurs du coefficient d’activité du CO2 dans les liquides

ioniques afin de faciliter les analyses qualitatives de leur efficacité de capture du CO..

15



Chapitre | : Revue critique sur la prédiction des propriétés des LIs

Rittig et al.(2023)[30] ont utilisé le modeéle réseaux de neurones graphiques (RNG )
pour la prédiction des coefficients d'activité CA a dilution infinie dépendant de la température
des solutés dans les Lls. Ils ont formé le RNG sur une base de données comprenant plus de 40
000 valeurs de coefficients d'activité CA et en fonction directe des graphiques moléculaires de
LIs et du soluté ainsi que de la température. Les résultats trouvés ont montré que le modele
RNG permet d'obtenir des prédictions CA de haute précision, supérieures aux modeles
classiques tels que COSMO-RS et UNIFAC-LI et compétitives avec les méthodes de
complétion matricielle pour les solutions Lls, et que le RNG permettant en outre des
prédictions de haute qualité pour les CA des solutions contenant des LIs et des solutés non
pris en compte lors de la formation. Ce qui en fait un constituant trés prometteur de la
conception assistée par ordinateur des LIs.

Li et al. (2023)[31] ont établi un modéle de calcul du coefficient d'activité de dilution
infinie (yoo) du dichlorométhane (DCM) dans les Lls sur la base de l'algorithme de
contribution de fragments ioniques (IFC) et de régresseur d'amplification de gradient (GBR).
Ou, le IFC est utilisé pour obtenir la zone de distribution de densité de charge de surface des
IL (profil So) qui est I'entrée du GBR. Le GBR a été utilisé pour apprendre la relation de
mappage entre la caractéristique d'entrée et yoo du DCM dans les LIs. A cet égard, pour établir
le modele IFC -GBR et prédire le yoo du DCM dans les LlIs ils ont utilisé une base de données
composée de 29 cations et 22 anions comprenant 72 données expérimentales et 421 données
de calcul COSMO. Les résultats ont indiqué que le modéle proposé peut prédire avec
précision le yoo du DCM dans les Lls, et fournir des données importantes pour développer un
nouveau processus d'adsorption et de désorption du DCM par des technologies basées sur les
Lls. Ou le coefficient de détermination et I'erreur absolue moyenne de I'ensemble de test du
modele IFC-GBR sont respectivement de 0,9703 et 0,0519.

Kabane et al.(2023)[32] & l’aide d’une étude expérimentale, ils ont calculés les
coefficients d'activités a dilution infinie a partir des données de rétention acquises par une
chromatographie gaz-liquide opérée a différentes températures, T= (313,15 — 373,15) K et a
pression atmosphérique pour les solutés organiques volatils (alcanes, alcenes, alcynes,
alcools, cétones, hydrocarbures aromatiques, tétrahydrofuranne, thiophéne et acétonitrile)
dans du 1-éthyl-3-méthylimidazolium tetrachloroaluminate et un solvant eutectique (1-éthyl-
3-méthylimidazolium tétrachloroaluminate et diéthyleneglycol). Ensuite 1’étude théorique
effectuée a montré que les prédictions de COSMO-SAC étaient qualitativement en trés bon

accord avec les données experimentales. Le signal de l'effet de la température sur les
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coefficients d'activité a des valeurs de dilution infinies a été prédit avec précision pour les

solutés dans le liquide ionique et le solvant eutectique.

1.3 Revue critique sur la densité des LIs

La densité est 1'une des propriétés physico-chimiques importante d’un liquide ionique,
dont une connaissance claire de sa valeur est essentielle dans diverses applications
scientifiques et techniques telles que la conception d'équipements, les calculs de dosage de
liquides et de nombreuses autres applications.[33,34]. De sorte que, elle a attiré 1’attention de

nombreux scientifiques et chercheurs tel que :

Gardas et Coutinho (2007)[35] ont étendu la méthode de contribution du groupe Ye et
Shreeve pour l'estimation des densités des liquides ioniques avec succés pour prédire les
densités des LIs pour une large plage de température (273,15 a 393,15 K) et de pression (0,10
a 100 MPa). En utilisant 1521 points de données, de liquides ioniques a base de cations
imidazolium, pyridinium, pyrrolidinium et phosphonium. lls ont constaté que les densités
prévues de mélanges binaires purs et homogenes des LIs ayant le méme cation ou anion sont
en bon accord avec les valeurs de la littérature expérimentale disponible. Ou ils ont trouvé que
Pour 12 Lls a base d'imidazolium, I’erreur relative absolue moyenne (ERAM) est de 0,45 % et
pour les LIs a base de phosphonium, le MPD est de 1,49 %. lls ont également observé le

faible ERAM allant de 0,41 % a 1,57 % pour les LIs a base de pyridinium et de pyrrolidinium.

Valderramaa et Zarricueta (2008)[36] ont proposé un modele basé sur une corrélation
généralisée convenablement modifiée et en utilisant des données de la littérature
expérimentale pour ajuster les cinq parameétres du modeéle, pour finalement proposer une
équation permettant de prédire les densités de tout liquide ionique. A cet égard, un ensemble
de 602 données de densité pour 146 liquides ioniques pour une plage de températures (270 a
360 K) a été utilisé dans cette étude. Les résultats ont montré que la nouvelle corrélation
simple donne de faibles écarts et peut étre utilisée en toute confiance dans les calculs

thermodynamiques et techniques.

Valderrama et al.(2009)[37] ont utilisé une méthode hybride cohérente avec succes, la
méthode du réseau neuronal et de la contribution de groupe (GC + RNA) pour corréler et
prédire la densité del03 liquides ioniques avec 399 points de données. Les résultats ont

démontré que le réseau choisi et la méthode de contribution de groupe utilisée sont capables
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d'estimer la densité des liquides ioniques avec une précision acceptable pour les calculs

techniques.

Lazzu"(2010)[38] a utilisé une méthode de contribution de groupe simple pour prédire
la densité de 210 liquides ioniques. En outre il a utilisé aussi les données de densité de 76
liquides ioniques (3 530 points de données) pour obtenir le modéle linéaire pour de larges
plages de températures et de pressions : 258 a 393 K et 0,09 a 207 MPa. Les résultats ont
montré que la nouvelle méthode de contribution de groupe (R?=0,9687 ; ERAM =1,93 %) et le
modéle linéaire (R?=0,9989 ; ERAM =0,73 %) sont suffisamment précis et donnent des écarts

plus faibles que les autres modéles disponibles dans la littérature.

Paduszynski et Domanska (2011)[39] ont proposé une nouvelle méthode basée sur la
corrélation empirique généralisée et les contributions de groupe (GC). Elle a été développée
sur une base de données expérimentales contenant plus de 18 500 points pour une grande
variété de 1 028 LI, dans des plages de température et de pression de 253 473 K et 0,1 300
MPa, respectivement. Alors que, ils ont adopté une équation de type-Tait avec quatre
parameétres réglables pour décrire la dépendance température-pression de la densité. Les
résultats ont montré que le GC proposé permet de prédire avec précision les densités de haute
pression pour une variété des Lis avec un ERAM de prédiction de 0,45 %, ce qui est l'une des
valeurs les plus basses par rapport aux corrélations similaires rapportées dans la littérature. De
plus, ils ont montré que la méthode présentée est capable de capturer avec précision d'autres
propriétés volumétriques des LIs purs, telles que le volume molaire et les propriétés dérivées
(coefficient de dilatation thermique et compressibilité isotherme), ainsi que leurs dépendances

en matiére de température et de pression.

Patela et Joshipurab (2013)[40] ont généré un parametre réglable pour les liquides
ioniques purs en conjonction avec lI'approche prédictive-Soave-Redlich-Kwong (PSRK) pour
la prédiction de la densité d'IL pure. En utilisant un ensemble de 735 points de données de 47
liquides ioniques purs et ils ont utilisé 4 fonctions de cohésion différentes dans I'étude. Ils ont
observé que les modeles specifiques aux composés ont donné des résultats tres précis. En
outre, ils ont comparé les résultats trouvés au modeéle linéaire généralisé (MLG) développé
par Valderrama pour Vérifier la pertinence et I'exactitude de I'expression présentée. lls ont
constaté que 1’approche PSRK spécifique au composé donne des prédictions tres précises et

que I’expression généralisée est comparable au modéle MLG.
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Huang et al.(2015)[41] ont utilisé des modeles semi-empiriques et des modeles de
réseaux de neurones artificiels (RNA) pour un ensemble de 659 points de données, ils ont
constaté que le modele semi-empirique de densité peut obtenir des résultats de corrélation tres
précis. Ou la prévision globale ERAM% n'était que de 1,1 %. En outre, le modéle RNA a

également donné des résultats de prédiction tres précis avec un ERAM% global de 0,42 %.

Ji a et Held (2015)[42] ont utilisé Théorie statistique des fluides associés aux chaines
perturbées des électrolytes (ePC-SAFT) pour modéliser les densités de liquides ioniques (LIs)
pour des pressions et des températures élevées. Dans le cadre ePC-SAFT, ils ont appliqué des
parametres spécifiques aux ions LIs et sont valides indépendamment de LI dont ils font partie.
IIs ont modélisé chaque ion de LI comme une espéce non sphérique exercant des forces
répulsives, dispersives et coulombiennes. Les résultats obtenus ont montré que le modéle
ePC-SAFT a permis de représenter/prédire de maniere fiable la densité des LIs purs et des LIs

mixtes jusqu'a des pressions élevées.

Xu et al. (2016)[33] ont utilisé une équation d’état de contribution de groupe (EOS),
déja déeveloppée dans leurs travaux antérieurs, pour calculer la densité des liquides ioniques a
base d’imidazolium avec une bonne précision pour corrélées/prédites la densité des LlIs purs.
Pour cela, sur la base des nouveaux paramétres de diameétre du noyau mou et d’énergie
dispersive qui ont été obtenu, ils ont prédit la densité de 908 points de données de 42 LIs purs
de 278,15 2 393,15 K et jusqu'a 65,01 MPa. Les résultats ont indiqué que I’EOS pourrait bien
capturer les effets de la température, de la pression et des types d’alkyles sur la densité. En
outre, ils ont évalué I'EOS plus en détail pour prédire les données de densité pour les
mélanges binaires des LlIs sans introduire de nouveaux parameétres, et a témoigné de

I'applicabilité étendue de I'EOS avec un écart relatif moyen de 0,70 %.

Keshavarz et al.(2016)[43] pour estimer la densité d’une large gamme de différents
types de liquides ioniques ont utilisé une méthode reposée sur deux corrélations inédites dans
lesquelles la taille, la structure et le type des cations et des anions sont des parameétres
essentiels. Ou la premiére corrélation est dérivée de la composition élémentaire, modifiée sur
la base de fonctions de correction et dans la seconde afin de prendre en compte les
interactions inter ioniques et d'obtenir des résultats plus fiables. Ils ont constaté que les
résultats prédits de deux corrélations pour 249 types différents de composés mentionnés ont

donné des résultats plus fiables par rapport aux résultats d’une méthode complexe.
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Najafi-Marghmaleki et al. (2016)[44] ont développé deux modeles d'un réseau neuronal
artificiel (RNA), a savoir le modele de perceptron multicouche MLP-RNA et le modele de
fonction a base radiale RBF-RNA pour prédire les valeurs de densité dans un mélange binaire
d'eau et de liquides ioniques a différentes températures pour différents liquides ioniques a
base d'imidazolium ou les parameétres d'entrées étaient la température, le rapport eau/liquide
ionique, le poids moléculaire, la température critique, la pression critique et la température
d'ébullition des liquides ioniques. Le parameétre de sortie était la densité. Les résultats obtenus
ont montre que les deux modeles sont précis et efficaces pour prédire la densité du mélange
liquide ionique + eau. Cependant, le modele MLP-RNA a présenté de meilleures
performances par rapport au modéle RBF-RNA en raison d'un coefficient de corrélation plus
élevé (R> MLP-RNA = 0,9992, R RBF-RNA = 0,9671) et des valeurs inférieures des valeurs
AARD% et RMSE.

Barati-Harooni et al.(2016)[45] ont développé un modeéle basé sur des algorithmes du
systeme d'inférence neuro-flou adaptatif (ANFIS) pour prédire la densité de liquides ioniques
a différentes températures en utilisant une base de données comportant 602 valeurs de densité
de 146 liquides ioniques. Les résultats ont montré que le modéle développé prédit avec
précision les données expérimentales avec des valeurs globales de R? et ERAM% de 0,985 et
0,657 %, respectivement. De plus, le modele développé surpasse efficacement les corrélations

de la littérature et présente des prédictions plus précises et plus fiables.

Farzi et Esmaeilzadeh (2016)[46] ont utilisé la contribution du groupe Esmaeilzadeh-
Roshanfekr (GC-ER) pour calculer la densité de 294 liquides ioniques a différentes
températures et pressions ambiantes sur la base de 1775 données expérimentales. Les résultats
ont montré que I'erreur du modele était inférieure a celle des autres équations testées dans ce
travail. L'écart relatif absolu moyen (ERAM%) du modele proposé était de 1’ordre de 11,49
%.

Najafi-Marghmaleki et al.(2016)[34] ont développé un modele basé sur la technique de
programmation d'expression génique (GEP) pour la prédiction des valeurs de densité
expérimentales de 146 liquides ioniques a différentes températures en utilisant une base de
602 données. Ou ils ont utilisé la température, le poids moléculaire, la température normale du
point d'ébullition, la pression critique, le volume critique et le facteur acentriqgue comme
parametres d'entrées du modeéle. Les resultats obtenus ont indiqué que le modele developpé
est capable d'estimer les données de densité cible avec une précision acceptable. De plus,

20



Chapitre | : Revue critique sur la prédiction des propriétés des LIs

apres une comparaison aux predictions des corrélations de la littérature ils ont constaté que le
modele GEP est largement supérieur par rapport aux autres corrélations et présente une

précision et une fiabilité supérieures.

Barati-Harooni et al. (2017)[47] ont développé un modéle sur la base du réseau neuronal
a fonction de base radiale (RBF-RN) pour I'estimation des valeurs de densité de 146 liquides
ioniques a différentes températures. Les résultats de cette étude ont révelé que le nouveau
modele est capable de prédire les données de densité avec une précision acceptable. Et apres
une comparaison aux corrélations de la littérature ils ont observé que le modeéle surpasse

efficacement les autres corrélations et présente une précision et une fiabilité supérieures.

Shekari et al.(2019)[48] ont utilisé I'équation d'état du fluide d'association statistique de
chaine perturbée (PC-SAFT) pour prédire la pression de vapeur et la densité des solutions non
aqueuses du liquide ionique dans certains solvants organiques polaires dans la région diluee
du liquide ionique. Les résultats obtenus a partir de I'équation d'état PC-SAFT ont fourni des
prédictions fiables et précises avec un écart moyen absolu de 0,01.

Zimmermann et Mattedi (2020)[49] ont développé un réseau de neurones artificiels
pour la prédiction de la densité d'un mélange binaire d'eau et de liquides ioniques a base
d'ammonium, en utilisant la température, la fraction massique du liquide ionique et les
groupes structurels des réactifs utilisés pour synthétiser le liquide ionique comme variable
d’entrée. Le réseau final proposé était un réseau en cascade 12-10-10-1 avec deux couches
cachées entrainées avec une régularisation bayésienne a atteint un EQM, ERAM% et R? pour
I'ensemble de tests de densité de 0,0000, 0,0107 % et 1,0000, respectivement.

Amara et al.(2020)[50] ont mis en ceuvre une technique intelligente rigoureuse, & savoir
la programmation d'expression génique (GEP) pour modéliser la densité de mélanges binaires
et ternaires de liquides ioniques et de solvants moléculaires a I'aide d'une base de données
expérimentale compléte comprenant 1985 mesures réelles dans diverses conditions
opérationnelles. Les résultats obtenus ont révélé que les corrélations basées sur le GEP
nouvellement établies peuvent prédire la densité de mélanges binaires et ternaires de Lls et de
solvants moléculaires avec un degré éleve d'intégrité. Ou les corrélations basées sur le GEP
ont présenté des valeurs d'erreur relative absolue moyenne globale (ERAM%) de 0,5621 % et
0,2128 % pour les cas binaires et ternaires, respectivement. En outre, ils ont constaté que les

corrélations explicites proposées suivaient la tendance attendue par rapport aux variables
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considérées. Ainsi que, la supériorité et la fiabilité des corrélations basées sur le GEP ont été

démontrées par rapport aux meilleures approches existantes dans la littérature.

Bagheri et al. (2021)[51] ont étudié six équations semi-empiriques simples avec
différentes regles de mélange et deux cubiques (CE0S)(Soave-Redlich Kwong EoS et Patel-
TejaEoS) pour prédire la densité d'un mélange comprenant un liquide ionique. Pour chaque
équation semi-empirique, les coefficients ont été optimisés a l'aide d'un algorithme
d'optimisation de baleine Laplacienne basé sur la famille de cations. Les résultats obtenus
basés sur des équations semi-empiriques ont indiqué que la modification effectuée fournit une
faible déviation des données expérimentales et peut étre appliquée en toute confiance dans les
calculs techniques et thermodynamiques. Cependant, les résultats basés sur deux CEoS ont

montré une préecision inacceptable.

Ashraf Mansouri (2021)[52] a utilisé la technique de contribution SAFT-ygroup (GC)
pour estimer la densité et les propriétés dérivées thermodynamiques du second ordre de
certaines LIs & base d'imidazolium et de cyano (avec [SCN], [DCA], [TCM ] ou [TCB]) dans
une plage de température de 262 a 412 K. Les résultats ont démontré que I'équation SAFT-y

pouvait estimer la densité des LIs étudiés avec une bonne précision.

|.4 Revue critique sur la viscosité des LIs

La viscosité est I’une des propriétés les plus importantes, largement utilisée pour étudier
les IL et leurs puretés. La viscosité est une propriété de transport provoquée par le frottement
entre les particules voisines dans un fluide qui se déplacent a des vitesses différentes. En
d’autres termes, cette propriété fournit une mesure de la résistance du fluide a une

déformation progressive par contrainte de cisaillement ou contrainte de traction.[53]

Ainsi, la viscosité est la propriété physique qui a une influence directe sur les
applications industrielles. Par exemple, il est clair que lorsque les LIs sont utilisés comme
lubrifiants, une viscosité elevee est préférée, en particulier pour les applications exigeantes et
les températures élevées. En revanche, une faible viscosité est souhaitable lorsque les LIs sont
utilises comme solvants verts, catalyseurs ou fluides caloporteurs. Par conséquent, la

connaissance de la valeur de la viscosité est d’une grande importance.[54]

Etant donné que les données expérimentales actuelles sur cette propriété sont encore
rares et limitées aux familles LIs connues. Plusieurs études théoriques ont été réalisées

capables de donner des previsions fiables sur les viscosités des LIs.
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Gharagheizi et al.(2012)[55] ont développé une méthode fiable de contribution de
groupe pour prédire la viscosité de 443 liquides ioniques en utilisant un ensemble de données
compose de 1672 valeurs et un total de 46 sous-structures en plus de la température pour
prédire la viscosité des LIs. lls ont constaté que le modele peut étre utilisé pour prédire la

viscosité de divers liquides ioniques avec un faible écart relatif moyen inférieur a 6,4 %.

Chena et al.(2013)[56] ont développé la viscosité des LIs a base d’imidazolium a l'aide
modele QSPR couplé aux descripteurs de contribution de groupe ou ils ont formulé une
relation mathématique entre la viscosité des LIs & base d'imidazolium et les parametres
descriptifs des anions et des cations. Ils ont constaté que la forte corrélation entre la valeur
calculée de QSPR et la viscosité expérimentale offre une possibilité de prédiction de la
viscosité pour la conception de nouveaux liquides ioniques. Le coefficient de corrélation était
de R?=10,9888.

Baji¢ et al (2014)[57] ont calculé la viscosité de dix melanges liquides binaires
constitués de liquides ioniques et de composés organiques a pression atmosphérique et dans
une large plage de températures a l'aide de deux approches différentes, prédictive par modeles
de contribution de groupe (UNIFAC-VISCO et ASOG-VISCO) et corrélative (Seddon,
Grunberg — Nissan, McAlister, Eyring-UNIQUAC et Eyring-NRTL). Aussi, une étude
comparative avec les données de la littérature a été effectuée. Ils ont constaté que ces modéles

ont donné de tres bons résultats, qui sont proches des modeles corrélatifs.

Hosseinzadeh et Hemmati-Sarapardeh (2014)[53] pour prédire la viscosité des mélanges
ternaires ont utilisé une approche de modélisation rigoureuse, a savoir la machine a vecteurs
de support des moindres carrés (LSSVM) ou ils ont optimisé ces parameétres a l'aide de I'outil
d'optimisation du recuit simulé couplé. A cette fin, ils ont collecté 729 points de données des
mélanges de LIs pour l'apprentissage et le test du modeéle en utilisant la température du point
d’ébullition, le poids moléculaire et la composition des composés du mélange comme
variables d'entrees. Ils ont constaté a partir des résultats des analyses d'erreurs statistiques et
graphiques que le modele developpé peut prédire la viscosité du melange ternaire avec une

précision significative.

Fatehi et al.(2014)[58] ont construit un réseau neuronal a action directe pour estimer les
viscosités de meélanges binaires de cing types différents de liquides ioniques avec divers
solvants polaires et non polaires dans une large plage de températures en utilisant le poids

moléculaire et la structure de groupe du liquide ionique, le poids moléculaire et la température
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d'ébullition réduite du solvant, ainsi que la composition molaire, la température et la pression
du systeme comme variables d'entrées indépendantes, pour une base de données contenant
1996 points de données expérimentales. Les résultats obtenus en terme de l'erreur relative
moyenne de 0,6 %. Le réseau RNA obtenu peut étre considéré comme un outil efficace et
précis pour estimer la viscosité de melanges binaires de liquides ioniques et de solvants et que

peut étre utilisée pour I'estimation de systémes similaires.

Paduszynski et Domanska (2014)[59] ont collecté plus de 13000 points de données sur
la viscosité dépendant de la température et de la pression pour la prédiction de la viscosité de
1484 liquides ioniques en utilisant une stratégie de réseau neuronal artificiel a action directe a
deux couches pour représenter la relation entre la viscosité et les variables d'entrées: la
température, la pression et la contributions de groupe (GC). lls ont obtenu pour les processus
d'apprentissage, de validation et de test, les erreurs quadratiques moyennes de 0,0334, 0,0595
et 0,0603 unités log, correspondant a des coefficients de corrélation quadratique de 0,986,
0,973, et 0,972 et des ecarts relatifs globaux au niveau de 11,1, 13,8 et 14,7 %,
respectivement. A cet égard, ils ont révélé que les résultats calculés dans ce travail se sont
plus précis que ceux obtenus avec le meilleur modéle GC actuel pour la viscosité des Lls

décrit dans la littérature.

Haghbakhsh et Raeissi (2014)[60] ont étudié les viscosités de huit liquides ioniques
différents et leurs mélanges binaires avec I'eau en appliquant deux corrélations empiriques,
I'une pour Il'estimation des viscosités de liquides ioniques purs, et l'autre pour leurs mélanges
aqueux a différentes températures a pression atmosphérique et, dans le cas de la corrélation de
mélange, a diverses compositions molaires. Ils ont constaté que les deux corrélations pour les
viscosités pures et celles des mélanges étaient précises, ils ont obtenus pour la corrélation des
composants purs, un écart relatif moyen absolu de 2,97 % pour un total de 245 données sur
des liquides ioniques purs (et de I'eau pure), tandis qu’ils ont obtenus pour la corrélation des
mélanges, un écart relatif moyen absolu de 6,72 % pour un total de 245 données sur les

liquides ioniques purs (et I'eau pure).

Zhao et al.(2015)[13] ont développé deux nouveaux modéles QSPR pour prédire la
viscosité des liquides ioniques a l'aide des algorithmes de régression linéaire multiple (MLR)
et de machine a vecteurs de support (SVM) basés sur les descripteurs moléculaires du modéle
de dépistage de type conducteur pour les solvants réels (COSMO-RS) (So -profil). En

utilisant un ensemble de données total de 1502 points de données expérimentales sur la
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viscosité dans une large plage de température et de pression pour 89 liquides ioniques. Ils ont
trouvé un écart relatif absolu moyen de I'ensemble total de données du MLR et du SVM de
10,68% et 6,58%. Respectivement. Ces résultats ont montré que les modeles MLR et SVM
peuvent prédire la viscosité des LIs et que les performances du modele non linéaire développé
par le SVM sont supérieures a celles du modele linéaire (MLR). En outre, ils ont conclu que
les modeles dérivés peuvent également éclairer les caractéristiques structurelles liées a la

viscosité des LIs.

LazzUs et Pulgar-Villarroel (2015)[61] ont estimé la viscosité des liquides ioniques a
différentes températures a l'aide d'une méthode simple de contribution de groupe en utilisant
une approche de type-Andrade. Tout d'abord ils ont utilisé les données expérimentales de 183
liquides ioniques (1 110 points de données) avec une viscosité comprise entre 6 et 20 883 (cP)
a des températures comprises entre 253 K et 395 k pour obtenir les contributions des groupes
cation-anion dans un ensemble de corrélations. Ensuite, ils ont prédit les viscosités de 143
autres liquides ioniques (335 points de données). Les résultats ont montré que cette méthode
de contribution de groupe représente une excellente alternative pour l'estimation de la
viscosité de divers liquides ioniques a différentes températures a partir de la connaissance de
leur structure moléculaire avec un écart moyen de 4,5% et un coefficient de corrélation de
0,94.

Sattaria et al.(2016)[62] ont rassemblé deux ensembles de données complets de liquides
ioniques contenant du fluor (F-LI) I'un avec des sources fiables constituées de 863 viscosités
expérimentales pour 85 F-LI, et lI'autre comprenant des sources peu fiables constituées de
1160 points de données expérimentales pour 332 F-LI pour estimer les viscosités des F-LI en
fonction de la température a 1’aide d'un modele efficace de contribution de groupe (GC) qui
utilise un total de 35 groupes fonctionnels. Ils ont trouvé que le modéle GC proposé a produit
un faible écart relatif absolu moyen de 3,23 %, une erreur quadratique moyenne de 0,19 et un
coefficient de détermination de 0,977.

Zhao et al. (2016)[63] ont developpé une méthode de contribution de groupe
UNIFAC—VISCO modifiée pour la corrélation et la prédiction de la viscosité des liquides
ioniques en fonction de la température a 0,1 MPa. Ils ont déterminé les parameétres
d'interactions binaires pour des cations et des anions sélectionnés en ajustant les données
experimentales de viscosité disponibles dans la littérature pour des liquides ioniques

sélectionnés. Ainsi que, ils ont adapté la dépendance en température de la viscosite des
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cations et des anions a un comportement de Vogel—Fulcher—Tamman. Les résultats de toutes
les données de viscosité calculées ont montré un excellent accord avec les données

expérimentales avec un écart moyen absolu relatif inférieur a 1,7 %.

Zhaoa et al.(2016)[64] ont intégre la méthode des états correspondants a la contribution
des fragments avec deux algorithmes, notamment I'algorithme de régression linéaire multiple
(MLR) et lI'algorithme de machine a vecteurs de support (SVM) pour prédire la viscosité des
liquides ioniques a base d'imidazolium. En utilisant un vaste ensemble de données de 1 079
points de données expérimentales de 45 LIs a base d'imidazolium couvrant une large plage de
pression et de température. Sur la base de des résultats qu'ils ont obtenus ils ont constaté que
Le modeéle non linéaire développé par l'algorithme SVM est bien meilleur que le modele
linéaire construit par le MLR, ce qui indique que I'algorithme SVM est plus fiable dans la
prédiction de la viscosité des LIs & base d'imidazolium. Ou ils ont trouvé que L'écart relatif
absolu moyen de I'ensemble des données du MLR et du SVM est respectivement de 24,2 % et
3,95 %.

Fatehi et al. (2017)[65] ont construit un réseau neuronal artificiel a trois couches, avec
24 neurones, pour estimer les viscosités d'un large éventail de familles de liquides ioniques, y
compris celles basées sur l'imidazolium, I'ammonium, le pyridinium, le pyrrolidinium, le
phosphonium et l'isoquinolinium dans une plage de température de (273,15 a 393,15) K et une
plage de pression de (0,1 a 150) MPa. lls ont constaté que le modele RNA proposé peut-étre
considérer comme un outil capable d'estimer les viscosités des liquides ioniques purs et que ce
modele peut également étre appliqué a des systéemes similaires selon les résultats obtenus tel
que, l'erreur quadratique moyenne et le coefficient de corrélation sur les ensembles de
données d'apprentissage et de validation sont de 4,36. 108, 1,625.10° 1,00000 et 0,99955
respectivement. Ainsi que, I'erreur absolue moyenne sur I'ensemble de données de test était de
1,310 %.

Baghban et al.(2017)[66] pour estimer la viscosité de 443 liquides ioniques différentes
ils ont développé un modeéle basé sur la combinaison de la machine hybride a vecteurs de
support des moindres carrés (LSSVM) et de la méthode de contribution de groupe. De plus,
ils ont comparé le modéle LSSVM proposé avec un autre modéle de contribution de groupe
développé par Gharagheizi et al (2012). Les résultats obtenus a partir des analyses statistiques
ont confirmé que les approximations du modele LSSVM est en bon accord avec les viscosités

réelles. Ainsi que, les résultats de I'erreur quadratique moyenne (EQM) et le R-carré (R?) qu'ils
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ont obtenus sont de 0,007, 0,979, respectivement ils ont confirmé la meilleure capacité

prédictive du modele.

Kang et al.(2017)[67] ont développé deux nouveaux modéles en utilisant un algorithme
d'intelligence machine d'apprentissage extréme (ELM) pour prédire la viscosité des liquides
ioniques basés sur de larges plages de pression (1 a 3 000 bars) et de tempeérature (258,15 a
395,32 K). lls ont utilisé la température, la pression et un nombre de descripteurs de profils Sc
calculés a l'aide de la méthode de chimie quantique comme paramétres d’entrées. lls ont
constaté que les modeles ELM ont de bonnes performances basées sur des plages de
température et de pression plus larges, et le pourcentage de ERAM de I'ensemble total des
modeéles ELM1 et ELM2 était de 2,21 et 4,10 %, respectivement. En comparant avec d'autres
modéles, ils ont vérifié que les modeles établis par ELM ont une meilleure corrélation et
stabilité pour I'ensemble des données.

Valderrama et al.(2019)[68] ils ont proposé en premier lieu une équation d'état de
viscosité généralisée incluant un seul parametre réglable pour corréler et estimer la viscosité
des liquides ioniques a différentes températures et pressions en utilisant une base de 3857
données de viscosité pour 187 liquides ioniques dans la plage de température de 253 a 573 K
et des pressions de 1,0 a 1500 bar. Un certain nombre de paramétres a été déterminé en
ajustant le modele a I'aide des données expérimentales de viscosité sélectionnées de différents
types de liquides ioniques. Les résultats ont montré que le nouveau modéle d'équation d'état
cubique de viscosité a fourni des résultats précis et cohérents en tenant compte de la simplicité
des expressions généralisées qui ne contiennent qu'un seul parametre réglable pour chaque

liquide ionique.

Valderrama et al.(2019)[69] dans une deuxieme étude, ils ont étendu I'équation d'état
générale utilisée sous forme directe dans la premiére partie pour corréler et prédire la viscosité
des mélanges binaires de liquides ioniques dans une large plage de températures a l'aide d'un
ensemble de 2520 points de données ou l'extension considere également les regles classiques
de mélange et de combinaison couramment utilisees dans les études sur les équations d'états
pression-température-volume, qui a compris deux cas : (i) avec parametre de non-interaction
(modele prédictif) ; et (ii) avec un parametre d'interaction réglable (modéle de corrélation).
Les résultats obtenus ont montré que méme sans paramétre d'interaction, le modéle prédictif

fournit des valeurs adequates et cohérentes pour les premiéres estimations dans la conception
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et la simulation de processus. En résumé, le modele est plus simple et plus précis que les

modeles multiparamétriques présentés dans la littérature.

Paduszynski (2019)[70] a proposé de nouvelles relations quantitatives structures-
propriétés (QSPR) pour estimer la viscosité dynamique (n) de liquides ioniques purs (LIs) en
fonction de la température et des contributions de groupe (GC) a l'aide de trois algorithmes
d'apprentissage automatique courants (régression lineéaire multiple pas a pas "SWMLR",
réseau neuronal artificiel a action directe "FF-RNA " et machine a vecteurs de support des
moindres carrés "LSSVM") sur la base de la plus grande base de données comprenant les
données de 2068 L.is distinctes ( 3236 ensembles de données et 22 268 points de données). Il a
constaté que la modélisation de la viscosité des LIs en termes de GC n'est pas un probleme
facile, quelle que soit la méthode de calcul appliquée. En particulier, une simple régle
d’additivité, qui constitue la base du SWMLR, a donné de mauvais résultats. Les méthodes
d'apprentissage automatique plus sophistiquées (FF-RNA et LSSVM) ont permis d'obtenir des
performances de modélisation nettement meilleures, mais [l'interprétation physique ou
mécaniste des parametres des modeles résultants est fondamentalement irréalisable. Ainsi, ces
modeles sont plus précieux du point de vue purement utilitaire que pour la connaissance

fondamentale ou la compréhension physique du comportement visqueux des LIs.

Nabi et al.(2019)[71] ont développé un systéeme d'inférence neuro-flou adaptatif
(ANFIS) pour prédire la viscosité des mélanges ternaires contenus dans les liquides ioniques
en fonction de 11 parametres d'entrées et une base de données contenant 800 points de
données de 12 mélanges ternaires. Ils ont constaté que le modele ANFIS proposé a donné une
grande capacité a prédire la viscosité des mélanges avec un ERAM % de 0,945.

Darabi et Zare (2020)[72] ont proposé une nouvelle équation linéaire simple pour
représenter la dépendance a la pression de la viscosité des liquides ioniques. A cet égard, ils
ont utilisé et corrélé les données expérimentales de viscosité de la littérature en fonction de la
pression. Ils ont montré que cette équation a permis de fournir des descriptions précises de la
viscosité des liquides ioniques en fonction de la pression. De plus, ils ont proposé une
nouvelle équation pour intégrer a la fois la dépendance de la viscosité (n — T — p) a la
température et & la pression. Les résultats ont indiqué que le modéle n — T — p présente une
grande précision avec un écart relatif absolu moyen global de 2,69 % dans la plage de
température de 283,15 a 363,15 K et la plage de pression de 0,06 a 300 MPa. De plus, Ils ont
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constaté que le coefficient pression-viscosité calculé augmente avec la longueur de la chaine

alkyle du cation.

Lopez-Cortés et al (2020)[73] ont développé une équation pour corréler les viscosités
cinématiques de mélanges binaires de liquides ioniques avec des solvants organiques et avec
de I'eau dans une large plage de température a pression atmosphérique en utilisant une base de
5746 points de données expérimentales de 111 mélanges binaires et la fraction de surface
moléculaire comme variable de composition. Ensuite, ils ont également comparé les
performances de la nouvelle équation avec des équations récemment développées pour la
viscosité cinématique telles que les équations de Nava-Rios d'Eyring Modified Two Suffix
Margules, de Fang-He et d'Eyring-Wilson. lls ont trouvé que la nouvelle équation correle la
viscosité cinématique avec un pourcentage absolu moyen d'écart de 2,64 % pour les mélanges
binaires de liquides ioniques + eau et de 1,44 % pour les mélanges binaires de liquides

ioniques + composés organiques.

Boldoo et al. (2021)[74] ont développé un modele de réseau neuronal artificiel (RNA)
pour prédire la viscosité dynamique de divers cation 1-hexyl-3-méthylimidazolium [HMIM]
avec des nanoparticules de nanotubes de carbone a parois multiples (MWCNT). Ils ont conclu
que le modéle RNA proposé peut prédire avec précision la viscosité dynamique des MWCNT
NEIL avec des agents de base RTIL [HMIM]-cation pour toute application ou ils ont trouvé
que les valeurs prédites et expérimentales présentaient un ajustement exceptionnel, comme le
prouve les valeurs de I'erreur quadratiqgue moyenne et la valeur R du modele prédictif RNA
proposé sont respectivement de 0,001291 et 0,9985. La marge d'écart maximale du modele est
de 9,63 %.

Chen et al.(2022)[75] pour prédire la viscosité des mélanges liquide ionique (LI)-eau
ont proposé un modele non linéaire intégrant la méthode de contribution de groupe (GC) a un
algorithme d'apprentissage automatique bien connu, c'est-a-dire un réseau neuronal artificiel
(RNA), en utilisant un ensemble de données couvrant 8 523 points de données de viscosité de
mélanges LI-H20 a différentes températures (272,10 K - 373,15 K). Les résultats ont montré
que ce modéle RNA-GC avec 4 ou 5 neurones dans la couche cachée était capable de fournir
des prédictions fiables sur les viscosités des mélanges LI-H20 avec 4 neurones dans la
couche cachée, le modele RNA-GC a donné une erreur absolue moyenne (EAM) de 0,0091 et
un coefficient de corrélation (R?) de 0,9962 pour les 6586 points de données d'entrainement,
et pour les 1937 points de données de test, ils sont de 0,0095 et 0,9952, respectivement.
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Lorsque ce modéle non linéaire comporte 5 neurones dans la couche cachée, il a donné un
EAM de 0,0098 et un R? de 0,9958 pour l'ensemble de données d'entrainement, et pour
I'ensemble de données de test, ils sont respectivement de 0,0092 et 0,9990.

Boualem et al.(2022)[54] ont développé deux nouveaux modeles de contribution de
groupe GC complets sur la base des approches regression non linéaire traditionnelle (NLR) la
régression de machine a vecteurs de support (SVM) pour prédire la viscosité dynamique des
Lls en fonction de la température, a l'aide d’une grande base de données expérimentale
contenant 15251 points de données expérimentales couvrant 1654 LlIs distinctes. Les résultats
obtenus des deux modeéles ont montré des prédictions précises et fiables avec une supériorité
prédictive du modele SVM par rapport au modele NLR et d'autres modeles existants dans la

littérature.

Zimmermann et Mattedi (2022)[76] ont appliqué des réseaux de neurones (les réseaux
feed forward et cascade-forward) pour la prédiction de la viscosité de mélanges binaires de
liquides ioniques a base d'ammonium et d'eau en utilisant une approche de contribution de
groupe. Ils ont trouvé des écarts relatifs absolus moyens pour I’ensemble de tests variaient de
pres de 200 % a 0,1999 % en fonction des parametres sélectionnés. Les résultats ont montré
que les réseaux neuronaux peuvent étre utilisés avec succes pour prédire les données de
viscosité, mais une sélection minutieuse de 1’architecture et de 1’algorithme de formation est

nécessaire.

Huang et al. (2023)[77] ont développé des modeéles d'apprentissage automatique
interprétables en intégrant des informations physiques pour relier les modeéles universels
quasi-chimiques de coefficient d'activité du groupe fonctionnel (UNIFAC) en tant que
nouveaux outils prédictifs de la viscosité des mélanges Ll-eau. Aprés la comparaison des
algorithmes d'apprentissage automatique, notamment Adaptive Boosting (AdaBoost),
CategoricalBoosting (CatBoost), Extreme Gradient Boosting (XGBoost), K-Nearest-
NeighbourRegression (KNNR) et Random Forest (RF), ils ont trouvé que le modele Catboost
a montré de meilleures precisions (EQRM = 0,0084, EQM = 0,0001, EAM = 0,0020, R2 =
0,9941). En plus, ils ont démontré que le modéle UNIFAC et la relation de Stokes-Einstein
ont contribué a réduire la dimensionnalité des caractéristiques et a améliorer le pouvoir
prédictif de la viscosité des mélanges LI-eau. De sorte que, le modele UNIFAC contient des
informations physiques prealables pour optimiser les caractéristiques de Il'expérience et

combler le vide entre les caractéristiques d'entrées et la viscosité des mélanges LI-eau.
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Moslehi et al.(2023)[78] ont utilisé la théorie du frottement (TF) pour estimer les
viscosités dynamiques de liquides ioniques purs dans la plage 273-373K et des pressions
allant jusqu'a 298,9 MPa a l'aide d'une équation d'état a chaine dure perturbée. Le nombre
total de points de données de viscosité utilisés dans ce travail était de 3 074. Cependant, ils
ont exclué 167 points de données pour I'obtention des coefficients de corrélation. Ensuite, ils
ont testé ce modele TF par rapport aux 2 907 points de données restants en utilisant trois
paramétres moléculaires ainsi que 5 coefficients de corrélation dans les termes de frottement.
Ils ont révélé que leur modeéle surpassait des autres modéles existants dans la littérature en
termes de précision avec un écart absolu moyen (ERAM) de 2,46 %. De plus, ils ont formé un
réseau neuronal sur 3074 points de données pour représenter la viscosité des LIs purs qu'ils
ont étudiés avec un ERAM global de 1,44 %.

I.5. Revue critique sur la conductivité thermique des LIs

La conductivité thermique (A) est un indicateur extrémement crucial de la capacité de
transfert de chaleur des liquides ioniques et joue un réle essentiel dans leurs applications
industrielles. Par exemple, lors de la sélection du catalyseur, la conductivité thermique est
I’un des parametres pertinents nécessaires aux propriétés de transport. Il est également
nécessaire d’obtenir le coefficient de transfert thermique des matériaux, crucial pour la
conception d’un agent caloporteur et d’un équipement.[79,80] Parmi les méthodes alternatives
importante qui ont été étudiées pour compenser le manque de données expérimentales on

trouve

Hezave et al.(2012)[81] ont proposé un modele de réseau de neurones artificiels (RNA)
pour prédire la conductivité thermique des liquides ioniques purs en utilisant une base de 209
points de données provenant de 21 liquides ioniques différents ou le nombre optimal de
couches cachées a été déterminé comme étant 1, avec 13 neurones dans la couche cachée et
des fonctions logarithmique-sigmoide et pureline comme fonctions de transfert dans les
couches cachées et de sortie, respectivement. Les résultats obtenus ont révélé que le réseau
proposé est capable de corréler et de prédire la conductivité thermique de tous les liquides
ioniques purs avec un pourcentage d'écart relatif moyen absolu global (ERAM %) de 0,5 % et

une erreur quadratique moyenne (EQM) de 1,2 x 10°°.

Wu et al.(2013)[82] ont développé une méthode de contribution de groupe (GC) pour
estimer la conductivité thermique des liquides ioniques couvrant une large plage de
température (273,15-353,15 K) et de conductivité thermique (0,1050-0,2137 W m—1 K1) sur
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la base de données expérimentales collectée a partir de la littérature. Ils ont obtenu un bon
accord entre les données calculées et celles de la littérature pour un total de 286 points de
données de 36 liquides ioniques avec un écart absolu moyen (ERAM) de 1,66 %. A partir de
ces résultats ils ont conclu que cette méthode de contribution de groupe a permis d’offrir une
approche simple et fiable pour estimer la conductivité thermique de nouveaux liquides

ioniques dans une large plage de températures a pression atmosphérique.

Shojaee et al.(2013)[83] ont proposé une nouvelle corrélation pour prédire la
conductivité thermique des LIs pour un ensemble de 209 points de données provenant de 21
liquides ioniques différents a partir des publications, en utilisant cing parametres de
corrélation réglable obtenus a I'aide de l'algorithme génétique. Ils ont trouvé un pourcentage
d'écart relatif absolu moyen (ERAM%) au cours de la phase de formation était de 5,22 %,
tandis que les résultats ont révélé un ERAM de 10,76 % pour la phase de test. En général, ils
ont conclu que les résultats globaux ont révélé une assez bonne précision de la corrélation

proposée, surtout compte tenu de sa capacité extrapolative.

Albert et Muller (2014)[84] ont développé un modele QSPR pour la détermination de la
conductivité thermique de 39 liquides ioniques en utilisant 375 points de données couvrant 15
cations et 18 anions. Ils ont trouvé pour les données des substances non utilisees pour
I'ajustement ont pu étre estimées avec une erreur absolue moyenne de 4,99 %, ou l'erreur pour

les substances utilisées pour I'ajustement des parametres n'était que de 1,21 %.

Albert et Miiller (2014)[85] dans une autre étude, ils ont développé une méthode
incrémentale pour I'estimation des propriétés thermiques des LIs en utilisant des contributions
de groupes de premier ordre pour décrire la structure moléculaire des ions. A cet égard, 372
points de données pour 39 liquides ioniques ont été traités de maniere analogue pour la
prédiction de la conductivité thermique. lls ont trouvé que les données pour les liquides
ioniques du sous-ensemble non utilisés pour le raccord ont pu étre reproduites avec une erreur

absolue moyenne de 8,1 %.

Chen et al(2014)[86] ont développé une méthode d'indice topologique pour estimer la
conductivité thermique des LlIs sur la base des données collectées qui ont été divisées en
ensembles de formation (299 points de données, 38 LIs) et de tests (60 points de donnees, 7
LIs). Ills ont constaté que la méthode de l'indice topologique peut garantir une précision

satisfaisante avec une forme simple et peut étre facilement étendue a de nouveaux types de
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LIs, avec un écart absolu moyen total de 2,3 %, dont 2,1 % pour I'ensemble de formation et

2,9 % pour I'ensemble de tests.

Wu et al.(2014)[87] ont déterminé les conductivités thermiques des liquides ioniques
sur la base d'une équation de Bridgman modifiée dans laquelle seules les données de densité
et de vitesse du son sont nécessaires. A cet égard, ils ont développé une méthode CSGC de
second ordre avec une bonne précision pour estimer la vitesse du son des liquides ioniques,
qui constitue une propriété thermodynamique importante des liquides ioniques et est toujours
choisie comme source pour déterminer d'autres propriétés. Ils ont trouvé que pour une base de
données de 276 points de données sur 34 liquides ioniques, les conductivités thermiques
calculées concordent bien avec les données expérimentales de la littérature avec un ERAM de
3,91 %.

Lazzus et Pulgar-Villarroel (2015)[80] ont estimé la conductivité thermique a
différentes températures de liquides ioniques a l'aide d'un modele de relation quantitative
structure-propriété (QSPR) impliquant 11 descripteurs moléculaires basés sur des calculs
semi-empiriques pour 195 points de données expérimentales dans une large plage de
températures (273-390 K). Les résultats ont montré que le modele QSPR pour estimer la
conductivité thermique était suffisamment precis et a donné des écarts inférieurs a tous les
autres modéles QSPR existants avec ERAM = 1,97 et R?=0,9919.

Lazzls (2015)[88] afin d'estimer la conductivité thermique de liquides ioniques a
différentes températures et pressions a optimisé un réseau neuronal artificiel a l'aide d'un
algorithme génétique en utilisant un ensemble de 400 points de données expérimentales de
conductivité thermique de 41 liquides ioniques dans la plage de 0,10 a 0,22 W.m.K* pour
une plage de température et de pression de (273-390 K) et de (100- 20, 000kPa)
respectivement. Les résultats ont montré que la méthode proposée pour estimer la
conductivité thermique des liquides ioniques a différentes températures et pressions présentait
une bonne précision avec des écarts plus faibles tels que ERAM inférieur & 0,91 % et R? de
0,9969 pour I'ensemble d'entrainement, et ERAM inférieur & 0,84 % avec R? de 0,9963 pour

I’ensemble de prédiction.

Lazzls (2015)[89] a réalisé une autre étude pour la prédiction de la conductivité
thermique des liquides ioniques pour la méme base de données et les mémes plages de
température et de pression utilisé dans son étude précédente. Les résultats ont montré que la

méthode de contribution de groupe proposée pour prédire la conductivité thermique des
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liquides ioniques en fonction de la température et de la pression a présenté une bonne
précision avec des écarts plus faibles tels que ERAM inférieur a 1,90 % et R? de 0,9879 pour
I'ensemble de corrélation, et ERAM inférieur a 2,33. % avec R? de 0,9754 pour I’ensemble de

prediction.

Atashrouz et al.(2015)[90] ont proposé une méthode de groupe de modéle de traitement
des donnees afin d'estimer la conductivité thermique des liquides ioniques purs, basée sur 23
liquides ioniques correspondant a 216 points de données expérimentales. L'écart relatif absolu
moyen pour tous les systémes étudiés était de 1,81 %, ce qui constitue un degré de précision

satisfaisant pour le modéle proposé.

Atashrouz et al.(2016)[91] afin d'estimer la conductivité thermique des LIs purs ils ont
proposé une machine a vecteurs de support aux moindres carrés, basée sur 22 liquides
ioniques. lls ont trouvé que le pourcentage d'erreur relative absolu moyen pour tous les
systemes étudiés est de 1,03 %, ce qui constitue un degré de précision satisfaisant pour leur
modele proposé. En outre, le modéle proposé a présenté une précision supérieure a celle des

autres modeles disponibles dans la littérature.

He et al.(2017)[79] ont présenté un modele linéaire basé sur les indices-normes pour
décrire la relation entre la conductivité thermique des Lls et leur structure ainsi que la
température et la pression. A cet égard, ils ont utilisé un ensemble total de données de 475
points de données expérimentales de conductivité thermique dans une large plage de
températures (273,15 a 355,07 K) et de pressions (0,1 a 20,0 MPa) pour cing types de liquides
ioniques contenant de I'ammonium, du phosphonium, de I'imidazolium, du pyridinium et du
pyrrolidinium. Les résultats ont révélé que cette méthode proposée présentait une bonne
précision avec un F élevé de 1 540, un R? élevé de 0,984 et un ERAM faible de 1,45 %.

Soman et al.(2019)[92] pour la prédiction de la conductivité thermique du liquide
ionique aqueux déterminées a différentes températures allant de 302,52 & 337,92 K et a des
concentrations de 0,1 a 0,6 % sous une pression ambiante. lls ont tout d'abord développé un
modéle quadratique en utilisant la méthodologie de surface de réponse avec R? = 0,99 et EQM
= 2,212. Ensuite un réseau neuronal a propagation retroactive a deux couches 2-10-1 a été
également modélisé avec une erreur quadratique moyenne (EQM), une racine moyenne carree
(EQRM) et un pourcentage d'erreur moyen absolu (ERAM) de 0,005, 0,071 et 2,684,

respectivement. lls ont constaté que les deux modeéles sont explicites dans la prédiction des
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conductivités thermiques expérimentales des liquides ioniques aqueux. Cependant, le modele

RNA a démontré de meilleures performances par rapport a I'autre modele.

Cardona et Valderrama (2020)[93] dans la premiére partie de leur étude, ils ont proposé
un modéle basé sur le concept de similitude géométrique pour calculer la conductivité
thermique et la vitesse du son des liquides ioniques en utilisant 320 données de conductivité
thermique (40 LlIs) dans la plage de température de 263,15 K a 390,15 K et de pression de
0,86 & 2 000 bar. De sorte que, le modele d'équation d'état empirique proposé ne contenait
qu'un seul parametre réglable pour chaque liquide ionique, parametre qui peut étre déterminé
a l'aide d'une seule donnée expérimentale ou qui peut étre généralisé en termes d'autres
propriétés disponibles, comme proposé dans ce travail. Les résultats ont montré que le modeéle
d'équation d'état a fourni des résultats acceptables pour la corrélation et la prédiction de la

conductivité thermique pour les liquides ioniques purs étudieés.

Cardona et Valderrama (2020)[94] dans la deuxieme partie de leur étude, ils ont utilisé
I'équation d'état générale basée sur le concept de similarité géométrique pour corréler et
prédire la conductivité thermique et la vitesse du son des mélanges binaires eau + liquide
ionique. De sorte que, l'extension considére les régles classiques de mélange et de
combinaison couramment utilisées dans les études et les applications des équations d'état
pression-température-volume. Pour cela, ils ont recueilli un total de 77 données sur la
conductivité thermique de mélanges binaires eau + liquides ioniques dans la plage de
température de 278 K a 343 K a pression atmosphérique. Les résultats de I'extension aux
mélanges ont montré que le modele empirique d'équation d'état a fourni des valeurs adéquates
et cohérentes en utilisant uniquement des données de composants purs, prouvant ainsi sa

bonne capacité predictive.

Mousavi et al.(2020)[95] afin de prédire la conductivité thermique de la variété des
liquides ioniques, ils ont développé trois modéles a savoir, (I) une méthode simple de
contribution de groupe baseée sur la tempeérature, la pression, le poids moléculaire, la
température d'ébullition et le facteur acentrique ; (II) un modele basé sur les propriétés
thermodynamiques, la pression et la température des Lls; et (II1) un modéle basé sur la
structure chimique, la pression et la température en utilisant un ensemble de 504 données
expérimentales provenant de 50 LIs sur une large plage de pression (100 a 20 000 KPa) et de
température (273 a 390 K). De plus, pour développer le modeéle (1) ils ont utilisé une simple
corrélation et pour le développement des modeles (1) et (I11) ils ont appliqué des approches
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intelligentes comprenant des réseaux neuronaux a fonction de base radiale (RBF) et a
perceptron multicouche (MLP). En outre, pour l'optimisation des réseaux neuronaux afin de
prédire avec précision la conductivité thermique, ils ont utilisé différentes techniques
d'optimisation, notamment [I'algorithme génétique (GA), lalgorithme de recherche
gravitationnelle (GSA), le gradient conjugué mis a I'échelle (SCG), la régularisation
bayésienne (BR) et l'algorithme de Levenberg-Marquardt (LM). Les résultats ont révélés que
bien que la corrélation empirique ne prédise pas avec précision la conductivité thermique des
LIs (erreur relative moyenne absolue en pourcentage (ERAM%) = 12,26 %), sa simplicité
intrinseque est pourtant précieuse et supérieure aux modeles de la littérature. Le modele (1)
(RBF-GSA avec un MAPRE% de 1,051) a montré de meilleures performances avec des
prédictions plus précises. Le modele (I1I) (RBF-GSA) a montré également une précision
acceptable (ERAM % = 1,901). En outre, les résultats de comparaison avec les
modeles/corrélations/contribution de groupe précédentes ont révélé que les modeles proposes

sont plus précis et plus performants que les autres modeles de la littérature.

Zhang et al.(2021)[96] ont établi des modeles QSPR basés sur des descripteurs de
normes pour prédire les propriétés des liquides ioniques a des températures et des pressions
variables. A cet égard, ils ont développé un modéle f-T-P (variation de la propriété f avec la
température T et la pression P) avec 608 points de données de 87 LIs pour la conductivité
thermique. Ils ont constaté que le modele QSPR présente une bonne stabilité et prévisibilité,

avec des résultats statistiques satisfaisants.

Wan et al.(2022)[97] ont proposé un modéle de relation quantitative structure-propriéteé
(QSPR) en utilisant l'approche de régression linéaire multiple (MLR) pour décrire la
conductivité thermique(A) de 44 liquides ioniques pour un ensemble de 606 points de données
expérimentales ou ils ont utilisé deux descripteurs pour la construction du modeéle, a savoir la
zone de distribution de la densité de charge des ions a un intervalle spécifique (So1) obtenue a
I'aide du modeéle de blindage de type conducteur pour le coefficient d'activité du segment
(COSMO-SAC) et le volume de la cavité des LIs (Vcosmo). lls ont constaté que pour le
modéle construit & partir des données totales, ses coefficients de détermination (R?), son
erreur quadratique moyenne (EQRM) et son écart relatif absolu moyen (ERAM) sont
respectivement de 0,9713, 0,004304 et 2,18 % ; ainsi, le modeéle A-QSPR développe offre une

prédiction relativement bonne de conductivité thermique pour les Lls.
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Mital et al.(2022)[98] aprés une étude expérimentale réalisé a l'aide de la méthode de
source plane transitoire modifiee (MTPS) pour mesurer la conductivités thermiques de neuf
liquides ioniques différents sur la plage de température de 298 a 348 K a pression
atmosphérique. Ils ont étendu deux modeles de contribution de groupe (GCM) existants avec
des philosophies de modélisation différentes par rapport a une base de données composée de
ces nouvelles données combinées a toutes les données de conductivité thermique des LlIs
existantes dans la littérature ou Les GCM étendus ont donné des écarts relatifs absolus

moyens de 5,5 % et 4,9 %, respectivement, pour I’ensemble de 1I’ensemble de données.

1.6 Revue critique sur la tension superficielle des LIs

La tension superficielle est l'une des caractéristiques physicochimiques les plus
importantes a prendre en compte dans les systemes hétérogeénes, la conception de procédés et
de nombreuses applications scientifiques et industrielles. Dans les processus chimiques, la
tension superficielle est une propriété appropriée car elle fait référence a un phénoméne dans
lequel il existe une interface vapeur-liquide. Dans les sciences de I’ingénieur, la tension
superficielle affecte non seulement la production de certains processus tels que 1’extraction,
I’adsorption et la distillation, mais domine également les caractéristiques de nombreux
produits industriels, tels que les produits agrochimiques, les cosmétiques, les peintures, les
revétements et les détergents. Etant donné que la tension superficielle est une propriété
physigue qui dépend de la structure et de la composition des molécules, I'étude de la tension
superficielle des LlIs peut jouer un réle central dans I'explication des énergies intrinseques

impliquées dans les interactions ioniques existants dans diverses applications.[99]

Gardas et Coutinho(2008)[100] ont montré dans leur étude comment une corrélation
quantitative structure-propriété (QSPR) pour les parachors peut étre utilisée avec une méthode
d'estimation des densités pour prédire les tensions superficielles des LIs dans de larges plages
de température, 268,15-393,15 K. La validité de cette corrélation a été évaluée en comparant
les prédictions aux tensions superficielles expérimentales recueillies de la littérature. Les
résultats obtenus ont montré un bon accord avec les données de la littérature. Pour une base de
données de 361 points de donnees, pour environ 40 liquides ioniques, un pourcentage d'écart
moyen de 5,75 % avec un écart maximum inférieur a 16 % a été observé. Pour I'estimation
des tensions de surface a température ambiante, ils ont développé une corrélation des tensions

de surface avec les volumes moléculaires des LIs. L’écart observé est de 4,50 % pour 47
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points de données de tension superficielle disponibles dans la littérature a 298,15 K pour un

total de 22 LlIs a base d'imidazolium

Gharagheizi et al.(2012)[101] ont développé une méthode de contribution de groupe
fiable pour l'estimation de la tension superficielle des liquides ioniques. Un ensemble de
données comprenant 920 données expérimentales pour 51 liquides ioniques collectées a partir
de diverses références a été utilisé pour développer et évaluer la capacité prédictive du
modele. L'ensemble de données couvre une plage de température de 268,3 & 743,7 K et une
plage de tension superficielle de 0,02499 a 0,0647 N m™. OU lls ont utilisé un total de 19
sous-structures plus la température pour prédire la tension superficielle. Pour mieux distinguer
les effets de I'anion et du cation sur la tension superficielle des liquides ioniques, 12 sous-
structures liées a la structure chimique de l'anion et 7 sous-structures liées a la structure
chimique du cation ont été mises en ceuvre. Les résultats de cette méthode ont montré un écart

relatif absolu moyen (ERAM) de 3,6 % par rapport aux données expérimentales.

Wu et al. (2012)[102] ont propose une méthode de contribution de groupe d'état
correspondant pour estimer la tension superficielle des liquides ioniques couvrant une large
plage de température (268,29-533,20 K) et de tension superficielle (15,50-76,20 mN/m) sur
la base de données expérimentales recueillies de la littérature. lls ont obtenu un bon accord
entre les données prédites et expérimentales de la littérature pour un total de 1224 points de

données de 105 liquides ioniques avec un écart absolu moyen (ERAM) de 4,95 %.

Shang et al. (2012)[103] ont appliqué les indices topologiques généraux (TIs) pour
prédire les tensions de surface des liquides ioniques par la méthode relation quantitative
structure-propriété (QSPR). Dans cette étude, outre les deux ensembles de TIs générés a partir
du cation et de I'anion, un troisieme Tls a été utilisé pour décrire l'interaction de I'anion et du
cation. Contrairement aux méthodes d'estimation précédentes pour les tensions de surface des
LIs, la dépendance a la température a été également corrélée par les parameétres de structure.
Pour developper le modele QSPR 930 points de données de tension superficielle pour 115 LlIs
ont été appliqués ou le coefficient de corrélation (R?) et I'écart absolu moyen global (ERAM)
sont respectivement de 0,9516 et 3,43 %.

Mirkhani et al.(2013)[104] ont développé des modeles QSPR (Quantitative Structure
Property Relationship) pour estimer la tension superficielle des liquides ioniques en utilisant
un modele basé sur la machine a vecteurs pris en charge par les moindres carrés (LSSVM)

pour capturer la nature non lineaire de la tension superficielle. Des LlIs via des descripteurs
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moléculaires theoriques obtenus uniquement a partir de leurs structures. Un grand ensemble
de données de 930 points de données de tensions superficielles experimentales pour 48
liquides ioniques a été appliqué pour dériver le modele. Sept descripteurs ont été selectionnés
par approximation des fonctions génétiques pour relier la tension superficielle des liquides
ioniques a leurs anions et structures cationiques correspondantes ou les résultats des
techniques de validation ont montré que le modéle est stable et précis et qu'il est exempt de
corrélation fortuite tel que le coefficient de corrélation (R?) et I'écart relatif absolu (ERAM %)

qui sont 0.989 et 1.03 respectivement.

Ghasemian et Zobeydi (2013)[5] ont utilise une équation simple pour prédire les
tensions superficielles de liquides ioniques purs sur la base de I'enthalpie de vaporisation. Le
facteur acentrique, la température critique et la pression critique des liquides ioniques sont des
entrées nécessaires pour cette prédiction. L'erreur relative moyenne obtenue a partir de la
comparaison des valeurs de tension superficielle expérimentales et calculées pour les liquides
ioniques étudiés a été inférieure a 2 % démontré que le modéle présente une bonne précision

par rapport a d’autres équations prédictives.

Lemraski et Zobeydi (2014)[105] ont appliqué la méthode Parachor basée sur la
contribution de groupe modifiée pour estimer la tension superficielle des liquides ioniques a
base d'imidazolium couvrant une large plage de température et de longueur de chaine, sur la
base de données expérimentales collectée de la littérature. A partir de la comparaison des
valeurs de tensions superficielles expérimentales et calculées pour les liquides ioniques
étudiés ils ont obtenu une erreur relative moyenne (moins de 8,5 %) et a montré que le modéle

a une bonne précision par rapport a d'autres équations prédictives.

Lemraski et pouyanfar (2014)[106] ont prédit la tension superficielle des systemes
binaires liquides ioniques a base d'imidazolium en fonction de la concentration en utilisant
I'équation de I'équation de Sprow et Prausnitz a 298,15 K. la fraction molaire en vrac, la
surface molaire de surface et la tension superficielle du composant pur sont des entrées
nécessaires pour cette équation et la méthode de contribution du groupe UNIFAC a eté
également appliquée pour tenir compte de la non-idéalité de la masse et de la surface de la
solution. Les erreurs relatives moyennes obtenues a partir de la comparaison des valeurs de
tensions superficielles expérimentales et calculées pour 16 systémes binaires sont inférieures a
4 %. Par conséquent, ce modele présente une bonne précision par rapport a d’autres équations

prédictives.
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Huang et al. (2015)[41] ont utilisé des modéles semi-empiriques et des modeles de
réseaux de neurones artificiels (RNA) pour un ensemble de 545 points de données, ils ont
constaté que les deux modeles ont donné des résultats de corrélation trés précis avec des
écarts absolus moyens globaux (ERAM) des modeles semi-empiriques et RNA inférieurs a
2 %.

Hashemkhani et al. (2015)[11] ont examiné la capacité et la faisabilite de trois
algorithmes intelligents pour prédire la tension superficielle des systémes binaires contenant
des Lls. Pour construire et tester les modeles, 748 points de données correspondants aux
valeurs expérimentales de tensions superficielles des mélanges binaires contenant des LIs ont
été extraits de la littérature. La tension superficielle était comprise entre 0,0157 et 0,07185
N-m1. La température absolue, la fraction molaire et le poids moléculaire des composants LlIs
et la densité des composants Lls ainsi que le point d'ébullition et le poids moléculaire des
composants non-LIs ont été considérés comme variables d'entrées du modele pour
différencier les différents composés impliqués dans les systémes binaires. Une comparaison
entre les données expérimentales et les valeurs prédites utilisant les trois méthodes (en termes
de parametres statistiques) a montré un bon accord. Cependant, la prédiction CSA-LSSVM
était meilleure que les deux autres approches avec un écart relatif moyen absolu (ERAM %) et
un coefficient de corrélation (R) de 1.3785 %, 0.987044 respectivement.

Atashrouz et al(2016)[107] ont developpé des approches informatiques souples. Ce sont
des modeles basés sur la machine a vecteurs de support (SVM), les machines a vecteurs de
support des moindres carrés (LSSVM) et la méthode de groupe des systemes de réseau
neuronal polynomial de type traitement de données (GMDH-RNP) pour la prédiction des
propriétés physicochimiques des mélanges des LlIs telle que la tension superficielle. Ils ont
trouvé que le modéle LSSVM est plus robuste et fiable pour la prédiction des propriétés
physico-chimiques des mélanges LIs avec des écarts relatifs absolus moyens del,18 % pour la

tension superficielle.

Soleimani et al. (2017)[108] ont comparé le modele RNA entrainé avec l'algorithme
trainbr par d'autres modeéles tels que SVM, GA-SVM, GA-LSSVM, CSA-LSSVM, GMDH-
RNP et RNA entrainés avec l'algorithme trainlm pour la prédiction de la tension superficielle,
ils ont conclu que le modéle proposé était meilleur en termes de précision avec un ERAM %

moyen de 0,44.
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Atashrouz et al.(2017)[109] ont développé un modéle mathématique basé sur la
machine a vecteurs de support des moindres carrés pour prédire la tension superficielle des
liquides ioniques. Le poids moléculaire, la température réduite, la pression réduite, le facteur
de compressibilité critique et le facteur acentrique ont été sélectionnés comme parametres
d'entrées et la tension superficielle comme paramétre de sortie. Une base de données étendue
comprenant 868 points de données expérimentales pour la tension superficielle de 61 LIs a été
prise en compte pour développer le modéle LSSVM dont les parametres réglables du modéle
ont été calculés par une programmation d'algorithme génétique. Ils ont conclu que le modele
proposé a présenté une bonne précision avec un écart relatif absolu moyen de 1,41, 1,74 et
1,54 % pour l'ensemble d'apprentissage, I'ensemble de test et les données totales,
respectivement. La majorité des points de données sont situés dans un domaine d'erreur
standard démontrant I'acceptabilité statistique du modele et que seulement 3,6 % des points de
données sont considérés comme des données suspectes. Et partir d'une étude d'importance
relative ils ont trouvé que le facteur de compressibilité critique des LIs a le plus grand effet
sur la tension superficielle des liquides ioniques, avec une importance relative de 22,97 %.

LazzUs et al.(2017)[110] pour estimer la tension superficielle des liquides ioniques en
fonction de la température absolue ont utilisé une méthode de contribution de groupe. Un total
de 2 286 points de données expérimentales provenant de 226 ensembles de données de 154
liquides ioniques a été collectés de la littérature spécialisée dans une plage de température de
263 a 533 K et une plage de tension superficielle de 0,015 a 0,062 Nem—1, pour un ensemble
hétérogene de types de liquides ioniques tels que I'imidazolium, I'ammonium, le
phosphonium, le pyridinium, le pyrrolidinium et le pipéridinium. Un ensemble de corrélation
contenant 75 % de la base de données globale a été utilisé afin de calculer les valeurs de
contribution de 10 groupes de cations structuraux et de 30 groupes d'anions structuraux.
Ensuite, un ensemble de prédiction contenant les 25 % restants de la base de données globale
avec des ensembles de données non utilisées dans la phase de corrélation a été utilisé afin de
tester les capacités et I'exactitude de la méthode proposée. Les résultats ont montré que la
méthode proposée a permis d'estimer la tension superficielle de plusieurs liquides ioniques
avec une meilleure précision que les autres méthodes disponibles dans la littérature, avec un

écart relatif absolu moyen de 2,8 % et un coefficient de corrélation de 0,98.

Shahsavari et al(2018)[111] ont développé un modele de contribution atomique simple
général pour prédire la tension superficielle des liquides ioniques purs (LIs) a pression

atmosphérique en fonction de la température et du nombre d'atomes dans le LI (carbone
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anionique, carbone cationique, oxygéne, azote, etc.). La corrélation a été développée avec
1246 points de données de 61 LIs, dont plusieurs contenaient différents anions et cations. Afin
de trouver les constantes de la relation de fonctionnalité proposée grace a l'algorithme de
recuit simulé (SA), ils ont divisé la base de données au hasard en deux sous-ensembles de
données de formation et de test avec des ratios de 70 et 30 %, respectivement. Les résultats
d'évaluation statistique approfondie ont indiqué que la corrélation proposée avec l'erreur
quadratique moyenne relative (EQRM) de 2,232, le pourcentage d'écart relatif absolu moyen
(ERAM %) de 4,16 et le coefficient de corrélation (R2) de 0,9190 est tres robuste et présente
une tendance d'erreur acceptable. Ainsi que les valeurs de validation externe de 15 LI non
inclus dans le processus d'optimisation étaient en accord acceptable avec les données
expérimentales correspondantes bien que certaines de ces LIs comprenaient des cations et des

anions non utilisés dans le développement de la corrélation.

Esmaeili et Hashemipour (2018)[112] pour générer un réseau et obtenir une corrélation
simple et précise pour prédire la tension superficielle des LIs ont utilisé une des technigues les
plus puissantes du soft computing, la programmation génétique multigénique ou les valeurs de
température réduite, de pression réduite, de facteur de compatibilité critique et de facteur
acentrique ont été sélectionnées comme parameétres d'entrées du réseau. La corrélation
obtenue a une forme mathématique simple, fonction de la température réduite avec une bonne
précision (R?=0,99). Cette corrélation comporte trois coefficients, qui peuvent étre déterminés
a l'aide de GA ou d'un simple ajustement de courbe, ou peuvent étre trouvés dans cette étude
pour certains des liquides ioniques importants. L'autre méthode proposée pour déterminer les

coefficients consiste a utiliser six corrélations présentées dans ce travail.

Jarvas et al. (2018)[112] afin de construire un modeéle QSPR précis et fiable pour
I'estimation de la tension superficielle dépendant de la température des liquides ioniques, ont
utilisé les moments sigma de base COSMO-RS comme descripteurs moléculaires et le réseau
neuronal artificiel comme modele de régression. Ils ont confirmé la précision et la robustesse
du modéle par I'analyse statistique des ensembles de données d'apprentissage, de validation et
de test, qui ont montré clairement le pouvoir prédictif du modele proposé sur une large plage
de valeurs de tension superficielle. Ils ont aussi valide le pouvoir de prédiction du modele
avec un ensemble de données externes, avec un coefficient de corrélation R? et une erreur
absolue moyenne EAM de I’ordre de 0,97 et 1 mNm™ respectivement ou ils ont conclu que le
modele non linéaire proposé a constitué un outil optimal pour prédire la tension superficielle

des liquides ioniques.
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Shojaeian et Asadizadehb (2019)[113] ont etudié I'effet des parametres d'entrées sur les
performances du réseau neuronal artificiel (RNA) pour I'estimation de la tension superficielle
du mélange binaire de 33 liquides non ioniques + ioniques. Pour cela ils ont collecté un
ensemble de données de 1537 points de données binaires de tension superficielle a la pression
atmosphérique ou ils ont considére 8 approches différentes pour les paramétres d'entrées en
utilisant les propriétés physiques telles que la température, la température réduite, la
température critique, la pression critique, le volume critique, le poids moléculaire, le facteur
acentrique et le facteur de compressibiliteé critique ainsi que deux regles de mélange
différentes. L'erreur quadratique moyenne (EQRM) de I'approche la plus précise, obtenue est
de 7,88 x 10-3. En outre, la comparaison entre les résultats de RNA et les résultats de cing
autres méthodes d'intelligences différentes telles que ANFIS, ANFIS-ACO, ANFIS-DE,
ANFIS-GA et ANFIS-PSO appliqué pour estimer la tension superficielle des mélanges
binaires sur la base des meilleurs paramétres d'entrées a montré que la méthode RNA a donné

une meilleure précision.

Cardona et Valderrama(2020)[114] ont développé un modéle basé sur une équation
d'état cubique et le concept de similarité géométrique pour prédire la tension superficielle des
substances pures et des meélanges contenants des substances organiques, de l'eau et des
liquides ioniques de 90 melanges binaires (2660 données ) et 12 mélanges ternaires (467
données) considérés dans une large gamme de température de 278,15 a 348,15 K. L'étude a
conclu que le modeéle est précis pour I'estimation primaire dans la conception et la simulation

de processus.

Esmaeili and Hashemi (2020)[115] ont utilisé la programmation génétique multigéne
(MGGP), une des techniques les plus puissantes de soft computing pour la prédiction de la
tension superficielle du mélange en utilisant la fraction molaire, la température, le poids
moléculaire de deux composants et le point d'ébullition comme paramétres d'entrées du
réseau. Les résultats de cette étude ont révélés que le modéle proposé a atteint un écart relatif
absolu moyen acceptable (ERAM) et le coefficient de corrélation (R?) qui sont de 0,9567 % et

0,994 respectivement.

Wang et al.(2020)[116] ont prédit la tension superficielle des liquides ioniques de 1-
Ethyl-3-methylimidazolium éthyl sulfate (EMIES) aqueux en utilisant I'équation empirique
améliorée d'EO6tvos sur la base de la définition de I'énergie de Gibbs de la surface molaire ou
les valeurs prédites de la tension superficielle des EMIES aqueux étaient tres coherentes avec
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les valeurs expérimentales de la tension superficielle. Le coefficient de corrélation trouve était
de 0,998.

Paduszynski(2021)[117] a proposé des relations quantitatives structure-propriété
(QSPR) pour calculer la dépendance a la température de la tension superficielle (c) des
liquides ioniques en termes de contributions de groupe (GC). Il a appliqué une méthode
d'apprentissage statistigue comprenant une régression lineéaire multiple pas a pas et deux
méthodes d'apprentissages automatiques, notamment un réseau neuronal artificiel a action
directe et une machine a vecteurs de support des moindres carrés pour exprimer la tension
superficielle o en fonction des contributions de groupe GC de 570 Lls. L'étude réalisée a
démontré également que la modélisation de la tension superficielle en termes de parachor
semble étre la voie la plus efficace, quelques soit la complexité de la méthode informatique
adoptée pour calibrer le modeéle.

Mousavi et al.(2021)[99] ont utilisé deux modeles mathématiques basés sur la fonction
de base radiale (RBF) et la machine vectorielle des moindres carrés (LSSVM), couplés a deux
algorithmes d'optimisation, nommeément algorithme de luciole (FFA) et d'évolution
différentielle (DE) pour predire la tension superficielle des Lls en fonction de leur structure
chimique et de leur température, a l'aide d'un large ensemble de données comprenant 1042
données expérimentales provenant de 69 LIs dans une plage de tension superficielle et la
température de 18,5 a 70,3 mN/m et de 268,29 a 532,4 K, respectivement, ou la pression est
constante (0,101 MPa). Afin d'évaluer les performances et I'exactitude des modéles proposés
ils ont utilisé I'analyse de sensibilité, les erreurs statistiques et graphiques. Les résultats ont
montré que le modéle LSSVM-FFA prédit avec précision la tension superficielle des LIs avec
un pourcentage d'écart relatif absolu moyen de 1,8440 % et un coefficient de détermination de
0,9828.

Setiawan et al.(2021)[17] ont appliqué un modele de réseaux de neurones artificiels
RNA avec quatre algorithmes d'optimisation a savoir I'optimisation basée sur I'enseignement-
apprentissage (TLBO), lI'optimisation par essaim de particules (PSO), I'algorithme génetique
(GA) et l'algorithme de concurrence impérialiste (ICA) pour la prédiction de la tension
superficielle (TS) dans des mélanges binaires impliquant 31 liquides ioniques différents en
fonction de la température de fonctionnement et des spécifications des LIs et des non- LI. En
utilisant 748 points de données collectés a partir de différentes ressources documentaires
comme ensembles de formation et de test. Les analyses statistiques ont indiqué que le TLBO-
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RNA était le plus précis parmi les modeéles proposés, comme le confirme I'approche
mathématique a effet de levier. Basé sur une analyse statistique, ce modéle a la capacité de
prédire les valeurs de laboratoire avec R? = 0,998 et EQM = 0,0000002. IIs ont réalisé ensuite
une analyse de sensibilité qui a illustré que la fraction molaire de I'lL et le poids moléculaire
de la non- LI comme étant respectivement le facteur le plus efficace et le moins efficace sur la
ST.

Ge et al.(2022)[118] ont proposé un modéle a grains grossiers a variable électrostatique
(VaCG) pour predire les propriétés physiques de liquide ionique aqueux de
I'eau/[BMIM]+[BF4]- des mélanges binaires et du [BMIM]+[SCN] pur- en introduisant une
concentration ou une variable dépendante de I'environnement. Ce modeéle gere l'effet de
polarisation sur la plage de fraction molaire d'eau x = 0,100 % en mole avec les charges
partielles explicites et le traitement implicite du milieu continu a longue portée sans
augmenter le codt de calcul. lls ont constaté que le modele VaCG a de bonnes performances
pour prédire les propriétés thermodynamiques et les propriétés diélectriques des solutions

aqueuses.

Baskin et al.(2022)[119] ont réalisé une étude comparative a grande échelle des modéles
de relations quantitatives structure-propriété (QSPR) construites en combinant trois méthodes
traditionnelles de ML et des réseaux de neurones avec sept architectures différentes avec cing
types de représentations moléculaires (sous la forme de descripteurs moléculaires numériques
ou de chaines de texte SMILES) pour prédire six propriétés physiques importantes des LIs
parmi eux tension superficielle. Les ensembles de données constitués de 407 a 1204 LI divers
composés de divers ions organiques et inorganiques. lls ont conclu que :(i) les méthodes de
ML non linéaires fonctionnent bien mieux que les méthodes linéaires, (ii) les réseaux de
neurones fonctionnent mieux que les méthodes de ML traditionnelles, (iii) les
transformateurs, qui sont activement utilisés dans le traitement du langage naturel,
fonctionnent mieux que les autres types de réseaux neuronaux en raison de leur capacité

avancée a analyser les structures chimiques des LIs codées dans les chaines de texte SMILES.

Abourehab et al. (2022)[120] ont développé des modéles prédictifs basés sur
I’apprentissage automatique pour calculer la tension superficielle de deux LIs couramment
utilisés, notamment le 1-octyl-3-méthylimidazolium bis[(trifluorométhyl) sulfonyl] imide et le
1-butyl-2,3-diméthylimidazolium bis[(trifluorométhyl) sulfonyl] imide. Pour cela, ils ont fait

un ensemble de données comportant de nombreuses fonctionnalités d’entrées ou ils ont utilisé
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trois algorithmes d'optimisation distincts pour la sélection des fonctionnalités avec
I'algorithme KNN, notamment I'optimisation GA, PSO et FOA. IIs ont trouvé que GENETIC-
KNN, FOA-KNN et PSO-KNN avaient des scores R2 de 0,962, 0,941 et 0,827
respectivement. Avec la métrigue MAPE, leurs taux d'erreur sont de 1,67E-02, 2,13E-02 et
4,26E-02 dans le méme ordre. Au final, GENETIC-KNN a été déterminé comme étant le

modele le plus efficace dans cette enquéte.

Alshahrani et al.(2022)[121] ont développé trois modeéles prédictifs basés sur
I'intelligence artificielle (IA) pour mesurer la tension superficielle de deux liquides ioniques
LIs répandues, notamment le méthylsulfate de 1,3-diméthylimidazolium et I'éthylsulfate de 1-
éthyl-3-méthylimidazolium. Pour créer des modeles de prédiction, ils ont utilisé Lasso, K-
Nearest-Neighbour (KNN) et la régression linéaire (RL) comme modéles de base d'un
ensemble de régression par bagging. En utilisant un ensemble de données comportant 45
caractéristiques d'entrées et une caracteristique de sortie (tension superficielle) pour découvrir
la meilleure combinaison de fonctionnalités. A cet effet, ils ont utilisé I'optimisation des
colonies de fourmis comme stratégie de recherche pour découvrir la meilleure combinaison de
fonctionnalités. Les modeles ont été testés a 1’aide de diverses mesures standards. Bagging
RL, Bagging Lasso et Bagging KNN ont illustré des valeurs de R? de 0,934, 0,915 et 0,977
respectivement ou ils ont sélectionné Bagging KNN comme modéle principal car il

comportait moins d'erreurs et un R2 plus élevé.

Fu et al.(2022)[122] ont développé un modele RNA-GC pour prédire la tension
superficielle des systemes mixte LI-H20 a différentes températures en combinant la méthode
de contribution de groupe (GC) et l'algorithme de réseau neuronal artificiel (RNA). Pour ce
faire, ils ont collecté une base de données pertinentes sur la tension superficielle de 4 578
points de données pour 138 systemes hybrides liquides ioniques (LI)-H20O. Les résultats ont
montré que les modeles avec 4, 5 et 7 neurones dans la couche cachée fournissaient tous des
prédictions fiables pour la tension superficielle du systtme mixte LI-H20 avec des
coefficients de corrélation (R?) de l'ensemble d'apprentissage de 0,92, 0,93 et 0,93 ; et des
MAE sont respectivement de 0,0021, 0,0020 et 0,0020. Alors que les coefficients de
corrélation (R?) de I'ensemble de test sont de 0,94, 0,91, 0,91 et que le EAM est de 0,0023,
0,0029 et 0,0027, respectivement. De plus, le modéle RNA-GC développé pour le systéme
hybride a également été vérifié et extrapolé aux systemes LIs purs sur la base de ces 172
points de données. Ils ont trouvé que le modéle RNA-GC développé pour le systeme LlIs pur a

atteint un EAM inférieur a celui du systeme hybride. Néanmoins, le modéle RNA-GC qui ils

46



Chapitre | : Revue critique sur la prédiction des propriétés des LIs

ont développé pour les systemes hybrides avec 4 et 5 neurones dans la couche cachée peut

toujours étre appliqué pour la prédiction de la tension superficielle au systeme LIs pur.

Mohan et al. (2023)[123] ont utilisé un modele d'apprentissage automatique (ML) basé
sur un arbre de décision (algorithme GBT) pour la prédiction de de la tension superficielle,
sur une large plage de températures et de pressions en utilisant des descripteurs moléculaires
dérivés du COSMO-RS, un modéle base sur la chimie quantique. Le modele ML a montré un
excellent accord avec les observations expérimentales, avec une valeur de R? de 0,96 et un
RMSE de 1,71 mN/m. Dans I’ensemble, ces résultats ont souligné 1’utilit¢ des profils o

COSMO-RS en tant que descripteurs moléculaires utiles des LlIs.

Mohan et al.(2023)[124] dans une autre étude ont examiné comment les différentes
architectures de ML, allant des approches arborescentes aux réseaux de neurones artificiels a
action directe, fonctionnent pour générer des modeles quantitatifs multivariés non linéaires de
relation structure-propriété pour la prédiction de la tension superficielle dépendante de la
température et de la pression sur une large gamme de (16,9 a 76,2 mN/m). Ensuite, ils ont
interrogé les modeles ML a l'aide de la puissante méthode d'interprétation, les explications
additives Shapley ou ils ont constaté que plusieurs modéles de ML différents ont offert une
grande précision, selon les mesures statistiques traditionnelles. Les approches basées sur des
arbres de décision semblent étre les plus précises, les arbres a forte accélération du gradient et

les arbres a accélération du gradient étant les plus performants.

Afsharpour(2023)[125] a utilisé I'équation d'état (EoS) de l'association cubique plus
(CPA), seule et en combinaison avec la théorie du volume libre (FVT) et les modéles
Pelofsky modifiés pour estimer certaines propriétés thermophysiques parmi elles; la tension
superficielle de sept liquides ioniques. Selon les résultats obtenus, les approches de
corrélation et de prédiction ont présenté un écart moyen absolu (ERAM %) égal a 0,1632 et
1,3820 pour la tension superficielle. Comme le montre les résultats, les approches corrélatives
et prédictives ont démontré une bonne précision. L’inter/extrapolation des résultats pourraient

donc étre réalisées pour d’autres LIs de cette famille.

1.7 Revue critique sur la solubilité de CO, dans les LIs

La solubilité des gaz purs constitue également un sujet prometteur pour étudier les
performances de solvatation des composants dans les LlIs, qui dépend des conditions de

pression, de tempeérature, d'interactions attractives/répulsives et du volume libre au sein de L1I.

47



Chapitre | : Revue critique sur la prédiction des propriétés des LIs

Par conséquent, une prévision précise de la solubilité des gaz dans les LIs est cruciale pour

leur application dans 1’industrie[126].

Kim et al.(2005)[127] apres une étude expérimentale de la solubilité du dioxyde de
carbone dans les liquides ioniques, [bmim][PF6], [C6mim][PF6], [emim][BF4],
[Comim][BF4], [emim][Tf2N] et [C6mim][Tf2N] a 298,15 K et jusqu'a 1,0 MPa, ils ont
appliqué une forme de contribution de groupe d'un modele réseau-fluide non aléatoire pour
prédire les solubilités du dioxyde de carbone dans les liquides ioniques. Ils ont constaté que
les accords entre les données et les solubilités calculées se sont révélés genéralement bons
pour les liquides ioniques contenant des cations 1-alkyl-3-méthylimidazolium et [PF6], [BF4]
et les anions [Tf2N].

Shiflett et Yokozeki (2005)[128] ont corrélé avec succes pour la premiere fois a l'aide
d'une simple équation d'état cubique (EOS) Les données expérimentales sur la solubilité du
CO- dans les liquides ioniques déterminées a partir des données de saturation d'absorption
(équilibre) a chaque température et pression fixes apres I'étude expérimentale réalisée ou ils
ont trouvé que certain comportement de phase des mélanges de CO; et de liquides ioniques
ainsi que les constantes de la loi de Henry et le changement de volume des solutions ont été
bien prédits avec le modele EOS actuel. lls ont obtenu pour la premiére fois en utilisant un
modele de diffusion simple a partir de données d'absorption dépendant du temps, des

coefficients de diffusion binaires du CO> dans les liquides ioniques.

Kim et al. (2006)[129] ont appliqué une équation d'état de fluide de réseau a
contribution de groupe pour prédire la solubilité du dioxyde de carbone pur et du propane et
celles des gaz mixtes dioxyde de carbone + azote et dioxyde de carbone + propane dans le
liquide ionique 1-hexyl-3-méthylimidazolium tri(bisfluorométhylsulfonyl)imide, Ces
composés ont été étudié expérimentalement a 298,15K et a 1MPa. Ils ont trouvé que les

résultats prédits étaient en assez bon accord avec les données expérimentales.

Karakatsani et al.(2007)[130] ont utilisé les paramétres tPC-PSAFT pour les LIs a base
d'imidazolium ajustés aux données de densité liquide et d'ordre de grandeur de la pression de
vapeur pour la corrélation de la solubilité du dioxyde de carbone dans diverses LIs. De plus,
les solubilitées du monoxyde de carbone, de l'oxygéne et du trifluorométhane dans
I'nexafluorophosphate de 1-butyl-3-méthylimidazolium a faible et haute pression. lls ont
constaté que dans tous les cas, un tres bon accord entre la corrélation tPC-PSAFT et les

données expérimentales des mélanges.
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Andreu et Vega (2008)[131] ont utilis¢é un nouveau modele simple pour les LlIs
d'alkylimidazolium-[Tf2N] dans le contexte de soft-SAFT pour Vérifier la capacité de soft-
SAFT a capturer la solubilite de différents gaz dans ces Lls. Pour imiter les principales
interactions entre I'anion et le cation pour les Llsalkylimidazolium-[Tf2N] ils ont utilisé un
site d'association pour représenter une force d'attraction a courte portée et hautement
directionnelle entre les molécules. Ils ont estimé les parametres du modéle pour les liquides
ioniques a l'aide de données de densité expérimentale provenant de différents auteurs et ils ont
utilisé le nouvel ensemble de paramétres pour étudier le comportement de solubilité de
I’hydrogéne, du dioxyde de carbone et du xénon dans ces LIs sur une large plage de
températures et de pressions. Les résultats ont montré que soft-SAFT a pu capturé le
comportement des LIs complexes avec une approche simple, ce qui a permis de développer
des modeles plus raffinés et détaillés pour des LIs plus complexes, de maniére systématique
tel que la solubilité de I'nydrogéne, du dioxyde de carbone et du xénon dans la famille des
Lisimidazolium-[Tf2N] a été decrite avec précision sans la nécessité d'interactions faibles
explicites. En plus, le modéle a pu reproduire avec précision la solubilité de I'nydrogéne a

différentes températures de maniére purement prédictive.

Carlisle et al. (2008)[132] ont utilis¢ une méthode de contribution de groupe pour
prédire les parameétres de solubilité des RTIL fonctionnalisés, et ces valeurs ont été utilisées
avec la théorie des solutions régulieres pour prédire la solubilité et la sélectivité des trois gaz
du COo, du Nz et du CHas a TPN. lls ont trouvé que ces valeurs prédites de solubilité des gaz
se sont révélées étre en bon accord avec celles mesurées expérimentalement. De plus,
I’inclusion des groupes fonctionnels nitrile et alcyne augmentaient le parameétre de solubilité
par rapport aux RTIL analogues substitués par n-alkyle. Ces résultats ont montré que la
méthode de contribution de groupe a permis d’offrir un guide précieux pour la conception
systématique de RTIL fonctionnalisés avec des performances spécifiques de solubilité des gaz

et de sélectivité.

Zhang et al. (2008)[133] ont proposé une méthode de criblage pour la conception
moléculaire de liquides ioniques afin de capturer le dioxyde de carbone (CO3), basée sur la
prédiction de la constante de la loi d’Henry en utilisant la méthode COSMO-RS sans aucun
ajustement de parameétre spécifique ou ils ont criblé 408 types de LlIs, avec 24 cations et 17
anions. lls ont constaté que les LIs contenant I'anion tris (pentafluoroéthyl) trifluorophosphate

([FEP]) ont présenté une capacité améliorée a capturer le CO par rapport aux autres LIs
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rapportées dans la littérature. Les résultats de la prédiction sont en bon accord avec ceux

expérimentaux, indiquant ainsi que la méthode proposée est fiable.

Shimoyama et Ito (2010)[134] ont prédit les solubilités de CO., N2 et CH4 dans le
liquide ionique a l'aide d'un modéle de coefficient d'activité basé sur COSMO, la méthode
COSMO-SAC dans lequel ils ont cible les 1-alkyl-3-méthylimidazolium comme cations, avec
les especes d'anions comprenant le tétrafluoroborate, I'hexafluorophosphate, le triflate, le
dicyanamideet le bis(trifluorométhane)-sulfonimide. lls ont trouvé que les résultats prédits des
solubilités du CO dans les liquides ioniques par la méthode COSMO-SAC sont en accord
avec les données expérimentales dans la limite d'un écart moyen de 0,0017 en fraction

molaire.

Yokozekia et Shiflett(2010)[135] ont appliqué I'équations d'état volumétrique original
de van der Waals pour modéliser et prédire la solubilité des gaz ((équilibre -vapeur-
liquide(EVL), équilibres triphasés vapeur-liquide-liquide (EVLL) et séparation liquide-liquide
(ELL)) dans des liquides ioniques a température ambiante. Lesrésultats de modele EOS ont
montré que les données expérimentales sur la solubilité des gaz (CO2, CFz — CFH2, SO, et
NHs) dans les liquides ioniques a température ambiante sont bien corrélées, et également les
comportements de phase tels que ELL (séparations liquide-liquide) sont prédits de maniére
satisfaisante.

Eslamimanesh et al. (2011)[136] ont appliqué avec succes un réseau neuronal artificiel
FeedForward pour I’estimation de la solubilité du dioxyde de carbone supercritique dans
divers liguides ioniques. Pour cela, ils ont développé un réseau neuronal optimisé a trois
couches en utilisant les propriétés critiques des liquides ioniques ainsi que la température et la
pression de fonctionnement comme parameétres d'entrées ou l'application de ce modele pour
1128 points de données de 24 liquides ioniques a montré des coefficients de corrélation
quadratiques de 0,993 et un écart absolu moyen de 3,6 % par rapport aux valeurs

expérimentales pour les solubilités calculées montrant ainsi une capacité de prédiction.

Kima et al.(2011)[137] ont utilisé I'équation d'état des fluides de réseau non aléatoires a
contribution de groupe (GC-NLF EoS) proposée par Lee et ses collaborateurs , pour corréler
les données de la solubilité du dioxyde de carbone dans les liquides ioniques 1-butyl-3-
méthylimidazolium hexafluorophosphate et 1-nonyl-3-méthylimidazolium
hexafluorophosphate mesurées a des températures de 293,15 et 298,15 K et a une pression

allant jusqu'a 4 MP. lls ont légerement modifié les paramétres de groupe pour CG-NLF EoS
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sur une plage limitée pour tenir compte des données expérimentales récentes et d'une
meilleure prévision & haute pression et a longue chaine alkyle. Les résultats ont montré que la
matrice des parametres d'interaction de groupe peut étre améliorée si davantage de données
experimentales sont utilisées dans le processus d'ajustement et qu'elle peut étre applicable

pour la prédiction de la solubilité avec des structures similaires.

Bermejo et al.(2012)[138] ont utilisé I'équation d'état de contribution de groupe
développée par Skjold-Jergensen pour décrire la solubilité de différents gaz (dioxyde de
carbone, méthane, éthane, monoxyde de carbone et hydrogene) dans des liquides ioniques
avec un anion alkylsulfate. Ils ont constaté que I'équation d'état de contribution de groupe peut
étre utilisée pour décrire la solubilité des gaz dans les liquides ioniques de sulfate d'alkyle,

avec des écarts moyens entre les valeurs expérimentales et prédites inférieurs a 10 %.

Chen et al.(2012)[139] ont estimé la solubilité du dioxyde de carbone (CO2) dans les
liquides ioniques & I'aide de I'équation PC-SAFT. Les résultats obtenus démontrent la capacité
du modele a décrire avec précision la solubilité du dioxyde de carbone dans les liquides

ioniques a base d'imidazolium.

Gonzalez-Miquel et al.(2012)[140] ont utilisé I'approche de chimie quantigue COSMO-
RS pour développer des relations structures-propriétés des solvants liquides ioniques
réversibles (LI-Rev) pour la sequestration du CO.. Cette méthode a été appliquée sur une
gamme des structures, y compris des silylamines avec différentes longueurs de chaine alkyle
attachées a la fonctionnalité silicium et amine, des silylamines avec des chaines alkyles
fluorées, des silylamines a encombrement stérique et des analogues a base de carbone. Ils ont
conclu que les approches informatiques simples COSMO-RS peuvent servir de guide pour la
conception de nouveaux LI-Rev et que COSMO-RS permet de déterminer les propriétés

thermodynamiques relatives du CO> dans ces systemes et dans des systemes associeés.

Macias-Salinas et al. (2013)[141] ont utilisé une équation d'état cubique (Soave ou
Peng—Robinson) couplée a des régles de mélange modernes de type Wong—Sandler pour
représenter la solubilité du CO2 dans certains Lls. Ils ont constaté que l'approche de
modélisation qui en résulte s'avére capable de corréler et/ou de prédire la solubilité du CO>
dans les liquides ioniques dans diverses conditions de température, de pression et de
composition du soluté.

Haghbakhsh et al.(2013)[142] ont proposé une nouvelle corrélation basée sur une

méthode de régression multiple pour calculer la solubilité du CO2 dans 27 liquides ioniques
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courants basé sur une banque de données de 3073 donnees de solubilité, en fonction de la
température et de la pression. Les résultats de ce modele ont montré un total de 4,9 % d’écart
relatif moyen absolu (ERAM %) pour tous les liquides ioniques considérés. lls ont constaté
que la correélation actuelle est plus facile a utiliser en la comparant aux modéles de Peng—
Robinson (PR) et Soave—Redlich — Kwong (SRK). Les valeurs obtenues des ERAM % sont de
I’ordre de 43,5%, 44,3% et 4,9% pour PR, SRK et le modele proposé pour un total de 3073
données lorsque les coefficients d'interaction binaires de PR et SRK sont optimiseés pour les
données expérimentales (valeurs ERAM % de 17,2%, 16,9% et 4,9% pour PR, SRK et le

modele proposé, respectivement).

Miraraba et al.(2014)[143] ont utilisé le réseaux de neurone artificiel (RNA) comme
nouvelle approche pour prédire la solubilité du CO> dans les meélanges des liquides ioniques
éthanol-[EMIM][Tf2N]. Les valeurs expérimentales du taux de capture du CO. ont été
mesurées a 0, 20, 50 et 80 et 100 % en poids du mélange de liquide ionique [EMIM [Tf2N], a
des températures de 313,2 et 333,2 °C et dans une plage de pression de 0 a 7 MPa. Sur la base
d'une procédure d'optimisation effectuée par un algorithme génétique, ils ont développé un
RNA a réaction anticipée a trois couches avec 15 neurones dans la couche cachée, une
fonction de transfert log-sigmoide dans la couche cachée et une fonction de transfert linéaire
dans la sortie ultérieure. Les résultats ont également prouvé que le modele RNA développé
surpasse le modele Peng-Robinson avec une tres petite différence entre les données prédites et
expérimentales du taux de capture de CO., donnant une tres faible valeur de I'écart absolu
moyen (ERAM) et une valeur élevée des moindres carrés (R?) trés proche de I’unité, indiquant

une grande précision de ce modele pour prédire la variable de sortie.

Sedghamiz et al.(2015)[144] ont appliqué les réseaux de neurones artificiels (RNA)
pour étudier la solubilité du dioxyde de carbone et du sulfure d'hydrogéne dans différents
liquides ioniques. En utilisant 2930 et 664 points de données de solubilité du CO; et du H2S
respectivement.de sorte que le réseau a été formé, validé et testé par 70, 15 et 15 % du total
des données avec une couche cachée via la fonction de transfert sigmoide tangent
hyperbolique. Les résultats ont montré que ce réseau a action directe a une couche avec
fonction sigmoide tangente hyperbolique peut prédire les solubilités avec des écarts absolus
moyens (ERAM %) et le coefficient de détermination (R?) sont de 3,58 % et 0,9947% pour le
CO2 et de 2,07% et 0,9987% pour le systeme H2S. De plus, les résultats de comparaison en
terme d'écart entre le modéle RNA développé et I'EoS de Peng — Robinson avec et sans Kij

optimisé et une corrélation empirique ont montré que le modele RNA peut corréler la
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solubilité des gaz acides dans les LIs avec une grande précision avec une erreur minimale

parmi les trois approches.

Baghban et al.(2015)[145] ont développé deux model pour estimer la solubilité du
dioxyde de carbone en présence de diverses ILs sur une large plage de pression, de
température et de concentration, a savoir : le réseau neuronal artificiel de perception (MLP-
RNA) et le systeme d'interférence neuro-flou adaptatif (ANFIS). Le poids moléculaire, le
facteur acentrique, la pression critique et la température critique des LIs ainsi que la pression
(P) et la température ont eté utilisés comme variables d'entrée et la concentration de dioxyde
de carbone a été utilisée comme variable de sortie. A cette fin, ils ont utilisé 728 points de
données expéerimentales collectées de la littérature pour la mise en ceuvre de ces modéeles. De
plus, ils ont réalisé une comparaison entre les solubilités expérimentales et prédites du
dioxyde de carbone par des modéles thermodynamiques basés sur I'équation d'états de Peng-
Robinson (PR) et de Soave — Redlich — Kwong (SRK). Les résultats obtenus ont démontré la
capacité et une meilleure performance du MLP-RNA en tant que corrélation précise
permettant d’estimer la solubilité¢ du dioxyde de carbone dans les Lls par rapport a d’autres
modéles alternatifs avec un coefficient de détermination (R?) et une erreur quadratique
moyenne (EQM) de I’ordre de 0,9972 et 0,000133 respectivement.

Hizaddin et al. (2015)[146] ont appliqué le modéle prédictif Soave — Redlich — Kwong
(SRK) pour prédire la solubilité du CO2 dans des liquides ioniques & base d'imidazolium
contenant des anions bis (trifluorométhylsulfonyl) imide, tétrafluoroborate et
hexafluorophosphate. lls ont obtenu les paramétres d'interactions binaires en régressant les
données expérimentales d'équilibre vapeur-liquide disponibles dans la littérature. Seules les
données cohérentes ont été prises en compte lors de la régression. Ils ont conclu que le modele
PSRK a fourni une prédiction raisonnable de la solubilité du CO2 dans les liquides ioniques a
des pressions loin des pressions critiques du CO; et des liquides ioniques. A des pressions
allant jusqu'a 5 MPa, I'écart quadratique moyen (EQRM) global était de 0,31. De plus, la
capacité de prédiction du modele a été testée pour les liquides ioniques contenant de longues

chaines alkyle, présentant un EQRM global de 0,40.

Hamzehie et al. (2015)[147] ont établi un modele de réseau neuronal artificiel (RNA)
pour prédire la solubilité des gaz acides (H2S et CO2) dans 32 solutions d'amines liquides
ioniques. Apres optimisation des meilleurs paramétres (nombre de neurones, nombre de

couches cachées et fonction de transfert), le modéele RNA développé s'est montré capable
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d'estimer avec précision la solubilité des gaz acides dans différents liquides ioniques avec une

valeur d'erreur relative moyenne de 3,104 et un coefficient de détermination de 0,997.

Bazargani et Sabzi (2016)[148] ont appliqué I'équation d'état de la chaine de sphére dure
perturbée (PHSC) pour modéliser I'absorption du CO2 dans différents liquides ioniques a
longue chaine alkyle constituée de tétrafluoroborate de 1-hexyl-3-méthylimidazolium, le 1-
hexyl-3-méthylimidazolium. hexafluorophosphate, 1-hexyl-3-méthylimidazolium
bis(trifluorométhylsulfonyl)imide, tétrafluoroborate de 1-octyl-3-méthylimidazolium, 1-octyl-
3-méthylimidazolium hexafluorophosphate et 1-octyl-3-méthylimidazolium
bis(trifluorométhylsulfonyl)imide. Ils ont constat¢ que 1’utilisation de trois parametres
moléculaires ainsi que la régression d’un seul paramétre d’interaction binaire étaient

suffisants pour que PHSC EoS puisse atteindre des objectifs de modélisation notables.

Mehraein et Riahi (2016)[149] ont développé deux modeles pour prédire la solubilité du
dioxyde de carbone (CO2) dans 21 liquides ioniques, dont une approche basée sur la
combinaison d'un algorithme génétique de régression multilinéaire (GA-MLR) et de machines
vectorielles de support des moindres carrés (LS-SVM) a été utilisée pour construire un
modele QSPR non linéaire. lls ont trouvé que le modéle non linéaire peut donner des résultats
de prédiction trés satisfaisants : Le coefficient de corrélation (R?) et l'erreur quadratique
moyenne (EQRM) étaient respectivement de 0,962 et 0,015 pour I'ensemble des données. De
plus, un autre modele QSPR, la régression multilinéaire (MLR), a également été mise en
ceuvre. R? et EQRM étaient respectivement de 0,876 et 0,027. Les résultats ont démontré que
le modéle LS-SVM est supérieur a celui MLR et a permis d’améliorer considérablement la

capacité de prédiction.

Kamgar et Rahimpour (2016)[150] ont calculé la solubilité du CO> dans les liquides
ioniques la base de deux modéles thermodynamiques, a savoir le modele UNIQUAC combiné
avec Peng-Robinson EOS et le modéle quantique QM, basé sur la théorie COSMORS de la
charge de surface moléculaire en interaction. Ils ont constaté que la précision de COSMO-RS
est bonne, mais seulement pour certains LIs, alors quUUNIQUAC est la méthode la plus

efficace pour prédire la solubilité des gaz.

Tatar et al.(2016)[151] ont appliqué quatre méthodes différentes basées sur I'intelligence
artificielle, a savoir le réseau neuronal a fonction de base radiale (RBF), machine a vecteurs
de support des moindres carrés (LSSVM), perceptron multicouche (MLP) et systéme

intelligent de machine de comité (CMIS) pour prédire avec précision la solubilité du CO>
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dans 14 liquides ioniques différents. Ils ont utilisé 728 points de données, parmi lesquels 582
points de données ont été utilises pour construire les modeles et les 146 points de données
restants ont été utilisés pour valider les modéles développés. lls ont constaté que les valeurs
prédites sont en grand accord avec les données expérimentales et que I'écart d'erreur absolu
maximum pour le meilleur urédicteur ne dépassait pas 3,5 %. De plus, Une comparaison entre

les modéles développés et ceux publiés ont révelé la supériorité des modéles proposés.

Ali et al.(2016)[152] ont utilisé le modéle COSMO-RS et I'équation d'état (EoS) de
Peng-Robinson (PR) pour prédire la solubilité du dioxyde de carbone (CO2) dans huit des
liquides ioniques spécifiques a base d'imidazolium résultant de la combinaison de quatre
cations:  éthyle, butyle, hexyle et octyl-imidazolium avec deux anions:
bis(trifluorométhylsulfonyl)imide et Trifluorométhanesulfonate, dans un profil de température
basse (313-343 K) et une plage de pression de 7-450 atm. L'étude a démontré une cohérence
qualitative relativement acceptable entre les valeurs expérimentales et prédites. Ils ont conclu
que le PR EoS pouvait estimer avec précision la solubilité du CO2 a des valeurs de pression

inférieures a la pression critique du COa.

Al-fnaish et Lue(2017)[153] ont utilisé la théorie des fluides d'association statistique de
chaine perturbée (PC-SAFT) pour étudier la solubilité du dioxyde de carbone (CO>) et du
sulfure d'hydrogene (H.S) dans plusieurs liquides ioniques. lls ont estimé les parametres des
composants purs des LIs en ajustant les données expérimentales de densité et les données
binaires de solubilité des gaz acides dans les LIs rapportées dans la littérature. Ainsi ils ont
examiné deux stratégies pour modéliser les LIs. Dans la premiere stratégie, les LIs ont été
traités comme des molécules neutres. Dans la deuxieme stratégie, les LIs ont été modélisés
comme deux ions chargés : le cation imidazolium [Cnmim]® et Ianion bis
(trifluorométhylsulfonyl) imide [NTf2]" et pour chaque stratégie, ils ont examiné quatre
schémas d'auto-association différents : schémas non associatifs, a 2 sites, a 3 sites et a 4 sites.
IIs ont constaté que le schéma d'association a 4 sites avec deux donneurs et deux accepteurs a
fourni les meilleurs résultats pour presque tous les systémes binaires gaz acides-LI étudiés,
avec un ERAM de 2,76 % a 6,62 % pour les systéemes H2S-L1 et de 1,54 % a 4,98 % pour les
systemes CO2-LI.

Mehraein et Riahi (2017)[154] ont construit un modéle QSPR non linéaire pour prédire
la solubilit¢ de CO2 en utilisant une approche efficace basée sur la combinaison de
I'algorithme génétique-régression multi-linéaire (GA-MLR) et des machines vectorielles de
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support des moindres carrés (LS-SVM). lls ont trouveé des résultats trés satisfaisants avec un
coefficient de corrélation (R?) et une erreur quadratique moyenne (EQRM) de 0,962 et 0,015
respectivement, ce qui a démontré que le modele LS-SVM est supérieur au MLR et a

amélioré significativement la capacité prédictive.

Li et al.(2017)[155] ont utilisés plusieurs modéles thermodynamiques (modéle Kent-
Eisenberg, modéle Austgen, modele Hu-Chakma, modéle Liu et al.) et des modeles RNA pour
corréler et prédire la solubilité a I'équilibre du CO> de la solution aqueuse 3-diméthylamino-1
propanol. lls ont constaté que les modeles RNA pouvaient tres bien prédire les valeurs

experimentales en comparant avec des modeles thermodynamiques.

Venkatraman et Alsberg (2017)[156] ont étudié plus de 10 000 données de solubilité LI-
CO2 mesurées a différentes températures et pressions de fonctionnement, en utilisant des
méthodes d'apprentissage automatique (ML) avec des descripteurs moléculaires geométriques
et basés sur la charge dérivée de maniére semi-empirique. lls ont découvert que les méthodes
d'apprentissage automatique étaient plus précises que COSMOtherm, basé sur la chimie

quantique, pour estimer la solubilité du CO> dans différents liquides ioniques.

Baghbana et al. (2017)[157] ont évalué la capacité prédictive de la machine a vecteurs
de support LeastSquare (LSSVM), du systéme d'inférence neuro-fuzzy adaptatif (ANFIS), du
réseau neuronal artificiel Multi-LayerPerceptron (MLP-RNA) et du réseau neuronal artificiel
a fonction de base radiale (RBF-RNA ) pour estimer la solubilité du dioxyde de carbone dans
67 Lls différents en fonction de la température de fonctionnement, de la pression
accompagneée des propriétés des LIs, notamment la température critique, la pression critique
et le facteur acentrique . A cet égard, ils ont utilisé une vaste banque de données contenant 5
368 données recueillies de la littérature. Les résultats obtenus a partir de I'approche LSSVM
ont indiqué ses prédictions satisfaisantes par rapport aux autres stratégies avec un R? et une

erreur quadratiqgue moyenne (EQM) de 0,9942 et 0,00035 respectivement.

Panah (2017)[158] a étudié la solubilité de deux gaz uniques, le sulfure d'hydrogene et
le dioxyde de carbone, dans quatorze liquides ioniques a l'aide du d'équation d'état CPA EoS
via une nouvelle approche. De plus, il a modélisé les systemes proposes par le SRK EoS et les
résultats obtenus ont été comparés avec ceux obtenus par le CPA EoS. Il a trouvé que pour
tous les systemes étudiés, le pourcentage d’écart absolu moyen (ERAM %) était inférieur a

10 %, ce qui a montré un bon accord entre les valeurs expérimentales et calculées.
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Akbari et Rahimpour (2018)[159] ont prédit la solubilité du dioxyde de carbone dans
huit liquides ioniques a base d'imidazolium a différentes températures et pressions en utilisant
la théorie des particules a I'échelle modifiée (SPT). Ils ont constaté que les résultats sont en
meilleur accord avec les solubilités expérimentales. De plus, les résultats prédits par le SPT
original et modifié ont été comparé avec ceux du modéle UNIFAC-Lei. Les écarts relatifs
moyens absolus totaux (ERAM%) pour tous les systémes ce sont trouvés étre respectivement
de 2,49 %, 8,45 % et 14,6 % pour le SPT modifié, le SPT original et le modéle UNIFAC-Lei.

Dashti et al. (2018)[160] ont estimé la solubilité du CHa4 et du CO. dans 11 liquides
ioniques a l'aide de deux méthodes intelligentes, a savoir CSA-LSSVM et PSO-ANFIS en
utilisant la fraction molaire de CH4, et du CO., le pourcentage du CHs et du CO dans la
charge, la température, la pression critique, le facteur acentrique et la température critique des
liquides ioniques comme des entrées. Sur la base des résultats obtenus, il est devenu évident
que les modeles améliorés étaient trés précis et montraient plus de précision que d'autres
algorithmes intelligents dans la prédiction des données réelles de solubilité des gaz. En fait, le
modéle LSSVM a démontré de meilleures performances et plus de précision par rapport aux
autres modéles développés.

Mesbah et al. (2018)[161] ont prédit la solubilité du CO- et du CO- supercritique (SC)
dans 20 liquides ioniques sur une large gamme de pression (0.25-100.12 MPa) et de
température (278.15-450.49 K) en utilisant une méthode d'apprentissage automatique robuste
du réseau de neurones perceptrons multicouches (MLP-RN). Ils ont également développé une
approche de corrélation empirique pour estimer la solubilité du CO.. Les résultats ont montré
que l'approche MLP-RN est de loin supérieure aux autres approches en précision et en
généralisation avec un R? de 0,9987, EQM de 0,6293 et ERAM% de 1,8416.

Hadj-Kali et al.(2019)[162] ont utilisé le modéle de dépistage de type conducteur pour
solvants réels (COSMO-RS) pour prédire la solubilité du CO,, CH4, C2Hs et C3Hs dans huit
LIs sélectionnés avec diverses combinaisons de cations et d'anions. Les résultats obtenus ont
permis de démontrer des tendances similaires et un accord modéré pour chacun des LlIs
sélectionnés avec les données expérimentales. Les écarts observés étaient respectivement de 8
a62 %, 8a40 %, 1a37 % et29a35 % pour le CO», le CHa, le CoHg et le C3Hs.

Deng et al.(2019)[163] ont combiné des propriétés critiques des liquides ioniques avec
des modeéles d'apprentissage en profondeur (CP-DNN, CP-CNN, CP-RNN) pour établir des
modeles theoriques de prédiction de la solubilité du CO> dans les liquides ioniques. Ils ont
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trouvé pour CP-RNN, le coefficient de détermination (R?) entre les valeurs expérimentales et
prédites est de 0,988, CP-CNN est de 0,999 et CP-DNN est de 0,984. Ce qui leur ont permis
de conclure que les performances prédictives de ces cadres étaient capables d'atteindre ou de
dépasser les effets prédits de la méthode basée sur des modeles thermodynamiques (PR, SRK)

et la méthode d'apprentissage automatique (XGBoost).

Song et al.(2020)[164] ont développé deux algorithmes d'apprentissage automatique
différents : les réseaux de neurones artificiels (RNA) et la machine a vecteurs de support
(SVM) a l'aide de méthodes de contribution de groupe (GC) pour la prédiction de solubilité
du CO2 dans les liquides ioniques en utilisant une base de données complete contenant 10 116
données de solubilitt du CO> mesurées dans divers liquides ioniques a différentes
températures et pressions. Les résultats obtenus ont démontré que les deux modéles pouvaient
donner des prédictions fiables sur la solubilité du CO> dans les LIs ainsi que le modele RNA-
GC a montré une légére supériorité par rapport au modele basé sur SVM avec un erreur
absolue moyenne (EAM) et un coefficient de détermination (R?) de 0,0202 et 0,9836
respectivement pour les données de I'ensemble de test.

Aghaie et Zendehboudi (2020)[165] ont utilisé quatre méthodes d’apprentissage
automatique ML, notamment la machine a vecteurs de support des moindres carrés (LSSVM),
I'arbre de décision (DT), la forét aléatoire (RF) et la régression multilinéaire (MLR) pour
obtenir la solubilité du CO> dans un ensemble structurellement diversifié de LIs basé sur les
propriétés thermodynamiques et le modéle de relation quantitative structure-activité (QSPR).
En outre, ils ont utilisé deux ensembles de données sur la solubilité du CO2 dans diverses
conditions de fonctionnement ; un ensemble de données considérant les propriétés critiques, le
poids moléculaire et le facteur acentrique des LIs purs comme données d'entrée, et le second
incluant des descripteurs structurels de cations et d'anions comme paramétres d'entrée. lls ont
constatée que pour les deux ensembles de données, les modeles DT et RF ont montré de
meilleures performances en termes de précision et de fiabilité pour prédire la solubilité du
CO- dans les Lls, par rapport aux approches LSSVM et MLR. Aussi, ils ont trouvé que les
erreurs résultants des modeéles basés sur QSPR étaient légerement inférieures a celles des
modeéles basés sur la thermodynamique qui pourrait étre di a la forte relation entre les
propriétés structurelles des LlIs et la solubilite du CO, dans les Lls. Par consequent, Les
modeles basés sur des descripteurs structurels sont plus fiables, précis et robustes que ceux

construits sur les propriétés critiques.
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Mesbah et al.(2020)[166] ont proposé trois méthodes différentes : a savoir, la méthode
de groupe de corrélation de traitement des données (GMDH)(modéle 1), le réseau de fonction
de base radiale ((RBF)-RNA) (modele I1) et une relation empirique (modéle 111) pour décrire
la solubilité du CO. dans les liquides ioniques sur un intervalle de pression (99,8 a 85 800,0
kPa) et de température (283,15 a 373,35 K) en utilisant un ensemble de données composé de
1155 points. Les résultats ont indiqué que tous les modéles proposés étaient vigoureux et
possédaient des tendances d’erreur satisfaisantes basées sur une évaluation statistique
compléte. Les valeurs de R?, EQRM et ERAM% sont de I’ordre de 0,9650, 4,2727 et 8,46 pour
le modeéle I, de 0,9942, 1,7172 et 4,23 pour le modéle Il et de 0,9886, 2,4248 et 4,25 pour le

modéle I11.

Moosanezhad-Kermani et al.(2020)[167] ont utilisé la méthode de groupe de traitement
des données (GMDH) en tant qu'approche informatique puissante pour prédire la solubilité du
CO- dans différents liquides ioniques avec une température inférieure et supérieure a 324 K.
A cet égard, 4726 points de données, y compris la solubilité du CO, dans 60 Lls, ont été
utilisés. Les résultats des parameétres statistiques calculés ont montré une précision acceptable
pour le réseau neuronal hybride GMDH avec un R? et une erreur quadratique moyenne
(EQRM) de I’ordre de 0,90435 et 0.0765 respectivement.

Zhang et Xu (2020)[168] ont développé le modéle d'amplification des moindres carrés
pour prédire la solubilité du dioxyde de carbone supercritique dans 24 liquides ioniques en
fonction des propriétés critiques des LlIs et des conditions du systeme. lls ont constaté que le
modele est trés précis, stable et prometteur en tant qu'outil rapide, robuste et peu colteux pour
les estimations de solubilité.

Valeh-e-Sheyda et al. (2021)[169] ont développé deux modeles différents de réseaux
neuronaux a rétro-propagation avec trois et cinq variables d’entrée a 1’aide d’une collection de
430 mesures expérimentales pour prédire la solubilité du CO2 a I'équilibre dans les LIs a base
de pyridinium. En premier lieu, les entrées du modeéle considéré sont le poids moléeculaire, la
température d’absorption et la pression d’équilibre. En deuxiéme lieu, présentation d’un
nouveau modele chimioinformatique basé sur des descripteurs avec les données d'entrée des
informations structurelles. L'analyse statistique des résultats obtenus a montré que le modeéle
développé basé sur un descripteur moléculaire, avec I'erreur quadratique moyenne (EQRM) et
un R? de 9,06-E03 et 0,995 pour les données d'essai, peut étre utilisé pour I'évaluation
détaillée de la capacité de chargement en CO. des solutions LlIs a base de pyridinium.
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Daryayehsalameh et al.(2021)[170] ont estimé la solubilitt du CO: dans le
tétrafluoroborate de 1-n-butyl-3-méthylimidazolium ([Bmim][BF4]) a I'aide de six techniques
d'intelligence artificielle (IA) différentes, dont quatre réseaux de neurones artificiels (RNA),
prenant en charge les machines vectorielles (LS-SVM), systeme d'interface neuro-fuzzy
adaptatif (ANFIS). Ils ont trouvé que le réseau neuronal a réaction en cascade avec dix
neurones cachés constitue le paradigme basé sur I'lA le plus précis pour les analyses
thermodynamiques de l'absorption du CO2 par [Bmim] [BF4] dans une large gamme de
conditions de fonctionnement avec une excellente précision de ERAM = 6,88 %, EQM =
8.10* et R? = 0,98808.

Feng et al.(2021)[171] ont utilisé 12 algorithmes d'apprentissage automatique différents
pour estimer la solubilité du CO> et du H>S dans les liquides ioniques, dont 4107 points de
données du CO> dans 17 liquides ioniques différents et 549 points de données de H>S dans 10
liquides ioniques différents, en utilisant la température, la pression, le poids moléculaire, la
température critique et la pression critique des solutions comme variables d'entrée ; tandis que
la solubilité comme variable de sortie. Les résultats ont indiqué que I'algorithme d'empilement
possede le modele le plus précis du systeme LI-CO2, avec une erreur quadratique moyenne
(EQM), l'erreur quadratique moyenne relative (EQRM), I'erreur absolue moyenne (EAM), le

coefficient de corrélation (R?) de 0,001, 0,025, 0,018 et 0,969 respectivement en moyenne.

Valeh-e-Sheyda et al.(2022)[172] ont utilisé trois algorithmes d'apprentissage
automatique intelligents distincts, a savoir les modéles FFNN, RBFNN et SVM pour prédire
la solubilité a I'équilibre du CO2 dans 43 Lls différentes & base d'imidazolium. A l'aide des
descripteurs basés sur la chimioinformatique qui identifient pleinement la divergence des IL a
base d'imidazolium, y compris les groupes constitutifs des noyaux de cations et d'anions, le
poids moléculaire, la densité, la teneur en eau, la liaison et les informations structurelles, le
nombre de carbone, d'hydrogene, d'oxygene, les atomes de fluor et les informations sur les
liaisons sont considérées comme les entrées du modele proposé. Les résultats des trois
méthodes d’apprentissage automatique démontrent que les performances de prédiction des
modeéles proposés sont assez fiables. De plus, la comparaison des résultats indique que le
FFNN avec les valeurs correspondantes de I'erreur quadratique moyenne RMSE = 0,071, le
coefficient de détermination R2 = 0,952 et I'erreur quadratiqgue moyenne moyenne EQRM =
0,544 est le meilleur paradigme pour prédire la solubilité a I'équilibre du CO2 dans les Lls a

base d'imidazolium.
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Nakhaei-Kohani et al.(2022)[173] ont estimeé la solubilité du N20O dans 25 LlIs (pour un
ensemble de 801 points de données) en développant quatre modeles intelligents puissants,
notamment le réseau de croyance profonde (DBN), I'algorithme d'amplification catégorielle
(Cat-Boost), un machine d'apprentissage extréme(ELM) et I'amplification de gradient extréme
(XGB) sur la base deux méthodes différentes, la premiére basée sur la structure chimique et
I'autre basée sur les propriétés thermodynamiques. Les résultats obtenus ont indiqué que les
nouvelles approches estiment de maniere appropriée la solubilité du N20O dans les Lls. De
plus, I'approche XGB s'est avérée étre la technique de prévision supérieure dans les deux
méthodes ((1) : R2 =0,9999 et EQRM = 0,0016, (II) : R2 =0,9998 et EQRM = 0,0025).

Balchandani et Dey (2022)[174] ont développé cing modeles de régression statistique
non rigoureux pour prédire la solubilit¢ du dioxyde de carbone (CO2) dans différents
mélanges aqueux de liquides ioniques et des mélanges de LlIs avec des alcanolamines, de
I'éthanol, etc. Ou ils ont constaté qu'il existe un bon accord entre les résultats des modeles
proposés et les données expérimentales rapportées sur la solubilité du CO2. En outre, ils ont
testé 22 systemes de liquides ioniques avec des amines sur trois types de RNA. Dans
I’ensemble, ils ont trouvé que la fonction de formation par rétro-propagation de Levenberg-

Marquardt s’est avérée bien adaptée a la plupart des 22 systeémes.

Fierro et al. (2022)[175] ont prédit la solubilité du CO> dans 33 types différents liquides
ioniques dans une large plage de température et de pression pour 2099 donnees
expérimentales a l'aide d'un perceptron multicouche (MLP) composé de quatre étapes pour
déterminer les paramétres du modele de l'architecture de type. Ou ils ont étudié huit
algorithmes d'apprentissage différents avec des architectures a deux couches cachées de type
(4,m,n,1), et ils ont entrainé le réseau neuronal artificiel avec trois combinaisons d'entrée avec
trois combinaisons de variables thermodynamiques telles que la température (T), la pression
(P), la température critique (Tc), la pression critique(Pc), le facteur de compressibilité
critique(Zc) et le facteur acentrique (o). Les résultats ont montré que l'architecture 4-6-8-1
avec la combinaison d'entrée T-P-Tc-Pc et l'algorithme d'apprentissage de Levenberg

Marquard donne la meilleure prédiction avec un écart absolu moyen de 2,29 %.

Yazdani et al.(2023)[176] ont étudié la modélisation thermodynamique de la solubilité
du CO2 et du H.S dans différents liquides ioniques a l'aide de la méthode GE/EQOS en utilisant
L'équation d'état modifiée de Peng-Robinson (MPR2) avec les régles de melange LCVM. De
plus, ils ont également appliqué les modeles d'énergie libre Excess Gibbs de Wilson, NRTL et

61



Chapitre | : Revue critique sur la prédiction des propriétés des LIs

UNIQUAC pour étre combinés avec les modéles GE/EOS. Sur la base des résultats de la
modélisation thermodynamique, ils ont trouvé que les modéles MPR2-LCVM-Wilson,
MPR2-LCVM-NRTL et MPR2-LCVM-UNIQUAC offraient une bonne corrélation avec les
données expérimentales. Ainsi, ils ont constaté que le modéle MPR2-LCVM-Wilson peut
présenter la corrélation la plus élevée avec le moins d'erreur par rapport aux données

expérimentales.

Wang et al.(2023)[177] ont appliqué I'équation d'état cubique plus association (CPA
EoS) pour la modélisation intégrée des propriétés (la densité, la capacité thermique, la
solubilité du CO2 et I'enthalpie d'absorption) dans I'absorption physique et chimique du CO-
par 22 Lls a base d'imidazolium dans une plage de température (281 a 403 K) et de pression
(0,1 a 23 MPa). Les résultats obtenus ont montré que le modéle a présenté une grande
précision a basse et haute pression et que les valeurs calculées de solubilité du CO, dans 22

LIs sont en bon accord avec les données expérimentales avec un ERAM inférieur a 3,73 %.

Tian et al.(2023)[178] pour predire la solubilité du CO> et du N2 dans différents types de
LIs avec différentes plages de température et de pression ils ont construit un modele de
relation quantitative structure-propriété (QSPR) en combinant la contribution de fragments
ioniques (IFC) avec une machine a vecteurs de support (SVM) et un réseau neuronal artificiel
(RNA).en prenant le nombre de chaque IF, la température et la pression comme descripteurs
d'entrée et la solubilité du gaz comme valeurs de sortie. Pour cela, ils ont collecté deux bases
de données a savoir 13055 points de données de solubilité du CO, dans 164 types de Lls et
415 données de solubilité du N2 dans 38 types de Lls. Les résultats ont indique que les
modeles IFC-SVM et IFC-RNA ont permis de prédire avec précision et fiabilité la solubilité
du CO2 et du N2 dans les Lis. Les coefficients du détermination obtenus pour la prévision de
la solubilité du CO2 étaient de 0,9855 et 0,9732 pour les ensembles d'apprentissage par IFC-
SVM et IFC-RNA, respectivement. Tandis que pour la prédiction de la solubilité du Nz, le R?
obtenu est de I’ordre de 0,9966 et 0,9909 pour les ensembles d'apprentissage par IFC-SVM et
IFC-RNA, respectivement.

Heidari et al. (2023)[179] ont utilis¢é un systeme d'inférence neuro-flou adaptatif
(ANFIS)pour prédire la solubilité du CO- dans 26 liquides ioniques différents avec différentes
structures ioniques dans des conditions du CO- sous-critiques et supercritiques sur une plage
de pression (0,34 a 14 596 kPa) et de temperature (278,1 a 368,4 K) a l'aide de deux modeéles.
Dans le modele n°1, les variables d'entree sont : la température critique (Tc), la température
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de fusion (Tm) et le poids moléculaire (Mw) des liquides ioniques, Dans le modele n°2: les
variables d'entrée sont : la température critique (Tc), la pression critique (Pc ), et le facteur
acentrique () des liquides ioniques.. A la lumiére des résultats obtenus, le facteur statistique
pour le modele n°1 était de 0,95, légerement inférieur a celui du modele n°2, qui est de
0,9950. IIs ont constaté que malgré que les deux modeéles de point de vu mathématique aient
une grande précision, le modele n°2 prédit mieux la solubilit¢ du CO: dans les liquides

ioniques que le modéle n°1.

Bazooyar et al.(2023)[180] ont predit la solubilité du CO2 dans les liquides ioniques
contenant de I'eau a l'aide de trois modeles d'intelligence: le réseau neuronal artificiel (RNA),
les machines a vecteurs de support (SVM) et la machine a vecteurs de support des moindres
carrés (LSSVM). lls ont utilisé I'évolution complexe mélangée (SCE) pour optimiser les
hyperparametres des modeles intelligents SVM et LSSVM (o2 et y), tandis que les essais et
erreurs ont été utilisés pour déterminer le nombre optimal de neurones et de couches pour le
RNA. Les résultats des trois modeéles proposés ont démontré que les performances de
prédiction étaient assez fiables. Alors que le RNA s'est avéré modérément plus précis que les
SVM ou LSSVM pour prédire solubilité avec un coefficient de détermination (R?) et une
erreur quadratique moyenne (EQRM) de I’ordre de 0,9965 et 0,0104 respectivement, pour les

points de données de test.

Loreno et al.(2023)[181]ont utilisé I'équation d'état (EoS) GC-sPC-SAFT (Group
Contribution Simplified Perturbed Chain Statistical Associating Fluid Theory) pour comparer
deux stratégies permettant de corréler les propriétés thermophysiques des liquides ioniques et
de prédire la solubilité du CO2 dans ces LIs. Pour ce faire, ils ont comparé la méthodologie
utilisant la densité de la pression atmosphérique, la vitesse du son et la capacité thermique
comme données d'entrée avec ceux qui utilisaient une densité de pression élevée comme
donnée d'entrée. Au moyen des familles [Cn-mim][BF4], [Cn-mim][PF6] et [Cn-mim][NTf2]
utilisant le schéma d'association 2B, ils ont conclu que la solubilité du CO2 a été mieux
prédite a pression atmosphérique en utilisant la stratégie 1. Ceux-ci peut étre di au poids

implicite de la compressibilité isotherme dans cette fonction.

Rather et al.(2023)[29] ont développé une corrélation en utilisant une analyse de
régression multi-non linéaire entre la plage de pression de 1 a 50 bars et la plage de
température de 298,15 a 33,15 K pour des fractions molaires de 0,3, 0,5 et 0,7 pour prédire le
coefficient d'activité du CO2 dans les liquides ioniques. Les résultats de la régression ont
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révelé une erreur absolue de 19,53 % et une valeur d'erreur quadratiqgue moyenne de 0,465. lls
ont constaté que le développement de la corrélation était bénéfique pour une analyse

qualitative robuste du degré de solubilité du CO2 dans différents liquides ioniques

1.8 Conclusion

A la lumiéere de la littérature scientifique consultée, il ressort que la recherche basée sur
I'étude des propriétés physicochimiques et thermodynamique des liquides ioniques
développées au cours de ces derniéres années pour évaluer la possibilité de leurs applications
dans les divers domaines et d'étre une alternative aux solvants organique volatils. L'intérét
croissant peut étre attribué a leurs caracteéristiques exceptionnelles, telles que les capacités de
solvant spécifiques, des pressions de vapeur négligeables et de larges plages de température

des liquides.

En outre, vue la diversité des liquides ioniques et leur tres grand nombre, une
caractérisation expérimentale de tous ces composés est pratiquement impossible, d'ou alors
une modélisation computationnelle basée sur des algorithmes d'apprentissage de la machine

semble capable d'accomplir la tache.
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Chapitre Il : Géneralités sur les méthodes d’intelligence
computationnelle :

1.1 Introduction

L’intelligence computationnelle (IC) traite principalement des méthodes informatiques
« inspirées de la nature » pour faciliter un comportement intelligent dans des environnements
complexes et potentiellement changeants. En outre, une approche algorithmique nécessite
I’écriture du processus a suivre pour résoudre le probleme. Lorsque le probléme est complexe,
il peut étre une étape coliteuse ou impossible. D’autre part, 1'intelligence computationnelle est
un successeur de [lintelligence artificielle (1A). Elles sont des nouvelles techniques
discriminantes dans la théorie de l'apprentissage statistique. Elles permettent d'aborder
plusieurs problemes divers et variés comme la régression, la classification, la fusion etc.,

comme les systemes flous, les réseaux de neurones et les algorithmes évolutionnistes.

Par ailleurs, l'intelligence computationnelle embrasse aussi les techniques utilisant
I'Intelligence collective, la Fractale, la Théorie du chaos, le Systéme immunitaire artificiel,

les ondelettes, etc...

L'intelligence computationnelle combine divers domaines : I'adaptation, I'apprentissage,
I'évolution et la logique floue pour créer des programmes qui sont, dans un certain sens,
intelligent. La recherche dans le domaine de l'intelligence computationnelle ne rejette pas les
méthodes statistiques, mais offre souvent une vue complémentaire. Les réseaux de neurones
artificiels sont une branche de I'intelligence computationnelle qui est tres proche du domaine

de I'apprentissage automatique.[182]

Dans ce chapitre, une attention particuliere sera donnée aux méthodes d’intelligence
computationnelle telles que : les réseaux de neurones artificiels (RNA), machine a vecteur de
support (SVM) et machine a vecteur de support aux moindres carrés (LSSVM), ainsi que les
algorithmes d’optimisation, tels que l'algorithme libellule (DA) et I'optimisation par essaim de
particules (PSO).

1.2 Réseaux de neurones artificiels

Les réseaux de neurones, fabriqués de structures cellulaires artificielles, constituent une
approche permettant d’aborder sous des angles nouveaux les problémes de perception, de

mémoire, d’apprentissage et de raisonnement. Ils s’avérent aussi des alternatives tres
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prometteuses pour contourner certaines des limitations des ordinateurs classiques. Grace a
leur traitement parallele de I’information et a leurs mécanismes inspirés des cellules nerveuses
(neurones)qui sont identifiés comme éléments cellulaires responsables du traitement de
I’information dans le cerveau, ils inférent des propriétés émergentes permettant de solutionner

des problémes jadis qualifiés de complexes.

11.2.1 Historique

Le domaine des réseaux de neurones débutera avec le modele simple des neurones
biologiques proposé par les deux américains de Chicago, le neurophysiologiste Warren Mc
cullers et le logicien Walter Pitt en 1943,

% En 1949, Hebb a proposé une formulation du mécanisme d’apprentissage, sous la
forme d’une régle de modification des connexions synaptiques. Cette regle repose sur
le fait que si deux neurones sont connectés entre eux et activés en méme temps, les
connexions qui les relient doivent étre renforcées, dans le cas contraire, elles ne sont
pas modifiées.

% En 1958, Rosenblatt, a développé le modele du perceptron et a prouvé son théoréme

de convergence.
% 1960, Widrow et Hoff ont proposé le modele Adaline (élément linéaire adaptatif).
% En 1969, Minsky et Papert ont fait des commentaires sur la nature du perceptron.
% En 1972, Kohonen a proposé sa mémoire associative automatique.

» En 1982, Hopfield a démontré 1’intérét d’utiliser les réseaux récurrents (‘feed-back’).
En paralléle des travaux de Hopfield, a congu son algorithme de rétropropagation de
I’erreur, qui offre un mécanisme d’apprentissage pour les réseaux multicouches de
typeperceptron (MLP), fournissant ainsi un moyen d’entrainer les neurones des
couches cachées. Cet algorithme de ‘back- propagation n’a été popularisé¢ qu’en 1986
par Rumelhart.[183]

11.2.2 Définition

Les RNA sont des programmes informatiques qui tentent de simuler quelques aspects de
fonctionnement du cerveau humain, notamment 1’apprentissage et la généralisation. Ces
systémes sont capables de discerner des relations entre des couples de variables indépendantes

et de variables dépendantes durant le processus d’apprentissage. La capacité de généralisation
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permet aux RNA de produire un résultat correct lorsqu’ils sont appliqués sur des exemples de

données différents de ceux utilisés dans la phase d’apprentissage.

Les RNA sont constitués d’unités de calcul, les neurones, organisées dans une structure

specifique pour former un réseau.[184]

11.2.3 Du neurone biologique au neurone artificiel

L'idée de réseaux neuraux artificiels a été inspirée de la maniére par laquelle les
neurones biologiques traitent les informations. Ce concept est utilisé pour mettre en ceuvre des
logiciels de simulations des processus massivement paralléles qui impliquent des éléments de
traitement connectés dans une architecture de réseau. L'apprentissage dans le cerveau humain
se fait a travers un réseau des neurones qui sont connectés par I’axone, les synapses et des

dendrites(Figure 11.1). [184]

Axones de
d’autres cellules
-
Synapses de
d’autres cellules
O —

\O
i
/

Dendrites
Corps cellulaire

Noyau

=~

o

™\

\

Synapses

Figure 11.1 : Neurone biologique.

Le neurone biologique est donc une cellule composée d’un corps cellulaire et d’un
noyau. Le corps cellulaire se ramifie pour former ce que ’on nomme les dendrites. C’est par
les dendrites que I’information est acheminée de I’extérieur vers le soma, corps du neurone.
L’information traitée par le neurone chemine ensuite le long de 1’axone (unique) pour étre

transmise aux autres neurones. La jonction entre deux neurones est appelée la synapse. Une
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résistance synaptique variable affecte le flux d'informations entre deux neurones biologiques.
Les dendrites, recueillent, via les synapses, les signaux électrochimiques ou les potentiels
d’action venant d’autres cellules ou de I’extérieur et les achemine vers le corps cellulaire ou le
soma. Le soma, outre son rble concernant le métabolisme de la cellule, collecte et concentre

les informations et en fait une sommation dite "spatiotemporelle™.

Si le potentiel somatique dépasse un certain seuil, il y a émission d’un potentiel
d’action, qui correspond a une oscillation électrique trés bréve. L’axone est un prolongement
cellulaire chargé de faire passer I’information nerveuse a d’autres cellules a travers les
synapses grace a son arborisation terminale. Les synapses se trouvent au point de contact
entre neurones, elles convertissent les impulsions nerveuses en signaux chimiques c’est-a-dire
en molécules de neurotransmetteur. En effet, I’arrivée d’un potentiel d’action a 1’extrémité
d’un axone entraine le passage d’une quantité de neurotransmetteurs dans 1’intervalle
synaptique. Ils permettent alors un passage pondéré¢ de l’influx nerveux. Le nombre de

synapses par neurone varie considérablement de plusieurs centaines a une dizaine de milliers.

Le neurone artificiel (Figure 11. 2) recoit les entrées qui sont analogues aux impulsions
électrochimiques que les dendrites de neurones biologiques recoivent d'autres neurones. Il est
donc un opérateur mathématique trés simple qui traduit la représentation mathématique d’un
neurone biologique. Il posséde des entrées qui peuvent étre les sorties d’autres neurones, ou
des entrées de signaux extérieurs, et une sortie. La valeur de la sortie résulte du calcul de la
somme des entrées, pondérées par des coefficients (dits poids synaptiques) et du calcul d’une
fonction non linéaire bornée de cette somme pondérée. Cette fonction (dite fonction
d’activation) est le plus souvent une fonction sigmoide, mais peut également étre une

gaussienne, un échelon. [185]

X1

X2

Sortie

> F

A\

X3

Unité de Fonction
sommation d'activation

Xn
Signaux ou Poids

variables
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Figure I1. 2:Schéma d’un neurone artificiel.[185]
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La figure Il. 3 résume la correspondance entre le neurone artificiel et le neurone biologique.

¢ neurone Biologique L.e neurone Formel

L.e model Artificiel
% ﬁ &V L

\na/)\(’ B
connections

Corps Cellulaire Fonction de
/

transfert
Axone Sortie (réponse) du
) o neurone

Figure 11.3:Mise en correspondance neurone biologique /neurone artificiel.[186]
11.2.4 Concept du réseau de neurones de type feedforward

Les neurones artificiels sont arrangés en couches (figure 11.4), ou la couche d’entrée
regoit des signaux d’entrée (ai ) du monde réel et chaque couche successive recoit les sorties
pondérées (wij ai) de la couche précédente comme son entrée résultant ainsi en un RNA
detype feedforward (cas de perceptrons multicouches), dans lequel chaque sortie d’une
coucheest alimentée en avant a la couche qui la succede ou elle est traitée. Les sorties de la

derniérecouche constituent les sorties au monde réel.[185]
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......... N
Ay —> “".\,: - H
b - . H _o (sH
a—w' T ST = aw+ b') RASE Oty=g (s%)
. - '.‘ . (Summing function) (Activation function) (Output)
a, —-0:» 3, 41
e Single Artificial Neuron ‘
Synaptic weights J

Figure 11.4: Structure de Réseau de neurones artificiels de type feedforward
multicouches.[145]
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Dans un tel RNA de type feedforward un neurone, dans une couche cachée ou une
couche de sortie, a deux taches : il additionne le biais aux entrées pondérés de plusieurs
connexions et applique ensuite une fonction d’activation (dite aussi fonction de transfert ou
encore fonction de secuillage) a cettesomme comme donnée par 1’équation I1.1 (pour le

neurone j de la couche cachée de la Figure 11. 4) :
Z] =fh(2?=1wjil U; +bh])l ] = 1;2;---1m 1.1

Il propage la valeur résultante par les connexions partantes aux neurones de la couche
suivante ou elle subit le méme processus tel que donné par 1’équation I1.2 (par exemple les

sorties de la couche cachée alimentée au neurone k de la couche de sortie donnent la sortie vk):
v = fo(BTawi" 2 + bor);  k=12,...,1 1.2

En combinant des équations I1.1 et 1.2 on obtient la relation entre la sortie vket les entrées
uidu RN:

Vi = f;)(z:;il ijhfh(zgl:l Wi=11 u; + bh]) + bok); k= 1,2, ,l 11.3

Le nombre de neurones dans la couche d’entrée et la couche de sortie est fixé par le
nombre de variables indépendantes et dépendantes respectivement. Le modélisateur définit le
nombre de couches cachées et le nombre de neurones dans chaque couche cachée. Le
développement du modele est réalis€¢ par un processus d’apprentissage dans laquelle un
ensemble de données expérimentales des variables indépendantes est présenté a la couche
d’entrée du réseau. Les sorties de la couche de sortie comprennent une prédiction des
variables dépendantes. Le réseau apprend les relations entre les variables indépendantes et
dépendantes par la comparaison itérative des sorties calculées et des sorties expérimentales et
I'ajustement postérieur de la matrice de poids et le vecteur des biais de chagque couche par un
algorithme d’apprentissage de rétro propagation du gradient de I’erreur. Ainsi le réseau
développe un modele neuronal capable de prédire avec précision acceptable les variables
desortie comprises dans le domaine des données d’apprentissage. Par conséquent, 1'objectif de
lamodélisation neuronale est de réduire au minimum les erreurs de prédiction de I’ensemble

desdonnées de validation présentées au réseau a la fin de I'étape d’apprentissage.[185]

11.2.5 Fonctions d’activation

La fonction d’activation calcule la valeur de I’état du neurone qui est transmise aux

neurones avals. La fonction d’activation sert aussi a introduire une non-linéarité dans le
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fonctionnement du neurone. A la différence des neurones biologiques dont 1’état est binaire, la
plupart des fonctions de transfert sont continués, offrant une infinité de valeurs possibles
comprises dans I’intervalle [0, +1] ou [-1, +1]. Il existe de nombreuses formes possibles pour
la fonction de transfert. Le tableaull.1 résume quelques fonctions de transfert utilisées dans le

programme de calcul techniques MATLAB®

En outre, du fait que la continuité et la différentiabilité des fonctions d’activation a tous
les points sont les caractéristiques requises par les algorithmes d'optimisation actuels, les
fonctions d'activation typiques qui accomplissent ces exigences sont la fonction linéaire, la
fonction tangente hyperbolique et la fonction sigmoide logarithmique. La fonction linéaire est

plus appropriée pour les neurones de sorties alors que les fonctions sigmoides sont plus

appropriées pour les neurones des couches cachées. [185]

Tableau I1.1 : Fonctions de transfert usuelles, a=f(n) [185]

Nom de la fonction

Relation

Graphe de la fonction

Fonction MATLAB

Hyperbolique

entré /sortie correspondante
a=0Sin<0 | .1 +L
Seuil —_— hardlim
a=1Sin>0 S —
a=-1Sin<0 | . +L
Seuil symétrique S B hardlims
a=1Sin>0 N
-1
a=n | A +L g
Linéaire /o purelin
0
_____ ;L
1 a
Logarithmique a=— | 0 Lo
1+e n /-"'"_ -
sigmoide ——“""—>0 " logsig
(Logistiquey | | Y T
Tangente a—e+n_e_n ............ aj‘.".! ........
etntem ey tansig
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11.2.6 Sélection d’un réseau de neurones artificiel

Bien que la stratégic de sélection d’un mod¢le neuronal reste encore un sujet de débat,
en raison peut étre que le développement d’un modele neuronal reléve plus de I’art que de la
science, il est clair que I'application réussie des RNA pour la modélisation des problémes

d'ingénierie est fortement affectée par quatre facteurs majeurs :

e Type de réseau.

e Structure de réseau (nombre de couches cachées, nombre de neurones par couche
cachée).

e Fonctions d’activation.

e L’algorithme d’apprentissage.

11.2.6.1 Sélection du type de réseau

Parmi les réseaux de neurones de type feedforward qui possedent la propriété
d’approximateur universel de fonction, on trouve les MLP et les RBF. Bien que ces deux
types de réseaux aient cette propriété, ils présentent, cependant, un certain nombre de
différences qui sont essentiellement :

e Un RBF n’a qu’une seule couche cachée, alors qu’un MLP peut avoir une ou plusieurs
couches cachées.

e Pour un MLP, les neurones des couches cachées ou de la couche de sortie ont le méme
modele, alors que les neurones de la couche cachée du RBF n’ont pas le méme modele
et en plus différent, au niveau de leurs fonctions d’activation, des neurones de la
couche de sortie.

e La couche cachée d’un RBF est non linéaire et la couche de sortie est linéaire alors
que, les couches cachées et la couche de sortie d’'un MLP, sont tous non linéaires.
Cependant, en cas de régression non linéaire la couche de sortie est de

préférencelinéaire.

Pour une approximation non linéaire d’une fonction et pour un méme degré de
précision, le MLP nécessite un nombre plus réduit de parametres (poids synaptiques) que le
RBF. L’utilisation de fonctions radiales implique une modification de I’algorithme de rétro
propagation. L’apprentissage est souvent réalis¢ en deux étapes distinctes : une phase de

détermination des centres des fonctions radiales suivie d’une phase de détermination des
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poids synaptiques. Cependant, cette approche ne garantit pas de conduire a un optimum de la

fonction d’erreur.

Toutefois, pour traiter des problémes multidimensionnels, les RBF nécessitent un
nombre de neurones de type RBF (et, donc, un nombre de parametres), bien plus important,
que le nombre de neurones d’un MLP utilisant des fonctions sigmoides C’est ce qui fait, en
pratique, la plupart des applications des réseaux de neurones en génie chimique ont utilisé des
MLP. C’est, particuliérement, le cas des applications relatives a la modélisation des équilibres

de phases par les RNA. [185]

11.2.6.2 Sélection de la structure du réseau

Il est bien établi que la variation du nombre des neurones de(s) couche(s) cachée(s) a un
effet significatif sur la capacité prédiction du réseau. Le nombre adéquat de neurones cachées
dépend d'une fagon complexe de :

e Les nombres de neurones de la couche d’entrées et de sorties.

e Lataille ou la dimension de I’échantillon d’apprentissage.

e La quantité de bruit dans les cibles (sorties du réseau).

e Lacomplexité de la fonction ou de la classification a faire apprendre au réseau.
e L’architecture du réscau.

e Le type de fonction d'activation des neurones cachés.

e [’algorithme d’apprentissage.

e Larégularisation.

Dans la plupart des situations, il n’y a aucune facon de déterminer le nombre adéquat de
neurones cachés sans faire I’apprentissage de plusieurs réseaux et d’évaluer ensuite 1'erreur de
généralisation de chaque réseau. Trés peu de neurones cachés donnent des erreurs
d’apprentissage et de généralisation top élevées en raison du sous apprentissage. Par contre un
nombre est trop €¢levé de neurones cachés, donne une erreur d’apprentissage tres faible mais

une erreur de généralisation top élevée en raison du sur apprentissage.

La facon la plus commune d'optimiser la performance d’un RNA est en variant le
nombre de neurones dans la couche (s) cachée et choisissant lI'architecture avec la meilleure
capacité degénéralisation. Les regles heuristiques n’ont aucun sens parce qu'elles ignorent la
taille de 1’échantillon d'apprentissage, la quantité de bruit des cibles et la complexité de la

fonction.
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Méme si on limite la considération a la minimisation de I'erreur d’apprentissage sur des
données non bruités, il est tres facile de construire les contre-exemples qui réfutent ces regles.
La plus simple, raisonnable et probablement la plus populaire encore est la stratégie "du
praticien” qui consiste a se concentrer sur la capacité de généralisation du RN et sur la
minimisation de la racine de l'erreur quadratique moyenne. La difficulté évidente pour cette
stratégie est le fardeau de calcul excessif provoqué par le processus d'expérimentation de
modeles différents : la cause est "l'explosion combinatoire” du nombre des modeles

neuronales différents qui doivent étre executes [185]

11.2.6.3 Sélection de la fonction d’activation

Les fonctions d'activation pour les unités cachees sont nécessaires pour introduire le non
linéarité dans le réseau. Sans non linéarité, les unités cachées ne seraient pas de réseaux plus
puissants que juste des perceptrons purs (aucun neurone caché, juste des neurones d’entrée et
de sortie). La raison est qu'une fonction linéaire de fonctions linéaires est de nouveau une
fonction linéaire. Cependant, c'est la non linéarité (la capacité de représenter des fonctions
non-linéaires) qui fait des réseaux a plusieurs couches, si puissants. Presque n'importe quelle
fonction non-linéaire fait le travail, a part des polyndmes. Pour I’apprentissage par
rétropropagation, la fonction d'activation doit étre différentiable et il est préférable qu’elle soit
bornée ; les fonctions sigmoides comme logsig et tansig et la fonction de Gaussienne sont les
choix les plus habituels. La fonction tansig qui produit des valeurs positives et négatives a
tendance a donner un apprentissage rapide que des fonctions qui produisent seulement des

valeurs positives comme la fonction logsig, a cause du meilleur conditionnement numérique.

Pour des neurones cachés, des fonctions d'activation sigmoides sont d'habitude
préférables aux fonctions d'activation de seuil. Les réseaux avec des unités de seuil sont
difficiles a faire apprendre parce que la fonction d'erreur est constante, de la le gradient
n'existe pas ou égal a zéro, écartant ainsi la possibilité d'utiliser les algorithmes
d’apprentissage de rétro propagation du gradient de I’erreur qui sont plus efficaces. Méme

"

I’apprentissage par les méthodes qui n'utilisent pas les gradients " comme le recuit simulé
(simulated annealing) et les algorithmes géneétiques” les fonctions sigmoides sont plus faciles
pour I’apprentissage que les fonctions de seuil. Avec des neurones sigmoides, une petite
variation des poids synaptiques entraine d'habitude une variation des sorties, qui permet de
dire si la variation des poids est bonne ou mauvaise. Avec des unités de seuil, une petite

variation des poids ne produira souvent aucune variation des sorties.
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Pour les neurones de la couche de sortie, le choix d’une fonction d'activation doit obéir
a la convenance de la distribution des valeurs cibles pour :

e Des cibles binaires (0/1), la fonction logistique est un choix excellent.

e Des cibles continuent et bornées, les fonctions logsig de tansig peuvent étre utilisées,
pourvu que les valeurs cibles soient normalisées.

e Les valeurs cibles positives, mais n'ont aucune borne supérieure, la fonction
d'activation exponentielle peut étre utilisée, mais faire attention au probléme de
débordement.

e Des cibles continuent sans bornes connues, la fonction d'activation linéaire (purelin)

est préférable.

11.2.7 Avantages des réseaux de neurones

Les avantages des réseaux de neurones peuvent étre résumes par les points suivants :

e Possibilite de traiter les problemes complexes
e Possibilité d’analyser des données incomplétes
e Capacité d’apprentissage et d’adaptation

e Capacité de généralisation

e Efficacité et rapidité

e Flexibilité

11.3 Machines a vecteurs de support (Support Vector Machines) (SVM)

Parmi les méthodes a noyaux, inspirées de la théorie statistique de 1’apprentissage de
Vladimir Vapnik, les machines a vecteurs de support (SVM) constituent la forme la plus
connue. SVM est une méthode de classifications binaire par apprentissage supervisé, elle fut
introduite par Vapnik en 1995.[187] Cette méthode est donc une alternative récente pour la
classification. Cette méthode repose sur 1’existence d’un classificateur linéaire dans un espace
approprie. Puisque c’est un probléme de classification a deux classes, cette méthode fait appel
a un jeu de donneées d'apprentissage pour apprendre les parameétres du modele. Elle est basée
sur l'utilisation de fonction dites noyau (kernel) qui permettent une séparation optimale des
données. [64,188]

Les Support Vector Machines souvent traduit par 1’appellation de Séparateur a Vaste

Marge (SVM) sont une classe d’algorithmes d’apprentissage initialement définis pour la
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discrimination c’est-a-dire la prévision d’une variable qualitative binaire. Ils ont été ensuite

généralisés a la prévision d’une variable quantitative.

I1.3.1 C’est quoi un support a vecteur machine ?

L'idée principale des SVM consiste a projeter les données dans un espace de plus
grande dimension appelé, espace de caractéristiques, afin que les données non linéairement
séparables dans l'espace d'entrée deviennent linéairement séparables dans l'espace de
caractéristiques. En appliquant dans cet espace la technique de construction d'un hyperplan
optimal séparant les deux classes, on obtient une fonction de classification qui dépend d'un
produit scalaire des images des données de I'espace d'entrée dans I'espace des caractéristiques.
Ce produit scalaire peut étre exprimé, sous certaines conditions, par des fonctions définies

dans I'espace d'entrée, qu'on appelle les noyaux.

Espace d'entrée Espace de caractéristiques

Transfci;mation Hyperplan optimal

HO
x w |l

Figure 11.5 : Principe des techniques SVM.[189]
11.3.2 SVM : Principe de fonctionnement genéral
11.3.2.1 Notions de base : hyperplan, marge et support vecteur

Pour deux classes d’exemples donnes, le but de SVM est de trouver un classificateur qui
va séparer les données et maximiser la distance entre ces deux classes. Avec SVM, ce
classificateur est un classificateur lineaire appelé hyperplan. Dans le schema qui suit, on

détermine un hyperplan qui sépare les deux ensembles de points.[190]
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Figure 11.6: Exemple d’un hyperplan séparateur[190]

Les points les plus proches, qui seuls sont utilisés pour la détermination de 1’hyperplan,

sont appelés vecteurs de support.

Vecteurs
- =:Ade support

Figure 11.7: Exemple de vecteurs de support[190]

Il est évident qu’il existe une multitude d’hyperplan valide mais la propriété
remarquable des SVM est que cet hyperplan doit étre optimal. Nous allons donc en plus
chercher parmi les hyperplans valides, celui qui passe " au milieu " des points des deux
classes d’exemples. Intuitivement, cela revient a chercher I’hyperplan le " plus sur ". En effet,
supposons qu’un exemple n’ait pas été¢ décrit parfaitement, une petite variation ne modifiera
pas sa classification si sa distance a I’hyperplan est grande. Formellement, cela revient a

chercher un hyperplan dont la distance minimale aux exemples d’apprentissage est maximale.

n n

On appelle cette distance " marge " entre ’hyperplan et les exemples. L hyperplan
séparateur optimal est celui qui maximise la marge. Comme on cherche a maximiser cette

marge, on parlera de séparateurs a vaste marge.[191]
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Hyperplan
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Figure 11.8 : Exemple de marge maximal (hyperplan valide)

De plus, le fait d'avoir une marge plus large procure plus de sécurité lorsque I'on classe
un nouvel exemple. De plus, si I’on trouve le classificateur qui se comporte le mieux vis-a-Vvis
des données d'apprentissage, il est clair qu’il sera aussi celui qui permettra au mieux de
classer les nouveaux exemples. Dans le schéma qui suit, la partie droite nous montre qu'avec
un hyperplan optimal, un nouvel exemple reste bien classé alors qu'il tombe dans la marge.

On constate sur la partie gauche qu'avec une plus petite marge, I'exemple se voit mal classé.

Y 4 ' ‘ O Y .
a) o
m O
o © ©
_|_
+ i Jr ©
+ T
> X

Figure 11.9 : (a) L’Hyperplan avec faible marge et (b) le Meilleur hyperplan séparateur.

En général, la classification d’un nouvel exemple inconnu est donnée par sa position par
rapport a I'nyperplan optimal. Dans le schéma suivant, le nouvel elément sera classe dans la
catégorie des < + >.
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11.3.2.2 Linéarité et non linéarité

Parmi les modéles des SVM, on constate les cas linéairement séparables et les cas non
linéairement séparable. Les premiers sont les plus simples de SVM car ils permettent de
trouver facilement le classificateur linéaire. Dans la plupart des problémes réels il n’y a pas de
séparation linéaire possible entre les données, le classificateur de marge maximale ne peut pas
étre utilise car il fonctionne seulement si les classes de données d’apprentissage sont

linéairement séparables.[190]

a) m b e

L}

w

Figure 11.10 : (a) cas linéairement séparable et (b) cas non linéairement séparable.
11.3.3 SVM pour la régression

Les machines a vecteurs de support ont été étendues pour résoudre le probleme de
régression avec l'ensemble de données donné D = {(x;, v;)} i’z"lobtenu a partir d'une fonction
latente ou x; désigne le vecteur échantillon et y; la réponse correspondante. N est le nombre
total d'échantillons. Deux concepts fondamentaux importants doivent d’abord étre pris en
compte dans SVR. L’une est la bande ¢ et ’autre est la fonction de perte e-insensible. Comme
pour la classification des vecteurs de support (SVC), les données originales sont d'abord
mappées de maniere non linéaire dans un espace de caractéristiques de grande dimension,
puis une fonction linéaire est ajustée pour se rapprocher de la fonction latente entre x et
y.[192]

11.3.3.1 Fonction de perte en bande ¢ et insensible a &

Prenons par exemple une fonction a variable unique, comme le montre la figure 11.11 La
bande ¢ fait référence a la région située entre les deux lignes pointillées. Cette région peut étre
trouvée en déplacant la ligne continue selon un déplacement de € de haut en bas. Ici, € est un

nombre positif prédéfini.
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£ -band: region between the two
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: . ~F yow x4
. (xg, :'rfa]’: P y
= i
0.4+ . e 0.4
t- y=wxsb—e
0.2 - A&7 0.2 -
0 T T T T 0 T T T
0 0.2 04 0.6 0.8 1 0 0.2 04 0O0& 08 1
X X
(a) (b)

Figure 11.11 : Tracé (a) : l'expression graphique de la bande € de la fonction univariée avec
le € prédéfini. Tracé (b) : comment transformer le probleme de régression en probléme de

classification.

Pour chaque échantillon xi dans les données d'apprentissage (plus), le yi correspondant
est ajouté par un nombre positif d pour produire un nouvel échantillon (xi, yit) appartenant a la
classe 1. De méme, le y; peut également étre soustrait du méme d & produire un autre nouvel
échantillon (xi, yi) appartenant a la classe —1. En répétant cette procédure, les N échantillons
de régression sont doublés et classés en deux classes. Ensuite, le probléme de régression se
transforme en probléme de classification binaire. Ainsi, l'algorithme de SVC peut étre

appliqué ici pour résoudre le probleme de régression.

La fonction de perte e-insensible & la forme par morceaux :

L(y—f(X),€)={l)y_f(X)|_S’ |y_f(X)|ZS“4

autrement

Autrement dit, seuls les points de données en dehors de la bande & (par exemple (s, Ys)
sur la figure 11.11a) provoquent une perte. Ce type de fonction de perte est illustre dans la
figure 11.12.

11.3.3.2 &-SVR linéaire

Afin de résoudre le probleme de régression, Cortes et al. A intelligemment transformé le
probleme de régression en probleme de classification. Ensuite, la fonction de regression peut

étre calculée en utilisant le méme algorithme que celui décrit dans SVC. La premiere étape
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pour résoudre le probléeme de régression consiste a le convertir en un probléme de

classification, illustré a la figure 11.11 (tracé (b)).

Liy — flx})

- 0 +E v — fx)

Figure 11.12 : Tllustration de la fonction de perte insensible a €.

Etant donné les données d'apprentissage D = {(x;, v;)} if ,» l'algorithme &-SVR linéaire
vise théoriquement a résoudre le probléeme d'optimisation, qui peut s'écrire sous la forme

suivante avec un terme de perte g-insensible :

minimiser : %IIWII2 + %Z’ivzlL(yi — f(x),¢) 1.5

Ou C’est un parametre de régularisation prédéfini. Le probléeme de minimisation ci-
dessus peut en outre étre exprimé sous la forme suivante avec la variable de mou &),

introduite :

N
1 C
minimiser : L(w, b,&§® = §||W||2 + NZ(fi + f*i)
i=1

sujeta: (wWix; +b) —y; <e+&,i=12,..,NI.6
yi—whx+b)<e+ & ,i=12,..,N
§4,20,i=12,..,N

A laide de la méthode du multiplicateur de Lagrange et de l'algorithme de
programmation quadratique (voir I'annexe B pour plus de détails), la fonction de régression

peut étre derivee comme suit :

fOO =3 (a i — aif)Catx) + byll.7
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br=y; — Y (a% s —app)(xtx) + €118

Ou a'if et oif sont respectivement les multiplicateurs de Lagrange optimisés.
11.3.3.2 &-SVR basé sur le noyau (Kernel)

Il est bien connu que la non-linéarité est le cas le plus courant dans les ensembles de
données du monde réel. Par conséquent, il est nécessaire d’étendre le &-SVR linéaire en
régression non linéaire. En introduisant la fonction noyau (Kernel), I'entrée d'origine a d'abord
¢té mappée de maniére non linéaire dans l'espace des caractéristiques, et le €-SVR résultant
devient si flexible qu'il peut étre utilisé pour résoudre le probléme complexe de régression non

linéaire en chimie.

Comme la procédure de dérivation de la fonction de décision finale est assez similaire a

celle du cas linéaire, nous donnons ici uniqguement la forme mathématique ultime :

fx) = Zév=1(a*i,f - ai,f)K(Xi,X) + by 119
by =y — T (o' sy — oy p)K (%3, %7) + €11.10
Ou it et aif sont les multiplicateurs de Lagrange optimisés.

De plus, il convient de souligner que v-SVR (v € [0, 1]) pourrait étre traité comme une
version modifiee du e-SVR original basé sur la fonction du noyau. Dans v-SVR, v est un
paramétre de parcimonie. Aprés avoir choisi v, la valeur ¢ est automatiqguement ajustée par
I'algorithme. Ici, v est la limite inférieure de la proportion de vecteurs de support par rapport

au total des échantillons et la limite supérieure de la fraction d'erreurs en méme temps.[192]

Exemples de noyaux :

Linéaire £ (x, x’) = x. x’

Polynomial & (x, x°) = (x. x°) ® ou (c+x. x’) @
Gaussien k (x, x°) =elxl2/o

Laplacien k (x, x*) = e xxlll/e

On remargue en général que le noyau gaussien donne de meilleurs résultats et groupe
les données dans des paquets nets. En pratique, on combine des noyaux simples pour en

obtenir de plus complexe.
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Entrée et sortie du modéle de préparation de données
divisées en ensembles d’apprentissage et de test

Introduire le jeu de

données de

A 4

Introduire le jeu de

données de test

Sélection de la
fonction du noyau

Sélection de variables définies par
l'utilisateur (c, € et parametre de
fonctions du novau)

En cours d'algorithme svm
(modeéle de formation)

Modéle d'évaluation de la
performance en utilisant des critéres

< Obtenir le modeéle optimisé >

Figure 11.13 : Organigramme des étapes pour la création du modéle SVM.[11]
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11.3.4 Algorithmes d'optimisation du SVM

Le processus de modélisation prédictive des machines a vecteurs de support, le facteur
de pénalité C et le paramétre du noyau ¢ doivent étre sélectionnés pour spécifier une SVM. Ils
sont genéeralement sélectionnés par essai et erreur, ce qui entraine des prédictions difficiles et
des erreurs importantes. Par consequent, les paramétres du SVM ont été optimisés a l'aide de
différents algorithmes méta-heuristiques ces dernieres années, tels que l'optimisation par
essaim de particules (PSO), l'algorithme de libellule (DA) et I'algorithme génétique
(GA).[193]

11.3.4.1 Optimisation par essaim de particules (PSO)

En 1995, le PSO a été introduit par Kennedy et Eberhart[194] sur la base d'un modele
de simulation sociale connu sous le nom d'algorithme d'optimisation stochastique, inspiré du
comportement social de volées d'oiseaux ou de bancs de poissons. PSO est similaire aux
algorithmes génétiques (GA), en termes d'initialisation de la population avec des solutions
aléatoires et de recherche de l'optimum en mettant & jour les générations. Cependant,
contrairement a GA, la PSO ne subit pas de croisement ou de mutation, car les particules se
déplacent dans I'espace problématique en suivant les particules optimales actuelles. Puisqu'il
n'y a que quelques parametres a définir dans PSO, il est facile a mettre en ceuvre. Le concept
sous-jacent est que ces particules se déplacent sur la zone de recherche a une vitesse flexible
et conservent la meilleure position qu'elles ont découverte dans I'espace de recherche. Chaque
particule peut réviser son vecteur vitesse pour explorer la meilleure position grace a son

expertise de vol et a celle des autres particules dans I'espace de recherche.[195,196]

Mathématiquement, un essaim de particules est initialisé de maniére aléatoire sur
I'espace de recherche et se déplace dans I'espace D-dimensionnel pour rechercher de nouvelles
solutions. Soit x'x et V'k respectivement la position et la vitesse de la i®™ particule dans
I'espace de recherche & la k™" itération, puis sa vitesse et la position de cette particule a (k+1)

I'iteration sont mises a jour a I'aide des equations suivantes : [195]
Vi1 = wovl + 0.1 (P, — x%) + 1. (p9, — xY)I11L

Xlk+1 = Xlk + Vlk+1”.12

Ou r1 et r2 représentent des nombres aléatoires entre 0 et 1, ¢1 et ¢2 sont des constantes,
p'x représente la meilleure position jamais atteinte de la i*™ particule et p% correspond a la

meilleure position globale dans I'essaim jusqu'a la k™ itération.
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11.3.4.2 Algorithme de libellule (DA)

L'algorithme de la libellule (Dragonfly) est un nouvel algorithme métaheuristique basé
sur le comportement des libellules proposé par Seyedali Mirjalili en 2015.[197] ou L'étude
vise & comprendre les différentes interactions entre les créatures vivantes individuelles qui
peuvent aboutir a l'intelligence sociale. Il existe cing comportements dans la population de
libellules, a savoir la séparation, I'alignement, la cohésion, le comportement de recherche de

nourriture et d'évitement des ennemis.[198]
Chacun de ces comportements a été modélisé mathématiquement comme suit :

(1) Les comportements d'évitement des collisions :

X est la position de I'individu libellule actuel ; Xj indique la position du j*™ individu

libellule voisin ; N est le nombre d'individus libellules voisins et.

(2) Le comportement consistant a maintenir le vol coordonné avec le groupe libellule :

A = # .14
Vj indique la vitesse du j-ieme individu libellule voisin.

(3) Le comportement de rapprochement pour chaque individu :

Q=§%ﬁ—X 11.15

(4) Le comportement de recherche de nourriture :

F,=Xt—-X 11.16

X est la position de l'individu libellule actuel ; X+ indique la position de la source de
nourriture.
(5) Le comportement des ennemis qui échappent :
Ei=X+X" 11.17
X est la position de l'individu libellule actuel, X- indique la position de I'ennemi.
Afin de mettre a jour I'emplacement des libellules et de simuler le comportement de vol

dans l'espace de recherche, deux vecteurs: la taille du pas (AX) et la position (X) sont

introduits. Le vecteur de pas est calculé comme suit :
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AX'*1 = wAX" + (sS; + ad; + cC; + fF; + eE;) 11.18

ous, a, ¢, f, e indiquent les poids de cing comportements, u est le poids d'inertie, t est

I'itération courante.
Le vecteur de position est mis a jour comme suit :

Xt = xt + AXt+1 11.19
Lorsqu'il n'y a pas d'individus adjacents, une stratégie de marche aléatoire est introduite

pour ameéliorer le caractére aléatoire de la recherche. Dans ce cas, I'équation du vecteur de

position est indiquée dans I'équation. (11.20):

Xt = Levy(d) x Xt + Xt 11.20
ou d représente la dimension de I'individu libellule.

La stratégie de vol Levy est décrite comme dans les équations. (11.21 etll.22):

Levy(X) = 0.01 x 227 11.21
|7”2|F
1
B <r(1+ﬁ)xsin(n2—ﬁ)>ﬁ 122
- 1+ b1 '
r(T)x[)’xz 2

ou rl, r2 sont deux nombres stochastiques dans [0,1], B est une constante, qui est pris
égal 4 1,5, T'(X) = (X-1)!

I1.4 Machines a vecteurs avec support des moindres carrés (LSSVM)
11.4.1 Introduction

Suykens et Vandewalle (1999) [199,200]ont proposé une simplification de la SVM en
utilisant des machines a vecteurs avec support des moindres carrés (LSSVM). Les LSSVM
ont été appliqués avec succés dans divers domaines. La LSSVM présente des avantages
similaires a celle du SVM, mais un avantage supplémentaire est qu’elle ne nécessite que
résoudre un ensemble d'équations linéaires ce qui est beaucoup plus facile et plus simple en
calcul, La méthode utilise des contraintes d'égalité au lieu de contraintes d'inégalité, et adopte
le systeme linéaire des moindres carrés comme fonction de perte, le rendant attractif du point
de vue du calcul. Le LSSVM a également une bonne convergence et une grande précision; par
conséquent, cette méthode est plus facile a utiliser par rapport aux solveurs de programmation
quadratiques de la méthode SVM.[201]
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Des études empiriques approfondies (par exemple, Wang et Hu, 2005) ont montré que
le LSSVM est comparable & un SVM en termes de performances de généralisation. Le
principal avantage du LSSVM est qu’il est peu colteux en calcul, tout en maintenant les
propriétés importantes associées a un SVM. Dans le domaine des ressources en eau. La
méthode LSSVM a regu trés peu d’attention et seulement quelques applications de LSSVM
dans la modélisation des systemes environnementaux et écologiques, tels que la prévision de
la qualité de I’eau, ont été effectués. Les auteurs doivent encore découvrir une étude qui a été

réalisée par utilisation des capacités du modele LSSVM en prévision de flux.[201]

11.4.2 Définition

Le LSSVM, c’est une modification d'un SVM, a été introduit par Suykens (2000). Le
LSSVM fournit un avantage de calcul sur le SVM standard en convertissant un probléme
d'optimisation quadratique en un systeme d'équations linéaires. Cette nouvelle version de
SVM simplifie le probléme et converge rapidement vers une solution. Le prédicateur LSSVM
est formé a l'aide d'un ensemble de valeurs historiques de séries chronologiques en tant
gu'entrées et d'une sortie unique en tant que valeur cible. La LSSVM a été développée pour

trouver la fonction de régression non linéaire optimale.[201]

L'approche LS SVM améliore les performances de l'algorithme SVM en résolvant la
programmation linéaire au lieu de la programmation quadratique, alors LSSVM semble plus
simple que SVM L'ensemble de données {(x1, Y1), (X2, ¥2),..., (XN, YN)} est supposé et la

fonction non linéaire suivante est appliquée pour l'approximation :

f(x) =b + (8(x), ®) 11.23

Ici, f (X) exprime la sortie, x indique la variable d'entrée, ¢ est connue comme fonction
d'approximation non linéaire, @ et b indiquent les termes de pondération et de biais,

respectivement et (,) Exprime le produit scalaire.

Le LSSVM peut étre exprimé comme un probléme d'optimisation :
Min w, b, j (W, e)=% Iwl?2 +§y2’,3=1 e2 11.24
V= (0, 0 (X)) +b+exk=1,2,...,N
Dans les équations susmentionnées, ex et y indiquent ’erreur et coefficients de
régularisation, respectivement. L'optimisation expliquée est construite a partir de I'équation de
Lagrange :

Lissum = 5 Iwi2 4=y T ef-p_; ap {(o0. 8 (X)) +b+ex-yik 11.25
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Ici, indique le multiplicateur de la fonction lagrangienne. Pour résoudre Cette équation
utilise le concept de différenciation partielle :

dLIssvm
a0 WeXk=1 k2 (X

dLlssvm__ n _
=0 — Yk=1a,=0

ow
dLlssvm

ow
dLlssvm

o =0 — (®. @ (X)) tb+ ex-yk=0 k=1,....N

=0 —ax=yek=1,...... , N

En considérant o = [al,..., aN], Iv =[1,... 1], Y =[yl,... yN] et élimination de w et e;j,
le probléme peut étre défini comme suit:

0 ITN
INQ+ y—1LN

Dans I’algorithme LSSVM, les paramétres correspondants ont un grand impact sur la
capacité et la performance du modele, ainsi, le choix de ces paramétres doit étre
soigneusement déterminé.[202]

La détermination des hyperparamétres optimaux est réalisée a l'aide d'une méthode
d'optimisation par algorithme génétique (AG) basée sur I'organigramme présenté a la Figure
.14
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Figure 11.14 : Démonstration schématique de I'algorithme LSSVM formé.
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Ce model permet d’estimer les propriétés physico-chimiques du liquide ionique.
I1.5 Critéres statistiques :

La fiabilité et la précision des modeles, développés a partir des méthodes d’intelligence
computationnelle, reposent sur diverses quantités statistiques : erreur quadratique moyenne
(EQM); Erreur absolue moyenne (EAM); Erreur quadratique relative moyenne (EQRM);
Erreur relative absolue moyenne (ERAM); Coefficient de détermination (R?); Coefficient de
corrélation (R); Facteur de précision (Af); facteur de biais (Bf) et Critére d'information

d'Akaike (AIC) qui sont données par les formules suivantes :[108]

EQM = -3, (75 — y,°)? 11.26
EAM = BIL, |y -y, 11.27
_ l N yiexp_yical 2
EQMR =3I, (X5 — ) 11.28
1 yiexp_yical
ERAM% = 100 =~ 3L, e 11.29
.exp_.,.cal
ER% = 100 * |22 11.30
ViXP
ZN= (yiexp_yical)2
RZ2=1-—2i=t A .31
SN, (yiexp-yep)’
N 16XP _yexp ical_ﬁ
PO o i i ) 11.32

- \/Zli\il(%e"p—ye—"p)zX\/Elz\il(%c“l—ﬁ)z
e Facteur de biais Bf et facteur de précision Af:
Bon modéle Bf=0.9-1.05
Modele acceptable Br=0.7-0.9
Utiliser avec précaution  Bf=1.06 —1.15
Modeéle inacceptable Bi< 0.7 et Bs> 1.15

Ross (1996) a proposé deux indices différents pour la détermination de la performance
du modeéle. Le facteur de biais (Bs) est une mesure de la concordance globale entre les valeurs
prédites et les valeurs observées. Il indiquera si, et dans quelle mesure, les prévisions se

situent au-dessus ou au-dessous de la ligne d'équivalence. Une pondération égale est donnée a
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la sur-prédiction, ou la valeur prédite est supérieure a la valeur observée, et a la sous-

prédiction. Le Br est montré dans I'équation 11.24

N cal
/Z 1 log exp\

)
B, = 10\ 11.33

Un accord parfait entre les valeurs observeées et les valeurs prédites donnerait un B¢ de 1.

Une valeur supérieure & 1 indiquerait que, en moyenne, les prédictions étaient plus grandes
que les valeurs observées et représenteraient un modéle & sécurité intrinséque ; par exemple

un Bt de 1,2 indiquerait que les prévisions étaient 20% plus grandes que les valeurs observeées.

Une valeur inférieure a 1 indiquerait un modele a sécurité intrinseque ou, en moyenne,
les prévisions étaient plus courtes que celles observées. Le Bt est maintenant largement utilisé
comme mesure de la performance du modele et constitue un critere commun pour la
comparaison de différents modeles. Dans le calcul du By, les prédictions sur (+) et sous (-)
peuvent s’annuler. IIs ne montrent donc pas les erreurs absolues dans le modele. Ceci peut
étre réalisé en utilisant le facteur de précision (As). Ceci est basé sur une équation similaire a
11.24 mais ignore si la différence entre la valeur prédite et la valeur observée est positive ou

négative:

N y_cal
Yi=1 logyéxp

Ar =10 11.34

Toutes les différences étant désormais positives, la valeur de Af sera toujours égale a (i
I'accord est parfait) ou supérieure a un. Une précision de 1,5 signifie qu'en moyenne, la valeur
prédite est différente de 50% (plus petite ou plus grande) de la valeur observée.

Ou N est le nombre de points de données (paires d'entrée et de sortie), y** est la valeur
des ensembles de données expérimentales au point d'échantillonnage i, yi® est la iéme valeur
des jeux de données prédites par le modele et c’est la moyenne des données expérimentales et

prédites utilisant le modeéle, sont définies respectivement comme suit:

yexp = Zl 1V 11.35

yel = g, y;eal 1136
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En outre, les criteres suggeérés par les chercheurs ont été utilisés pour assurer une plus

grande validité des modeles développés. Ces criteres statistiques sont donnés comme suit:

yiPy;c!
= St 11.37
Z(yical)z
;_ ZyiPyc
K =S 11.38

Avec : 0.85<k<1.15 ; 0.85<k’<1.15 comme criteres d’acceptabilité.

_ Z(yical_kyical)z

R,2=1 (o) 11.39
R,>=1~- Z;y(yxi;fyy_x:?z 11.40
M =2 <01 1141
N="RC <01 1142
Rn? = R% X <1 — [|rR2 - R02|> > 0.5 11.43

e Critére d'information d'Akaike (AIC).

Le critére d'information d'Akaike (AIC) est une approche statistique couramment utilisée pour
comparer différents modeles afin d'identifier le meilleur modele qui représente les résultats
expérimentaux. Le modele le mieux adapté aux données expérimentales a la valeur d'AlC la plus
faible. Pour un échantillon de petite taille, I'AIC d'un modéle peut étre calculé a l'aide de I'équation
suivante :[203]

SSE

2Np(Np+1)
N

N—(Np+1)

AIC = Nin () + 2N, + 11.44

ou N est le nombre d'échantillons expérimentaux, Np est le nombre de parametres du
modele et SSE est la somme des erreurs quadratiques qui peuvent étre calculées par I'équation

suivante :
SSE = YN (y&*® — yeat)? 11.45

e Définitions des métriques Q2 :
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Dans ce paragraphe, les métriques Q? analysées sont briévement présentées. Les trois

premiers indicateurs (Qr1? et Qr2? et Qrs?) sont définis comme suit:[204]

2 ZTI_OUT(Yi—ffi/i)Z
=1-5% 11.46
Cr1 %, 20T (vi-yrR)?
2 ZZOUT(J’i—JA/i/i)Z
= 1= gmev 11.47
Cr2 Zizoll]T(J/i—J_/our)z
NOUT(. o )2
QF32 =1- .2V (vi=9isi)” /nour 1148

TR (yi—yrR)2/nTR
e Cefficient de corrélation de concordance (CCC) :

Le coefficient de corrélation de concordance (CCC) a été proposé pour évaluer la
concordance de deux essais d’un test ou d’un instrument en termes de validité et de
répétabilité de la méthode. Plus tard, le coefficient de corrélation de concordance CCC a été
introduit pour évaluer la capacité de prédiction des modéles de régression. En particulier, le
coefficient de corrélation de concordance, appelé ici Q?%uc, est défini comme suit:

Z-Z?flw(lﬁ—)_’)sxp)-(?i/i—?CAL) 11.49

2 _
Q - an _ n N _ 2 _ _
cec 2OV (yi-yexp)?+3, 2T (91/i-Ycar) +nour-Fexp—YcaL)?

En supposant que les réponses expérimentales de I'ensemble externe sont désignées par

X et que les réponses prédites par Y, Q% peuvent étre exprimées comme suit:

Q?,, = —=X1 11.50

Sxx+Syy+(X-¥)?
Ou Sxv, Sxx et Syy sont la covariance entre X et Y et leurs variances, respectivement

La métrique Rm, appelée ici Q%rm, a été proposée pour évaluer la capacité prédictive des
modeles QSAR par régression. En supposant toujours que les réponses expérimentales et

prédites de I'ensemble externe sont respectivement notées X et Y, Q%rm est défini comme suit:

Qg = % [R%.(1—yR? = R%,xy) + R*.(1 = R = R%gyx)] = R*. [1 B

R2—R2, xy +y/R%2—R?
‘/ 0.XY \/ O.YXJ “51

2

OU R? est le coefficient de détermination calculé entre X et Y, R% xy est le coefficient de

détermination des valeurs prédites par rapport aux valeurs expérimentales et R%yx est le
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coefficient de détermination des valeurs expérimentales par rapport aux valeurs prédites, tous

deux calculés pour une droite de régression sur l'origine.

11.6 Conclusion

Dans ce chapitre, le concept de systéme d’apprentissage a été présenté. Une vision
générale et purement mathématique a ¢été donnée sur les méthodes d’intelligence
computationnelle qui sont des méthodes alternatives et complémentaires a 1’expérimental. Ces

derniéres ont permis de faciliter la résolution d’un probléme mathématique.

Les meéthodes décrites dans ce chapitre sont les réseaux de neurones artificiels, les
machines a vecteurs de support des moindres carrés et les machine a vecteurs de support, ainsi
que des algorithmes optimisations, tels que I'optimisation par essaim de particules (PSO) et
I'algorithme libellule (DA).

Egalement, les critéres et métriques statistiques ont été présentés pour étre utilisé dans le
test et la validité des modéles developpés.
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Chapitre 111 : Résultats et Discussion

I11.1 Introduction

Le présent chapitre est scindé en deux parties :

La premiéere partie représente les résultats de contribution a la modélisation de la tension
superficielle de mélanges binaires (LI-Eau et divers solvants organiques) par les méthodes de
réseau neuronal artificiel prédictif (RNA), les machine a vecteurs de support des moindres
carrés (LSSVM) et la machine a vecteurs de support optimisée par optimisation par essaim de
particules (SVM-PSO)

La deuxieme partie représente les résultats de contribution a la modélisation de la
solubilité du CO. dans les Lls & l'aide de réseau neuronal artificiel prédictif (RNA) et

Machine a vecteurs de support optimisée par lI'algorithme de libellule (DA-SVM)

I11.2 Contribution a la modélisation de la tension superficielle de mélanges
binaires.

111.2.1 Elaboration de la base de données
111.2.1.1 Données expérimentales de la tension superficielle

Les données expérimentales de la tension superficielle des mélanges binaires ont été
publiées a différentes températures et compositions du mélange. Les cations et les anions
constituants les LIs considérés dans cette étude sont représentés dans les tableaux I11.1 et I11.2

respectivement.

Les données expérimentales utilisées pour la modélisation consistaient en 1623 points
de données de tension superficielle (o) rassemblés a partir de 62 mélanges binaires d'LI et de
solvant moléculaire a différentes températures et les compositions ont été collectées a partir
de nombreuses publications. Les cations impliqués sont : I'imidazolium [Im], le pyridinium
[Py], I'ammonium [N] et le phosphonium [P], tandis que les anions sont : le tétrafluoroborate
[BF4], I'nexafluorophosphate [PF6], le bis(trifluorométhylsulfonyl)imide [BTI], le bromure.
[Br], chlorure [CL], acétate [AC], sulfate d'alkyle [RSO4], phosphate de diméthyle [DMP],
trifluorométhylsulfonate [TfO], nitrate [NO3] et dicyanamide [Dca]. Composants
moléculaires destinés a couvrir les solvants courants tels que l'eau, les alcools, le
diméthylsulfoxyde, I'acétonitrile et le tétrahydrofurane. Les source et les domaines de données

experimentales des mélanges binaires étudiés sont indiquees dans le tableau 1 (voir AnnexeA)
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111.2.1.2 Données des descripteurs de profil sigma

Suite aux résultats obtenus a partir des travaux antérieurs [205] les descripteurs
moléculaires basés sur les profiles ¢ ont été adoptés. Ces descripteurs dérivent de la théorie
COSMO-RS considérée comme modele de solvatation continue qui combine la théorie de
chimique quantique, les modeles de continuum diélectrique, les interactions de surface et la
thermodynamique statistique. Il calcule les interactions moléculaires a partir des densités de
charge de blindage (polarisation) sur les segments de surface moléculaires. Les densités de
charge de polarisation ont été calculées par des méthodes de chimie quantique. Les calculs de
chimie quantique permettent de fournir un segment de surface discret autour d'une seule
molécule intégrée dans un conducteur virtuel. La surface de chaque segment est caractérisée
par sa surface et la densité de charge de blindage du segment, qui tient compte de l'interaction
électrostatique de la molécule de soluté par son entourage (qui dans un conducteur virtuel est
un criblage parfait) et de la rétro-polarisation de la molécule de soluté. La densité de charge
de criblage est habituellement donnée dans le diagramme de probabilité de la distribution de
la densité de charge statistique a la surface d'une molécule, et également connue sous le nom
de profil 6. Le profil 6 d'une molécule montre la probabilité de la quantité relative de surface
avec la polarit¢ ¢ sur la surface de la molécule, il est considéré comme les propriétés
caractéristiques de la molécule. Les figures Ill.1et 111.2 montrent respectivement la densité de
charge en 3D du cation [C2Mim], de I’anion [NTf2] ([BTI]) et du solvant 1-butanol et les
profils sigma correspondants.[206]
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[C,mim]

Figure 111.1 : Criblage de la densité de charge (sigma) et structures des conformeéres
minimaux de 1-butanol, [C2mim] et [NTf2].
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Figure 111.2 : Profils sigma des conforméres minimum de 1-butanol, [C2mim] et [NTf2].

0.025

En d'autres termes, le profil ¢ d'une molécule comprend les informations chimiques
principales nécessaires pour prédire les interactions électrostatiques, de liaison hydrogéne et
de dispersion possible de la molécule dans un fluide. Les profils ¢ se sont révélés étre un
descripteur moléculaire efficace pour établir des modéles de QSPR capables de prédire les

propriétés physiques, chimiques et toxicologiques des Lls.
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La premiere étape du développement du modele consistait en la construction de
descripteurs moléculaires appropriés a partir des profils ¢ des cations, des anions et des
solvants des mélanges binaires étudiés. Le profil ¢ et les descripteurs (Ss) des cations, des
anions et des solvants utilisés dans cette étude ainsi que les divisions des aires des profils ¢

sont illustres dans les Figure 111.3

20 . , 1 . 1
" TZVP-COSMO | :
210 - -
'] P E—— | 1 PR— 1
-3 -2 -1 0 1 2 3

-2
o [ e-nm

Figure 111.3 : descripteurs moléculaire basés sur les Profils o.

Ainsi, Ss1 représente le caractére donneur de liaisons hydrogéne, So> représente le

comportement accepteur de liaison hydrogéne.

Dans ce travail un programme MATLAB a été élaboré pour calculer les aires Ssi=1,..,6
des cations, des anions et des solvants considérés aprés numérisation des graphes de profiles ¢
obtenus & partir de la référence[207]et les profiles 6 numérisés pour 1’eau et les solvants
organiques obtenus a partir de bases VT-2005 et VT-2006 des références. [208,209]Les
descripteurs fondés sur le profil 6 (Soi) des cations, des anions et des solvants étudiés sont

regroupés dans le tableau 1 (Annexe A)

111.2.2 Modélisation de la tension superficielle par les méthodes d’intelligence
computationnelle

111.2.2.1 Choix des variables d’entrée et de sortie

Pour le développement des modéles d’intelligence computationnelle, la tension
superficielle du mélange a été exprimée comme fonction de la Température (K) la fraction
molaire X, du LI et les descripteurs moléculaires Sqic et Seoc du cation, Seia et Se2a d”Anion

et Se1s et Sqos du solvant :

om = (T, X11, So1¢:So2¢) So14r So241 So15: So2s) 1.1
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111.2.2.2 Division des données en un ensemble d’apprentissage, test et validation

L'ensemble de données d’apprentissage se compose de 70 % de données choisies au
hasard a l'aide de la fonction dividerand de MATLAB 2018. Les 30 % restants ont éte utilises
comme un ensemble de test pour LSSVM et SVM-PSO. Dans le cas de la modélisation RNA,
ces 30 % ont été divisés en deux ensembles de 15 % pour le test et 15 % pour la validation.

Cette division a pour but d’éviter le sur-apprentissage.
111.2.2.3 Critéres statistiques :

Pour juger la performance des modeles, une fonction MATALAB a été élaborée pour
calculer 15 valeurs statistiques et 3 types d’erreurs pour les ensembles d’apprentissage de test
et global. Les formules et significations de ces criteres de validité du modéle ont été
mentionnées dans le chapitre I1.

111.2.2.4 Modélisation par RNA

Pour ce faire, I’algorithme d’apprentissage de retro-propagation de Levenberg-
Marghardt (fonction trainimde MATLAB) et ’algorithme de la régularisation Bayisienne
(fonction trainbr de MATLAB) ont été utilisés. Ce choix est justifié par le fait que ces deux

algorithmes sont considérés comme les meilleures dans plusieurs études antérieures.

Pour la fonction d’activation, les fonctions logsig et tansig ont été utilisés pour les

couches cachées et la fonction purelin pour la couche de sortie.

Un programme sous MATLAB 2018 a été élaboré en faisant varier le nombre de
neurone dans la couche cachée, I’algorithme d’apprentissage et la fonction d’activation de la
couche cachée. Afin d’arriver au modele qui permet de donner la meilleure erreur quadratique
moyenne, le programme a été exécuté 20 fois pour la méme topologie. L’évaluation du
modele a été réalisée a 1’aide d’outils statistiques et graphiques. La figure II1.4 illustre

I'architecture de RNA utilisée dans cette étude.
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Figure 111.4 : L'architecture du RNA
111.2.2.5 Modélisation par SVM-PSO

Le développement du modele SVM-PSO a été réalisé par la fonction fitrsvm de
I'environnement MATLAB. Cette fonction dispose de plusieurs options de calcul relatives au
choix de la méthode de validation croisée, de la fonction noyau (gaussienne, rbf et
polynomiale), des valeurs optimales de la constante C (box Constraint), de I'epsilon et du
paramétre de la fonction noyau (KernelScale) du modele optimisé au moyen de l'algorithme
PSO (100 itérations). Dans cette étude, la méthode de validation croisée « holdout » fixée a
0,3 a été choisie, ce qui signifie que 70% des données sont utilisées pour l'apprentissage et

30% pour la validation.

Les valeurs optimales sont 200, 1 et 0,006 pour c, k et ep respectivement avec
gaussienne comme fonction Kernel. Les étapes conduisant au développement du modele

optimal SVM-PSO hybride sont illustrées dans I'organigramme présenté sur la figure I11.5.
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Figure 111.5 : Organigramme du processus d'optimisation par SVM-PSO

111.2.2.5 Modélisation par LSSVM

La modélisation LSSVM a été réalisée a l'aide de la boite & outils LS-SVMlab. Pour ce
faire, un algorithme approprié implémenté dans LS-SVMIab détecte et met a I'échelle les
variables continues, catégorielles et binaires. Une étape appelée réglage consiste a déterminer
les paramétres LSSVM (constante de régularisation y et paramétre de noyau c2) en
minimisant une mesure de performance sélectionnée. Les constantes o et b du modele
LSSVM ont été déterminées a partir de I'étape d'apprentissage qui utilise la constante de
régularisation y et le paramétre de noyau o ajustés dans la premiére étape. La derniére étape a
consisté a tester la capacité de généralisation du modele sur I'ensemble des données réservées

au test. Les paramétres optimisés étaient respectivement de 3 548,43 et 1,6510 pour y et 6°.

Le tableau Ill.1 résume le calcul des différentes métriques statistiques pour les quatre
topologies du modele RNA (« trainbr, logsig » ; « trainbr, tansig » ; « trainlm, logsig » ; «
trainlm, tansig »), pour le modéle SVM-PSO et pour le modéle LSSVM.

Le tableau 111.2 résume respectivement le calcul des différentes erreurs pour les quatre
topologies du modele RNA, pour le modéle SVM-PSO et pour le modéle LSSVM.
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Tableau I11.1 : Critéres statistiques des quatre topologies de modéle RNA, du modéle SVM-

PSO et du modéle LSSVM.

(a): Trainbr, logsig

(b): Trainbr, tansig

Critéres | Train | Test Global Critéres | Train | Test Global
Statiques Statiques

Q2F1 0.9955 0.9964 0.9958 Q2F1 0.9951 | 0.9962 0.9955
Q2F2 0.9956 0.9964 0.9958 Q2F2 0.9952 | 0.9962 0.9955
Q2F3 0.9955 0.9965 0.9958 Q2F3 0.9951 | 0.9958 0.9953
Q2CCC 0.9978 0.9982 0.9979 Q2CcCcC 0.9976 | 0.9981 0.9977
R? 0.9955 0.9964 0.9958 R? 0.9951 | 0.9962 0.9955
R 0.9978 0.9982 0.9979 R 0.9976 | 0.9982 0.9977
K 1.0000 0.9994 0.9999 K 1.0000 | 1.0030 1.0008
k’ 0.9996 1.0003 0.9998 k’ 0.9996 | 0.9967 0.9988
Ro? 1.0000 1.0000 1.0000 Ro? 1.0000 | 0.9999 1.0000
Ro? 1.0000 1.0000 1.0000 Ro*? 1.0000 | 0.9999 1.0000
M -0.0045 | -0.0036 -0.0043 M -0.0049 | -0.0037 -0.0046
N -0.0045 | -0.0036 -0.0043 N -0.0049 | -0.0037 -0.0046
Rm 0.9291 0.9365 0.9309 Rm 0.9258 | 0.9358 0.9284
At 1.0080 1.0098 1.0085 As 1.0083 | 1.0116 1.0091
Bt 1.0001 1.0003 1.0002 Bt 1.0001 | 0.9983 0.9996

(c): Trainlm, logsig (d): Trainlm, tansig

Critéres | Train | Test Global Critéres | Train | Test Global
Statiques Statiques
Q2F1 0.9946 0.9907 0.9934 Q2F1 0.9953 | 0.9941 0.9949
Q2F2 0.9947 0.9906 0.9934 Q2F2 0.9953 | 0.9941 0.9949
Q2F3 0.9946 0.9907 0.9935 Q2F3 0.9953 | 0.9938 0.9949
Q2CcCC 0.9953 0.9973 0.9967 Q2CcCC 0.9977 | 0.9971 0.9975
R? 0.9946 0.9906 0.9934 R? 0.9953 | 0.9941 0.9949
R 0.9973 0.9953 0.9967 R 0.9977 | 0.9971 0.9975
K 0.9999 1.0002 1.0000 K 1.0001 | 1.0013 1.0005
k’ 0.9997 0.9990 0.9995 k’ 0.9995 | 0.9982 0.9991
Ro? 1.0000 1.0000 1.0000 Ro? 1.0000 | 1.0000 1.0000
Ro? 1.0000 1.0000 1.0000 Ro? 1.0000 | 1.0000 1.0000
M -0.0054 | -0.0095 -0.0066 M -0.0047 | -0.0059 -0.0051
N -0.0054 | -0.0095 -0.0066 N -0.0047 | -0.0059 -0.0051
Rm 0.9217 0.8945 0.9129 Rm 0.9272 | 0.9182 0.9242
As 1.0101 1.0150 1.0116 As 1.0091 | 1.0128 1.0102
By 1.0003 0.9990 0.9999 By 0.9999 | 0.9981 0.9993
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(e): Modéle LSSVM (H: Modeéle SVM-PSO

Critéres | Train | Test Global Critéres | Train | Test Global
Statiques Statiques

Q2F1 0.9906 0.9408 0.9754 Q2F1 0.9721 | 0.9376 0.9614
Q2F2 0.9907 0.9406 0.9754 Q2F2 0.9722 | 0.9374 0.9613
Q2F3 0.9394 0.9906 0.9752 Q2F3 0.9721 | 0.9343 0.9607
Q2CCC 0.9953 0.9694 0.9875 Q2CCC 0.9855 | 0.9677 0.9800
R? 0.9906 0.9406 0.9754 R? 0.9721 | 0.9374 0.9613
R 0.9953 0.9699 0.9876 R 0.9863 | 0.9687 0.9808
K 1.0002 1.0011 1.0005 K 1.0064 | 1.0081 1.0069
k’ 0.9991 0.9942 0.9976 k’ 0.9915 | 0.9870 0.9901
Ro? 1.0000 1.0000 1.0000 Ro? 0.9995 | 0.9991 0.9994
Ro? 1.0000 0.9996 0.9999 Ro? 0.9991 | 0.9979 0.9988
M -0.0095 | -0.0631 -0.0252 M -0.0282 | -0.0658 -0.0396
N -0.0095 | -0.0627 -0.0251 N -0.0278 | -0.0645 -0.0389
Rm 0.8947 0.7114 0.8225 Rm 0.8112 | 0.7046 0.7739
As 1.0082 1.0219 1.0123 As 1.0084 | 1.0217 1.0124
By 1.0003 1.0004 1.0003 Bs 0.9967 | 0.9928 0.9955

Tableau 111.2 : Différentes erreurs des quatre topologies de modéle RNA, le modéle SVM-

PSO et le modéle LSSVM.

trainbr, logsig

trainbr, tansig

Errors | Train Test Global | Errors | Train Test Global
ERAM% | 0.7992 |0.9812 | 0.8466 | ERAM% |0.8256 | 1.1526 | 0.9108
EQRM | 0.7235 |0.6441 |0.7037 |EQRM |0.7416 | 0.6917 | 0.7289
EQM 0.5235 |[0.4149 | 0.4952 | EQM 0.5499 |0.4785 | 0.5313
trainlm, logsig trainlm, tansig
Errors | Train Test Global | Errors | Train Test Global
ERAM% | 1.0111 |1.4779 |1.1511 | ERAM% |0.9102 |1.2568 | 1.0141
EQRM | 0.7936 |1.0421 |0.8756 |EQRM |0.7346 |0.8414 | 0.7682
EQM 0.6298 |1.0860 | 0.7667 | EQM 0.5396 | 0.7079 | 0.5901
Modéle LSSVM Modeéle SVM-PSO
Errors | Train Test Global | Errors | Train Test Global
ERAM% | 0.8150 |2.1653 |1.2201 | ERAM% |0.8050 |2.0399 | 1.1755
EQRM 1.0430 |2.6514 |1.6942 |EQRM 1.7923 | 2.7482 | 2.1247
EQM 1.0878 | 7.0301 |2.8705 |EQM 3.2122 | 7.5524 | 4.5143
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A la lumiére de ces résultats, tous les criteres statistiques calculés verifient les
conditions d’acceptabilité. Cependant, les résultats du modele optimisé en utilisant
I'algorithme d'entrainement trainbr et la fonction d'activation logsig ont montré les meilleurs
résultats significatifs : un coefficient de corrélation global R de 0,9979, le coefficient de
détermination R? de 0,9958 et le facteur de précision Af de 1,0085. De plus, les paramétres
d'erreur tels que : ’EQM (0,4952) et L’ERAM% (0,8466). Cela permet de prouver 1’efficacité
et la robustesse du modele développé, qui présente des performances de corrélation et des
capacités de généralisation et d’interpolation trés significatives. D'apres le tableau 111.3, la
plus petite valeur obtenue de I'AIC représente le modele le mieux adapté aux six modéles
étudiés.

Tableau 111.3 : Les valeurs de AIC des quatre topologies de modéle RNA, du modele SVM-
PSO et du modéle LSSVM.

Modéle i i RNA_ _ LSSVM | SVM-PSO
trainbr, trainbr, trainlm, trainlm,
logsig tansig logsig tansig

AlC -1178.675 | -1058.967 | -435.523 -880.721 | 1808.694 | 2578.408

L’évaluation graphique a été réalisée a 1’aide de diagramme de dispersion (pour les
ensembles d’apprentissage, de test, de validation et global), le diagramme d'erreur relative
(ER %) et le diagramme de distribution d'erreur relative (ER %). La figure 111.6 montre le
diagramme de dispersion de la tension superficielle calculée en fonction de la tension
superficielle expérimentale pour les quatre topologies du modele RNA, du modéle LSSVM et
du modeéle SVM-PSO pour la base globale. La figure 111.7 représente le diagramme de
dispersion de la tension superficielle calculée en fonction de la tension superficielle
expérimentale pour le modéle optimisé trainbr et logsig qui est bien illustré sur la figure
I11.8. Ce diagramme montre clairement la concordance entre les valeurs calculées et les
valeurs expérimentales par une forte dispersion des points sur la premiére bissectrice.

Cependant, 1’existence d’un certain nombre de valeurs aberrantes a été constatée.
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Linear Fit: 0°'=(0.99)0°*P+(0.25), R=0.99773
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Linear Fit: ¢ =(0.95) c®*P+(1.7), R=0.98081
80 - : : -

o Global set
Best Linear Fit

70| ol o e

60 [

! [mN/m]

30 |

80
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SVM-PSO

Figure 111.6: Diagramme de dispersion de la tension superficielle calculée en fonction de la
tension superficielle expérimentale pour la base globale par les trois topologies du modeéle
RNA, le modéle LSSVM et le modéle SVM-PSO.
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Linear Fit: °%'=(1) ¢°*+(0.044), R=0.99819
80 - : : : -

o Test Set
Best Linear Fit <

0 ol = 5o
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(c)

Figure 111.7 : Diagramme de dispersion de la tension superficielle calculée en fonction de la
tension superficielle expérimentale : (a) Base globale, (b) Ensemble d'apprentissage, (c)
Ensemble de test par le meilleur modéle de RNA « trainbr, logsig ».
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trainbr, trainbr, trainlm, trainim, LSSVM SVM-PSO
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EEQM ®ERAM%

Figure 111.8 : Histogramme représentant la différence en termes d'erreur (EQM et ERAM%)
entre les modeles étudiés.
Afin de visualiser quantitativement la distribution des erreurs relatives, deux types de
diagrammes ont été adoptés. Le premier diagramme montre ’erreur relative en fonction de la
tension superficielle représentée sur la figure 111.9 et le deuxiéme montre la distribution de

cette erreur représentée sur la figure 111.10 Cela montre que la majorité des points sont situés

107



Chapitre 11 :

Résultats et Discussion

autour de la ligne zéro. Quantitativement, I'erreur relative pour les quelques valeurs aberrantes

ne dépassait pas 20 %.

The Relative Error (%)
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Figure 111.9 : L’erreur relative (%) de la tension superficielle par le modele de RNA «
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Figure 111.10 : Diagramme de distribution d’ER[%] du modele RNA « trainbr, logsig ».

Pour confirmer la capacité de généralisation du modéle développé, des calculs

d'interpolation et d'extrapolation ont été réalisés pour la composition et la température. La

figure 111.11montre les isothermes de variation de la tension superficielle en fonction de la
composition du mélange [C2MIm][BTI]-Diméthylsulfoxyde pour le modele établi, les points

interpolés suivent I’allure les points calculés. De la méme facon, la figure 111.12 représente le
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calcul d'interpolation et d'extrapolation de la température. Les isothermes d'interpolation
(305,15 K) et d'extrapolation (290,15 K et 315,15 K) ont les mémes allures des isothermes

expérimentales adjacentes.

T T T
interp @ 293.15 K

—¥—ocal

5/ exp

O interp @ 303.15 K
—&—cal b

O exp

O interp @ 315K
—&—cal N
T exp

] 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
composition of IL (mole fraction)

Figure 111.11 : Calculs d'interpolation et d'extrapolation de la composition pour les
isothermes de variation de tension superficielle en fonction de la composition du mélange
[C2MIm][BTI]-Diméthylsulfoxyde pour le modele RNA « trainbr, logsig ».

T
extrap @ 290.15 K
—%—cal @293.15K
N exp
O interp @ 305.15K
—&—cal @ 303.15K
O exp
Q  extrap@ 31515 K
——cal @ 313.15K N
¥ exp

35

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
composition of IL (mole fraction)

Figure 111.12 : Calculs d'interpolation et d'extrapolation de la température pour les isothermes
de variation de tension superficielle en fonction de la composition du mélange
[C2MIm][BTI]-Diméthylsulfoxyde pour le modele RNA « trainbr, logsig ».
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111.2.3 Analyse de la sensibilité des parameétres d'entrée

Pour déterminer l'importance relative des variables d'entrée, différentes méthodes
statistiques ont été appliquées.[210,211]Dans le présent travail, la méthode de Garson a été
utilisée pour diviser les poids de connexion de sortie cachées en composants associés a
chaque neurone d'entrée en utilisant des valeurs de poids de connexion absolues. Ainsi que le
facteur de pertinence r, qui est compris entre —1 et +1 et est donné par I'équation
suivante[212] :

Yiz1 Xp,i=X) (Yi=Y) 1.2

\/Z?=1(Xk,i_)?k)2 HYi-Y)?

Tk

Ou Xk, est le i®™ paramétre d'importation, Y est la i®™ valeur d'exportation, X,est la
valeur moyenne de la k*®™ entrée, Y est la valeur moyenne du paramétre d'exportation et n est

le nombre d'ensembles.

Comme le montre la figure 111.13 pour le modele établi, toutes les variables d'entrée ont
presque la méme importance selon la méthode de Garson, a I'exception de la température.
Cela peut étre expliqué par la faible variabilité des données de température, c'est-a-dire que
pour certains mélanges binaires, les données expérimentales ne sont disponibles qu'a une ou
deux températures. Cependant, le descripteur de profil sigma lié au caractere accepteur de
liaison H du solvant, S62S, a la plus grande importance relative (20,26 %). Sur la figure
I11.14, la tension superficielle a montré une dépendance directe aux descripteurs nommeés :
S 62A, S olS, et S 062S et une dépendance opposee au reste des descripteurs. Les
descripteurs les plus pertinents sont le S _62S et la température avec un facteur de pertinence
de +0,021 et - 0,0235 respectivement. Par contre, S olA et S c2A ¢étaient les moins

pertinents, avec un facteur de pertinence de - 0,0052 et +0,0024, respectivement.
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L'importance des variables par la méthode de
Garson "'trainbr, logsig"
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Figure 111.13 : Importance relative des variables par la méthode Garson du modele
RNA«trainbr, logsig ».
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Figure 111.14 : Résultats du facteur de pertinence effectué sur le modele RNA «trainbr,
logsig».
111.2.4 Domaine d’applicabilité

Les diagrammes de dispersions des modeéles optimisés ont montré un certains nombres

des points éloignés de la premiere bissectrice qui peuvent étre attribués a 1’existence probable
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de points aberrants. Ceci a permis de réaliser un diagnostic des données potentiellement

suspectes selon la methode décrite dans les deux références suivantes[157,213]

Les valeurs aberrantes sont bien connues en tant que points de données distincts de la
tendance générale des principaux points de données. La détection des valeurs aberrantes, qui
joue un réle important dans la proposition de modeles, est utilisée pour reconnaitre des
données individuelles (ou des groupes de données) pouvant différer de la masse des données
constituant un ensemble de données. A cette fin, il est essentiel de trouver des méthodes
rigoureuses pour detecter les valeurs potentiellement suspectes afin d'éliminer des données
experimentales inexactes et d'améliorer la précision des modeles[157,213]. Dans cette étude,
la technique mathématique ‘‘Leverage’’ a été utilisée pour rechercher les valeurs aberrantes.
Dans cette technique, les valeurs résiduelles sont d'abord calculées. Ensuite une matrice H de

points de données d'entrée a été créée sur la base de la formule suivante :

H=X(XX)"1xt 1.3

Ou X fait référence a la matrice m x n (m et n représentent respectivement le nombre
d'échantillons et les paramétres (variables d’entrée) du modele). Les valeurs de Hat sont

obtenues a partir de la diagonale principale de la matrice de H.

Hat = diagonale(H) 1.4

Le diagramme de William représente les résidus normalisés en fonction du “’Leverage’’
levier (Hat) pour détecter graphiquement les valeurs aberrantes. La figure 111.15 montre le
graphique de William basé sur les résultats du modéle RNA. Dans ce graphique, le levier

critique (H*) (seuil) est généralement fixé a la valeur donnée par I'équation suivante :

_ 3(n+1)
T om

H* .S

Ou m et n représentent respectivement le nombre d'échantillons et les parametres

(variables d’entrée) du modele.

Les résidus normalisés ont été calculés a partir des données de la tension superficielle

expérimentale et celle calculée par le modele.

exp__cal

(R_Norm); = (ai al) i=1,..m 1.6

Var(aexp_acal)
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Le résidu normalisé égal a trois est considéré comme une valeur ‘’seuil’” pour accepter
les points de données dans les écarts types compris sur une plage de + 3 par rapport a la
moyenne (pour couvrir 99% des données normalement distribuées). Si la majorité des points
de données se situent dans les plages de 0 < Hat < H* et de — 3 < R_Norm < 3, cela indique
que le développement du modele et ses prédictions sont effectués dans le domaine
d'applicabilité, ce qui conduit & un modeéle statistiquement valide. Ainsi on peut affirmer qu'il
existe des points “’Good High Leverage’ dans le domaine de 0 < Hat < H* et — 3 < R_Norm
< 3. Les points situés dans la plage de R_Norm<-3 ou R_Norm>3 (qu’ils soient plus grands
ou plus petits que la valeur H*) sont désignés comme points aberrants du modele ou comme

points “’Bad High Leverage’’.

La figure 111.15 montre que la majorité des points de données se situent dans les
domaines d'applicabilite, a I'exception de l'existence de 2,82 % de données suspectes. Ceci
confirme les observations faites lors des interprétations des nuages de points et des

diagrammes d’erreur relative.

15 T T T T T

® Validated Data (97.18%)
¥  Suspected Data (2.82%)
Suspected Limit (+3)
Suspected Limit (-3) T
Leverage Limit (0.0159)

Standardized Residual

I 1 I I I
] 0.01 0.02 0.03 0.04 0.05 0.06
Hat Value

15

Figure 111.15 : Diagnostic des données potentiellement suspectes et domaine d'applicabilité
du modele.

111.2.5 Comparaison avec d'autres modeéles de la littérature

Dans cette section, une étude comparative a éteé realisee pour évaluer les performances

du modele par rapport aux articles précédents en termes de systemes communs parce qu’il
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n’existe aucune étude contenant une base de données similaire 4 ’ensemble de données

utilisées dans cette étude.

Une comparaison, en termes d'erreur (ERAM%), entre ce travail et les travaux de

Huang et al.[41], Cardona et Valderrama.[114]est donnée dans les tableaux 1.4 et I11.5,

respectivement. Les figures 111.16 et 111.17 représentent une autre comparaison entre la tension

superficielle expérimentale et calculée de certains systemes entre le modele établi dans ce

travail et les articles mentionnés précédemment.

Tableau I11.4 : Comparaison entre le présent travail et celui de Huang et al. (2015) en termes

d’ERAMY%.
. Nombre | Notre Modele RNA Modéle de Huang et al
SYstemes | de points | « trainbr, logsig »
{LI+ solvants} moyennel | 1%AcImax | MOYENNE | 1%AGImax | MOYENNE | 19%AG ] max
%Acl| |%AGSM| |%AGRNA|
[CAMIM][BTI]+ 13 2.13690 14.2458 | 2.39918 | 4.83586 | 2.99069 5.56928
1-butanol
[CAMIM][BTI]+ 11 0.94144 | 2.64873 | 1.35199 | 3.04797 | 1.23155 | 2.18982
1-propanol
[C2MIM][BTI]+ 45 0.58221 2.03760 | 1.10309 | 3.61209 | 0.35043 1.63301
acétonitrile
[CAMIM][BTI]+ 45 0.28893 1.22930 | 1.32803 | 4.15549 | 0.4058 0.99813
acétonitrile
[C2MIM][BTI]+ 45 0.48975 2.16922 | 1.59518 | 4.79112 | 0.13389 | 0.49756
Diméthylesulfoxi
de
[CAMIM][BTI]+ 50 0.90014 19.1695 | 2.29169 | 8.29236 | 0.15671 | 0.53247
Diméthylesulfoxi 7
de
[C2MIm][C8S04 18 1.01942 2.10372 | 1.84492 | 4.20381 | 0.44156 1.42752
] + éthanol
[CAMImM][BF4]+ 12 0.86002 2.50953 | 0.70218 | 1.78356 | 1.0015 6.5699
éthanol
[C6MImM][BF4]+ 10 3.20687 2.82941 | 1.14056 | 1.50424 | 0.74439 3.40772
éthanol
[CBMImM][BF4]+ 10 0.76441 2.28718 | 0.82575 | 1.84567 | 1.17232 2.60078
éthanol
[C1IMIm][MeSO 9 0.89797 19.1695 | 1.04938 | 9.30710 | 0.56188 | 3.46873
4]+ méthanol
[C2MIm][MeSO 7 0.69485 1.75784 | 0.61541 247781 | 0.67376 3.26845
4]+ méthanol
[C2MIM][BTI]+ 44 0.93363 | 3.58668 | 0.46162 | 1.46741 | 0.46749 1.4991
tetrahydrofuran
[CAMIM][BTI]+ 40 1.22362 | 4.48224 | 0.58329 | 2.60047 | 0.63473 11.623
tetrahydrofuran
[CIMIm][MeSO 10 0.86816 | 3.80506 | 0.95716 | 2.41303 | 0.33636 1.47093
4]+ Eau
[C2MIm][BF4]+ 9 0.63134 1.20231 | 0.18729 | 1.07727 | 0.19068 | 0.50178
Eau
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[C2MIM][EtSOA4] 12 0.57436 2.21932 | 1.59173 3.93446 | 0.60338 1.77915
+ Eau

[C2MIm][MeSO 27 1.73691 3.70604 | 3.89171 | 6.62818 | 0.33508 1.02659
3]+ Eau

[CAMImM][BF4]+ 15 0.73874 | 1.46092 | 0.55320 | 1.96164 | 0.4154 1.07962
Eau

[C4Py][NO3]+ 15 1.04161 | 6.56224 | 3.71712 |9.3071 | 1.6599 11.623
Eau

[C6MIm][BF4]+ 8 0.33916 | 0.57460 | 0.19374 | 0.38724 | 0.20127 | 0.43478
Eau

[P666(14)][BTI]+ 6 0.16640 0.34975 | 1.41799 2.47305 | 0.11722 0.22418
water

[P666(14)][Dca]+ 6 0.16995 0.38829 | 1.24882 | 2.36076 | 0.33602 0.54937
Eau

Tableau I11.5 : Comparaison entre le présent travail et le travail de Cardona et Valderrama en
(2020) termes d’ERAM%.

. Notre Modéle RNA Modélede Cardona
Systemes « trainbr, logsig » etValderrama
{LI+ solvants} N moyenne . moyenne | 1%Ac!max
%Al %A0Imax | ot A
[C2MIm] [AC]+1-propanol 77 0.727311 3.279583 | 10.73871 | 22.48719
[C8MIm] [BTI]+ 1-propanol 33 0.513259 2.078608 | 6.64114 | 14.11421
[PYR-4.1] [BTI]+acétonitrile 27 0.805194 2.216206 | 1.708758 | 4.497877
[C2MIm] [AC]+éthanol 77 0.419793 2.068807 | 7.379528 | 20.68375
[C2MIm][DEP]+ éthanol 11 1.369486 4561168 | 11.7884 | 22.08567
[C2MIm][EtSOA4] + éthanol 11 0.994978 2.051358 | 13.25353 | 22.58346
[CAMIM][BTI] + éthanol 36 0.38637 0.784236 | 6.433625 | 18.33271
[CAMIM][DMP] + éthanol 11 1.343429 2.666525 | 14.05437 | 26.31037
[C6MIm] [EtSO4] + éthanol 13 1.091658 2.951107 |3.927588 | 8.77661
[C8MIm] [BTI] + éthanol 39 0.44928 1518148 | 5317242 | 15.36972
[CIMIM][DMP]+méthanol 11 0.562193 1.096063 | 6.937792 | 11.1255
[C2MIm] [AC] +méthanol 55 0.728288 3.611441 |2.137411 | 9.412672
[C2MIM][EtSO4] +méthanol 11 0.955441 2.273106 | 5599972 | 10.49703
[C2MIm][MeS04] +méthanol 14 0.519645 2.936068 | 6.746018 | 15.85075
[CAMIM][BTI] +méthanol 24 0.194314 0.717207 | 2.579008 | 6.910141
[CAMIM][DMP] +méthanol 11 0.63623 1.737604 | 2.965154 | 5.431559
[C4Py] [BF4] +méthanol 56 0.438397 2.181546 | 7.621787 | 18.83593
[C8MIm] [BTI] +méthanol 20 1.102813 4.23808 | 2.704397 | 6.313109
[CIMIM][DMP] + Eau 16 1.289812 2.932375 | 1.380303 | 71.90
[C2MIm][DEP]+ Eau 16 2.236424 12.66962 | 4.54 18.54
[C2MIm][DMP]+ Eau 11 1.186484 3.990389 | 4.665865 | 9.781574
[C4MIm] [AC]+ Eau 49 0.385264 120122 | 3.213681 | 9.603819
[CAMIm] [CL]+ Eau 46 0.882057 2.076755 | 2.79283 | 7.822873
[C4MIm] [PF6]+Eau 9 0.416549 1.264713 | 3.662293 | 7.550244
[CAMIm][DBP]+ Eau 11 0.941997 4.423875 | 5830528 | 71.90
[C4Py] [BF4]+Eau 72 0.694389 3.243486 | 8.413314 | 24.03831
[C6MIm] [AC]+ Eau 49 0.345018 1.013274 | 3.203462 | 10.76396
[C6MIm] [CL]+ Eau 10 2.258253 5.479549 | 17.48413 | 26.5232
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Figure 111.16 : Comparaison entre les valeurs expérimentales (lignes) et calculées de la
tension superficielle par le modéle proposé (points rouges) et le modéle de Valderrama

(2020) (carrés bleus) pour certains systemes.
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Figure 111.17 : Comparaison entre les valeurs expérimentales (lignes) et calculées de
la tension superficielle par le modéle propose (points rouges) et les modeles de Huang
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et al. (2015) (triangle vert) pour son modele RNA et (étoiles bleues) pour son modele
SM pour certains systemes.

La figure 111.18 illustre une comparaison entre les valeurs calculées et expérimentales du

modele RNA (trainbr, logsig) en fonction des entreées.
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Figure 111.18 : Comparaison entre les données basées sur les prévisions et les données
expéerimentales par rapport aux données d'entrée : (a) composition de LI, (b)
Température, (c) S_o1C, (d) S_o2C, (e) S_olA, (f) S_c2A, (9) S_61S, (h) S_o2S.

111.3 Contribution a la modélisation de la solubilité de CO: dans les liquides
ioniques par les méthodes de RNA et DA-SVM.

111.3.1 Elaboration de la base de données
111.3.1.1 Données expérimentales de la solubilité

Un total de 10 116 points de données sur la solubilité du CO: (fraction molaire
0,0000648-0,9516) mesurés dans différents types de LIs (au total 124 Lls différents) de 243,2
K a 453,15 K et de 0,00798 bar & 499,9 bars ont été collectés. L'ensemble de donnéees
collectées d'un travail antérieur réalisé par Song et al. (2020)[164] des LIs contenant une
combinaison de cations : imidazolium, pyrrolidinium, pyridinium, pipéridinium, ammonium,
phosphonium et sulfonium, et d'anions : tétrafluoroborate [BF4], chlorure [CI], dicyanamide
[DCA], nitrate [NO3 ], hexafluorophosphate [PF6], thiocyanate [SCN], tricyanométhanide
[C(CN)3], hydrogénosulfate  [HSO4],  bis(trifluorométhylsulfonyl)amide  [Tf2N],
méthylsulfate [MeSO4]. Les données expérimentales et leurs domaines de la solubilité de CO>

dans les LIs etudiés sont indiqués dans le tableau 1 (Annexe B).
111.3.1.2 Les descripteurs QSPR

Un modele de relation quantitative structure-propriété (QSPR) peut révéler une relation
mathématique entre les attributs structurels et la propriété d'intérét au niveau de la chimie
quantique. Les grandes phases de développement d’un modele QSPR peuvent étre décrites

comme suit :
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e Choisir des descripteurs adaptés au probléme structure propriété.

e Exploiter les valeurs des descripteurs comme variables, afin de définir une relation qui
les correle a la propriété en question, a 1’aide de machines d’apprentissage. C’est la
fouille de données.

e FEtablir des critéres de performance et de validation qui permettent de choisir les
meilleurs modéles pour le probléme posé et d’estimer les incertitudes de
prédiction[214].

Aussi la forme générale de modele est:
Propriété = f(Descripteurs) .7
111.3.1.2.10btention des descripteurs QSPR

Les descripteurs moléculaires ont été calculés a partir de la structure chimique des
molécules au moyen du logiciel PaDEL pour obtenir un modele basé sur les relations
quantitatives structure propriété (QSPR). Le logiciel de dessin Chembioa a été utilisé pour
déterminer les SMILES (The simplified molecular-input line-entry system) des 124 Lls et
avoir une représentation numérique des caractéristiques structurelles des molécules. Leurs
descripteurs moléculaires « 1975 » de 1 544 descripteurs 2D et 431 descripteurs 3D ont été

calculés apres optimisation de la structure des composés a 1’aide de PM3.

Plusieurs méthodes ont été utilisées pour réduire les descripteurs de 1975 a 61, en
commencant par supprimer les entités ayant des valeurs nulles. Ensuite, les descripteurs
invariants, c'est-a-dire ceux avec des valeurs absentes ou ceux avec presque le méme «
descripteur avec toutes les valeurs constantes », ont été supprimés manuellement. Tous les
descripteurs ayant des valeurs identiques pour 75 % des échantillons et tous les descripteurs
ayant un écart type relatif <0,05 ont également été supprimés. Enfin, la moitié des
descripteurs affichant une valeur absolue du coefficient de corrélation de Pearson > 0,9 ont

également été supprimés.

111.3.1.2.2 Sélection de descripteurs pertinents

La méthode de l'algorithme génétique (GA-MLR) a eté appliquée pour réduire
davantage les entrées a la plus petite combinaison significative pouvant prédire la propriété
cible avec une erreur acceptable. L'algorithme a pris en entrée le fichier d'entrainement global
(80% de la base de donnée), avec une intercorrélation de 0,9 par défaut. La sélection du
nombre approprié de descripteurs a été effectuée sur un intervalle de 5 a 20 caracteéristiques,

formant 15 combinaisons ou chaque combinaison contenait la température, la pression et 3 a
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18 descripteurs. Afin de sélectionner la meilleure combinaison, les 15 modéles obtenus ont été
examinés statistiqguement. Les résultats ont prouvé la surperformance du modéle, qui combine
15 caractéristiques. La multicolinéarité entre les descripteurs du modele sélectionné a été
détectée en calculant leurs facteurs d'inflation de variation (VIF). Un modéle est considéré
comme acceptable si les valeurs VIF sont comprises entre 1 et 5 (tableau 1). Toutes les
valeurs VIF des descripteurs étaient inférieures a 4.5100, ce qui indique que le modele
résultant a une signification statistique et que les descripteurs se sont révélés raisonnablement
orthogonaux. Par conséquent, les descripteurs selectionnés étaient : E2M, MATS8S, TDB6I,
TDBL1S, ATSC4V, MATS8M, ATSC7V, Gats2S, Gats5S, Gats5C, ATSC6V, DE, Lobmax
avec l'ajout de T (K) et P (bar). Plus de détails sur la caractérisation des descripteurs

sélectionnés peuvent étre trouvés dans le tableau I11.6.

Tableau 111.6 : Caractéristiques des descripteurs sélectionnés dans le modele optimal et leurs

valeurs VIF.
. L Classe de VIF
Descripteur | Type Description descripteur
Indice WHIM directionnel
Eom 3D d'accessibilité 2e composante / Descripteurs 1.6760
pondéré par les descripteurs WHIM
WHIM massiques
MATSSS 2D ,Autocorrelatlo,n ,Moran'glu Autocorrelations 4.0897
décalage 8 pondérée par I'état | 2D
Autocorrélation topologique
TDB6i 3D 3,D basée sur la d!st,ance § Autocorrélation 3D 14114
décalage 6 / pondeéré par le
premier potentiel d'ionisation
Autocorrélation topologique
TDB1s 3D ,3D basée sur Ia/d!stancel-’ Autocorrélation 3D 1.3069
décalage 1 / pondérée par I'état
I
Autocorrélation de Broto-
Moreau centrée du décalage 4 | Autocorrélations
ATSCv 2D pondérée par le volume de van 2D 3.8448
der Waals
MATS8M 2D Autocorrelatloq Moran du Autocorreélations 3.8043
décalage 8 pondéré en masse 2D
Autocorrélation de Broto- 4.5100
ATSCTv 2D Morgag centrée du décalage 7 | Autocorrélations
pondérée par le volume de van 2D
der Waals
Autocorrélation Geary - Autocorrélations 1.5702
GATS2s 2D décalage 2 / ponderé par I'état | 2D
GATS5s 2D , Autocorrelatlo,n ,Geary' . Autocorrelations2D 1.7270
décalage 5 / ponderé par I'état |
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Autocorrélation Geary - Autocorrélations 2.4773
GATS5¢ 2D décalage 5 / pondéré par les 2D
charges
Autocorrélation de Broto- Autocorrélations 1.5188
ATSCEY 2D Morea}u,centree - décalage 6 / 2D
pondérée par les volumes de
van der Waals
Indice d'accessibilité totale D / . 1.4079
- 2 i Descripteurs
De 3D pondéré par I'électronégativité
WHIM
de Sanderson
LOBMAX Descripteur 1.4891
3D Le rapport L/B maximum longueur sur
largeur
T (K) - Tempeérature - 1.0948
P (bar) - Pression - 1.0984

111.3.2 Modélisation de la solubilité du CO2 dans Lis par les méthodes d’intelligence

computationnelle

111.3.2.1 Choix des variables d’entrée et de sortie

Pour développer les modéles d’intelligence computationnelle nous avons exprimé la

solubilité de CO- dans LlIs (en fraction molaire) comme fonction de la Température (K) et la

pression (bar) du LI et les 13 descripteurs PaDEL significatifs (E2M, MATS8S, TDB6I,
TDBI1S, ATSC4V, MATS8M, ATSC7V, Gats2S, Gats5S, Gats5C, ATSC6V, DE et Lobmax)

Solubilité_ CO, = f (Température, Pression, E2M, MATS8S, TDB6I, TDBIS, ATSC4V,

MATS8M, ATSC7V, Gats2S, Gats5S, Gats5C, ATSC6V, DE,Lobmax).111.8

111.3.2.2 Division des données en ensemble d’apprentissage, test et validation

L'ensemble de donnée d’apprentissage se compose de 80 % de données choisies au
hasard a l'aide de la fonction dividerand de MATLAB 2018. Les 20 % restants ont été utilisés

comme ensemble de test pour RNA et DA-SVM.

111.3.2.3 Critéres statistiques :

Pour juger la performance des modéles nous avons élaboré une fonction MATALAB
pour calculer 15 valeurs statistiques et 3 types d’erreur pour les ensembles d’apprentissage de

test et global. Les formules et significations de ces criteres de validité du modele ont été

mentionnées dans le chapitre II.

111.3.2.4 Modélisation par RNA-QSPR
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Le réseau a été formé a 1’aide de la fonction de formation trainbr « rétro-propagation de
régularisation bayésienne ». La fonction tansig "Tan-sigmoid" a été choisie comme fonction
de transfert pour la couche cachée et purelin pour la couche de sortie. Le nombre de neurones
cachés a ¢été choisi pour étre de 27 avec 15 nceuds d'entrée et un neurone de sortie pour
représenter la fraction de solubilité expérimentale (yexp). Afin d'arriver au modéle donnant la
meilleure erreur moyenne absolue (MAE), plusieurs itérations de 10 & 30 ont été réalisées. Par
conséquent, le RNA a l'architecture suivante {15-27-1}.

L’évaluation du modeéle a été réalisée a 1’aide d’outils statistiques et graphiques. Les
tableaux 111.7 et 111.8 résument respectivement le calcul des différents critéres statistiques et

les différentes erreurs du modéle RNA. Il est clair que tous les critéres statistiques vérifient

les conditions d’acceptabilité.

Tableau I11.7: Criteres statistiques du modéle RNA

Critéres Statistiques Train Test Global
Q2F1 0.9807 | 0.9828 | 0.9812
Q2F2 0.9807 | 0.9828 | 0.9812
Q2F3 0.9807 | 0.9824 | 0.9811
Q2CccC 0.9903 | 0.9913 | 0.9905
R? 0.9807 0.9828 0.9812
R 0.9903 0.9914 0.9906
K 1.0001 1.0000 0.9996
k’ 0.9935 0.9943 0.9942
Ro? 1.0000 1.0000 1.0000
Ro? 0.9999 | 0.9999 | 0.9999
M -0.0197 | -0.0175 | -0.0192

-0.0195 |-0.0174 |-0.0191
Rm 0.8445 | 0.8539 | 0.8467
As 1.1553 1.1530 1.1692
AIC -69308.30
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Tableau 111.8: Différentes erreurs par le modeles RNA.

Erreurs Train Test Global
EQRM 0.0327 0.0313 0.0324
EQM 0.0011 9.7866e-04 | 0.0010
EAM 0.0199 0.0195 0.0199

Les résultats obtenus révélent une précision globale du modele développé dans la
corrélation des données totales. Ou le modele RNA non linéaire a donné de bons résultats
avec les coefficients de corrélation globaux R (0,9906), ainsi que les coefficients de
détermination R2 0,9812. De plus, les parametres d'erreur ont montré des résultats trés
acceptables, tels que le EQRM global (0,0324) et le EAM (0,0199). Ceux-ci indiquent la
robustesse du modéle établi qui est en bon accord avec les données expérimentales sur la
solubilité du CO..

L’évaluation graphique est réalisée a ’aide de diagramme de dispersion (pour les
ensembles d’apprentissage, de test et global), le diagramme d'erreur relative (ER %) et
I'nistogramme de distribution d'erreur relative.La figurelll.19 montre le diagramme de
dispersion de la solubilité du CO. prédite par rapport a la solubilité expérimentale du CO>
(pour les ensembles d’apprentissage, de test et global). Ce diagramme montre clairement
I'accord entre les valeurs prédites par le modele RNA et les valeurs expérimentales par une
dispersion serrée des points sur la premiere bissectrice, a I'exception de certains points

aberrants, considérés comme acceptés hors gamme.
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Linear Fit:YP™?= (0.98)Y®*P+{0.0062), R=0.9905 . Linear Fit: Y""*=(0.98)Y**+(0.0065), R=0.99031

Train Set
A Test Set
Best linear Fit

Train Set
Best Linear Fit

,,,,,,,,,, ¥P red_ yexp

0.8

H_ 7aned =yexe

0.6 |

Y.|:|rE|:|
Y|;|rE|:l

0.4}

0.2

0.2 0.4 0.6 0.8 1

1
yexp yexp

(a) (b)

Linear Fit: YP"®9=(0.98)Y®*P+(0.0049), R=0.99136

1 - : : -
A Testset Iy
Best Linear Fit
Ypred = yeP

Y|:.ren:|

yerP

()

Figure 111.19 : Diagramme de dispersion de la solubilité prédite du CO; en fonction de la
solubilité expérimentale du CO: : (a) Base globale, (b) Ensemble d’apprentissage, ()
Ensemble de test du modéle RNA.

Pour visualiser quantitativement la distribution des erreurs relatives, deux types de
diagrammes ont été adoptés. Le premier diagramme montre 1’erreur relative en fonction de la
solubilité du CO- représentée sur la figure 111.20 et le deuxieme montrel'histogramme de la
distribution de cette erreur représentée sur la figure 111.21. Chaque sous-ensemble de données,

d’apprentissage et de test, est illustré avec une couleur différente pour donner une meilleure
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idée de la distribution des erreurs a chaque étape du développement du modéle de processus.

Comme on peut le constater, la majorité des points de données se situent autour de la ligne
zéro et une tres petite proportion présente une erreur absolue supérieure a 0,05.

Quantitativement, ’erreur relative pour les quelques valeurs aberrantes n’a pas dépassé 0,2.

D.Z T T

Train (80%)
0.15 - f 2 A Test (20%) |
A

error of ANN model

_0-25 1 1 1 1
0 0.2 0.4 0.6 0.8 1

CO2 Solubility

Figure 111.20 : L’erreur relative de la solubilité du CO> prédite par le modéle de RNA.
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Figure 111.21 : Histogramme de la distribution de I’erreur de prédiction du modéle RNA.

111.3.2.5 Modélisation par DA-SVM

Le développement du modéle DA-SVM a été réalisé par la fonction fitrsvm de
I'environnement MATLAB. Il dispose de plusieurs options de calcul relatives au choix de la
méthode de validation croisée, de la fonction noyau (Gaussien, rbf et polyndme), des valeurs
optimales de la constante C (case Constraint), de I'epsilon et du paramétre de la fonction
noyau (Kernel Scale ) du modele ont été optimises avec l'algorithme DA (100 itérations). Les
étapes conduisant au développement de 1’algorithme hybride DA-SVM optimal sont illustrées
dans I’organigramme présenté sur la figure 111.22.

Dans cette étude, la méthode de validation croisée « holdout » fixée a 0,2 a été choisie.
Cela signifie que 80 % des données ont été utilisées pour la formation et 20 % pour les tests.
Les valeurs optimales sont 53,270, 1,372 et 0,008 pour c, k et € respectivement avec la

fonction Gaussienne comme fonction du noyau.
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Figure 111.22 : Organigramme du processus d'optimisation DA-SVM.

Les tableaux I111.9 et 111.10 réesument respectivement le calcul des différents critéres
statistiques et les différentes erreurs du modéle DA-SVM. Il est clair que tous les critéres

statistiques vérifient les conditions d’acceptabilité.
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La figure 111.23 montre le diagramme de dispersion de la solubilité du CO> predite en
fonction de la solubilité expérimentale du CO: (pour les ensembles d’apprentissage, de test et
global) pour le modéle DA-SVM. Les résultats trouvés montrent que, tous les points sont
accumulés autour de la bissectrice du premier quadrant pour tous les ensembles de données.

Cependant, 1’existence d’un certain nombre de valeurs aberrantes peut étre constatée.

Tableau I11.9: Criteres statistiques du modele DA-SVM.

Criteres statistiques | Train Test Global
Q2F1 0.9820 0.9745 0.9805
Q2F2 0.9820 0.9745 0.9805
Q2F3 0.9820 0.9748 0.9805
Q2CCC 0.9909 0.9871 0.9902
R? 0.9820 0.9745 0.9805
R 0.9910 0.9872 0.9902
K 0.9999 1.0004 1.0000
k’ 0.9940 0.9913 0.9935
Ro? 1.0000 | 1.0000 | 1.0000
Ro? 0.9999 | 0.9998 | 0.9999
M -0.0184 | -0.0262 | -0.0199

-0.0183 | -0.0260 | -0.0198
Rm 0.8501 0.8188 0.8435
As 1.1429 | 1.1416 |1.1426
AIC -68992.86

Tableau 111.10: Différentes erreurs par le modele DA-SVM.

Erreurs Train Test Global
EQRM 0.0318 0.0375 0.0330
EQM 0.0010 0.0014 0.0011
EAM 0.0179 0.0219 0.0187

128



Chapitre 11 :

Linear Fit:Y""*%= (0.98)Y®*P+(0.0045), R=0.99021
Train Set

Résultats et Discussion

Linear Fit: YP®%=(0.99)Y**P+(0.0042), R=0.99095
1 T T T T
Data Points
A Test Set Best Linear Fit
BestlinearFit | e yexp_ypred

Ypred

Y|:|rse|:|

1 0 0.2 0.4 0.6 0.8 1
Yexp Yexp
(@) (b)
Linear Fit: YP"*9=(0.98)Y**P+(0.0058), R=0.98718
A Data Points A
Best Linear Fit
__________ Yexp:\rpred

Ypred

()

Figure 111.23 : Diagramme de dispersion de la solubilité du CO> prédite en fonction de la
solubilité du CO2 expérimentale : (a) Base globale, (b) Ensemble d’apprentissage, (C)
Ensemble de test du modéle DA-SVM.
De méme, les deux types de diagrammes ont été retenus afin de fournir une
connaissance plus complete sur les erreurs de prédiction du modéle. Les figures 111.24 et
[11.25 montrent l'erreur relative en fonction de la solubilité du CO; et de sa distribution.

Comme indiqué, la plupart des écarts sont proches de zéro et se situent dans la plage de [-
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0,03, 0,03]. Une tres faible proportion présente une erreur absolue supérieure a 0,1. Avec le

plus grand écart absolu d’environ 0,35 a été observé.
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FIGURE 111.24 : L’erreur relative de la solubilité du CO- prédite par le modéle de DA-SVM.
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Figure 111.25 : L'histogramme de la distribution de I’erreur de prédiction du modele DA-
SVM.
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A la lumiére de ces résultats, ’ensemble des criteres statistiques calculées verifient les
conditions d’acceptabilité. Cependant, les résultats du modele RNA optimisé a l'aide de
I'algorithme d'entrainement trainbr et de la fonction d'activation tansig ont montré des
résultats tres significatifs avec un coefficient de corrélation global R de 0,9906, et un
coefficient de détermination R2 de 0,9812. De plus, des parametres d'erreur tels que : EQRM
(0,0324) et EAM (0,0199). Ceux-ci permettent de prouver I’efficacité et la robustesse du
modele développé, qui demontre des performances de corrélation précises et de meilleures
capacités de généralisation et d’interpolation. Selon les valeurs AIC obtenues, la plus petite

valeur représente le modeéle le mieux adapté aux deux modeles étudiés.

111.3.3 Analyse de la sensibilité des parameétres d'entrée

Comme illustré sur la figure 111.26, pour le modéle RNA établi, toutes les variables
d'entrée ont presque la méme importance selon la méthode de Garson, a I'exception de la
pression qui représente la plus importante variable avec Ir ('importance relative) = 14,1081%.
Sur la figure 111.27, la solubilité duCO; a montré une dépendance directe sur les descripteurs
nommes: T, P, E2m, MATS8s, GATS2s, GATS5c, ATSC6v et De et une dépendance
opposée au reste des descripteurs. Les descripteurs les plus pertinents sont la pression et le
TDB1s avec un facteur de pertinence de +0,6650 et -0,1788 respectivement. Contrariety,
MATSS8s et ATSC4v étaient les moins pertinents, avec un facteur de pertinence de +0,0297 et

-0,0046, respectivement.
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Figure 111.26 : Importance relative des variables d’entrée par la méthode Garson du

modele RNA.
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Figure 111.27 : Les Résultats du facteur de pertinence effectuée sur le modéle RNA.

111.3.4 Domaine d’applicabilité

La figure 111.28 représente les zones/données valides et suspectes obtenues par la
méthode de levier pour la base de données expérimentale collectée. La zone valide se situe
entre -3<résidus normalisés<3 et O<indice de Hat<H*=0,0059 a été constatée. Sur la base de
la figure 111.28, seules les données représentées par des cercles verts sont considérées valides
et pour lesquelles la précision du modele a été confirmée. Cet ensemble contient 9589 points
de donnée sur les 10116 données globales initialement utilisées pour développer le modele
RNA et représente un ratio de 94,79% des données expérimentales globales. Les données
douteuses sont signalées par des triangles rouges et contiennent 527 valeurs aberrantes
correspondant a 5,2 % de I'ensemble des données expérimentales. Cela indique que
I’incertitude de prévision pour chacun d’eux peut étre considérée comme acceptable. Ainsi, le
modele développé peut étre considéré comme statistiguement correct et valide pour la

prédiction de la solubilité du COx.
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® Validated data (94.8%)
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Figure 111.28 : Diagnostic des données potentiellement suspectes et domaine d'applicabilité

du modéle.

La méthode du graphique Insubria a été utilisée qui représente un graphique des valeurs
hi diagonales par rapport aux valeurs prédites. Elle permet de fournir une visualisation des
prédictions interpolées et extrapolées. Les LIs avec h>h* sont considérées en dehors du
domaine structurel de I'ensemble d'apprentissage, par conséquent, leurs données prédites sont
extrapolées par le modéle et pourraient donc étre moins fiables. Sur le graphe Insubria, une
zone de plus grande fiabilité pour les prédictions de structures (<h*) et de Y (entre Ymax et
Ymin, la valeur maximale et la valeur minimale de la solubilité de CO> dans les LIs prédites
de I'ensemble d'apprentissage) est toujours fournie.[215,216][215]

La figure 111.29 représente le graphe Insubria utilisé pour illustrer la distribution des LIs
dans l'espace des descripteurs employés et fournir les relations entre les valeurs de la
solubilité de CO> prédites pour I'ensemble d'apprentissage et les actualités dans I'ensemble de
prédiction. Tout comme le graphique Williams obtenu par la méthode de levier, le graphique
Insubria est également un nuage de points en deux dimensions. L'axe des x est la valeur de
levier (Hat) de I'ensemble de prédiction, qui est défini de la méme maniére que celui du
graphique de Williams, et I'axe des y est la valeur la solubilité de CO,prédite du modele. Dans
cette figure, Ymax et Ymin font référence aux valeurs maximale et minimale de la solubilité

de COz expérimentales de I'ensemble d'apprentissage, respectivement.

Comme on peut voir que la plupart des points de données de I'ensemble de prédiction

étaient presque similaires a I'ensemble d'apprentissage (effets de levier inférieurs a h*) et que
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les valeurs de solubilité du CO> prédites étaient comprises entre Ymax et Ymin (0,9516 et
0,000065) de I'ensemble d'apprentissage, ce qui indique que les valeurs de solubilité du CO>
prédites sont le résultat d'une interpolation et ont été bien prédites, a I'exception de I'existence
de certaines données suspectées étaient hors du domaine d'applicabilité (effet de levier
supérieur a h*). Ainsi, les valeurs de solubilit¢t du CO; prédites sont le résultat d’une

extrapolation et ont été considérées moins fiables.
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Figure 111.29: Graphique Insubria de la solubilité du CO2 par le modéele RNA.
111.3.5 Validation externe

Pour effectuer une validation externe, une autre base de donnée comprenant 77 points
de donnée expérimentales a été collectée a partir des travaux de Han et al.[217]et de Qazi et
al.[218].Le méme nombre sélectionné de fonctionnalités a été utilisé pour le développement
de modeles, c'est-a-dire pour la prédiction de la solubilité du CO> dans les LlIs a partir d'un
ensemble de données inutilisées, appelé ensemble de validation ou test externe.

La figure 111.30 montre la solubilité expérimentale et prédites du CO> de I'ensemble de
validation, prouvant que le modele établi peut représenter la solubilité expérimentale et
prédites du CO> de I'ensemble de validation avec une corrélation positive ou R = 0,96568 ;
tandis que le tableau 111.11 montre une erreur acceptable. On peut affirmer que le modéle est

valide pour prédire les données futures.
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Linear Fit: YP"*%=(0.88)Y®*P+(0.022), R=0.96568
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Figure 111.30: Diagramme de dispersion des Valeurs prédites et expérimentales de la
solubilité du CO: de validation externe du modéle RNA.

Tableau I11.11 : Différentes erreurs pour I'ensemble de validation externe

Erreurs EQRM EQM EAM
Ensemble de 0.0613 0.0038 0.0492
validation externe

111.3.6 Comparaison avec d'autres modéles de la littérature

Une étude comparative a été réalisée entre le modele proposé avec celui de Song et al.
(2020) [164]. Les auteurs ont utilisé une méthode de contribution de groupe (GC) pour prédire
la solubilité du CO> dans les Lis. La méme base de données a été utilisée dans cette étude
pour évaluer les performances du modéle obtenu.

Une comparaison, en termes de parametres statistiques, a été donnée dans le tableau
I11.12. La figure 111.31 montre une autre comparaison entre la présente étude et celle
mentionnée précédemment en termes de distribution d'erreurs.

L'analyse des critéres statistiques des modéles développés et de la distribution a permis
de conclure que le modele établi est comparable au modele précédent. En particulier, compte
tenu des comparaisons des critéres de prédictivité entre elles, et la dispersion de I'erreur
centrée autour de zéro, qui pourraient montrer les performances de prédiction des modeéles
développés, il apparait clairement que les performances du modele présenté sont meilleures
que celles du modéle précédent. Cependant, il convient de noter que le modéle de Song et al a

été développe a partir de 53 variables d’entrées, alors que seulement 15 variables d’entrées
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ont été utilisés dans cette étude. Ce qui présente une supériorité du modele proposé en
robustesse.

Tableau 111.12: Comparaison des criteres statistiques entre la présente étude et la précédente.

Modéle RNA Modele SVM
Etude Nombre de | Train Test Train Test
variables EAM | R? EAM | R? EAM | R? EAM | R?
d’entrées
Songet |53 0.0200 | 0.9842 | 0.0202 | 0.9836 | 0.0231 | 0.9807 | 0.0240 | 0.9783
al.[164]
Cette 15 0.0199 | 0.9807 | 0.0195 | 0.9828 | 0.0179 | 0.9820 | 0.0219 | 0.9745
étude
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Figure 111.31: Comparaison en termes de distribution d'erreurs.

De plus, la figure 111.32 représente une autre comparaison entre la solubilité du CO.
dans les LIs (en fraction molaire) expérimentale et celle prédite par le meilleure modele RNA
de cette étude et la solubilité du CO> prédite par I’étude de Han et al.(2018)[217] pour certains

systemes communs a des températures spécifiques. Les solubilités prédictives des modeles
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proposés étaient plus satisfaisantes. La figure 111.32 confirme donc la grande capacité

prédictive des modéles proposes.
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111.4 Conclusion

Cette étude a permis de démontrer :

e Que Iutilisation des descripteurs basés sur les profils sigma du modele de chimie
quantigue COSMO-RS pour la contribution a la modéelisation de la tension
superficielle de mélanges binaires LI+Eau et LI+différents solvants organiques en
utilisant un ensemble de 1623 points a partir de 62 mélanges binaires d'IL par les
méthodes d’intelligence computationnelle donne des résultats trés satisfaisants. Les
modéles développes par les méthodes de RNA, LSSVM et SVM-PSO sont tous
statistiquement valides avec une ERAM globale comprise entre 0.8466% et 1.2201%.
Cependant, les résultats du modele optimisé en utilisant I'algorithme d'entrainement
trainbr et la fonction d'activation logsig a montré les meilleurs résultats significatifs.

¢ Que I'utilisation des descripteurs moléculaires ont été calculés par le logiciel PaDEL a
partir de la structure chimique des molécules dans le but de développer deux modeles
QSPR en utilisant RNA et DA-SVM comme méthodes d’intelligence
computationnelle pour la contribution a la modélisation la solubilité du CO, dans
différents types de Lls en utilisant un total de 10 116 points de données sur la
solubilité du CO. (en fraction molaire) donne des bons résultats. Cependant, les
résultats du modéle RNA optimisé a lI'aide de I'algorithme d'entrainement trainbr et de
la fonction d'activation tansig ont montré des résultats tres significatifs avec un
coefficient de corrélation global R de 0,9906, et un erreur absolue moyenne EAM de
0,0199. Ceux-ci permettent de prouver I’efficacité et la robustesse du modele
développé, qui démontre des performances de corrélation précises et de meilleures

capacités de généralisation et d’interpolation.
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Conclusion Générale et Perspectives

La présente étude consiste en la détermination de 1’importance accordée actuellement
aux : (i) liquides ioniques comme de nouveaux classes de matériaux dont les applications
potentielles ne cessent de croitre; (ii) modéles COSMO-RS de chimie quantique comme un
outil largement utilisé et efficace de prédiction et de filtrage des propriétés physico-chimiques
des liquides ioniques; (iii) modeles QSPR comme un outil qui révéle une relation
mathématique entre la structure moléculaire d’un ensemble de composés et les propriétés
physico-chimiques au niveau de la chimie quantique. ;(vi) méthodes d’intelligence
computationnelle comme outils de modélisation ayant la capacité d’apprendre une tiche
spécifique a partir des données ou d'observations expérimentales. L’ intérét croissant accordé
aux liquides ioniques peut étre attribué aux caractéristiques exceptionnelles les plus
polyvalentes, telles que des pressions de vapeur négligeables, une excellente capacité de
solvatation des composés organiques et inorganiques, une stabilité thermique et chimique
¢levée, une capacité thermique €levée, un manque d’inflammabilité, une résistance thermique

élevée.

Ce projet a été entrepris pour mettre en evidence I'étude de deux de propriétés de liquide
ionique, la premiére est la tension superficielle qui est une propriété fondamentale importante
qui révele des informations sur les interactions superficielles, intermoléculaires et les forces
dans le liquide et exerce une influence considérable sur le transfert de masse et d’énergie a
travers I’interface. Ainsi, la tension superficielle a un effet déterminant dans divers procédés
de génie chimique, tels que la séparation, I’adsorption, la distillation et les performances des
membranes biologiques, ...etc. La seconde est la solubilité du dioxyde de carbone qui est une
caractéristique importante des LIs dans le contexte de la séparation et du captage de CO..
Pour surmonter le probléme des eémissions du CO> et de réduire leurs taux dans I'atmosphére,
qui affecte le changement climatique et le réchauffement climatique. Par conséquent le
développement de modeles pour prédire ou corréler ces propriétés est fondamental pour la

conception et I’exploitation de ces procédés.

Dans ce travail la capacité des modeles mathématiques QSPR liant les propriétés
physico-chimiques a la structure moléculaire en utilisant les méthodes d’intelligence
computationnelle. Premiérement pour corréler la tension superficielle de systemes binaires
contenant divers LI avec I’eau et LI avec divers solvants organiques ont ét¢ évalué a 'aide des

données experimentales tirées de la littérature dans un ensemble de données contenants 1623
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points de donnees expérimentales. 70% des données, choisies aléatoirement, de I'ensemble de
données ont été utilisé comme un ensemble d'apprentissage et les données restantes ont été
utilise comme un ensemble de test ou la température (T), la composition du LI deux
descripteurs basés sur les profils sigma ; I’un relatif au caractére donneur de liaison H, 1’autre
relatif au caractére accepteur de liaison H de 1’anion, du cation et du solvant ont été utilisé
comme variables d’entrées du modéle. En second lieu pour corréler la solubilité du CO> dans
différents types de Lls en utilisant un total de 10 116 points de données divisé en deux
ensembles aléatoires comme suit : un ensemble d'apprentissage (8 093 points, 80 % de
données) pour construire le modele et un ensemble de test (2 023 points, 20 % de données
restantes) pour évaluer le modéle en considérant les 13 descripteurs PaDEL significatifs
(E2M, MATSSS, TDB6I, TDB1S, ATSC4V, MATS8M, ATSC7V, Gats2S, Gats5S, Gats5C,
ATSC6V, DE et Lobmax), la température et la pression comme données d'entrée du modeéle.
Plusieurs criteres et métriques statistiques ont été calculés afin de justifier la validité et le
domaine d’applicabilit¢ des modeles optimisés. Les conclusions suivantes peuvent étre tirées

des résultats de ce travail :

1. Cette étude a démontré que I’utilisation des descripteurs basés sur les profils sigma
du modeéle de chimie quantigue COSMO-RS pour corréler la tension superficielle de
62 mélanges binaires LI+Eau et LI+différents solvants organiques par les méthodes
d’intelligence computationnelle donne des résultats tres satisfaisants. Les mod¢les
développés par les méthodes de RNA, LSSVM et SVM-PSO sont tous
statistiquement valides avec une ERAM globale comprise entre 0.8466% et
1.2201%. Cependant, les résultats du modele optimisé en utilisant I'algorithme
d'entrainement trainbr et la fonction d'activation logsig ont montré des résultats tres
significatifs. Compte tenu de leur précision et de leur simplicité, ces modeles
peuvent étre utilisés efficacement dans la pratique.

2. Cette étude a démontré aussi que ’utilisation des descripteurs moléculaires calculés
par le logiciel PaDEL a partir de la structure chimique des molécules dans le but de
développer deux modeles QSPR en utilisant RNA et DA-SVM comme méthodes
d’intelligence computationnelle pour corréler la solubilité du CO2 dans 124 types de
LIs a donné de bons résultats. Cependant, les résultats du modéle RNA optimisé a
I'aide de I'algorithme d'entrainement trainbr et de la fonction d'activation tansig ont
montré des resultats tres significatifs avec un coefficient de corrélation global R de
0,9906, et une erreur absolue moyenne EAM de 0,0199. Ceux-ci, ont permis de
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prouver D’efficacité et la robustesse du modele développé, qui a démontré des
performances de corrélation précises et de meilleures capacités de généralisation et
d’interpolation.

3. L’analyse des données a révélé I’existence d’un certain nombre de données
suspectes. Cette analyse a permis aussi de définir le domaine d’applicabilité des
modeles développés.

4. Les modeles QSPR obtenus peuvent fournir des estimations rapides des propriétés
physico-chimiques et thermodynamiques des liquides ioniques dans le cas ou les
mesures expérimentales sont difficiles, colteuses ou méme irréalisables. D'autre
part, ces modeles peuvent étre intégrés dans un cadre CAMD (conception
moléculaire assistée par ordinateur) pour identifier les meilleurs LIs pour les

processus a appliquer.
En perspectives nous proposons de :

» Promouvoir ces méthodes pour d’autres propriétés physicochimiques des LIs visant a
surmonter les limitations du développement des industries et des technologies basées
sur les LI,

» Utiliser des améliorations qui ne cessent d’étre apportés aux méthodes d’intelligence
computationnelle, telles que le “° deeplearning”’ pour les RNA dans le but de
prédiction/corrélation de ces propriétés ou d'autres propriétés physicochimiques des
LIs.
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TABLEAU 1 : Source et domaines de données expérimentales de la Tension Superficielle des mélanges binaires étudiés ainsi que Descripteurs
moléculaires (Ssic) des cations, (Ssia) des anions et (Sqis) des solvants.

Solvent LI T (K) XL om €XP SclC Sc2C SclA Sc2A4 SclS Sc2S N° Ref
(mN/m)
[CIMIM][DMP] 298,15 [0,0000 — 1,0000] [48,4-71,9] 16 | [219]
2,8591 11,5085 9,0433 4,8582 1,2513 | 3,0754
Eau
[C1IMIm][MeSO4] [296,8 —298,1] [0,0000 - 0,2920] [64,7-71,1] 2,8591 11,5085 8,8817 2,9627 1,2513 | 3,0754 | 10 | [220]
[C2MIm][BF4] [298,15-338,15] [0,0000 — 1,0000] [50,45-70,1] 2 6790 13,5263 9.2925 0.1052 12513 | 30754 53 2251,2
[C2MIm][DEP] 298,15 [0,0000 — 1,0000] [37,1-71,9] 2,6790 13,5263 | 13,9877 4,9520 1,2513 | 3,0754 | 16 | [219]
[C2MIm][DMP] 298,15 [0,0000 -1,0000] [44,1-71,9] 2,6790 13,5263 9,0433 4,8582 1,2513 | 3,0754 | 11 | [219]
[C2MIm][EtSO4] 298,15 [0,0062 — 0,5791] [47,00-50,11] 2,6790 13,5263 | 10,4886 3,1491 1,2513 | 3,0754 | 12 | [223]
[C2MIm][MeSO3] [300,2 —303,2] [0,0000 - 0,4850] [57,30-71,60] 2,6790 13,5263 5,6481 5,12535 | 1,2513 | 3,0754 | 27 | [220]
[C4MIm] [AC] [298,15-338,15] [0,8533-1,0000] [32,20-38,70] 2,6230 17,6003 4,7504 4,3228 1,2513 | 3,0754 | 49 | [114]
[CAMIm] [CL] [298,1-302,1] [0,0000 -0,4800] [63,70-71,90] 2,6230 17,6003 | -0,0001 5,2676 1,2513 | 3,0754 | 46 | [114]
[CAMIm] [PF6] 303,15 [0,9268-0,9969] [40,95-43,27] 2,62295 | 17,6003 | 11,4203 | 1,37E-08 | 1,2513 | 3,0754 9 | [114]
[CAMImM][BF4] [298,15-338,15] [0,0000 — 1,0000] [41,55-70,10] 26230 | 17.60025 | 92925 0.1052 12513 | 30754 59 2251,2
[CAMIM][DBP] 298,15 [0,0000 -1,0000] [28,20-71,90] 2,6230 | 17,60025 | 21,3317 4,9239 1,2513 | 3,0754 | 11 | [219]
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[C4MIM][DMP] 298,15 [0,0000 -1,0000] | [38,00-71,90] | 2,6230 | 17,6003 | 9,0433 | 48582 | 12513 | 3,0754 | 11 | [219]
[C4Py] [BF4] [293,15-323,15] | [0,0000-1,0000] | [4510-72,70] | 3,1653 | 16,5872 | 9,2925 | 0,1052 | 1,2513 | 3,0754 | 72 | [114]
[C4Py][NO3] 298,15 [0,0000-0,9903] | [37,50-51,50] | 3,1653 | 16,5872 | 48726 | 2,8813 | 1,2513 | 3,0754 | 15 | [224]
[C6MIm] [AC] [298,15-338,15] | [0,8597-1,0000] [29,80-35,70] | 2,6477 | 21,611 | 4,75044 | 4,3229 | 1,2513 | 3,0754 | 49 | [114]
[C6MIm] [CL] [297,2-298,2] [0,0000 —0,143] [43,20-70,90] 5,267552 10 | [220]

2,6477 | 21611 | -0,0001 5 1,2513 | 3,0754
[C6MIm][BF4] [298,15-338,15] [0, 3-1,0000] (345237981 | ;0077 | 216110 | 92025 | 01052 | 12513 | 30754 | %O 2251,2
[C8MIm] [PF6] [298,05-335,05] 0,7827 [31,70-34,01] 1,372E- 5 | [114]
25481 | 255567 | 11,4203 08 1,2513 | 3,0754

[N112(hoe)][Br] 298,15 [0,9915-0,9981] | [63,98-66,97] | 2,5773 | 153787 | 0,0009 | 6,8408 | 1,2513 | 3,0754 | 3 | [225]

[N311(hoe)][Br] 298,15 [0,9900 0,9979] | [47,72-51,99] | 25773 | 15,3787 | 0,0009 | 6,8408 | 1,513 | 3,0754 | 3 | [225]

[P666(14)][BTI] [298,1 -343 3] 0,0891 [26,88-30,05] | 09115 | 66,0228 | 20,5680 | 0,0376 | 12513 | 3,0754 | 6 | [226]

[P666(14)][Dca] [298.2 — 342,8] 0,4932 [29,50-3256] | 09115 | 66,0228 | 7,6290 | 2,5549 | 12513 | 3,0754 | 6 | [226]

Methanol [CIMIm][DMP] 298,15 [0,0000 - 1,0000] | [22,40-48,40] | 2,8591 | 1150845 | 9,0433 | 4,8582 | 05449 | 62453 | 11 | [219]
[CIMIM][MeSO4] 298,15 [0,0000 - 1,0000] | [22,51-59,80] | 2,8591 | 1150845 | 88817 | 2,9631 | 05449 | 62453 | 9 | [225]

[C2MIm] [AC] [278,2-318,15] | [0,0000-1,0000] | [21,00-48,10] | 2,6790 | 13,5263 | 4,7504 | 4,3228 | 0,5449 | 6,2453 | 55 | [114]

[C2MIm][DEP] 298,15 [0,0000 -1,0000] | [22,40-4430] | 2,6790 | 13,5263 | 13,9877 | 4,9520 | 0,5449 | 6,2453 | 22 | [219]

[C2MIm][EtSO4] 298,15 [0,0000 -1,0000] | [22,40-37,30] 2,679 | 13,5263 | 10,4886 | 3,1491 | 0,5449 | 6,2453 | 11 | [114]

[C2MIm][MeSO4] | [293,15-298,15] | [0,0000-1,0000] | [21,80-52,62] | 2,6790 | 135263 | 88817 | 2,9631 | 05449 | 62453 | 21 | [114]
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[227]
[C4MIM][BTI] [283,15-298,15] | [0,1049-0,9577] [2552-33,44] | 2,6230 | 17,6003 | 20,568 | 0,0376 | 05449 | 62453 | 24 | [114]
[C4AMIm][DBP] 298,15 [0,0000 -1,0000] | [22,40-29,50] 11 | [219]
2,6230 | 17,6003 | 21,3317 | 4,9239 | 05449 | 6,2453
[C4MIm][DMP] 298 15 [0,0000 -1,0000] | [22,40-38,10] 11 | [219]
2,6230 | 17,6003 | 9,0433 | 48582 | 05449 | 6,2453
[C4Py] [BF4] [293,15-323,15] | [0,0000-1,0000] | [20,05-46,90] | 3,1653 | 16,5872 | 9,2925 | 0,1052 | 0,5449 | 6,2453 | 56 | [114]
[C8MIm] [BTI] [283,15-298,15] | [0,0978-0,9368] [25,05-31,62] | 25481 | 255567 | 20,568 | 0,0376 | 05449 | 62453 | 20 | [114]
Ethanol [CIMIM][DMP] 298,15 [0,0000 —1,0000] | [23,20-48,40] | 2,8591 | 1150845 | 9,0433 | 4,8582 | 0,4694 | 83713 | 11 | [219]
[C2MIm] [AC] [278,15-338,15] | [0,0000-1,0000] | [18,90-48,10] | 2,679 | 13,5263 | 4,75044 | 43228 | 0,4694 | 8,3713 | 77 | [114]
[C2MIm][C8S04] 298,15 [0,0399 —1,0000] | [22,89-30,91] | 2,6790 | 13,5263 | 22,6460 | 3,1221 | 0,4694 | 83713 | 18 | [228]
[C2MIm][DEP] 298,15 [0,0000 — 1,0000] | [22,60-37,10] | 2,6790 | 13,5263 | 13,9877 | 4,9520 | 0,4694 | 83713 | 11 | [219]
[C2MIm][DMP] 298,15 [0,0000 — 1,0000] | [22,90-44,30] | 2,6790 | 13,5263 | 9,433 | 4,8582 | 0,4694 | 83713 | 11 | [219]
[C2MIm][EtSO4] 298,15 [0,0000-1,0000] | [22,01-47,16] | 2,6790 | 135263 | 10,4886 | 3,1491 | 0,4694 | 83713 | 11 | [114]
[C2MIm][MeSO4] 293,15 [0,0000 -1,0000] | [22,00-52,62] | 2,6790 | 13,5263 | 8,8817 | 2,9631 | 0,4694 | 83713 | 14 | [114]
[CAMIM][BF4] 298,15 [0,0986 -1,0000] | [22,83-4533] | 2,6230 | 17,6003 | 9,2925 | 0,1052 | 0,4694 | 83713 | 12 | [222]
[C4MIM][BTI] [283,15-313,15] | [0,0999-0,9601] [22,66-33,42] | 2,62295 | 17,6003 | 20,568 | 0,0376 | 0,4694 | 83713 | 36 | [114]
[C4MIm][DBP] 298,15 [0,0000 -1,0000] | [22,50-29,40] | 2,6230 | 17,60025 | 21,3317 | 4,9239 | 0,4694 | 8,3713 | 11 | [219]
[C4MIm][DMP] 298,15 [0,0000 -1,0000] | [22,80-38,00] | 2,6230 | 17,60025 | 9,0433 | 4,8582 | 0,4694 | 8,3713 | 11 | [219]
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[C6MIm] [EtSO4] 298,15 [0,03 -1,0000] [22,98-34,77] 2,6477 21,611 10,4886 3,1491 | 0,4694 | 8,3713 | 13 | [114]

[CEMImM][BF4] 298,15 [0,0980 —1,0000] [23,11-37,33] 2,6477 21,6110 9,2925 0,1052 | 0,4694 | 8,3713 | 10 | [222]

[C8MIm] [BTI] [283,15-313,15] [0,1042-0,9784] [22,93-31,96] 2,5481 25,5567 20,568 0,0376 | 0,4694 | 8,3713 | 39 | [114]

[CBMImM][BF4] 298,15 [0,1012 —-1,0000] [23,33-32,82] 2,5481 25,5567 9,2925 0,1052 | 0,4694 | 8,3713 | 10 | [222]

Tetrahydrof C2MIm][BTI 293,15 - 308,15 0,0000- 1,0000 25,38-36,14 , 44 | [229

ran yarom [ BT [ N ] [ ] 2,6790 13,5263 | 20,5680 0,0376 | 0,0000 1 1262 [229]

[C4AMImM][BTI] [293,15-308,15 | [0,0000 - 1,0000] [25,38-32,72] 2 6230 17,6003 | 205680 00376 | 0,0000 11,i262 40 | [230]

Acetonitrile [C2MIm][BTI] [293,15 -313,15] [0,0000 -1,0000] [26,43-36,14] 45 | [229]
2,6790 13,5263 | 20,5680 0,0376 | 0,0143 | 8,3215

[CAMIM][BTI] [293,15 -313,15] [0,0000 — 1,0000] [26,43-32,78] 2,6230 | 17,60025 | 20,5680 0,0376 | 0,0143 | 8,3215 | 45 | [230]

[PYR-4,1] [BTI] [288,15-308,15] [0,0000 -1,0000] [27,15-33,71] 1,30988 | 19,1008 20,568 0,0376 | 0,0143 | 8,3215 | 27 | [114]

Dlmethyl [C2MIm][BTI] [293,15 - 313,15] | [0,0000 — 1,0000] [35,10-43,36] 2 6790 135263 | 205680 00376 | 0,005 11,150 | 45 | [230]

sulfoxide 0

[CAMIM][BTI] [293,15 - 313,15] [0,0000 -1,0000] [31,88-43,36] 26230 | 17.60025 | 205680 00376 | 0,0055 11,350 50 | [230]

1-propanol [C2MIm] [AC] [288,15-348,15] [0,0000 —1,0000] [19,00-47,70] 77 | [114]
2,6790 13,5263 | 4,75044 4,3228 | 0,4678 | 10,371

[CAMIM][BTI] [283,15-313,15] [0,0000 - 1,0000] [23,11-33,23] 26230 | 17.60025 | 205680 00376 | 04678 10,(;%71 31 Egﬂ

[C8MIm] [BTI] [283,15-313,15] [0,0974-0,9461 [23,28-31,72] 2,5481 25,5567 20,568 0,0376 | 0,4678 | 10,371 | 33 | [114]
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1-butanol [CAMIM][BTI] [28315-313.15] | [0,0000_1,0000] | [23.52-33.36] 20 | [114]
26230 | 17,60025 | 20,5680 | 0,0376 | 04658 12'5’46 [231]

[CeMIm] [BTI] | [298,15—318,15] | [0,0000-1,0000] | [22.62-42,92] | 25481 | 255567 | 20,568 | 0,0376 | 0,4658 | 12,346 | 48 | [114]

1-hexanol C8IQUINIBTI 29815 _318.15] | [0,0000 —1,0000 23.48-31.87 , 24 | [232
X [CiQuin]BTI] [ I 1| 1l 20507 | 205226 | 205680 | 00376 | 04668 | 1 3309 [232]
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Tableau 1 : domaines de données expérimentales pour la solubilité du CO2 dans les IL (en fraction molaire) et les descriptions moléculaires

calculés.

N°

Systémes IL-CO2

T(K) P (bar) E2m | MATSSs | TDBSi TDBIs | ATSCAv | MATS8m | ATSC7v | GATS2s | GATS5s | GATSsc | ATSCév | De LOBMAX | yew

1 | (ETO)2IMI[TR2N]- | 302,85- 21,5-328,6 0,3960-
co?2 363,15 04024 | 0 947.4359 | 40920 | -1443067 | 0 0 10027 | 07791 | 096932 | 79,9395 136041 | 1,71354 | 0,8120

2 | [EMIM][T#2N] - 313,15- 0.1-1999%8 | 41292 | 0 946,59706 | 37938 | -144,3067 | 0 0 10927 | 07791 | 096932 | 79,9395 12786 | 1,6933 0,0021-
co2 333.15 0,3150

3 | [BBIM][MeSO3] - | 296,95- 15-342 04802 | 00332 | 9036565 | 2922 | 472920 | -0,0417 -113,6206 | 1,013 1,1468 143992 | -642.3482 | 1,5688 | 1,3093 0,1389-
co?2 343.35 0,738

4 | BMIM][BETA]- | 298,25- 0,4624- 02326 | 06170 | 891,0686 | 3,642 | 39,7780 | 0,0290 201506 | 11891 | 1,3840 13312 | -250742 | 14015 | 1,6844 0,0118-
co2 313,65 0,495 0,0143

5 | [BMIM][BF4]-CO2 | 278,47- 0.00991- | 1351 | -0,1049 | 9953503 | 3.4050 | 58032 | 0,0232 204592 | 09191 | 09655 | 09325 | -297.2848 | 1,2577 | 2.6472 0,0001-
383,15 4672 0,6100

6 | [BMIM]IC(CN)3] - | 303,15- 4-347 02268 | -01049 | 8950499 | 33886 | 58032 | 0,0232 204592 | 09191 | 09655 | 09325 | -297.2848 | 1,5445 | 1,6844 0,157-
co?2 373.15 0,633

7| [BMIM][C3F7CO2] | 303,15- 5,5-42.7 02326 | 0,0000 | 891,0686 | 31642 | 08391 | 0,0000 0,0000 13715 | 00517 | 00309 | 0,0000 14015 | 1,6844 0,0734-
-co2 333.15 0,5458

8 | [BMIM][CI]-CO2 | 353,15- 24,54- 02362 | -01049 | 8861836 | 31711 | 58032 | 00232 204592 | 09191 | 09655 | 09325 | -297.2848 | 1,3828 | 1,6844 0,1306-
373.15 369,47 0,406

9 | [BMIM][DBPOA] - | 313,15- 0,2234- 01367 | 00832 | 8100497 | 31500 | 92,0530 | -0,0352 3831557 | 03441 | 2,0662 18254 | 5221309 | 1,2790 | 1,6668 0,0032-
co2 333.15 1,754 0,0353

10| [BMIM][DCA] - 293,36- 8,2-46749 | (9396 | 01049 | 8910686 | 31642 | 58032 | 0,0232 204592 | 09191 | 09655 | 09325 | -297.2848 | 14015 | 1,6844 0,1543-
co?2 373.15 0,601

11| [BMIM][MDEGSO | 313,15- 143-2648 | (5306 | .01487 | 891,0686 | 3,1642 | -320,6866 | 0,0662 1647411 | 03694 | 09305 | 08255 | -838271 | 14015 | 1,684 0,0932-
4]-CO2 363,15 0,6835
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12| [BMIM][MeSO3] - | 302,35- 5,5-357 01661 | -01049 | 9323439 | 36233 | 58032 | 0,0232 204592 | 09191 | 09655 | 09325 | -297.2848 | 1,2093 | 1,8351 0,0517-
co2 343,15 0,5219

13 [CBO'\Q'M][MESO“] | 29324131 | 908985 | o005 | 01049 | 9770900 | 35489 | 58032 | 0,0232 204592 | 09191 | 09655 | 09325 | -297.2848 | 1,3873 | 1,3508 g'ggg'

14| [BMIM][methide] - | 298,2-3333 | 12,56- 0466 | 0,0000 | 8835428 | 31972 | -457,7498 | 0,0000 0,0000 11063 | 07602 | 00683 | 2803523 | 12326 | 1,8134 0,2770-
co2 114,27 0,740

15 | [BMIM][NfO]-COZ | 293,15- 12218287 | 51990 | 00000 | 9788366 | 42971 | 46424 | 0,0000 00000 | 13447 | 07799 | 07649 | 28,4430 14085 | 1,7785 0,1373-
343,15 0,9000

16| [BMIM][NO3] - 293,13- 36812832 | (1466 | 0,049 | 8835428 | 31972 | 58032 | 0,0232 204592 | 09191 | 09655 | 09325 | -297.2848 | 1,2326 | 1,8134 0,0382-
co2 368,24 0,5300

17 | [BMIM][PF6] -CO2 225(1)2 003439 | 51351 | -01049 | 9953503 | 3.4050 | 58032 0,0232 204592 | 09191 | 0,9655 09325 | -207.2848 | 12577 | 2.6472 g'gggg'

18| [BMIM][SCN] - 292,35- 105815 | 09306 | -01049 | 801,0686 | 31642 | 58032 | 0,0232 204592 | 09191 | 09655 | 09325 | -207,2848 | 14015 | 1,684 0,1260-
co2 384,15 0,4300

19 E:BO'\Q'M][TDfO] - | 29828232 | 1911411 | 1466 | 02831 | 8835428 | 31972 | 3,5967 -0,1197 249306 | 13894 | 08748 | 08774 | 32453 12326 | 1,8134 8’32‘1‘2‘

20| [BMIM][ToN] - | 278,15- 0,0102- 0,1466 | 00000 | 8835428 | 3,972 | -144,3067 | 0,0000 00000 | 10927 |07791 | 09693 | 79,9395 12326 | 1,8134 0,0007-
co2 453,15 499,9 0,8032

21| [BMIM][TFA] - 293,25- 0,105- 01466 | -01049 | 8835428 | 31972 | 58032 | 00232 204592 | 09191 | 09655 | 09325 | -297.2848 | 1,2326 | 1,8134 0,0050-
co?2 363,18 48458 06790

22 | [BMIM][TO] -CO2 ;ngg- 0.4835-375 | 1237 | 01049 | 886,6767 | 31488 | 58032 | 0,0232 204502 | 09191 | 09655 | 09325 | -207.2848 | 14933 | 1,6287 82323

23 | [BMMIM][T2N] - | 298,15- 0,099- 02158 | 0,0000 | 9742289 | 41341 | -1443067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 13533 | 2,2000 0,0020-
co2 343,15 18,997 0,3820

24 | [BMPYR][MeSO4] | 303,15- 30.7-4585 | (9158 | 04286 | 9742289 | 41341 | -128,2351 | 0,4979 1863433 | 09494 | 06004 | 07239 | -458.8964 | 1,3533 | 22000 0,2871-
o2 373.15 0,5319

25 | [BMPYR][Tf2N] - | 283,15- 0.0124-484 | (1464 | 0,0000 | 9488429 | 33212 | -144,3067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 13808 | 255173 0,0001-
co2 413,20 0,8530

% [CBO'\SPYR][TfO] - gg;’;g 188-4865 | 45074 | 04286 | 8512216 | 24903 | -128.2351 | 04979 1863433 | 09494 | 06004 | 07239 | -458.8964 | 1,3279 | 1,0002 83222
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27| [C12MIM][BF4] - | 333,15- 9,4-57.5 01077 | -00251 | 9855130 | 2,8418 | -7.4500 | 0,0030 136197 | 09735 | 08238 | 07116 | 144682 13637 | 43583 0,0895-
co2 373.15 0,4586
28 | [CL2MIM][PF6]- | 333,15- 9.957.9 | 1077 | -00251 | 9855130 | 2.8418 | -7.4500 | 0,0030 136197 | 09735 | 08238 | 07116 | 14,4682 13637 | 4,3583 0,0809-
co?2 373.15 0,4472
29 | [C12MIM][Tf2N] - | 333,15- 7,6-56,7 01571 | -00412 | 9479642 | 27923 | -5.2862 | 0,0033 147557 | 09553 | 08411 | 07226 | 15.8574 12892 | 2.3269 0,0870-
co2 373.15 0,5118
30 [ [C3MPYR][FSA]- | 298,15- 0,099- 02337 | 00000 | 0,0000 27371 | 56,6232 | 0,0000 2784343 | 00155 | 11535 | 01950 | 1821667 | 1,6956 | 2,0091 0,0020-
co2 343.15 18,999 0,3460
31 | [CSMPYR][Tf2N] - | 298,15- 5.2-471 01540 | 0,0000 | 8933774 | 2,5164 | -1443067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 13870 | 1,3885 0,0930-
co2 373.15 0,7870
82| [C3OMIM]IC(CN)3 | 298,15- 0.93-1993 | (0032 | -0,2464 | 10441070 | 44091 | -166,8969 | -0,3233 1475831 | 14815 | 09562 | 00936 | -280.6721 | 11259 | 24777 0,0082-
1-c02 353,25 0,3106
83 | [CSOMIMI[PF6] - | 298.18- | 10.62-5185 | 1160 | (02464 | 10060509 | 39549 | -166,8969 | -0,3233 | 1475831 | 14815 | 09562 | 09936 | -289,6721 | 1,1670 | 14234 | 00998
co2 343.15 0,4499
34 | [CSOMIM][Tf2N] - | 298,15- 0934612 | (3177 | 00000 | 9383105 | 43892 | -144,3067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 13118 | 2,0873 0,0181-
co?2 343,15 0,5094
385 | [CAMPY][BF4]- | 296,9-3134 | 0,5104- 02131 | -02465 | 8701748 | 32876 | 389384 | -0,1026 80,0062 | 08630 | 1,0880 | 08965 | -202,9480 | 1,3814 | 1,0802 0,0098-
co2 0,5437 0,0118
36 | [C4PY][BF4] -CO2 22315’5 1547958 | 5117 | 00374 | 8386019 | 33841 | -114.7844 | 01523 770461 | 10254 | 09332 | 09333 | -314.4860 | 14105 | 1,2503 g’égi'
87 | [CSMIM][Tf2N] - | 293,3- 6,18-479.93 | 1462 | 00000 | 9236605 | 3,0997 | -144,3067 | 0,0000 00000 | 1,0927 | 07791 | 09693 | 79,9395 12219 | 2,0244 0,2120-
co?2 363,29 0,8020
38 | [CSMPYR][Tf2N] - | 298,15- 0.097-484.2 | (1605 | 0,0000 | 900,3970 | 24689 | -144,3067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 13580 | 1,6228 0,0020-
co2 373.15 0,7850
39 | [C502MIM][C(CN) | 298,15- 0.94-1993 | (1600 | 00785 | 9292018 | 3.6430 | -316,5959 | 0,0102 88574 | 16111 | 12208 11928 | 1346934 | 1,2348 | 2,0106 0,0083-
3] -CO2 353,25 0,3367
40 | [C6FOMIM][Ti2N] | 298,13- 00157923 | (3193 | -0,5483 | 1137,6889 | 62353 | 234620 | -0,5083 2495215 | 06366 | 07658 | 07433 | 1608203 | 1,5083 | 2,0453 0,0002-
-co2 333.30 0,8530
a1 [EZ)I\Z/IIM][C(CN)3] ggg;g 0.94-1993 | 1787 | -0,0106 | 9397540 | 2,9304 | -0,8846 | -0,0148 165714 | 09305 | 08995 | 07634 | 183337 13354 | 2,0703 g’gig‘;
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42| [CTMPYR][Tf2N] - | 303,15- 2,6-476 01744 | 00000 | 9265586 | 35103 | -1443067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 14034 | 32330 0,3020-
co2 373.15 0,8530

43 | [C8F13MIM][T2N] | 298,16- 0.00798- | (3567 | 05659 | 11836541 | 6.8639 | 1503211 | -0,6487 | 1073767 | 0,7309 | 07638 | 09255 | 1637333 | 1,5031 | 23517 0,0001-
-co2 333,05 362 0,6550

44 | [COMPYR][Tf2N] - | 303,15- 26-3658 | 51472 | 00024 | 9258016 | 24119 | -118.8545 | 0,0009 72681 | 10732 |o7678 | 06700 | -7.1578 13380 | 22836 0,3230-
co2 373.15 0,8200

45 | [COCMPYR][FSA] | 298,15- 5,924- 03573 | 00000 | 10890440 | 1,5442 | 3539234 | 0,0000 2061147 | 13551 | 14095 | 06937 | 19,6245 15530 | 2,2109 0,0480-
-co2 333.15 49171 0,5690

46 | [COCMPYR][Tf2N] | 298,15- 5,286- 05131 | 0,0000 | 1199,8454 | 55099 | -1443067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 14233 | 21937 0,1030-
-co2 333.15 52,432 0,6310

47 | [deme][Tf2N] -CO2 | 313,15- 0,0985- 01228 | 00000 | 8977562 | 3,1955 | -1443067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 12601 | 21238 0,0023-
333,15 19,0044 0,3202

48 | [DMIM][Tf2N] - | 298,15- 1-201.5 01524 | -0,0412 | 97655675 | 35702 | 52862 | 0,0033 14,7557 | 09553 | 08411 | 0,7226 | 15,8574 13405 | 2,7121 0,0260-
co2 343.15 0,8780

49 E:EO'V'Z'M][BETA] - | 38I5 5,01-60 05778 | 06170 | 13940073 | 80739 | 39,7780 | 0,0290 201506 | 11891 | 1,3840 13312 | 259742 | 20057 | 2.6677 géégg
50 | [EMIM][BF4] -CO2 323;5' 251150 | 51346 | 00000 | 10595164 | 3,7680 | -311,5624 | 0,0000 3020570 | 09060 | 08524 | 08085 | -181129 | 11727 | 2,3281 ggigg
51 | [EMIM][C(CN)3] - | 298,15- 0942274 | 1958 | 0,0000 | 939,2526 | 3.4368 | -311,5624 | 0,0000 302,0570 | 09060 | 08524 | 08085 | -181129 | 1,2584 | 1,9024 0,0072-
co?2 373.15 0,5530

52 | [EMIM][DCA] - 303,15- 1,48-1914 | 51958 | 0,0000 | 9392526 | 34368 | -311,5624 | 0,0000 302,0570 | 09060 | 08524 | 08085 | -181129 | 1,2584 | 1,9024 0,0086-
co?2 373.15 0,4180

53 [CEOMZ'M][DEPO"'] - | 2984-3333 | 0.2379-712 | 41958 | 00000 | 9392526 | 34368 | -311,5624 | 0,0000 302,0570 | 09060 | 08524 | 08085 | -181129 | 1,2584 | 1,9024 g’gggé'
54 | [EMIM][EtSO4] - | 298,04- 1,22-9461 | 1454 | 00000 | 9160859 | 34798 | -311,5624 | 0,0000 3020570 | 00060 | 0.8524 | 08085 | -181129 | 1,2243 | 1,7433 0,0080-
co?2 35315 0,4570

%5 [CE(')V'Z'M][HSO“] - | 3133-3336 | 14497 01216 | 0,0000 | 0,0000 48327 | -3115624 | 0,0000 3020570 | 09060 | 08524 | 08085 | -181129 | 11670 | 2,4284 8’2888'
56 EE'\’(':'('\)"Z][MDEGSO 303,2-3432 | 842671 | 1503 | 01487 | 9810762 | 35376 | -320,6866 | 0,0662 1647411 | 03694 | 09305 | 08255 | -838271 | 1,5081 | 3.3318 g’gigg'
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57 | [EMIM][MeSO3] - | 298,4- 4-461,5 01388 | 0,0000 | 8944389 | 37602 | -311,5624 | 0,0000 302,0570 | 09060 | 08524 | 08085 | -181129 | 1,3353 | 1,7433 0,0500-
co2 342,85 0,4518
58 [CEO'\Q'M][M‘*SO“] - | 2995333 | 113793 | (1958 | 00000 | 9392526 | 34368 | -311,5624 | 0,0000 302,0570 | 00060 | 08524 | 08085 | -181129 | 12584 | 1,9024 g'gigg'
59 | [EMIM][NfO] -CO2 | 313,15 5-59,94 01922 | 00000 | 9109727 | 37150 | 46424 | 0,0000 0,0000 13447 | 07799 | 07649 | 284430 12486 | 1,8601 ggggg
60 | [EMIM][PFé] -CO2 ggg’é‘a" 14.9-497.6 | (1346 | 00000 | 10595164 | 3.7680 | -311,5624 | 0,0000 302,0570 | 00060 | 08524 | 08085 | -181120 | 11727 | 2.3281 g'iggg'
61 | [EMIM][SCN]- 298,6- 109-2286 | 1958 | 00000 | 939.2526 | 34368 | -311,5624 | 0,0000 302,0570 | 09060 | 08524 | 08085 | -181129 | 1,2584 | 1,9024 0,0800-
co2 373.15 0,3640
62 | [EMIM][Tf2N] - 283,43- 0.1-4785 | (1958 | 0,0000 | 939,2526 | 3.4368 | -144,3067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 12584 | 1,0024 0,0040-
co?2 453,15 0,7820
63 | [EMIM][TFA] - 208,1-348.1 | 0,1-19,996 939.25 ;
co2 9999 | 01958 | 0,0000 26 34368 | -3115624 | 00000 | 302,0570 | 09060 | 08524 | 0,8085 18,1129 | 1,2584 Lo0za
64 | [EMIM][TTO] -CO2 gggig 1,362-378 | 51333 | 00000 | 991,589 | 40714 | -311,5624 | 0,0000 302,0570 | 09060 | 08524 | 08085 | -181129 | 1,3916 | 2,3583 82;22
65 | [he][FOR]-CO2 303-323 4410011 40721 | 00000 | 0,0000 40109 | 480957 | 0,0000 00000 | 09882 | 00000 | 01708 | 0,0000 15223 | 16727 ggggé
66 | [hea][FOR]-CO2 | 303-323 6,6-852 00956 | 02376 | 9850725 | 38303 | 0,246 | 0,5655 852738 | 11187 | 11523 | 08730 | -0.8647 16089 | 2,6348 8’2385‘
67 | [HMIM][BF4] -CO2 ;3312 3124898 | 1989 | -01741 | 10049864 | 31824 | 1,0229 -0,1623 91,8513 | 09242 | 09366 | 07882 | 19,2351 13165 | 2,079 gggg
68 | [HMIM][C(CN)3] - | 298,15- 0942453 | 1371 | 01741 | 9301789 | 3.0206 | 1,0229 -0,1623 918513 | 09242 | 09366 | 07882 | 19,2351 12596 | 2,0328 0,0094-
co2 373.15 0,6290
69 | [HMIM][DCA] - 303,15- 681926 | 51959 | -0,1741 | 9351928 | 2.9937 | 1,0229 -0,1623 918513 | 09242 | 09366 | 07882 | 19,2351 13647 | 1,8574 0,2090-
co?2 373.15 0,5490
70| [AMIM][MeSO4] - | 303,15- 874619 | 01059 | -01741 | 9351928 | 2,9937 | 10229 | -01623 | 918513 | 09242 | 09366 | 07882 | 19,2351 13647 | 1,8574 0,1580-
co2 373.15 0,6020
71| [HMIM][PF6] -CO2 ?255 224747 | 01289 | 01741 | 10049864 | 31824 | 1,0229 -0,1623 918513 | 09242 | 09366 | 07882 | 19,2351 13165 | 2,079 gggfg
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72| [HMIM][SCN] - 298,15- 452269 | (1959 | 01741 | 9351928 | 2,937 | 1,0229 | -0,1623 91,8513 | 09242 | 09366 | 07882 | 19,2351 13647 | 1,8574 0,0500-
co2 373.15 0,4570

73 [ [HMIM][TCB] - 283,56- 27112336 | (1989 | .01741 | 10049864 | 31824 | 10229 | 01623 | 91,8513 | 09242 | 09366 | 07882 | 19.2351 13165 | 2,9779 0,1009-
co2 364,04 0,7016

74 | [HMIM][Tf2N] - | 273,15- 0.00826- | 1959 | 0,0000 | 9351928 | 2,9937 | -144,3067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 13647 | 1,8574 0,0001-
co2 4132 4528 0,8333

75 | HMIM][TfO] -CO2 | 298,10- 104-4547 | (1959 | -01741 | 9351928 | 2.9937 | 10229 | 01623 | 91,8513 | 09242 | 09366 | 07882 | 19.2351 13647 | 1,8574 0,0500-
373.15 0,7600

76 | [HMMIM][Tf2N] - | 298,2-333.3 | 14,79- 01446 | 00000 | 9202294 | 2,9898 | -144,3067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 12311 | 1,8745 0,1991-
co2 118,04 0,7447

77| [HMPY][Ti2N] - | 283,18- 0.0105-13 1 (9197 | 0,0000 | 9108883 | 2,9598 | -144,3067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 1,4405 | 12184 0,0001-
co?2 323,15 0,3760

78 | [HMPYR][Tf2N] - | 303,15- 10.6-4755 | 1657 | 0,0000 | 9088981 | 2,4511 | -144,3067 | 0,0000 00000 | 10927 |07791 | 09693 | 79,9395 13612 | 1,7440 0,2778-
co2 373.15 0,8105

79 | [HOCZMIM][BF4] - | 303,15- L14-1194 | 51152 | 02963 | 10352680 | 42691 | -90,0495 | 07990 1380102 | 09572 | 13721 | 00008 | 17,4014 12823 | 1,8643 0,0040-
co?2 353,15 0,1020

80 | [HOCZMIM][PFS6] - | 303,15- 13331127 | 51150 | 02963 | 10352680 | 42691 | -90,0495 | 0,7990 1380102 | 09572 | 13721 | 00008 | 17,4014 12823 | 18643 0,0060-
co2 353.15 0,1040

81 | [HOCZMIM][Tf2N] | 303,15- 0,973- 01211 | 00000 | 9317533 | 3.9707 | -1443067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 13580 | 14841 0,0160-
o2 353,15 11,143 0,1910

82 [ESZCZM'M][TFA] 299,2-3336 | 11,4823 | 1184 | 02063 | 9548212 | 39298 | -90,9495 | 0,7990 1380102 | 09572 | 13721 | 00008 | 17,4014 15551 | 22111 g'gggg'
83 | [HOCZMIM][TO] - | 303,15- 1012128 | 51911 | 02063 | 9317533 | 39707 | -90,0495 | 0,7990 1380102 | 09572 | 13721 | 00008 | 17,4014 13580 | 14841 0,0130-
co2 353.15 0,1880

84 | [HOC3MIMI[NO3] | 293.47- 8,51-116,21 | - 42782 0,0528-
o2 363,55 04563 | 9769806 | 3,7205 3 00062 | 60451 09284 | 06044 | 07939 | -856714 | 1,6222 2,0464 0,3081

85 | [HOCSMIM][Tf2N] | 298,15- 0.93-1993 | (1997 | 0,0000 | 10636531 | 46615 | -144,3067 | 0,0000 00000 | 10927 | 07791 | 09693 | 79,9395 16171 | 1,016 0,0145-
-co2 323.15 0,3577

86 | [HOEPY][Ti2N]- | 298,15- 6,801- 05374 | 00000 | 9398822 | 43750 | -1443067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 14096 | 1,1107 0,0340-
co?2 333.15 50,444 0,5890
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87 | [m-2-HEA]J[FOR] - | 293,21- 49448511 | (0g54 | 0,0000 | 917,0458 | 35390 | -23.8532 | 0,0000 00000 | 09581 | 1,0082 10018 | 54,9055 16220 | 2,0335 0,0570-
co2 363,42 0,5340
88 | [MDEA]ICI] -CO2 22;31';5' 122-463 | 51055 | 01932 | 9453579 | 36981 | -144,5059 | 05545 465232 | 09314 | 16722 | 11078 | 1482540 | 1,3403 | 1,9920 g'gggi'
89 | [MMIM][DMPO4] - | 311315- | 0,4881- 01533 | 0,0000 | 9543315 | 37132 | 0,038 | 0,0000 00000 | 08466 | 09524 | 00513 | 3177378 | 1,3805 | 1,9266 0,0035-
co2 333,15 1,7464 0,0156
9 | MMIM][MeSO3] - | 332,85 165431 | 51305 | 00000 | 10405044 | 36628 | 01038 | 0,0000 00000 | 08466 | 09524 | 00513 | 3177378 | 1,3890 | 2,4758 0,0623-
co2 363,65 0,3690
91 | [NLLL2- 333,24 12-83,6 02600 | 0,0000 | 9716034 | 47892 | -1443067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 13142 | 1,8566 0,1560-
OH][Tf2N] -CO2 0,6060
92 | INLL32- 304,16- 0,467- 01830 | 00000 | 1107,8713 | 43150 | -1443067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 14949 | 21708 0,0122-
OH][TR2N] -CO2 | 344,84 0,5439 0,0238
93 [C'\('Dlé“""“][m”] - 29815 0.0478-55 | (1347 | 00000 | 9222023 | 27282 | -144,3067 | 0,0000 0,0000 10927 | 07791 | 09693 | 79,9395 14131 | 1,7570 8’2(1’23'
94 E:'\SZ'B'B'S][T“ZN] - | 29823232 | 2982056 | (1699 | 00040 | 907,3817 | 2.6698 | 0,1282 0,0003 0,1282 11359 | 09115 12160 | 01282 1,0460 | 2:3229 8;333
95 g\jolé&a,a][Tfo] - | 329,2-369,2 | 37-150 02365 | -0,0040 | 911,7291 | 23650 | 0,1282 0,0003 01282 11359 | 09115 1,2169 0,1282 11114 | 1,7558 g'gggg'
96 [C'\gz'S'S'S][TOS] - | 329.2-369.2 | 55-150 01437 | -00040 | 8847908 | 2.4685 | 0,1282 0,0003 0,1282 11359 | 00115 12169 | 01282 09773 | 1,9283 g’sggg'
97 | IN2LL13][FSA]- | 298,15- 0,099- 01284 | 00000 | 9402170 | 2,6013 | 52,4675 | 0,0000 00000 | 04485 | 00000 | 0,0000 | 0,0000 13285 | 1,8205 0,0020-
co?2 343.15 19,007 0,3540
9 | [N2L13][Tf2N] - | 31315- 0.098-94.66 | (1984 | 0,0000 | 9402170 | 2,6013 | -144,3067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 13285 | 1,8205 0,0018-
co2 333,15 0,7390
99 | [N4LLI)[T2N] - | 262,93- 0.06-203,7 | (3440 | 0,0000 | 10662137 | 3.9608 | -144,3067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 16168 | 31955 0,0012-
co?2 343,07 0,8790
100 [C“g‘é4'4'4][BF4] - | 3692 150 02818 | 01051 | 8237854 | 24223 | 469527 | -0,0087 1354444 | 10847 | 0,6706 15793 | -17342909 | 13567 | 1,5373 0,5700
101 [C'\gz'l'l'l][TfZN] - g;’ggg 04805142 | (1303 | 00000 | 9397543 | 255338 | -144,3067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 14473 | 22810 ggigg
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Annexe B

102 | [NMIM][PF6] -CO2 ggzig 8,6-35.4 01650 | -00544 | 9634444 | 2,9629 | -4,0008 | 0,0033 153500 | 09464 | 08548 | 07359 | 16,6322 13463 | 23569 g’éggg‘
103 | [oleyl-MIM][TI2N] | 298,2-323,2 | 0,249- 02351 | -00251 | 8620446 | 37936 | -160109 | -00010 | 30995 | 1,0712 | 09039 | 07482 | 44360 12171 | 1,894 0,0105-
-C02 20,005 0,4700

104 | [OMIM][BF4] -CO2 ggg;g 237-4964 | 01214 | 20,0426 | 995,086 | 3.0321 | -2,5450 | 0,0031 159718 | 09381 | 08734 | 07448 | 174599 13508 | 34445 g’iggg‘
105 | [OMIM]IC(CN)3] - | 298,15- 0.94-1993 | 1796 | 00426 | 9431749 | 28771 | -2,5450 | 0,0031 150718 | 09381 | 08734 | 07448 | 17,4599 13201 | 1,0883 0,0096-
co2 353,15 0,3567

106 | [OMIM][NO3] - 298,15- 296-3117 | 01706 | -0,0426 | 9431749 | 28771 | 25450 | 0,0031 159718 | 09381 | 08734 | 07448 | 174599 13201 | 1,0883 0,0475-
co2 333,15 0,4108

107 | [OMIM][PF6] -CO2 22&2 1,287-9288 | 1914 | -0,0426 | 9951086 | 30321 | -25450 | 0,0031 159718 | 09381 | 08734 | 07448 17,4599 1,3508 | 3,4445 83223
108 | [OMIM][SCN] - 298,15- 7-207.2 01269 | -0,0426 | 9480595 | 30210 | -2,5450 | 0,0031 159718 | 09381 | 08734 | 07448 | 17,4509 12880 | 2,3441 0,0686-
co2 373,15 0,3810

109 | [OMIM][Tf2N] - | 297,55 1-348 01726 | -0,0426 | 9431749 | 28771 | -2,5450 | 0,0031 159718 | 09381 | 08734 | 07448 | 17,4509 13201 | 1,9883 0,0250-
co?2 353,15 0,8456

110 | [OMIM][TfO] -CO2 | 303,85- 68340 101427 | 00426 | 0415750 | 28892 | -25450 | 0,0031 150718 | 09381 | 08734 | 07448 | 17,4509 | 13250 | 2,3413 0,2166-
344,55 0,7414

111 | [OMPYR][Tf2N] - | 303,15- 748592 | 51564 | 00025 | 921,3745 | 24231 | -120,1954 | 0,0011 78350 | 10531 | 07582 | 06658 | -7,7084 13476 | 2,0988 0,2409-
co?2 373.15 0,8176

12 | [PL4A4A][TI2N] - | 298,15- 0,099- 03635 | 0,0000 | 9392768 | 4,0396 | -1443067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 13630 | 15470 0,0030-
co?2 343.15 18,999 0,3930

113 | [PL444][TOS]- | 32315 0,0111-13 - 0,0001-
co2 1654,682 2699,416 0,1210

02358 | 02508 | 909.6274 | 25532 | 6 0,3797 7 07183 | 17585 | 1,3400 | 19165338 | 1,2431 | 1,6870

114 [CPCZ)'Z“""“][DEPO“] - | 2988-3337 | 113841 | 54750 | 01267 | 8652192 | 33417 | -419,6781 | 0,1087 67,9411 | 13292 | 07097 10710 | -1347,9877 | 1,3910 | 1,3754 g’iggg'
115 [CPS'Z“'A"‘][FOR] - | 2980-2982 1 01-19996 | 41951 | gogas | 8626545 | 31252 | 284508 | 0,0152 50,8005 | 1,2854 | 0,6603 11644 | 17774464 | 12541 | 1,5950 g'gggg'
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116 | [P6,6,6,14][C12PhS | 303,15- 891137 | 04001 | -0,0494 | 8319263 | 26175 | 14,9196 | -0,0597 -158,1565 | 1,3489 | 0,9332 10462 | 15,0532 1,4008 | 21172 0,0971-
03] -CO2 363.15 0,7435

117 | [P6,6,6,14][CI] - 302,55- 168-2457 | (3461 | -00404 | 8237456 | 24917 | 149196 | -0,0597 | -158.1565 | 13489 | 09332 | 10462 | 15,0532 13619 | 1,3600 0,1190-
co2 363,68 0,8240

118 | [P6,6,6,14][Tf2N] - | 292,88- 0,4846- 02101 | -0,0494 | 8617187 | 31376 | 149196 | -0,0597 -158,1565 | 1,3489 | 0,9332 10462 | 15,0532 13508 | 14629 0,0115-
co2 375.35 4935 0,8790

119 | [PMIM][TF2N] - 313,15- 0,099- 02146 | 00000 | 9202061 | 32827 | -144.3067 | 0,0000 00000 | 10027 |o07791 | 09693 | 79,9395 12738 | 1,9495 0,0023-
co2 333.15 19,003 0,3160

120 | [PMPip][FSA] - 298,15- 0,099- 02084 | 04286 | 8749057 | 2.4615 | -196,9453 | 0,4979 1282430 | 09494 | 11785 | 02243 | 3268769 | 1,3127 | 14270 0,0020-
co?2 343.15 18,999 0,340

121 E:Pg'ZPY][DCA] - 298 006994 | (2124 | 06500 | 8781693 | 32134 | 112,9287 | 0,7108 1397043 | 08641 | 12708 | 02523 | 42,3391 13441 | 1,1401 g'gggg'
122 | [PMPY][Tf2N] - 313,15- 0,09- 0,673 | 00000 | 9151239 | 32000 | -144,3067 | 0,0000 00000 | 10927 |07791 | 09693 | 79,9395 13165 | 1,4147 0,0022-
co?2 333.15 19,008 0,3170

123 | [S222][Tf2N] -CO2 | 313,15- 0,095- 02153 | 0,0000 | 8468013 | 1,5130 | -144,3067 | 0,0000 0,0000 10027 | 07791 | 09693 | 79,9395 1,4004 | 1,6096 0,0020-
333,15 19,006 0,3033

124 Eg”;a]['\"eso‘” - gég;g 6.79-76.29 | 5 0gag | 02029 | 9633987 | 41177 | -450,9535 | 05916 1651155 | 0,9237 | 15739 11496 | 3034528 | 16677 | 2,7184 g'ﬁgg'
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