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Résumé: Etude et modélisation de quelques propriétés controlant des phénomeénes chimiques
et environnementales

Les fluides supercritiques sont trés utilisés dans les procédes de separation et d'extraction
appliqués dans les industries alimentaire, chimique, pharmaceutique et autres. La conception et
I'amélioration des procédés d'extraction, de séparation et de purification dépendent principalement de
la connaissance des propriétés supercritiques et de la solubilité des solides dans les fluides
supercritiques (FSC). La mesure expérimentale des propriétés thermochimiques de ces composés en
FSC est laborieuse et colteuse. Pour éviter des expérimentations colteuses, nous devons développer
des modéles de prédiction flexibles et robustes pour estimer ces caractéristiques.

La premiére partie de ce travail vise a modéliser les propriétés critiques de 6700 composés
purs a partir de cing 5 descripteurs moléculaires et de deux 2 propriétés thermodynamiques. Par
conséquent, quatre méthodes ont été utilisées, a savoir la régression linéaire multiple (MLR), réseaux
de neurones artificiels (RNAs), machine a vecteurs de support (SVM) et machine a vecteurs de
support optimisé par I’algorithme Dragonfly (SVM-DA). Les résultats ont montré que le modéle
SVM-DA a donné une meilleure capacité de prédiction par rapport aux autres modéles.

L’objectif de la deuxieme contribution est la proposition d’un nouveau modeéle semi-
empirique avec huit parametres. Ce modele est développé en utilisant une large base de données de
solubilité expérimentale contenant 130 solides dans le CO, supercritique représentés par 3269 points
de données expérimentaux disponibles dans la littérature. La comparaison en termes d'erreur relative
absolue (ERA), montre que le modéle proposé est le meilleur avec une valeur de ’'ERA moyenne
de 7.42% par rapport aux meilleurs cing modéles proposés dans la littérature.

Dans la troisiéme partie, de cette étude, la solubilité de 145 solides dans le CO, supercritique
(CO,-SC) a été modelisée a l'aide des techniques d'intelligence computationnelle baseées sur les
modeles de relation quantitative structure/propriétés (QSPR). Une base de données contenant 3637
valeurs expérimentales de solubilité a été recueillie a partir des articles publiés antérieurement.
L'erreur relative absolue moyenne totale (ERAM) obtenue par le modéle SVM-QSPR a été d'environ
1.345%, ce qui est meilleur que celui obtenu avec le modéle RNA-QSPR de 2.772%. Les résultats
montrent que I’approche SVM-QSPR développé dans ce travail s’avére trés efficace pour reproduire
avec une trés bonne précision la solubilité des solutés solides dans CO,-SC d’une maniére simple,

fiable et robuste. Elle constitue ainsi une alternative crédible aux modéles classiques.

Mots clés: Solubilité, Fluides supercritiques, Semi-empirique, Modélisation, Réseau de neurones,
Support vecteurs machines, QSPR.



Abstract: Study and modeling of some properties controlling chemical and environmental
phenomena.

Supercritical fluids are widely used in separation and extraction processes applied in
food, chemical, pharmaceutical and other industries. The design and improvement of
extraction, separation and purification processes depend primarily on knowledge of
supercritical properties and solubility of solids in supercritical fluids (FSC). The experimental
measurement of the thermochemical properties of these compounds in FSC is laborious and
expensive. To avoid costly experiments, we need to develop flexible and robust prediction
models to estimate these characteristics.

The first part of this work aims to model the critical properties of 6700 pure
compounds from 5 molecular descriptors and 2 thermodynamic properties. Therefore, four
methods were used namely multiple linear regressions (MLR), artificial neural networks
(ANNSs), support vector machines (SVM) and support vector machines optimized with
Dragonfly algorithm (SVM-DA). Results revealed that SVM-DA showed better prediction
compared to other models.

In the second contribution, a new model with eight parameters was proposed. This
model was tested using large data set of experimental solubility including 130 solids in
supercritical CO, represented by 3269 experimental data points. And when comparing the
overall correlation of performance in terms of absolute relative deviation ARD, the proposed
model was the best with an average value of 7.42%.

In the third part of this study, the solubility of 145 solids in supercritical CO, (scCO5)
was modeled using computational intelligence techniques based on quantitative structure
property relationship (QSPR) models. A database containing 3637 solubility values was
collected from previously published articles. The total average absolute relative deviation
AARD obtained with the SVM-QSPR model of 1.345%, which is better than that obtained
with the ANN-QSPR model of 2.772%. The results show that The SVM-QSPR approach
used in this work has been more precise and very effective for simple, reliable and robust
calculations of solubility in supercritical CO,. It thus constitutes a credible alternative to

conventional models.

Keywords: Solubility, Supercritical fluids, Semi-empirical, Modeling, Neural network,
Support vector machine, QSPR.
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De nos jours, I'utilisation des fluides supercritiques dans l'ingénierie des processus
gagne une attention croissante en raison de ses divers avantages. C’est également le dioxyde
de carbone supercritique (CO,-SC) est le fluide supercritique (SCF) le plus utilisé car il est
non polluant, bénin, non toxique, non inflammable, bon marché et disponible. En tant que
solvant vert, le dioxyde de carbone supercritique (CO,-SC) trouve des applications dans de
nombreuses technologies conventionnelles et nouvelles telles que les techniques d’extraction,
de séparation, et de traitement par teinture seche, qui fonctionnent sans émission d’eaux
usées, et de nouveaux processus biotechnologiques écologiques respectueux de
I’environnement et sans danger, etc. La connaissance précise du comportement en phase des
systemes impliqués et en particulier, de la solubilité des solutés solides dans CO,-SC a haute
pression est cruciale pour la conception, I'optimisation et le fonctionnement de tels procédés

[1].

Les solutés solides d'intérét, tels que les produits pharmaceutiques et les colorants, sont
des molécules complexes de poids moléculaire généralement élevé et a faible volatilité. Cela
implique que tres souvent les données expérimentales, telles que la solubilité, les propriétés

critiques, le facteur acentrique ne sont pas facilement disponible dans la littérature [2].

L utilisation des modeles prédictifs précis dans les applications d'ingénierie telles que
celles utilisées dans simulateurs de procédés commerciaux ont été toujours un objectif pour

de nombreux travaux de recherche [3].

Trois grandes approches de modélisation ont éte utilisees pour modéliser la solubilité
d'un soluté solide dans un fluide supercritique pour des fins prédictives ou corrélatives : les
équations d'état (EE), les techniques d’intelligence computationnelle, et les équations semi-
empiriques basées sur la densité. Il convient de mentionner que les trois approches reposent

davantage sur les données expérimentales [4].

L’utilisation des EdE cubiques nécessite la connaissance de certains parameétres a
savoir les propriétés critiques et le facteur acentrique pour calculer la solubilité. En I’absence
des valeurs expérimentales de ces parameétres, ils peuvent étre estimés en utilisant la méthode
de contribution de groupe (GC) [5].
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Les difficultés dans l'utilisation des approches classiques et la révolution de
I’informatique et le développement de nouvelles méthodes de calcul numérique basé sur
I’intelligence artificielle et les sciences cognitives ont donné naissance durant les dernieres
décennies a de nouvelles méthodes de calcul et de modélisation telles que les réseaux de
neurones artificiels (RNA) [4], la machine & vecteurs de support [6], les algorithmes
génétiques et la logique floue [7]. L’efficacité, la fiabilité et la robustesse de ces méthodes

ont eté démontrées par leurs nombreuses applications dans le domaine d'ingénierie.

Le principal avantage de modélisation par I’intelligence computationnelle, comparé
aux modeles classiques, est leur capacité a modéliser ces procédés sans avoir une
connaissance approfondie des mécanismes mis en jeu. Donc I’investigation de modélisation
par I’intelligence computationnelle pour le calcul des propriétés thermochimique telles que
les propriétés critiques des substances pures et la solubilité des solutés solides dans le CO,-
SC devient profitable [4].

L’objectif de ce travail, consiste a réaliser une méthodologie de calcul basée sur les
méthodes d’intelligences computationnelle et la proposition de nouveaux modeles de
prédictions flexibles et robustes afin d’améliorant la qualité de corrélation des propriétés

critiques et de la solubilité de solutés solides dans le CO,-SC.

Pour atteindre I’objectif assigné a cette thése, cing chapitres ont été développés. La
présente introduction générale a permis de situer le contexte et les motivations de cette

recherche.

Le premier chapitre est consacré a une généralité sur les fluides supercritiques, leurs
propriétés ainsi qu’un apercu sur les applications et les modéles de prédiction de la solubilité
dans les fluides supercritiques.

Dans le deuxiéme chapitre, nous parlons brievement sur les différentes approches

d’intelligences computationnelles.

Le troisieme chapitre est consacré a une contribution a la modélisation des propriétés
critiques et facteur acentrique par différentes approches d’intelligences computationnelles
(réseaux de neurones artificiels (RNA), les machines a vecteurs de support (SVM)) et la

méthode de régression linaire multiple (MLR)

Le chapitre quatre est consacré a une contribution a la modeélisation semi-empirique

de la solubilité des solutés solides dans le dioxyde de carbone supercritique, étude
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comparative de tous les résultats obtenus par cing modeles et puis proposition d’un nouveau
modele semi-empirique basé sur la densité.

Le dernier chapitre traite une troisieme contribution a la modélisation d’intelligences
computationnelles de la solubilité des solutés solides dans le dioxyde de carbone
supercritique pour une base de donnée de 145 composés présentant 3637 point
expérimentaux, une proposition d’un nouveau modele semi-empirique basé sur la densité a
été effectue suivie par une étude comparative de tous les résultats obtenus.

Les conclusions tirées de ce travail ainsi que les études qui peuvent étre envisagées

dans le futur sont présentés a la fin de cette thése.
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I.1. Introduction

Les états usuels de la matiere sont : gaz, liquide et solide. Entre ces trois états, existe
des comportements et des points particuliers liés aux transitions de phases: la fusion, la
sublimation, le point triple ou coexistent les trois états et le point critique au-dela duquel les
fluides ne sont ni liquide ni gaz mais supercritique.

Pour le développement des technologies de I’industrie chimique, la sélection des
solvants est d’une grande importance. Depuis longtemps, le champ des recherches s’est limité
aux liquides. Plus récemment, des tentatives ont été faites pour utiliser, comme nouveaux
solvants, les fluides supercritiques dont les propriétés peuvent étre contrdlées aisément au
moyen de la pression et de la température.

Ces fluides se sont rapidement révélés d'un grand intérét pour I’extraction ou la
séparation. Par la suite, les applications se sont étendues a de nombreux domaines, comme la
réaction ou la cristallisation.

Nous rappelons dans un premier temps sur les fluides supercritiques, la description de
la zone supercritique, ses propriétés physico-chimiques et le cas particulier de CO,-SC. Nous
exposons ensuite, les applications des fluides supercritiques, techniques de mesures
expérimentales et les méthodes de modélisations de la solubilité des solutés solides dans les

fluides supercritique.

1.2. Définition d'un fluide supercritique

Les fluides supercritiques dans ces conditions de température et de pression sont
caractérisés pour la premiere fois en 1822, suite aux travaux menés par le physicien Cagniard
de La Tour [8]. Ce dernier observe que, dans un espace clos, la séparation entre les phases

liquide et gazeuse disparait au-dela d’une certaine température et d’une certaine pression.
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Il définit alors le point critique, qui marque I’apparition d’un état intermédiaire entre le
liquide et le gaz, appelé alors "état supercritique™.

Cette notion sera ensuite discutée, puisqu’il ne s’agit pas d’un état de la matiere comme
peuvent I’étre le solide, le liquide ou le gaz. Il s’agit cependant d’une expression couramment
utilisée dans le jargon scientifique, nous essaierons de I’utiliser avec parcimonie et nous la
mettrons entre guillemets lorsque nous souhaiterons évoquer ce fluide dans ces hautes
pressions et températures. A noter que contrairement aux autres transitions de phases
(liquide-gaz, liquide-solide ou solide-gaz), le passage dans le domaine SC ne s’accompagne
pas d’une discontinuité des propriétés physico-chimiques du fluide.

1.2.1. Description de la zone supercritique

La matiére qui nous entoure peut se présenter sous trois états thermodynamiques : état
solide, état liquide et état gazeux. Les changements d’états sont progressifs et localisés et
fonction de la pression et de la température. La figure (I.1) permet de situer la région critique
dans une représentation en trois dimensions, fonction de la densité, de la température et de la
pression. Il faut se placer au-dessus de I’isotherme critique pour se trouver dans le domaine
supercritique, on voit qu’il est possible de passer de densités trés faibles a des densités trés
élevées de facon parfaitement continue. Or, les propriétés de solvatation des fluides sont
dépendantes de la densité et varient énormément le long des isothermes supercritique, c’est

cette propriété qui est utilisée dans de nombreuses applications.

Point
Criticue

Figure 1.1. Représentation 3D des courbes de coexistences en fonction de la température de la densité
et de la pression, [9].

Nous exposons aussi le diagramme de phase (Figure 1.2) qui montre que tout corps pur

possede des courbes d’équilibre qui décrivent ces changements d’état. Le point triple

correspond a un couple de température et de pression donné (Tw ; Ptp) pour un corps pur, et
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c’est dans ces conditions uniques que les trois états (liquide, solide et gaz) coexistent. La
figure (1.3) montre une cellule d’équilibre liquide-vapeur a haute pression et son évolution a
des conditions supercritiques, Avec I’effet de la température et de la pression, on observe un
phénomene d’expansion de la phase liquide, ce qui entraine une disparition progressive de la
ligne séparant la phase liquide et la phase gazeuse. Au point critique, une seule phase
homogeéne est obtenue.

Pour ce méme corps pur, il existe un couple de température et de pression (Tc; Pc) ou la
phase liquide et gazeuse ont la méme densité, définissant ainsi un point particulier du
diagramme, appelé le point critique. Au-dela de ce point, se situe le domaine SC de ce
composé, ou seule une phase existe. Il n’existe pas de changement d’état entre les phases
gazeuse ou liquide et SC, la transition se fait de maniere continue et homogéne (une phase
n’apparait pas localement dans une autre donc sans apparition de surface et donc de tension
de surface), c’est pourquoi ces transitions sont matérialisées en pointillés dans le diagramme

de phase.
5 A 3 I
a I
g | h -
o 1 Fluide Supercritique
c |
Rel
2] ’ . - - I
P, 2 Région Liquide C,
<
(]
-g Courbe de
Région Solide & Vaporisation
Région Gaz
P, 2 | Région Vapeur
1 Pbint Triple
Courbe de Sublimation
T, Te Température

Figure 1.2. Diagramme de phase d’une substance pure, [10].

Figure 1.3. Cellule d’équilibre liquide-vapeur évoluant vers I’état supercritique, [11].
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1.2.2. Propriétés physico-chimiques des fluides supercritiques

Dans les conditions supercritiques, le fluide a des propriétés intermédiaires a celles d’un
gaz et d’un liquide (Tableau I.1). Les fluides supercritiques possedent une viscosité et une
diffusivité proches des gaz, mais leur masse volumique les rapproche du liquide. Cette masse
volumique élevée confére aux fluides supercritiques la propriété d’étre de bons solvants. Leur
viscosité dynamique, proche de celle des gaz, favorise les transferts de matiere. De plus,
grace a leur diffusivité plus élevée que celle des liquides ainsi que grace a I’absence de
tension de surface, ils ont une meilleure pénétration dans les milieux poreux.

Les fluides supercritiques offrent la particularité d’avoir des propriétés ajustables non
seulement par la température, mais aussi par la pression ; ceci leur a valu d’étre qualifiés de
solvants a "géométrie variable". A température constante, une augmentation de la pression
entraine une augmentation de la masse volumique et donc une augmentation de leur pouvoir
solvant.

L’influence de la température sur la solubilité est plus complexe que celle de la
pression. Aux pressions élevées, quand le fluide est relativement incompressible, la solubilité
augmente avec la température suivant ainsi I’augmentation de la tension de vapeur du soluté.
Par contre, a des pressions intermédiaires proches de la P¢, le fluide est hautement
compressible et une faible augmentation de la température provoque une forte diminution de
la masse volumique et donc une diminution de la solubilité du composé. Il peut étre ainsi
utilisé comme solvant a un moment donné a I’instant suivant, simplement en diminuant sa
pression par exemple : I’étape de séparation solvant/produit est réduite a une detente, ce qui

évite des purifications par distillations, extractions liquide-liquide ou autres procédes.

Tableau 1.1. Comparaison des propriétés d'un gaz, d'un fluide supercritigue et d'un liquide
(ordres de grandeur) [10].

Masse Volumique p Viscosité p Diffusivité D
(kg.m?) (Pa.s) (m*s™?)
e o 01< p<?2 10°< p<3.10° 10°< D <4.10°
Fluide Supercritique 5 g
Tp 200< p <500 10°< p<3.10° 10%< D < 10.10°
C, C
T,.4p, 400 < p <900 3.10%< p<9.10° 2.10°®
Liquide . 3 0 -9
20°C 1 b 600 < p < 1600 210%< u<3.10 210"°<D <210
°C; 1 bar




Chapitre 1. La solubilité dans les fluides supercritiques.

En résumé, le fluide supercritique posséde plusieurs avantages par rapport au liquide:

- Grand coefficient de diffusion et I’absence de tension de surface.

- Faible coefficient de viscosité.

- Bonne capacité volumique.

- Bonne vitesse de dissolution.

- Solubilité, variable en modifiant la température ou la pression, ce qui facilite la
récupération de la substance dissoute.

- Propriétés physiques adaptables par « simple » changement de pression et/ou de
température.

Il existe un certain nombre de composés présentant des conditions supercritiques plus ou

moins accessibles (tableau 1.2). Le CO, et I’eau sont les deux fluides les plus utilisés.
Néanmoins, I’eau présente des inconvénients comme des coordonnées supercritiques élevées
et un effet oxydant, ce qui permet au CO, d’étre le fluide supercritique de choix pour un
grand nombre de domaines d’applications, [12].

Tableau 1.2. Propriétés critiques d’un certain composeés, [13].

Solvent T. (°C) P. (MPa) Solvent T, (°C) P. (MPa)
Acetone 235.1 4.70 Hexafluroethane 20 3.06
Ammonia 132.6 11.3 Methane -82.6 4.60
Carbone dioxide 31.1 7.38 Methanol 239.6 8.09
Cyclohexane 280.5 4.07 n-hexane 234.5 3.01
Diethyl ether 193.7 3.64 Propane 96.8 4.25
Diflioromethane 78.6 5.83 Propylene 91.9 4.60
Diflioroethane 113.7 4.50 Sulfur hexafluoride 45.7 3.76
Dimethyl ether 127 5.24 Tetrafluoromethane  -45.4 3.74
Ethane 32.3 4.87 Toluene 318.8 41.1
Ethylene 9.4 5.04 Trifluoromethane 26.3 4.86
Ethyne 35.3 6.14 water 374.3 22.1

1.2.3. Cas particulier du CO,-SC

Le CO; supercritique connait une utilisation importante au niveau industriel dans de
nombreux domaines d’applications, notamment pour : les applications pharmaceutiques, le
traitement des textiles, la polymérisation, I’extraction de produits naturels, les applications
alimentaires, le nettoyage, les applications de chromatographie par fluide supercritique et la
mise en ceuvre des polymeres.

Le CO;, est utilisé couramment pour plusieurs raisons :

- Il est facile a manipuler dans les conditions critiques puisque la T et la P, sont relativement
basses : P, = 73,8 bar et T, = 31,1°C (Figure 1.4).

- Non inflammable, inodore, le plus souvent chimiquement inerte, non polluant et non toxique.

- 1l est peu couteux (peu cher a la fabrication et sans cout d’élimination comparativement aux
solvants organiques).




Chapitre 1. La solubilité dans les fluides supercritiques.

- Il est disponible & une grande pureté.

- Il solubilise un grand nombre de solutés non polaires ou faiblement polaires dans le domaine
SC, la précipitation de ce soluté se fait ensuite par détente (retour du CO, a I’état gazeux)
d’ou I’absence de solvant résiduel a la fin du traitement et la récupération facile du CO,.

- Il présente un grand pouvoir de diffusion ainsi qu’une densité proche du liquide dans le
domaine SC.

- Le pouvoir solvant est important vis-a-vis des composés qui présentent une faible masse
molaire et diminue avec I’augmentation de la masse molaire du composé.

~ 20
[10]
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Figure 1.4. Diagramme de phase du CO,, [10].

1.3. Techniques expérimentales pour mesurer la solubilité dans CO,-SC
Typiquement la solubilité est définie comme la fraction molaire ou la fraction massique
de soluté dans le fluide supercritique qui est en équilibre avec la masse de soluté. La mesure
de la solubilité au début a été effectuée par Francis (1954) [14] et, depuis 1989, diverses
méthodes pour mesurer la solubilité dans les fluides supercritiques ont été examinées dans la
litterature. Ces méthodes peuvent étre divisees en deux grandes catégories : statique et

dynamique.

1.3.1. Les méthodes statiques

Dans ces méthodes, le soluté est autorise a étre en contact statique pour longtemps avec
le fluide supercritique afin d'atteindre I'équilibre. Selon I'échantillonnage et du type de
récipient haute pression utilisé, il y a trois méthodes : analytique, synthétique et
gravimétrique.
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1.3.1.1. Les méthodes analytiques

Dans cette methode, un récipient d'équilibre a volume constantes utilisée dans laquelle un
composé est équilibré avec une quantité connue de fluide supercritique. Un petit échantillon
de la phase fluide est prélevé et analysé pour la concentration du soluté. Le récipient de
I'échantillon est rempli de soluté, et puis le vide est appliqué pour éliminer l'air [15].

Des quantiteés connues de solvant (si nécessaire) et de dioxyde de carbone sont ensuite
pompés dans le systeme. Le fluide est autorisé a contacter le soluté par une pompe de
recirculation pour réduire le temps d'équilibrage. Une pompe magnétique est utilisée, car il a
un petit volume intérieur. Une fois I'équilibre est atteint, un petit volume d'échantillon est
étiré a l'aide d'une boucle d'échantillon fixé a la soupape de commutation. L'échantillon peut
étre envoyé directement a une Chromatographie liquide a haute pression pour l'analyse en
ligne ou collectées pour I'analyse hors ligne en utilisant d'autres techniques. Solubilité du
soluté, y», en fractions molaires est calculée en tant que le vide est appliqué pour éliminer
I'air [15].
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Figure 1.5. Appareil de base pour les mesures de solubilité en utilisant une méthode statique /
analytique, [15].

VP est une pompe a vide et une connexion pour le solvant de ringage ;
1-6 sont des vannes ;
P comprend des jauges de pression.

Etapes de I'opération :

a) Evacuer I'ensemble du dispositif avec toutes les soupapes ouvertes a I'exception des vannes 1 et 5;
b) Isoler I'appareil en fermant la vanne 6 ;
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c) Fournir CO, a partir du cylindre de l'appareil a une pression souhaitée par pression de
fonctionnement générateur et une vanne d'ouverture ;

d) Fermer la vanne 1 et faire circuler CO, en utilisant une pompe magnétique pour environ 2 heures
pour atteindre I'équilibre ;

e) Fermer les vannes 3 et 4 pour isoler le CO, + le mélange de (soluté, fluide) ;

f)  Ouvrir la vanne 5 pour libérer le mélange de (solvant, fluide) dans le piége ;

g) Circuler le solvant pour rincer le soluté déposé sur les murs ;

h) Analyser la solution dans le piége pour la concentration de soluté.

1.3.1.2. Les méthodes synthétiques

Une cellule de volume variable est utilisée pour ajuster les conditions de
fonctionnement. Typiquement, le récipient est équipé d'une fenétre en saphir pour des
observations visuelles. Une quantité fixe de soluté est dissoute en un montant connu de fluide
supercritique. Les conditions sont alors ajustées pour réduire progressivement la solubilité du
mélange et provoquer la précipitation. Le début de la précipitation, qui est, du point de
trouble, est enregistré comme une mesure de I'état de solubilité. Pour mesurer le point de
trouble, une propriété physique peut étre utilisé, dont d'abord dérivée par rapport aux
variables modulés subit un changement net lors de la transition de phase se produit. Pour un
soluté/fluide chargement donné, nombreux points de solubilité peut étre mesurée par la
variation de la température et de la pression de facon indépendante. Cette methode ne

nécessite pas de prélevement de I'échantillon ou de son analyse, [16].

_@
mO)
ﬁ

I

Figure 1.6. La cellule de volume variable utilisée dans la méthode statique/synthétique de mesure de
la solubilité, [16].

Les composants de la cellule de volume variable sont les suivants :

(1) Cellule de volume variable. (2) Pompe a vis. (3) Agitateur magnétique.
(4) Bar magnétique. (5) Ligne d'échantillonnage supérieure.

(6) Ligne d'échantillonnage inférieure. (7) la fenétre de saphir. (8) Bain thermostat.

(9) Source de lumiere. (10) Caméra du vidéo. (11) Un moniteur.
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Le procéde de synthése est trés commode pour la détermination des équilibres de
phase binaire et des limites de phases dans des mélanges a plusieurs composants. Les
mesures peuvent étre effectuées en un temps relativement court. Une autre caractéristique
intéressante de cette méthode est la faible masse du soluté nécessaire pour enquéter sur un
large éventail de composition. Des méthodes de synthese ne sont pas utilisables pour des
solutés qui ont le méme indice de réfraction que le CO,. La détermination du point de trouble
augmente avec la différence entre les deux indices de réfraction. Pour les systemes opaques
ou de solutés avec pres-CO indices de réfraction, des techniques alternatives non visuels ont
été proposées telles que I'utilisation de rayons X transmis pour déterminer une transition de

phase.

1.3.1.3. Les méthodes gravimétriques

Dans ce procédé, le soluté est maintenue dans un petit flacon a I'intérieur de la cuve
sous pression contenant un fluide supercritique [17]. Le couvercle de la fiole est tel que le
soluté dissous peut facilement pénétrer a travers elle, mais les particules de soluté ne peuvent
pas. Dans une expérience typique, un soluté de quantité connue est placé dans un flacon et le

récipient est rempli d'un fluide.

Ensuite, le fluide atteint le flacon, le soluté se dissout, et I'amene a. Au fil du temps, la
majeure partie du fluide atteint la méme concentration d'équilibre en tant que le fluide a
I'intérieur du flacon. Le récipient est ensuite uniquement dépressurisé, et la masse de soluté

restant dans la fiole est mesurée par gravimétrie.

Bien que le procédé soit relativement simple, il peut étre efficacement utilisé que pour
les matiéres solides qui présentent une solubilité supérieure & 10 en fraction molaire, qui ne
fondent pas dans les conditions expérimentales, et qui absorbent une quantité négligeable de
dioxyde de carbone. La modification par Isse et al. [18] étend cette méthode pour les matieres
solides de solubilité d'ordre 10™ en fraction molaire. Cette méthode n'a pas été largement
adoptée en raison de la faible précision.
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Figure 1.7. Cuve de pression utilisé dans la méthode statique/gravimétrique [17].

1.3.1.4. Les méthodes dynamiques

Dans cette méthode, le récipient est rempli d'un soluté, et un flux continu
supercritique est circulé a travers le récipient. Le taux du courant doux est utilisé de telle
sorte que le courant de sortie est supposé atteindre I'équilibre, qui est ensuite analysé pour la
concentration de soluté par chromatographique, spectroscopique, gravimétrique, et d'autres
techniques. Ici, on remplit soluté dans le récipient d'échantillon. Le flux continu de fluide

supercritique ou le mélange de fluide avec co-solvant sont maintenus.

Pour I'analyse en ligne, par exemple en utilisant un détecteur UV, le mélange de fluide
est transmis directement par I'analyseur pour la correction la ligne de base, puis le fluide est
autorise a passer a travers le récipient d'échantillon. Pour I'analyse hors ligne, I'échantillon est
collecté dans le solvant ou dans un piége froid pendant une période de temps donnée, puis

analysés pour quantité de soluté.
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Figure 1.8. Dispositif pour la détermination de la solubilité en utilisant un procédé dynamique, [19].

BPR : régulateur de contre-pression pour maintenir une pression constante dans le systeme.
SW : des vannes de commutation pour détourner les flux.

1.4. Méthodes de Modélisation de la solubilité des solutés solides dans les
fluides supercritiques

Trois grandes approches de modélisation ont été utilisees pour modéliser la solubilité d'un
soluté solide dans les fluides supercritiques : équations d'état (EdE), techniques
d’intelligences computationnelles et les équations semi-empiriques. Il convient de mentionner
que ces trois approches reposent davantage sur les données expérimentales et par conséquent,
leur utilisation en dehors de la gamme de données expérimentales a partir de laquelle les

modeles ont été obtenus n'est pas sire.

1.4.1. Modélisation par les équations d’état

Une équation d’état exprime mathématiquement la relation entre la pression, la
température et le volume molaire d'un systeme donné, afin de décrire les propriétés
thermodynamiques des fluides ainsi que la prediction des équilibres de phases. Il existe une

tres grande variété d'équations d'état dont la plupart sont applicables dans des conditions

-14-



Chapitre 1. La solubilité dans les fluides supercritiques.

précises et pour des composés particuliers, mais principalement elles peuvent étre classées
selon les trois catégories distinctes suivantes, [20] :

- Equations d'état du type du Viriel qui sont les plus simples et qui représentent des déviations
assez modestes par rapport a I'idéalité de la phase vapeur.

- Les équations d'état cubiques qui représentent raisonnablement bien le comportement des
phases liquide et vapeur pour les systémes faisant intervenir des molécules non polaires, pour
des intervalles de température et de pression assez limités. Cependant elles sont assez simples
a manipuler mathématiquement.

- Les équations d'état applicables pour de larges intervalles de température et de pression : elles
sont du type de Lee-Kesler qui est une version assez générale de celles du type de Benedict-
Webb-Rubbin (BWR). Elles sont assez complexes a manipuler numériquement.

Aussi selon la nature des équations les classes suivantes peuvent étre distinguees :

- Les équations d'état de nature empirique, qui contiennent un grand nombre de parametres
spécifiques aux constituants et aux conditions de pression et de température dans lesquelles ils
sont étudiés engendrant des domaines ou elles se révélent assez précises.

- Les équations d’état théoriques, qui sont basées sur la thermodynamique statistique. Le
nombre de paramétres de ces équations est assez faible et présentent un sens physique réel.
Elles peuvent étre utilisées dans un large intervalle de conditions mais sont moins précises
que les précédentes et sont assez complexes a appliquer.

- Les équations semi-empiriques, qui combinent les caractéristiques des deux types précédents.
Les plus connues sont les équations d’état cubiques. Elles s'appliquent avec précision dans le
domaine des hautes pressions et températures. Cependant les équations les plus connues et les
plus souvent utilisées dérivent directement de I’équation de Van der Waals (VW) (1873).

L’ application des équations d’état a été étendue aux cas des melanges de composés d’ou
I’introduction de regles de mélanges destinées a prendre en charge la présence simultanée de
composés différents dans le systeme. Ceci, comme mentionné, auparavant souléve le probleme du
choix de la combinaison équation d’état-regle de melanges la plus adéquate. Une multitude de

regles de mélange sont également proposées dans la littérature.

1.4.1.1. Forme générale
Pour un corps pur, Van der Waals proposa I’équation suivante, [21] :

RT i
P=VTbi_% (ll)

Les deux parametres a; et b;, sont caractéristiques du corps pur considéré, sont constants et

sont exprimés comme suit :
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a; = Q, P (1.2a)
b, =Q, Rpicl;i (1.2b)
Avec
Q=2 et Q,=:

Cette equation nécessite la connaissance des deux coordonnées critiques du corps pur i,
la température critique (T¢;i) et la pression critique (Pc;). Elle comprend un terme de
répulsion qui prend en compte le volume des molécules par I’intermédiaire du parametre b
(covolume) et un terme d’attraction qui dépend du paramétre a.

Le terme équation d’état cubique vient du fait que le volume V est élevé aux puissances de 1,
2 et 3 dans cette équation. La majorité des équations a deux parameétres peuvent étre

exprimees comme suit :

p="24__2

V-b  v2+ubv+wb?

(1.3)

Avec u, v et w pouvant prendre des valeurs entiéres dans l'intervalle [-2, 0].

Les parametres a et b dépendent des forces d’attraction et de répulsion respectivement, qui
existent entre les molécules. Le paramétre b est connu comme le covolume, et les deux
parameétres sont calculés a partir des propriétés critiques des corps purs, comme montré dans
la section suivante.

Une expression équivalente a I’équation (1.3) peut étre exprimée comme suit :

Z3— (1 +b' —Ub)Z%+ (a' +wb'? —Ub —Ub'*)Z —a'b' —wb'> —wb'> =0 (1.4)

apP ; _ bP

Avec Z étant le facteur de compressibilité et a' = — ; =
(RT)? (RT)

1.4.1.2. L’équation d’état de Viriel

L’equation d’état de Viriel est un développement polynomial infini en pression ou en
densité (inverse de volume), [22].

Cette équation a été proposée en premier par Thiesen en 1885 sur des bases empiriques,
et représente le comportement volumétrique d’un fluide réel peu dense, a partir de la
référence gaz parfait, [23].

La forme de cette équation, tronquée a I’ordre de 2 est :

B C
Z=1+424—+- (1.5)
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Ou les coefficients B, C, ... sont appelés respectivement second, troisiéme, ... coefficient du
Viriel et sont associés respectivement aux interactions entre particules élémentaires deux a
deux, trois a trois, .... Pour un fluide pur, les coefficients du Viriel ne dépendent que de la
température. On peut aussi exprimer le développement en facteur de compressibilité en
fonction de la pression sous la forme :

Z=1+B'P+CP>*+D'P3+-- (1.6)

Dont les parametres sont liés aux coefficients du Viriel par des relations dont nous ne citons
que les deux premieres :
B C — B?

B=— e C=-—
rRT °© R2T?

Ces développements en série ne sauraient étre considérés comme une équation d’état,
puisqu’ils comportent un nombre infini de termes dont la valeur est inconnue et la sommation
impossible. Par contre, leur troncature a donné naissance aux « équations d’état du Viriel »
que I’on caractérise par I’ordre de la troncature et par la nature du développement dont elles
sont dériveées, selon gu’il soit en volume ou en pression. Ainsi I’équation de van der Waals

détaillée dans le prochain paragraphe s’écrit :

Z=1+Q§ﬁ+%+%+m (1.7)
Soit, la contribution du gaz parfait (le 1) complétée par des termes proportionnels a b, la
correction du volume liée a la taille finie des molécules.

Il existe différentes méthodes pour déterminer les coefficients des équations d’état du
Viriel, notamment les coefficients B et B’, soit a partir de données expérimentales, soit a
partir de corrélations, [21]. L’équation du Viriel est souvent issue du développement du
Viriel tronqué au second ou au troisieme terme. Elle est appliquée uniquement aux systémes
monophasiques gazeux, puisqu’elle est limitée théoriquement et en pratique aux basses

pressions.

1.4.1.3. Les équations d’état cubiques
a. L’équation d’état de Van der Waals
Historiquement le développement des EdE a été largement empirique. 1l y a plus d’un
siecle, Van der Waals proposa sa premiere version de son EdE. Depuis, plusieurs

modifications ont été proposées pour ameliorer la corrélation et/ou la prédiction des
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propriétés volumétriques, thermodynamiques et les équilibres de phases. Bien que I’équation
de Van der Waals ne soit pas précise pour la plupart des applications, elle est considéree
comme la contribution majeure dans le domaine depuis la premiére tentative de

représentation du comportement PVT par Boyle au 17:= siecle. En effet I’équation de Van der

Waals n’est qu’un cas particulier de la forme générale des EdE cubiques (0=0, €=0, n=b,

®=a), [24].
[©]
_ v (E)V(V—n) _ 7rep att
Z= V-b (V=b)(VZ+8V+e) 2’ +z (18)
Qui donne :
v
Z = m - % (|9)

Le premier terme est le terme de répulsion, ‘sphere dure’, contenant le paramétre de

covolume b, qui prend en compte le volume propre des molécules et qui doit étre inférieur a

V tandis que le deuxieme est le terme d’attraction contenant le paramétre @ , qui représente
une mesure des forces d’attraction entre les molécules. L’EdE de van der Waals était la
premiére a prédire la coexistence de phases liquides et vapeur. Les concepts développés par
van der Waals sur la distinction entre les forces de répulsion provoquées par taille
moléculaire et les forces de cohésion provoquées par l'attraction moléculaire demeurent
toujours en tant que base de plusieurs théories au sujet de la prédiction des propriétés des
liquides et des simulations sur ordinateur basées sur la mécanique statistique. En outre, ces
idées sur l'existence d'une équation continue reliant les états liquide et vapeur, selon le
principe des états correspondants, et sur I’élargissement de I'EJE des corps purs aux
mélanges par l'utilisation des régles de mélange ont contribué considérablement aux
développements actuels dans ce domaine.

Toutes les équations cubiques sont des améliorations de celle de Van der Waals.
Dans le but de mieux représenter les propriétés volumétriques des fluides.

b. L’équation d’état de Redlich et Kwong
Redlich et Kwong (1949) ont proposé une modification empirique du terme
d’attraction de Van der Waals en introduisant une variation du paramétre a avec la
température (tableau 1.2). Ceci permet d’ameéliorer le calcul des masses volumiques, en

particulier en phase vapeur. Par contre, les prédictions de la masse volumique liquide restent
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médiocres. Cependant, il a été remarqué que les équations d’état cubiques a deux paramétres
ne peuvent représenter avec une précision satisfaisante a la fois le comportement

volumétrique et les tensions de vapeur, et qu’il convient de choisir une priorité.

c. L’équation d’état de Soave
Soave (1972) a appliqué I’équation d’état de Redlich-Kwong dans calcul des tensions
de vapeur des hydrocarbures en modifiant I’expression du parametre a devenu fonction de la

température et du facteur acentrique de Pitzer.

d. L’équation d’état de Peng et Robinson

En 1976, Peng et Robinson ont apporté en plus de la modification du terme
d’attraction a, une nouvelle expression pour le terme de répulsion b. Le progrés est sensible
pour le calcul des masses volumiques en phase liquide. En outre, le facteur de compressibilité
critique est mieux estime.

Les équations de Peng-Robinson (PR) et de Soave-Redlich-Kwong (SRK) sont
largement utilisees dans I’industrie, particulierement dans le domaine de raffinage. Leurs
avantages résident dans le fait qu’elles nécessitent peu de données expérimentales (les
coordonnées critiques et le facteur acentrique), un temps de simulation relativement court et
surtout qu’elles conduisent a une bonne estimation des équilibres liquide-vapeur. Par ailleurs,
ces équations présentent d’importantes limitations ; par exemple, les densités des liquides ne
sont pas correctement évaluées.

L application des équations cubiques est limitée aux zones relativement diluées. Dans
cette zone, les résultats obtenus avec I’équation de Peng-Robinson et, dans une moindre
mesure, avec celle de Redlich-Kwong (RK) se superposent aux données extraites de NIST. Il
en est de méme pour I’équation de Redlich-Kwong-Soave (SRK). Dans la phase dense, les
résultats sont plus contrastés ;

Peng-Robinson (1976) ont surévalué légérement la masse volumique contrairement a
Redlich-Kwong. Les équations de Redlich-Kwong-Soave et Peng-Robinson sont les plus
utilisées et sont les mieux adaptées pour calculer la densité en phase dense comme en phase

légére.
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Tableau 1.3. Les différentes équations d’état cubiques, [25].

Equation u W a b
27 R*T? RT,
Van des Waals 0 0 < =
64 P, 8 P
. 0.42748 R?T2*5 0.08664 RT,
Redlich-Kwong 1 0 - ¢ - ¢
P.TOS P.
0.42748 R*T?
| - [ fw) A= TP
Redlich-Kwong-Soave 1 0 Fe 0.08664 RT,
avec f(w) = 0.48 + 1.574w — 0.176w? P,
0.45724 R*T?
o [ fw) A= TSP
c
Peng-Robinson 2 -1
9 avec f(w) = 0.37464 + 1.54226w m

P
—0.26992w? ‘

1.4.1.4. Les équations d’état complexes
Les équations d’état complexes se basent sur la théorie moléculaire qui se divise en
deux catégories : les EJE pour les chaines moléculaires et les EJE pour les fluides associatifs.
a) Les EdE pour les chaines moléculaires
Les EdE qui entrent dans cette catégorie sont par exemple I’EJE de la théorie de la
chaine dure perturbée (PHCT) de Beret et Prausnitz (1975) qui traite les molécules comme
chaines de segments. Pour réduire la complexité mathématique de cette EJE Kim et al.
(1986) ont proposé une version simplifiée de la théorie de la chaine dure perturbée (SPHCT).
L’EdE basée sur la théorie de la chaine dure perturbée (PHCT) s’écrit selon la forme
générale, [26]:
7 =27+ R“W (1.10)
Le terme Z™ représente le coefficient de compressibilité de la chaine dure (hard chain).
L’EdE de la théorie de la chaine anisotrope perturbee (PACT) prend en considération les
effets des différences de la taille et la forme moléculaire, et les forces intermoléculaires y
compris les forces anisotropes dipolaires et quadripolaires. En termes de coefficient de
compressibilité, I'équation d'état de PACT peut étre écrite sous la forme :
Z=1+2Z"eP  7i0 4 zon (1.12)
Les exposants rep, iso et ani désignent les contributions des forces de répulsion, les

interactions isotropes et les interactions anisotropes respectivement.
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b) Les EdE pour les fluides associatifs

Parmi les nombreuses EJE qui entrent dans cette catégorie on peut citer I’EdE de la
théorie statistique des fluides associatifs (SAFT) proposée par Chapman et al. (1989) [27],
I’EdE cubique plus association (CPA) proposée par Kontogeorgis et al. (1996) [28] qui
englobe une équation d’état cubique (SRK) plus un terme a fondement théorique basé sur la
théorie de perturbation thermodynamique tenant compte de I’association, I’EdE de la théorie
statistique de la chaine perturbée de fluides associatifs (PC-SAFT) proposée par Gross et
Sadowski (2001) [29], et ’EdE de la théorie de la chaine associée anisotrope perturbée
(APACT). Bien que la formulation mathématique de I’EdE puisse étre écrite de différentes

manieres, dans toutes les EJE de cette catégorie, on trouve un terme qui tient compte de

I’association des molécules a travers un ou deux sites liant de la molécule.

Tableau 1.4. Avantages et inconvénients des EdE cubiques de type van der Waals, [2].

Avantages

Inconvénients

a. La forme polynomiale cubique par rapport au
volume facilite relativement le calcul

a. Les données PVT réels suivent plut6t une forme de
degré 4 par rapport au volume

b. Présentent un comportement aux limites correct,
V—b quand P—o

b. Les deux termes, attractif et répulsif, sont imprécis,
comme le montre la simulation moléculaire

c. Les imprécisions connues des termes attractifs et
répulsifs s’annulent quand les EJE sont employées
pour calculer les propriétés des fluides en particulier
I’ELV.

c. Les EdE cubiques ne peuvent pas représenter toutes
les propriétés de fluide dans tous les domaines de P et
deT

d. Pour la plupart des applications, les EJE cubiques
peuvent étre ajustées pour donner des valeurs
précises des  propriétés  volumétriques ou
thermodynamiques

d. La dépendance de la température de la constante du
terme attractif n'est pas bien connue ; le Covolume b
semble dépendre de la densité, mais cette dépendance
n’est pas encore établie.

e. L’extension des EdE aux mélanges est
relativement facile par I’utilisation des régles de
combinaison et de mélange de toutes sortes de
complexité

e. Puisque les interactions entre des molécules
différentes sont inconnues, la plupart des régles
de mélange et de combinaison sont empiriques,
et nécessitent des paramétres d'interaction
binaires a ajuster.

f. Les EdE cubiques conviennent a l'application de
réegles de mélange modernes qui incluent les modeles
de I'énergie libre de Gibbs ou des paramétres
dépendant de la concentration

f. Dans les applications aux mélanges complexes,
plusieurs parameétres d’interaction binaires pourraient
étre nécessaires, méme avec l'utilisation de regles de
mélange modernes.

1.4.2. Modélisation par les modeéles semi-empiriques

La solubilit¢ d'un solide pur non volatil dans un fluide supercritique (y2), est

déterminée a partir des relations thermodynamiques classiques en comparant les fugacités

dans la phase solide et dans la phase supercritique pour chaque composant. Ce critére
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d'isofugacité pour ce systéme binaire est réduit a une équation, car le solvant est supposé
insoluble dans la phase solide :
S = (1.12)

La fugacité de la phase solide est donnée par :
S
£ = P os expl i (P = B)] (113)
La fugacité du soluté solide dans la phase supercritique est donnée par :
f2¢ =43P (1.14)
Ici, p3€ est le coefficient de fugacité du soluté solide dans la phase supercritique.

Combinaison d’équations. (1.12) - (1.14) donne I'expression de la solubilité de la fraction

molaire :

sub sat
3

v = L2 exp [ P — P (1.15)

Equation (1.15) montre que la solubilité est le produit du solubilité idé

correction connu sous le nom de facteur de rehaussement qui refléte la non-idéalité de la

t ¢2

phase supercritique par le rappor P et I’effet de la pression sur la fugacité du solide,

comme il est connu pour les liquides, par le terme exponentiel appelé facteur de Poynting. De
plus, pour les solides de tres faible volatilité, comme c'est le cas avec de nombreux
médicaments solides, la pression de sublimation est tres basse et les valeurs du coefficient de
fugacité saturée du solide, ¢p3%*, sont tres proches de un. L expression de la solubilité solide

du soluté est ensuite réduite a

P§¥P 1

- zexp[ (P — Ps0)] (1.16)

Y2 =

En fait, cette équation donne la solubilité sous une forme implicite parce que <|>~§C est une

ZSCF

fonction de y,, T, P et (le coefficient de compressibilité de la phase supercritique), elle-

méme fonction de y,, T et P.

b3 = (T, P, 2°", ) (117)
Z5CF = Z(T,P,y,) (1.18)
Les équations. (1.16)-(1.18) constituent la base de calcul de la solubilité d'un soluté solide
dans un SCF par un EdE. La qualité des prévisions ou des corrélations dépend de I'EdE, et
méme pour le méme EdE, cela dépend aussi des regles de mélange. De plus, cette méthode
nécessite les propriétés du soluté, et les calculs sont trés sensibles a la précision des propriétés

du soluté, [30,31]. Si on prend le logarithme de I’équation (1.16) :
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S s psub
lnyz=1nPZS”b—lnP—ln¢gC+%.§—V2;2 % (1.19)

Pour T et P donnes, les propriétes volumétriques du solvant sont régies par I’équation (1.20) :

P = ZRTp, (1.20)

La combinaison des équations (1.19) et (1.20), on peut relier la solubilité du soluté a la densité
du solvant et au coefficient de compressibilité du solvant pur a la température et a la pression
considéreée :

vspsub 1
R 'T

Iny, = InP5¥? —In(ZRTp,) — In d3¢ + V5 Zp; — (1.21)

Bien que I'équation (1.21) donne la solubilité sous une forme implicite complexe, comme
mentionné précédemment, elle montre comment la solubilité du soluté pourrait étre liée a la
densité du solvant supercritique. Un modéle basé sur la densité peut étre considéré comme
une simple approximation empirique du coté droit de I'équation (1.21) qui ne nécessite aucun
parameétre de soluté contrairement aux modéles EdE.

Puisque les propriétés volumétriques (P, T, p) a I’état supercritique sont régies par la
regle de phase ainsi que la relation est :

_ %: R—-Ila-p (1.22)

Ou Z est le coefficient de compressibilité et R la constante universelle des gaz parfaits.
Ceci signifie qu’a une température donnée, la pression est proportionnelle a la densité :

P=ZRTp (1.23)
Les modeles fondés sur la densité pour la corrélation de la solubilité d'un soluté solide dans
une phase dense ont considerablement évolué depuis les travaux de Stahl et al. (1978) [32].

La section suivante rapporte I’évolution de la modélisation semi-empirique de la
solubilité de solutés solides dans les fluides supercritiques dans les quatre derniéres

décennies.

1.4.2.1. Modele de Chrastil

Le modele de Chrastil (1982) (CH) [33], est le premier modele basé sur la densité du
solvant a étre proposé. Il est basé sur la théorie qui suppose qu’a I'équilibre un complexe de
solvant est formé par association du soluté dissous et k molécules du solvant (k est le nombre

d’association). La théorie de Chrastil a menee au développement d'un modele qui relie la
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solubilite du corps dissous et la densité du solvant pur. Cette relation est exprimée par
I’équation (1.24) [33]:

InyZ:aO+a1Inp1+% (1.24)

y» la solubilité en fraction molaire du soluté solide, p; la densité du solvant supercritique, T la
température absolue, ag, a; et a, les paramétres ajustables du modele. Le parameétre a; est
équivalent au nombre d’association, tandis que le parametre a, multiplié par la constante
universelle des gaz R représente approximativement la chaleur totale de la réaction qui est la
somme de la chaleur de dissolution et de la chaleur de vaporisation (4Hgtae= -a2R).
L’équation de Chrastil comporte de nombreuses limitations. Si la solubilité du soluté est
trés importante (supérieure & 100-200 kg.m™) ou si la plage de température étudiée est trop

vaste, I’équation doit étre corrigée pour fournir des résultats corrects.

1.4.2.2. Modele d’Adachi et Lu

Adachi et Lu (1983) (AL) [34] ont modifié I'équation de Chrastil pour améliorer la
modélisation de la solubilité de triglycérides. 1l faut noter que dans les modéles de Chrastil, le
nombre d'association est supposé constant et indépendant de la densité ou de la température.
Adachi et Lu (1983) ont modifié le nombre d'association en polynéme du second ordre de la

densité du fluide supercritique. Ils ont proposé I’équation:

Iny, = 2YIn p, +4
Ny, =ay+ (@ +a0 +agor)Inp +—

T (1.25)
En employant I’équation (1.25), ils ont constaté une réduction significative de I’erreur entre la

solubilité expérimentale et calculée.

1.4.2.3. Modele de Del Valle et Aguilira

L’étude de la solubilité menée sur des huiles végétales dans le CO, supercritique,
Del Valle et Aguilera (1988) (dVA) [35] ont montré que la variation de (&, +a2/T) en
fonction de (1/T) (équation (1.25)) pour une serie d'isothermes est une droite de pente a,
représentant une fonction des enthalpies de dissolution et de la vaporisation du corps dissous.
Pour tenir compte du changement de l'enthalpie de la vaporisation avec la température,

I'équation modifiée de Chrastil est donnée ci-dessous :

a, , aj
Iny2:a0+alln,ol+?+_l_—2 (1.26)
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1.4.2.4. Modele de Kumar et Johnston

Le modele de Kumar et Johnston (1988) (KJ) [36] provient de leur observation de la
relation qui existe entre le logarithme de la solubilité (In(y2)) et le logarithme la densité
(In(p1)) et dans certains cas entre le logarithme de la solubilité (In(y,)) et la densité (p;)
dépendent du systéme et ni I'une ni l'autre ne peut étre généralisée. Ainsi leur modéle se

présente sous la forme suivante:
aZ
Iny, = +a; +2 (1.27)

De méme, le parametre a, est lié a la chaleur totale de la réaction qui est la somme de

la chaleur de dissolution et de la chaleur de vaporisation (4Hgtale= -a2R).

1.4.2.5. Modele de Bartle et al.

Bartle et al. (1991) (BR) [37] ont proposé un nouveau modele empirique pour décrire la
relation entre la solubilité et la densité du solvant supercritique. Ils ont noté qu'une expression
linéaire pourrait exister entre le facteur d’amélioration de la solubilité (E) du soluté dissous et

la densité du solvant comme suit :
INE =k, +k,p, (1.28)

Le facteur d’ameélioration E qui représente le rapport de la solubilité réelle sur la

solubilité idéale est défini comme :
E=y,P/P} (1.29)

Ou st”b est la pression de sublimation du soluté solide. Les paramétres ko et ky du modéle

sont obtenus par régression des données expérimentales. Selon ces auteurs, ce formalisme
permet la corrélation de la solubilité du corps dissous aux différentes températures par une
seule équation simple. Cependant, I'équation ci-dessus est strictement limitée aux systéemes

pour lesquels la pression de sublimation du corps dissous est disponible. Pour cette raison,

Bartle et al. ont reformulé I’équation (1.29) en introduisant une pression de référence, pref , de

1 bar et d'une densité de référence, ,olIrEf , de 700 kg/m®. Cette derniére a été choisie puisque

elle figure habituellement dans le domaine des données expérimentales a toutes les
températures. En appliquant la définition du facteur d’amélioration de I’équation (1.28) et la

relation InP** = A+ B/T pour la pression de sublimation, le modele de Bartle et al. s’écrit :

P efy @
In%=a0+a1(p1_p1f)+?2 (1.30)
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Dans ce modele, le parametre a, peut étre directement utilisé pour estimer la chaleur de
vaporisation du corps dissous (4H'®= -a, R). Basé sur les valeurs de 4H"* et I’enthalpie
totale de la réaction, les enthalpies de dissolution peuvent étre calculées pour chaque systéme

soluté solide/solvant.

1.4.2.6. Modele de Gordillo et al.
Le modele empirique de Gordillo et al. (1999) (GO) [38] est presque identique a celui
de Yuetal. (1994) :

Iny, =d, +d,P+d,P? +d,PT +d,T +d.T? (1.31)
Les constantes d,, & ds sont les paramétres ajustables du modéle. Les auteurs du modéle ont

signalé la supériorité de leur modéle par rapport aux modeéles de Chrastil, del Valle et
Aguilira et Yu, pour la corrélation des données expérimentales de la solubilité de la

pénicilline G dans le CO;, supercritique.

1.4.2.7. Modele de Mendez-Santiago et Teja
Le modéle proposé par Méndez-Santiago et Teja (1999) (MT) [39] est basé sur la
théorie des solutions diluées pour laquelle le facteur d’amélioration est une fonction de la
densité du solvant. Le modele est exprime par I’équation :
TInNE=A+Bp, (1.32)

Les constantes A et B sont les paramétres ajustables a partir des données
expérimentales. L’équation de Méndez-Santiago et Teja est une abréviation de I’expression

donnée par Harvey (1990) :

Vz (P - PZSUb)
R

TInE=-[A+B(p,—p.)]+ -Tlng, (1.33)

Ou p,,est la densité critique du solvant, V; est le volume molaire du soluté solide et ¢ est le

coefficient de fugacité du solvant. Bien que Harvey (1990) a mentionné que le tracé de

TInE = f(p,) devrait aboutir & une droite si les deux derniers termes de son équation sont

négligés, il n’a, cependant, pas testé la validité de cette approximation contre des données
experimentales. Méndez-Santiago et Teja ont constaté la dominance du premier terme et ils
ont montré que les constantes A et B sont indépendantes de la température de telle sorte que
les données de solubilité a différentes températures se situent sur une ligne droite en accord
avec I’équation (1.32). Par conséquent, les auteurs du modele I’ont proposé comme un

excellent test d'uniformité des données de la solubilité pour différentes isothermes.
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Bien que Méndez-Santiago et Teja n’aient signalé aucune limite supérieure pour la
densité dans I'Eq (1.33) en termes de comportement linéaire, ils ont noté une limite pour les
faibles densités égale environ a 0.5 la densité critique du solvant. Dans plusieurs cas, la
pression de sublimation du solide n'est pas disponible, pour cela Méndez-Santiago et Teja
(1999) ont proposé une autre équation pour le cas ou la pression de sublimation est inconnue.
Ce modéle est obtenu en substituant la pression de sublimation du soluté solide par une
expression a deux constantes du type Clausius—Clapeyron pour la pression de vapeur et qui
conduit a I’expression :

Tiny,P=A+B'p, +C'T (1.34)

Ou A',B'etC' sont les constantes ajustables par régression des données expérimentales.

1.4.2.8. Modele de Sung et Shim

Sung et Shim (1999) (SS) [15] ont montré que la température a une influence sur la
solubilité et ont indiqué que les isothermes de solubilité était linéaire mais leurs pentes
diminuaient avec la température. Le nouveau modéle de KJ modifié, fonction de la

température est représenté sous la forme suivante :
C C
In y2=(C0+?1)In,ol+?2+C3 (1.35)

Les parametres C, a C,sont obtenus par régression des données expérimentales

1.4.2.9. Modele de Jouyban et al.

Apres avoir passé en revue la littérature sur les données expérimentales de la solubilité
des solutes solides dans les fluides supercritiques et les modeéles existants Jouyban et al.
(2002) (JB) [40] ont constaté : (a) la relation non linéaire entre le logarithme de la solubilité
et pression en conditions isothermes, (b) la relation non linéaire entre le logarithme de la
solubilité et la température en conditions isobares et (c) la relation linéaire entre le logarithme
de la solubilité et le logarithme de la densité du solvant dans un certain domaine de pression
et de la température. Ils ont alors proposé un modele empirique qui tient compte de ces

différentes constatations :
Iny2=M0+M1P+M2P2+M3PT+M4-|-E+M5In,o1 (1.36)

Les parametres M, a M sont obtenus par régression des données expérimentales
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1.4.2.10. Modeéle de Sparks et al.

Sparks et al. (2008) (SP) [41] ont évalué la capacité des modeles de Chrastil, Del
Valle et Aguilera, Adachi et Lu, Méndez-Santiago et Teja, et Bartle et al., a corréler avec
précision la solubilité des solutés solides dans les fluides supercritiques. 1ls ont choisi dans
cette évaluation six systemes binaires (solide + CO, supercritique) avec trois isothermes
chacun. lls ont constaté I’échec de ces modeles quand la densité réduite du solvant est
inférieure a un. En outre les modéles de type Chrastil présentent une incohérence
dimensionnelle. 1ls ont alors reformulé ces modéles sous formes adimensionnelles et ont
proposé un nouveau modele qui porte les solutions a ces deux critiques. Ce modele est basé
sur ceux d’Adachi-Lu et del Valle-Aguilera dont ils présentent, selon les auteurs, une
amélioration par rapport au modéle de Chrastil. Cependant il existe des cas ou le modéle
d’Adachi-Lu est meilleur que le modéle de del Valle-Aguilera et vice versa, car le premier
corrige l'effet de la densité sur la solubilité tandis que le deuxiéme corrige I'effet de la

température sur la solubilité.

La combinaison des deux modéles sous formes adimensionnelles donne:

C; :pr(io+a1pr,1+azpr2,1) exp[bo +%+$_22j (|37)
* T

Avec c, :C—Z; Pra =P T =— (1.38)
pc,l pc,l Tc,l

a,,a,,a,,b,,b, et b, sont les parameétres ajustables a partir des données expérimentales ; C, la
solubilité, en gramme par litre, du soluté solide dans la phase supercritique ; ,ocll,TCl1 sont
respectivement la masse volumique critique et la température critique du solvant.
1.4.2.11. Modéle de Garlapati et Madras

Garlapati et Madras (2009) (GM1) [42] ont modifié le dernier modele de Chrastil. Ils
ont trouvé une relation linéaire entre In (y2) et In (p1 T) dans une certaine gamme de densite

et de température et ont relié la solubilité d'un écartement dans SCFS a la densité et a la

température
G,
In y2 :Golnp1+?+Gz (|39)

Ou Go-G; sont des parameétres ajustables a partir données expérimentales.
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1.4.2.12. Modeéle de Garlapati et Madras

Dans une deuxieme étude, Garlapati et Madras (2010) (GM2) [43] ont utilisé une base
de données de 15 composés avec un total de 727 points expérimentaux pour comparer leur
nouveau modele, cette fois de cing parametres, au modeéle de Jouyban et al. (2002) sur

lequel ils se sont basés. Leur modele est le suivant :
INY, = My + (M, + M) In gy + 22 4 M, In(o,T) (140

Ou Mo-M, sont des parametres constantes ajustables a partir données expérimentales.

1.4.2.13. Modeéle de Jafari Nedjad et al.
Jafari Nedjad et al. (2010) (NJ) [44] eux aussi se sont bases sur les constatations de
Jouyban et al. (2002) pour proposer un modele empirique a quatre parametres :
Iny,=J,+J,P*+J3,T°+J,Inp, (1.42)
Jo-J3 sont les paramétres du modeéle ajustables a partir des données expérimentales.
1.4.2.14. Modéle de Ch et Madras
Basé sur la théorie d’association Ch et Madras (2010) (ChM) [45] ont présenté un

modele a quatre parametres :

p a
Y, :(P*j exp(?+bpl+c] (1.42)

OU P” est une pression de référence égale a 0.1 MPa, et k, a, b et ¢ sont les paramétres du
modele ajustable a partir des données expérimentales.

1.4.2.15. Modéle de Bian et al.

Dans leur étude Bian et al. (2011) [46] ont utilisé une base de données de 54
composés avec un total de 1321 points expérimentaux pour comparer 11 modeles semi-
empiriques ((Chrastil, Adachi-Lu, del Valle-Aguilera, Kumar-Johnston, Méndez Santiago-
Teja, Gordillo, Jouyban, Sparks, Garlapati-Madras, et Ch-Madras). Ils ont ensuite utilisé ces
résultats ainsi que les constatations des études précédentes pour proposer un nouveau modeéle
qui a donné la meilleure qualité de corrélation pour la base de données considérée. Leur

modéle comporte cing parametres :
a+m
c, = pleoranre/im) exp(—_l_ Py +bj (1.43)

Ou eg, €1, €2, a, m, et b sont les six parametres du modeéle et C, la solubilité du soluté
solide dans le CO; supercritique en g/litre.
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1.4.2.16. Modéle de Keshmiri et al.
Afin de fournir des calculs de solubilité plus précis en utilisant moins de paramétres
ajustables, Keshmiri et al. (2014) [47] ont proposée I'équation empirique suivante :
Iny, =a, +i+a2P2 +(3.3 +&j|npl
T T (1.44)
ao, ai, az, as, as. sont les paramétres du modeéle ajustable a partir des données

expérimentales.

1.4.2.17. Modeéle d’Amooey

La corrélation des données expérimentales sur la solubilité a l'aide des équations
précedentes a donné des résultats mediocres. Ali Akbar Amooey (AAA) (2014) [48] a tenté
de présenter une approche permettant de corréler la solubilité des solutés dans le CO, avec
une précision élevée, par comparaison avec d'autres méthodes empiriques utilisant la densité
et la température.
L’équation (1.45) présente la corrélation pour I'estimation de la solubilité du médicament en
fonction de la densité de CO, (p) et de la température (T) au moyen d'analyses de régression
multiple. Les unités de densité (p) et de température (T) sont exprimées respectivement en
Kg.m?, Kelvin. Cette corrélation a neuf parametres ajustables (ao - as).

a,+a,/p+a,/p’+a,InT +a,(InTY
1+a,/p,+a,InT+a,(InT) +a,(InT )’

Iny, =
(1.45)

1.4.2.18. Modéle de Hozhabr et al.
Hozhabr et al. (2014) [49] ont réarrangé I’équation de Mendez-Santiago et Teja et ont
inséré une nouvelle constante. La nouvelle équation empirique établie pour corréler les

données de solubilité dans SCF est représentée comme suit:

Iny, =a, +%+%—a3 InP

(1.46)
Ou ap - a3 sont les constantes du modele pouvant étre obtenues en ajustant des données de
solubilité expérimentales. La nouvelle équation montre la relation non linéaire entre In y, et
In P dans des conditions isothermes, une relation non linéaire entre In y, et la température
dans des conditions isobares, une relation linéaire entre In y, et la densité dans une certaine

plage de pression et de température.
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1.4.2.19. Modéle de Khansary et al.
Khansary et al. (2015) [50] ont basé sur les relations fondamentales existantes et ont
été considéré comme des regles empiriques pour le nouveau modele développé:

Relation non linéaire entre les conditions inisothermiques In(y,) et la pression.
Relation non linéaire entre les conditions inisobariques de In(y,) et de la température.
Relation non linéaire entre In(y,) et la température lorsque la densité est constante.
Relation non linéaire entre les conditions inisothermiques In(y.) et la densité.
e. Relation linéaire entre In(y;) et In p.
Afin de fournir des calculs de solubilité plus précis, le développement d'un modéle précis a

oo ow

été proposé en comparaison avec d'autres modeéles de la littérature.

2

Inyzz%+a1P+az_l_P +(a,+a,P)Inp, (1.47)

Ou ap — a4 sont les parametres ajustables.
1.4.2.20. Modéle de Bian et al.

Bian et al. (2016) [51] ont sélectionné 3 séries de données expérimentales, afin
d’obtenir les relations linéaires. Selon le systeme considéré, il est possible d'observer I'un des
comportements suivants:

a. Relation linéaire entre In(y,) et in(p1) dans des conditions isothermiques.
b. Relation linéaire entre In(y,) et p;/T dans des conditions isothermes.
c. Relation linéaire entre In(y,) et p1 In(p1) dans des conditions isothermes.
Afin d’obtenir une équation flexible, capable de décrire tous les probléemes de comportements

décrits, I’équation empirique suivante est proposée pour corréler la solubilité des composés
solides dans le CO,-SC:

&P (

&
Iny, =ao+?+ a3+a4p1)|np1

(1.48)
1.4.3. Modélisation par les méthodes d’intelligence computationnelle

1.4.3.1. La modélisation par les RNA

La connaissance expérimentale de la solubilité de solutés solides dans le dioxyde de
carbone supercritique est le plus souvent représentée par les grandeurs mesurables telles que
la température et la pression ainsi que la composition des phases en équilibre. D’autre part,
les relations qui lient les variables d’état d’un systeme donné, décrivant la solubilité de
solutés solides dans le dioxyde de carbone supercritique, sont régies par la régle de phases qui
définit la variance ou le degre de liberté du systeme.

Bien que les RNA font partie des modeles de boites noires qui représentent une
relation empirique entre des ensembles d’entrées et de sorties, le choix de variables d’entrées

et de sorties est décisif pour que le modéle neuronal se rapproche des modeéles déterministes.
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Par conséquent la sélection des données expérimentales de la solubilité de solutés solides
dans le dioxyde de carbone supercritique et des données supplémentaires des corps purs, le
choix des variables d’entrées et de sorties et le prétraitement des données constituent la
premiere étape de la modélisation neuronale des équilibres de phases.

L’étape suivante concerne le choix des parameétres du réseau de neurones qui vont
permettre au réseau d’apprendre a partir des données sélectionnées la relation entre les
entrées et les sorties choisies.

La troisieme étape est consacrée a l|’opération d’apprentissage et le test de
généralisation du réseau choisi. Enfin la performance du réseau peut étre, éventuellement,
comparee avec celles des autres types de modélisation.

La figure (1.9) réesume les étapes de la méthodologie utilisée dans ce travail pour la
modélisation neuronale des propriétés critiques et de la solubilité de solutés solides dans le

dioxyde de carbone supercritique.
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Figure 1.9. Etapes de la procédure de modélisation neuronale, [2].

Durant les derniéres années, la littérature scientifique relative aux réseaux de neurones

artificielles s’est enrichie considérablement par la publication des travaux relatant des
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applications diverses telles que la modélisation de la solubilité, nous citons les travaux
suivants :

Abdallah el hadj et al. [4] ont travaillé avec la méthode hybride basée sur les neurones
d'optimisation des réseaux et des particules (EOP) et a été appliqué aux données de la
littérature pour développer et valider un modele qui peut prédire avec précision la solubilité
de binaire systemes (CO, + médicaments solides). RNA a été utilisée pour la modélisation le
processus non linéaire. Le PSO a été utilisé pour deux fins: remplacer la rétropropagation
standard pour former I'RNA et d’optimiser le processus. L’apprentissage et la validation a été
axée sur I’utilisation d’un vecteur de validation. Aprés ils ont fait une comparaison en termes
de 'ERAM% entre les résultats prévus pour chaque binaire pour toute les plages de
température et de pression et les résultats prédits par les modéles basés sur la densité (CH,
BR et MST) et un ensemble d'équations d'état (VP-SAFT, PR et RSK), montre que le modéle
RNA-PSO avec configuration optimisée, les cing neurones en entrée et les couches cachées
et un neurone dans la couche de sortie correlent beaucoup mieux la solubilité des
médicaments solides dans CO,-SC. Une stratégie de contréle a également été faite. Les
entrées ont un effet important sur la solubilité et a permis I’estimation de certaines propriétés
du solide a partir de la solubilité donnée avec une bonne précision sans nécessité de la
méthode de contribution du groupe, [4].

Khazaie Poul et al. (2016) [52] ont utilisé les RNA optimisés comportant 7 entrées,
température de composé, pression, température critique, pression critique, densité, poids
moléculaire et facteur acentrique, ont été utilisé pour la prédiction de la solubilité de trois
colorants dispersés dans le CO,-SC et I’éthanol comme co-solvant. L'analyse de sensibilité
numérique et I'équation de Garson ont été utilisees pour déterminer le degré d'efficacité de
différentes variables d'entrées sur I'efficacité du modele proposé. Les résultats ont montré que
le modele de RNA proposé avait un coefficient de corrélation, un coefficient d'efficacité du
modéle de Nash-Sutcliffe et un taux de discordance d'environ 0.998, 0.992 et 1.053,

respectivement.

Aminian (2017) [53] a proposé un nouveau modele basé sur le réseau neuronal pour
corréler la solubilité des solutés dans le CO,-SC. La solubilité de 15 solutés dans le CO,-SC
a différentes températures et pressions est estimée. 4 modeles de réseau de neurones ont été
testés pour étudier la capacité de généralisation de chaque réseau. Les résultats de différents
modeles semi-empiriques, a savoir CH, KJ, BR et MST, les modeles d'équation d'état de

Peng-Robinson et Soave-Redlich-Kwong sont comparés a ceux estimés en utilisant le modéle
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proposé. L'erreur absolue moyenne (EAM) de 5,42% par rapport a ceux des modeles basés
sur la densité et a I’équation d'état, représentant la précision raisonnable du modele développé

pour estimer la solubilité des solutés dans le processus d'extraction par fluide supercritique.

1.4.3.2. Méthode des machines a vecteurs de support (SVM)

En anglais Support Vector Machine (SVM)et Least Square Support Vector Machine
(LSSVM), les machines a vecteurs de support est une approche intelligente a été introduite
pour la premiere fois par Vapnik (1998) [54] sont basées sur la théorie de I'apprentissage
statistique (SLT) et sur le principe de minimisation du risque structurel (SRM). Les SVM
obtiennent la solution en résolvant la programmation quadratique (QP), tout en évitant les
minima locaux et constituent un avantage par rapport aux autres techniques de régression
[55]. Comme mentionné précédemment, il peut étre tres difficile de trouver le modéle SVM
final car il nécessite la résolution d'un ensemble d'équations non linéaires (programme
quadratique). Dans un souci de simplification, Suykens et Vandewalle (1999) [56] ont
proposé une version modifiée de SVM appelée machine a vecteurs de support de moindre
carrée (LS-SVM) qui aboutissait a un ensemble d’équations linéaires au lieu d’un programme
quadratique. L'algorithme standard LS-SVM a été décrit comme suit :

y(x) = Y=g agk(x, x;) + b (1.49)
ou (b, a) est la solution du systéme linéaire. Dans la littérature, un certain nombre
d'introductions completes a SVM sont disponibles, et la théorie de LSSVM a également été
décrite en détail [57].
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Figure 1.10. Topologie générale du modele LS-SVM, [58].
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Le passage en revue de la littérature réalisée dans ce travail fait sortir et remarquer qu’ilny a
pas assez de travaux qui fait utilisent ces deux méthodes SVM et LSSVM. Les deux études
suivantes sont les plus récentes :

Mehdizadeh et Movagharnejad (2011) [58] ont utilisé la modélisation par LSSVM et
ils ont basée sur I’algorithme génétique qui est utilisée pour prédire la solubilité de 25 solutés
differents dans le dioxyde de carbone supercritique. Ce modele comprend trois entrees, dont
la température, la pression et la densité du dioxyde de carbone supercritique, ainsi qu'une
sortie unique représentant la solubilité de différents solutés dans le CO,-SC. Les prévisions
du modele ont été comparées aux résultats de sept corrélations semi-empiriques bien connues
(CH, dVA, MST, YU, GO, JB et NJ).

Les résultats ont montré que la méthode actuelle présentait une erreur relative moyenne
d’environ 4,92% pour 25 solutés alors que la meilleure équation semi-empirique (modeéle de
JB) aboutissait a une erreur relative moyenne d’environ 13,60% pour les mémes solutés.

Duan et al. (2018) [59] ont fait une corrélation pour déterminer la solubilité du
médicament dans des fluides supercritiques, c’est-a-dire le CO, supercritique, la technique de
LSSVM, a été utilisée pour estimer la solubilité de 33 composés médicamenteux différents
dans le CO, supercritique. La solubilité correspondante a été déterminée en fonction de la
température, de la pression, de la densité de CO,-SC et de deux propriétés physiques du
médicament, a savoir le poids moléculaire et le point de fusion. Les résultats obtenus a partir
du modéle LSSVM utilisé ont été comparés a huit corrélations (CH, BR, SS, AL, SP, GO,
MST et Keshmiri). L'erreur relative absolue moyenne obtenue et le coefficient de régression
pour le test du modele LSSVM étaient respectivement de 5,61% et 0,9975. Par conséquent, le
modele développé dans ce travail peut étre appliqué de maniere fiable aux médicaments

étudiés en ne connaissant que leurs propriétés physiques.

1.4.3.3. La modélisation par le systéeme d'inférence adaptative neuro-flou
(ANFIS)

En anglais Adaptive Neuro-Fuzzy Inference System (ANFIS), et une méthodes
intelligentes comprenant le RNA, modeles de (ANFIS), LS-SVM, sont d’une robustesse
incroyable et des outils fiables d'analyse et d'interprétation des données pouvant étre utilisés
pour prévoir les problemes de régression et de classification. Le concept de logique floue
(FL), introduit pour la premiere fois par Zadeh (1965) pour gérer les systémes complexes et
non linéaires, a suscité beaucoup d'attention dans la modélisation et la résolution de différents

problemes dans différents domaines de la science. L'algorithme ANFIS est composé de
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plusieurs réseaux a réaction directe, qui utilisent des combinaisons de RNA et de FL pour
mapper un domaine d'entrée sur un domaine de sortie [60]. Cet algorithme a un grand
potentiel pour la résolution et la modélisation de problemes non linéaires en raison de sa
capacité a coupler le pouvoir verbal de la logique floue et le pouvoir numérique des RNA
[61,62]. Cet algorithme présente également une capacité remarquable d'apprentissage, de tri,
de création et d'extension. Il a une structure basée sur des regles, qui permet d'exploiter des
regles floues a partir de données numériques ou de créer ces regles conformément aux
données correspondantes. Cet algorithme présent également plusieurs inconvénients, le
principal étant que la phase d'apprentissage de l'algorithme et I'évaluation des parametres
connexes prennent généralement beaucoup de temps Chang F-J et Chang Y-T (2006). La
figure (1.11) illustre la structure d'un algorithme ANFIS avec deux parametres d'entrée Xj,

X, et un parametre de sortie Y.
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Figure 1.11. Structure d'ANFIS comprenant deux parametres d'entrée Safari et al. (2014)[62].

Dadkhah et al. (2017) [63] ont réalisé une communication ou un systéme d’inférence neuro-
fuzzy adaptatif (ANFIS) a été mis au point pour estimer la solubilité de plusieurs especes
solides dans le CO supercritique. Un total de 795 points de données ont été recueillis dans la
litterature et utilisés dans le processus de développement et d'évaluation du modele.
L’algorithme génétique (GA) a été mis en ceuvre pour optimiser le rayon d’influence du
systeme d’inférence fuzzy (FIS) initial. Les paramétres d’ajustement de la structure FIS ont
été optimisés en utilisant une nouvelle méthode basée sur la conjugaison de la méthode

hybride et de la méthode d’optimisation d’essaims de particules (PSO).

La figure (1.12) résume les déférentes méthodes utilisées pour la modélisation des propriétés

critiques et de la solubilité de solutés solides dans le dioxyde de carbone supercritique
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Figure 1.12. Classification des différents modéles de prédiction de la solubilité des solides dans les
fluides supercritiques.

1.5. Conclusion

Cette généralité montre que la technologie des fluides supercritiques n’a pas cessé
d’évoluer proposant plusieurs procédes utiles pour I’industrie pharmaceutique. Le point
crucial dans toutes les technologies a base de fluide supercritique, notamment I'ingénierie des
particules pharmaceutiques, est la connaissance de la solubilité des composés dans le fluide
supercritique a différentes températures et pressions. A cet égard, de nombreux chercheurs et
analystes de laboratoire ont mesuré et rapporté solubilité a I'équilibre de différentes
substances dans les fluides supercritiques en particulier le dioxyde de carbone dans un large
domaine de température et de pression.

Etant donné que la mesure de la solubilité de tous les composés dans le dioxyde de
carbone supercritique dans de larges gammes de température et de pression est impossible,
les modeéles de prédiction et de corrélation de la solubilité des composés ont été largement

utilisés au cours des deux derniéres décennies.
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I1.1. Introduction

La chémoinformatique est la discipline dont le but est I’étude et la résolution des
problemes relatifs a la chimie en appliquant des méthodes informatiques. Cette discipline est
devenue une Véritable interface entre la chimie et I'informatique. En d’autres termes, la
grande quantité de données issues des expériences ne peut étre traitée et analysée que par des
méthodes informatiques [64]. Notre intérét se portera sur I’application de cette technique
inhérente a la prédiction de la solubilité a partir de la structure moléculaire.

Les relations quantitatives structure-propriétés (en anglais QSPR : Quantitative
Structure Property Relationship) sont un exemple typique de cette catégorie. Les relations
entre les structures des molécules et leurs propriétés sont généralement établies a l'aide de
méthodes de modélisation par apprentissage statistique. Les techniques usuelles reposent sur
la caractérisation des molécules par un ensemble de descripteurs, nombres réels mesurés ou
calculés a partir des structures moléculaires. Il est alors possible d'établir une relation entre
ces descripteurs et la grandeur modélisée. Parmi les méthodes d’apprentissage qui sont
nombreuses, les réseaux de neurones artificiels (RNA ou ANN en anglais : Artificial Neural

Networks) et la machines a vecteurs de support (SVM).

11.2. Utilités et applications des méthodes QSPR
Initiées sur la base de relations empiriques durant la seconde partie du 19°™ siécle, les
QSPR ont éte mathématiquement formalisées dans les annees 1930 et leur acceptation, en
tant que discipline a part entiére, a été définitivement acquise au début des années 1960 suite
aux travaux de Hansch et Fujita [65] qui ont proposé un modele mathématique pour corréler
I’activité biologique et la structure chimique. Depuis lors, un grand nombre de modéles a été

concu pour la prédiction de diverses propriétés d'intérét chimique, physique, ...etc.
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Il y’a de nombreuses utilités dans I’utilisation des méthodes QSPR. Nous donnons ci-
dessous, a titre d’exemple, quelques-unes :

- Prédire les propriétés physico-chimiques et l'activité biologique.

- Comprendre et rationaliser les mécanismes d'action dans une série de produits chimiques.

- Economiser le co(t de développement de produits (par exemple dans [l'industrie
pharmaceutique, pesticides, produits d'hygiene personnelle,...etc.).

- Réduire ou méme remplacer les tests longs et colteux sur les animaux.

11.3. Outils de QSPR
Les modeles QSPR permettent de quantifier la relation entre la structure et la propriété
physicochimique et d'apprécier I'impact de diverses propriétés moléculaires sur cette propriété.
L'élaboration de tels modeles QSPR repose sur l'utilisation de trois outils : une ou plusieurs
données thermochimiques a prédire, des descripteurs moléculaires pour représenter les propriétes

des molécules et des méthodes d’apprentissage statistique qu’on introduira dans une partie a part.

11.3.1. Les descripteurs moléculaires

De nombreuses recherches ont été menées, au cours des derniéres decennies, pour
trouver la meilleure facon de représenter l'information contenue dans la structure des
molécules. Ainsi, les recherches ont abouti a la représentation de la structure moléculaire par
un ensemble de valeurs numériques appelées descripteurs moléculaires. On en dénombre
aujourd'hui plus de 3000 types, qui quantifient des caracteristiques physico-chimiques ou
structurelles de molécules. lls peuvent étre obtenus de maniére expérimentale, mais les
descripteurs calculés, et non mesurés, sont a privilégier : ils permettent en effet d'effectuer
des prédictions sans avoir a synthétiser les molécules, ce qui est un des objectifs de la
modélisation. Les descripteurs moléculaires peuvent étre divisés en deux grandes catégories
[66]: les descripteurs expérimentaux (par exemple : la polarisabilité, la densité électronigue,
le potentiel d’ionisation) et les descripteurs moléculaires théoriques. Ces derniers sont a
nouveaux classés en trois catégories en fonction de leur dimension.
Les descripteurs 1D: lls sont accessibles a partir de la formule brute de la molécule et
décrivent des propriétés globales du composé. 1l s'agit par exemple de sa composition, c'est-a-
dire les atomes qui le constituent, ou de sa masse molaire.
Les descripteurs 2D: lIs sont calculés & partir de la formule développée de la molécule. Ils
peuvent étre de plusieurs types :

- Les indices constitutionnels caractérisent les différents composants de la molécule. 1l s'agit par

exemple du nombre de liaisons simples ou multiples, du nombre de cycles...
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- Les indices topologiques peuvent étre obtenus a partir de la structure 2D de la molécule, et
donnent des informations sur sa taille, sa forme globale et ses ramifications. L'indice de Wiener
par exemple, permet de caractériser le volume moléculaire et la ramification d'une molécule.
Un autre indice, nommé "indice de Randic", est I’un des descripteurs les plus utilisés. Il peut

étre interprété comme une mesure de l'aire de la molécule accessible au solvant.

Les descripteurs 3D: Ces descripteurs 2D reflétent les propriétés physiques dans la plupart
des cas, mais sont insuffisants pour expliquer de facon satisfaisante certaines propriétés ou
activités, telles que les propriétés thermochimiques. Aussi, des descripteurs représentant
I'information dériveée de la représentation en trois dimensions des molécules ont pu étre
calculés grace au développement des techniques instrumentales. Ils sont évalues a partir des
positions relatives de ses atomes dans l'espace, et décrivent des caractéristiques plus
complexes. Ces descripteurs apportent davantage d'informations, et sont nécessaires a la
modélisation de propriétés ou d'activités qui dépendent de la structure 3D. On distingue
plusieurs familles importantes de descripteurs 3D:

- Les descripteurs géométriques les plus importants sont le volume moléculaire, la
surface accessible au solvant, le moment principal d'inertie.

- Les descripteurs électroniques permettent de quantifier différents types
d'interactions inter et intramoléculaires, de grande influence sur les propriétées
physicochimiques. Par exemple, les énergies de la plus haute orbitale moléculaire
occupée et de la plus basse vacante sont des descripteurs fréquemment sélectionnés.
Par ailleurs, le moment dipolaire, le potentiel d'ionisation, et différentes énergies
relatives a la molécule sont d'autres paramétres importants.

- Les descripteurs spectroscopiques: les molécules peuvent étre caractérisées par des
mesures spectroscopiques, par exemples par leurs fonctions d'onde vibrationnelles. En
effet, les vibrations d'une molécule dépendent de la masse des atomes et des forces
d'interaction entre ceux-ci ; ces vibrations fournissent donc des informations sur la
structure de la molécule et sur sa conformation. Les spectres infrarouges peuvent étre
obtenus soit de maniére expérimentale, soit par calcul théorique, aprés recherche de la
géomeétrie optimale de la molécule. Par exemple, les descripteurs de type MoRSE sont

calculés a partir d'une simulation du spectre infrarouge.
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11.3.2. Formulation mathematique des QSPR

L'axiome central de la modélisation QSPR réside dans la présentation de la réponse
chimique en termes d'attributs moléculaires. Ces caractéristiques chimiques peuvent
représenter des parametres théoriquement déterminés ainsi que des variables expérimentales
(a savoir différents types de propriétés physico-chimiques). Par conséquent, on peut observer
que toute caractéristigue qui contient des informations chimiques importantes et
fondamentales peut étre utilisée comme variable prédictive ou des descripteurs.
Mathématiquement, la réponse d'un produit chimique peut étre représentée comme fonction
des attributs structurels et de la propriété, les équations QSPR prennent la forme générale

suivante :

Réponse = fonction (Descripteurs)

11.3.3. Logiciels et interfaces utilisés
DRAGON 7.0

Dragon est I'application la plus utilisée au monde pour le calcul des descripteurs
moléculaires. Sa nouvelle version, Dragon 7.0, offre une interface utilisateur améliorée, de
nouveaux descripteurs et des fonctionnalités supplémentaires telles que le calcul des
empreintes digitales et le support des structures déconnectees.

Descripteurs moléculaires : Dragon calcule 5270 descripteurs moléculaires couvrant
la plupart des approches théoriques. La liste des descripteurs comprend les types d'atomes les
plus simples, les groupes fonctionnels et le nombre de fragments, les descripteurs
topologiques et géométriques, les descripteurs tridimensionnels, mais aussi plusieurs
estimations de propriétés (telles que logP) et des alertes semblables a des médicaments
(comme le Lipinski alerte). Le large éventail d'approches et de théories pour le calcul des
descripteurs ainsi que l'exactitude et la précision de leur mise en ceuvre sont assurés par
Roberto Todeschini et al. 2009 [67] (la référence la plus compléte pour la théorie des
descripteurs).

Interface utilisateur: Dragon offre une interface utilisateur graphique conviviale (sur
Windows et Linux) et une interface en ligne pour le traitement par lots de grands ensembles
de données.

Outils d’analyse : l'interface utilisateur graphique fournit des outils avancés pour
analyser les descripteurs calculés (statistiques uni-variées étendues, corrélation par paire,

analyse des composantes principales) et la possibilité d'importer des variables définies par

-41-



Chapitre II. Techniques d’intelligence computationnelle & Chemoinformatiques.

l'utilisateur (comme les valeurs expérimentales disponibles) et effectuer une analyse sur
I'ensemble fusionné des descripteurs calculés et des variables de I'utilisateur.

Structures déconnectees : a partir de la version 7.0, Dragon permet le calcul de
descripteurs aussi sur des molécules a structure déconnectée (par exemple sels, liquides
ioniques), fournissant des approches théoriques différentes pour étendre des algorithmes de
descripteurs sur de telles structures.

0.4% 1% 40, ~1% 1%
1% 0.3% | 1% 1%|7” ® Constitutional
——\IL

6% M Ring descriptors

Topological indices
m Walk and path counts
0.3% H Connectivity indices

Information indices

M 2D autocorrelations
M Burden eigenvalues
M P-VSA-like descriptors
M ETA indices

1% B Edge adjacency indices

Figure 11.1. Pourcentage de chaque type des descripteurs dans la base de données de logiciel
DRAGON 7.0.

11.4. Réseaux de neurones artificiels

Malgré la puissance grandissante des calculateurs et la mise en ceuvre d'approches
théoriques de plus sophistiquées; plusieurs probléemes sont posés dans le cadre de ces
recherches résistant encore aux algorithmes et aux méthodes classiques. Ces problémes sont
souvent dépendants de I'environnement et ne répondent pas a des modeles physiques connus.

En abordant par cette définition d’un RNA, reproduite du livre de Haykin, [68] on peut
alors, imaginer les vastes domaines d’application potentielle des RNA, concevoir I’intérét qui
leur a été réservé durant les deux dernieres decennies, traduit par le nombre énorme de
publications, et enfin comprendre pourquoi ils sont devenus un outil robuste de calcul
scientifique dans plusieurs disciplines de sciences et d’ingénierie.

En raison de la disponibilité et la richesse bibliographique qui traite les fondements et
les applications des RNA il est inutile de présenter avec details toutes les notions théoriques

des RNA, le lecteur peut consulter les excellents ouvrages de Dreyfus [69], Engelbrecht [70].

M 2D matrix-based descriptors
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Par conséquent, on se limite dans ce chapitre a une présentation succincte des notions
fondamentales des RNA et du vocabulaire nécessaire a la compréhension des parties
suivantes de cette these. Nous examinons les facteurs majeurs affectant I’application reussie
des RNA, en particulier les perceptrons multicouches (MLP, Multi Layer Perceptron) comme

approximateurs universels de fonctions.

11.4.1. Analogie entre neurone biologique et neurone artificiel

L'idée de réseaux neuraux artificiels a été inspirée de la maniere par laquelle les
neurones biologiques traitent les informations. Ce concept est utilisé pour mettre en ceuvre
des logiciels de simulations des processus massivement paralleles qui impliquent des

éléments de traitement connectés dans une architecture de réseau.

11.4.1.1. Le neurone biologique

Il est estimé que le cerveau humain contient 10*! neurones et 10 synapses dans le
systéeme nerveux. Les neurones et les synapses constituent les éléments de base pour le
traitement de I’information. On pense que le systeme nerveux compte plus de 100 milliards
de neurones interconnectés. Bien que les neurones ne soit pas tous identiques, leur forme et
certaines caractéristiques permettent de les répartir en quelques grandes classes.

Le neurone est une cellule constituée principalement de trois parties: dendrites, le

corps cellulaire et I'axone.

Dendrites

Synapses

Corps cellulaire ou soma

Figure 11.2. Schéma d’un neurone biologique.

L'apprentissage dans le cerveau humain se fait a travers un réseau des neurones qui sont
connectés par I’axone, les synapses et des dendrites, figure (11.2).

Le neurone biologique est donc une cellule composée d’un corps cellulaire et d’un
noyau. Le corps cellulaire se ramifie pour former ce que I’on nomme les dendrites. C’est par

les dendrites que I’information est acheminée de I’extérieur vers le soma, corps du neurone.
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L’information traitée par le neurone chemine ensuite le long de I’axone (unique) pour étre

transmise aux autres neurones. La jonction entre deux neurones est appelée la synapse.

11.4.1.2. Reéseau de neurones artificiels

Un réseau de neurones artificiels est un processeur parallele de traitement
d’informations distribuées, qui présente une propension naturelle a la mémorisation et a
I'exploitation de connaissances relatives a I'environnement dans lequel il est immergé,
connaissances acquises a partir de I'expérience.

Le neurone artificiel (figure 11.3) recoit les entrées qui sont analogues aux impulsions
électrochimiques que les dendrites de neurones biologiques recoivent d'autres neurones. Il est
donc un opérateur mathématique trés simple qui traduit la représentation mathématique d’un
neurone biologique. Selon, Dreyfus [69] un neurone est une fonction algébrique non linéaire,
paramétrée, a valeur bornée”. Il posséde des entrées qui peuvent étre les sorties d’autres
neurones, ou des entrées de signaux extérieurs, et une sortie. La valeur de la sortie résulte du
calcul de la somme des entrées, pondérées par des coefficients (dits poids synaptiques) et du
calcul d’une fonction non linéaire bornée de cette somme pondérée. Cette fonction (dite
fonction d’activation) est le plus souvent une fonction sigmoide, mais peut également étre

une gaussienne, un échelon.

%2 o—> ‘l'
N Sortie

> F

A

Unité de Fonction
sommation d'activation

Xn

Signaux ou Poids
variables

d'entrée synaptiques

Figure 11.3. Schéma d’un neurone artificiel, [69].

Un neurone artificiel peut étre défini par les trois éléments suivants:

1. Entrées "X;" : Typiquement, les valeurs d'entrées sont des stimuli externes en provenance de
I'environnement ou des sorties d'autres neurones artificiels. Elles peuvent étre discrétisées grace a un
ensemble tel que {0, 1} ou bien étre des valeurs réelles.

2. Poids synaptiques ""W;": La premiére chose que fait un neurone formel est de calculer la somme
pondérée de ses entrées:
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p=> WX (11.1)
i=1

Les poids sont des valeurs réelles qui déterminent la contribution de chaque entrée. Un algorithme
d'apprentissage permet de déterminer le meilleur ensemble de poids pour le probléme considéré.

3. Seuil "0": Le seuil est un nombre réel qui est soustrait de la somme pondéré des valeurs d'entrées. Pour
des raisons de simplicité, le seuil peut étre vu comme une entrée supplémentaire associée a un poids.
La fonction seuil interne a chaque neurone artificiel assure que la valeur de sommation des potentiels

présynaptiques ne dépassera pas certaines limites raisonnables (en général l'intervalle 0 - 1).

L'analogie entre un réseau de neurones artificiels et le cerveau est suscitée par deux
remarques [71]:

- Un réseau de neurones artificiels acquiert la connaissance de son environnement par
l'intermédiaire d'un apprentissage qui “stimule" la plasticitt du cerveau. En cours
d’apprentissage, le réseau peut étre amené a modifier sa structure en créant ou supprimant des
neurones ou des liaisons entre neurones.

- La connaissance acquise par un réseau de neurones est encodée par les forces ou intensités
évolutives des connexions établies entre neurones formels. Les forces des connexions liant les
neurones référent aux valeurs des poids ou coefficients synaptique qui définissent les
parameétres du modele interne du réseau.

La figure (11.4) résume la correspondance entre le neurone artificiel et le neurone biologique.
On remarque dans cette description schématique, que chaque composant ou constituant du

neurone artificiel trouve son inspiration biologique.

Corps cellulaire
bl ~
\_ﬂ/— > Axone
B e _ &
—_. Sorkie
5 .‘_’<W3 / F >
Synapses
e
Fonction
o . somimation d'activation
Signamx on Foi ds Dendrites Noyau
variahles —
d'entree

Figure 11.4. Schéma de comparaison entre un neurone biologique et un neurone artificiel.

L’idée des neurones artificiels est inspirée par analogie des neurones biologiques, et qui peut

étre résumée dans le tableau suivant :
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Tableau I1.1. Correspondance entre les modeles neuronaux biologiques et artificiels.

Cerveau Réseau de neurones
Neurone Elément processeur
Dendrites Somme pondérée
Corps cellulaire Fonction d’activation
Axone Fonction de sortie
Synapse Poids

11.4.2. Concept du réseau de neurones de type perceptron multicouches
Les neurones artificiels sont arranges en couches (figure 11.5), ou la couche d’entrée

recoit des signaux d’entrée (u, ) du monde réel et chaque couche successive regoit les sorties
ponderées (w;u;) de la couche précédente comme son entrée resultant ainsi en un RNA de

type perceptron multicouches, dans lequel chaque sortie d’une couche est alimentée en avant
a la couche qui la succéde ou elle est traitée. Les sorties de la derniere couche constituent les

sorties au monde réel.

Couche d’entrée Couche cachée Couche de sortie avec
avec n entrées. avec m neurones I neurones et | sorties

Figure 11.5. Réseau de neurones artificiels de type perceptron multicouches [69].

Dans un tel RNA de type perceptron multicouches un neurone, dans une couche cachée ou
une couche de sortie, a deux taches :
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- Il additionne les biais aux entrées pondérés de plusieurs connexions et applique ensuite une
fonction d’activation (dite aussi fonction de transfert ou encore fonction de seuillage) a cette
somme comme donnée par I’équation (11.2) (pour le neurone j de la couche cachée de la
figure (I11.5) :

n
i=1

- Il propage la valeur résultante par les connexions partantes aux neurones de la couche
suivante ou elle subit le méme processus tel que donné par I’équation (11.3) (par exemple les

sorties de la couche cachee alimentée au neurone k de la couche de sortie donnent la sortiev, )

Ve = fo{ZWEij +b0k]; k=12,..,l (IL.3)
i1

En combinant des équations (11.2) et (11.3) on obtient la relation entre la sortie v, et les entrées u, du

réseau de neurones:
m n
Vk = fo ZWEJ fh[zwziui+bth+bok , k:1,2,...,| (114)
j=1 i=1

Le nombre de neurones dans la couche d’entrée et la couche de sortie est fixé par le nombre
de variables indépendantes et dépendantes respectivement. Le modélisateur définit le nombre
de couches cachées et le nombre de neurones dans chaque couche cachée. Le développement
du modele est realisé par un processus d’apprentissage dans laquelle un ensemble de données
et des variables indépendantes est présenté a la couche d’entrée du réseau. Les sorties de la
couche de sortie comprennent une prédiction des variables dépendantes. Par conséquent,
I'objectif de la modélisation neuronale est de réduire au minimum les erreurs de prédiction de

I’ensemble des données de validation présentées au réseau a la fin de I'étape d’apprentissage.

11.4.3. Fonction d’activation

La fonction d’activation calculé la valeur de I’état du neurone qui est transmise aux
neurones avals. La fonction d’activation sert aussi a introduire une non-linéarité dans le
fonctionnement du neurone. A la différence des neurones biologiques dont I’état est binaire,
la plupart des fonctions de transfert sont continués, offrant une infinité de valeurs possibles
comprises dans I’intervalle [0, +1] ou [-1, +1]. Il existe de nombreuses formes possibles pour
la fonction de transfert.

Le tableau (I1.2) résume quelques fonctions de transfert utilisées dans le programme de
calcul techniques MATLAB®[72].
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Tableau 11.2. Fonctions de transfert usuelles, a=f(n)

Nom de la fonction

Relation

Graphe de la fonction

Fonction MATLAB®

entrée / sortie correspondante
+1
. a=0sin<0 | 7 .
Seuil a=1sin>0 - " hardlim
e
ﬂr+L
. . a=-1sin<0 | T .
Seuil symétrique a=1sin>0 > hardlims
—_
a
_____________ g
Linéaire a=n purelin
____________ —
a=0sin<0
Linéaire saturée a=nsi0d<n<l satlin
a=lsin>1
o ) a=-1sin<-1 | .2 +
Is‘mme:t'rrie zzturee a=n si-1<n<l /o satlins
y g a=1l sin>1 :70“
-1
a
N U +Li
Linéaire positive a=0sin<0 oslin
P a=nsin>0 p
______________ e
Logistique 4 1 logsi
(Sigmoide logarithmique) 1+e™ 9519
e+n _ e—n ------------- *l
Tangente hyperbolique = L~ n tansig
e +e /0
____________ I
) ) a =1—|n|, -1<n<+1 R ]
Triangulaire de base / tribas

a =0, autrement

Selon Samarasinghe [73] la fonction linéaire est plus appropriée pour les neurones de sorties
alors que les fonctions sigmoides sont plus appropriées pour les neurones des couches

cachées .

-48-



Chapitre II. Techniques d’intelligence computationnelle & Chemoinformatiques.

11.4.4. Classification des réseaux de neurones

Selon I’architecture on peut classer les réseaux de neurones en trois grandes catégories :

- Les réseaux de neurones statiques.
- Les réseaux de neurones dynamiques.
- Les réseaux de neurones évolutifs (auto-organisée).

Et selon I’apprentissage on peut classer les réseaux de neurones en deux grandes catégories :
- Apprentissage supervisé.
- Apprentissage non supervisé.

La figure (I1.6) résume les différentes possibilités suivantes lesquelles on peut classer les
réseaux de neurones.

Non supervisé

Statique
/, Architecture % Dynamique
- Evolutive, aufo-
Réseaux de orpanisé
neurones \
Apprentissage =~
Supervise

Figure 11.6. Les déférentes possibilités de classification des réseaux de neurones.

11.4.4.1. Classification selon la description architecturale

L architecture du réseau peut étre décrite par le nombre de couches et le nombre de
neurones dans chaque couche.

L’architecture d’un MLP (figure 11.7) est organisée en couches successives comprend
une couche d’entrée, une couche de sortie et une ou plusieurs couches intermédiaires
appelées couches cachées car elles ne sont pas vues a I’extérieur. Chaque couche est
composée d’un certain nombre de neurone. Chaque neurone dans une couche est connecté a
tous les neurones de la couche suivante tel que il n’y a pas de connexion entres les neurones
de la méme couche.

Couche d'entréa

Figure 11.7. Réseau multicouches MLP [69].
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L’architecture définit le fonctionnement du réseau, il existe trois types de réseaux a
architectures différentes :

a. Les réseaux de neurones statiques.

Ce type de réseau est organisé généralement en couche de neurones. Chaque neurone
d’une couche recoit ses entrées a partir des neurones de la couche précédente ou tout
simplement de I’entrée du réseau. Dans ce cas il n’existe pas de retour "feed-back"
d’information c'est-a-dire I’information circule dans un seule sens, de I’entrée vers la sortie.

Ces réseaux peuvent étre utilisés pour les probléemes de classification ou
d’approximation de fonctions non linéaires complexes.

Les reseaux de neurones statiques les plus connus sont :

Les réseaux multicouches (MLP : Multi Layer Perceptron).
Les réseaux modulaires.
Le modele de Kohonen.

Dans notre étude on va utiliser les réseaux statiques multicouches.

b. Réseaux de neurones dynamiques

Les réseaux dynamiques ou réseaux récurrents sont organisés de telle sorte que chaque
neurone recoit sur ses entrées une partie ou la totalité de I’état du réseau (sortie des autres
neurones) en plus des informations externes. Pour ces réseaux I’influence entre les neurones
s’exerce dans les deux sens. L’état global du réseau dépend aussi de ses états précédents.
L’équation du neurone dans ce cas, est décrite par des équations différentielles ou aux
differences. La structure interne de ces réseaux est exploitée pour I’identification et la

commande de systemes dynamiques.

Les réseaux de neurones dynamiques les plus connus sont :

- Les réseaux de neurones avec temps de retard.
- Les réseaux de neurones avec retour de sortie.
- Le réseau de Hopfield.

c. Réseaux a architecture auto-organisée
Les réseaux auto organisés sont des réseaux de neurones qui changent leur structure
interne pendant I’utilisation. Ainsi les neurones se regroupent topologiquement suivant la

représentation des exemples issus de I’espace d’entrée.
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11.4.4.2. Classification selon les types d’apprentissages

On appelle apprentissage, I’opération par la quel le réseau de neurones acquiert la
capacité de realiser certaines taches en modifiant les paramétres internes (poids synaptique),
cette modification se fait en utilisant un algorithme d’adaptation paramétrique appelé
"Algorithme d’apprentissage".

L’apprentissage consiste alors a améliorer les performances futures du réseau en se
basant sur les expériences acquises. L’objectif des algorithmes d’apprentissages est de
minimiser I’erreur de décision effectuée par le RNA en ajustant les poids a chaque
présentation d’un vecteur d’entrainement.

On distingue deux types d’apprentissage: I’apprentissage supervisé et I’apprentissage

non supervisé, selon qu’on fournit ou non au modéle les sorties désirées.

a. Apprentissage supervisé

L apprentissage supervisé correspond au cas ou I’on dispose d’exemples d’entrées et de
sorties simultanément (c'est-a-dire les entrées et les sorties désirées correspondantes). On
cherche alors a construire un modele capable de prédire et donner la valeur de la sortie
désirée connaissant celle de I’entrée et fournit un signal d’erreur quand une erreur est établie ;
en minimisant celle-ci, on a un outil d’optimisation des paramétres internes du réseau qui
sont les poids synaptiques.

Cette procédure est répétee jusqu’a qu’un critere de performance soit satisfait figure (11.8).

Signal
d'entrée

. Réponses du réseau
Réseau de

neurones

L'extérieur

4

Signaux d'erreurs

Expert
Réponses désirées

Figure 11.8. lllustration de I’apprentissage supervisé [74].

Une fois I’apprentissage effectué, le réseau de neurones acquis la capacité de réaliser la tache

prévue.

b. Apprentissages non supervise
Contrairement a [I’apprentissage supervise effectué sous contréle d’un expert,

I’apprentissage non supervisé est autodidacte.
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L’ensemble des exemples d’apprentissages ne comprend que des stimuli. Aucune
réponse désirée n’est associée. Cet apprentissage consiste a détecter automatiquement des
régularités qui figurent dans les exemples présentés et modifier les poids des connexions pour
que les exemples ayant les mémes caractéristiques de régularités provoquent la méme sortie.

Ce type d’apprentissages est représenté schématiquement en (figure 11.9).

Signal /

d'entrée

Réponses du réseau

. Réseau de
L'extérieur ’. >
neurones

Figure 11.9. lllustration de I’apprentissage non supervisé [74].

11.4.5. Procédure d'apprentissage

Dans notre étude, comme nous disposons des valeurs de sortie, nous avons choisi
I’apprentissage supervise, mettant en jeu un algorithme d’optimisation. Ce dernier cherche a
minimiser, par des méthodes d’optimisation non linéaire, une fonction de codt qui constitue
une mesure de I’écart entre les réponses réelles du réseau et ses réponses désirées, [69].

Cette optimisation se fait de maniére itérative, en modifiant les poids en fonction du
gradient de la fonction de codt : le gradient est estimé par une méthode spécifique, dite la
regle du gradient de I’erreur (delta rule). C’est une des réegles les plus utilisées pour
I’apprentissage supervisé de réseaux de neurones.

Initialement développée pour résoudre des problemes de traitements adaptatifs du
signal, elle a conduit ensuite a un algorithme connu sous le nom de I’algorithme de

rétropropagation du gradient de I’erreur ou encore "Backpropagation”[75].

11.45.1. Algorithme de la rétro-propagation
La regle de la rétro-propagation est la régle la plus utilisée pour I’apprentissage
supervisé des réseaux de neurones. Le terme "rétro-propagation™ est utilisé pour décrire
I’apprentissage du réseau de neurones de type MLP utilisant la descente du gradient
appliquée a la fonction de la somme des erreurs quadratique, mais elle peut étre appliquée a
n’importe quelle architecture a fonctions d’action dérivables.
Le principe de cet algorithme est de propager le signal de la couche d’entrée vers la
couche de sortie (propagation avant), calculer ensuite I’erreur commise entre les sorties

désirées et les sorties calculées par le réseau, et enfin de rétro-propager cette erreur de la
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sortie vers I’entrée : ainsi, la rétro-propagation de I’erreur est utilisée dans I’ajustement des
poids synaptiques du réseau. L’organigramme d’apprentissage par I’algorithme de rétro-

propagation est présenté comme suit figure (11.10), [76]:

Exemple de données Entrée/sortie obtenus

expérimentalement

Sélection de tous les parametres de
l'architecture de RNA

Changer le nombre de neurones

de la couche cachée

Apprentissage

*
A

Erreur
accentable

Changer les poids pour
I'apprentissage de 1'algorithme

Faire I'apprentissage avec les
nouvelles données

v

Non

Erreur
acceptable

Tester les performances du RNA

A
Réseau optimal

Figure 11.10. Organigramme d’apprentissage par I’algorithme de rétro-propagation [76].

Depuis son introduction, I’algorithme de rétro-propagation a été largement étudié et plusieurs
modifications y ont été apportées. L’algorithme de base décrit ci-dessus converge tres
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lentement pour les réseaux multicouches. Les variations apportées a I’algorithme rétro-

propagation ont pour objectifs I’accélération de la convergence du processus d’apprentissage

et I’amélioration de la capacité de généralisation, [72]. De nombreuses techniques existent,

plus ou moins rapide, performant et gourmand en mémoire vive.

Le tableau (11.3) résume les algorithmes d’apprentissage par rétro-propagation

implanté dans la boite & outils des RN du programme MATLAB®.

Tableau 11.3. Caractéristiques des algorithmes d’apprentissage implantés dans MATLAB®.

Algorithme

Caractéristiques

Descente du gradient

Descente du gradient simple (traingd)

Descente du gradient de base. Réponse lente; peut étre
utilisée pour apprentissage en mode séquentiel

Descente du gradient avec moment

(traingdm)

Descente du gradient avec moment. Le moment
permet a un réseau de répondre non seulement au
gradient local, mais aussi aux tendances récentes dans
la surface d'erreur. Sans moment un réseau peut étre
coincé dans un minimum local peu profond. Plus
rapide que traingd, peut étre utilisée que pour
apprentissage en mode séquentiel

Descente du gradient avec taux

d’apprentissage variable (traingda)

Taux d’apprentissage variable. Plus rapide que
traingd, mais ne peut étre utilisée que pour
apprentissage en mode batch. Utilise des regles
heuristiques pour la variation du taux d’apprentissage

Descente du gradient avec moment et

taux d’apprentissage variable (traingdx)

Descente du gradient avec inertie (momentum) et taux
d’apprentissage variable

Descente des gradients conjugués

Scaled conjugate gradient (trainscg)

Le seul algorithme de gradients conjugués qui n'exige
aucune recherche de ligne. Trés bon algorithme
d’apprentissage en général.

Qua

si-Newton

BFGS quasi-Newton (trainbfg)

Il exige le stockage d’une approximation de la matrice
Hessiéenne et nécessite plus de calcul a chaque
itération que les algorithmes de gradients conjugués,
mais possede habituellement une convergence plus
rapide.

Levenberg-Marquardt

Levenberg-Marquardt (trainlm)

C'est l'algorithme d’apprentissage le plus rapide pour
les réseaux de taille modérée. Il a la caractéristique de
réduction de mémoire pour l'utilisation quand
I’échantillon d’apprentissage est grand.

Régularisation

Régularisation Bayésienne (trainbr)

Mise a jour des poids et des biais selon I'optimisation
de Levenberg-Marquardt. Il réduit au minimum une
combinaison d'erreurs quadratiques et des poids et
détermine ensuite la combinaison correcte afin de
produire un réseau avec une capacité de
généralisation meilleure. Ce processus est appelé la
régularisation Bayésienne. Il réduit la difficulté de
déterminer I'architecture de réseau optimum.
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11.45.2. Critére d'arrét pour I'apprentissage
L’une des méthodes qui permet de contrbler la capacité d'un réseau de neurones
consiste a arréter l'apprentissage "a temps”. De ce fait différents criteres permettant de

décider quand stopper l'algorithme d'apprentissage ont été développés :
- Quand Il'erreur d'apprentissage a atteint un seuil fixé;
- Aprés un nombre fixé de cycles d'apprentissage;
- Quand une estimation de I'erreur et de généralisation est minimum.
11.4.6. Procédure de modélisation neuronale
Nous examinerons en bref, exclusivement, dans ce qui suit la conception d’un modéle
statique type boite noire, réalisé a I’aide de reéseaux de neurones multicouches (MLP).
L’objectif de la modélisation boite noire est de trouver, a partir des données ou des mesures
disponibles, une relation déterministe, si elle existe, entre les variables d’entrées du modele x
et la grandeur & modéliser y.
La procédure de développement d’un réseau de neurone qui répond a une

modélisation statique peut se résumer aux points suivants:

=

Sélection des données

Collecte des données

Séparation des bases de données,

Normalisation des données,

Choix du type de réseau de neurones,

Choix du nombre de neurones dans la couche cachée
Choix de la fonction de transfert

Estimation des paramétres ou apprentissage,
Validation et généralisation.

©o0oNOo A ®D

11.4.6.1. Sélection des données

Lorsqu’on congoit un modele neuronal, il est indispensable que I’ensemble des variables
d’entrée soit aussi réduit que possible ; en effet, a chaque entrée du modéle correspond un
nombre de parameétres égal au nombre de neurones cachés, [Dreyfus, 2005].

Il est donc nécessaire

- Que lareprésentation des entrées soit aussi compacte que possible,

- Que la représentation des entrées contienne tous les facteurs pertinents par rapport a la grandeur a
modéliser, mais seulement ceux-ci. En effet, la présence de variables qui ont, sur la grandeur a
modéliser, moins d’influence que les perturbations ou le bruit, entraine celle de paramétres superflus et
introduit des variations non significatives sur les variables d’entrées, qui constituent autant de sources
d’erreur pour le modele.
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11.4.6.2. Collecte des donnees

Une fois les entrées pertinentes du modele sont bien connues, I’objectif de cette étape
est de les recueillir, a la fois pour développer (I’apprentissage) le réseau de neurones et pour le
tester. La base de donnée reconstituée doit étre représentative des données susceptibles

d’intervenir en phase d’utilisation du systeme neuronal.

11.4.6.3. Separation des bases de données

Afin de développer un modele neuronal, il est nécessaire de disposer d’au moins deux
bases de données: une base pour effectuer I’apprentissage et une autre pour valider le réseau
obtenu et déterminer ses performances. On peut utiliser une troisieme base de données, si elle
est disponible, pour tester le réseau. Il n’y a pas de régle précise pour déterminer le partage de
maniére quantitative des données. Il résulte souvent d’un compromis tenant compte du
nombre de données dont on dispose, I’essentiel, est que la base de données consacrees a
I’apprentissage doit étre la plus importante. Il est important de souligner que les sous-
ensembles formés a partir de la base de données de départ devront étre représentatifs de celle-

Ci.

11.4.6.4. Normalisation et traitement des données

Avant tout apprentissage, il est indispensable de normaliser et de centrer toutes les
variables d’entrée. En effet, si des entrées ont des grandeurs tres différentes, celles qui sont
petites n’ont pas d’influence sur [P’apprentissage. Il existe plusieurs approches de
normalisation des données dont le choix dépend de la nature des données et de la fonction a
approximer. Cependant, les deux méthodes suivantes sont les plus utilisées ;
- La normalisation qui a pour but d’avoir données ayant une distribution normale de moyenne

égale a zéro et un écart type égal a un. Cette méthode a I’équation de normalisation suivante:

Valeur réelle—Valeur moyenne (11.5)
EcartType '

Valeur normalisée =

La fonction prestd de MATLAB® réalise la normalisation selon I’équation (11.5), la fonction
inverse de dénormalisation est réalisée par la fonction poststd.
- La normalisation qui a pour but d’avoir les données normalisées comprises entre -1 et +1 en

utilisant I’équation de normalisation suivante:

2(Valeur réelle—Minimum)
- — -1 (11.6)
Maximum— Minimum

Valeur normalisée =

La fonction premnmx de MATLAB® réalise la normalisation selon I’équation (11.6), la fonction
inverse de dénormalisation est réalisée par la fonction postmnmx.

-56-



Chapitre II. Techniques d’intelligence computationnelle & Chemoinformatiques.

11.4.6.5. Choix du type de réseau de neurones

Le réseau de type MLP est le réseau le plus utilisé pour I’approximation des fonctions
des données statiques. Il est d’ailleurs le réseau par défaut pour les interfaces graphiques de
réseaux de neurones, nntool et nftool, de MATLAB®. Par conséquent, le réseau de type
MLP, fonction newff de MATLAB®, a été notre choix.

11.4.6.6. Choix du nombre de neurones dans la couche cachee

Il n’y a pas de regles générales qui fixent le nombre de couches cachées d’un MLP
pour un probléme donné. Par conséquent la stratégie d’essai et erreur (trial and error) est la
plus raisonnable [77]. Le critére d’arrét est la capacité de généralisation (phase de validation

du réseau) et une fonction de performance donneée [78].

11.4.6.7. Choix de la fonction de transfert

La fonction de transfert neuronale, que I’on appelle aussi fonction d’activation, est la
fonction mathématique appliquée a la sortie de chaque neurone. La encore, il n’existe pas de
méthode permettant de prévoir a priori quelle sera la fonction qui donnera les meilleurs
résultats. Mais pour les MLP, il faut des fonctions de type sigmoide pour les neurones de la

couche cachée et généralement une fonction linéaire pour le neurone de la couche de sortie.

11.4.6.8. Estimation des parametres ou apprentissage

Pour les modélisations statiques au moyen des MLP, il s’agit de faire un apprentissage
supervise. Le critére d’arrét de I’apprentissage est souvent calculé a partir d’une fonction de
co(t, caractérisant I’écart entre les valeurs de sortie obtenues et les valeurs désirées. Ce qui
permet un arrét adéquat de I’apprentissage pour obtenir de bonnes performances de
généralisation.

L’obtention des paramétres architecturaux optimaux se fera par comparaison des

performances obtenues pour différentes architectures de réseaux de neurones [79].

11.4.6.9. Validation et généralisation

La validation consiste a tester le réseau apres ou au cours de I’apprentissage avec des
données proches des données utiliseées lors de la phase d’apprentissage. Les résultats de ce
test permettront au modéle d’éviter les situations de sous ou de sur apprentissage. En

revanche la généralisation s’effectue avec des données tout a fait nouvelles et différentes de
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la base de données de départ. Elle permet de savoir si le réseau a développé une capacité de

généralisation assez performante.

11.5. Adaptive Neuro-Fuzzy Inference System (ANFIS)

Adaptive Neuro-Fuzzy Inference System (ANFIS) est une combinaison de systemes
flous et de réseaux neuronaux. Dans ANFIS, un réseau de neurones est utilisé pour décider
des parameétres du systéeme flou. La nécessité d'une optimisation manuelle des parametres du
systeme flou est principalement supprimée par I'ANFIS.

Les paramétres du systéme sont ajustés automatiquement avec l'utilisation du réseau
neuronal. Par exemple ajuster les limites des fonctions d'appartenance, conduisant a des
performances améliorées sans intervention de I'opérateur.

Le systeme neuro-flou avec la capacité d'apprentissage des réseaux de neurones et
avec les avantages du systeme flou basé sur des régles peut améliorer considérablement les
performances et peut fournir un mécanisme pour incorporer des observations passées dans le
processus de classification ou de régression.

Dans les réseaux neuronaux, la formation construit essentiellement le systeme.
Cependant, en utilisant un schéma neuro-flou, le systéme est construit par des définitions de
logique floue et est ensuite affiné a l'aide d'algorithmes d'apprentissage de réseau neuronal.

Les réseaux de neurones et la logique floue sont des estimateurs universels. Ils
peuvent estimer n'importe quelle fonction avec n'importe quelle précision prescrite si
suffisamment de neurones cachés et de regles floues sont disponibles. Les algorithmes de
rétro-propagation et de descente de gradient sont utilisés pour ajuster les parametres des
fonctions d'appartenance (ensembles flous) et les poids de défuzzification (réseaux de
neurones) pour les réseaux de neurones flous. Pour mettre a jour les parametres, I'ANFIS
applique ces deux techniques.

L'ANFIS est un FIS (Fuzzy Inference System) implémenté dans le cadre d'un réseau
de neurones flou adaptatif. Dans I'ANFIS, la représentation des connaissances d'un FIS est
combinée au pouvoir d'apprentissage des RNA.

L'objectif fondamental de I'ANFIS est d'intégrer les fonctionnalités des systemes flous
et des réseaux de neurones. L'avantage du flou est que les connaissances préalables sont
dénotées dans un ensemble de contraintes pour diminuer I'espace de recherche d'optimisation.
L'adaptation de la rétro-propagation a un réseau structuré de maniere a automatiser le réglage

paramétrique de contréle flou est utilisée a partir du réseau neuronal.
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ANFIS utilise un algorithme de descente de gradient pour affiner les paramétres de
prémisse qui définissent les fonctions d'appartenance. Pour les parameétres conséquents qui
décrivent les coefficients de chaque équation, la méthode des moindres carrés est utilisée par
I'ANFIS pour les identifier.

Cette approche combine I'algorithme de descente de gradient et la méthode des
moindres carrés, ainsi appelée méthode d'apprentissage hybride. Pour obtenir une bonne
géneralisation des données invisibles, la taille de I'ensemble de données d'apprentissage doit
étre au moins équivalente au nombre de parametres ajustables dans ANFIS.

Les neurones de I'ANFIS ont différentes structures:

- La fonction Membership est décrite par des trapézes souples paramétrés (Generalized
Bell Functions).

- Les fonctions sont des régressions linéaires et une multiplication avec w, c'est-a-dire
des poids normalisés m et une sortie (somme algébrique).

- Lanormalisation se fait par somme et division arithmétique.

- Les regles sont différentiables T-norme généralement produit.

11.5.1. Fuzzy systems

Le terme "systeme™ est généralement compris comme un ensemble de composants en
interaction avec une structure bien définie et organisés comme un tout complexe qui peut étre
distingué de I'environnement “externe”. Un systeme communique avec l'environnement par
ce que I'on appelle des entrées et des sorties.

Les systemes flous sont des structures basées sur des techniques floues orientées vers
le traitement de l'information, ou l'utilisation de la théorie des ensembles classique et de la
logique binaire est impossible ou difficile. Dans la littérature, des termes tels que systeme
flou, modele flou, systeme basé sur des régles floues, contréleur flou ou mémoire associative
floue sont utilisés de maniere interchangeable selon le type d'application. Leur principale
caractéristique est la représentation symbolique des connaissances sous forme de régles

conditionnelles floues (si-alors).

Knowledge

base

Numeric
inputs
Fuzzyfier Defuzzyfier

y

Approximate
(fuzzy)

reasonmg
output

Figure 11.11. La structure typique d'un systéme flou.

Fuzzy
inputs

-59-



Chapitre II. Techniques d’intelligence computationnelle & Chemoinformatiques.

La structure typique d'un systéeme flou tel qu'illustré a la Figure (11.11) se compose de
quatre blocs fonctionnels: le fuzzifier, le moteur d'inférence floue, la base de connaissances et
le defuzzifier. Les valeurs linguistiques (définies par des ensembles flous) et les données
nettes (numériques) peuvent étre utilisées comme entrées pour un systeme flou. Si des
données nettes sont appliquées, le processus d'inférence est précédé par la fuzzification, qui
attribue I'ensemble flou approprié a I'entrée non floue.

Les valeurs des variables d'entrée sont mappées en valeurs linguistiques de la variable
de sortie au moyen de la méthode appropriée de raisonnement approximatif (moteur
d'inférence) en utilisant la connaissance d'expert, qui est représentée comme un ensemble de
regles conditionnelles floues (base de connaissances). En plus des valeurs linguistiques, les
données numériques peuvent étre requises comme sortie systeme floue. Dans de tels cas, des
méthodes de défuzzification sont utilisées, qui attribuent les données nettes représentatives a
I'ensemble flou de sortie résultant.

Les applications pratiques des systemes flous comprennent des problemes pour
lesquels la description mathématique complete n'est pas disponible, ou pour lesquels
I'utilisation du modele précis (non flou) n'est pas économique ou tres peu pratique. La
capacité de traiter des informations inexactes fait d'un systeme flou un excellent outil, par
exemple, pour les processus de contrdle, I'identification du systéme, I'aide a la décision et le
traitement du signal et de I'image. Plus de détails mathématiques peuvent étre trouvés dans.
Néanmoins, le principal probleme de la logique floue est qu'il n'y a pas de procédure
systématique pour la conception d'un contréleur flou. D'un autre cété, un réseau de neurones
a la capacité d'apprendre de I'environnement (paires d'entrée-sortie), d'auto-organiser sa
structure et de s'y adapter de maniere interactive. C'est une raison simple derriére I'existence
de I'ANFIS. Un systeme qui est capable de méthodologies auto-organiser la structure du

réseau et d'adapter les paramétres du systéme flou pour prédire différents types de propriétés.

11.5.2. Architecture et algorithme

ANFIS est un type de réseau neuronal axé sur le systeme d'inférence floue Takagi-
Sugeno. 1l s'agit d'une technique d'lA utilisant actuellement des processus hydrologiques.
ANFIS est d'abord introduit par Jang (1993) et est basé sur le modele flou de Sugeno du
premier ordre. L'ANFIS utilise couramment soit la rétropropagation, soit une combinaison de
rétropropagation et d'estimation des moindres carrés pour la prédiction d'un parametre de

fonctions d'appartenance (MF). Le but le plus important de l'intégration de réseaux de
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neurones avec des systemes flous est d'exercer la capacité d'apprentissage du réseau de
neurones, tandis que la capacité d'apprentissage est un avantage en termes de systéme flou.
D'un autre coté, il y a plus d'avantages pour un systéme combiné sous l'aspect d'un reseau
neuronal.

Le systeme d'inférence floue de type Takagi-Sugeno est utilisé dans ANFIS ou la
sortie de chaque réegle peut étre un terme constant ou peut étre une combinaison linéaire de
variables d'entrée ajoutées a un terme constant. La moyenne pondérée de la sortie de chaque
regle est la sortie finale. Un réseau adaptatif est un réseau a anticipation multicouche. Ce
réseau a cinq couches. Les couches d'entrée et de sortie de ce réseau représentent
respectivement les descripteurs et la réponse.

La couche cachee contient les fonctions de nceud comme les MF et les regles, dans
lesquelles chaque nceud remplit une fonction particuliéere. Dans ce systeme, "les nceuds
carrés" (nceuds adaptatifs) ont des paramétres; Alors que "les nceuds du cercle” (nceuds fixes)
n‘ont pas de parametres (voir Figure 11.13.). Par exemple, dans un modele flou de Sugeno
avec deux entréees, x et y, et une sortie, un ensemble de régles communes avec deux regles
floues "si-alors" est le suivant:

Régle I: si x=A1et y=Bz, alors

fi=pix+qy+n (11.7)
Régle I1: si x=A2 et y=B, alors
f2=p2x + g2y + 13 (11.8)
Avec:
f Un paramétre de sortie (réponse),
p,q,r Sont des parametres linéaires
A B Sont des parameétres non linéaires.

Ensuite, le réseau de neurones adaptatifs et son fonctionnement identique au FIS sont

présentés dans la figure (11.12) et figure (11.13) respectivement.

= i Ifl W :f:

ﬂ f= LU L

=W,y WL

Premise Part Consequent Part

Figure 11.12. Structure schématique du modele flou TSK.
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Figure 11.13. L'architecture ANFIS avec deux paramétres d'entrée x et y.

Le mécanisme du modele de Sugeno et I'ANFIS équivalent correspondant sont

illustrés a la figure (11.13).

11.6. Machines a Vecteurs de Support (SVM)

Les Machines a Vecteurs de Support (Support Vector machine SVM) est actuellement
un sujet brdlant dans le domaine de I'apprentissage statistique. A la fin des années 1990, les
approches traditionnelles des réseaux de neurones ont souffert de graves difficultés de
généralisation et de production de modeles qui sont la principale raison de la fondation des
machines a vecteurs de support. 1l a été développé en 1995 par Vladimir Vapnik et a
rapidement gagné en popularité en raison de nombreuses fonctionnalités attrayantes.

Dans l'apprentissage statistique, les SVM ont supervisé des méthodes d'apprentissage
avec des algorithmes d'apprentissage associés qui analysent I'ensemble de données. Il a
d'abord été introduit comme méthode de résolution des problemes de classification (SVC).
Cependant, en raison de nombreuses caractéristiques intéressantes, il a été récemment étendu
au domaine de I'analyse de régression. Connu sous le nom de régression a vecteurs de support
(SVR) est la version de régression de SVM.

Les SVM appartiennent a une famille de classificateurs linéaires généralisés. Dans un
autre terme, SVM est un outil de prédiction de classification et de régression qui utilise la
théorie ML pour maximiser la précision predictive tout en évitant automatiquement le sur-

ajustement des données.
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Les SVM peuvent étre définis comme des systéemes qui utilisent I'espace d'hypothéses
de fonctions linéaires dans un espace de caractéristiques de grande dimension, formés avec
un algorithme d'apprentissage de la théorie d'optimisation qui implémente un biais
d'apprentissage dérivé de la théorie de I'apprentissage statistique. Il est également utilisé pour
de nombreuses applications, telles que l'analyse de I'écriture manuscrite, I'analyse des
visages, etc., en particulier pour la classification de motifs et les applications basées sur la
régression.

L'avantage de cette méthode est plus pratique que les autres modeéles en phase de
formation et a également une efficacité élevée. Cet algorithme désigne la meilleure ligne de
séparation pour classer les données avec une plus grande marge de sécurité. Dans cette
méthode, les vecteurs sont choisis comme critere de selection et ces vecteurs sont appliqués
aux meilleures limites et catégories de données. Ces vecteurs sont appelés vecteurs de
support.

En résumé, nous identifions au moins trois raisons du succes des SVM: leur capacité a
bien apprendre avec seulement un tres petit nombre de parametres libres, leur robustesse face
a plusieurs types de violations de modéles et de valeurs aberrantes, et enfin et surtout leur

efficacité de calcul par rapport a plusieurs autres méthodes.

11.6.1. ldée de base de la théorie de I'apprentissage statistique

La théorie de I'apprentissage statistique est un cadre pour les domaines ML liés aux
domaines de la statistique et de lI'analyse fonctionnelle. Le but de I'apprentissage statistique
est de trouver la fonction la plus appropriée, représentant f les informations systématiques de
la réponse de ses prédicteurs, qui seront utilisées pour la prédiction et lI'inférence.

Pour estimer cette fonction inconnue, l'approche utilisée dans I'apprentissage
statistique est appelée données d'apprentissage, dont le nom vient de l'usage qui forme notre
méthode a I'estimation de f. Chaque point des données d'entrainement est une paire d'entrée-
sortie, ou I'entrée mappe une sortie. Le probléeme de la tendance statistique consiste a déduire
la fonction qui mappe entre I'entrée et la sortie, de sorte que la fonction apprise puisse étre
utilisée pour prédire la sortie de I'entrée future.

La théorie de I'apprentissage statistique est largement utilisée dans la modélisation de
régression et la classification des données. Dans le probleme de régression, les réponses sont
des valeurs quantitatives qui prennent une plage continue de valeurs, tandis que les réponses

au probléme de classification sont des valeurs qualitatives qui sont des éléments d'un
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ensemble discret d'étiquettes. Dans le domaine de I'apprentissage statistique, I'approche pour
trouver la fonction f est différente sur de nombreux aspects, par exemple le choix de la

fonction de perte, cependant, ils partagent également certaines similitudes.

11.6.2. Apprentissage et généralisation

Les premiers algorithmes de ML visaient a apprendre les représentations de fonctions
simples. Par conséquent, I'objectif de l'apprentissage était de produire une hypothese qui
effectuait la classification (ou la régression) correcte des données d'entrainement et les
algorithmes d'apprentissage précoce ont été congus pour trouver un ajustement aussi précis
aux données.

La capacité d'une hypothése a classer correctement les données, et non dans
I'ensemble d'apprentissage, est appelée sa généralisation. SVM fonctionne mieux en termes
de non sur-généralisation lorsque les réseaux de neurones pourraient finir par sur-genéraliser
facilement.

Une autre chose a observer est de trouver le meilleur compromis entre la complexité

du modele et I’erreur d’apprentissage minimale, figure (11.14).

Min. number of \
training errors,

complexity +

. min. training errors
Model complexity

min. training errors complexity

Best trade-off Functions ordered in
increasing complexity

Figure 11.14. Meilleur compromis entre la complexité du modele et I’erreur I’apprentissage minimale.

11.6.3. Régression a vecteurs de Support (SVR)

Régression a Vecteurs de Support (SVR), la version étendue de SVM, est devenue un
outil de calcul primordial en raison de ses applications efficaces dans les problémes de
régression et de prédiction. SVR a été developpé pour la prédiction des fonctions de
régression, et il est basé sur la conversion non linéaire implicite des données en un espace de

caractéristiques de plus grande dimension.
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Les principes fondamentaux de la SVR sont brievement rapportés ici en considérant
une fonction de régression F qui est estimée sur la base des données d'apprentissage sous la
forme de:

F ={(x;,y;) i=123,..,n}

Avec: xi,yi  Lesensembles d'entrée et de sortie, respectivement,
n Le numéro global de I'ensemble de données.

SVR prédit les valeurs cibles en utilisant la fonction de régression comme suit:
F=wlop(X)+b (11.9)

Avec: F La sortie prévue,

Le vecteur de poids,

Le biais,

Le vecteur d'entrée a haute dimension.

X T s

La planéité dans I'équation 11.9 signifie que l'on cherche un petit w. Pour cela, il faut
minimiser la norme euclidienne, i.e. ||w|}z Les coefficients w et b ont été calculés en

minimisant la fonction de risque, comme indiqué ci-dessous.
1 1
R(F) =Zlwli* + C-X Le (i, Fy) (11.10)

i — .| <

Ou,  Le(ynFi) = {?Fi —yil—¢ zi nlfrll nil=e

Le paramétre de pénalité C est utilisé pour identifier le compromis entre la complexité des
fonctions et les pertes "représente I'équilibre entre la complexité du modeéle et l'erreur
approximative”. Comme on peut le voir sur la figure (11.15), le paramétre € est la fonction de
perte qui représente la plage entre les valeurs réelles et la fonction de régression.

Cette plage peut étre vue comme un tube autour de la fonction de régression. Tous les points
situes a I'extérieur du tube sont considérés comme des erreurs d'entrainement. Le(yi,Fi) est

appelée la fonction de perte insensible €.

Equation 11.10. peut étre remplacé par la forme contrainte suivante.
minimize - |2 + € T (& + &) (11.11)

w.o(x) +b—y; < e+,

Subject to yi—w.o(x)+b)<e+ f;."
5[!5:20; i=1,2,3,...,n

Avec: & & & Deux variables d'ecart positives, qui supposent des valeurs non nulles a
l'extérieur du tube ¢ et nulles a l'intérieur, figure (11.15).
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A wx+b+e

Gy >0
= >

X
Figure 11.15. Régression avec le tube insensible €.

Le probléme d'optimisation dans I'équation (I11.11) peut étre résolu plus facilement dans sa
double formulation. Par conséquent, une technique de dualisation standard utilisant des
multiplicateurs lagrangiens a été employée. En utilisant les multiplicateurs lagrangiens, ce

probléme peut étre écrit dans la formulation duale comme suit:

Maximize {(~ 1371 (a, a)) (a5, 05) (9. 0(x)) = £ s (@ a) + Sy vila @)y (11L12)

4{ i(“i'af) =0

L 0<a <C, i=123,..,n
0<a;<C, i=123,..,n

Subject to

*

Avec, a; Multiplicateurs lagrangiens non linéaires.

La fonction SVR peut étre obtenue en résolvant le probleme de double maximisation dans

I'équation (11.12) comme suit:

Flx, @) = Sk (@, @) (90 0(x)) + b (11.13)
Le vecteur intérieur-produit ((x:) - (x;)) représente la fonction de mappage de l'espace
d'entrée a l'espace de caractéristiques, et il peut étre remplacé par une fonction noyau k (x;,
x;). Par conséquent, équation (11.13) devient:

F(x,a;,af) =X (a; — ai*)K(xi,xj) +b (1.14)

11.6.4. Les fonctions de noyau

L'idée de base avec les SVM non linéaires (SVC, SVR) est de mapper les données
d'entrainement dans un espace de caractéristiques de plus grande dimension via un mappage
¢ (x) et de construire un hyper-plan de séparation avec une marge maximale dans l'espace

d'entrée. Comme représente sur la figure (11.16) la fonction de décision linéaire dans l'espace
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des caractéristiques correspond a une frontiére de décision non linéaire dans l'espace d'entrée
d'origine. En utilisant une fonction noyau, K(xi, x)=(¢@(xi) @(xj)), il est possible de calculer
I'nyper-plan de séparation sans effectuer explicitement le mappage dans l'espace des
fonctionnalités. Pour s'assurer qu'une fonction du noyau correspond réellement a un certain
espace de fonctionnalités, elle doit étre symétrique, c'est-a-dire, (xi, xj)=(xj, xi).

En regle générale, les noyaux doivent satisfaire le théoréeme de Mercer, qui stipule que
la matrice du noyau, doit étre semi-définie positive, c'est-a-dire qu'elle n'a pas de valeurs
propres non négatives.

K = (K(x;,%))1 =
Les choix typiques pour les fonctions de noyau sont:

Linéaire

K(x;, %) = p(x)- 9(x;)

Polynomiale
K(x,x) = (xy+ 1P
Fonction de Base Radiale (RBF)

) = p-llx-yl?/202
K(xl,xj)—e

Sigmoid
K(xi,xj) = tanh(kxy + 6)

Figure 11.16. Effet de la transformation du noyau.

Les données ne sont pas linéairement séparables dans I'espace d'entrée (a), et les
données ne peuvent étre séparées que par une surface non linéaire (b). Cette surface non
linéaire dans l'espace d'entrée correspond a une surface linéaire dans un espace d'entités
mappé par noyau. Chaque noyau correspond a un certain espace d'entités et comme aucun
mappage explicite a cet espace d'entités ne se produit, des séparateurs lineaires optimaux

peuvent étre trouvés efficacement dans les espaces d'entités avec des millions de dimensions.
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I1.7. Conclusion

L'objectif de ce chapitre est de donner une vue générale de quelques concepts de base
lies au theme et aux algorithmes sélectionnés pour modéliser les propriétés critiques et la
solubilité de solutés solides dans le dioxyde de carbone supercritique. Notez que, I'existence
de plusieurs autres types d'algorithmes non mentionnés et dans chaque algorithme, différents
autres sous-types non mentionnés. D'autre part, en fonction de I'utilisation de chacun, il peut
étre appelé ou mieux se référer differemment. Ce dernier donne a ce domaine, l'informatique,
sa puissance et sa diversité.

Comme décrit ci-dessus, chaque outil de programmation, technique, modéle ... a sa
propre puissance qui ne se voit que s'il a été correctement utilisé par rapport a sa limite de
fonctionnement, et en fonction des données utilisées chaque modele peut montrer des
résultats différents. C’est-a-dire quand il s'agit de quelle méthode est préférable de choisir
pour représenter une propriété ou un phénomene, il n'y a pas de bonne réponse.

Cependant, pour un ensemble de données fixe, "essayer et voir" est I'une des méthodes
efficaces pour comparer ces algorithmes et donner une décision critique sur I'algorithme qui

peut représenter les résultats des expériences bien mieux que les autres.
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I11.1. Introduction

Les propriétés physiques des composés chimiques, telles que les propriétés critiques et
le facteur acentrique, sont importants pour le scientifique pour concevoir et modéliser des
processus chimiques tels que I'extraction supercritique et leur importance dans I'application
de différentes équations d'états. Etant donné que le calcul expérimental de ces propriétés est
coditeux, prend du temps et est parfois un peu impossible étant donné que certains composés
plus gros ou de poids moléculaire plus élevé peuvent se dégrader chimiquement avant
d'atteindre des conditions critiques [5]. Par conséquent, différentes méthodes de prédiction
ont été publiées dans la littérature pour calculer ces propriétés critiques lorsque les valeurs
expérimentales ne sont pas disponibles. Jusqu'a ce jour, deux approches ont été proposées
pour estimer les propriétés critiques qui sont : la méthode de contribution de groupe et la
relation quantitative propriété/structure (QSPR). Etant donné que les modéles basés sur les
contributions de groupe souffrent de certaines limites [80]. Une autre approche basée sur
QSPR a été utilisée pour estimer les propriétés physiques uniquement a partir des
descripteurs moléculaires qui sont calculés en appliquant certains algorithmes mathématiques
sur la structure moléculaire des composants [80-82]. Plusieurs approches ont été utilisées
pour estimer ces propriétés, a savoir la contribution de groupe a partir des structures
moléculaires [83,84], regression multilinéaire basée sur les approches QSPR a partir de
descripteurs [5], en plus de différentes techniques de calcul comme les réseaux de neurones
artificiels (RNA), le systeme d'inférence neuro-floue adaptatif (ANFIS) et la machine a
vecteurs de support (SVM) ont été utilisés avec succeés pour estimer ces propriétés de
différents composants a partir de descripteurs [5,85]. Afin de le rendre claire, on a organisé ce
chapitre en trois parties principales :

Dans la premiére partie nous expliquerons tous les matériels et les méthodes traitées,
notamment les logiciels informatiques utilisées, la description de la base des données ; leur

collection et leur préparation, le calcul des descripteurs moléculaire, et la procédure suivez
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pour sélectionner juste les descripteurs pertinents, car elle revét une grande importance dans
la détermination de la qualité des modeles qui serons obtenus. Egalement nous expliquerons
brievement la méthodologie utilisée pour le développement de ces modeéles, et la maniére de
choix de leurs parametres.

Nous montrerons dans le seconde partie tous les résultats obtenus durant et apres le
développement des modéles de type RNA-QSPR, nous donnera I’évolution des nombres des
descripteurs au cours le prétraitement, les architectures des meilleures modéles obtenus, nous
ferons aussi des analyse tel que le calcul des erreurs et I’analyse de sensibilité qui mesure la
contribution des variables d’entrée sur les propriétés a modéliser. Finalement, nous
interprétant et nous discuterons ces résultats.

Dans la derniere partie de ce chapitre, nous présenterons une conclusion qui resume

brievement le travail et se tient sur les étapes les plus importantes dans cette contribution.

I11.2. Matériels et méthodes
Dans ce travail, I'ensemble de données de 6700 composés chimiques ont été collectés
a partir d'articles et de livres publiés antérieurement dans la littérature [5,86]. Les descripteurs
ont été calculés a l'aide du logiciel alvaDesc basé sur le SMILE (Simplified Molecular-Input
Line-Entry System) de chaque composé, qui calcule 5305 types de descripteurs (c.-a-d.
Descripteurs 0D, 1D, 2D et 3D) [87].
La présélection des descripteurs pertinents s'est faite en deux étapes. La premiére sélection a
été réalisée a l'aide du logiciel alvaDesc en réduisant tous les descripteurs comme suit:

- Les valeurs de descripteur constantes et quasi constantes ont été supprimées;
- Toutes les valeurs manquantes ou au moins une valeur manquante ont été supprimées;
- Tout descripteur avec un écart type relatif <0.001 a été supprimé;
- Les descripteurs avec une corrélation de paires supérieure ou égale a > 0.95 ont été
supprimes.
La deuxiéme étape consiste a utiliser la MLR par étapes comme sélection finale pour ne

disposer que des descripteurs pertinents. 05 descripteurs sont restés apreés le criblage final qui
sont {Sp: somme des polarisabilités atomiques (mise a I'échelle sur I'atome de carbone), Mp:
polarisabilité atomique moyenne (mise a I'échelle sur I'atome de carbone), GD: graphique
densité, H% pourcentage d'atomes H, C% : pourcentage d'atomes de C}. Le nombre d'entrées
pour chaque propriété était de 5 descripteurs, températures d'ébullition (Tb) et poids
moléculaires (Mw).

Les performances de la méthode SVM pour la régression dépendent principalement de

plusieurs paramétres et de la fonction noyau. Etant donné que la relation entre les
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descripteurs moléculaires sélectionnés et les propriétés sélectionnées est non linéaire et que
pour les taches de régression, une des fonctions de noyau couramment utilisées et en raison

de ses bonnes performances génerales est la fonction de base radiale gaussienne (RBF) [88].

111.2.1. Description de methode hybride SVM-DA

Les machines a vecteurs de support (SVM) sont une méthode d'apprentissage supervisé
présentée pour la premiére fois en 1992 par Boser et al. [89], quelques années plus tard, ils
ont été introduits par Cortes et al. 1995 [90] pour les cas de classification et en 2013 Vapnik
et al. [91] ont été étendus et ajustés aux problémes de régression pour mapper la relation non
linéaire entre les entrées et les sorties afin de construire la fonction de régression dans
I'espace des caractéristiques a haute dimension ®(x), mapper vers l'espace d'origine et définir
la fonction de noyau (Kernel) appropriée K(x;,y;), ou X; est la valeur d'entrée, y; est la valeur
de sortie et {i = 1,..., m} m est la taille de I'ensemble de données d'apprentissage D = (Xi,Yi)

[92]. La fonction de régression est concue par y = WT.®(x) + b, ol W est le vecteur de
poids et b est le biais [93]. Les principaux avantages du modéle SVM sont a savoir, I'absence
de minima locaux pendant la phase d'apprentissage, gérer la régression non linéaire,
clairsemé, utiliser des fonctions de noyau [94]. Plus de détails sur I'équation d'optimisation du
modele SVM et les fonctions du noyau peuvent étre trouvés dans le chapitre 11 [95-97]. Un
nouvel algorithme d'optimisation appelé Dragonfly a été développé par Mirjalili et al. 2016
[98] basé sur le comportement des libellules. Cet algorithme a été couplé a la méthode SVM

pour optimiser ses parametres [99].

111.3. Résultats et discussion

I11.3.1. Température critique

Modélisation par (MLR). Les valeurs de température critique prédites a lI'aide du modele
MLR développé ont été comparées aux valeurs expérimentales en utilisant deux paramétres a
savoir, l'erreur relative absolue moyenne (ERAM) et le coefficient de détermination (R?). La
régression entre les valeurs de la température critique prédites et expérimentales (figure
(111.1.a)) montre les performances du modele MLR en termes de {ERAM=3.376% et
R2=0.9104}. Sur cette figure, la ligne continue rouge indique l'ajustement exact entre les
valeurs expérimentales et prédites, tandis que les points en cercles bleu montrent les points

corrélés par le modele proposé par rapport aux données expérimentales. Plus les points sont
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proches de la ligne pleine, plus les données corrélées sont précises. L'équation de ce modéle
s'écrit comme suit:

T. = —18.93 — 0.0977M,, + 1.47T, + 3.60S, + 55.56M,, + 31.90GD +
0.28H% + 0.57C% (111.1)

Modélisation par (RNA). L’objectif majeur de la deuxieme partie et de savoir quelle est la
meilleur architecture du réseau de neurones qui peux étre capable de traiter la base de
données disponibles.

La conception et I’optimisation du RNA ont étaient réalisées en cinq étapes. En bref :

- Au cours de la premiére étape, on a testé I’effet de séparation de la base de données sur
I’optimisation du réseau.

- Au cours de la deuxiéme étape, les algorithmes d’apprentissages ont été testé pour trouver
celles donnants la meilleure performance.

- Au cours de la troisieme étape d’optimisation, on a testé les méthodes de prétraitement des
données (méthodes de normalisations).

- Laquatriéme étape consistait a trouve le nombre de couches cachées.

- Enfin, la derniére étape consiste a voir l'effet de nombre de neurones dans chaque couche
cachée.

Toutes ces étapes ont été développées a I”aide du logiciel commerciale Matlab®. La propriété
émergente d'un RNA est sa capacité d'apprentissage. A partir d'un état quelconque, il va, en
s'appuyant sur un algorithme d'apprentissage, adapter la valeur des poids synaptiques pour
fournir une réponse vraisemblable vis-a-vis du probleme traité.

Les parametres du meilleur modele RNA ont été déterminés sur la base de la méthode
d’essai et d'erreur. Les résultats montrent que, le meilleur réseau de neurones a rétro-
propagation de perception multicouche formé avec l'algorithme de Levenberg-Marquardt
(RNA-PM) a été obtenu avec l'architecture des neurones {7, 15, 1} dans la couche d’entrée,
caché et de sortie respectivement. La fonction de transfert tangente hyperbolique sigmoide
Tansig (f) et linéaire Purline (g) a été utilisée respectivement dans la couche cachée et la
couche de sortie. La courbe de régression est représentée sur la figure (I11.1.b) ou la
performance du modele RNA en termes de {ERAM = 2.639% et Rz = 0.9450} et son

expression peut s'écrire comme suit:

— 15 S 7 1
T. = g (Zj=1 Wl,j f (Zi=1 Wj,iXL' + bh]) + b01) (|||.2)
Ou:
X; Vecteur d'entrée,
W, W$;  Matrice de pondération des couches entrée-cachées et des couches cachées-sortie,
bpj, bo1 Biais des couches cachées et de sortie respectivement.
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Modélisation par (SVM). Un autre modéle a été développé basé sur I'approche SVM, le
meilleur modéle est basé sur l'optimisation de ses paramétres a savoir, capacité
(BoxConstraint) (C), le parametre de largeur de noyau (Kernel scale) (y), la quantit¢ de
vecteurs de support (QSV) et la fonction de noyau. Le modéle optimisé a été trouvé avec la
fonction noyau (RBF) et {C =10, y=1, et QSV =4008} pour modéliser la température
critique. Ce modele a été trouvé avec {ERAM= 1.224%, et R?=0.9375}.

Modélisation par (SVN-DA). Le dernier modele est basé sur l'utilisation de SVM hybride
avec un algorithme d'optimisation récent nommé Dragonfly (DA). La comparaison graphique
entre les températures critiques prévues et expérimentales a été présentés dans la figure
(11.1.d). Sur la base des résultats obtenus, le modele SVM-DA proposé peut fortement
modéliser la température critique en termes de {ERAM=0.7551% et R2=0.9699} par rapport
aux autres modeéles développés. Le SVM-DA obtenu a été trouvé avec la fonction noyau
(RBF) et {C=10,y=0.5, et QSV = 3293}.

. . cal . - cal
Linear Fit: Tc =092*(Tc P )+54 Linear Fit: Tc =rTc P )+e)
T T 2500 T T T
e
2200 O  Globaldata Y O  Traindata
[ Best Linear Fit /,/ | Best Linear Fit
2000 | Tc o =7c @ / 1 G TO O =70 @
/v/ 2000 |- Test data
1800 | s 1 >  Validation data
7
/
1600 | o6
7 1500 |
1400 | .
H / 3
© 1200 | e
° 000
1000 | o 1 L
o
800 |-
o :AFiD = 72;1639
600 |- AARD = 3.376 1 500 | .00
R = o0.958 R2=00945
400 L R?=0.9104
200
I I I I 0 . . | |
500 1000 1500 2000 0 500 1000 1500 2000 2500
Tc e Te &P
Linear Fit: Tc ca _po4x (Te P y+3s8 Linear Fit: T~ & —gg7+ T *Py+18
2500
- - - - T T
O Trandaa 2200 O Traindata
Best Linear Fit [ Best Linear Fit
........ L Tc P =T @ 2000 ||—— —Tc®® =7c @
2000 15 Testdata O Testdata
1800 |
1600 |
1500 |
1400 |
5 ®
© © 1200 L
1000 | 1000 | o o
800 |
AARDH 1.224 @ O
500 R =09702 50 | O o) AARD = 0.7551
[ R?%=09375 1 [ R =0.9852
oo 2
200 R? =0.9699
200
o . . . I | | | | | | | | | |
0 500 1000 1500 2000 2500 200 400 600 800 1000 1200 1400 1600 1800 2000 2200
Tc &P Tc &P

Figure 111.1. Comparaison entre la température critique expérimentale et prévue de I'ensemble de la
base de données. a: MLR, b: RNA, c¢: SVM, d: SVM-DA
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111.3.2. Pression critique
Afin de modéliser la pression critique, en suivant les mémes méthodologies de
modélisation (MLR, RNA, SVM et SVM-DA) que celle adoptée pour modéliser la

température critique:

Modélisation par (MLR). Pour analyser plus précisément les performances du modéle du
MLR, le pourcentage de I'erreur relative absolue moyenne (ERAM %), et le coefficient de
détermination (R2) sont calculés, les résultats montrent que le modéle MLR peut prédire les
valeurs de pression critique avec {ERAM = 10.47% R2 = 0.7821}. La régression entre les
valeurs calculées par le modele MLR et les valeurs expérimentales est représentée sur la
figure (111.2.a). La pression critique peut étre écrite en fonction des entrées sélectionnées via
le modéle MLR comme suit:

P. = 18.96 — 0.0751M,, + 0.0734T,, — 1.13S,, + 10.97M,, + 47.62GD —
0.124H% — 0.1548C% (11.3)

Modélisation par (RNA). Pour le modéle RNA, en suivant la méme méthodologie de
conception et d’optimisation du réseau de neurones que celle adoptée pour modéliser la
température critique, le réseau adapté aprés confirmation par une étude évaluative, est un
RNA optimal de type MLP a une couche cachée avec 15 neurones et de fonction de transfert
tangente sigmoide (Tansig) et une couche de sortie avec la fonction linéaire (Purline). Un
algorithme d’apprentissage le mieux adapté aprés confirmation par une étude évaluative, est
celui de Levenberg-Marquardt (Trainlm). Les résultats montrent par la comparaison de
régression est représentée sur la figure (111.2.b) ou la performance du modele RNA a été
trouvée comme {ERAM = 5.897% et de coefficient de détermination R2=0.911}.

Modélisation par (SVM). Le modele SVM optimal a été obtenu avec la fonction du noyau
RBF et {C=10,y=1et QSV =4990} pour modéliser la pression critique. La précision de ce
modéle était de {ERAM = 2.575% et de coefficient de détermination Rz = 0.9491}. La
représentation graphique de régression entre les valeurs calculées par le modele SVM et les

valeurs expérimentales est rapportée sur la figure (111.2.c).

Modélisation par (SVM-DA). La comparaison graphique présentée dans la figure (111.2.d)
entre les valeurs prédites par SVM-DA et les valeurs expérimentales de la pression critique.
Les parametres statistiques calculés montre les performances de ce modele en termes de
{ERAM = 1.962% et R2 = 0.9673. Ce modele a été trouve avec une fonction de noyau (RBF)
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et {C =10, y = 0.5 et QSV = 4785} et montre une grande capacité de prédiction sur la

pression critique par rapport aux autres modeles testés dans cette étude.
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Figure 111.2. Comparaison entre la pression critique expérimentale et prévue de I'ensemble de la base
de donneées. a: MLR, b: RNA, ¢: SVM, d: SVM-DA.

-75-



Chapitre IIL. Contribution a la modélisation des propriétés critiques par I’intelligence computationnelle.

111.3.3. Volume critique
Autre propriété critigue a modéliser est le volume critique, en suivant les mémes
méthodologies de modélisation (MLR, RNA, SVM et SVM-DA) que celle adoptée pour
modeéliser la température critique et la pression critique:
Modélisation par (MLR). L’illustration graphique entre les valeurs expérimentales et les
valeurs prédites par le modele MLR est représenté sur la figure (111.3.a). Les résultats de
modélisation du volume critique par la méthode MLR montre les performances du modéle
MLR en termes de I’erreur relative absolue moyenne ERAM = 6.627% et de coefficient de
détermination R2 = 0.9339. L'équation de ce modeéle s'écrit comme suit:
Ve = 127.14 + 0.4065M,, + 0.1988T;, + 28.169S5, — 129.90M,, — 11.84GD —
1.1247H — 1.3638C% (111.4)
Modélisation par (RNA). Le modele RNA optimisé a éeté trouvé avec l'architecture de {7,
15, 1} neurones dans la couche d’entrée, cachée et de sortie respectivement. La fonction de
transfert tangente sigmoide (Tansig) a été utilisée dans la couche cachée et linéaire (Pureline)
dans la couche de sortie. Les performances du modele RNA représenté graphiquement par
une régression entre les valeurs expérimentales et prédites (figure (111.3.b)). Les résultats
montre la précision du modele RNA optimisé avec {ERAM = 4.534% et de coefficient de
détermination R2 = 0.971.

Modélisation par (SVM). La figure (111.3.c) illustre graphiquement la régression entre les
valeurs du volume critique calculés par le modele SVM optimal et les valeurs expérimentales,
cette figure montre la précision du modéle SVM avec I’erreur relative absolue moyenne
ERAM = 2.338% et le coefficient de determination R2 = 0.9792. Le modéle SVM optimal a
¢été trouvé avec la fonction de noyau (RBF) et {C = 10, y = 0.5 et QSV = 4817} pour le

volume critique.

Modélisation par (SVM-DA). La quatrieme méthode développée afin de modéliser avec
précision le volume critique est la modélisation par SVM-DA. Le SVM-DA obtenu a été
trouvé avec la fonction noyau (RBF) et {C = 10, y = 0.5 et QSV = 4795}. Les résultats
montrent que SVM-DA peut trés bien modéliser le volume critique avec {ERAM = 1.929%
et de coefficient de détermination R2 = 0.9856 par rapport aux autres modeéles développés. La
figure (111.3.d) montre le graphe de régression entre le volume critique expérimental et
calculé a I'aide du modéle SVM-DA.
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Figure 111.3. Comparaison entre le volume critique expérimentale et prévue de I'ensemble de la base
de données. a: MLR, b: RNA, c: SVM, d: SVM-DA

111.3.4. Facteur acentrique
Le quatriéme paramétre (facteur acentrique) a été modélisé en utilisant les méthodes

(MLR, RNA, SVM et SVM-DA) :
Modélisation par (MLR). La performance du modéle MLR pour modélisé le facteur
acentrique a été trouvé avec {ERAM = 23.76% et Rz = 0.232} comme présenté sur la figure

(111.4.a). L'égquation de ce modele s'écrit comme suit:
w = 0.3369 — 6.86.107°M,, + 1.25.1073T}, + 9.858. 10‘3Sp — 0.333M,, —

0.246GD — 1.448.1073H% — 5.069.1073% (111.5)
Modélisation par (RNA). Le facteur acentrique a été modélisé en utilisant le modele RNA
optimise avec la structure de {7, 20, 1} neurones dans la couche d’entrée, cachée et de sortie

respectivement. La fonction de transfert tangente sigmoide (Tansig) et linéaire (Pureline) a

-77-



Chapitre IIL. Contribution a la modélisation des propriétés critiques par I’intelligence computationnelle.

été utilisée respectivement dans la couche cachée et la couche de sortie. Le modéle RNA
optimal a été trouvé avec la performance de {ERAM = 9.733% et de coefficient de
détermination R2 = 0.890 comme présenté sur la figure (111.4.b).

Modélisation par (SVM). Le facteur acentrique a été modélisé en utilisant le modele SVM
optimisé avec la fonction noyau (RBF) et {C =10, y=1 et QSV =4349}. Le mod¢le précis a
été trouvé avec la performance de {ERAM = 6.140% et de coefficient de détermination R2 =
0.8725 comme presenté sur la figure (111.4.c).

Modélisation par (SVM-DA). Le facteur acentrique a été modélisé en utilisant le modele
SVM-DA optimisé¢ avec la fonction de noyau (RBF) et {C =100, y = 0.5 et QSV =3032}. Le
SVM-DA obtenu a été trouve avec la performance de {ERAM = 2.173% et de coefficient de

détermination R2 = 0.9766 comme présenté sur la figure (I11.4.d).
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Figure I11.4. Comparaison entre le acentrique facteur expérimentale et prévue de I'ensemble de la
base de données. a: MLR, b: RNA, c: SVM, d: SVM-DA
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Comme on peut le voir sur la figure (I11.5), le modele SVM-DA peut prédire les parametres
sélectionnés avec une grande précision par rapport aux autres modeles avec erreur relative
absolue moyenne minimale par rapport les autres modéles développés. Pour cette raison, une
analyse de sensibilité, le domaine d'applicabilité et la section d'évaluation statistique et de

validation ont été effectuées sur la base des paramétres SVM-DA obtenus.

MLR ANN SVM SVM-DA
Figure 111.5. Prédiction performance des 04 paramétres par les 04 modeles.

111.3.5. Domaine d'applicabilité des modeles développés
Dans cette étude, le domaine d'applicabilité a été présenté a l'aide de la méthode de
William [100]. Dans cette méthode les résidus (&) normalisés par rapport aux valeurs de
levier (h) et I'effet de levier (h;) du i*™ composant est défini comme suit:
h; = X;(XTX)~1xT i=1,2,3...n (111.6)
Ou X est la matrice des entrées de I'ensemble d'apprentissage, X; est le vecteur des entrées du
composé souhaité, I'exposant signifie la transposée et n est le nombre de points
d'apprentissage. Dans ce graphique, I'effet de levier critique (h*) est calculé selon I'équation

suivante [100]:

h* =3(p+1)/n (111.7)
Ou p est le nombre d’entrées dans le modele. Les résidus normalisés & sont calculés par y:
5= Y9 (111.8)

ngl(yi—yi)Z/(n—p—l)

OU y; et §; sont la valeur expérimentale et la valeur calculée pour le i*™ composé, respectivement.
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Figure I11. 6. Domaine d’application (William) pour chaque propriété (a) Tc, (b) Pc, (¢) V¢ et (d) ®.

Les valeurs aberrantes sont des points de données lorsque le résidu normalisé se situe dans

I’intervalle de +3 unites d'écart-type et que la valeur de levier doit étre supérieure a h*.

Comme on peut l'observer sur la figure (I111.6), les valeurs aberrantes ne représentent

qu'environ 4.791, 4.382, 4.772 et 5.492% du total des composés dans I'ensemble de données

pour T¢, Pc, V¢ et o respectivement. Les modeles développés étaient capables de prédire la

majorité des données experimentales avec des valeurs de residu normalisé se situe dans

I’intervalle de £3. Quelques points sont hors domaine d'application avec des valeurs plus

élevées de h ou des résidus normalisés. Cependant, les valeurs aberrantes ne signifient pas

que la capacité de prédiction du modéle n'est pas bonne, les ERAM et R sont le jugement de

la capacité predictive du modéle SVM-DA.
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AARD %

AARD %

111.3.6. Evaluation statistique et validation de modeéle élaboré

Evaluation statistique de modeéle élaboré montre que plus de 90% des valeurs de I'erreur
relative absolue ERA% des propriétés modélisées par le modéle SVM-DA sont inférieur a
2% (figure 111.7). Les résultats prouvent que ce modeéle a fait une bonne prédiction en
produisant une trés faible erreur de presque tout le jeu de données.
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Figure 111.7. Erreur Relative Absolu (ERA%) des modéles proposés pour la prédiction de T¢, Pc, V¢
et @ d'environ 6700 points de données.

111.3.7. Analyse de sensibilité globale
L'objectif de I'analyse de sensibilité globale est de calculer I'effet des entrées sur
chaque sortie en utilisant la méthode d'amplitude cosinus (CAM) [101-103]. Cette méthode
est basée sur le calcul du facteur de l'importance (rj) qui mesure les relations entre les
parametres les parametres d'entrées x; et de sortie x;, ce facteur peut étre représenté par
I'expression suivante [97]:
k=1 XikXjk

j
m 2 y'm 2
\/Zk=1xij k=1%jk
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Les paires de donnees utilisées construisent un tableau de données X qui sont définis comme
X = {X11 X2$ X3,---,Xm}

OU X; est un vecteur de longueurs m, exprimé comme: X; = {Xi1,Xi2,Xiz,-...Xim}
i et k sont les dimensions de la matrice d'entrée (i=1a6700, k=1am);
j est les dimensions du vecteur de sortie (j =1 a 6700) ;
m est le nombre de paramétres d'entrée (m = 7).

La figure (111.8) montre I'importance des entrées sélectionnées sur chaque sortie, il est montré
clairement que tous les paramétres ont approximativement le méme effet sur chaque sortie et
confirment que tous les descripteurs sélectionnés pour chaque modéle n'ont pas été choisis
par hasard

Sensitivity Analysis Sensitivity Analysis
T T

0.95802 0.96646 1
r 0.9551 0.95375 - B 3 0.95851
0.9501 0.95133 052906

0.89438

0.88379 0.87398

0.81337

08 L 4 . 0.76833

o}

06 [

04 L

02 L

MW ™ Sp Mp GD Ho% c% MW ™ sp Mp GD Ho% c%
Input parameters Input parameters
(€)) (b)
Sensitivity Analysis Sensitivity Analysis
. ; . .
0.99474 | 1

r 0.95473 0.95408 )

Lk oo4eas 09957 0.92684

0.94468 0.93133

0.91441 0.91358

0.87727 0.86148

08 L 0.77507 0.8 0.77834

ij

06 L

0.4

04 L

02 L 0.2

MW Tb sp Mp GD H% C% MW Tb sp Mp GD H% Cc%
Input parameters Input parameters
(© (d)

Figure 111.8. Importance des entrées sur chaque sortie (a) T, (b) Pc, (¢) Vc et (d) o.

Dans le but de mesurer les performances du modéle congu, nous avons une base de données
constituée par un échantillon des propriétés expérimentales. La figure (111.9) montre le
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comportement du modéle SVM-DA vis-a-vis de cette base, les propriétés expérimentales
(représentées par des cercles bleus) et les propriétés prédites par SVM-DA (représentées par
des signes (+) en rouge). Il est clair que les valeurs préedites par ce modeéle sont en excellent
accord avec les valeurs expérimentales. Avec un coefficient de régression R>0.98 et de

erreur relative absolue moyenne ERAM<2.17% pour les quatre propriétés.
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Figure 111.9. Les propriétés experimentales de certains composes vs prédits par SVM-DA.

Le meilleur modele SVM-DA a été implémenté dans une interface utilisateur graphique
conviviale concue en utilisant le logiciel Matlab et présentée sur la figure (111.10). Cette
interface peut calculer les sorties souhaitées en connaissant uniquement les entrées

sélectionnées pour 6700 systémes.
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Figure 111.10. Interface graphique.

I11.4. Conclusion

Le but de cette étude était de tester la pertinence de quatre méthodes de calcul
intelligentes dans la modélisation des propriétés critiques et de facteur acentrique de 6700
composés purs. Quatre modeéles ont été congus a savoir, MLR, RNA, SVM et SVM-DA.
L'ensemble de données expérimentales des propriétés a été collecté a partir de la littérature
tandis que la matrice d'entrée se compose d'un mélange de 05 descripteurs et 02 propriétés
thermodynamiques. Tous les modéles ont été évalues statistiquement en termes de ERAM et
R2?, les résultats obtenus montrent que le SVM-DA trouvé avec une tres faible erreur (ERAM)
de {0.7551%, 1.962%, 1.929% et 2.173%} et un coefficient de détermination élevé R? de
{0.9699, 0.9673, 0.9856 et 0.9766} pour les quatre propriétés (Tc, Pc, Vc et w)
respectivement. Il est conclu que le modele SVM-DA est capable d'établir une relation non
linéaire satisfaisante entre les descripteurs moléculaires et les propriétés critiques de
COmMpOSES purs avec une grande précision.

Sur la base du modéle SVM-DA, une analyse de sensibilité a été menée pour évaluer
les effets des entrées sur chaque sortie, et les résultats montrent que toutes les entrées
affectent fortement la sortie et leur choix était base sur leur contribution a la phénomeénologie

étudiée.
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Une autre section a été faite dans cette étude, qui est le domaine d'applicabilité du
modéle par rapport a I'ensemble de données utilise, et les résultats montrent que le modéle
SVM-DA peut étre appliqué pour s'adapter a prés de 95% des données utilisées, ce qui
montre la capacité du modele lors de la modélisation des propriétés étudiées par rapport aux
autres modeles.

Enfin, une interface utilisateur graphique conviviale a été concue a l'aide du logiciel
Matlab pour faciliter l'utilisation de ce modéle sans connaitre aucun détail sur la

phénoménologie ou le logiciel utilise.
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IV.1. Introduction

La determination précise de la solubilité des composés solides dans les fluides
supercritiques et sa corrélation sont essentielles pour le développement de la technologie
supercritique dans les industries pharmaceutiques. Plusieurs corrélations empiriques ont été
développées pour prédire et/ou estimer la solubilité des solutés solides dans le dioxyde de
carbone supercritique (CO2-SC). Ces modeles sont généralement des méthodes basées sur la
densité du solvant supercritique dans lesquelles les effets de température et de pression sont
tous deux pris en compte, ce qui conduit a une relation linéaire entre la densité du solvant et
les données expérimentales. L'inconvénient principal de cette représentation simple est le

caractére semi-empirique, et la nécessité de données expérimentales.

IV.2. Matériels et Méthodes
IV.2.1. Elaboration de la base de données

Les données de mesures expérimentales de la solubilité des médicaments solides dans
les fluides supercritiques sont rapportées généralement dans la littérature par les variables
intensives : la tempeérature, la pression et la solubilité exprimee soit en unité de masse du
soluté solide soluble dans un volume de solution soit en fraction molaire du soluté dans la
phase supercritique. Il faut noter que les valeurs de la solubilité sont trés faibles lorsqu’elles
sont exprimees en fractions molaires pour les solutions considerées. Comme nous I’avons
indiqué dans I’introduction geénérale les quatre derniéres décennies ont été marquées par le
nombre élevé de publications réservées a la mesure de la solubilité de solutés solides dans le
CO,-SC, les données utilisées pour la modelisation par les méthodes semi empiriques sont
indiquées dans le tableau (IV.1). Ces données concernent donc 130 composés pour un total de
3269 points expérimentaux. Dans ce tableau, M,, : masse molaire, T : Température, P :

pression, y» : Solubilité dans le CO,-SC, N; : Nombre de points expérimentaux.
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Tableau 1V.1. Données expérimentales utilisées pour la modélisation semi empirique de la solubilité

des solutés solides dans le dioxyde de carbone supercritique.

N° Solutés solides MW T(°K) P(bar) pcoz (Kg/m®) -log (y2) Ni Références
1 %i?é[\'h?gr‘At;‘a'e”ediami”e 158204 | 313.15-333.15 | 110.00~200.00 | 357.88-840.66 | 4.7905-57212 | 27 [41]
2 ?S‘Ads‘;”&;‘o‘“phe”y'metha”e 198269 | 313.15-333.15 | 110.00~20000 | 357.88~840.66 | 3.7940~5.0269 | 27 [104]
3 | 4-Aminoantipyrine 203240 | 308.20~328.20 | 100.30~220.40 | 338.62~879.62 | 3.4353-4.9830 | 21 [105]
4 | Aspirin 180.157 | 308.15-328.15 | 120.00~250.00 | 504.51~901.23 | 3.4507~4.2007 | 24

5 | Cholesteryl acetate 428701 | 308.15-328.15 | 90.00-240.00 | 385.30-893.89 | 2.9830-5.3615 | 24 [106]
6 | Cholesteryl benzoate 490.772 | 308.15-328.15 | 120.00~270.00 | 120.00~27000 | 42774~5.2765 | 20

7| Cholesteryl butyrate 456.755 | 308.15-328.15 | 100.00~240.00 | 54.47-893.89 | 3.0491~4.6497 | 20

8 | Atorvastatin 558.640 | 308.00~348.00 | 121.60~354.60 | 327.00~955.00 | 2.8398-6.0000 | 45

9 | Simvastatin 418566 | 308.00~348.00 | 121.60~35460 | 327.00-955.00 | 3.2716-5.6990 | 45

10 | Lovastatin 404550 | 308.00~348.00 | 121.60~35460 | 327.00-955.00 | 3.9431-4.9586 | 45 [107]
11 | Rosuvastatin 481538 | 308.00~348.00 | 121.60~35460 | 327.00~955.00 | 3.6126-55229 | 45

12 | Fluvastatin 411470 | 308.00~348.00 | 121.60~35460 | 327.00~955.00 | 3.2211-5.3010 | 45

13 | Atropine 280360 | 308.00~348.00 | 122.00~35500 | 327.00~955.00 | 2.7773-4.2218 | 45

14 | Carbamazepine 236.269 308.00~348.00 122.00~355.00 477.00~955.00 4.0269~5.5229 39

15 | Codeine 200364 | 308.00~348.00 | 122.00~35500 | 327.00~955.00 | 29101~4.3979 | 45

16 | Diazepam 284740 | 308.00~348.00 | 122.00~35500 | 327.00~955.00 | 2.9547-3.7959 | 45 [108]
17 | Acenaphthene 154212 | 308.15-348.15 | 121.60-354.60 | 327.00~95500 | 18540~2.8938 | 45

18 | Fluoranthene 202256 | 308.15-348.15 | 121.60~354.60 | 327.00~955.00 | 2.8195-3.9829 | 45

19 | Triphenylene 228294 | 308.15-348.15 | 121.60~354.60 | 327.00~955.00 | 4.0222-5.6989 | 45

20 | Azelaic acid 188221 | 313.15-333.15 | 100.00~300.00 | 289.95-009.89 | 4.9948-6.3768 | 14 [109]
21 Benzocaine 165.189 308.00~348.00 122.00~355.00 327.00~955.00 1.9165~3.5686 40 [110]
22 | Benzoin 212248 | 308.15-328.15 | 121.60~236.10 | 433.42~897.99 | 3.3872-4.3872 | 19

23 | Mandelic acid 152150 | 308.15-328.15 | 101.00~230.60 | 356.78~892.63 | 25370~45686 | 21 [111]
24 | Propyl 4-Hydroxybenzoate 180203 | 308.15-328.15 | 94.10~220.90 | 361.93-88502 | 3.2132~47212 | 21

25 | Bisacodyl 361400 | 308.00~348.00 | 122.00~35500 | 396.00~955.00 | 3.2343-5.0458 | 39 [112]
26 | Caffeine 194190 | 313.00~353.00 | 199.00~349.00 | 591.75-934.98 | 29469-35482 | 24 [113]
27 | Naproxen 230250 | 313.10~333.10 | 89.60~193.10 | 304.16~84087 | 44976-57212 | 18

28 | Ketoprofen 254280 | 313.15-328.15 | 90.00-250.00 | 422.63-889.59 | 3.7258-5.4815 | 15 0]
29 | Flurbiprofen 244261 | 303.15-323.15 | 89.00~24550 | 521.40~929.10 | 3.7050-4.7768 | 27

30 | Ibuprofen 206281 | 308.15-318.15 | 80.00~220.00 | 290.96~890.04 | 2.1675-4.5229 | 29

31 | Gemfibrozil 250340 | 308.20~328.20 | 100.10~220.20 | 400.28~879.40 | 23778-45317 | 21

32 | Clofibric acid 214.645 3082-3282 | 100.10-220.20 | 337.35-879.40 | 3.0675-4.4934 | 21 (4]
33 | Irgacure® 2959 photoinitiator 224256 | 308.20~328.20 | 101.00~254.00 | 326.90~901.80 | 35481-5.2840 | 21 [115]
34 | Dichlone 227.040 | 313.00~333.00 | 70.70~325.80 | 160.80~905.80 | 3.6003-5.1549 | 23

35 | Menadione 172183 | 313.00~333.00 | 97.20~306.70 | 273.50~306.70 | 29974-31249 | 18 0]
36 | Methimazole 114166 | 308.00~348.00 | 122.00-355.00 | 327.00~955.00 | 2.7215-4.2676 | 40

37 | Phenazopyridine 213244 | 308.00~348.00 | 122.00-35500 | 327.00~955.00 | 2.6044~4.3565 | 45 [117]
38 | Propranolol 250349 | 308.00~348.00 | 122.00~35500 | 327.00~955.00 | 16205-3.4461 | 45

39 | Nicotinamide 122127 | 31315-373.15 | 54.00~305.00 | 90.15-905.74 | 25031~5.0000 | 24

40 | Nicotinic acid 123110 | 31315-373.15 | 45.00~30200 | 78.13-008.18 | 4.9825-65086 | 22 (18]
41 | Oxymetholone 332477 | 308.00~328.00 | 121.00~305.00 | 411.00~858.00 | 3.8268~4.7959 | 20 o)
42 | Cefixime trihydrate 507.489 | 308.00~328.00 | 183.00~335.00 | 634.00~875.00 | 65199-6.7958 | 18

43 | Progesterone (Steroids) 314460 | 313.15-338.15 | 120.00~260.00 | 387.40~884.80 | 2.8386-4.8539 | 18 [120]
44 | Sinapic acid 224212 | 313.00~333.00 | 200.00~400.00 | 725.00~956.00 | 6.1524~8.1549 | 9 [121]
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45 | Protocatechuic acid 154121 | 313.00-333.00 | 200.00~400.00 | 725.00~956.00 | 59731~6.8182 | 9

46 | Chrysin 254241 | 313.15-333.15 | 200.00~400.00 | 725.00~956.00 | 6.9469~7.7447 | 9

47 | Pyrocatechol 110.112 308.15~363.15 | 100.00~400.00 | 203.00~975.00 | 2.3388~3.9136 gg [12[21]2[1123]

48 | Phenol 94.113 333.15~363.15 | 100.00~350.00 | 208.00~864.00 | 1.0427-2.9431 | 33 [123]

49 | Resorcinol 110.112 308.15-338.15 | 120.00~400.00 | 296.00~975.00 | 3.0119-3.9586 | 32 [124]

50 | Quinine 324424 | 308.15-328.15 | 80.00~240.00 | 210.62-906.51 | 5.0915-7.0809 | 27 [125]

51 | salicylic acid 138120 | 308.15-318.15 | 92.60~157.90 | 463.00~824.00 | 3.4001~4.0132 | 20 [126]

52 | Uracil 112.080 | 313.00-333.00 | 100.00~299.90 | 289.40~910.00 | 3.8861-5.6383 | 12 [127]

53 | Tributylphosphate 266.318 | 303.00-363.00 | 150.00~250.00 | 372.00~923.00 | 1.0459-1.3152 | 24 [128]

54 | N-phenylacetamide 135166 | 308.00-328.00 | 104.40~225.00 | 356.70~889.20 | 3.3408-4.5331 | 24 [129]

55 | o-Phthalic acid 166.132 | 308.00-328.00 | 80.00~210.00 | 206.80~875.60 | 5.2899-5.9957 | 15 [130]

56 | 1-aminoanthraguinone 223231 | 323.15-383.15 | 125.00~250.00 | 236.98~834.01 | 4.4543~6.2596 | 18

57 | 1-nitroanthraquinone 253213 | 323.15-383.15 | 125.00~250.00 | 236.98-834.01 | 4.0788~4.6253 | 18 [31]

58 ‘c‘éﬁﬁ;‘r’i’éy;ci?dgamic acid (P | 164160 | 313.00~333.00 | 150.00~500.00 | 607.00~992.00 | 55930~6.8110 | 24

59 ?ég;f;ihcygg%yd”'”amic acid | 180150 | 313.00~333.00 | 150.00~500.00 | 607.00~992.00 | 7.3261~9.0969 | 24 [132]

60 :;?g‘(‘frgr’fﬁi'g’ggg;“’XVCi””amic 194.186 313.00~333.00 | 150.00~500.00 | 607.00~992.00 | 4.3633-5.4356 | 24

61 | a-Tocopherol 430717 | 313.00~353.00 | 199.00~349.00 | 591.60-935.00 | 2.4473-3.1938 | 24 .

62 | B-Carotene 536.888 | 313.00~353.00 | 200.00~350.00 | 594.20~935.40 | 3.9281~7.0457 | 23

63 | 2-Methylbenzoic acid 136150 | 313.20~333.20 | 110.00~246.00 | 369.00-882.00 | 2.2441~3.6198 | 18

64 | 3-Methylbenzoic acid 136.150 | 313.20-33320 | 110.00~246.00 | 369.00~882.00 | 2.2724~3.7352 | 18 [134]

65 | 4-Methylbenzoic acid 136150 | 313.20-33320 | 110.00~246.00 | 369.00~882.00 | 3.1537-4.3665 | 18

66 | Erythromycin 733.937 308.00~348.00 | 122.00~355.00 | 327.00~955.00 | 3.5058~4.3665 | 45 [135]

67 | Naphthalene 128174 | 308.15-338.00 | 71.90~32150 | 66.95-777.02 | 0.4898-3.2881 | 109 Hgi}

68 | Amiodarone Hydrochloride 681.778 | 313.42~34320 | 120.00~300.00 | 347.04-909.94 | 2.9948~4.6003 | 28 [137]

69 | 1-amino-4-hydroxyanthraquinone | 239.230 | 323.15~383.15 | 125.00~250.00 | 236.79~834.01 | 4.6117~6.3635 | 20 138

70 1-hydroxy-4-nitroanthraquinone 269.212 323.15~383.15 150.00~250.00 303.03~834.00 5.0634~6.2034 15

71 | Bisphenol A 228291 | 308.00~328.00 | 110.00~210.00 | 417.06~874.40 | 55212~6.9281 | 15 [139]

72 | p-Nitroaniline 138126 | 308.00~328.00 | 110.00~210.00 | 414.90~873.67 | 4.3705~5.2055 | 15 [140]

73 | Methyl Salicylate 152149 | 343.15~42315 | 90.00~310.00 | 129.10~61347 | 11230~3.2924 | 44 [141]

74 | Juglone 174155 | 308.20~328.20 | 92.00~244.00 | 267.40~89550 | 2.7986~4.6989 | 18 [142]

75 | 1-Eicosanol 298555 | 308.20~328.20 | 36.20~412.30 | 71.30~976.40 | 2.6556-4.8268 | 24

76 | Eicosanoic Acid 312538 | 308.20~32820 | 33.70~211.20 | 62.90-971.80 | 2.5654~5.2006 | 21 [143]

77 | 1-Octadecanol 270501 | 318.00-338.00 | 139.90-452.80 | 536.80~955.10 | 1.6402~2.9830 | 17

78 | Stearic Acid 284484 | 318.00~338.00 | 145.40-467.50 | 591.17-93592 | 1.8327-32069 | 17 4]

79 | Squalene 410730 | 313.00~333.00 | 100.00~400.00 | 389.00-956.00 | 1.1124-3.3010 | 9 [145]

80 | Carbazole 167.211 308.20 103.00~201.00 | 706.22-865.71 | 4.5591~4.8447 | 5 [146]
5 [146]

81 | Anthracene Oil 178.234 | 308.20~333.15 | 80.00~470.00 | 206.49-981.24 | 3.6439-54828 | 8 [147]
23 [148]

82 | Ascorbyl palmitate 414539 | 308.10-313.10 | 130.00~200.00 | 720.15-86550 | 5.2358-5.8041 | 8

83 | butyl hydroxy anisole (BHA) 360.494 | 313.10-333.10 | 130.00~200.00 | 604.38-840.15 | 1.2218-1.8416 | 7

84 | Dodecyl gallate 338444 | 313.50~333.10 | 150.00~250.00 | 604.38~878.02 | 4.6840~5.5086 | 8 [149]

85 | Propyl gallate 212201 | 313.10~333.10 | 150.00~250.00 | 604.38-878.02 | 4.1586~5.2840 | 8

86 | Ascorbic acid 176.124 313.10 130.00-200.00 | 720.14~840.15 | 4.4962~4.7328 | 4

87 | Chrysene 228.294 308.15 84.00~251.00 | 539.86-901.61 | 5.0535-6.1373 | 11 [150]

88 | Triphenylene 228294 | 308.15-328.15 | 85.00~252.00 | 381.25-898.90 | 4.3747-5.9957 | 28 [150]

89 | Lactic acid 90.078 313.00~328.00 | 58.20~197.10 | 143.07~836.03 | 2.7695-4.6197 | 29 [151]
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90 | 2-hydroxyhexanoic acid 132.159 311.00~328.00 | 74.00~198.30 265.60~848.80 | 2.5834~4.6383 | 34
91 | Octacosane 394.772 308.15~318.15 | 80.00~275.00 485.60~894.80 | 3.4089~4.9101 | 28
92 | Triacontane 422.826 308.15~318.15 | 90.00~250.00 529.90~250.00 | 3.5210~5.2924 | 18 1521
93 | Hexadecanoic Acid 256.430 308.00~3018.00 | 128.00~226.00 | 639.60~884.56 | 2.9809~3.5884 | 10
94 | Octadecanoic Acid 284.484 308.00~318.00 | 128.00~226.00 | 639.60~884.56 | 3.4894~4.1308 | 10 [153]
95 | Tetradecanoic acid 228.376 308.00~318.00 | 99.00~226.50 641.91~884.92 | 2.1278~2.9508 | 11
96 | Artemisinin 282.336 310.10~338.10 | 100.00~270.00 | 278.81~904.26 | 2.5753~4.0088 | 36 [154]
97 | Ergosterol 396.659 318.15~333.15 | 120.00~240.00 | 421.84~848.03 | 4.5230~55324 | 15 [155]
98 | Cholesterol 386.664 313.15~333.15 | 100.00~250.00 | 384.40~879.60 | 3.8386~5.6383 | 24 Hgg}
99 f&‘i‘é‘)ji(czrjz‘fg’)phe”oxyacetic 221.033 313.10~333.10 | 104.40~207.90 | 448.05-846.42 | 3.9508~4.7852 | 16 [157]
100 | Methyl gallate 184.147 313.00~333.00 10.00~50.00 295.00~992.00 | 5.3727~7.7190 | 27 (156]
101 | Protocatechualdehyde 138.122 313.00~333.00 10.00~50.00 295.00~992.00 | 5.4270~8.4948 | 24
102 | 1,4-naphthoquinone 158.156 308.20~328.20 | 91.00~242.00 267.80~894.93 | 2.3071~4.3010 | 18 [159]
103 | p-quinone (1,4-benzoquinone) 108.096 308.15~318.15 | 86.10~292.10 331.97~923.84 | 15028~2.9730 | 18
104 | 9,10-anthraquinone 208.216 273.15~318.15 | 84.10~306.30 | 379.83~1055.76 | 4.1308~6.0545 | 17 [160]
105 | Syringic acid 198.174 313.00~333.00 | 100.00~500.00 | 291.41~991.63 | 4.8959~9.0000 | 27 (161]
106 | Vanillic acid 168.148 313.00~333.00 | 85.00~500.00 291.42~991.63 | 4.2167~6.0283 | 28
107 | Paracetamol (Acetaminophen) 151.165 313.00~353.00 | 11.00~250.00 19.63~880.24 5.0894~7.1427 | 10 [162]
108 | Lycopenepe 536.885 323.15~353.15 | 200.00~400.00 | 595.40~923.80 | 5.7277~6.1864 | 20 [163]
109 | Testosterone (Steroids) 288.431 308.15~328.15 | 87.02~242.82 243.85~895.47 | 4.1543~6.4089 | 39 [164]
110 | O-Hydroxy benzoic acid 138.122 273.15~328.15 | 81.10~202.60 | 263.59~1182.34 | 3.2426~5.1549 | 48 [165]
111 | Acetanilide 135.166 308.20~323.20 | 90.00~400.00 383.93~972.04 | 0.3003~4.8706 | 29
112 | Propanamide 73.095 308.20~323.20 | 90.00~400.00 284.75~972.04 | 2.2453~3.6769 | 30 [166]
113 | Butanamide 87.122 308.20~323.20 | 90.00~400.00 284.75~972.04 | 0.9780~4.1026 | 30
114 | Cinnamic acid 148.161 308.20~328.20 12.30~23.61 546.67~889.50 | 3.3716~4.4559 | 19 [167]
115 ieig;”y' butyrate (10-Undecenoic | 15, 579 308.00~333.00 | 100.00~180.00 | 291.42-845.47 | 1.7594~3.3979 | 18 e8]
116 | 10-Undecenoic acid 184.279 308.00~333.00 | 100.00~180.00 | 291.42~845.47 | 1.7594~3.3979 | 18
117 | 2-Trifluoromethylbenzoic acid 190.121 308.20~323.20 | 93.40~226.00 370.04~883.63 | 2.0680~3.5850 | 21
118 | 3-Trifluoromethylbenzoic acid 190.121 308.20~323.20 | 94.10~225.40 345.25~883.06 | 1.3288~3.1487 | 21 [169]
119 | 4-Trifluoromethylbenzoic acid 190.121 308.20~323.20 96.80~224.40 364.09~882.48 3.3410~4.5086 21
120 | Cannabinol 310.437 314.00~334.00 | 130.00~202.00 | 472.66~836.80 | 3.3458~3.8996 | 34 [170]
121 | Ethanamide (acetamide) 59.068 308.20~323.20 | 90.00~400.00 284.75~972.04 | 2.5000~3.6228 | 30
122 | 2-propenamide (acrylamide) 71.079 308.20~323.20 90.00~400.00 284.75~972.04 2.7875~3.9233 28 7]
123 | Hinokitiol 164.204 313.20~333.20 | 101.40~378.30 | 523.33~946.73 | 2.6038~23.2284 | 30 [172]
124 | lodopropynyl Butylcarbamate 281.093 313.15~333.15 87.60~341.50 417.44~930.67 2.3279~2.9208 27 [173]
125 | Phenanthrene 178.234 308.15 113.00~332.00 | 729.62~943.89 | 2.5952~3.1249 | 11
126 | Levulinic Acid 116.116 313.00~342.40 | 84.10~188.30 268.20~824.70 | 2.0457~3.3089 | 34 [174]
127 | m-Dinitrobenzene 168.108 308.00~328.00 | 95.00~145.00 299.78~803.41 | 2.2565~3.7212 | 18
128 | 1-chloro-2,4-dinitrobenzene 202.550 308.00~313.00 | 95.00~145.00 560.16~803.41 | 2.2083~2.7495 | 12 7]
129 | Meloxicam sodium salt 391.392 303.00~323.00 | 149.00~255.00 | 704.40~921.60 | 4.89.41~53556 | 15 [176]
130 | N-(4-Ethoxyphenyl) ethanamide | 386.665 308.00~328.00 | 90.00~190.00 401.55~855.74 | 4.3685~5.0409 | 16 [177]
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IVV.2.2. Structure de la base de données

La base de données contienne la température T(K), la pression P (Bar), la densité du
CO; (p1) (kg/m?) et la solubilité du soluté solide dans le CO, supercritique y, (en fraction
molaire). Le tableau (I1V.2) montre un échantillon de la structure de la base de données pour
le composé Quinine saisie & partir du travail de Zabihi et al. (2017), [125].

Tableau 1V.2. Les données expérimentales de Quinine [125].

Composé T (K) P (bar) P (Kg/m) y,10°
308.15 80 414.11 0.23
308.15 100 650.89 0.6
308.15 120 718.75 0.78
308.15 140 768.24 1.3
308.15 160 803.34 1.7
308.15 180 834.14 2.1
308.15 200 866.64 2.6
308.15 220 881.56 3.8
308.15 240 906.51 4.3
318.15 80 250.51 0.18
318.15 100 453.14 0.55
318.15 120 601.14 1.2
318.15 140 678.94 1.6

Quinine 318.15 160 728.8 2.7
318.15 180 765.65 3.4
318.15 200 796.16 4.6
318.15 220 821.1 5.8
318.15 240 850.92 6.7
328.15 80 210.62 0.083
328.15 100 330.61 0.43
328.15 120 425.39 1.7
328.15 140 577.47 2.2
328.15 160 640.69 3.6
328.15 180 690.19 5.1
328.15 200 728.75 7.2
328.15 220 760.18 7.9
328.15 240 794.56 8.1

IV.2.3. Proposition d’un nouveau modele

Plusieurs modeles semi-empiriques ont été présentés par différents auteurs, utilisant de
trois a neuf parametres ajustables. Chacun d'entre eux est généralement une modification
d’un modeéle précédent. Bien que des études comparatives des différents modéles ont eté
réalisées, elles restent limitées en terme de systemes étudiés et en terme de modéles comparés
afin d’arriver a des conclusions convaincantes concernant le meilleur modéle ainsi que

I’influence du nombre de parametres ajustables sur la qualité de corrélation de ces modeles.
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Le tableau (1V.3) récapitule les modéles fondés sur la densité proposés dans les dix 10

derniéres années. Dans ce tableau, y, est la solubilité du soluté solide (fraction molaire), p1

est la densité du SCF (en kg / m®), T est la température (en K), P est la pression (en bar), a;

représenté les parametres caractéristiques déterminés en ajustant les données expérimentales

du soluté / solvant considéré.

Tableau 1V. 3. Modéles semi-empiriques basée sur la densité pour la corrélation de la solubilité des
solutés solide dans CO,-SC.

Modeéles Equations Références
Garlapati as
2010 In(y,) = ao + (a; + azp,)lnp; + T + a,ln(p,T) [153]
Keshmiri et al. ; a, p2 ay ; 47
2014 n(y;) =a, + ?‘l'az +(a3 +7) npq [47]
Bian et al. a, ap;
In =ay+—+ + (az + aupy)in 178
2016 (»v2) oT T T 3 4P1)tNPq [178]
Si Moussa et al. T
n(y;) = ag + a1py + azp® + aspiT + ay— + aslnp, [179]
2016 P1
Belghait et al. a;
2018 In(y,) = ap + a;p; + a;p? + azpiT + a,T + asT? + aglnp, + T [3]

Afin de contribuer a I’amélioration de la qualité de corrélation des données de

solubilité des solutés solides dans le CO,-SC. Nous avons choisi dans une 1°® étape une base

de données de 130 composés pour comparer la qualité de corrélation de cing (05) modéles

suggeérés dans la littérature comme ayant les meilleures performance de corrélation. Sur la

base de cette comparaison nous avons proposé un nouveau modéle semi-empirique basée sur

la densité de solvant pour améliorer la qualité de corrélation.

Ce nouveau modéle dérivé d'une simple modification et combinaison du modeéle de Si
Moussa et al. (2016) [179] et le modéle de Belghait (2018) [3]. Cette modification donne le

modeéle proposeé suivant :

T
In(y;) =ap + (‘11P1 +azpi® + a3p1T) In(T) + ‘14; + (as +agpq + a7P12) In(p;) (V1)

Les paramétres a, a a, sont obtenus par régression des données expérimentales.

1V.3. Résultats et discussions

IV.3.1. Ajustement des parameétres du modele proposé

Les ajustements des parametres des meilleures modeles de littérature sélectionnés

(cing modeles) ainsi que du modele proposé (Eg. IV.1) ont été effectués a l'aide d’un
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algorithme qui calcule la fonction objective c'est-a-dire la valeur de ERAM (I’Erreur Relative
Absolue Moyenne) de chaque modéle et pour tous les composés. Cet algorithme a été

implémenté dans un programme MATLAB qui comporte les étapes suivantes :

1. Lecture des donnees expérimentales qui sont presenté dans des fichiers Excel utilisant
la fonction xlIsread pour former une matrice qui contient les valeurs expérimentales, la
température en (K), la pression en (bar), la densité en (Kg/m®) et la solubilité en
fraction molaire de chaque composé,

2. Approximations initiales des paramétres ajustés en minimisant la fonction objective

(ERAM) par la fonction ga de MATLAB qui utilise les algorithmes génétiques.

100 v5 P ()-y$2l(i)
ERAM% = ~ A (Z(y;ax—p(iz))) (1V.2)

3. Les approximations initiales sont utilisees ensuite pour affiner les paramétres
ajustables en utilisant la fonction Isgcurvefit de MATLAB qui utilise la méthode des
moindres carrés non linéaire en fixant en option du calcul I’utilisation de I’algorithme
de Levenberg-Marquardt.

4. Calcul de la fonction objective, plus précisément la valeur de I’erreur relative absolue
moyenne, utilisant une fonction qui comporte les solubilités expérimentales et les
solubilités calculés déterminées par le modele considéré.

5. IHlustration des résultats dans un graphe de régression linéaire de solubilité
experimentale en fonction de la solubilité calculé pour tous les points de la base de

donné du composé étudié en utilisant la fonction postreg de MATLAB.

Les étapes 1 a 5 sont réalisées pour les 130 solutés solides de la base de donnees et représenté

sur I’organigramme suivant.
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Figure 1V.1. Organigramme de I’ajustement des paramétres

IVV.3.2. Comparaison globale entre les performances de différents modeles
Les résultats de corrélation des données expérimentales de cette étude sont présentés
en termes de tableau comparatif de I’erreur relative absolue moyenne ERAM (équation

(IV.2)) pour chaque compose et globale pour chaque modéle. Des courbes de régressions
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linéaires entre le logarithme décimal de la solubilité expérimentale et la solubilité calculée
par le modele semi-empirique pour I’ensemble des données (3269 points expérimentaux) ont
éte tracées.

Les résultats de calcul des ERAM (%) sont regroupés dans le tableau (IV.4). Les
colonnes représentent les 05 modeles ainsi que le modéle que nous avons proposé dans cette
étude. La comparaison globale entre les performances de différents modeles indique que le
modele proposé dans ce travail fournit la meilleure performance de corrélation, ou 'ERAM
varie entre 2.34 10™% et 65.09% avec une moyenne de 7.43%. La deuxiéme meilleure
performance en corrélation est donnée par Si Moussa (2018) [3], ou I'ERAM avec une
moyenne de 8.59%.

Tableau 1V.4. Comparaison globale de I’erreur de calcul par chacune des 06 modéles étudiées.

Erreurs Garlapati Keshmiri Si Moussa | Si Moussa Bian Notfe
(2010)[177] | (2014)[47] | (2016)[179] | (2018)[3] | (2016)[180] Modéle
R 0.9954 0.9958 0.99675 0.9972 0.9962 0.9978
Min (ERA %) 7.9590 10™ | 3.1473 10™ | 7.3498 10" | 8.4973210" | 1.1052610" | 2.34004 10™*
Max (ERA %) 83.3420697 | 74.9072983 | 70.5027024 | 62.851034 | 79.0369891 | 65.09721593
Moyenne (ERA %) 13.1216563 | 12.6968104 | 9.84360819 | 8.59978512 | 11.4403401 | 7.428115245
Nbr. de systémes les mieux corrélés 3 2 2 27 3 93

Ces résultats sont illustrés plus en détail sur la figure (IV.2), qui représente le nombre de
systemes les mieux corrélées. Il est clair que le modele proposé dans ce travail est supérieur
aux autres modeles puisqu'il correle au mieux 93 systemes (72%) sur les 130 solides
considérés. Le deuxieme meilleur est le modele a huit parametres de Si Moussa et al. (2018)
[3] avec 27 systemes (20%).

1
gg H Nbr Sys Correlated ® Nbr of parametres
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_.z"" ‘/;

Bian (2016)

Si Moussa Our Model

(2018)

Si Moussa
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Garlapati
(2010)

Keshmiri (2014)

Figure 1VV.2. Nombre de systemes les mieux corrélés par chaque modéle.
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1VV.3.3. Diagramme de dispersion et Vecteurs de validation (a, , R):

La validation et les performances des modeéles sélectionnés dans cette étude sont
présentées sous forme de diagrammes de dispersion pour les 3269 points expérimentaux de la
base de données. La figure (IV.3) montre le diagramme de dispersion du modele proposé.
Ces graphiques sont générés a l'aide de la fonction postreg de MATLAB, dans laquelle la
solubilité calculée en échelle logarithmique est tracée en fonction de la solubilité
expérimentale. Le diagramme de dispersion montre la dispersion du nuage de points de
I’ensemble des données autour de la premiére bissectrice (log (y*') = log (y**)), le degré de
dispersion peut étre évalué a partir de 1’équation du meilleur ajustement linaire (log (y*) =
a. Log (y7®) + PB), ou a est la pente et B est 'ordonnée a I’origine, avec le coefficient de
corrélation R, sont utilisés comme vecteur de validation. La performance idéale est atteinte
lorsque [a=1, p =0 et R=1].

La figure (1V.3) montre clairement que le modele proposé a été trouvé avec un

meilleur vecteur de validation (meilleures performances globales de corrélation).

Best Linear Fit © log y5*F=(1){log yga'j+(—EI.E|39j,R=D.99??3

u] T T T
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Figure IV. 3. Comparaison entre la solubilité expérimentale et prédite de 130 solutés dans CO,-SC a
I'aide d'un modéle semi-empirique.

IVV.3.4. Discussion des résultats
Les interprétations qu’on peut formuler a partir des résultats obtenus dans cette étude

sont les suivantes :
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- Les résultats du tableau (IV.3). confirment d’une maniére générale les résultats obtenus dans
cette étude (les six modéles considérés) dans le sens qu’il n’existe pas de modéle qui donne la
meilleure corrélation pour tous les composés étudiés.

- Labase de données a une trés grande importance lorsqu’il s’agit d’études comparatives.

- Les mémes résultats obtenus lors de cette étude ont permis d’apporter une réponse a une
conclusion souvent controversée dans la littérature relative a I’influence des nombre de
parametres ajustable sur la qualité de corrélation des modéles semi-empiriques. Cette étude a
montré que les meilleures corrélations des données de solubilité expérimentale pour plus de
80% des composés ont été obtenues par les modéles a huit parametres (Belghait 2018 [3],
modele proposé). Le performance des modéles de cing et six parametres (Garlapati 2010
[153], Keshmiri 2014 [47], Bian 2016 [178], Si Moussa 2016 [179]) sont plus faibles que
celles des modeles a huit parameétres. Ceci signifie que le phénomene de solubilisation des
solutés solides dans le CO,-SC ne peut étre représenté par une simple relation entre le
logarithme de la solubilité et la densite.

- Le diagramme de dispersion permet de mieux apprécie la qualité de corrélation globale (3269
points expérimentaux) des modeles étudiés. En effet la figure (IVV.3) montre la supériorité du
modeéle proposé dans cette étude. En se référant aux éléments de jugement sur la qualité de
corrélation, cité plus haut, on constate que le modele proposé posséde le coefficient de
corrélation le plus élevé (R=0.998) et une dispersion des points autour de la premiére

bissectrice la plus faible

IV.4. Conclusions

Le nouveau modele basé sur la densité proposé dans ce travail a été dérivé d'une
simple modification du modele de Belghait & huit paramétres afin de corréler la solubilité des
solutés solides dans le CO,-SC. La modification consideére la régle de phase dans la mesure
ou la solubilité du soluté solide dans la phase supercritique n’est exprimée qu’en fonction de
la densité du solvant et de la température d’équilibre. Les performances du modéle ont été
testées sur une base de données de 130 médicaments représentant 3269 points expérimentaux
collectés dans la littérature. La performance corrélative du modéle proposé a été comparée a
celle de cing modéles précédents qui ont été sélectionnés sur la base de propositions
suggérées a partir des travaux antérieurs modeles ayant la meilleure performance.

Cette étude montre que, pour I'ensemble de données considéré, le modéle proposé
dans ce travail présente le coefficient de corrélation le plus élevé (R = 0.9978) et fournit les

meilleures performances de corrélation, ou 'ERAM est de 7.42%.
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V.1. Introduction

La solubilité du soluté solide dans le CO,-SC est principalement modélisee a l'aide des
corrélations basées sur la densite, telles que le modele de Belghait et al. 2018 [3] et le modéle
de Hezave et al. 2013 [181].

Etant donné que les corrélations basées sur la densité disponibles et les équations d’états
ne sont pas suffisamment précis pour prédire les données de solubilité de différents solutés
dans le CO; supercritique. De plus, RNA a également été utilisé avec succes pour modéliser
la solubilité du soluté solide dans le CO,-SC en se basant uniquement sur des paramétres
thermodynamiques [4,182]. Le type le plus courant de modéle RNA qui est utilisé de nos
jours est les réseaux de neurones de type MLP forme par l'algorithme de rétro-propagation de
gradient (BP) [183]. Ce type de RNA a également été utilisé avec succés pour mapper des
relations d'entrée/sortie complexes hautement non linéaires entre une variable dépendante et
des variables plus indépendantes de tous les systemes.

La machine a vecteurs de support SVM peut étre considérée comme une alternative aux
approches classiques telles que les corrélations semi-empiriques pour modéliser la solubilité
du soluté solide dans CO,-SC [58]. La méthode SVM a gagné un large éventail d'applications
d'ingénierie dans la prévision et lI'analyse de régression en raison de ses caractéristiques
attrayantes et de ses remarquables performances de genéralisation [184,185].

Par conséquent, la présente contribution a été réalisée pour évaluer les performances
predictives des techniques d'intelligence computationnelle, y compris RNA-MLP comme
type de réseau neuronal le plus utilisé et SVM pour prédire la solubilité de 145 différents
solutés solides dans CO,-SC sur la base d'un mélange entre les propriétés thermodynamiques

et les descripteurs moléculaires.
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V.2. Meéthodologie
Afin de développer un modele RNA-QSPR ou SVM-QSPR, plusieurs étapes doivent étre

utilisées, elles sont résumées en détail dans la section suivante (Fig. V.1). Avant que des
échantillons de données ne soient transmis a I'un des modeles d'apprentissage automatique,
des descripteurs pertinents de chaque systéme ont été calculés et optimisés et ajoutés aux
parameétres thermodynamiques de chaque systeme [186]. Aprés cela, les données ont été
normalisées de sorte que les problémes de bruit et les données corrélées soient résolus.
Ensuite, diviser les données en deux échantillons d’apprentissage et de test respectivement.
Apres avoir réglé chaque architecture de modeéle, I'optimisation de ses parametres a été faite
pendant la phase d'apprentissage. La phase suivante consiste a évaluer les performances des
modeles optimisés en utilisant d'autres données non utilisées lors de la phase d'apprentissage.
Derniére phase, des parameétres statistiques doivent étre calculés pour évaluer la précision de
chaque modele et valider son utilisation pour la prévision de la solubilité des solutés solides
dans la CO,-SC. De plus, la procédure de modélisation (Fig. V.1) a été executée dans le
logiciel MATLAB R2018a.
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des solutés solides dans CO,-SC

v

/Phase de calcule, prétraitement, réduction, et sélection de moléculaire descripteurs \
1. Génération de SMILES notation by PubChem;

Calcule de descripteurs par E-Dragon/Padel/AlvaDesc;

Supprimé les descripteurs d'erreur (-999);

Prenez tous les descripteurs qui ont des valeurs identiques > 75 %;

Eliminé tous les descripteurs qui ont RSD <0.05;

Eliminé tous les descripteurs qui ont un R entre eux >0.75;

Sélection des descripteurs pertinents a l'aide de la méthode de I'algorithme génétique. j

SVM | RNA

A 4 4
/ Phase de construction et optimisation de \\ / Phase de construction et optimisation de \

5 SVM modéle i ; RNA modele i

[ Phase de collecte de la base de données expérimentale de solubilité ]

Nouhkwn

Kernel scale (K)

(e

Box constraint (C)
épartition de la base des
données (App/test/val)

Non Erreurs Oui Oui Erreurs Non
optimales ¢ optimales

Prenez les meilleurs modeles

v
[ Phase d'analyse et de validation ]

[ Meilleurs modeéles finaux validés ]

Figure V.1. Procédure de construction et d'optimisation des modéles RNA-QSPR et SVM-QSPR

V.2.1. Préparation des données

La fiabilité et I'efficacité de tout modele dépendent fortement de la disponibilité de
données expérimentales précises. Pour cela, les données expérimentales requises pour
I’apprentissage et le test des techniques d'intelligence computationnelle ont été extraites a
partir de la littérature. Le tableau (V.1) présente les propriétés des 145 systémes binaires
soluté-CO,-SC sélectionnés comptant 3637 points de données expérimentale de solubilité
dans CO,-SC, parmi ces parametres, le nom des médicaments correspondants, le poids
moléculaire, la plage de température et de pression de travail, la solubilité expérimentale et

les références des 145 systémes sélectionnés.
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Tableau V.1. Données expérimentales utilisées pour la modélisation de solubilité des solutés solides

dans le dioxyde de carbone supercritique

N° solutés solides MW[g/mol] TIK] P [bar] peorlkgm™] —logio(y2) N; Refs.
1 %i?é[\'h?gr‘At;‘a'e”ediami”e 158204 | 313.15-333.15 | 110.00~200.00 | 357.88-840.66 | 4.7905-57212 | 27 [41]
2 ?S‘Ads‘;”&;‘o‘“phe”y'metha”e 198269 | 313.15-333.15 | 110.00~200.00 | 357.88-840.66 | 3.7940~5.0269 | 27 [104]
3 | 4-Aminoantipyrine 203240 | 308.20~328.20 | 100.30~22040 | 338.62-879.62 | 34353-4.9830 | 21 [105]
4 | Aspirin 180.157 | 308.15-328.15 | 120.00~250.00 | 504.51~901.23 | 3.4507~4.2007 | 24
5 | Cholesteryl acetate 428701 | 308.15-328.15 | 90.00-240.00 | 385.30-893.89 | 2.9830-5.3615 | 24 [106]
6 | Cholesteryl benzoate 490.772 | 308.15-328.15 | 120.00~270.00 | 120.00~27000 | 42774~5.2765 | 20
7| Cholesteryl butyrate 456.755 | 308.15-328.15 | 100.00~240.00 | 54.47-893.89 | 3.0491~4.6497 | 20
8 | Atorvastatin 558.640 | 308.00~348.00 | 121.60~354.60 | 327.00~955.00 | 2.8398-6.0000 | 45
9 | Simvastatin 418566 | 308.00~348.00 | 121.60~35460 | 327.00-955.00 | 3.2716-5.6990 | 45
10 | Lovastatin 404550 | 308.00~348.00 | 121.60~35460 | 327.00-955.00 | 3.9431-4.9586 | 45 [107]
11 | Rosuvastatin 481538 | 308.00~348.00 | 121.60~35460 | 327.00~955.00 | 3.6126-55229 | 45
12 | Fluvastatin 411470 | 308.00~348.00 | 121.60~354.60 | 327.00-955.00 | 3.2211-5.3010 | 45
13 | Atropine 280369 | 308.00~348.00 | 122.00~35500 | 327.00~955.00 | 2.7773-4.2218 | 45
14 | Carbamazepine 236.269 308.00~348.00 122.00~355.00 477.00~955.00 4.0269~5.5229 39
15 | Codeine 200364 | 308.00~348.00 | 122.00~35500 | 327.00~955.00 | 29101~4.3979 | 45
16 | Diazepam 284740 | 308.00~348.00 | 122.00~35500 | 327.00-955.00 | 2.9547-37959 | 45 [108]
17 | Acenaphthene 154212 | 308.15-348.15 | 121.60-354.60 | 327.00~95500 | 18540~2.8938 | 45
18 | Fluoranthene 202256 | 308.15-348.15 | 121.60~354.60 | 327.00~955.00 | 2.8195-3.9829 | 45
19 | Triphenylene 228294 | 308.15-348.15 | 121.60~354.60 | 327.00~955.00 | 4.0222-5.6989 | 45
20 | Azelaic acid 188.221 | 313.15-333.15 | 100.00~300.00 | 289.95~009.89 | 4.9948-6.3768 | 14 [109]
21 | Benzocaine 165189 | 308.00~348.00 | 122.00~355.00 | 327.00~955.00 | 1.9165-3.5686 | 40 [110]
22 | Benzoin 212248 | 308.15-328.15 | 121.60~236.10 | 433.42-897.99 | 3.3872-4.3872 | 19
23 | Mandelic acid 152150 | 308.15-328.15 | 101.00~230.60 | 356.78~892.63 | 25370~45686 | 21 [111]
24 | Propyl 4-hydroxybenzoate 180.203 | 308.15-328.15 | 94.10~220.90 | 36193-885.02 | 3.2132~4.7212 | 21
25 | Bisacodyl 361400 | 308.00~348.00 | 122.00~35500 | 396.00~955.00 | 3.2343-5.0458 | 39 [112]
26 | Caffeine 194190 | 313.00~353.00 | 199.00~349.00 | 591.75-034.98 | 2.9469-35482 | 24 [113]
27 | Naproxen 230250 | 313.10~333.10 | 89.60~193.10 | 304.16~84087 | 44976-57212 | 18
28 | Ketoprofen 254280 | 313.15-328.15 | 90.00~250.00 | 422.63-889.59 | 3.7258-5.4815 | 15
29 | Flurbiprofen 244261 | 303.15-323.15 | 89.00~24550 | 521.40~929.10 | 3.7050-4.7768 | 27 [30]
30 | Ibuprofen 206281 | 308.15-318.15 | 80.00~220.00 | 290.96~890.04 | 2.1675-4.5229 | 29
31 | Gemfibrozil 250340 | 308.20~328.20 | 100.10~220.20 | 400.28~879.40 | 23778-45317 | 21
32 | Clofibric acid 214.645 3082-3282 | 1001022020 | 337.35-879.40 | 3.0675-4.4934 | 21 [114]
33 | Irgacure® 2959 photoinitiator 224256 | 308.20~328.20 | 101.00~254.00 | 326.90~901.80 | 35481-5.2840 | 21 [115]
34 | Dichlone 227.040 | 313.00~333.00 | 70.70~325.80 | 160.80~905.80 | 3.6003-5.1549 | 23
35 | Menadione 172183 | 313.00~333.00 | 97.20~306.70 | 273.50~306.70 | 29974-31249 | 18 [116]
36 | Methimazole 114166 | 308.00~348.00 | 122.00-355.00 | 327.00~955.00 | 2.7215-4.2676 | 40
37 | Phenazopyridine 213244 | 308.00~348.00 | 122.00-35500 | 327.00~955.00 | 2.6044~4.3565 | 45 [117]
38 | Propranolol 250349 | 308.00~348.00 | 122.00~35500 | 327.00~955.00 | 16205-3.4461 | 45
39 | Nicotinamide 122127 | 31315-373.15 | 54.00~305.00 | 90.15-905.74 | 25031~5.0000 | 24
40 | Nicotinic acid 123110 | 313.15-373.15 | 4500~30200 | 78.13-908.18 | 4.9825-6.5086 | 22 [118]
41 | Oxymetholone 332477 | 308.00~328.00 | 121.00~305.00 | 411.00~858.00 | 3.8268~4.7959 | 20
42 | Cefiximetrihydrate 507.489 | 308.00~328.00 | 183.00~335.00 | 634.00~875.00 | 65199-6.7958 | 18 [119]
43 | Progesterone (steroids) 314460 | 313.15-338.15 | 120.00~260.00 | 387.40~884.80 | 2.8386-4.8539 | 18 [120]
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44 | Sinapic acid 224.212 313.00~333.00 | 200.00~400.00 | 725.00~956.00 | 6.1524~8.1549 | 9

45 | Protocatechuic acid 154.121 313.00~333.00 | 200.00~400.00 | 725.00~956.00 | 5.9731~6.8182 | 9 [121]

46 | Chrysin 254.241 313.15-333.15 | 200.00~400.00 | 725.00~956.00 | 6.9469~7.7447 | 9

47 | Pyrocatechol 110.112 308.15~363.15 | 100.00~400.00 | 203.00~975.00 | 2.3388-~3.9136 gg [12[21]é[41]23]

48 | Phenol 94.113 333.15-363.15 | 100.00~350.00 | 208.00~864.00 | 1.0427-2.9431 | 33 [123]

49 | Resorcinol 110.112 308.15~338.15 | 120.00~400.00 | 296.00~975.00 | 3.0119-3.9586 | 32 [124]

50 | Quinine 324.424 308.15-328.15 | 80.00~240.00 | 210.62~90651 | 5.0915-7.0809 | 27 [125]

51 | salicylic acid 138.120 308.15-318.15 | 92.60~157.90 | 463.00~824.00 | 3.4001-4.0132 | 20 [126]

52 | Uracil 112.080 313.00~333.00 | 100.00-299.90 | 289.40-910.00 | 3.8861-5.6383 | 12 [127]

53 | Tributylphosphate 266.318 303.00~363.00 | 150.00~250.00 | 372.00~923.00 | 1.0459-1.3152 | 24 [128]

54 | N-phenylacetamide 135.166 308.00~328.00 | 104.40~225.00 | 356.70~889.20 | 3.3408-4.5331 | 24 [129]

55 | o-Phthalic acid 166.132 308.00~328.00 | 80.00-210.00 | 206.80-875.60 | 5.2899-5.9957 | 15 [130]

56 1-aminoanthraquinone 223.231 323.15~383.15 125.00~250.00 236.98~834.01 4.4543~6.2596 18

57 | 1-nitroanthraquinone 253.213 323.15-383.15 | 125.00-250.00 | 236.98~834.01 | 4.0788~4.6253 | 18 [131]

58 g&ﬁ;’i’éy:gir‘dgamic acid (- | 164160 | 313.00~333.00 | 150.00~500.00 | 607.00~992.00 | 55930~6.8110 | 24

59 ?C'g;f;ihcygg%yd”'”amic acid | 180150 | 313.00~333.00 | 150.00~500.00 | 607.00~992.00 | 7.3261~9.0969 | 24 [132]

60 :&?&"(‘g’ﬁi‘g’gg)"oxyd””amic 194.186 313.00~333.00 | 150.00~500.00 | 607.00~992.00 | 4.3633-5.4356 | 24

61 | a-Tocopherol 430717 | 313.00~353.00 | 199.00~349.00 | 591.60-935.00 | 2.4473-3.1938 | 24

62 | p-Carotene 536.888 313.00~353.00 | 200.00~350.00 | 594.20~935.40 | 3.9281-7.0457 | 23 [133]

63 | 2-Methylbenzoic acid 136.150 313.20~333.20 | 110.00-246.00 | 369.00~882.00 | 2.2441-3.6198 | 18

64 | 3-Methylbenzoic acid 136.150 313.20~333.20 | 110.00~246.00 | 369.00~882.00 | 2.2724~3.7352 | 18 [134]

65 | 4-Methylbenzoic acid 136.150 313.20~333.20 | 110.00-246.00 | 369.00~882.00 | 3.1537-4.3665 | 18

66 | Erythromycin 733.937 308.00~348.00 | 122.00~355.00 | 327.00~955.00 | 3.5058-4.3665 | 45 [135]

67 | Naphthalene 128.174 308.15-338.00 | 71.90-321.50 | 66.95-777.02 | 0.4898-3.2881 | 109 Hgg}

68 | Amiodaronehydrochloride 681.778 313.42-343.20 | 120.00-300.00 | 347.04~909.94 | 2.9948-4.6003 | 28 [137]

69 1-amino-4-hydroxyanthraquinone | 239.230 323.15~383.15 125.00~250.00 236.79~834.01 4.6117~6.3635 20

70 1-hydroxy-4-nitroanthraguinone 269.212 323.15~383.15 150.00~250.00 303.03~834.00 5.0634~6.2034 15 [138]

71 | Bisphenol A 228.291 308.00~328.00 | 110.00~210.00 | 417.06~874.40 | 55212~6.9281 | 15 [139]

72 | p-Nitroaniline 138.126 308.00~328.00 | 110.00~210.00 | 414.90~873.67 | 4.3705~5.2055 | 15 [140]

73 | Methyl salicylate 152.149 34315~423.15 | 90.00~310.00 | 129.10~613.47 | 1.1230~3.2924 | 44 [141]

74 | Juglone 174.155 308.20~328.20 | 92.00~244.00 | 267.40~89550 | 2.7986~4.6989 | 18 [142]

75 | 1-Eicosanol 298.555 308.20~328.20 | 36.20~41230 | 71.30~976.40 | 2.6556~4.8268 | 24

76 | Eicosanoicacid 312,538 308.20~328.20 | 33.70-211.20 | 62.90~971.80 | 2.5654~5.2006 | 21 [143]

77 | 1-Octadecanol 270.501 318.00~338.00 | 139.90~452.80 | 536.80~955.10 | 1.6402-2.9830 | 17

78 | Stearic acid 284.484 318.00~338.00 | 145.40~467.50 | 591.17~935.92 | 1.8327-3.2069 | 17 [144]

79 | Squalene 410.730 313.00~333.00 | 100.00~400.00 | 389.00~956.00 | 1.1124~3.3010 | 9 [145]

80 | Carbazole 167.211 308.20 103.00~201.00 | 706.22-865.71 | 4.5591-4.8447 | 5 [146]
5 [146]

81 | Anthraceneoil 178.234 308.20~333.15 | 80.00-470.00 | 206.49-981.24 | 3.6439-5.4828 | 8 [147]
23 | [148]

82 | Ascorbylpalmitate 414.539 308.10~313.10 | 130.00~200.00 | 720.15-86550 | 5.2358~5.8041 | 8

83 | butyl hydroxy anisole (BHA) 360.494 313.10-333.10 | 130.00~200.00 | 604.38~840.15 | 1.2218~1.8416 | 7

84 | Dodecyl gallate 338.444 313.50~333.10 | 150.00~250.00 | 604.38-878.02 | 4.6840~55086 | 8 [149]

85 | Propyl gallate 212.201 313.10~333.10 | 150.00~250.00 | 604.38-878.02 | 4.1586~5.2840 | 8

86 | Ascorbic acid 176.124 313.10 130.00~200.00 | 720.14-840.15 | 4.4962~4.7328 | 4

87 | Chrysene 228.294 308.15 84.00~251.00 | 539.86~901.61 | 5.0535-6.1373 | 11 [150]
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88 Triphenylene 228.294 308.15~328.15 85.00~252.00 381.25~898.90 4.3747~5.9957 28 [150]
89 Lactic acid 90.078 313.00~328.00 58.20~197.10 143.07~836.03 2.7695~4.6197 29
90 2-hydroxyhexanoic acid 132.159 311.00~328.00 74.00~198.30 265.60~848.89 2.5834~4.6383 34 [151]
91 Octacosane 394.772 308.15~318.15 80.00~275.00 485.60~894.80 3.4089~4.9101 28
92 Triacontane 422.826 308.15~318.15 90.00~250.00 529.90~250.00 3.5210~5.2924 18 [152]
93 Hexadecanoicacid 256.430 308.00~3018.00 | 128.00~226.00 639.60~884.56 2.9809~3.5884 10
94 Octadecanoicacid 284.484 308.00~318.00 128.00~226.00 639.60~884.56 3.4894~4.1308 10 [153]
95 Tetradecanoic acid 228.376 308.00~318.00 99.00~226.50 641.91~884.92 2.1278~2.9508 11
96 Artemisinin 282.336 310.10~338.10 100.00~270.00 278.81~904.26 2.5753~4.0088 36 [154]
97 Ergosterol 396.659 318.15~333.15 120.00~240.00 421.84~848.03 4.5230~5.5324 15 [155]
98 Cholesterol 386.664 313.15~333.15 100.00~250.00 384.40~879.60 3.8386~5.6383 24 Hgg}
99 fé‘i‘c'i‘)“(c;"krg)phe”"xyacetic 221033 | 313.10-333.10 | 104.40-207.90 | 448.05-846.42 | 3.9508-4.7852 | 16 [157]
100 | Methyl gallate 184.147 313.00~333.00 10.00~50.00 295.00~992.00 5.3727~7.7190 27
101 | Protocatechualdehyde 138.122 313.00~333.00 10.00~50.00 295.00~992.00 5.4270~8.4948 24 [158]
102 | 1,4-naphthoquinone 158.156 308.20~328.20 91.00~242.00 267.80~894.93 2.3071~4.3010 18 [159]
103 | p-quinone (1,4-benzoquinone) 108.096 308.15~318.15 86.10~292.10 331.97~923.84 1.5028~2.9730 18
104 | 9,10-anthraguinone 208.216 273.15~318.15 84.10~306.30 379.83~1055.76 4.1308~6.0545 17 [160]
105 | Syringic acid 198.174 313.00~333.00 100.00~500.00 291.41~991.63 4.8959~9.0000 27
106 | Vanillic acid 168.148 313.00~333.00 85.00~500.00 291.42~991.63 4.2167~6.0283 28 [161]
107 | Paracetamol (acetaminophen) 151.165 313.00~353.00 11.00~250.00 19.63~880.24 5.0894~7.1427 10 [162]
108 | Lycopenepe 536.885 323.15~353.15 200.00~400.00 595.40~923.80 5.7277~6.1864 20 [163]
109 | Testosterone (steroids) 288.431 308.15~328.15 87.02~242.82 243.85~895.47 4.1543~6.4089 39 [164]
110 | o-Hydroxy benzoic acid 138.122 273.15~328.15 81.10~202.60 263.59~1182.34 3.2426~5.1549 48 [165]
111 | Acetanilide 135.166 308.20~323.20 90.00~400.00 383.93~972.04 0.3003~4.8706 29
112 | Propanamide 73.095 308.20~323.20 90.00~400.00 284.75~972.04 2.2453~3.6769 30 [166]
113 | Butanamide 87.122 308.20~323.20 90.00~400.00 284.75~972.04 0.9780~4.1026 30
114 | Cinnamic acid 148.161 308.20~328.20 12.30~23.61 546.67~889.50 3.3716~4.4559 19 [167]
115 aGCeig‘;”y' butyrate (10-undecenoic | 184 779 | 308.00~333.00 | 100.00~180.00 | 201.42-84547 | 1.7594~33979 | 18 e8]
116 | 10-Undecenoic acid 184.279 308.00~333.00 100.00~180.00 291.42~845.47 1.7594~3.3979 18
117 | 2-Trifluoromethylbenzoic acid 190.121 308.20~323.20 93.40~226.00 370.04~883.63 2.0680~3.5850 21
118 | 3-Trifluoromethylbenzoic acid 190.121 308.20~323.20 94.10~225.40 345.25~883.06 1.3288~3.1487 21 [169]
119 | 4-Trifluoromethylbenzoic acid 190.121 308.20~323.20 96.80~224.40 364.09~882.48 3.3410~4.5086 21
120 | Cannabinol 310.437 314.00~334.00 130.00~202.00 472.66~836.80 3.3458~3.8996 34 [170]
121 | Ethanamide (acetamide) 59.068 308.20~323.20 90.00~400.00 284.75~972.04 2.5000~3.6228 30
122 | 2-propenamide (acrylamide) 71.079 308.20~323.20 90.00~400.00 284.75~972.04 2.7875~3.9233 28 1]
123 | Hinokitiol 164.204 313.20~333.20 101.40~378.30 523.33~946.73 2.6038~23.2284 30 [172]
124 | lodopropynylbutylcarbamate 281.093 313.15~333.15 87.60~341.50 417.44~930.67 2.3279~2.9208 27
125 | Phenanthrene 178.234 308.15 113.00~332.00 729.62~943.89 2.5952~3.1249 11 [173]
126 | Levulinicacid 116.116 313.00~342.40 84.10~188.30 268.20~824.70 2.0457~3.3089 34 [174]
127 | m-Dinitrobenzene 168.108 308.00~328.00 95.00~145.00 299.78~803.41 2.2565~3.7212 18
128 | 1-chloro-2,4-dinitrobenzene 202.550 308.00~313.00 95.00~145.00 560.16~803.41 2.2083~2.7495 12 [175]
129 | Meloxicam sodium salt 391.392 303.00~323.00 149.00~255.00 704.40~921.60 4.89.41~5.3556 15 [176]
130 | N-(4-Ethoxyphenyl) ethanamide 386.665 308.00~328.00 90.00~190.00 401.55~855.74 4.3685~5.0409 16 [177]
131 | Ketotifenfumarate (KTF) 425.50 308.2~338.2 120.00~300.00 384.17~929.68 2.9679~4.6757 28 [187]
132 | Sertraline hydrochloride 342.69 308.00~338.00 120.00~300.00 347.04~909.94 4.0315~6.0000 28 [188]
133 | Aprepitant 534.40 308.15~338.15 120.00~300.00 384.00~944.00 4.1152~5.3468 32 [189]
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134 | Coumarin-7 333.38 308.00~338.00 90.00~330.00 220.59~944.01 4.9961~5.3819 20 [190]
135 | Letrozole 285.30 318.20~348.20 120.00~360.00 318.90~922.00 5.0701~5.7959 20 [191]
136 | Imatinibmesylate 589.71 308.20~338.20 120.00~270.00 388.00~914.00 5.3559~7.0000 24 [192]
137 | Esomeprazole 345.417 308.20~338.20 120.00~270.00 382.44~912.88 3.0409~4.9586 24 [193]
138 | Loratadine 382.88 308.15~338.15 120.00~270.00 388.00~914.00 2.8855~5.3468 24 [194]
139 | Lansoprazole 369.363 308.20~338.20 120.00~270.00 382.44~912.88 3.1331~4.9208 27 [195]
140 | Sunitinib malate 532.56 308.00~338.00 120.00~270.00 388.00~914.00 4.0675~4.8894 24 [196]
141 | Azathioprine 277.263 308.00~338.00 120.00~270.00 388.00~914.00 4.7375~5.5686 24 [197]
142 | Sorafenibtosylate 637.03 308.00~338.00 120.00~270.00 388.00~914.00 4.9006~6.1675 24 [198]
143 | Repaglinide 452.595 308.00~338.00 120.00~270.00 384.00~914.00 4.0214~5.5376 24 [199]
144 | Oxcarbazepine 252.273 308.00~338.00 120.00~270.00 384.00~914.00 4.5726~6.9586 24 [200]
145 | Pigment (Phthalocyanine green) 1127.154 308.00~338.00 120.00~270.00 384.00~914.00 3.9165~7.0000 24 [201]

V.2.2. Détermination des descripteurs

Les modéles peuvent également étre utilisés pour effectuer une estimation des
propriétés car ils etablissent des corrélations quantitatives entre diverses propriétés
physicochimique et la structure moléculaire [83]. Un modéle Relation Quantitative Structure-
Propriété (QSPR) consiste en une relation mathématique entre la propriété d'intérét et une
variété de caractéristiques moléculaires (nommés descripteurs) dérivées de la structure
moléculaire, qui vont des indices structurels et topologiques aux propriétés électroniques et
quanto-chimiques.

L'une des étapes les plus importantes de la construction des modéles QSPR est la
quantification des informations de structure des molécules étudiées,[202] qui sont appelés
descripteurs moléculaires. Il existe plus de 11145 descripteurs moléculaires qui peuvent étre
utilises pour résoudre plusieurs problemes dans différents domaines tels que la chimie, le
physique, la biologie et d'autres sciences [203].

Dans cette étude, 1666 descripteurs moléculaires ont été calculés en ligne par le
logiciel E-Dragon 1.0 [204]. Le calcul de ces descripteurs a été précédé d'une étape tres
intéressante qui est la genération de la notation simplifiée du systeme d'entrée de ligne
moléculaire "SMILES" (The simplified molecular-input line-entry system) avec l'utilisation

du site PubChem (https://pubchem.ncbi.nlm.nih.gov/).

Apres le calcul des descripteurs moléculaires, les descripteurs constants et quasi
constants pour toutes les molécules ont été éliminés, et les paires avec un coefficient de
corrélation supérieur a 0.95 ont été considérées comme intercorrélées, donc I'un d'entre eux
dans chaque paire corrélée a été supprimé. Enfin, un algorithme génétique robuste (GA) est
une méthode bien acceptée pour sélectionner le sous-ensemble optimal de descripteurs. GA
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est une méthode d'optimisation puissante pour rechercher les optima globaux des solutions. Il
est développé pour imiter certains des processus observés dans I'évolution naturelle [205].

Aprés le prétraitement, nous avons réduit le nombre de descripteurs possible, nous
avons obtenu trois descripteurs pertinents pour chaque systeme pour construire les modéles
RNA et SVM (Tableau V.2).

Tableau V.2. Les trois descripteurs moléculaires utilisés dans le modéle QSPR

Descripteurs Définition Type
MPC2 Nombre de chemins moléculaires d'ordre 2 topologique
WTPT-1 Moléculaire 1D topologique
AATSOI Autogo,rrelatlon mO(eau-'!oro_to _moyenne | o corrélation
pondérée par le potentiel d'ionisation

V.2.3. Critéres d'évaluation de la performance

La capacité prédictive interne du modele RNA et SVM a été évaluée par I’erreur
quadratique moyenne (EQM), I’erreur relative absolue moyenne (ERAM), la validation
croisée (LOO) Q7o et le coefficient de détermination (R?). Les définitions de ces mesures

sont données dans le tableau (V.3), ot y, " et y$3l sont respectivement les valeurs de sortie

S —

souhaitées (expérimentales) et prévues, y,fxp est la moyenne des valeurs expérimentales de
exp
Yo -

Tableau V.3. Définitions des mesures de la performance [206,207]

Mesure Formule
coefficient de détermination (R?) RZ—1_ SN (P () -y5 (@)
critere de validation > 0.8 zg"zl(yze"p(i)—ﬁﬁ)z
exp .y_ . cal ;
Erreur Relatif Absolu Moyen (ERAM) ERAM% = % N %
2
N (. exp 1.:v)? 12
Erreur Quadratique Moyenne (EQM) EQM = (<2i=1(3’2 (1;)_3’2 ®) ))
validation croisée Q% oo 02 =1 S (yg¥P-train ) _ycal.train ;)
critére de validation > 0.5 L0o N (yS¥P-train gy _pexp-train ;)

La valeur d’EQM et ERAM% varie de 0 & oo, ou le R? est utilisé pour déterminer le degré de
similitude entre la valeur prédite et sa valeur expérimentale. En général, la meilleure valeur
pour R? et Q? oo est 1 et la meilleure valeur de EQM et ERAM% est zéro, ce qui indique les

hautes performances du modéle.
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V.3. Résultats et discussion
V.3.1. Résultats du model RNA-QSPR

D’une maniére générale, lorsqu’on modélise un processus physique, on détermine, par
une analyse préalable du probleme, les variables qui ont une influence sur le phénoméne
étudié. La sélection des entrées consiste a déterminer les variables pertinentes par rapport a la
grandeur a modéliser. Elle vise deux points essentiels:

- Réduction de la dimension de I’espace de représentation des variables du modele;
- Elimination des entrées qui n’ont pas ou peu d’influence sur la sortie.
Il est important de mentionner que chaque ajout d’une variable encombre le modele et

entraine une multiplication des paramétres du réseau. Raison pour laquelle, la représentation
des entrées doit contenir tous les facteurs pertinents par rapport a la grandeur a modéliser,
mais seulement ceux-ci.

Dans notre cas on choisit comme des paramétres d'entrée pour notre modele propose
sont la température, la pression, la densité de CO,-SC, la température critique, la pression
critique, le facteur acentrique et les trois descripteurs sélectionnés les plus pertinentes
{MPC2, WTPT-1 et AATSO0i}, tandis que la sortie était le logarithme de la solubilité dans
CO,-SC.

Comme les entrées ont des magnitudes différentes et afin de diminuer I'erreur, une
normalisation doit étre effectuée sur les entrées et les sorties du réseau de neurones artificiels
(généralement entre -1 et +1) pour obtenir une convergence rapide.

L'ensemble de données a été divisé en trois sous-ensembles (66%) pour la phase
d’apprentissage, (17%) pour le test et (17%) pour la validation, celui qui donne des résultats
plus conformés en comparaison avec les autres séparations du modele RNA.

L’étape cruciale au cours de [I’optimisation des RANs évidemment c’est
I’apprentissage; une propriété trés importante dans les réseaux de neurones, aprés qu’on a
opté pour la fonction Newff. Afin de découvrir quel algorithme exécute mieux dans notre cas
on a testé les algorithmes probablement les plus importants. Aprés I’optimisation I'algorithme
de rétropropagation de regularisation bayésienne semble celui qui donne des résultats plus
conformés

Autre étape d’optimisation se base sur le test de différentes architectures du réseau de
neurones par la modification du nombre de couches cachées (Une seule couche cachée, deux
couches, trois couches et quatre couches). Aprés on a remarqué que le réseau avec deux

couches cachées est le plus performant en terme d’erreur relative absolue.
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Tandis que I’effet de la modification du nombre de neurones dans chaque couche
cachée (le réseau de neurones avec deux couches cachées, le nombre de neurone a été varié
de 10 a 30 neurones). Apres on a remarqué que le réseau le plus performant avec
architecturee de {9-25-20-1}. Cela signifie que a neuf 09 variables indépendantes (propriétés
thermodynamiques et descripteurs), 25 neurones dans la premiére couche cachée, 20
neurones dans la deuxiéme couche cachée et une 01 sortie.

Les fonctions tangente sigmoide (Tansig) et linéaire (Pureline) ont été utilisées
comme fonction de transfert pour les couches cachées et de sortie, respectivement.

Le tableau (V.4) récapitule les différents éléments structurels du réseau de neurones
optimal utilisé pour calculer la solubilité dans le CO,-SC.

Tableau V.4. Architecture du modéle RNA optimisé

Couche couche cachée )
type d'entrée 1% couche cachée 2" couche cachée Couche de sortie Algorithme
RNA nombres de | nombre de | Fonctionde | nombre de | Fonctionde | nombrede | Fonctionde| d’@pprentissage

neurones neurones transfert neurones transfert neurones transfert

Bayesian
MLP 09 25 TANSIG 20 TANSIG 1 PURELIN | regularization
backpropagation

La figure (V.2) affiche le diagramme de dispersion de tous les ensembles de données de la
solubilité du soluté solide calculée en utilisant le modéle RNA-QSPR par rapport a la
solubilité expérimentale (3637 points expérimentaux). Ces graphiques sont généreés a l'aide de
la fonction postreg de Matlab, retracent la solubilité calculée en fonction de la solubilité
expérimentale.

Sur la figure (V.2), la premiére bissectrice montre l'ajustement exact entre les
solubilités corrélées et les données expérimentales, tandis que les points de croisement ont
démontré les données de solubilité corrélées par le modele (RNA) proposé par rapport aux
données expérimentales. En détail, plus les points sont proches de la ligne pleine, plus les
données de solubilité corrélées sont précises.

L'échelle logarithmique de la solubilité expérimentale par rapport a la solubilité
calculée est représentée sur la figure (V.2). Sur la base des résultats obtenus, on peut conclure
que le modéle RNA-QSPR était capable de corréler la solubilité des solides dans CO,-SC

avec des erreurs acceptables (tableau V.5).
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Figure V.2. La régression entre les valeurs expérimentales et prévues de la solubilité de 145 solutés
dans CO,-SC en utilisant RNA.

Pour analyser plus précisément les performances du modéle du RNA optimal, le pourcentage
de l'erreur relative absolue moyenne (ERAM %), le pourcentage de l'erreur quadratique
moyenne (EAM %) sont calculés pour les trois sous phases et I'ensemble des données.
Comme indiqué par la figure (V.2) et le tableau (V.5), le modele RNA présente une bonne
qualité de prédiction de calcul de la solubilité dans le CO,-SC d'un point de vue global avec
un pourcentage de I'ERAM = 2.772% et un pourcentage de I'EQM = 0.3726 % Pour
I'ensemble des données. La comparaison des performances de test du RN montre la
robustesse du modele neuronal établi et la possibilité de prediction de la solubilité dans le
CO,-SC en utilisant les réseaux de neurones statiques.

Tableau V.5. Résultats statistiques et de validation du modele RNA-QSPR.

Training Test | Validation Globale

R? 0.9895 | 0.9733 | 0.9665 0.9830
ERAM % 2.637 2.900 3.189 2.772
EQM (%) 0.2932 | 04633 | 0.5241 0.3726
Qoo 09895 | 0.9731 | 0.9667 0.9830
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V.3.2. Modéelisation par les Machines a Vecteurs de Support SVM

Machines a Vecteurs de Support (SVM) trouve de nombreuses applications dans
différents problémes de régression [208]. Cette approche d'abord été proposee par Vapnik
[209]. La qualité du modele SVM dépend de I’optimisation appropriée des paramétres SVM
pour I’ensemble de données. La sélection de ces parameétres (parameétre de largeur de noyau
o, parameétre pénalisant C et le parameétre de précision ¢) est étudiée dans cette section.
Les mémes entrées du modele RNA ont été adoptées pour construire le modéle SVM.
L'ensemble de données a été divisé en deux sous-ensembles (66%) pour la phase
d’apprentissage, (33%) pour la phase de test du modéle SVM. La procédure d'optimisation a
été répétée plusieurs fois afin de trouver I'optimum global le plus probable de la fonction de
fitness. Dans I'étude, la fonction de base radiale (RBF) a été selectionnée comme la fonction
de noyau la plus couramment utilisée dans la littérature, les détails des autres parametres

sélectionnes apres I’optimisation de modéle SVM sont résumés dans le tableau (V.6).

Tableau V.6. Détails du modéle SVM propose.

Type Valeur/Commentaire
Nombre de données utilisees pour
I’apprentissage i 2425
Nombre de données utilisées pour le test 1212
Algorithme d’optimisation (solveur) Sequential Minimal Optimisation (SMO)
Fonction de noyau Radial Basis Function (RBF)
Paramétre pénalisant “C” 92
Parametre de largeur de noyau “o” 1.8
Quantité de vecteurs de support 2568
Tableau V.7. Analyses statistiques pour le modéle SVM propose.
Train Test All data Set
R? 0.9952 0.9666 0.9857
ERAM % 0.895 2.247 1.345
EQM 0.1968 0.5177 0.3393
Q°Loo 0.9953 0.9675 0.9859

Le tableau (V.7) montre une comparaison entre les valeurs expérimentales et prévues de
solubilité pour I’apprentissage, le test et I'ensemble de données. Les résultats montrent que le
modele a capturé les caractéristiques assez précisément avec une régression relativement
élevée {R?} et faibles erreurs {ERAM, EQM et Q2 o0}
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Figure V.3. Comparaison entre les valeurs expérimentales et prédites de la solubilité de 145 solutés
dans CO,-SC a l'aide du modele SVM.

Sur la figure (V.3), la capacité du modele a été évaluée en tracant les valeurs expérimentales
de solubilité par rapport aux valeurs prédites par le modele pour tous les ensembles de
données. Le coefficient de corrélation élevé 0.9857 et une petite erreur relatif absolu moyen
de 1.345 révele la capacité du modéle a corréler la solubilité des solutés solides dans CO,-SC

en connaissant leurs propriétés physiques.

V.3.3. Comparaison

L'étude comparative entre les modeles RNA-QSPR et SVM-QSPR en termes de
régression et de différentes erreurs en utilisant tous les ensembles de données a été menée
dans cette section (Fig. V.4). Les résultats montrent que les données de solubilité des solutés
solides dans CO,-SC sont mieux corrélées par le modele SVM-QSPR qu'avec le modele
RNA-QSPR. Les analyses statistiques montrent que la prédiction par le modele machine a
vecteurs de support (SVM) ont un excellent accord avec l'ensemble de données

expérimentales.
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Contribution a la modélisation de la solubilité des solutés solides dans le CO,-SC par les techniques

= SVR-QSPR

W ANN-OSPR
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R2

2.772

%MAARD

Figure V.4. Comparaison statistique entre le modéle RNA et SVM.

modeéles intelligents rapportés dans la littérature.

Tableau V.8. Comparaison entre les modéles RNA-SVM et SVM-QSPR développés et d'autres

Etudes Méthodes | '\ombrede | Donnees R | ERAM%
composés | expérimentales

Ce Travail SVM-QSPR 145 3637 0.9857 1.3450

Ce Travail RNA-QSPR 145 3637 0.9830 2.7720

Baghban 2018 [7] LSSVR 33 1162 0.9975 5.6100

Sodeifian 2018 [210] RNA 6 155 0.91999 5.9300

Aminian 2017 [211] RNA 20 439 0.9955 5.4200

Dadkhah 2017 [63] ANFIS 29 795 0.9830 4.6617
Bian 2017 [6] GWO-SVR 18 1148 0.9936 3.20
Vaferi 2013 [212] RNA 8 198 0.99699 4.99

Eslamimanesh 2011 [213] FFENN 21 795 0.9533 14.000

En plus de la validation statistique des modeles développés, une évaluation plus approfondie
de la précision et de la régression obtenue avec les articles les plus pertinents développés par
d'autres chercheurs (tableau V.8 et figure V.5). Malgré de nombreux articles publiés
précédemment dans la littérature, les modeles développés dans cette étude ont montré de
meilleures performances dans la corrélation de la solubilité des solutés solides dans CO,-SC
sur la base de certains descripteurs pertinents. Les modéles obtenus ont permis de corréler
145 systemes (3637 points de données) avec les erreurs les plus faibles. Le modéle SVM-
QSPR a été obtenu avec des paramétres statistiques trés acceptables tels que R? = 0.9857,
EQM = 0.3393 et ERAM = 0.9859% comme on peut le voir dans le tableau (V.8).
Cependant, la comparaison globale en termes de systemes corrélés indique que le modele
proposé fonctionne 145 systemes avec de faibles erreurs et un coefficient de collecte élevé

contrairement aux autres corrélations illustrées a la figure (V.5).
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Figure V.5. Comparaison entre les modéles développés dans cette étude et ceux précédemment
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publiés dans la littérature en termes de (ERAM%) et nombre de composés.

La performance de notre modéle (SVM-QSPR) a de nouveau été comparée a Six

modeles basés sur la densité précédemment publiés (Tableau V.9.).

Tableau V.9. Modeéles basés sur la densité pour la corrélation des solutés solides dans CO,-SC.

Modeles Equations Références
Chrastil 1982 In(y,) = ag + a;Iln(p;) [33]
Meéndez-Santiago
. a, ay
and Teja (MST) In(y,) =ao+ T + a,P? + (a3 + T) In(py) [214]
1999
Hezave and l P(y, — dxT) b [181]
——— ) =a+=+ -
Lashkarbolooki 2013 n( pref ) @+ 7+ (L Prey)
Keshmirietal. 2014 | In(y;) = ag + =+ a,P* + (a3 + %) In(py) [47
. a;  azpq
Bian et al. 2016 In(y,) =ao+ T + T + (as + a,p)n(py) [178]
a
Si Moussa et al. 2018 | In(y,) = ag + a1p; + azp1* + azpiT + a,T + asT? + agln(p,) + ?7 [3]

Les parametres des modéles de littérature selectionnés ont été ajustés a l'aide

d'algorithmes genétiques (fonction ga MATLAB). La comparaison globale de 145 composés

calculée pour chacune des 07 corrélations étudiées.
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Les résultats de corrélation des données expérimentales de cette étude sont présentés
sous la forme d'un tableau comparatif de (ERAM%) et R® sont regroupés dans le tableau
(V.10) et la figure (V.6).

Tableau V.10. Comparaison globale pour chacun des 06 modéles basés sur la densité et notre modele

SVM-QSPR.
Chrastil | Méndez-Santiago Hezave and Keshmiri Bian Si Moussa | Notre Model
Erreurs (1982) | and Teja(1999) | Lashkarbolooki (2014) (2016) 2018) [3] S‘\’/Ri_QgPeRe
[33] [214] (2013) [181] [47] [178]
ERAM % 19.3312 22.4011 13.0631 12.5889 11.4792 8.6026 1.345
R? 0.9664 0.9727 0.9740 0.9820 0.9828 0.9848 0.9857
— T 1.00
7 1 1 . L ‘

—

% ERAM

Chrastil MST Hezave Keshmiri Bian Si Moussa SVM
1982 1999 2013 2014 2016 2018 Ce Travail

Figure V.6. Comparaison graphique globale pour chacun des 06 modéles basés sur la densité et notre
modele SVM-QSPR

Partager les résultats obtenus par le modele SVM avec les utilisateurs peut étre intéressant en
utilisant une interface simple. La figure (V.7), une interface utilisateur graphique conviviale
basée sur le logiciel Matlab et utilisant le modéle SVM formé a été développée pour évaluer
la solubilité de 145 solutés solides dans CO,-SC.
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Figure V.7. Interface graphique pour évaluer la solubilité dans CO,-SC a l'aide d'un modele SVM.

V.3.4. Analyse de sensibilité globale

L'objectif de l'analyse de sensibilité globale est une technique mathématique
appliquée pour trouver quelle variable d'entrée est considérée comme la plus importante pour
la prédiction des valeurs de solubilité [102,103]. Dans ce travail, la méthode d'amplitude
cosinus (CAM) a été utilisée pour evaluer l'effet de chaque entrée sur la sortie [101]. Les
paires de données utilisées construisent un tableau de données X qui sont définis comme
X={X1, X2, Xsz,..Xm} ou X; est un vecteur de longueurs m, exprimé comme:
Xi = {Xi1,Xi2,Xi3,....Xim}. Les valeurs rj; sont définies comme les relations de force entre les

parametres de sortie x; et d'entrée x; peuvent étre calculées a I'aide de I'équation (V.1).

m
_ k=1 XXk (V.1)
rij =
m 2 m 2
k=1Xij Zk=1%jk

Ou i et k sont les dimensions de la matrice d'entrée (i = 1 a 3637, k =1 a m), j est les dimensions du
vecteur de sortie (j = 1 a 3637) et m est le nombre de paramétres d'entrée (m = 9).

L'importance des parametres d'entrée dans SVM-QSPR pour la solubilité du soluté
solide dans CO,-SC est illustrée a la figure (V.8). Comme observé, tous les paramétres ont
approximativement les mémes effets. Les résultats prouvent que tous les paramétres d'entrée
désignés dans cette étude ont des effets cruciaux sur la solubilité du soluté solide dans CO,-
SC, par conséquent, ils ont été sélectionnés de maniére appropriée.
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Figure V.8. Analyse de sensibilité entre les variables d'entrée et la sortie calculée.

V.3.5. Capacité d'extrapolation

Dans cette section, la capacité d'extrapolation du modele proposé a été discutée en

utilisant les mesures expérimentales rapportées dans les articles suivants [215-222]. Les

valeurs de solubilité prédites par le modéle SVM-QSPR ont été comparées aux valeurs

expérimentales de huit systemes. Les résultats de la comparaison illustrés dans les figures

(V.9-V.16) de solubilité en fonction de la densité ont indiqué que le modéle fonctionnait bien

avec une bonne qualité d'ajustement R. Ces résultats ont montré clairement que la

performance du modeéle de prévision basé sur SVM-QSPR est assez satisfaisante.
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Figure V.9. a: Les valeurs de solubilité prédite par rapport aux valeurs expérimentales pour le
systéme Carvedilol, b: Comparaison entre données expérimentales [215] et SVM-QSPR résultats
prévus pour le systéme Carvedilol par rapport a la densité de CO,-SC.
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Figure V.10. a: Les valeurs de solubilité prédite par rapport aux valeurs expérimentales pour le
systéme Cephalexin, b: Comparaison entre données expérimentales [216] et SVM-QSPR résultats
prévus pour le systeme Cephalexin par rapport a la densité de CO,-SC
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Figure V.11. a: Les valeurs de solubilité prédite par rapport aux valeurs expérimentales pour le
systéeme Cyproheptadine, b: Comparaison entre données expérimentales [217] et SVM-QSPR
résultats prévus pour le systeme Cyproheptadine par rapport a la densité de CO,-SC.
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Figure V.12. a: Les valeurs de solubilité prédite par rapport aux valeurs expérimentales pour le
systéme hydrochloride, b: Comparaison entre données expérimentales [218] et SVM-QSPR résultats
prévus pour le systeme hydrochloride par rapport a la densité de CO,-SC
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Figure V.13. a: Les valeurs de solubilité prédite par rapport aux valeurs expérimentales pour le
systéme Gabapentin, b: Comparaison entre données expérimentales [219] et SVM-QSPR résultats
prévus pour le systéme Gabapentin par rapport a la densité de CO,-SC.
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Figure V. 14. a: Les valeurs de solubilité prédite par rapport aux valeurs expérimentales pour le
systéme Phenylephrine Hydrochloride, b: Comparaison entre données expérimentales [220] et SVM-
QSPR résultats prévus pour le systeme Phenylephrine Hydrochloride par rapport a la densité de CO,-
SC.
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Figure V.15. a: Les valeurs de solubilité prédite par rapport aux valeurs expérimentales pour le
systéme Piroxicam, b: Comparaison entre données expérimentales [221] et SVM-QSPR résultats
prévus pour le systéme Piroxicam par rapport a la densité de CO,-SC.
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Figure V.16. a: Les valeurs de solubilité prédite par rapport aux valeurs expérimentales pour le
systéme Spironolactone, b: Comparaison entre données expérimentales [222] et SVM-QSPR
résultats prévus pour le systéme Spironolactone par rapport a la densité de CO,-SC.

V.4. Conclusion

Dans cette contribution, une comparaison entre la modélisation par la machine a
vecteurs de support (SVM) et le réseau neuronal artificiel (RNA) pour prédire la solubilité de
145 composés dans le dioxyde de carbone supercritique. Sur la base des paramétres
statistiques calculés, les résultats montrent clairement que I'approche SVM-QSPR avec erreur
relative absolue moyenne ERAM=1.345% et coefficient de déterminant R?=0.9857 et est plus
précis par rapport 8 RNA-QSPR avec ERAM=2.7720% et R*=0.9830.

Les résultats de la prédiction de modéle SVM-QSPR ont été comparés, d’une part,
avec les données expérimentales et, d’autre part, avec les résultats obtenus dans la littérature.
Ces comparaisons montrent que le modéle SVM-QSPR proposé est de loin le meilleur et
posseéde une trés bonne tendance de prédiction, d’interpolation et parfois méme

d’extrapolation.
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Conclusion générale

Depuis une dizaine d’années, I’intelligence computationnelle a développée de
nombreuses applications dans des secteurs trés variés. Le passage en revue de la littérature
relative a la corrélation des données de solubilité des solutés solides dans le CO,-SC montre
qu’il existe trois approches: les équations d’état, les modeles semi-empiriques, et les
méthodes d’intelligence computationnelle (Réseaux de Neurones Artificiels, les Machines a
Vecteurs de Support, systeme d'inférence neuro-flou adaptatif, ...).

Les équations semi-empiriques trouvent de larges applications dans la modélisation de
la solubilité en raison de leurs facilités d'utilisation et ont permis d'obtenir des précisions plus
élevées. L'exactitude de ces équations est généralement jugée sur l'accord avec des données
expérimentales sur lesquelles elles sont basées. Les méthodes d’intelligence computationnelle
sont des puissants modéles informatiques capables de capturer et de représenter des relations
d'entrée/sortie complexes. La motivation pour le développement de la technique
d’intelligence computationnelle découle du désir de développer un systéeme artificiel capable

de réaliser des taches "intelligentes™ semblables a celles réalisées par le cerveau humain.

L'objectif principal de ce travail est la modélisation des propriétés thermochimiques
telles que les propriétés critiques et la solubilité des solutés solides dans les fluides
supercritiques.

Dans la premiére contribution nous avons modélisé les propriétés critiques telles que
la pression critique, la température critique, le volumique critique et le facteur acentrique de
6700 composés purs a partir de 5 descripteurs moléculaires pertinents et de 2 propriétés
thermodynamiques. Pour cela, quatre méthodes ont été utilisées a savoir la régression linéaire
multiple (MLR), les réseaux de neurones artificiels (RNA), les machines a vecteurs de
support (SVM) et les machines a vecteurs de support hybride avec l'algorithme d'optimisation
Dragonfly (SVM-DA). Les résultats montrent que le SVM-DA a montré de meilleures
performances de prédiction par rapport aux autres modeles en termes d'erreur relative absolue
moyenne (ERAM%) de {0.7551, 1.962, 1.929 et 2.173} et le coefficient de détermination
(R?) de {0.9699, 0.9673, 0.9856 et 0.9766} pour la température critique, la pression critique,
le volume critique et le facteur acentrique respectivement. Il est conclu que le modéle SVM-
DA est capable de prédire les propriétés critiques de composés purs avec une grande

précision.

-119-



Conclusion générale.

Dans la deuxieme contribution nous avons fait la prédiction de la solubilité des solutés
solides dans le CO, supercritique utilisant les équations semi-empirique. Afin d’évaluer la
capacité de ces modeles a corréler avec précision les données de la solubilité, nous avons
effectué dans cette contribution une étude comparative sur une base de 130 composés
totalisant un ensemble de 3269 points expérimentaux, recueillis & partir de la littérature
publiée au cours des 25 derniéres années. Pour corréler ces données nous avons utilisé une
technique d’optimisation hybride combinant des méthodes d’intelligence artificielle,
notamment I’optimisation par I’algorithme génétique, avec les méthodes d’optimisation
classique utilisant I’algorithme de Levenberg-Marquardt. Sur la base des résultats obtenus, un
nouveau modeéle basé sur la densité a été proposé. Le modéle proposé a donné une meilleure
correlation globale avec une erreur relative absolue moyenne (ERAM = 7.42 %) et un
coefficient de détermination (R2 = 0.997). Les résultats du travail effectué dans cette
contribution nous ont permis, en outre, de mieux comprendre quelques aspects de la
modélisation semi-empirique de la solubilité des solutés solides dans le CO; -SC.

- Le choix de la base de données est primordial lorsqu’il s’agit de comparer les modéles
semi-empiriques. Plus la base de données est large et compléte plus les résultats de
comparaison sont significatifs.

- La taille de la base de données est trés importante dans une étude comparative, et
aussi le choix de modéle qui aura des modifications est plus important pour la
proposition d’un nouveau modele

- D’une maniere générale les résultats obtenus dans cette étude confirme les résultats
des études antérieures en ce sens qu’il n’existe pas de modele qui donne la meilleure

corrélation pour tous les composés étudies.

Dans la troisiéme contribution la solubilité de 145 solutés solides dans le CO, supercritique
(CO,-SC) a été modélisée a l'aide de techniques d'intelligence computationnelle basées sur
des modeles de relation quantitative structure-propriété (QSPR). Une base de données de
3637 valeurs de solubilité a été recueillie a partir d'articles publiés antérieurement. Le logiciel
Dragon a été utilisé pour calculer les descripteurs moléculaires de 145 systémes solides.
L'algorithme génétique (GA) a eté mis en ceuvre pour optimiser le sous-ensemble des
descripteurs significativement contribués.

Cette contribution a montré que I’utilisation de combinaison entre les données
thermodynamique et les descripteurs moléculaires comme des entrées des modeles a donné

une performance de corrélation acceptable pour les deux techniques d’intelligence
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computationnelle considérées. Avec erreur relative absolue moyenne globale (ERAM)
d'environ 1.345% entre les valeurs expérimentales et calculées par le modéle de support
vecteur régression (SVM-QSPR) qui est meilleure que celle obtenue a I'aide du modéle RNA-
QSPR de 2.772%. Les résultats montrent que le modéle SVM-QSPR développé est plus
précis et peut étre utilisé comme un outil de modélisation puissant alternatif pour les études
QSPR de la solubilité des solutés solides dans le dioxyde de carbone supercritique (CO,-SC).
En perspective, tout en estimant avoir atteint notre objectif tracé pour cette étude,
nous envisagerons :
- Appliquer d’autre méthodes d’intelligence computationnelle, telles que le
"Deep Learning" dans le but de prédiction/corrélation de la solubilité des
solutés solides dans les fluides supercritiques;
- Modéliser la solubilité dans les différents solvants tels que les liquides
ionique;
- Appliquer la modélisation par I’intelligence computationnelle a d’autres

phénomeénes chimiques et thermiques dans I’industrie.
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Abstract

with other models reported in the literature.

Keywords

In this study, the solubility of 145 solid solutes in supercritical CO, (scCO,) was correlated using computational intelligence
techniques based on Quantitative Structure-Property Relationship (QSPR) models. A database of 3637 solubility values has
been collected from previously published papers. Dragon software was used to calculate molecular descriptors of 145 solid
systems. The genetic algorithm (GA) was implemented to optimise the subset of the significantly contributed descriptors. The
overall average absolute relative deviation MAARD of about 1.345 % between experimental and calculated values by support
vector regress SVR-QSPR model was obtained to predict the solubility of 145 solid solutes in supercritical CO,, which is better
than that obtained using ANN-QSPR model of 2.772 %. The results show that the developed SVR-QSPR model is more accu-
rate and can be used as an alternative powerful modelling tool for QSAR studies of the solubility of solid solutes in supercritical
carbon dioxide (scCO,). The accuracy of the proposed model was evaluated using statistical analysis by comparing the results

Solubility, solid solutes, supercritical-fluids, computational intelligence techniques, quantitative structure-property relationship

1 Introduction

Supercritical carbon dioxide (scCO,) is generally used in
separation processes applied in the food, chemistry, phar-
maceutical, and other industries. The design and optimisa-
tion of extraction, fractionation, and purification processes
are mainly based on the knowledge of the solubility of solid
solutes in scCO,." The experimental measurement of the
solubility (thermo-physical property) of such compounds
in scCO, is laborious and costly.? To avoid expensive and
tedious experiments, and to fulfil the lack of solubility data
and/or pure component property data required to estimate
solubility, a need exists to develop flexible and robust pre-
dictive models to estimate the solubility of solid solutes in
supercritical solvents using limited information. Literature
reports three major modelling approaches have been used
to model the solubility of a solid solute in scCO, using
equations of state,® semi empirical equations,* and com-
putational intelligence techniques such as artificial neural
networks and support vector machine.* The solid solute
solubility in scCO, is mostly modelled using density-based
correlations, such as in >. Moreover, MLP-ANN also has
been used successfully to model the solid solute solubil-
ity in scCO, based only on thermodynamic parameters.®
The least square support vector machine LS-SVM may be
considered an alternative for classical approaches, such as
semi empirical correlations to model the solid solute sol-
ubility in scCO,.” The most common type of ANN model
that is being used nowadays is multilayer perceptron (MLP)

" Corresponding author: Assist. Professor Mohammed Moussaoui
Email: m.moussaoui@univ-bouira.dz

feedforward neural network (FNN) trained by back-prop-
agation (BP) algorithm.? This ANN type has also been suc-
cessfully used for mapping complex highly nonlinear input/
output relationships between one dependent variable and
more independent variables of any systems. But there are
numerous limitations, for instance, difficulty in deciding
the criterion for the number of hidden neurons and layers,
as well as over-fitting.” To avoid these problems, SVM is
formulated as a quadratic optimisation problem and en-
sures a global optimal solution. Some studies have prov-
en the superiority of SVM over ANN."® SVM method has
gained a wide range of engineering applications in fore-
casting and regression analysis due to its attractive features
and remarkable generalization performance.”” Therefore
the present study was carried out to evaluate the predic-
tive performance of computational intelligence techniques
including MPL-FNN as the most used neural network type
and SVM to foretell the solubility of 145 different solid
solutes in scCO, based on a mixture between thermody-
namic properties and molecular descriptors. The novelty
of the developed model in contrast to previous models is
its ability to extrapolate or interpolate the solubility of sev-
eral solid solutes in scCO, with only one combination of
the fitted parameters obtained during the training stage.
In addition, the independent parameters were a mixture
between thermodynamic properties and structural de-
scriptors. Moreover, a simple and convivial graphical user
interface was designed to compute the solubility without
learning MATLAB software. Finally, a sensitivity analysis
was computed by calculating the relative importance of
each input parameter on the output.
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