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Study and modeling of the dispersion of atmospheric particles in an urban

environment

Abstract: The purpose of this research is to model the concentration levels of fine particles (PMi) in
order to create a mathematical model to predict the dispersion of these particles according to
meteorological conditions (CM) in an area vulnerable to air pollution, located at the Center Hospitalo
Universitaire Mustapha Pacha (CHUMP) in Algiers. Consequently, this predictive mathematical
modeling is considered a valuable tool via a graphical interface to assist government authorities in
anticipating critical periods of poor air quality and avoid adverse economic and health consequences.
The objective of this study is to create a model to describe the daily evolution of fine particle
concentration levels below 1pm (PM-1), 2.5 um (PM-2.5), 4 um (PM-4), 10 um (PM-10) and PM-Total,
based on weather conditions, using the artificial neural networks (ANN). The number of PM data
collected was 445 measurements. For this, a MATLAB® program was written to correlate PMi
concentrations. The results obtained show that the established model has good predictive performance,
with a regression coefficient R = 0.97 and the root mean square error RMSE = 3.595.

Key words: PMi; dispersion; mathematical model; artificial intelligence; Artificial Neural Networks

Etude et modélisation de la dispersion des particules atmosphérigques dans un

milieu urbain

Résumé : L'objectif de cette recherche est de modéliser les niveaux de concentration de particules fines
(PMi) en vue de créer un modéle mathématique permettant de prédire la dispersion de ces particules en
fonction des conditions météorologiques (CM) dans une zone vulnérable a la pollution atmosphérique,
située au Centre Hospitalo Universitaire Mustapha Pacha (CHUMP) a Alger. Par conséquent, cette
modélisation mathématique de prédiction est considérée comme un outil précieux via une interface
graphique pour faire assister les autorités gouvernementales a anticiper les périodes critiques de la
mauvaise qualité de l'air et éviter les conséquences économiques et sanitaires néfastes, plus précisément
cette étude a pour but de créer un modéle en décrivant I'évolution quotidienne des niveaux de concentration
de particules fines inférieur @ 1um (PM-1), 2.5 um (PM-2.5), 4 um (PM-4), 10 um (PM-10) et PM-Total,
sur la base des conditions météorologiques, en utilisant les réseaux de neurone artificielle (RNA). Le
nombre de données collectées sur les PM est de 445 mesures. Pour cela, un programme MATLAB® a été
implémenté afin de corréler les concentrations de PMi. Les résultats obtenus montrent que le modeéle établi
a de bonnes performances prédictives, avec un coefficient de corrélation R = 0.97 et une racine de I'erreur
guadratiqgue moyenne RMSE = 3.595.

Mots Clés: PMi ; dispersion; modele mathématique ; intelligence artificielle ; Réseaux de Neurone
Artificielle
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L'environnement de la biosphere contient une grande variété d'étres vivants et de matiéres non
vivantes, créant ainsi un milieu de vie pour les organismes (Baysal et al., 2019). Parmi ces
matiéres, les particules fines PM qui jouent un réle important dans la couche troposphérique en
raison de leurs différentes tailles (PM-1; PM-2,5; PM-4; PM-10 avec des diamétres
a¢rodynamiques respectifs de 1 ;2,5 ;4 ; 10 um ou moins, ainsi que les PM-Totaux) (Wang et
al., 2008). Les concentrations de ces particules (PMi) peuvent fluctuer rapidement en fonction
des conditions météorologiques, (Jovasevié¢-Stojanovi¢ et al., 2015; Racherla & Adams, 2006;
Zheng et al., 2019) telles que la précipitation des pluies, la vitesse du vent, le taux d humidité
et latempérature (Lietal., 2019; Talbi et al., 2018). Des études ont démontré que la composition
chimique des PM fines peut avoir un impact significatif sur la santé humaine (Tsai et al., 2020).
Les PM-10 et leurs fractions sont considérés comme l'une des particules les plus dangereuses
pour l'environnement et constituent un facteur de risque majeur pour les maladies
cardiorespiratoires chroniques et les problémes pulmonaires aigus, comme la bronchite et
I'asthme (Izhar et al., 2016; Tang et al., 2017). Par conséquent, des procédures de surveillance
de la qualité de I'air (QA) ont été mises en place a l'aide de capteurs ou d'appareils pour mesurer
les particules respirables et prévenir les effets nocifs sur la santé humaine.

Pour assurer un développement durable, il est crucial de surveiller, de modéliser, de gérer et
d'évaluer les impacts de la pollution de I'air sur la santé et I'environnement, en particulier dans
les grandes zones urbaines (lbrir et al., 2020). Les techniques expérimentales utilisées pour
mesurer et surveiller les niveaux de pollution dans l'air peuvent étre colteuses en raison des
dépenses liées a l'acquisition d'équipements de mesure et de systemes d'acquisition, a leur
maintenance et a leur réparation. De plus, pour obtenir des résultats précis, il est nécessaire de
travailler dans des conditions bien définies. Donc, il faut trouver une technique pour remplacer
les mesures expérimentales, telle que modélisation, D’autre part, les techniques d intelligence
artificielle ont été appliquées avec succes pour |'estimation de taux des PMi au cours des
derniéres décennies (L.-L. Li et al., 2020). Une étude de la littérature a été menée sur
I'application des systemes d'intelligence artificielle pour la prédiction des PMi. (Caydas et al.,
2009). (Hui Liu & Chen, 2020) ont développé un modele hybride qui est I'algorithme de
réseaux de neurone couplée avec la machine d'apprentissage extréme régularisée pondérée
(RNA-WRELM) pour la prédiction de la concentration des PM-2,5 de I’air extérieur dans
quatre villes en Chine. (Abdul-Wahab et al., 2019) ont prédit les taux d'échantillonnage de PM-
10 optimaux dans des stations de surveillance de la qualité de I'air a Oman a l'aide d'un systeme
de contrdle hiérarchique a logique floue. (lbrir etal., 2021) ont predit les taux des concentrations
de 5 tailles de PM par une méthode d'intelligence artificielle DA-SVM. Dans ce travail on
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optera a modéliser les taux des concentrations des PMi par les réseaux de neurone artificiels
RNA.

Le but de cette étude est de développer un modele mathématique pour la prédiction des
concentrations de PMi en fonction des conditions météorologiques (CM) qui soit peu colteux,
avec une marge d'erreur acceptable et en peu de temps.

Ce mémoire est devisé comme suit :

Le chapitre 01 représente une généralité sur la pollution atmosphérique et une vision sur la
technique d’intelligence artificielle (RNA).

Le chapitre 02 est consacré a la méthodologie et aux résultats numériques.

A la fin une conclusion générale avec des perspectives.
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1.1. Introduction

La Terre est vraiment une planéte miraculeuse, car c'est la seule de notre systéeme solaire qui
possede tous les composants nécessaires pour soutenir la vie. Notre terre n'est qu'une infime
partie de I'univers, mais c'est la maison des é&tres humains et de nombreux autres organismes.
L'atmosphére modeére les fluctuations de température entre le jour et la nuit, tout en filtrant
I'énergie rayonnante pendant la journée pour éviter la surchauffe de la surface. L'air
atmosphérique est un mélange de gaz et de particules, tous ces deux composés d'atomes
(Jacobson 2002). Dans presque tous les exemples de "combustion appliquée", des particules
sont libérées. Ces particules et gaz ont été classés comme pollution atmosphérique si leurs
concentrations dans lair dépassent la réglementation en vigueur. Les particules dans
I'atmosphére proviennent de sources naturelles telles que la poussiére soufflée par le vent, les
embruns marins et les volcans, ainsi que d'activités humaines telles que la combustion de
carburant. Un aérosol est techniqguement défini comme une suspension de fines particules
solides ou liquides dans un gaz, émises soit directement sous forme d'aérosols primaires, soit
formée dans l'atmosphére par des processus de conversion gaz-particules (aérosols
secondaires). L'une des principales raisons d'étudier la variation des concentration PMi est les
risques potentiels pour la santé que ces composes peuvent poser (Izhar et al. 2016; Tang et al.
2017; Tsai et al. 2020; Ibrir, 2022).

I.2. L’atmosphére de la terre et sa composition

Les différentes couches de l'atmosphére terrestre, qui s'étendent de la surface jusqu'a
I'exobase, présentent des variations de température dues a des différences dans la composition
chimique et radiative de I'atmospheére a différentes altitudes. En fonction de ces variations de
température, I'atmosphere est divisée en cing couches sphériques concentriques, ou chaque
couche présente une tendance constante de variation de température par rapport a l'altitude.
Ces cing couches sont la troposphere, la stratosphere, la mésosphére, la thermosphere et
I'exosphére (Jin et al. 2011), comme illustré dans la figure 1.1. La figure 1.2 montre la
distribution verticale de la température dans I'atmospheére terrestre jusqu'a une altitude de 100

km.
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Figure 1.2 : Variation thermique sur I'axe verticale de I'atmosphere terrestre jusqu'a 100 km
(Brasseur and Solomon 1982).
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1.2.1. La troposphére

La partie la plus basse de I'atmospheére, appelée tropospheére, tire son nom des termes grecs
"topos" (rotation) et "sphaira" (sphére). Elle s'étend a environ 8 km au-dessus des poles et a
18 km au-dessus de I'équateur et constitue la région la plus dense de I'atmosphére, ou se
trouvent la plupart de la vapeur d'eau, des nuages et des précipitations. La température dans
la troposphere diminue généralement avec l'altitude, a un taux d'environ 6 a 7 °C par kilometre
dans la moitié inférieure et de 7 a 8 °C par kilométre dans la moitié supérieure. La présence
de vapeur d'eau, de nuages, de tempétes et de conditions météorologiques variées qui souligne
I'importance de la troposphére. La vapeur d'eau, qui constitue 99% de la vapeur d'eau de
I'atmosphere, est essentielle a la régulation de la température en absorbant I'énergie solaire et
le rayonnement thermique de la surface de la Terre. La tropopause marque la limite supérieure
de la troposphere, dont l'altitude et la température varient considérablement selon
I'emplacement et le type de systemes météorologiques prédominants. L'air troposphérique,

humide et pauvre en ozone (Mohanakumar 2008).
1.2.2. La stratospheére

La stratosphére est la deuxieme couche importante de I'atmosphére située au-dessus de la
tropopause et s'étendant jusqu'a environ 50 km d‘altitude, comme illustré dans les figures 1.2
et 1.3. Contrairement a la troposphere, la température de I'air dans la stratosphere augmente
avec l'altitude, atteignant environ 270 K a la stratopause, ou il y a un renversement de
tendance. Etant donné que la température de l'air dans la stratosphére ne provoque pas de
convection, elle stabilise les conditions atmosphériques et confine la turbulence a la
troposphere. La stratosphére est relativement seche, mais riche en ozone car elle est la
principale région de production d'ozone. L'ozone régule le régime thermique de cette couche
en absorbant le rayonnement UV solaire. La stratosphére est plus chaude que la haute
troposphere car une partie de la chaleur produite par I'ozone est transférée vers le bas par
rayonnement, mais elle reste chaude dans son ensemble. La composition chimique de la
stratosphére est généralement similaire a celle de la tropospheére, a quelques exceptions pres,
comme l'ozone et la vapeur d'eau. La limite supérieure de la stratosphére est appelée la

stratopause (Mohanakumar 2008).
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Figure 1.3 : Variation latitudinale de I'extension verticale de la tropospheére et de la basse
stratosphere (Mohanakumar 2008).

1.2.3. La mésosphere

La mésosphere est une couche atmosphérique qui s'étend de 55 a 80 km d'altitude. Les
températures diminuent a mesure que I'on s'éléve, atteignant environ 180 K a 80 km. En raison
de concentrations négligeables d'ozone et de vapeur d'eau par rapport aux régions inférieures,
les températures sont plus basses. Sa composition chimique est assez uniforme. La
mésopause, qui sépare la mésosphere de la couche la plus élevée suivante et comme les autres
pauses, est une région ou la tendance de la température change de direction. La température
de la mésopause peut varier de maniére assez significative, descendant aussi bas que 150 K.
Dans certains cas, des nuages nocturnes peuvent se former ici et affecter le climat mondial en
absorbant et en réfléchissant le rayonnement solaire entrant. La mésopause est le niveau
auquel les températures atmosphériques les plus basses se trouvent généralement.
L'atmosphére moyenne est la région située entre la troposphére et la thermospheére qui s'étend

d'environ de 10 a 100 km, comprenant la stratosphére et la mésosphére (Mohanakumar 2008).
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1.2.4. La thermospheére

La thermospheére, qui se trouve au-dessus de la mésospheére, est une région caractérisée par
des températures élevées. Elle s'étend sur plusieurs centaines de kilometres et comprend
I'ionosphere. Les tempeératures dans cette zone varient de 500 a 2000 K et les densités sont
trés faibles. Contrairement a la mésospheére, la composition chimique de la thermosphere n'est
pas constante avec l'augmentation de l'altitude, car les atomes ont tendance a se regrouper en
couches avec les especes les plus lourdes a des altitudes plus basses. La température dans la
thermosphere augmente en raison de I'absorption d'un rayonnement solaire intense par la
quantité limitée d'oxygeéne moléculaire présente. A une altitude de 100 a 200 km, I'azote et
I'oxygéne restent les principaux composants atmosphérigues, mais les molécules de gaz sont
largement séparées. La thermopause, qui marque la fin de I'augmentation de la température
avec l'altitude, se situe entre 250 et 500 km et sa hauteur dépend de l'activité solaire
(Mohanakumar 2008).

1.2.5. L exosphére

La couche la plus éloignée de la surface de la Terre est appelée exosphere. Sa limite
supeérieure s'étend a des hauteurs d'environ 960 & 1000 km. C'est une région de transition entre
I'atmosphere terrestre et I'espace interplanétaire (Mohanakumar 2008)

1.3. La pollution atmosphérique

Avant le 20°™ siécle, la pollution de l'air n'était pas étudiée comme une science mais plutét
comme un probléme réglementaire ou juridique, les réglementations étant souvent faibles ou
non appliquées. Dans ce contexte, la pollution était souvent le résultat direct des progrés
industriels tels que I’émission continue et souvent sans précaution des polluants associés aux
processus de combustion (véhicules automobiles, installations industrielles, etc.). Les
problémes de santé liés a la pollution de I'air n'étaient pas bien compris, ce qui faisait que les
problémes de pollution étaient rarement atténués (Jacobson 2002). Aujourd'hui, la pollution
atmosphérique est considérée comme un domaine de recherche qui nécessite des données sur
les concentrations changeantes des composants atmosphériques dans I'espace et dans le
temps, que ce soit d'origine naturelle (feux de forét, éruptions volcaniques...) ou anthropique
(production d'énergie par combustion, etc.) (Metcalfe and Derwent 2005). Les sources de
pollution peuvent inclure des matériaux tels que les hydrocarbures gazeux toxiques qui ont
un effet néfaste sur notre vie, ou des rayonnements atomiques sous une forme invisible qui
pourraient étre nuisibles pour les cellules végétales ou animales. Les pluies acides, résultant
de la combinaison de la pollution atmosphérique et de la pluie, ont commencé a étre

considérées comme un probléme dés le 195™ siécle et leur niveau a augmenté de maniére
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significative, notamment apres la seconde guerre mondiale (Fenger 2009). Les polluants ont
un impact négatif sur la végétation et contribuent au réchauffement de la Terre (Barakeh
2012).

1.3.1. Les différents types de la pollution atmosphérique

Les polluants atmosphériques peuvent facilement se propager au-dela de leurs sources
d'émission, sans frontiéres ni barriéres. Certains de ces polluants peuvent méme se déplacer
sur de longues distances en affectant différents niveaux spatiaux. Ainsi, la classification des
phénomenes de pollution doit tenir compte de I'échelle d'étude. La littérature se distingue
souvent a trois niveaux d’échelle : local, régional et mondial (Borgie 2016 ; Chang et al. 2000
; Elichegaray et al. 2009 ; Monks et al. 2009 ; Ramanathan et Feng 2009).

1.3.2. Les principaux polluants atmosphériques et leurs sources

L'atmosphére est un mélange complexe de gaz, de particules et d’hydrométéores dont la
composition peut varier en fonction de I'espace et du temps. Tout changement dans la
concentration de ces éléments peut entrainer une pollution atmosphérique qui peut avoir des
conséquences négatives sur l'environnement et la santé humaine. Selon I'Organisation
Mondiale de la Santé (OMS), la pollution de l'air extérieur est responsable de millions de
déces prématurés chaque année. La pollution atmosphérique peut étre visible ou invisible,
avec des exemples de polluants visibles tels que la poussiere qui peut obstruer la vue, tandis
que les polluants invisibles tels que les oxydes d'azote peuvent passer inapercus. Les
particules atmosphériques peuvent étre classées en aérosols primaires, émis directement dans
I'atmosphere, et en aérosols secondaires, formés a partir de réactions chimiques dans
I'atmosphere (Mohanakumar 2008; Tomasi, Fuzzi, and Kokhanovsky 2016; Borgie 2016),
tableau 1.1 montre la composition de I’air sec dans 1’atmosphére terrestre au-dessous de 100

km.
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Tableau 1.1 : Les principaux constituants de I’atmosphére terrestre jusqu’a 100 km (air sec)

(Mohanakumar 2008).
Constituantes Pourcentage en volume Masse moléculaire
(%) (g-mol™)

(A) Concentrations constantes

Nitrogen (N2) 78.08 28.01
Oxygen (0O2) 20.95 32.00
Argon (Ar) 0.933 39.95
Dioxide de Carbon (CO,) 0.033 44.01
Néon (Ne) 18.2x 10 20.18
Hélium (He) 5.2x107* 04.02
Krypton (Kr) 1.1x107* 83.80
Xénon (Xe) 0.089x10°* 131.29
Hydrogene (H) 0.5x107* 02.02
Méthane (CH4) 1.5%1074 16.04
Protoxyde d'azote (N20) 0.27x10°* 44.01
Monoxyde de carbone (CO) 0.19x10°* 28.01

(B) Concentrations variables

Vapeur d eau (H20) 0-4 18.02
Ozone (Ox3) 0—4x107* 48.02
Ammonium (NHa) 0.004x10~* 17.02
Dioxyde de soufre (SO2) 0.001x10~* 64.06
Dioxyde d'azote (NO2) 0.001x10~* 46.05
Autres gaz Tracer les quantités —
Aérosols, poussieres, gaz Trés variable —

1.3.2.1. Polluant primaire

Les polluants ou particules primaires sont directement émis par une source identifiable de
pollution, tels que le monoxyde de carbone des gaz d'échappement de voitures, le dioxyde de
soufre et les oxydes d'azote de I'industrie (G. Zhang et al. 2020; Koukouli et al. 2016; de Foy,
Lu, and Streets 2016). D'un autre coté, les particules produites mécaniquement par I'érosion
du sol ou I'éclatement de bulles a la surface de I'océan ont tendance a étre assez grosses, tandis

que celles émises par les sources de combustion sont généralement petites. Bien que la plupart

11
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de la masse des particules primaires soit constituée de particules de diametre supérieur a 1
um, les particules sub-micrométriques de poussiere minérale et de sel marin sont également
des constituants importants des aérosols troposphériques. (Buseck and Schwartz 2003). Les
PM (ou « Particulate Matter » en anglais) sont des particules qui contiennent toutes les
particules solides, liquides et gazeuses en suspension dans l'air, dont beaucoup sont nocives
pour la santé humaine (Barakeh 2012). Le reste sur les types de PM sont fournies dans la

section 1.3.3.
1.3.2.2. Polluant secondaire

Les polluants secondaires ne sont pas directement émis par des sources identifiables, mais
plutét formés dans l'air par des réactions chimiques impliquant des composés émis par des
sources primaires, en particulier lors de conditions météorologiques spéciales. Ces polluants
peuvent étre générés soit par nucléation, formant de nouvelles particules, soit par addition de
matiere a des particules d'aérosol existantes. Ce processus peut se produire dans I'air clair ou
dans des gouttelettes de nuages, qui renvoient ensuite les particules dans I'aérosol a I'air libre.
La formation de particules secondaires est connue pour étre responsable d'une grande partie
des aérosols dans les régions affectées par les émissions anthropiques. Un exemple important
de polluant secondaire est I'ozone troposphérique, qui est I'un des nombreux polluants
secondaires responsables de la formation de smog photochimique. D'autres exemples de
polluants secondaires comprennent les nitrates de peroxyacétyle (NPA) et les composés
organiques volatils (COV) appelés "COV secondaires”. (Barakeh, 2012 ; Buseck and
Schwartz, 2003).

1.3.3. Les particules atmosphériques (PMi)

Ce mélange complexe de matiéres, incluant des particules organiques et inorganiques, telles
que la poussiere, les éruptions volcaniques, la végétation (pollen), la suie, la fumée, les
gouttelettes liquides et les incendies de foréts, est émis par diverses sources, notamment la
combustion des combustibles fossiles (Barakeh 2012). Les particules varient en taille,
composition et origine. Celles avec un diametre inférieur a 10 micrométres (PM-10) sont dites
"inhalables™ car elles peuvent atteindre les poumons. Les particules fines, quant a elles, sont
celles qui mesurent moins de 2,5 micrometres. Les effets sur la santé dépendent de la
composition chimique des particules, incluant la présence de métaux toxiques tels que le
plomb, ou de composés cancérogénes comme certains hydrocarbures aromatiques
polycycliques (HAP). Les particules fines sont également liées a des troubles respiratoires et
cardiovasculaires (Elichegaray et al. 2009).

12
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1.3.3.1. Classification des particules

Les particules présentes dans I'atmosphere, qui peuvent avoir une taille allant de quelques
nanometres a plusieurs micromeétres, peuvent étre classées en différentes catégories en
fonction de leur mode de formation, de leur taille et de leur origine (Borgie 2016). Le tableau
I-2 présente les différentes classifications de particules atmospheriques selon leur taille, ainsi

que leurs définitions correspondantes.

Tableau 1.2 : Classification des particules atmosphériques selon leur taille : dénominations

et définitions correspondantes (Borgie 2016).

Dénominations Définitions

Grosses particules = particules atmosphériques ayant un diameétre

PMao , ) el L
aerodynamique inférieur ou égal a 10 um.
oM Particules atmosphériques ayant un diametre aérodynamique inférieur
10-2,5 , . L. .
ou égal a 10 pum et supérieur a 2,5 um.
oM Particules fines = particules atmosphériques ayant un diametre
2,5 i ) C o, , R
aerodynamique inférieur ou égal a 2,5 um.
oM Particules atmosphériques ayant un diametre aérodynamique inférieur
2,5-1 . N
ou égal a 2,5 um et supérieur a 0,1 pm.
oM Particules tres fines = particules atmosphériques ayant un diamétre
1
aérodynamique inférieur ou égal a 1,0 um.
oM Particules ultrafines = particules atmosphériques ayant un diameétre
0,1

aerodynamique inférieur ou égal & 0,1 um.

1.3.3.2. Evolution des particules dans I’atmosphére

Les particules atmosphériques peuvent subir des changements en termes de taille, de quantité
et de composition chimique depuis leur émission, en raison de divers processus physico-
chimiques, ce qui signifie qu'elles n'ont pas une composition constante tout au long de leur

durée de vie dans I'atmosphere (Borgie 2016).
1.3.3.3. Composition des particules atmosphériques

La composition des particules présentes dans I'atmosphere est trés hétérogéne et varie en
fonction de leurs sources d'émission (marines, crustales, biogenes, liées aux transports, a

I'industrie, etc.), de leur évolution physico-chimique dans l'air ainsi que de leur taille. Les
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especes les plus courantes dans ces particules sont les ions sulfate, nitrate et ammonium, les
éléments constitutifs de la croQte terrestre, les composés carbonés organiques et inorganiques,
ainsi que la fraction biogénique et I'eau. En plus de ces composés, on peut également trouver
des espéces a I'état de trace, telles que des métaux lourds. La fraction biologique des particules
atmosphériques se compose de bactéries, de champignons, de virus et de pollen (Borgie
2016).

1.4. L'influence des conditions météorologiques sur la concentration et la distribution

des particules atmosphérique

La présence de particules atmosphériques est influencée par plusieurs facteurs, parmi lesquels
les conditions météorologiques jouent un réle crucial. La température, la vitesse du vent,
I'hnumidité relative et la quantité de précipitations peuvent affecter significativement la
concentration des particules dans l'air (Bragoszewska and Pastuszka 2018; Mouli, Mohan,
and Reddy 2005; Wu et al., 2012)

1.4.1. Influence de la vitesse du vent

La pollution atmosphérique dans les zones urbaines provient principalement de sources
ponctuelles telles que les cheminées et autres dispositifs d'émission, de sources linéaires telles
que les rues encombreées de voitures et de sources locales telles que les quartiers industriels.
Le vent est le principal moyen de propagation de ces polluants (Xu 2014). Bien que les gens
aient souvent I'impression que le vent est toujours accompagneé de poussiere, cela n'est vrai
que lorsque le vent souleve la poussiére du sol. Les aérosols individuels sont si petits que leurs
gouttelettes s'adaptent rapidement au mouvement de l'air, ce qui signifie que la concentration
de polluants dans l'air est directement proportionnelle a la quantité totale d'émissions et
inversement proportionnelle a la vitesse moyenne du vent. (Lighthart and Mohr 1994). Par
conséquent, si la vitesse du vent double, la concentration de polluants sous le vent sera réduite
de moitié. Les recherches ont montré que le vent est en fait un facteur qui contribue a disperser

les particules polluantes et a réduire leur concentration dans l'air (Xu 2014).
1.4.2. Influence de la précipitation des pluies

Les précipitations sont largement influencées par les vents qui transportent de grandes masses
d'air humide. Ainsi, la quantité de précipitations varie selon la topographie et les régimes des
vents (Borgie 2016). Les études ne sont pas en mesure de distinguer les effets des processus
microphysiques tels que le lessivage des effets du transport a grande échelle associé aux
changements de masse d'air, qui peuvent survenir simultanément avec les précipitations. Par

conséquent, il est difficile de conclure que les changements dans les concentrations de
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particules en suspension (PM) sont uniquement dus au lessivage. L'effet de lessivage des
précipitations semble étre une cause probable des diminutions observées aprés des

événements pluvieux (McMullen, Annesi-Maesano, and Renard 2021).
1.4.3. Influence de I'humidité

En général, les poussieres atmosphériques sont constituées de particules solides et liquides.
Les particules fines font partie des poussiéres atmosphériques permanentes, mais sont
appelées "noyaux de condensation™. Ces noyaux de condensation peuvent étre divises en deux
types : ceux qui absorbent facilement I'eau et peuvent étre dissous par I'eau, tels que le NaCl
et le sulfate, et ceux qui ne se dissolvent pas dans I'eau mais peuvent étre mouillés par celle-
ci, tels que les particules de sol, les particules de minerai et les particules de suie, appelées
"noyaux de condensation hygroscopiques”. L'humidité relative et I'humidité absolue ont
toutes deux une influence sur la concentration de poussiere atmosphérique, mais il n'y a pas
de preuve pour déterminer laquelle est la plus influente. Cependant, selon certaines mesures,
I'numidité relative semble avoir une plus grande influence sur la concentration de poussiére
atmosphérique que I'humidité absolue. Cela est possible car I'humidité relative augmente le
nombre de noyaux de condensation et leur masse volumétrique, ce qui peut entrainer leur
précipitation (Xu 2014).

1.4.4. Influence de la température

Pendant la journée, l'instabilité de I'air est causée par les effets convectifs d'origine thermique
et la turbulence mécanique, ce qui entraine une bonne dispersion des particules dans l'air. En
conseéquence, on peut affirmer que l'augmentation de la température agit comme un
mécanisme de dispersion des particules et conduit a une diminution de leur concentration
(Michelot 2014).

I.5. Impact des matieres particulieres atmosphériques

Au cours des derniéres décennies, les zones métropolitaines ont connu une pollution
atmosphérique fréquente causée par les aérosols, en raison de l'urbanisation et de
I'industrialisation rapides (Gao et al., 2016). Cette pollution atmosphérique par les aérosols
peut causer des effets néfastes sur la santé humaine, y compris une diminution de la visibilité
(Cheng et al.,, 2011), une augmentation de la fréquence des maladies respiratoires et
cardiovasculaires (Mauderly and Chow, 2008) et une influence sur le systéme climatique
(Gao et al., 2016). Les études ont montré que les conditions météorologiques combinées aux
émissions anthropiques sont les principaux facteurs qui affectent la pollution par les aerosols

(B. Zheng et al., 2015 ; G. J. Zheng et al., 2015). Cependant, il est important de noter que les
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concentrations élevées d'aérosols ont également des effets de rétroaction sur les facteurs
météorologiques, ce qui peut aggraver la pollution atmosphérique et affecter davantage le
climat mondial (Gao et al., 2016). Les rétroactions climatiques produites par la pollution par
les aérosols ont également montré des variations saisonniéres (Liu et al., 2013). Par
conséquent, il est essentiel de comprendre comment la pollution par les aérosols affecte les
facteurs météorologiques régionaux et comment cela peut influencer les caractéristiques
physiques, chimiques et saisonnieres de la pollution par les aérosols, ce qui est devenu une

préoccupation environnementale urgente (H. Zhang et al., 2019).
1.5.1. Impacts positifs

v" Pollinisation par le vent
1.5.2. Impacts négatifs

v' Effets sur la santé humaine
v' Effet sur I'appareil respiratoire
v’ Effets sur la grossesse

Effets sur les animaux

Effets sur les végétaux

Effets sur le climat

Effets sur la visibilité

Effets sur I’économie

AN N N N SR

Effets sur le tourisme
1.6. Normes, Iégislation et réglementation sur la qualité de I’air

La surveillance de la qualité de I'air est devenue essentielle en raison des risques pour la santé
causée par les différents polluants atmosphériques. Cette surveillance est réalisée grace a des
approches expérimentales ou numériques, comme l'intelligence artificielle. Au niveau
européen, des directives ont été mises en place pour la gestion de la qualité de I'air ambiant,
basées sur la Directive Européenne 96/62/CE. Les normes et réglementations varient d'un
pays a l'autre, avec des différences notables entre les normes algériennes, qui ne définissent
pas de taille spécifique pour les particules fines en suspension, et les normes européennes qui
se concentrent sur les PM-10 et PM-2.5. Au niveau mondial, I'Organisation Mondiale de la

Santé (OMS) a publié des lignes directrices pour la qualité de l'air.
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1.7. Techniques et prédiction par la méthode d'intelligence artificielle
1.7.1. Réseaux des neurones artificiels (RNA)

Les réseaux de neurones artificiels (ARN) sont des modéles mathématiques inspirés de la
structure et de la fonction des réseaux de neurones biologiques du cerveau. lls sont capables
d'apprendre une tache en ajustant le poids des connexions entre les neurones artificiels. Les
ARN sont devenus de plus en plus importants dans divers domaines et ont été utilises avec
succes dans une grande variété d'applications telles que la reconnaissance faciale, la
robotique, les finances, la prévision météorologique et I'environnement, entre autres. Les
neurones artificiels dans un ARN ont une structure et une fonction similaires a celles des
neurones biologiques dans le cerveau, avec des ensembles de regles simples de multiplication,
de sommation et d'activation. Les ARN sont pensés comme un outil puissant et polyvalent en
intelligence artificielle, capable d'approximer n'importe quel mappage continu avec une
précision arbitraire. En résumé, les ARN sont une méthode de modélisation mathématique
pour imiter certaines fonctions du cerveau humain et peuvent expliquer comment une
personne peut penser, parler, calculer et apprendre. (Benimam 2019; Kukreja et al. 2016;
Krenker, Bester, and Kos 2011).

1.7.2. Modélisation des réseaux de neurones artificiels

Les réseaux de neurones peuvent étre divisés en deux grandes catégories : les réseaux de
neurones statiques et les réseaux de neurones dynamiques.

1.7.2.1. Réseaux de neurones multicouches statiques

Les réseaux de neurones statiques sont généralement structurés en couches de neurones, ou
chaque neurone dans une couche recoit des entrées provenant des neurones de la couche
précédente ou de I'entrée du réseau. Ces réseaux fonctionnent de maniere unidirectionnelle,
sans flux d'information, c'est-a-dire que l'information circule de I'entrée vers la sortie. Ils
peuvent étre utilisés pour résoudre des probléemes de classification ou d'approximation de
fonctions complexes. Les réseaux de neurones statiques les plus couramment utilisés sont les
réseaux multicouches (MLP), les réseaux modulaires et le modéle de Kohonen. L'architecture
d'un MLP est organisée en canapés successifs, comprenant une couche d'entrée, une couche
de sortie et une ou plusieurs canapés intermédiaires appelés canapes caches. Chaque couche
contient plusieurs neurones, et chaque neurone dans une couche est connecté a tous les
neurones de la couche suivante, mais pas aux neurones de sa propre couche. Les sorties d'un
neurone sont envoyées uniquement a des neurones situés dans des couches antérieures a la

sienne. (Benimam 2019).
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Un neurone ne peut envoyer son résultat qu'a un neurone situé dans une couche antérieure a

la sienne figure 1.4.

Figure 1.4 : Réseau multicouche MLP.

1.7.2.2. Réseaux de neurones dynamiques

Les réseaux récurrents, aussi connus sous le nom de réseaux dynamiques, sont structurés de
maniére a ce que chaque neurone recoive une partie ou la totalité de I'état du réseau (c'est-a-
dire la sortie des autres neurones) en plus des informations externes. Dans ces réseaux,
I'influence entre les neurones fonctionne dans les deux sens, et I'état global du réseau dépend
de ses états précédents. Les équations du neurone dans ce cas sont décrites par des équations
différentielles ou aux différences. La structure interne de ces réseaux est utilisée pour
I'identification et la commande de systémes dynamiques (Benimam 2019).Les réseaux de
neurones dynamiques les plus couramment utilisés sont les réseaux de neurones a temps de
retard, les réseaux de neurones avec retour de sortie et le réseau de Hopfield .

1.7.3. Apprentissage des réseaux de neurones

L'apprentissage des réseaux de neurones consiste a modifier les poids synaptiques internes du
réseau afin qu'il puisse réaliser certaines taches. Cette modification est effectuée en utilisant
un algorithme d'apprentissage paramétrique, qui permet d'améliorer les performances futures
du réseau en se basant sur les expériences acquises. Plusieurs modes d'apprentissage peuvent
étre distingués en fonction du type d'exemple disponible pour le RNA. L'objectif des
algorithmes d'apprentissage est de minimiser I'erreur de décision effectuée par le RNA en

ajustant le poids a chaque présentation d'un vecteur d'entrainement. En somme,
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I'apprentissage est la caractéristique principale des RNA et il peut se faire de différentes
manieres et selon différentes regles. (Benimam 2019).

1.7.4. Types des réseaux de neurone artificiels

Il est vrai que les algorithmes d'apprentissage peuvent étre classés en trois catégories
principales : I'apprentissage non supervise, l'apprentissage forcé ou impose, et I'apprentissage
supervise.

1. L'apprentissage non supervisé se réfere a une catégorie d'algorithmes ou I'ordinateur essaie
de trouver des motifs et des structures dans les données sans aucune étiquette ou
catégorisation préalable. L'objectif est de découvrir des relations significatives entre les
différentes variables ou caractéristiques des données.

2. L'apprentissage forcé ou imposé, parfois appelé apprentissage semi-supervisé, est un type
d'apprentissage ou certaines parties des données sont étiquetées ou catégorisées, tandis que
d'autres ne le sont pas. L'objectif de I'algorithme est de trouver des modéles dans les données
qui permettent de catégoriser les parties non étiquetées de maniere précise.

3. L'apprentissage supervisé est un type d'apprentissage ou les données sont étiquetées ou
catégorisées a l'avance. L'objectif de l'algorithme est d'apprendre a prédire les étiquettes ou
catégories a partir des caractéristiques des données. C'est le type d'apprentissage le plus
courant dans les applications d'apprentissage automatique telles que la reconnaissance
d'image, la détection de spam, la recommandation de produits, etc.

1.7.4.1. Apprentissage non supervisé

L'entrainement consiste a utiliser des données locales a I'entrée pour permettre aux réseaux
de neurones d'apprendre sans connaitre la sortie souhaitée. Dans ce cas, le réseau organise de
lui-méme les entrées pour minimiser un critére de performance donné. Les informations
d'entrée sont présentées au réseau, qui effectue une auto-organisation pour former des
catégories internes. Ce type d'apprentissage est également appelé compétitif, car les unités du

réseau sont en concurrence pour représenter le vecteur d'entrée (voir figure 1.5).
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Entre . Prédiction
_______ > Systeme >

Evolution
implicite

Figure 1.5 : Apprentissage non supervisé.
1.7.4.2. Apprentissage forcé ou imposé

Dans ce type d'apprentissage, le réseau est simplement informé si la sortie est correcte ou
incorrecte, ce qui entraine une variation sélective des poids de connexion (Benimam 2019).

1.7.4.3. Apprentissage supervisé

L'apprentissage supervisé est utilisé lorsque des exemples d'entrées et de sorties sont
disponibles simultanément (c'est-a-dire les entrées et les sorties souhaitées correspondantes).
L'objectif est alors de construire un modele capable de prédire la valeur de sortie souhaitée a
partir de I'entrée, et de fournir un signal d'erreur en cas d'erreur. En minimisant cette erreur,
on optimise les paramétres internes du réseau, qui sont les poids synaptiques. Cette procédure
est répétée jusqu'a ce qu'un critere de performance satisfaisant soit atteint (voir figure 1.6).

Le réseau de neurones produit une ou plusieurs valeurs de sortie en fonction de la
performance de traitement des valeurs d'entrée. Les résultats de ces calculs dépendent des
poids attribués a chaque entrée, qui sont déterminés lors de la phase d'apprentissage. La
rétropropagation est la méthode d'apprentissage supervisé la plus couramment utilisée pour
entrainer des réseaux de neurones statiques. Une fois I'apprentissage terming, le réseau de

neurones est capable d'exécuter la tache pour laquelle il a été congu (Benimam 2019).
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1.7.5. Algorithme de la rétropropagation

La reégle de rétropropagation est la méthode la plus couramment utilisée pour I'apprentissage
supervise des réseaux de neurones. Ce terme est utilisé pour décrire I'apprentissage du réseau
de neurones MLP (Perceptron Multi-Couche) a I'aide de la descente de gradient appliquée a
la fonction de somme des erreurs quadratiques, mais elle peut étre utilisée pour toute
architecture de fonction d ‘action dérivable. Le principe de cet algorithme consiste a propager
le signal de la couche d'entrée vers la couche de sortie (propagation avant), puis a calculer
I'erreur entre les sorties requises et les sorties calculées par le réseau. Enfin, I'erreur est rétro-

propagée de la sortie vers l'entrée pour ajuster les poids synaptiques du réseau. Le réseau

multicouche est présenté dans la figure 1.7.
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Couche
De sortie

Figure 1.7 : Réseau de neurones multicouche.

La somme pondérée peut étre présentée dans la formule suivante (Eq. 1.1) :

Neti = ¥V Wij * Xj (1.1)
Tel que :

- Xi : I’état du neurone de la couche précédente.

— Wij : le poids de la connexion reliant le neurone cible i au neurone émetteur j.

— N : le nombre de neurone dans la couche émettrice.
Les neurones auront & la sortie (Eq.1.2)

1

yi=fNet) = ————ei (1.2)
Ou:
f(Neti) : est la fonction sigmoide
L’erreur quadratique est décrite par la formule suivante (Eq.1.3)
E= 23 Giexp — Yica)? (1.3)

Avec :
Yica : la sortie désirée.

Yiexp : la sortie observée.
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N : Nombres des données.
1.7.6. Fonctions d'activation

La fonction d'activation est responsable de calculer la valeur de I'état de chaque neurone et
de la transmettre aux neurones en aval. Elle introduit également une non-linéarité dans le
fonctionnement du neurone. Contrairement aux neurones biologiques, qui ont un état binaire,
la plupart des fonctions de transfert utilisées dans les réseaux de neurones artificiels sont
continués et offrent une infinité de valeurs comprises dans I'intervalle [0,1] ou [-1,1]. Il existe
plusieurs formes possibles pour la fonction de transfert, et le tableau 1.2 résume quelques-
unes des fonctions de transfert utilisées dans le logiciel MATLAB®( Hagan, Demuth, and
Beale 1995). Les fonctions de transfert typiques utilisées dans les réseaux de neurones
artificiels sont la fonction linéaire, la fonction tangente hyperbolique et la fonction sigmoide
logarithmique, car elles sont continuees et différentiables a tous les points, ce qui est une
exigence pour les algorithmes d'optimisation actuels. La fonction linéaire est plus adaptée
pour les neurones de sortie, tandis que les fonctions sigmoides sont plus adaptées pour les

neurones des couches cachées. (Benimam 2019).
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Tableau 1.3. Fonctions d activation usuelles, a = f(t) (Si-Moussa 2010; Benimam 2019;
Mohamed 2021).

_ Fonction
_ Relation Graphe de la

Nom de la fonction ) ) ) MATLAB

entré / sortie fonction
correspondante
a=0Sin<0 o

Seuil — s Hardlim

a=1Sin>0 R e
. o a=-1Sin<0 i _

Seuil symétrique i ., Hardlims

a=1SIn=>0 >

_____________ Ny
Linéaire a=n 4 n Purelin

Logarithmique . et o
sigmoide a=1ro _.---’:#_ ’ Logsig
(Logistique) | e
Tangente et — e  d L _
) = Pt ; n Tansi
hyperbolique 4= g +e 0 9
,,,,,,,,,,,, -

1.7.7. Avantages et inconvénients des RNA

L'utilisation combinée de réseaux de neurones offre la possibilité de profiter a la fois des
avantages et des inconvénients de la méthode des réseaux de neurones artificiels. Le tableau

1.4 répertorie les avantages et les inconvenients les plus courants des réseaux de neurones
artificiels.

Tableau 1.4. Les avantages et les inconvénients des RNA (Benimam 2019).

Modélisation par les Réseaux de neurones artificiels

Avantages Inconvénients
v Le modele mathématique non requis. v Boite noire.
v Aucune connaissance basée sur les régles. v L’adaptation aux environnements
v" Plusieurs algorithmes d’apprentissage sont et le réapprentissage est souvent
disponibles. obligatoire.
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1.8. Conclusion

De nombreuses études épidémiologiques ont établi un lien entre la pollution atmosphérique,
en particulier les particules fines (PM-10 et PM-2.5), et l'augmentation des taux de mortalité
et de morbidité dus a des problemes respiratoires et cardiovasculaires. L'exposition aux PM-
2.5 est associée a diverses pathologies respiratoires telles que la bronchite et I'asthme, ainsi
qu'a des maladies cardiovasculaires et au cancer du poumon. Pour mesurer la qualité de l'air,
des réseaux de stations de mesure sont utilisés, impliquant des analyseurs basés sur des
techniques d'échantillonnage qui sont souvent colteux et nécessitent des équipements
complexes et lourds. En raison de sa situation géographique en Méditerranée, I'Algérie est
soumise a plusieurs facteurs qui influencent la qualité de l'air, tels que les tempétes de
poussiere en provenance du Sahara, les polluants provenant de I'Europe et les aérosols marins,
ainsi qu'un faible taux de précipitations accompagné d'un rayonnement solaire intense. Les
émissions de la circulation automobile sont une source importante de pollution, avec des
émissions directes provenant de la combustion de combustibles fossiles et des émissions
indirectes résultant de I'érosion des pneus et des plaquettes de freins, ainsi que de la remise en

suspension de particules sur le sol en raison de la turbulence générée par les roues.

L'objectif de cette étude est d'évaluer la qualité de I'air dans un environnement urbain a travers
un modéle mathématique prédictive afin de détecter les situations de danger potentiel. Etant
donné gue la phase expérimentale est colteuse, la modélisation et la simulation sont utilisées
pour prédire les concentrations de PMi, COVs et HAP en fonction des conditions physico-
chimiques, en l'absence d'appareils de mesure, afin d'intervenir en temps voulu lors des
épisodes critiques de pollution atmosphérique et d'éviter les impacts économiques et sanitaires
néfastes pour la population. Il est important de noter que la pollution atmosphérique est

souvent invisible, contrairement a la pollution de I'eau et de la terre.
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Chapitre 11 : Méthodologie résultats et discussions

11.1. Introduction

Ce chapitre présente la méthodologie de travail de modélisation afin de prédire les niveaux de
concentration de la pollution par les PMi. La modélisation des taux de concentration des PMi
dans I’air ambiant a été effectuée par la méthode d’intelligence artificielle Réseau de Neurone
Artificielle (RNA).

La description detaillée de la méthode RNA est présentée dans le présent chapitre.

11.2. Modélisation numérique pour la prédiction des taux de (PM-1 ; PM-2.5 ; PM-4 ; PM-
10 et PM-tot) en fonction des conditions météorologiques au niveau du Centre Hospitalo
Universitaire Mustapha Pacha (CHUMP)

Ces derniéres années, les méthodes d'intelligence artificielle (I1A) sont devenues un outil de
calcul scientifique solide dans diverses disciplines scientifiques et d'ingénierie, transformant
ainsi les industries et la vie quotidienne (Shen 2018). Dans cette contribution nous avons
élaborer un modele mathématique par les RNA pour prédire les taux de concentration de (PM-
1; PM-25; PM-4; PM-10 et PM-tot) en fonction des conditions météorologiques avec une

erreur tend vers 0 et un coefficient de détermination R?tend vers 1.
11.2.1. Collection de la base de données

Afin d'améliorer la modélisation de la matiére particulaire fine (PMi), nous avons employé des
techniques d'intelligence artificielle pour créer des modeles prédictifs corrélés a des problemes
non linéaires (R. Li et al. 2016) pour le calcul des concentrations des PMi (PM-1, PM-2.5, PM-
4, PM-10 et PM-Total) sur la base d'une variation des conditions météorologiques (CM). La
température (notée T), I'hnumidité relative (Hr), la vitesse du vent (Vv), les précipitations
cumulées (Pc), et le facteur de choix du PMi (Fc) ont été servis comme variables d'entrée et les
concentrations de PM-1, PM-2.5, PM-4, PM-10 et PM-Tot ont été utilisés comme variables de
sortie du modele de prédiction. Nous construisons l'architecture de la base des données qui est
I'épine dorsale de cette modélisation. La base des données utilisée dans la modélisation par les
RNA indiquée au paravent est constituée de 445 valeurs expérimentales collectées du 01 février
au 30 Avril 2019. Les concentrations des fractions conventionnelles (PM-10, PM-4, PM-2,5 et
PM-1 et PM-Tot) et les conditions météorologiques (température, pression et I'humidité
relative) ont été collecté au niveau du centre de développement des énergies renouvelable. Le
reste des données d'entrées (vitesses de vent et la précipitation cumulée) ont été collectées
aupres de I'Office National de la Météorologie (ONM). La base des donnees est réalisée par
une matrice rectangulaire de dimension (445 ; 5) pour la gamme des entrées et (445 ; 1) pour la

gamme de sortie, répartie de la facon suivante : 67% pour la phase d apprentissage et 33% pour
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la phase de test et de validation. L'expérience numérique a été réalisée (L.-L. Li et al. 2020) sur
le systéme d'exploitation Microsoft Windows 10 et le logiciel MATLAB® R2019b. La
configuration de I'ordinateur est spécifiquement décrite comme suit : (processeur Intel® Core™
i5-4210M, 2,6 GHz, 4 Go de RAM, 64 bits).

11.2 .2. Modélisation par les Réseaux de Neurone Artificiel (RNA)

La mesure expéerimentale des concentrations de particules fines dans I'air, telles que les PMi,
peut souvent étre affectée par des facteurs mesurables tels que la température, la vitesse du vent,
la quantité de précipitations et le taux d'humidité. Bien que les réseaux de neurones artificiels
(RNA) fassent partie des modéles de type "boite noire™ qui représentent une relation empirique
entre un ensemble d'entrées et de sorties (Kanungo et al. 2006), le choix des variables d'entrées
et de sorties est décisif pour que le modele neuronal se rapproche des modéles déterministes.

La premiére étape de la modélisation neuronale consiste a sélectionner et collecter des donnees
sur lesquelles les méthodes d'intelligence artificielle vont s'entrainer. La deuxieme étape
consiste a choisir les variables d'entrée et de sortie et a prétraiter les données. La troisiéme étape
implique la normalisation des données et la division de la base de données en trois phases
distinctes : I'apprentissage, le test et la validation. La prochaine étape implique la sélection des
parametres du réseau de neurones, qui comprend le choix du type de réseau de neurones, le
nombre de couches cachées et le nombre de neurones dans chaque couche cachée, la fonction
de transfert, l'algorithme d'apprentissage et le nombre d'itérations. Ces parametres vont
permettre au réseau de neurones d'apprendre la relation entre les entrées et la sortie choisie a
partir des données sélectionnées. La troisieme étape consiste a entrainer, tester et valider le
réseau de neurones sélectionné. Enfin, si nécessaire, les performances du réseau peuvent étre

comparées a celles d'autres types de modélisation.

11.3.2. Méthodologie de calcul

11.3.2.1. Normalisation des données

Les données sont réparties en six colonnes, correspondant respectivement aux :

{Temperature, Vitesse de vent, Humidité relative, Précipitation cumulée, Facteur de choix,
[PMi]}.

Les valeurs numériques ont été normalisées afin d'améliorer I'optimisation. La normalisation se
fait par ligne, chaque paramétre des entrees et de sorties (i) est normalisé (Xi normaisee) par

I"équation (I1.1) (Premnmx de MATLAB) suivante :
_XiominG) 4 (11.2)

X; - . = -
i normalisée max(x;)—min (x;)
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11.3.2.2. Dé-normalisation des données

Les valeurs numériques seront toutes dé-normalisees afin de représente ces valeurs a son état
réel, chaque parameétre des entrées et de sorties (Xi normatisce) €St transforme en (x;) par I'équation
(11.2) (Postmnmx sur MATLAB) :

— (Xi normalisée +1);maX(Xi)_min(xl’)) + min (Xl) (“2)

11.3.2.3. Conception de réseau de neurone artificiel :

X

L'apprentissage supervisé est retenu dans cette étude, il consiste a fournir au réseau des jeux de
données d'entrées (T, Vv, Hr, Pc et Fc) pour lesquels on connait les réponses souhaitées ([PMi]).
On construit alors un critére d'erreur en comparant la réponse de {[PMi]} prédite par le modéle
de RNA a celle attendue {[PMi] expérimentale}.

L'utilisation d'un algorithme de correction des poids synaptiques permet de réduire I'erreur et
d'améliorer la réponse du réseau de neurones. Pour appliquer cette technique, il est nécessaire
de constituer une base d'apprentissage contenant I'ensemble des jeux de données et des sorties

associées.

Il n'y a pas de regle stricte pour déterminer le nombre de couches cachées et de neurones dans
chaque couche cachée d'un réseau de neurones de type MLP pour résoudre un probleme donné.
Cependant, il existe des limites imposées par des lois statistiques basees sur la regle heuristique
selon laquelle le nombre de connexions entre les neurones, qui est directement lié au nombre
de poids et de biais, ne doit jamais dépasser la taille de la matrice de données. Par conséquent,
la stratégie d'essais et d'erreurs est souvent la plus raisonnable. Pour obtenir la meilleure
structure neuronale, le modélisateur peut utiliser un programme Matlab pour optimiser la
structure a travers des tests basés sur des formules d'erreur statistique en faisant varier le nombre
de neurones dans chaque couche cachée. Dans cette étude, le nombre de neurone dans chaque
couche cachée a été testé pour une et pour deux couches cachées avec différentes fonctions de
transfert. Tandis que le nombre de neurones a été optimisé d'une maniére systématique dans les
deux choix précédents dans l'algorithme du RNA. Le nombre de neurones dans le cas d'une
seule couche cachée a été varié entre 1 et 25, et pour les deux couches cachées : entre 1 et 25
neurones pour la premiere couche cachée et entre 1 et 25 neurones pour la deuxiéme couche
cachee. Cependant, chaque architecture a été répété 500 fois afin d’éviter la convergence vers
un minimum local. Le nombre optimal de neurones cachés est défini comme le nombre pour
lequel la racine de l'erreur quadratique moyenne (RMSE) et le colt de généralisation sont
minimaux. La figure 1.1 représente I'organigramme de la méthodologie de calcule des
concentrations des PMi (PM-1, PM-2.5, PM-4, PM-10 et PM-Tot) en utilisant les RNA.

32



Chapitre 11 : Méthodologie résultats et discussions

Collecter et Saisie de la
base de données

Séparation de la base de données
(Entrée(s)/Sortie(s))

\ 4

-Prétraitement des données (Normalisation [-1 1])
-Division de la base (App (67%), Test et Val (33%))
-Fixation de la précision (la tolérance )

o

¥

Détermination de 1’architecture de réseaux multicouches (MLP).

1- Type de réseaux de neurones artificiel.

2- Nombres de couches et de neurones dans chaque couche cachée.
3- Nombre d’itération de la phase apprentissage.

4- Type d’algorithme d’apprentissage.

5- Fonction d’activation.

\ 4

1-Phase d’apprentissage /Validation.
2-Simulation des données (test).

A 4

Dé-normalisation de la sortie
calculée et expérimentale

Non @

1 Oui
Sauvegarder les résultats optimaux
Représentation graphique, tableaux et comparaison statiques (RMSE, R?)

L 4

Fin

Figure 11.1 : Organigramme de la méthodologie de calcul du RNA.
Les neurones artificiels sont arrangés en couches, ou la couche d’entrée recoit des signaux

d’entrée (u;) du monde expéerimental et chaque couche successive recoit les sorties pondérées
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(wj,i) de la couche précédente comme son entrée résultante ainsi en un RNA de type feedforward
(cas de Multi-Layer Perceptron MLP), dans lequel chaque sortie d’une couche est alimentée en
avant a la couche qui la succéde ou elle est traitée. Les sorties de la derniére couche constituent

les sorties prédites par le modele de RNA.

Dans un tel RNA de type feedforward un neurone, dans une couche cachée ou une couche de
sortie, a deux taches : Il additionne le biais aux entrées pondérées de plusieurs connexions et
applique ensuite une fonction d’activation (dite aussi fonction de transfert ou encore fonction
de seuillage) a cette somme comme donnée par 1’équation (I11.3) (pour le neurone "j" de la

premiére couche cachee.
Zj = f[ {1=1Wj,i.ui +b]],] = 1,2,...,m (”3)

Ensuite, il propage la valeur résultante par les connexions partantes aux neurones de la couche

suivante ou elle subit le méme processus de calcul donné par 1’équation (IL.4) :

Vi = {22, Wiz + bl k=1,2,.....,1 (11.4)
En combinant des équations 11.3 et 11.4 on obtient la relation (équation I1.5) entre la sortie vk et
les entrées du RN :
vic = X2 wi f{ 21, wijou; + by] + by] (11.5)
Enfin, il propage la valeur résultante par les connexions partantes aux neurones de la couche
suivante ou elle subit le méme processus de calcul donné par 1’équation I1.6 :
up = f[¥key Wip- vk +bp],p = 1,2, ..., 0 (11.6)
En combinant des équations 111.5 et 111.6 on obtient la relation entre la sortie up et les entrées du
RN (Eq.I1.7) :
up = f[ZL=1Wk,p- f[Z]-rL‘le_k. f[2?=1wi,j- u; + b]-] + by | + bp] (1.7)

A la fin les meilleurs résultats en termes d'erreur sont sauvegardes.
11.3.3. Criteres de performances statistiques (Analyse et évaluation d’un modéle)

La précision et la fiabilité des modéles développés a partir de méthodes d'intelligence artificielle
dépendent de diverses mesures statistiques. Dans le cadre de cette étude, I'évaluation des
modeles proposés a été réalisée a l'aide de huit criteres de performance statistique afin de tester
leur capacité prédictive. Les indices d'évaluation couramment utilisés comprennent I'erreur
quadratique moyenne (MSE), la racine de l'erreur quadratique moyenne (RMSE), l'erreur
quadratique moyenne normalisée (NRMSE), l'erreur moyenne absolue (MAE), 1’erreur
moyenne absolue en pourcentage (MAPE), I’erreur relative absolue (ERA), le coefficient de

corrélation (R) et le coefficient de détermination (R?), sont donnés par les équations (11.8) &
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(11.15). (A. El bey et al., 2021a, 2021b; H. Bouzemlal et al., 2023; A. lbrir et al., 2021a, 2021b;
Abdellah Ibrir, 2022; Ibrir & Ouldkhaoua, 2017; Saifour & Feddak, 2022; Moumen et al.,
2023a, 2023b).

1
MSE = ;* Z?=1(Y— Ycal)z (“8)
RMSE = [~ B, (Ve — ¥)? (11.9)
Zr'l— (Y_Ycal)2
NRMSE = [|“&i=i’—"call® 11.10
(L, v)° ( )
1
MAE = nr YiclYear — Y (1.11)
MAPE = -+ ¥, (W) +100 (11.12)
ERA = |y, (11.13)
R = E?zl((y_?)*(ycal_ycal)) (“ 14)
Jzz;l(y—ﬁz I (Vear=Teal)?
2 _ 2?:1((}’_ Ycal)2)>
R? =1 (—zgl I Ye) (11.15)

OU Y sont les données observées, Y est la moyenne arithmétique des données observées donnés
par I’équation (11.16), Y., sont les valeurs calculées, Y,,; est la moyenne arithmétique des

données prédites donnés par 1’équation (I1.17) et "'n" est le nombre des données.

y=2yr.y (11.16)

n

— 1
Year = = ?:1 Year (”-17)

n

111.4. Résultats et discussions

Dans le but d’améliorer de la performance la modélisation et la simulation pour la prédiction
des concentrations des PM-10 et ses fractions (PM-4 ; PM-2.5 ; PM-1 et PM-Tot), le présent
travail consiste a utilisée des techniques d'apprentissage de la machine basées sur I'intelligence
artificielle telle que les RNA, pour développer des modeles corrélatifs et/ou prédictifs pour le
calcul de la concentration des PMi en fonction des conditions météorologiques. A cet égard, les
variables indépendantes sélectionnées comme entrées pour les modéles mathématiques sont :
la tempeérature (T), la vitesse du vent (Vv), I'humidité relative (Hr), la précipitation cumulée
(Pc) et le facteur de choix de PM (Fc).les mesures des concentrations de PM-1 ; PM-2.5 ; PM-
4 ; PM-10 ; PM-Tot ainsi que le taux d"humidité et la température sont été collecter aupres du
centre de développement des énergies renouvelable (CDER). Par contre, les données de la
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vitesse du vent et la précipitation cumulée ont été collectées aupres de 1" office National de la
météorologie (ONM). Le nombre totales des données collectées est de 445 mesures.

I11.5. Modélisation par les méthodes d intelligence artificiel (MATLAB)

11.5.1. Analyse statistique des concentrations des polluants atmosphériques en PMi et les

conditions météorologique

La modélisation de la quantité de I'air implique un processus complexe en raison de l'association
entre les polluants atmosphériques (PMi) et les conditions météorologiques, qui entretiennent une
relation complexe les uns avec les autres (Kurt and Oktay 2010; Bai et al. 2016) . Ainsi, il est
essentiel de déterminer les données d'entrée (variables météorologiques) du modeéle des le départ.
Pour ce faire, la méthode d'analyse de corrélation est utilisée afin de définir la structure des
variables d'entrée, en évaluant les significations des relations entre deux ou plusieurs variables
(Liu et al. 2014) . Les résultats de I'analyse de corrélation des variables d'entrée sont présentés
dans la figure Il. 2. Celle-ci indique qu’il n’existe pas une corrélation mutuelle. Par conséquent,
les variables météorologiques sélectionnées sont la température, I'humidité relative, la
précipitation cumulée, la vitesse du vent et le facteur de choix. Ces variables, ainsi que les
conditions météorologiques, caractérisent I'évolution du contenu atmosphérique des particules
PM-10 et de leurs fractions en utilisant des parametres statistiques. Les statistiques descriptives
sont utilisées pour quantifier ou résumer les caractéristiques des données, afin de mieux
comprendre leur signification. Le tableau 1.1 résume les concentrations moyennes quotidiennes,
les valeurs extrémes (maximum et minimum) et les variations statistiques descriptives des données
relatives aux polluants atmosphériques et aux conditions météorologiques. La moyenne est une
mesure statistique qui représente la tendance centrale des données. Les valeurs maximales et
minimales indiquent I'amplitude de la série temporelle. La variance correspond a la moyenne des
écarts quadratiques par rapport a la moyenne (Eq. 11.18). Pour déterminer la variance, on calcule
d'abord la différence entre chaque point et la moyenne ; ensuite, on met au carré et on divise la
somme par N-1. L'écart type ou bien Standard Déviation (STD) est une mesure pour quantifier la
guantité de variation ou de dispersion des valeurs de données (Eq. 11.19), ¢ est aussi, une statistique
qui examine a quelle distance de la moyenne se trouve un groupe de nombres, en utilisant la racine
carrée de la variance. Un STD éleve montre que les points de données sont repartis sur une plage
de valeurs plus large, Un STD faible indique que les points de données ont tendance a étre proches
de la moyenne de I'ensemble de données (Wang et al. 2017).

Tl 2
Z—‘“,(Vx_‘l 2 (11.18)

Variance =
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STD = Loy G D2 (11.19)

N-1

Ou x; est les valeurs expérimentales, x est la moyenne des données expérimentales et N représente

la taille des données expérimentale.

Tableau I1.1 : Description statistique de I'ensemble des données.

Catégorie Plages des variables
des Variables Unité Moyenne  STD  Variances
variables (min - max)
Température (°C) 15.30- 27 19.26 3.44 12.45
Humidité relative % 44- 83 69 0.07 0.009
Les entrées | Vitesse du vent (m/s) 1.87 -13.75 8.66 2.83 7.13
Précipitation (mm) 0.01 —26.47 1.22 3.87 10.84
Choix de Pmi (um) 0-10 3.47 3.55 12.60
PM-1 | (ug/md) 1.94-22.17 7.84 431 18.59
pMi | PM-25 | (ng/m?) 3.03 -23.73 10.11 4.18 17.53
La sortie PM-4 (ug/m®) 6.60 — 38.87 18.71 6.86 47.28
PM-10 | (ug/m3) 8.93 —55.73 28.72 10.27 10552
PM-Tot | (ug/md) 12.05 - 76.53 40.69 1528  233.79
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Figure 11.2 : Analyse de corrélation des données d'entrée.
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11.5.2. Prédiction des concentrations de PM-1, PM-2.5, PM-4, PM-10 et PM-Tot a l'aide des
réseaux de neurone artificiel (RNA)

Dans notre étude, nous utilisons la méthode du réseau neuronal artificiel (RNA) en utilisant le

logiciel MATLAB® pour prédire les concentrations de PM-10 et de ses fractions en fonction

des conditions météorologiques. L'optimisation de l'architecture du RNA vise a déterminer les

meilleures configurations de réseau, notamment le nombre de couches, le nombre de neurones

par couche, l'algorithme d'apprentissage et les fonctions d'activation appropriées (Reynel-Avila

et al. 2015).

11.5.2.1. Choix des parameétres de RNA
Le réseau de neurones de type feedforward (FFNN) du programme de langage de calcul

scientifique MATLAB®.

Nous avons programmé le RNA avec une couche cachée et deux couches cachées, aprés une

comparaison entre les erreurs de chaque structure on a choisi de travailler avec deux couches

cachées et la fonction newff, qui correspond au RN de type FFNN, avec I’algorithme

d’apprentissage de Levenberg- Marquardt (la fonction trainlm de MATLAB®), la fonction log-

sigmoide (fonction tansig de MATLAB®) pour la couche cachée et la fonction linéaire (fonction

purelin de MATLAB®) pour la couche de sortie.

La structure du RNA optimisé (RNAO) pour la prédiction des taux de concentration des PMi est

résumée dans le tableau 11.2.

Tableau 11.2 : Structure du RNA optimise.

Couche
) Couche Cachée
Type du Algorithme Entrée Couche
: ’ i Sortie
reseau d’apprentissage — Couche Couche
Parametres ) )
Nb. De Cachéel | Cachée 2
neurones
Nb. de neurones 14 3 1
FFNN-BP Levenberg-Marquardt.
(Fonction newff de| (Fonction trainlm de . (Fonction (Fonction (Fonction
Fonction
MATLAB) MATLAB) 5 logsig de logsig de purelin de
d’activation
MATLAB). | MATLAB). | MATLAB).
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11.5.2.2. Concept du réseau de neurones de type feedforward (MLP)

Les neurones artificiels sont arrangés en couches, ou la couche d’entrée recgoit des signaux d’entrée
(ui) du monde réel et chaque couche successive recoit les sorties pondérées (wij) de la couche
précédente. Les sorties de la derniére couche constituent les sorties au monde réel. Le schéma du
RNA de type "MLP" a rétropropagation est utilisé pour modéliser la concentration des PMi est

représentée sur la Figure I1. 3.

Log- Sigmoid Transfer
Function

Purelin

Transfer
Humidité Function
Précipitation cumulé _.
Facteur de choix —' {*\ . ; de sortir

2éme Couche
cachée

Couche
d’entrée

1= Couche cachée
Figure 11.3 : Réseau de neurones artificiels de type MLP.

La figure 11.4 représente la différence en termes d’erreur pour les nombres de neurones dans chaque

couche cachée.

40



Chapitre 11 : Méthodologie résultats et discussions

36-4

45-6
6-75

75-8

85-95

Figure 11.4 : la différence en termes d’erreur pour les nombres de neurones dans chaque

couche cachée.

Les tableaux de 11.3 a I1.5 récapitulent les poids et les biais des deux couches cachées et de la

couche de sortie du réseau de neurones optimisée.
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Tableau 11.3 : Modéle de réseau de neurones établi {(Couche entrée —1°® couche cachée)}.

Connexion [couche entrée — 16 couche cachée]
Matrice des poids Matrice des
poids
Wi, 1 Wi, 1 Wi, 1 Wi, 1 Wi, 1 Wi, 1
-2.8629 -2.8629 -2.8629 -2.8629 -2.8629 -2.8629
-6.6044 -6.6044 -6.6044 -6.6044 -6.6044 -6.6044
-12.2913 -12.2913 -12.2913 -12.2913 -12.2913 -12.2913
7.0232 7.0232 7.0232 7.0232 7.0232 7.0232
-21.7888 -21.7888 -21.7888 -21.7888 -21.7888 -21.7888
13.4583 13.4583 13.4583 13.4583 13.4583 13.4583
-4.4208 -4.4208 -4.4208 -4.4208 -4.4208 -4.4208
3.5788 3.5788 3.5788 3.5788 3.5788 3.5788
0.0659 0.0659 0.0659 0.0659 0.0659 0.0659
25.8783 25.8783 25.8783 25.8783 25.8783 25.8783
-27.8391 -27.8391 -27.8391 -27.8391 -27.8391 -27.8391
-1.2507 -1.2507 -1.2507 -1.2507 -1.2507 -1.2507
-5.8948 -5.8948 -5.8948 -5.8948 -5.8948 -5.8948
-0.0743 -0.0743 -0.0743 -0.0743 -0.0743 -0.0743

Tableau 11.4 : Modele de réseau de neurones établi {[1°® Couche cachée - 2™ Couche

cachée]}.

Connexion [1¢" couche cachée — 2°™ couche cachée]

Poids 1 2 3 4 5 6 7 8
Wi1 | -23.3010 | 3.0640 | -35.3018 | -54.4167 | -9.7400 0.4247 | -18.3712 | -17.1553
W2 15.2875 | 14.7165 | 47.8483 | 15.6418 | 20.6442 | 17.1065 | -39.0922 | -53.4153
Wiz | -11.2098 | -19.9911 | 34.5940 | 80.3312 | -10.1227 | 160.1047 | -22.7207 | -21.6113
Matrice Vecteur des

des poids ? 10 H e s 1 biais (bx)

W1 37.7078 | -1.6968 | 10.9300 0.2181 2.0831 26.6819 51.5742
W2 -33.7343 | -5.7538 | -12.3864 | -33.2612 | -7.8979 | -25.1376 9.3572

Wi 3 37.8546 | -1.9985 | 11.8687 | -1.3599 | 12.8800 | 26.7287 -1.1361
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Tableau 11.5 : Modele de réseau de neurones établi

{[2°™ Couche cachée — couche sortie]}.

Poids 1

2

3

Vecteur des biais (bp)

Wm,1 | -67.2467 | 4.2696

66.8358

-0.5709

11.5.2.3. Interprétation des résultats

Les résultats de performances du modele du réseau de neurones établies pour les phases
d’apprentissage, test, validation et globale (Apprentissage + Test + Validation) pour la prédiction
des taux de concentration des PMi sont presentés sur les figures de 11. 5 a Il. 8 montre bien que la
majorité des points sont situés sur la premiere bissectrice avec un coefficient de détermination

approchant 1’idéal [a (pente), B (ordonnée a I’origine), R (Coefficient de détermination)] = [0.97,

0.98, 0.71] clobale. Ce qui confirme la robustesse de modele du RNA.

Best Linear Fit (All) : PMi®*P=(0.98)(PMi°?')+(0.71),R=0.97254,R?=0.94509
T T T T T T N

PMi &P

O Data points (o] 7
70 [ Best Linear Fit K T
""""" [PMi] cal= [PMi] exp 70
O Q 1 1 | | 1 1 1
0 10 20 30 40 50 60 70

Figure 1. 5 : Courbe de régression linéaire des données prédites par RNAo par rapport aux

données expérimentales pour la base de données pour la phase globale.

PMi @
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Best Linear Fit (apprentissage) : PMi®*P=(1)(PMi®?')+(-0.007),R=0.98753,R2=0.97522
T T T T T T T

O Data points
70 Best Linear Fit B

o [PMI] cal= [PMi] exp

PMi *P

0 1 1 1 1 1 1 1
0 10 20 30 40 50 60 70

PMi @

Figure 11.6 : Courbe de régression linéaire des données prédites par RNAO par rapport aux

données expérimentales pour la base de données de la phase d apprentissage.

Best Linear Fit (test) : PMi®*P=(0.87)(PMi®)+(2.5),R=0.9508,R%2=0.88419
T T T T T T

T

O Data points
70 Best Linear Fit S n

""""" [PMi] cal=[PMi] exp

PMi &*P

0 Sl 1 1 1 1 1 1 1
0 10 20 30 40 50 60 70

pMmi @

Figure 11.7 : Courbe de régression linéaire des données prédites par RNAO par rapport aux

données expérimentales pour la base de données pour la phase de test.
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Best Linear Fit (validation) : PMi®*P=(1)(PMi°?)+(0.71),R=0.95635,R%=0.90709
T T T T T &

60 O Data points ‘y“ N
Best Linear Fit -

""""" [PMi] cal= [PMi] exp

50 -

PMI
w
o
T

20 -

10 -

0 10 20 30 40 50 60
PMmi °@

Figure 11.8 : Courbe de régression linéaire des données préedites par RNAOo par rapport aux
données expérimentales pour la base de données pour la phase de validation.
Pour analyser plus précisément les performances du RNA, I'ensemble des erreurs : MSE ; RMSE ;
NRMSE ; MAE ; MAPE ; ERA et R? sont calculée pour les valeurs prédites des concentrations
des PMi. Les résultats de calcul sont indiqués dans le tableau I11.6. Le RNA montre d'une part la
prédiction de calcul des concentrations des PMi, et d'autre part la robustesse du modele neuronal.

Tableau 11.6 : Résultats des parametres statistiques du modéle RNAo developpé dans ce travail.

Type d’erreur Phase (App) Phase (Test) Phase (Val) Phase (All)

MSE 0.0033 5.4166 9.4396 2.3692
RMSE 0.0575 2.3274 5.3772 3.5950
NRMSE 0.0027 0.1109 0.5255 0.2215
MAE 1.5792 3.3174 2.9145 2.1232
MAPE 12.3028 22.2169 16.1356 14.6696
ERA 9.8765 1.1314 0.8536 7.1448

o 1 0.87 1 0.98

B -0.007 2.5 0.71 0.71

R 0.98 0.95 0.95 0.97

R? 0.97 0.88 0.90 0.94
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11.5.3. Interface graphique d'utilisateur du meilleur modeéle

Dans le but de simplifier la complexité du modele mathématique élaboré dans cette étude, nous
avons développé une interface graphique, également connue sous le nom d'interface utilisateur.
Cette interface graphique vise a ameéliorer I'expérience d utilisateur du modele RNA développé
(figure 11.9).

File Edit View Layout Tools Help

Temperature (°C) 16

Wind speed (m /s) 7,35

Relative Humidity 0' 39

Precipitation (mm) 0,086207

PMi size (um) 2,5

Calculate the concentration of PMi (ug / m3)

[PMi] (pg/m3)

Figure 11.9 : L'interface graphique du modele RNAo.
11.6. Conclusion

Ce travail de mémoire a pour but de modéliser les taux de concentration des PMi dans un milieu
urbain.

Pour cela, une base de données sur la variation des taux de concentrations des PMi a été collectée
afin d"élaborer un modéle mathématique corrélatif /prédictif des taux de concentrations des PMi en
fonction des conditions météorologiques. Les résultats obtenus montrent que le modéle établi a de
bonnes performances prédictives, avec un coefficient de corrélation R = 0.97 et la racine de l'erreur
guadratique moyenne RMSE = 3.595.
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Conclusion Générale et Perspectives

Le but de ce projet de fin d etude est la prédiction des concentrations des aérosols. Les résultats
ont été collectés pour la période de février a avril 2019. Les concentrations de polluants et les
paramétres mesurés comprennent les PM-10, PM-4, PM-2.5, PM-1, PM-Tot, température et
humidité relative, ces derniers ont été prélevés dans un site urbain au centre-ville d'Alger. La
vitesse du vent et les précipitations sont fournies par I'ONM. Les résultats numeriques ont fait
I'objet d'une modélisation par (RNA) des concentrations de PMi mesurées en fonction des
conditions météorologiques. La principale caractéristique bénéfique de ce modele mathématique
réside dans sa capacité de résoudre des problemes non linéaires associés a des phénomeénes
complexes. L'utilisation de l'algorithme d apprentissage Levenberg—Marquardt dans cette étude
est de sélectionner les poids et les biais du RNA, et d'améliorer la robustesse du modéle. Les
résultats prometteurs du modéle mathématique sont démontrés par la forte correspondance entre
les données prédites et les données expérimentales, évaluées a l'aide de la premiere régression
bissectrice. Le coefficient de détermination R? et le RMSE confirment également ces résultats
encourageants. Ainsi, cet outil mathématique de prédiction est considéré comme une ressource
précieuse via son interface graphique, permettant d'aider les autorités gouvernementales a
anticiper les périodes critiques de mauvaise qualité de I'air. Cela se révele particuliérement utile
lorsque des stations de mesure continues font défaut, afin de prévenir les effets négatifs sur

I'économie et la santé.

Des perspectives suggérées sont :
1. Explorer d'autres méthodes d'intelligence artificielle afin de modéliser et prédire la qualité

de l'air en se basant sur d'autres critéres.
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