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je dédie cette modeste thèse aux personnes qui me sont chères et ont marqué mon parcours
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Celui qui m’a donné la vie, secondé dans ma vie personnelle, scolaire et universitaire,
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Je tiens à exprimer ma gratitude et mes vifs remerciements à mon promotrice : : K.
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Résumé
Dans ce mémoire, nous nous intéressons à modéliser un modèle GARCH en utilisant la
théorie des copules bivariées dont nous présentons la technique d’estimation présentée dans
le papier de Y. Lui et R. Luger [26], où ils ont développé et examiné un algorithme itératif
(à point fixe) afin d’évaluer le gain d’efficacité de la méthode du maximum de vraisem-
blance(MV) des modèles à base copules. La complexité de l’estimation des paramètres de
cette méthode nécessite la décomposition de la vraisemblance en deux étapes ou ils ont pro-
posé un algorithme modifié MMBP.
Enfin, ils ont examiné l’efficacité de leurs algorithmes IFM par un exemple numérique d’un
modèle GARCH a base copule bivariée.
Mots clés : Autorégressive Conditionnel Heteroskedastic, les copules, estimation du maxi-
mum de vraisemblance, inférence des fonctions marginales.

Abstract
In this thesis, we are interested in modeling a GARCH model using the theory of biva-

riate copulas, the estimation technique of which we present presented in the paper by Y. Lui
and R. Luger [26], where they developed and examined an iterative (fixed point) algorithm to
evaluate the efficiency gain of the maximum likelihood method(MLE) of copula-based models.
The complexity of the estimation of the parameters of this method requires the decomposition
of the likelihood in two steps or they proposed a modified algorithm MMBP
Finally, they examined the efficiency of their algorithms IFM by a numerical example of a
GARCH model based on a bivariate copula.
Keywords : Autoregressive Conditional Heteroskedastic, copula, maximum likelihood esti-
mation, inference of marginal functions .



NOTATIONS

Abréviations

CCC Corrélations Conditionnelles Constantes
E(.) L’espérance linéaire
IFM Fonction d’Inférence des Marginales
i.i.d Indépendante et identiquement distribuée
MBP Moving Peaks Benchmark
MMBP Modifier Moving Peaks Benchmark
MLE maximum likelihood estimation
MV Méthode de Maximum de Vraisemblance
p.s Presse que sure
resp Respectivement
s.e.s Si et seulement si
v.a Variable aléatoire
v.a.r Variables aléatoires réelles
V(.) La variance
Notations

Z, R Ensembles des entiers relatifs, réels,
Γ La fonction gamma

I
I2

L′intervalle [0, 1]

I I
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1 Modèle Garch 4
1.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 4
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1.3 Propriétés du modèle ARCH (1) . . . . . . . . . . . . . . . . . . . . . . . . . 5
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2.2 Densité de la copule Gaussienne avec ρ = 0, 5. [5] . . . . . . . . . . . . . . . 20
2.3 Exemple de dispersion de 2000 observations issues d’une copule de Student
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avec une force de dépendance liée à un tau de Kendall de 0,5[5]. . . . . . . . 23
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INTRODUCTION

La flexibilité des modèles a base copule permet de capter le lien entre la distribution
conjointe et les distributions marginales en utilisant la fonction copule d’un modèle GARCH
univarié de la variance conditionnelle. Ces modèles détectent la structure de dynamique des
données, par exemple Jondeau et Rockinger (2006) [17] utilisent des modèles copule-GARCH
dans leur travaux.

L’avantage de l’utilisation d’un tel modèle a base copule est qu’il permet d’estimer les
paramètres du modèle par la méthode du maximum de vraisemblance en utilisant toutes les
données disponibles.

Dans le cas des modèles multivariés l’estimation devient très défficile a cause du grand
nombre de paramètres qui figure dans le modèle. Shih et Louis(1995) [22] et Joe et Xu
(1996) [25] utilise la méthode des fonctions d’inférence sur les marges (IFM), où l’estimation
se déroule en deux étapes dans la première étape les paramètres sont estimé séparément
relativement aux distributions marginales et dans la deuxième étape les paramètres sont
estimés relatifs aux fonctions de copule en fonction des estimations obtenu dans la première
étape.

Dans notre travail nous nous intéressons à modéliser un modèle GARCH en utilisant la
théorie des copules bivariées.
Ce mémoire est compose de trois chapitre : le premier chapitre est un chapitre introductif
dont lequel nous présentons quelques définitions de base qui permettent de bien comprendre
ce travail.

Dans le deuxième chapitre nous rappelons la théorie du copule bivariée et nous présentons
encore leur propriétés fondamentales.
Enfin, dans le troisième chapitre nous présentons le travail de Y. Lui et R. Luger [26] intitulé
modélisation du modèle GARCH par les copule bivariée.

[26] fait une estimation des modèle GARCH a base copule bivariée par la méthode d’IFM.
Dans cet algorithme, les dérivées secondes de la fonction de vraisemblance complète ne sont
pas nécessaires parce que SFK ( Song, Fan, Kalbfleisch [23]) montre que MBP produit
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l’estimation du maximum de vraisemblance (MV) lors de la convergence. Sous conditions
standards régulières, les estimateurs MBP convergé sont cohérents et asymptotiquement
normaux. Sa convergence repose sur une condition concernant la décomposition de la log-
vraisemblance fonction. Cette dernière est celle de la dominance de l’information par rapport
à la log-vraisemblance résiduelle et à la log-vraisemblance de travail qui doit contenir plus
d’informations sur les valeurs des paramètres. Mais dans le cas où elle n’est pas satisfaite,
MBP ne fonctionne pas. Afin d’obtenir le MV, un modèle de travail différent est nécessaire.
De ce fait, ils ont proposé un algorithme modifié basé sur une probabilité de travail qui tient
compte d’un certain degré de corrélation entre les marginaux. Par rapport à l’algorithme
d’origine basé sur la probabilité de travail avec la corrélation indépendante, le modifié four-
nit une meilleure approximation de la pleine vraisemblance et surmonte les difficultés de
convergence.
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CHAPITRE

1

MODÈLE GARCH

1.1 Introduction

Le processus Autorégressive Conditionnel Heteroskedastic notée ARCH introduit par
Engle (1982) [8] est généralisé par Boollersleve [3] en 1986 permet à la variance condi-
tionnelle de changer au cours du temps en fonction des erreurs passées, où la variance est
inconditionnellement constante et ceux pour analyser et modéliser des séries financières.
Ce chapitre est un chapitre introductif eux processus ARCH et GARCH est composé de cinq
section.
Dans la première section nous introduisons les modèles ARCH, la deuxième section : pro-
priétés du modèle ARCH (1), la troisième section : modèle GARCH univarié, après intro-
duisons la stationnarité du processuse GARCH. Dernièrement on a le processus GARCH
multivariée.
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1. Modèle Garch

1.2 Modèle ARCH univariè

Engle (1982) [8] propose la spécification ARCH(q) où le carré des perturbations est
un processus autorégressif d’ordre q. Ces processus pouvent pallier les insuffisances de la
classe des représentations ARMA, notamment en ce qui concerne les séries financières qui
présentent une volatilité (ou variabilité instantanée mesurée par la variance conditionnelle)
fonction du temps.

Définition 1.2.1. Le processus xt est un ARCH d’ordre q noté ARCH(q) s’il satisfait

l’équation suivante :


xt = zt

√
ht;

ht = α0 +
q∑
i=1

αix
2
t−i;

(1.2.1)

où zt est une séquence aléatoire où E(zt) = 0 et E(z2t ) = 1 avec α0 > 0,αi ≥ 0, i = 1, ..., q

Un processus ARCH d’ordre 1 noté ARCH(1) défini par :{
xt = zt

√
α0 + α1x2t−1;

ht = α0 + α1x
2
t−1;

(1.2.2)

1.3 Propriétés du modèle ARCH (1)

Pour plus de détail sur les propriétés voir Johnst et Di Nardo (1997) [15]

Propriétés 1. Le processus xt est un bruit blanc faible s’il s’agit d’une suite de variables de

moyenne nulle, homoscédastiques et non corrélés.

E(xt|xt−i) = 0 et V (xt) = ht ∀t (1.3.1)

avec xt−i = {xt−i, · · · , xt−j, · · · }

Propriétés 2. Le processus xt du ARCH(1) défini par l’équation (1.2.2) est une différence

de martingale homoscédastique :

E(xt|xt−i) = 0 V (xt) =
α0

1− α1

∀t. (1.3.2)

Cette propriété signifie que le processus xt est non conditionnellement homoscédastique.

Propriétés 3. La variance conditionnelle du processus xt de ARCH(1) défini par l’équation

(1.2.2) est non constante dans le temps et vérifie :

V (xt|xt−i) = α0
1− αi1
1− α1

+ αi1x
2
t−1 i > 0 ∀t. (1.3.3)

5



1. Modèle Garch

1.4 Modèle GARCH univarié

Définition 1.4.1. Un processus xt est un GARCH d’ordre p et q resp noté GARCH(p,q)

s’il satisfait l’équation suivante :


xt = zt

√
ht;

ht = α0 +
p∑
i=1

αix
2
t−i +

q∑
i=1

βiht−i;
(1.4.1)

où zt est une séquence aléatoire où E(zt) = 0 et E(z2t ) = 1 avec α0 > 0, αi ≥ 0, i = 1, ..., p

et βi ≥ 0, i = 1, ..., q.

— q : Le nombre de variances de décalage à inclure dans le modèle GARCH.

— p : Le nombre d’erreurs résiduelles de décalage à inclure dans le modèle GARCH.

Remarque 1. — Le moment conditionnelle du processus xt est

E(xt|xt−1) = 0

— la variance conditionnelle se présente de la façon suivante :

ht = α0 +

p∑
i=1

αix
2
t−i +

q∑
i=1

βiht−i

— La variance non conditionnelle est constante dans le temps et se définit par :

V (xt) = E(xt − E(xt)
2) = E(x2t )

V (xt) = E(x2t ) = α0

1−
max(p,q)∑
i=1

(αi+βi)

Propriétés des modèles GARCH

Pour mettre en évidence d’autres propriétés des modèles GARCH (voir Francq et Zaköıan
(2010) [7]).
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1. Modèle Garch

Propriétés 4. Dans l’équation (1.4.1) en posons vt = x2t−1 − ht, nous observons que :

x2t = α0 + vt +

max(p,q)∑
i=1

(αi + βi)x
2
t−i +

p∑
j=1

βjvt−j (1.4.2)

Preuve

x2t − vt =α0 +

q∑
i=1

αix
2
t−i +

p∑
j=1

βj
(
x2t−j − vt−j

)
x2t =vt + α0 +

q∑
i=1

αix
2
t−i +

p∑
j=1

βjx
2
t−j −

p∑
j=1

βjvt−j

pour calculer la somme il y a des cas possible a étudier
Si p > q alors max(p, q) = p c′est− à− dire

x2t = α0 + vt +

p∑
i=1

(αi + βi)x
2
t−i −

p∑
j=1

βjvt−j, ∀t ∈ Z

Si p < q alors max(p, q) = q c′est− à− dire

x2t = α0 + vt +

q∑
i=1

(αi + βi)x
2
t−i −

p∑
j=1

βjvt−j, ∀t ∈ Z

D’après ces deux cas

x2t = α0 + vt +
r∑
i=1

(αi + βi)x
2
t−i −

p∑
j=1

βjvt−j, ∀t ∈ Z

où r = max(p, q).

Propriétés 5. Si p = q = 1, le modèle (1.4.1) s’écrit xt = zt
√
ht;

ht = α0 + αx2t−1 + βht−1;
(1.4.3)

où zt est une séquence aléatoire où E(zt) = 0 et E(z2t ) = 1

avec α0 > 0, αi ≥ 0, i = 1, ..., p et βi > 0, i = 1, ..., q.

Posons que a(z) = αz2 + β i,e que le processus est stationnaire.
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1. Modèle Garch

1.5 Stationnarité du processus GARCH

Stationnarité stricte : la stationnarité stricte du GARCH fort est donné par le théorème
(1.5.1) [7]

Théorème 1.5.1. Soit γ est l’exposant de Lyapounov

−∞ < γ = E log
{
α(z2t ) + β

}
< 0; (1.5.1)

où γ est l’exposant de Lyapounov qui est inférieur à 0.

Soit la série

h∗t = {1 +
∞∑
i=1

a(zt−1) · · · a(zt−i)}α0; (1.5.2)

converge presque sûrement (p.s), et le processus xt, défini par xt = zt
√
ht est

l’unique solution strictement stationnaire du modèle (1.4.3). Cette solution est non antici-

pative et ergodique.

Si γ ≥ 0 et α0 > 0, il n’existe pas de solution strictement stationnaire.

Preuve
Étant γ = E log {a (zt)} existe toujours dans [−∞,+∞ [
Car E log+ {a (zt)} ≤ Ea (zt) = α + β
de (1.4.3) on peut écrire :

ht = α0 + a (zt−1)ht−1
= α0 + a (zt−1) [α0 + a (zt−2)ht−2]

= α0

[
1 +

N∑
i=1

a (zt−1) · · · a (zt−i)

]
+ a(zt−1) · · · a(zt−N−1)ht−N−1

= h∗t (N) + a(zt−1) · · · a(zt−N−1)ht−N−1

Soit h∗t = lim
N−>∞

h∗t (N) existe dans R+
= [0,∞]

h∗t (N) = α0 + a(zt−1)h
∗
t−1(N − 1)⇒ h∗t = α0 + a(zt−1)h

∗
t−1

Le processus limite

h∗t = α0

[
1 +

∞∑
i=1

a (zt−1) · · · a (zt−i)

]
est-il à valeurs finies ?

[a (zt−1) · · · a (zt−i)]
1/n = exp

[
1

n

n∑
i=1

log {a(zt−i)}

]
− > eγ p.s

γ = E log
{
α(z2t ) + β

}
∈ [−∞,+∞[

8



1. Modèle Garch

quand n→∞ la suite [a (zt−1) . . . a (zt−n)]
1
n → 1, donc la série (1.5.2) est converge presque

sûrement dans R
Stationnarité au seconde ordre
Stationnarité au second ordre du GARCH(1,1) est donné par le théorème (1.5.2).

Théorème 1.5.2. [7]

On suppose α0 > 0.

Si α + β < 1, il n’existe pas de solution GARCH(1,1) non anticipative et stationnaire au

second ordre .

Si α + β < 1 , le processus (xt) défini par (1.4.1), est stationnaire au second ordre.

Plus précisément, (xt) est un bruit blanc faible. De plus, il n’existe pas d’autre solution

stationnaire au second ordre et non anticipative.

-La stationnarité pour GARCH(p,q) est établie par Bougerol et Picard (1992) [4], Pour plus

de détails (voir Ander en et al. (2009) [2] ; Francq et Zaköıan (2010) [7]).

Preuve
Si xt est stationnaire au second-ordre et non anticipatif,

E(x2t ) = E(E(x2t |xt−1)) = E(ht) = α0 + (α + β)E(x2t ).

Soit

(1− (α + β))E(x2t ) = α0,

Si α + β < 1. On obtient de plus :E(x2t ) > 0.
Inversement si α + β < 1 on a γ < 0. La solution strictement stationnaire vérifie

E(x2
t ) = E(h∗t ) =

[
1 +

∞∑
i=1

E {azt−1 · · · azt−i}
]
α0

=

[
1 +

∞∑
i=1

{E(azt)}2
]
α0 =

α0

1− (α + β)
.

Propriétés 6. [7] Le modèle GARCH(p,q) est également stationnaire au second ordre. Cela

nécessite alors que l’inégalité suivante soit respectée :

p∑
i=1

αi +

q∑
j=1

βj < 1

.
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1. Modèle Garch

1.6 Processus GARCH multivarié

La modélisation GARCH multivariée repose sur les deux premiers moments conditionnels
du processus. Un processus (Xt) à valeurs dans Rm, Xt = (X1t, ..., Xmt) est un GARCH donc
doit vérifier pour tout t ∈ Z,{

E(Xt|Xt−i) = 0 ; E(XtX
′
t|Xt−i) = Ht;

Xt = H1/2
t Zt;

(1.6.1)

Où Zt est une suite de variable i.i.d a valeur dans Rm, centrée et de matrice de variance unité.

Ht : matrice de variance covariance peut être choisie symétrique définie positive .

1.6.1 Modèle GARCH vectoriels

Ce modèle a été introduit par Engle et Kroner (1995) [9], le modèle qui représenter Ht

s’écrit comme suit :

Ht = C0 +

q∑
i=1

AiXt−iX
′
t−i +

p∑
j=1

BjHt−j; (1.6.2)

Ai Bj, i = 1, . . . , q et j = 1, . . . , p sont les matrices des paramètres d’ordre m,
C0 et Ht sont des matrices symétriques définies positives d’ordre m.
Posant que

et = vec(Xt−iX
′
t−i) et ht = vec(Ht).

L’opérateur vec (.) transforme une matrice quelconque en une seule colonne.
En utilisant l’opérateur vec dans l’équation (1.6.2) on obtient

ht = c0 +

q∑
i=1

Aiet−i +

p∑
j=1

Bjht−j.

Notons ”vech” l’opérateur transformant une matrice carrée m m quelconque en un
vecteur de taille m(m + 1)/2, obtenu en ne gardant que les termes de la partie triangulaire
inférieure de la matrice et en les empilant colonne par colonne (si
A = (aij) , vech(A) = (a11, a21, . . . , am1, a22, . . . , am2, . . . , amm)′

)
Soit Z une loi de probabilité sur Rm, d’espérance nulle et de matrice de variance unité.
Le modèle Vec est stable par agrégation est donné par le théorème (1.6.1)

Si la matrice Ht est symétrique on peut utiliser l’opérateur vech(.)

Définition 1.6.1. Soit Zt une suite de variables iid de loi Z. On dit que Xt est un processus

à représentation GARCH(p, q) vectorielle (relativement à la suite Zt) s’il vérifie :

 Xt = H
1
2
t Zt ou Ht; est définie positive telle que

vech (Ht) = C +
∑q

i=1A
(i) vech

(
Xt−iX

′
t−i
)

+
∑p

j=1B
(j) vech (Ht−j) ;

(1.6.3)
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1. Modèle Garch

Où C est un vecteur de taille m(m+ 1)/2 1

les A(i) et B(j) sont des matrices de dimension
m(m+ 1)

2

m(m+ 1)

2
.

Théorème 1.6.1. [7] Soit (xt) vérifiant la définition (1.6.1). Alors, pour toute matrice P

inversible mm, le processus X̃t = PXt est un processus GARCH(p, q) vectoriel au sens de

la définition (1.6.1).

1.6.2 Modèles à corrélations conditionnelles constantes

Posant

ht =

 h11,t
...

hmm,t

 , Dt =


√
h11,t 0 · · · 0

0
. . .

...
. . .

0 · · ·
√
hmm,t

 , Xt =

 X2
1t
...

X2
mt


Définition 1.6.2. Soit (Zt) une suite de variables iid de loi Z. On dit que (Xt) est un

processus GARCH(p, q) à corrélations conditionnelles constantes (CCC) s’il vérifie

Xt = H1/2
t Zt;

Ht = DtRDt;

ht = C +

q∑
i=1

AiX t−i +

p∑
j=1

Bjht−j;

(1.6.4)

où R est une matrice de corrélations, C est un vecteur de taille m 1 à coefficients stricte-

ment positifs, les Ai et Bj sont des matrices de dimension m m à coefficients positifs.

1.6.3 Modèle BEKK-GARCH

Ce modèle a été proposée par Baba, Engle, Kraft et Kroner [8], dans une version préliminaire
de Engle et Kroner (1995) [9].

Définition 1.6.3. Soit (Zt) une suite de variables iid de loi Z. On dit que Xt est un processus

GARCH(p,q) au sens fort (relativement à la suite (Zt)) s’il vérifie Ht = H1/2
t Zt;

Ht = C +
∑q

i=1

∑K
k=1AikXt−iX

′
t−iA

′
ik +

∑p
j=1

∑K
k=1BjkHt−jB

′
jk;

(1.6.5)

où K est un entier, les matrices ,Aik et Bjk sont carrées mm et symétrique définies positives.
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1. Modèle Garch

Théorème 1.6.2. [7] Soit le modèle à représentation vectorielle diagonale défini par (1.6.4)

avec

A(i) = diag
{

vech
(
Ã(i)
)}

, B(j) = diag
{

vech
(
B̃(j)

)}
;

où Ã(i) =
(
ã
(i)
``′

)
eB̃(j) =

(
b̃
(j)
``′

)
sont mm symétriques semi-définies positives.

Le modèle BEKK est stable par agrégation est donné par le théorème (1.6.3)

Théorème 1.6.3. [7] Soit (Xt) vérifiant la définition (1.6.1). Alors, pour toute matrice P

inversible mm, le processus X̃t = PXt est un processus GARCH(p, q) au sens de la définition

(1.6.3).
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CHAPITRE

2

LES COPULES

2.1 Introduction

Pour comprendre le comportement conjoint de plusieurs variables aléatoires, l’outil le
plus usuel depuis une vingtaine d’années est la copule. Rappelons qu’en dimension d, une
copule est une fonction de répartition associée à un vecteur aléatoire U = (U1, ..., Ud) dont
chacune des composantes Ui est uniformément répartie sur l’intervalle unité [0, 1].
Ce chapitre est un chapitre introductif eux fonction copule est composé de cinq section :La
première section est copule bivarie et la deuxième copule multivarie, après on va voir les
Copule paramétrique la dernière section c’est l’estimation des modèle à base copule .

2.2 Copule bivariée

Définition 2.2.1. Une copule, notée C, bivariée est une fonction dont le domaine est

— en cas de fonctions marginales continues : I2 ;

— en cas de fonctions marginales discrètes : S1 S2 où S1 et S2 sont des sous-ensembles de

I contenant 0 et 1.
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2. Les copules

Propriétés 7. Une copule bivariée est une fonction C avec les propriétés :

i) C est caractérisée �grounded�, c’est à dire :

C(u, 0) = C(0, v) = 0 pour tout u, v ∈ I

ii) C est 2-croissante c’est-à-dire, ∀(u1, u2), (v1, v2) ∈ I2 telle que u1 ≤ v1 et u2 ≤ v2 on a

C(v1, v2)− C(v1, u2)− C(u1, v2) + C(u1, u2) ≥ 0.

iii) Les marges sont uniformes, c’est-à-dire.

C(u, 1) = uet C(1, v) = v

 ∀u, v ∈ I si lesmarges sont continues,∀u ∈ S1;∀v ∈ S2 sinon

Exemple
∀u1, u2 ∈ I, la fonction M (u1, u2) = min (u1, u2) est une copule.

1. ∀u1, u2 ∈ I, on a min (u1, 0) = 0 = min (0, u2), alors M vérifie la propriété i).

2. ∀u1, u2 ∈ I, on a min (u1, 1) = u1 et min (1, u2) = u2, alors M vérifie la propriété ii).

3. ∀u1, u2, v1 et v2 ∈ I avec u1 ≤ v1 et u2 ≤ v2, on a

min (u2, v2) ≥ min (u2, v1) et min (u1, v2) ≥ min (u1, v1) , alors M vérifie la propriété iii)

Par conséquent M est une copule.

Théoreme de sklar cas bivariée [19]

Théorème 2.2.1. [19] Soit F la fonction de répartition jointe entre les variables x1, x2 de

distributions marginales F1, F2 pour d = 2. Alors, il existe une copule C telle que, pour tout

x1, x2 ∈ R2,

F (x1, x2) = C(F1(x1), F2(x2)) (2.2.1)

Corollaire 2.2.2. [19] Soit F étant la fonction de répartition jointe de dimension 2 entre

les fonctions de distribution marginales F1, F2, et C la copule unissant ces dernières. Par

ailleurs, soit F−11 , F−12 étant l’inverse généralisé des fonctions de distribution marginales.

Alors, pour u = (u1, u2) ∈ I2,

C(u) = C(F1(x1), F2(x2)) = F (F−11 (u1), F
−1
2 (u2)). (2.2.2)
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2. Les copules

Exemple
Soit la distribution logistique bivariée de Gumbel [14] dont la fonction de répartition conjointe
est donnée par :

F (x1, x2) =
(
1 + e−x1 + e−x2

)−1
, pour tout (x1, x2) ∈ R2

nous obtenons les fonctions de répartitions marginales

F1 (x1) =
(
1 + e−x1

)−1
et F2 (x2) =

(
1 + e−x2

)−1
,

car

F1 (x1) = lim
x2→∞

F (x1, x2) ;

F2 (x2) = lim
x1→∞

F (x1, x2) ;

Comme les fonctions inverses sont respectivement

F−11 (u) = − ln

(
1

u
− 1

)
;

et F−12 (v) = − ln

(
1

v
− 1

)
;

En se basant sur le théorème (2.2.2), la copule associée à F (x1, x2) s’écrit :

C(u, v) = F
(
F−11 (u), F−12 (v)

)
=
[
1 + eln(

1
u
−1) + eln(

1
v
−1)
]−1

=
uv

u+ v − uv
.

Théorème 2.2.3. [19] Densité copule d’une copule a partir du théorème précédent et, en

dérivant (2.2.2), la densité d’une copule bivariée est

c (u1, u2) =
∂2C

∂u1∂u2
=

f
(
F−11 (u1) , F

−1
2 (u2)

)
f1
(
F−11 (u1)

)
f2
(
F−12 (u2)

)
et donc

f (x1, x2) = f1 (x1) f2 (x2) c (F1 (x1) , F2 (x2)) (2.2.3)

où x1 = F−11 (u1), x2 = F−12 (u2),
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2. Les copules

2.3 Copules multivariée

On rappelle que les marges de la copule sont uniformes. Alors, pour V , une variable
aléatoire suivant une loi uniforme sur l’intervalle I,

P(V ≤ v) =


0 si u < 0
u si 0 ≤ u ≤ 1
1 si1 < u

Définition 2.3.1. Soit d ≥ 2 Une fonction C : Id → Id est appelée copule de dimension

d, ou simplement copule, si C est (la restriction à Id de) la fonction de répartition d’une

variable aléatoire U = (U1, ..., Ud) à valeurs dans Rd ,où les variables aléatoires U1, ..., Ud

sont de loi uniforme sur [0, 1] : C(u) = P (U ≤ u) pour tout u ∈ Id.

Lemme 2.3.1. [19] Soit (ak, k ∈ N∗) et (bk, k ∈ N∗) des suites de nombres complexes de

modules inférieurs à 1 (|ak| ≤ 1 et |bk| ≤ 1 pour tout k ∈ N∗). On a, pour tout n ≥ 1,∣∣∣∣∣
n∏
k=1

ak −
n∏
k=1

bk

∣∣∣∣∣ ≤
n∑
k=1

|ak − bk| (2.3.1)

La proposition suivante assure que les copules sont lipschitziennes.

Proposition 2.3.2 (Continuité). [16] Soit d ≥ 2 et C une copule de dimension d. Pour tout

u = (u1, ..., ud), v = (v1, ..., vd) ∈ Rd , On a

|C(u)− C(v)| ≤
d∑

k=1

|uk − vk| (2.3.2)

On utilise le lemme (2.3.1) dont la démonstration qui se fait par récurrence.et alors

Preuve
Soit C une copule et des variables aléatoires U1, ..., Ud de loi uniforme sur I telles que C soit
la fonction de répartition de
U = (U1, ..., Ud) . soit u = (u1, ..., ud), v = (v1, ..., vd) ∈ Rd . On a

|C(u)− C(v)| =

∣∣∣∣∣
n∏
k=1

uk −
n∏
k=1

vk

∣∣∣∣∣ ≤
n∑
k=1

|uk − vk|

Le théoréme suivant relie les copules aux fonctions de répartition.
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2. Les copules

Théorème de Sklar cas multivariée

Théorème 2.3.3. [19]

Soit d ≥ 2

1. Soit C une copule et (FX , 1 ≤ X ≤ d) des fonctions de répartition de variables aléatoires

à valeurs dans R . La fonction F définie par (FX(x) = P (X ≤ x)) est la fonction de

répartition d’une variable aléatoire à valeurs dans Rd.

2. Soit X = (X1, ..., Xd) une variable aléatoire à valeurs dans Rd. Il existe une copule pour

X. Si les fonctions de répartition des variables aléatoires X1, ..., Xd sont continues, alors

la copule est unique.

Théorème 2.3.4. [19]

Soit F la fonction de répartition jointe entre les variables x1, ..., xd avec les distributions

marginales F1, ..., Fd pour d ≥ 2. Alors, il existe une copule C telle que, pour tout x1, ..., xd ∈

Rd,

F (x1, ..., xd) = C(F1(x1), ..., Fd(xd)) (2.3.3)

Si F1(x1), F2(x2), ..., Fd(xd) sont continues, alors C est unique.

Corollaire 2.3.5. [19] Soit F étant la fonction de répartition jointe de dimension d entre les

fonctions de distribution marginales F1, ..., Fd, d ≥ 2, et C la copule unissant ces dernières.

Par ailleurs, soit F−11 , ..., F−1d étant l’inverse généralisé des fonctions de distribution margi-

nales. Alors, pour u = (u1, ..., ud) ∈ Id,

C(u) = C(F1(x1), ..., Fd(xd)) = F (F−11 (u1), ..., F
−1
d (ud)). (2.3.4)

Preuve
Soient U = (U1, ..., Ud) des variables aléatoires suivant une loi uniforme sur l’intervalle Id

et C une copule de dimension d ≥ 2 telle qu’elle soit la fonction de répartition de ces
variables. Soit Fi, i ∈ {1, ..., d} une fonction de répartition prenant valeur dans R. En posant
X = (F−11 (U1), ..., F

−1
d (Ud)) pour x = (x1, ..., xd) ∈ Rd , donc

F (x) = F (F−11 (u1), ..., F
−1
d (ud))

= P (F−11 (U1) ≤ x1, ..., F
−1
d (Ud) ≤ xd)

= P (U1 ≤ F1(x1), ..., Fd(xd))

= C(F1(x1), ..., Fd(xd))

= C(u)
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2. Les copules

Théorème 2.3.6. [19] Densité du copule : a partir du théorème précédent et, en dérivant

(2.3.4), la densité d’une copule multivariée est

c (u1, ..., ud) =
∂dC

∂u1...∂ud
=

f
(
F−11 (u1) , ..., F

−1
d (ud)

)
f1
(
F−11 (u1)

)
...fd

(
F−1d (ud)

)
et donc

f (x1, ..., xd) = c (F1 (x1) , ..., Fd (xd))
d∏
i=1

fi (xi); (2.3.5)

où x1 = F−11 (u1),...,xd = F−1d (ud).

2.4 Copules paramétriques

Cette section présente deux exemples de copules pour les deux principales familles de
copules paramétriques, soit la famille des copules elliptiques pour laquelle on présente la co-
pule gaussienne et celle de Student ; puis la famille des copules archimédiennes pour laquelle
on présente la copule de Clayton et celle de Gumbel [12].

Définition 2.4.1. Soit φ strictement décroissante et convexe de I dans I.

C(u1, ..., ud) =
d∏
i=1

φ−1(φ(u1) + ...+ φ(ud)). (2.4.1)

COPULE DE FRANK pour θ ∈ R∗ :

φ(x) = − ln(
exp−θu−1

exp−θ−1
)

.
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2. Les copules

2.4.1 Copules Elliptiques

Copule gaussienne

Le premier type de copules paramétriques que l’on présente ici est la copule gaussienne
(ou normale).

Figure 2.1: Exemple de dispersion de 2000 observations issues d’une copule gaussienne avec

une force de dépendance liée à un tau de Kendall de 0,5 [5].

Définition 2.4.2. Soient ρ ∈ [−1, 1] le coefficient de corrélation de Pearson, φ−1l’inverse

d’une fonction de répartition gaussienne centrée réduite et

Φρ(u, v) =

v∫
−∞

u∫
−∞

1

2π
√

1− ρ2
exp{−(s2 + t2 − 2ρst)

2(1− ρ2)
}ds dt (2.4.2)

Alors, pour (u, v) ∈ I2 :

C(u, v) = Φρ(φ
−1(u), φ−1(v))

En dérivant la copule gaussienne, on obtient sa densité de copule telle que

c(u, v) =
∂2

∂u∂v
C(u, v)

19



2. Les copules

c(u, v) =
∂2Φρ(φ

−1(u), φ−1(v))

∂u∂v

c(u, v) =
1√

1− ρ2
exp{2ρφ−1(u)φ−1(v)− ρ2(φ−1(u)2 + φ−1(v)2)

2(1− ρ2)
}

Figure 2.2: Densité de la copule Gaussienne avec ρ = 0, 5. [5]
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Copule de Student

La copule associée a la distribution de Student multivariée est appelée la copule de
Student.

Figure 2.3: Exemple de dispersion de 2000 observations issues d’une copule de Student avec

une force de dépendance liée à un tau de Kendall de 0,5.[5]

Définition 2.4.3. Soient ρ ∈ [−1, 1] le coefficient de corrélation de Pearson, T−1 l’inverse

de la fonction de répartition de Student centrée réduire univariée,

Tρ,κ(u, v) =

v∫
−∞

u∫
−∞

1

2π
√

1− ρ2
exp

[
1 +
−(s2 + t2 − 2ρst)

κ(1− ρ2)

]−(κ+2)
2

ds dt (2.4.3)

La copule de student de dimension 2 où κ ≥ 0 représente le nombre de degrés de liberté.
Alors, pour (u, v) ∈ I2

C(u, v) = Tρ,κ(T
−1(u), T−1(v))
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2. Les copules

Pour obtenir la densité de la copule de Student, il suffit d’utiliser la définition de la den-
sité de copule :

c(u, v) =
∂2

∂u∂v
Tρ,κ(T

−1(u), T−1(v))

=
f(u, v)

f(u)f(v)

=
κ

2
√

1− ρ2
Γ(κ/2)2

Γ((κ+ 1)/2)2

[
1 +

u2 + v2 − 2ρuv

κ(1− ρ2)

]−(κ+2)/2

[
(1 +

u2

κ
)(1 +

v2

κ
)

](κ+2)/2

où Γ représente la fonction gamma, f(u, v) la densité jointe d’une loi de Student et f(u),
f(v) les densités marginales.

Figure 2.4: Densité de la Copule de Student avec ρ = 0, 5 et κ = 1. [5]
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2. Les copules

2.4.2 Copules Archimédiennes

Copule de Clayton

La copule de Clayton modélise la relation entre deux fonctions de répartition avec une
très forte dépendance à la partie inférieure de la distribution, et un nuage de points qui tend
à crôıtre lorsque l’on se déplace vers l’extrémité supérieure.

Figure 2.5: Exemple de dispersion de 2000 observations issues d’une copule de Clayton avec

une force de dépendance liée à un tau de Kendall de 0,5[5].

Définition 2.4.4. On définit la copule de Clayton par la fonction, pour un paramètre de

dépendance θ ∈ [−1,∞[ \ {0}

C(u1, ..., ud) =
(
u−θ1 + ...+ u−θd − d+ 1

)−1/θ
(2.4.4)

où d ≥ 2. On note que le générateur de cette copule est φ(z) = z−θ − 1

dans le cas bivarié ,la copule de Clayton a la forme

C(u, v) =
(
u−θ + v−θ − 1

)−1/θ
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et on en déduit sa densité de copule bivariée

c(u, v) =
∂2

∂u∂v
C(u, v)

= (θ + 1)(uv)−(θ+1)
(
u−θ + v−θ + 1

)−2θ + 1

θ



on remarque que pour toute copule archimédienne, telle que montré par Savu et Trede [20],
la densité de copule est fonction du générateur de cette dernière. Ainsi, pour toute copule
archimédienne, la densité

c(u1, ..., ud) = (φ−1)d(φ(u1), ..., φ(ud))
d∏
i=1

φ
′
(ui)

où φ−1 est l’inverse du générateur, φ
′

la dérivée du gérénateur et (φ−1)d la d-ième dérivée
du générateur, est valide.

Figure 2.6: Densité de la copule de Clayton (θ = 2, 582) [5].
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Copule de Gumbel

La copule de Gumbel modélise une dépendance de l’extrémité supérieure de la distri-
bution. On note son asymétrie provoquée simplement par une plus grande dépendance au
niveau de l’extrémité supérieure de la distribution versus une dépendance presque nulle à la
partie inférieure [5].

Figure 2.7: Exemple de dispersion de 2000 observations issues d’une copule de Gumbel avec

une force de dépendance liée à un tau de Kendall de 0,5 [5].

Définition 2.4.5. On définit la copule de Gumbel par la fonction, pour un paramètre de

dépendance θ ≥ 1,

C(u1, ..., ud) = exp

−
[

d∑
i=1

(− ln(ui))
θ

]1/θ (2.4.5)

où d ≥ 2 et pour laquelle le générateur est,φ(z) = (− ln(z))θ. Donc, dans le cas bivarié,
la copule de Gumbel est de la forme

C(u, v) = exp
{
−
[
(− ln(u))θ + (− ln(v))θ

]1/θ}
Pour trouver la densité bivariée, il faut utiliser le générateur de cette copule.
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Alors

c(u, v) = c(u1, ..., ud) = (φ−1)d(φ(u1), ..., φ(ud))
d∏
i=1

φ
′
(ui)

=
φ
′
(C(u, v))φ

′
(u)φ

′
(v)

φ′(C(u, v))3

= C(u, v) [φ(u) + φ(v)]

1

θ
−2 [

θ − 1 + (φ(u) + φ(v))1/θ
] (− ln(u))θ−1(− ln(v))θ−1

uv

Figure 2.8: Densité de la copule de Gumbel θ = 1, 5 [5].
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2.5 Estimation des modèles à base copules

On suppose disposer d’un échantillon xi1, x
i
2 pour i = 1, ..., T , T c’est la taille de l’échantillonne,

et nous voulons choisir la copule correspondant aux variables précédentes. La littérature
sur les copules nous donne quelques méthodes statistiques dont nous donnons les princi-
pales. Premièrement nous considérons le cas où nous choisissons une densité conjointe pa-
ramétrique ayant pour paramètre θ et nous cherchons à estimer les paramètres. Il y a les
méthodes d’estimation du maximum de vraisemblance(MV), l’inférence des fonctions mar-
ginales notées(IFM).

2.5.1 Estimation par la méthode du maximum de vraisemblance

Dans cette section nous intéressons à l’estimation par la méthode MV pour faire sup-
posons que les données tirées d’une distribution sont indépendantes et identiquement dis-
tribuées (iid) avec des paramètres inconnus. À partir de l’équation (2.2.3), si nous supposons
que la copule, les fonctions marginales et les fonctions de densité dépendant du paramètre θ
(qui pourrait être un vecteur de paramètres).
— La vraisemblance L(θ) est donne par :

L(θ) =
T∏
i=1

(c
(
F1

(
xi1, α1

)
, F2

(
xi2, α2

)
, θ2
)
)

2∏
j

fj
(
xij, αj

)
— et le calcul du logarithme de la vraisemblance L(θ) nous donne :

L(θ) =
T∑
i=1

log c
(
F1

(
xi1, α1

)
, F2

(
xi2, α2

)
, θ2
)

+
T∑
i=1

2∑
j=1

log fj
(
xij, αj

)
On se pose : Lc(θ1, θ2) =

∑T
i=1 log c (F1 (xi1, α1) , F2 (xi2, α2) , θ2)

Lm(θ) =
∑T

i=1

∑2
j=1 log fj

(
xij, αj

)
.

telle que : L(θ) = Lm(θ) + Lc(θ1, θ2) et θ1 = (α
′
1, α

′
2)
′

.
Cette méthode d’estimation de θ en trouvant les valeurs de θ̂ qui maximisent L(θ). Les
valeurs de θ sont données par l’estimateur :

θ̂ = arg max
θ
L(θ)

2.5.2 Inférence des fonctions marginales (IFM)

Dans un but pour le cas d’implémentation de l’algorithme quand le nombre des pa-
ramètres est large, l’IFM est la plus utilisée. Au lieu d’utiliser le MV pour utiliser en une
seule étape le paramètre θ, on utilise la méthode de l’IFM
On décrit les deux étapes de la manière suivante :
Première étape : on estime les paramètres θj (le plus souvent un vecteur de paramètres)
pour chacune des marginales.
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2. Les copules

La vraisemblance, le logarithme de la fonction de vraisemblance et l’estimateur de θj sont
successivement (voir Shih et Louis (1995) [22]).

Lm (θ1) =
T∏
i=1

fj
(
xij, αj

)
, j = 1, 2

Lm (θ1) = log Lm (θ1) =
T∑
i=1

log fj
(
xij, αj

)
α̂j = arg max

θ
Lm (θ1) , pour j = 1, 2 (2.5.1)

Deuxième étape : Estimer le paramètre θ2 de la loi conjointe

Lc (α̂1, α̂2, θ2) =
T∑
i=1

log c
(
F1(x

i
1, α̂1), F2(x

i
2, α̂2), θ2

)
.

Alors l’estimateur par la méthode de l’IFM est

θ̂2 = arg max
θ2
Lc
(
θ̂1, θ2

)
(2.5.2)
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CHAPITRE

3

MODÉLISATION D’UN MODÈLE GARCH

PAR LES COPULE BIVARIÉES

3.1 Introduction

Dans ce chapitre, Y. Lui et R. Luger faire une estimation du modèle GARCH à base
copule dans leur article [26] par la méthode IFM et ils donnent un exemple numérique pour
avoir les résultats des estimateurs θ̂1 = (α̂1

′, α̂2
′) et θ̂2.

La section 2 traiter l’estimation des modèles basée sur les copules. La discussion commence
par un examen de l’IFM et MBP et les propriétés asymptotiques des estimateurs MBP.
Ensuite ils ont présenté leurs modifications de MBP qui surmonte la difficulté de convergence
de l’algorithme itératif lorsque la corrélation entre les variables est élevée. Section 3 illustre
les gains d’efficacité relative des algorithmes d’estimation dans le cadre des modèles GARCH
à base copule. La section 4 applique les méthodes d’estimation avec un exemple numérique.

3.2 Estimation des modèles à base copules

La théorie des copules (Sklar, 1959) [24] montre que toute distribution conjointe peut
être décomposée en sa marge de distribution univariée et une fonction copule, qui décrit
la dépendance entre les variables. bien que le résultat puisse être étendu au cas général
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3. Modélisation d’un modèle GARCH par les copule bivariées

multivarié, où z1, z2 deux variables aléatoires d’intérêt, où zi a une fonction de distribution
cumulative paramétrique Fi(zi, αi) et correspondant densités notées par, fi(zi, αi).
θ1 = (α

′
1, α

′
2) les paramètres de la distribution marginale,et θ2 le paramètre de la copule .

Le théorème de sklar montre que

F (z1, z2, θ) = C(F1(z1, α1).F2(z2, α2), θ2);

avec
C : I2 → I

la densité est donnée par

f(z1, z2; θ) = c(F1(z1, α1).F2(z2, α2), θ2)f1(z1, α1)f2(z2, α2) (3.2.1)

de (3.2.1), le calcule du logarithme de vraisemblance L(θ) donne :

log(f(z1, z2; θ)) = log(c(F1(z1, α1).F2(z2, α2), θ2)
2∏
i=1

fi(zi, αi))

log(f(z1, z2, θ)) = log(c(F1(z1, α1).F2(z2, α2), θ2) + log(f1(z1, α1)) + log(f2(z2, α2)))

L(θ) =
T∑
t=1

log(f(zt1, zt2, θ)) =
T∑
t=1

log(c(F1(zt1, α1).F2(zt2, α2), θt2)+
T∑
t=1

log(f1(zt1, α1))+log(f2(zt2, α2)))

L(θ) =
T∑
t=1

log c (F1 (zt1, α1) , F2 (zt2, α2) , θ2) +
T∑
t=1

2∑
i=1

log fi (zti, αi) (3.2.2)

Pour trouver le résultats du MV θ̂, doit être résoudre l’équation ∂L(θ)
∂θ

= 0
on peut écrire :

L(θ) = Lm(θ1) + Lc(θ1, θ2) (3.2.3)

Telle que :

Lm(θ1) =
T∑
t=1

2∑
i=1

log fi (zti, αi)

Lc(θ1, θ2) =
T∑
t=1

log c (F1 (zt1, α1) , F2 (zt2, α2) , θ2)
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3.3 IFM algorithme

IFM procède en deux étapes : la première étape les paramètres sont estimé séparément
relativement aux distributions marginales et dans la deuxième étape les paramètres sont
estimés relatifs aux fonctions de copule en fonction des estimations obtenu dans la première
étape.
-1erétape : obtenir

α̂i = argmax
T∑
t=1

log fi (zti, αi) = argmaxLm(θ1) ∀ i = 1, 2

-2emeétape : obtenir

θ̂2 = argmaxLc(θ̂1, θ2)

Où θ̂1 = (α̂1
′, α̂2

′)
Cette procédure est simple en calcul que l’estimation de tous les paramètres θ de simul-
tanément à partir de L(θ) en (3.2.2)

3.3.1 MBP algorithme

Le dériver de (3.2.3) donne :

∂L(θ)

∂θ
=
∂Lm(θ1)

∂θ
+
∂Lc(θ1, θ2)

∂θ

MBP est un algorithme à point fixe pour résoudre cette équation pour le MV dans les
problèmes qui admettent une décomposition additive comme dans (3.2.3). les étapes de
MBP pour les modèles à base de copule sont :
-1erétape : résoudre

∂Lm(θ1)

∂θ1
= 0 pour θ̂11

θ̂11 = argmax log(f1 (z11, α̂1)

et

∂Lc(θ̂11, θ2)
∂θ2

= 0 pour θ̂12

θ̂12 = argmax log(c (F1 (z11, α̂1) , F2 (z12, α̂2) , θ2)
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3. Modélisation d’un modèle GARCH par les copule bivariées

-kemeétape(k = 2, 3, ...) : résoudre

∂Lm(θ1)

∂θ1
= −∂Lc(θ̂1

k−1
, θ̂2

k−1
)

∂θ2
pour θ̂1

k

θ̂1
k

= argmax
k∑
t=1

log(f1 (zt1, α̂1)

et

∂Lc(θ̂1
k−1

, θ2)

∂θ2
= 0 pour θ̂2

k

.

θ̂2
k

= argmax
k∑
t=1

log(c (F1 (zt1, α̂1) , F2 (zt2, α̂2) , θ2)

note que l’étape 1 est IFM, si l’algorithme converge, il doit converger vers le MV,
si k− >∞

∂Lc(θ̂1
k−1

, θ̂2
k−1

)

∂θ2
= 0

θ̂2
k

= argmax
k∑
t=1

log(c
(
F1 (zt1, α̂1) , F2 (zt2, α̂2) , θ̂2

)
= 0

Alors
∂Lm(θ1)

∂θ1
= 0

θ̂1
k

= argmax
k∑
t=1

log(f1 (zt1, α̂1) = 0

et

∂Lc(θ̂1
k−1

, θ2)

∂θ2
=
∂Lc(θ̂1

1
, θ2)

∂θ2
= 0

donc
∂L(θ)

∂θ
=
∂Lm(θ1)

∂θ
+
∂Lc(θ1, θ2)

∂θ
= 0

c’est la méthode MV.
car le point limite (θ̂1

∞
, θ̂2
∞

) satisfait l’équation (3.2.3) :

∂Lm(θ1)

∂θ1
+
∂Lc(θ̂1

∞
, θ̂2
∞

)

∂θ2
= 0 (3.3.1)

∂Lc(θ̂1
∞
, θ̂2
∞

)

∂θ2
= 0 (3.3.2)
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L’estimateur MBP est cohérent et asymptotiquement normal, car θ̂i
k
∀i = 1, 2 suit approxi-

mativement la loi normale N(0, 1).
Heuristiquement, l’algorithme exige que les termes de Hessienne utilisés pour mettre à jour
l’algorithme dominent les termes de Hessienne laissés de côté.

DT (θ) =


∂2Lm(θ1)

∂θ1∂θ′1
+
∂2Lc(θ̂∞1 , ˆθ∞2 )

∂θ1∂θ′1

∂2Lm(θ1)

∂θ1∂θ′2
+
∂2Lc(θ̂∞1 , ˆθ∞2 )

∂θ1∂θ′2
∂2Lm(θ1)

∂θ2∂θ′1
+
∂2Lc(θ̂∞1 , ˆθ∞2 )

∂θ2∂θ′1

∂2Lm(θ1)

∂θ2∂θ′2
+
∂2Lc(θ̂∞1 , ˆθ∞2 )

∂θ2∂θ′2


et

GT (θ) =


∂2Lc(θ̂∞1 , θ̂2

∞
)

∂θ1∂θ′1

∂2Lc(θ̂∞1 , θ̂2
∞

)

∂θ1∂θ′2
∂2Lc(θ̂∞1 , θ̂2

∞
)

∂θ2∂θ′1

∂2Lc(θ̂∞1 , θ̂2
∞

)

∂θ2∂θ′2


ou point θ∞ = (θ∞1 , θ

∞
2 ) :

DT (θ∞) =

−
1

T

∂2Lm(θ∞1 )

∂θ1∂θ′1
0

0 − 1

T

∂2Lc(θ∞1 , θ∞2 )

∂θ2∂θ′2


et

GT (θ∞) =


1

T

∂2Lc(θ∞1 , θ∞2 )

∂θ1∂θ′1

1

T

∂2Lc(θ∞1 , θ∞2 )

∂θ1∂θ′2
1

T

∂2Lc(θ∞1 , θ∞2 )

∂θ2∂θ′1
0


MBP suppose que Lm et Lc sont deux fois en continu dans un voisinage des vraies valeurs
de paramètre θ∗ et que :

Γ(θ∗)k− > 0 si k− >∞, (3.3.3)

Où
Γ(θ∗)k = p lim

T→∞
DT (θ∗)(−1)GT (θ∗)

avec
Calculant la matrice hessienneDT et GT ou point θ∗ = (θ∗1, θ

∗
2) :

DT (θ) =


∂2Lm(θ∗1)

∂θ1∂θ′1
+
∂2Lc(θ̂∗1, θ̂∗2)
∂θ1∂θ′1

∂2Lm(θ∗1)

∂θ1∂θ′2
+
∂2Lc(θ̂∗1, θ̂∗2)
∂θ1∂θ′2

∂2Lm(θ∗1)

∂θ2∂θ′1
+
∂2Lc(θ̂∗1, θ̂∗2)
∂θ2∂θ′1

∂2Lm(θ∗1)

∂θ2∂θ′2
+
∂2Lc(θ̂∗1, θ̂∗2)
∂θ2∂θ′2


et

GT (θ) =


∂2Lc(θ̂∗1, θ̂2

∗
)

∂θ1∂θ′1

∂2Lc(θ̂∗1, θ̂2
∗
)

∂θ1∂θ′2
∂2Lc(θ̂∗1, θ̂2

∗
)

∂θ2∂θ′1

∂2Lc(θ̂∗1, θ̂2
∗
)

∂θ2∂θ′2


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Après les calcules du hessienne

DT (θ∗) =

−
1

T

∂2Lm(θ∗1)

∂θ1∂θ′1
0

0 − 1

T

∂2Lc(θ∗1, θ∗2)
∂θ2∂θ′2


et

GT (θ∗) =


1

T

∂2Lc(θ∗1, θ∗2)
∂θ1∂θ′1

1

T

∂2Lc(θ∗1, θ∗2)
∂θ1∂θ′2

1

T

∂2Lc(θ∗1, θ∗2)
∂θ2∂θ′1

0


sous la condition de dominance de l’information dans (3.3.3), la matrice hessienne DT dirige
le mouvement des valeurs mises à jour à l’étape K et l’algorithme converge vers MV, si la
taille de l’échantillon est suffisamment grande et la valeur initiale suffisamment proche du
point MV.donc dans certaines conditions de régularité du maximum de vraisemblance et la

condition de dominance de l’information
√
T (θ̂k − θ∗) est asymptotiquement normale avec

une moyenne nulle et une variance donnée par l’inverse de la matrice DT (θ∗)

(
√
T (θ̂k − θ∗)− > N(0,DT (θ∗))), comme k− >∞.

définir le rayon spectral d’une matrice comme la valeur absolue de ses valeurs propres (réelles
ou complexes) .Une condition nécessaire et suffisante pour que (3.3.3) soit maintenu est que
le rayon spectral de Γ(θ∗) soit strictement inférieur à un .Un contrôle numérique sur la
condition de dominance de l’information peut ainsi être effectuée en évaluant une estimation
cohérente de Γ à l’estimation IFM θ̂IFM qui est obtenue à partir de la première étape de
MBP.

3.3.2 Algorithme MBP modifié

Le choix du modèle de travail Lm doit satisfaire la condition de dominance de l’infor-
mation pour assurer la convergence de l’algorithme MBP. L’importance de ce problème est
illustrée par SFK (Song, Fan, Kalbfleisch [23]) dans une étude de simulation d’un modèle de
copule gaussienne bivariée à distribution marginale exponentielle. Le problème est que Lm
dans l’algorithme MBP original est basé uniquement sur les marginaux sous la structure de
corrélation d’indépendance. Une solution est de trouver un nouveau modèle de travail qui
prend en compte un certain degré de corrélation.
SFK [23] propose une nouvelle décomposition de la forme (3.1.3)

Lw(θ1) = Lm(θ1) + Φ(θ1, θ2),Lr(θ1, θ2) = Lc(θ1, θ2)− Φ(θ1, θ2). (3.3.4)

où Φ(θ1, θ2) est une log-densité avec une structure de corrélation connue θ2,
les étape de l’algorithme MMBP est :

-1erétape : résoudre
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∂Lm(θ1)

∂θ1
= 0 pour ˆθIFM1

et

∂Lc( ˆθIFM1 , θ2)

∂θ2
= 0 pour ˆθIFM2

-2emeétape : résoudre

∂Lm(θ1)

∂θ1
+
∂Lc(θ1, ˆθIFM2 )

∂θ1
= 0 pour θ̂21

et

∂Lc(θ̂21, θ2)
∂θ2

= 0 pour θ̂22

.
-kemeétape(k = 3, 4, ...) : résoudre

∂Lm(θ1)

∂θ1
+
∂Lc(θ1, ˆθIFM2 )

∂θ1
= −

(
∂Lc( ˆθk−11 , ˆθk−12 )

∂θ1
− ∂Lc( ˆθk−11 , ˆθIFM2 )

∂θ1
pour θ̂21

)
pour θ̂k1

et

∂Lc( ˆθk−11 , θ̂2)

∂θ1
pour θ̂k2

Alors la convergence, du point limite MMBP (θ̂∞1 , θ
∞
2 ) satisfait l’équation en (3.3.1)

et (3.3.2). On notera que les modèles de travail de cet algorithme utilisent la copule log-
vraisemblance elle-même pour Φ(θ1, θ2) dans une décomposition comme en (3.3.4), où θ2
est maintenant basé sur le estimations IFM de première étape, c’est-à-dire que l’algorithme

MMBP utilise Φ(θ1, θ2) = Lc(θ1, θ̂2
IFM

) . Certains algorithmes itératifs, tels que Newton-
Raphson, s’appuieraient sur une dérivation du second ordre pour résoudre l’étape 2. Au-

trement dit, si nous laissons maintenant Lw(θ1) = Lm(θ1) + Lc(θ1, θ̂2
IFM

), alors on utilise
l’algorithme de newton pour l’étape 2 :

θ̂1
j

= θ̂1
j−1
−

[
∂2Lw(θ̂1

j−1
)

∂θ1∂θ′1

]−1 [
∂Lw(θ̂1

j−1
)

∂θ1

]
, j = 1, 2, ...

jusqu’à convergence pour trouver θ̂1
j−1

. notez que la matrice hessienne complète par rapport
à tous les paramètres n’est pas requise pour cette étape.

35
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3.4 Exemple numérique

Dans cette section, ils on illustré l’efficacité relative obtenue par l’algorithme d’estimation
(IFM) pour présenter le modèle GARCH par la fonction copule bivariéé.
L’utilité des fonctions copule pour les modèles économiques de sérier des temps connaitre
une croissance rapide dans le domaine de recherche .
L’origine de cette modèle remonte à Joundeau et Rokinge (2006) [17].
L’avantage de la fonction copule c’est que la capture l’effet du modèle ARCH, elle est séparée
de la structure de dépendance entre les variables, la flexibilité de cette approche modéliser
multivarié conditionnel hetroskedasticity est spécialement utile quant à la marginale volatilité
dynamique et compliquer et peut pas facilement étendre à une multivariée volatilité-modèle.
Soit {yt1, yt2}, t = 1, ..., T représentent les rendements d’une paire d’actifs, les marges sont
spécifiées comme modèles GARCH(1,1) (Bollerslev(1986)) [3]

xti = zti
√
hti

yti = uti + xti xti ∼ N(0, hti).
hti = α0i + α1ix

2
t−1,i + α2iht−1,i,

(3.4.1)

1. pour i = 1, 2, elle sont le plus simple et le plus célèbre par α0i > 0, α1i, α2i ≥ 0 et
α1i + α2i < 1. La variance conditionnel est stationnaire au second ordre. La densité
conjoint de la fonction gaussienne et définie par :

C(u1, u2) = Φρ (Φ−1(u1),Φ
−1(u2))

C(u1, u2) =
1√

1− ρ2
exp

{
−ρ

2(Φ−1(u1)
2 + Φ−1(u2)

2)− 2ρΦ−1(u1)Φ
−1(u2)

2(1− ρ2)

}
Où Φ est une fonction de répartition et Φρest une fonction de répartition bivariée avec
moment 0 et variance 1 et la corrélation −1 < ρ < 1.
Preuve
On a la densité Gaussienne multivariée f(x) en dimension d de moyenne µ et de matrice
de corrélation Σ

f(x) =
1

(2π)d/2
√
|Σ|

exp

{
−1

2
(x− µ)′Σ−1(x− µ)

}
|Σ| =

∣∣∣∣1 ρ
ρ 1

∣∣∣∣ = (1− ρ2) , µ = 0

Σ−1 =
1

detΣ
com(Σ)t =

1

1− ρ2

(
1 −ρ
−ρ 1

)
x = (Φ−1(u1),Φ

−1(u2))

(x′Σx) =

[(
Φ−1(u1
Φ−1(u2

)(
1 −ρ
−ρ 1

)
(Φ−1(u1),Φ

−1(u2))

]
1

1− ρ2

On trouve après les calcules :

(x′Σx) =
[
ρ2(Φ−1(u1)

2 + Φ−1(u2)
2)− 2ρΦ−1(u1)Φ

−1(u2)
] 1

1− ρ2
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On remplace

C(u1, u2) = Φρ

(
Φ−1(u1),Φ

−1(u2)
)

=
1√

1− ρ2
exp

{
−ρ

2(Φ−1(u1)
2 + Φ−1(u2)

2)− 2ρΦ−1(u1)Φ
−1(u2)

2(1− ρ2)

}

2. On a d’après (3.2.2)

L(θ) =
T∑
i=1

log c (F1 (zt1, α1) , F2 (zt2, α2) ; θ2) +
T∑
t=1

2∑
i=1

log fi (zti, αi)

.
On note :
xti = zti

√
hti ⇒ zti = xti/

√
hti,

zti = yti,
Alors :

Lc(θ1, θ2) = −T
2

log(1− ρ2)− ρ

2(1− ρ2)
(ρA(θ1)− 2B(θ1)) .

Preuve

C(F1(zt1, α1), F2(zt2, α2), θ2) =
1√

1− ρ2
exp

{
−ρ

2(Φ−1(u1)
2 + Φ−1(u2)

2)− 2ρΦ−1(u1)Φ
−1(u2)

2(1− ρ2)

}
telle que : ui = Fi(zti, αi) = Fi(xti/

√
hti, αi) ; i = 1, 2

log (C(F1(zt1, α1), F2(zt2, α2), θ2) = log

(
1√

1− ρ2
exp

{
−ρ

2(Φ−1(u1)
2 + Φ−1(u2)

2)− 2ρΦ−1(u1)Φ
−1(u2)

2(1− ρ2)

})

= −1

2
log(1− ρ2)− ρ

2(1− ρ2)
(
ρ(Φ−1(u1)

2 + Φ−1(u2)
2)− 2Φ−1(u1)Φ

−1(u2)
)

T∑
t=1

log (C(F1(zt1, α1), F2(zt2, α2), θ2) =

=
T∑
t=1

−1

2
log(1− ρ2)− ρ

2(1− ρ2)

(
T∑
t=1

ρ(Φ−1(u1)
2 + Φ−1(u2)

2)− 2
T∑
t=1

Φ−1(u1)Φ
−1(u2)

)
Donc :

Lc(θ1, θ2) = −T
2

log(1− ρ2)− ρ

2(1− ρ2)
(ρA(θ1)− 2B(θ1))

telle que :

A(θ1) =
T∑
t=1

(Φ−1(u1)
2 + Φ−1(u2)

2) =
T∑
t=1

[
zt1(α1)

2 + zt2(α2)
2
]
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3. Modélisation d’un modèle GARCH par les copule bivariées

.

B(θ1) =
T∑
t=1

Φ−1(u1)Φ
−1(u2) =

T∑
t=1

zt1(α1)zt2(α2)

˙ Où zti(αi) = Φ−1(Fi(xti/
√
hti, αi))

est alors :

Lti(αi) = −1

2
log(2π)− 1

2
log(hti)−

1

2

(yti − µi)2

hti

Preuve

On a :

log(fi(yti, αi)) = Lti(αi)

et
xti ∼ N(0, hti)

fi(xti) =
1√

2πhti
exp

{
− x2ti

2hti

}
mais xti = yti − µi

on remplace :

fi(yti, αi) =
1√

2πhti
exp

{
−(yti − µi)2

2hti

}

log(fi(yti, αi)) = − log((2πhti)
1/2)− (yti − µi)2

2hti

= −1

2
log(2π)− 1

2
log(hti)−

(yti − µi)2

2hti
= Lti(αi)

Cette fonction suppose que hti peut être calculé pour tout t. Une pratique courante consiste
à fixer la valeur initiale à une estimation de la variance inconditionnelle :

h0i =
1

T

T∑
i=1

x̂2ti (3.4.2)

Dans la pratique, l’estimation du maximum de vraisemblance des modèles GARCH re-
pose généralement sur l’utilisation de dérivés numériques. aux fins d’une étude de simulation,
cependant, l’utilisation de dérivés analytiques est évidemment souhaitable pour accélérer la
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3. Modélisation d’un modèle GARCH par les copule bivariées

procédure d’estimation. Nous suivons donc ici fiorentini et al(1996) [11] et donnons les dérivés
analytiques requis.

La première dérivation de Lti(αi) par rapport à αi

∂Lti(αi)
∂αi

=
∂

∂αi

(
−1

2
log(2π)− 1

2
log(hti)−

(xti)
2

2hti

)

= −1

2

∂hti
∂αi

(
1

hti

)
−

∂x2ti
∂αi

hti −
∂hti
∂αi

x2ti

2h2ti

=
1

2hti

(
−∂hti
∂αi
− ∂xti
∂αi

+
∂hti
∂αi

(
x2ti
hti

))
=

1

2hti

(
−∂hti
∂αi

(
x2ti
hti
− 1

)
− ∂xti
∂αi

)

où
∂hti
∂αi

=

(
0,
∂hti
∂α0i

,
∂hti
∂α1i

,
∂hti
∂α2i

)′
est

∂xti
∂αi

= (−2xti, 0, 0, 0)′. ici les zéros sont inclus pour des

raisons de dimension. les dérivées de la fonction skédastique sont données récursivement par :

∂hti
∂α0i

=
∂

∂α0i

(
α0i + α1ix

2
t−1,i + α2iht−1,i

)
= 1 + α2i

∂ht−i,i
∂α0i

(3.4.3)

∂hti
∂α1i

=
∂

∂α1i

(
α0i + α1ix

2
t−1,i + α2iht−1,i

)
= x2t−1,i + α2i

∂ht−i,i
∂α1i

(3.4.4)

∂hti
∂α2i

=
∂

∂α2i

(
α0i + α1ix

2
t−1,i + α2iht−1,i

)
= ht−1,i + α2i

∂ht−i,i
∂α2i

(3.4.5)

avec
∂h0i
∂αji

= 0 car h0i in (3.3.2) ne dépend d’aucun paramètre. Le vecteur de dérivés de

Lm(θ1)par rapport à θ1 est :

∂Lm(θ1)

∂θ1
=

(
T∑
t=1

∂Lt1(α1)

∂α′1
,

T∑
t=1

∂Lt2(α2)

∂α′2

)′

Le dérivés de Lc(θ1, θ2) par rapport à θ1 est :

∂Lc(θ1, θ2)
∂θ1

= − ρ

2(1− ρ2)

{
ρ
∂A(θ1)

∂θ1
− 2

∂B(θ1)

∂θ1

}
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où

∂A(θ1)

∂θ1
=

∂

∂θ1

(
T∑
t=1

(Φ−1(u1)
2 + Φ−1(u2)

2)

)

= 2
T∑
t=1

(
zt1(α1)

∂zt1(α1)

∂θ1
+ zt2(α2)

∂zt2(α2)

∂θ1

)

et

∂B(θ1)

∂θ1
=

∂

∂θ1

(
T∑
t=1

Φ−1(u1)Φ
−1(u2)

)
=

T∑
t=1

(
zt1(α1)

∂zt2(α2)

∂θ1
+ zt2(α2)

∂zt1(α1)

∂θ1

)

∂zt1(α1)

∂θ1
=
∂Φ−1(F1(xt1/h

1/2
t1 , αi))

∂θ1
= − xt1

2h
3/2
t1

(
2ht1
xt1

,
ht1
α01

,
ht1
α11

,
ht1
α21

, 0, 0, 0, 0

)′

∂zt2(α2)

∂θ1
=
∂Φ−1(F2(xt2/h

1/2
t2 )

∂θ1
= − xt2

2h
3/2
t2

(
0, 0, 0, 0,

2ht2
xt2

,
ht2
α02

,
ht2
α12

,
ht2
α22

,

)′

enfin, la dérivée de Lc(θ1, θ2) par rapport à θ2 est donnée par :

∂Lc(θ1, θ2)
∂θ2

=
∂

∂θ2

(
−T

2
log(1− ρ2)− ρ

2(1− ρ2)
(ρA(θ1)− 2B(θ1))

)
=

Tρ

1− ρ2
− 1

(1− ρ2)2
{
ρA(θ1)− (1− ρ2)B(θ1)

}
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CONCLUSION

Les modèles basés sur les copules sont généralement estimés par la méthode IFM. L’avan-
tage de cette méthode est la simplicité de calculer les estimations du paramètres à grand
démentions. Tout d’abord, les paramètres des marges sont estimés séparément, puis les pa-
ramètres de la copule sont estimés sous réserve des estimations de la première étape. Le
principal inconvénient de cette méthode d’estimation est la perte d’efficacité statistique cela
se produit parce que la première étape ignore la dépendance entre les variables.

Les résultats obtenu par l’exemple numérique de [26] suggèrent que la méthode couram-
ment utilisée pour estimer les modèles copule-GARCH peut être améliorés à l’aide de l’algo-
rithme itératif avec relativement peu d’itérations. Un autre avantage de leur algorithme pro-
posé est qu’il donne une version modifiée de l’IFM qui peut être utilisée pour améliorer l’effi-
cacité de l’estimation IFM en première étape sans avoir besoin d’itération par l’intermédiaire
de MMBP. La procédure modifiée de l’IFM peut être particulièrement intéressante dans les
situations où la résolution de systèmes d’équations, qui sont nécessaires pour mettre à jour
les estimations des paramètres MMBP, est un défi de calcul. Par exemple, l’algorithme mo-
difiée de l’IFM serait un moyen intéressant d’améliorer l’IFM dans les modèles avec des
corrélations variant dans le temps.

41



ANNEXE A

Fonction de répartition

Définition 3.4.1. Soit X une variable aléatoire réelle. On appelle fonction de répartition

de X la fonction F : R→ [0, 1], parfois notée FX , définie par :

FX(x) = P (X ≤ x)

pour tout x ∈ R

Le proposition suivante donne des propriétés de la fonction de répartition.

Proposition 3.4.1. Soit F la fonction de répartition d’une variable aléatoire réelle X.

1-La fonction F est croissante, continue a droite et vérifie lim
x→−∞

FX(x) = P(X = −∞) et

lim
x→∞

FX(x) = P(X < +∞). En particulier, si X est finie p.s., on a

lim
x→−∞

FX(x) = 0

et
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3. Modélisation d’un modèle GARCH par les copule bivariées

lim
x→+∞

FX(x) = 1

2-Pour tout x ∈ R ,la limite a gauche de F en x, FX(−x) = lim
y→x

F (y) y < x existe, et vaut

P (X ≤ x) Ainsi on a F (x)−F (−x) = P (X = x). La fonction F possède au plus un nombre

dénombrable de points de discontinuité.

La proposition suivante assure que la fonction de répartition caractérise la loi.

Proposition 3.4.2. La fonction de répartition caractérise la loi : deux variables aléatoires

réelles ont même loi si et seulement si elles ont même fonction de répartition.

Pour une variable aléatoire réelle continue de densité f, sa fonction de répartition F est

donnée par FX(x) = P(X ≤ x) =
∫

]−∞,x]
f(y)dy. La fonction F est continue. Remarquons que

si f est continue, alors la fonction F est dérivable de dérivée f.
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ANNEXE B

Convergence des variables aléatoires

Converge presque sûre

Définition 3.4.2. Une suite (Xn)n de variables aléatoires converge presque sûrement vers

X si la convergence est vraie avec une probabilité 1

P
(
w ∈ Ω| lim

n→∞
Xn(w) = X(w)

)
= 1

On note la convergence presque sûre : Xn →
n→∞

X · p.s

Proposition 3.4.3. 1. La convergence presque sûre entrâıne la convergence en probabilité :

Si

Xn
p.s.→
n→∞

X, alors Xn
P→

n→∞
X
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2. Si

Xn
P→

n→∞
X

on peut extraire une sous-suite qui converge presque sûrement vers X.

Remarque 2. La réciproque est fausse.

Convergence en probabilité

Définition 3.4.3. On dit que la suite de v.a.r. (Xn)n≥1 converge en probabilité vers la v.a.r

X si, pour tout ε > 0 ; on a :

P (|Xn −X| ≥ ε) →
n→∞

0

On note

Xn
P→

n→∞
X

Proposition 3.4.4. La suite (Xn)n≥1 converge en probabilité vers X si et seulement si :

(∀ε > 0)(∃N ≥ 1), n ≥ N ⇒ P (|Xn −X| ≥ ε) ≤ ε

Proposition 3.4.5. Soient (Xn)n≥1 et (Yn)n≥1 deux suites convergent en probabilité vers X

et Y respectivement, c’est-à-dire,

Si

Xn
P→

n→∞
X etYn

P→
n→∞

Y

Alors

XnYn
P→

n→∞
XY
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ANNEXE C

Bruit blanc

Bruit blanc

Définition 3.4.4. Le processus (zt)t∈Z composé de variables aléatoires réelles centrées, de

variance finie σ2 ; sans corrélation, s’appelle un bruit blanc (0;σ2) ; noté BB(0;σ2) :

Proposition 3.4.6. Sous les hypothèses précédentes, soit

zt+1 = Xt+1 − P t
−∞ (Xt+1) .

Alors le processus (zt)t∈Z est un bruit blanc.

Bruit blanc faible

Définition 3.4.5. Le processus zt est appelé bruit blanc faible s’il vérifie, pour une constante

positive σ2 :
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1. Eεt = 0,∀t ∈ Z.

2. Eε2t = σ2,∀t ∈ Z.

3. cov (εt, εt+h) = 0 ∀t, h ∈ Z, h 6= 0.

Définition 3.4.6. On appelle bruit blanc fort toute suite (zt; t ∈ Z) telle que (zt) soit i.i.d.
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ANNEXE D

Mesures de dépendance

Coefficient de corrélation linéaire

Définition 3.4.7. Soient X et Y deux variables aléatoires ayant des variances finies. Le

coefficient de corrélation linéaire des variables X et Y est donné par :

ρ(X, Y ) =
Cov(X, Y )√

Var(X) Var(Y )
(3.4.6)

où Cov(X, Y ) = E(X, Y ) − E(X)E(Y ) est la covariance entre X et Y ; Var(X),Var(Y )

correspondent aux variances respectives des variables X et Y .

Dans le cadre d’une dépendance linéaire parfaite, Y = aX + b, (a 6= 0 ; b ∈ R) , le
coefficient de corrélation est égal a +1 ou -1 selon le signe de a.

Les coefficients de corrélation de Kendall et de Spearman

Les définitions de ces deux coefficients sont intimement liées à la notion de concordance.Ils
constituent une alternative au coefficient de corrélation linéaire, qui n’est pas comme nous
l’avons montré auparavant la mesure de dépendance la plus appropriée et souffre de certaines
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lacunes.

a - Notion de la concordance

Définition 3.4.8. Notons (x1, y1) et (x2, y2) deux observations d’un vecteur aléatoire continu

(X;Y ), alors (x1, y1) et (x2, y2) sont dites :

— Concordantes si :

(x1 − x2) (y1 − y2) > 0⇔ (x1 < x2 et y1 < y2) ou (x1 > x2 et y1 > y2)

— Discordantes si :

(x1 − x2) (y1 − y2) < 0⇔ (x1 < x2 et y1 < y2) ou (x1 > x2 et y1 > y2)

Plus généralement soit {(x1, y1) , (x2, y2) , . . . (xn, yn)} un échantillon de n observations
d’un couple (X ;Y). Il existe C2

n = n!/2!(n − 2)!pairs de distributions de couples(xi; yi) ;
(xj; yj) qui sont soit concordantes, soit discordantes .

Définition 3.4.9. La fonction de concordance entre les deux couples (X1;Y1) et (X2;Y2) est

définie par :

Q = P [(X1 −X2) (Y1 − Y2) > 0]− P [(X1 −X2) (Y1 − Y2) < 0]

b - Le tau de Kendall

Définition 3.4.10. Soient (X1;Y1) et (X2;Y2) deux vecteurs aléatoires continus i.i.d de

fonction de répartition conjointe H et de fonctions marginales F (pour X1 et X2) et G (pour

Y1 et Y2). Le tau de Kendall noté τ est défini par :

τ = P [(X1 −X2) (Y1 − Y2) > 0]− P [(X1 −X2) (Y1 − Y2) < 0]

Le tau de Kendall possède les propriétés suivantes :

— Le taux de Kendall est symétrique, c’est-à-dire : τ (X1, X2) = τ (X2, X1)

— −1 ≤ τ ≤ +1
— Si X et Y sont comonotones alors τ = 1 (la concordance la plus solide)

— Si X et Y sont antimonotones alors τ = −1 (la discordance la plus solide).

— Si X et Y sont indépendantes alors τ = 0
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— Si a et b sont des fonctions strictement croissantes, alors τ(a(X), b(Y )) = τ(X, Y )
Malheureusement, lorsque τ = 0 les variablesX et Y ne sont pas forcement indépendantes.

Théorème 3.4.7. Soient X et Y deux variables aléatoires continues de copule C, alors le

tau de Kendall de X et Y (noté par τXY ou par τC) est donnée par :

τX,Y = τC = 4

∫
I2
C(u, v)dC(u, v)− 1

c - Le rhô de Spearman

Définition 3.4.11. soient (X1;Y1) ; (X2;Y2) et (X3;Y3) trois vecteurs aléatoires indépendants

de même loi H. Le coefficient de corrélation de Spearman est définit par :

ρS = ρXY = 3 (P [(X1 −X2) (Y1 − Y3) > 0]− P [(X1 −X2) (Y1 − Y3) < 0])

Les propriétés du ρS sont les suivantes :

— ρS existe toujours.

— −1 ≤ ρS ≤ +1

— Si X et Y sont comonotones alors ρS = 1

— SiX et Y sont antimonotones alors ρS = −1 Si X et Y sont indépendantes alors ρS = 0

— il est invariant sous des transformations non linéaires strictement croissantes. C’est-à-dire
si a et b sont deux fonctions strictement croissantes, alors :

ρS(a(X), b(Y )) = ρS(X, Y )

Théorème 3.4.8. Soit (X, Y ) un couple de variables aléatoires continues de copule C. Le

rho de Spearman de (X, Y ) est donné par :

ρXY = ρs = 3Q(C,Π) = 12

∫
I2
uvdC(u, v)− 3

= 12

∫
I2
C(u, v)dudv − 3

(voir Embrechts (2003) [20]).

Loi gaussienne multivariée

Soit X = (X1, ..., Xn)T un vecteur de variable aléatoire de dimension n qui est distribuée
suivant une loi gaussienne, alors la densité de la fonction de probabilité est

f(x|µ,Σ) =
1

(2π)n/2|Σ|1/2
exp

(
−1

2
(x− µ)>Σ−1(x− µ)

)
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où
— x = [x1, . . . , xn]T

— µ = [µ1, . . . , µn]T , est le vecteur constitués des valeurs moyennes µi = E (Xi)

— Σ et la matrice de covariance, de dimension nn non singulière, définie positive sur l’en-
semble des réels avec des éléments Σij = E [(Xi − µi) (Xj − µj)]

Quand X est répartie suivant une loi normale multivariée, nous utilisons la notation suivante :

X ∼ N (µ,Σ) f(x|µ,Σ) = N (µ,Σ)

On peut alors déduire simplement l’expression de la fonction de répartition, qui est donnée
par

Φ(X) =

∫ x1

−∞
. . .

∫ xn

−∞

1

(2π)n/2|Σ|1/2
exp

[
−1

2
(x2 − µ)>Σ−1 (x2 − µ)

]
dy1 . . . dyn

Dans le cas bivarié, la loi de la densité de probabilité est :

f (x1, x2) = 1

2πσx1σx2

√
1−ρ2

exp
(

−1
2(1−ρ2)

(
(x1−µ1)2
σ2
x1

+ (x2−µ2)2
σ2
x2

− 2ρ(x1−µ1)(x2−µ2)
σx1σx2

))
où ρ est la

corrélation entre x1 et x2, et Σ =

[
σ2
x1

ρσx1σx2
ρσx1σx2 σ2

x2

]
.

Dans ce cas, il est évident que f (x1) = N (µx1 , σx1) et f (x2) = N (µx2 , σx2)
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[3] Bollerslev T., Generalized Autoregressive Conditional Heteroskedasticity, Journal of
Econometrics 31 ; 307 - 327 (1986).

[4] Bougerol, P., et N. Picard, Stationarity of GARCH processes and of some nonnegative
time series. Journal of Econometrics 52 ; 115 - 127, (1992).

[5] Charles, F., Utilisation de copules paramétriques en présence de données observation-
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